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� � 摘 � 要: � 分析了强化学习与遗传算法工作机制,在提出基因空间分割概念的基础上,提出了一种将强化学

习与遗传算法内在结合起来的算法 RLGA,在遗传算法的框架下实现强化学习机制.从理论上分析了 RLGA的收

敛性,讨论了 RLGA的时间和空间效率及其与基因空间分割的关系,通过实验分析了 RLGA中基因空间分割的指

导范围.实验结果表明, RLGA具有良好的全局收敛性能.
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Abstract: � RLGA, an algorithm wh ich mi plem en tsmechan ism of reinforcement learning under the framework of ge�
netic algorithm is described. by using gene space d ivision the algorithm m aps the gene space of genetic algorithm in to the

strategy spcaces ofmu lti�agen.t The convergence theorems for the algorithm are presen ted, and the tmi e and the space effi�
ciency of the algorithm aswell as the relation between them and the d ivision granu larity are d iscussed. The expermi en tal

results show thatRLGA haswell g lobal convergence performance, and the fu rther expermi ents prov ide the gu ide range of

the s ize of gene space d iv is ion in RLGA.
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1� 引言

� � 遗传算法 ( G enetic A lgorithm,简称 GA )是一种模仿生

物进化过程的全局优化随机搜索算法,它通过对问题的可

行解进行编码,然后利用自然选择和交叉变异操作来进行

搜索.它的简单通用性和高度鲁棒性的特点,使得它在许

多领域都得到了广泛的应用.一般认为, GA的理论基础是

模式定理和马尔可夫链模型 [ 1] .模式定理从结构模式的角

度考察了 GA的工作机理,认为 GA实际上是在寻找某种

结构上的相似性,它保证了这种相似的较优的模式的样本

在进化过程中呈指数级增长, 但它并不能保证找到最优

解,即这些较优的模式不一定与最优解的模式相似.而 GA

的马尔可夫链模型则从搜索行为的角度刻画了 GA的行为

属性.对 GA的理论研究表明, GA的搜索具有良好的方向

性,对 GA作某些调整可以使 GA具有某种良好的行为属

性,但是, GA的本身难以体现出明晰的目标性.在 GA中,

选择,交叉和变异三个算子及其相关参数体现了开采 ( ex�
p loit)与探索 ( exp lore)之间的平衡,选择的作用是开采搜索

空间以便充分利用当前群体的已有信息,而交叉和变异则

是探索搜索空间以便找寻那些可能最优的区域. GA的这

种特性使人很容易联想起强化学习 ( Reinforcement Learn�
ing,简称 RL)的有关技术

[ 2]
.

强化学习是一种目标驱动的自适应能力很强的机器

学习技术.一个强化学习 Agen ,t在与环境交互时, 能根据

环境的反馈来调整自己的行动策略, 即如果 A gent的某个

行动策略导致了环境正的奖赏,则以后产生这个行动策略

的趋势便会加强,反之,如果 Agent的某个行动策略导致了

环境负的奖赏, 则以后产生这个行动策略的趋势便会减

弱.顺序型强化学习也可用马尔可夫链建模.在强化学习

的有关算法中, A gent所采用的 ��greedy行动选择策略,即

以 1��的概率选择到目前为止最好的行动策略,以 �的概

率选择行动策略空间中的任一行动策略,也同样体现了对
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行动策略空间的开采与探索之间的平衡.

鉴于 GA与 RL的相似性和各自的优良特性,自然会引

出一个很有意义的问题:即在 GA和 RL之间是否存在一种

内在的联系,能否将它们结合起来,从而进一步地改善它

们的搜索性能? 本文对该问题进行了研究,首先提出了基

因空间分割的概念,然后在此基础上提出了一种基于强化

学习机制的遗传算法 ( G enetic algorithm based on reinforce�
ment learn ing,简称 RLGA ),并对它的收敛性及有关参数对

算法性能的影响进行了理论分析.实验结果表明, RLGA具

有良好的全局收敛性能.

其实, RL与 GA的结合自

上世纪 80年代后期就已受到

了许多研究者的关注,已有许

多这方面的研究成果. 根据

RL与 GA结合的紧密程度可

以将它们分为三种情形 (如图

1所示 ) :第一种是协作型, 即

RL与 GA为共同的目标分工

协作.如: H olland提出的学习分类器系统 ( LCS)
[3]
,该系统

运用 RL来对分类器的信用度进行分配,用 GA来产生潜在

有用的分类器并淘汰无用的分类器, 在此基础上, Dorigo

等
[ 4]
进一步提出了 Q �LCS, 他们把 Q�学习运用到了 LCS

中.而 Q i等
[ 5]
则把 RL和 GA结合进了多 Agent系统中,用

RL进行组成员的交互策略学习,用 GA来进行组的进化.

RL与 GA结合的第二种情形是主从依赖型,即以一方为

主,另一方为辅的形式,主方利用从方来动态修改主方运

行过程中的一些参数.如: E riksson等
[ 6]
提出的用 GA来进

化 RL的学习步长参数的思想, Pettinger等
[ 7]
则提出用 RL

来自适应地控制 GA的遗传操作算子. RL与 GA结合的第

三种情形是融合型,它是一种深度的、内在的和本质上的

结合,本文研究的 RLGA正是属于这种情形.

2� 强化学习

� � Agent强化学习的基本框架
[ 2]
如图 2所示.在时间步 t

时刻, t= 0, 1, 2, �, A�
gen t获得当前的环境

状态 st  S, S为可能

的环境状态集,在此

基础上,选择一个行

动 ai  A ( st )作用于环

境, A ( st )是相应于状

态 st的 A gen t的可用的行动集, Agent行动的结果是在 t+ 1

时间步, A gen t收到环境的奖赏 rt+ 1  R,同时环境变迁到一

个新的状态. Agent强化学习的目的就是要获得一个行动选

择策略 p t: st !A ( st ),即在每个时间步 t里, Agent都要实现

一个从状态 st到可能的动作选择的概率映射,从而使 A gen t

所选择的动作能够获得最大的环境奖赏.

在各种强化学习算法中, Q�学习 [ 8]
是一种最具代表性

的模型无关强化学习算法. Q�学习的算法过程如下:

( 1)初始化 Q值;

( 2)在状态 st下,采用 ��greedy策略确定行动 at,得到

经验知识和训练例 ∀st, at st+ 1, rt+ 1 #;
( 3)用下列迭代公式更新 Q值:

Q ( st, at ) = ( 1- �)Q ( st, at ) + �( rt+ 1 +  m ax
a

Q ( st+ 1, a ) )

式中 a为学习速率,  为折扣因子;

( 4)若满足终止条件,学习结束,否则,令 t= t+ 1,转第

( 2)步.

W atk ins等
[ 8]
利用随机过程和不动点理论,证明了当 �

满足一定条件时 Q�学习过程的收敛性.

3� 基于强化学习机制的遗传算法 RLGA

3�1� RLGA基本思想
我们先来考察一下 GA的工作原理. GA首先对问题的

可行解进行编码, 即将可行解表示为染色体,这里我们不

妨假定采用定长二进制编码,记编码后形成的基因空间为

X g, Xg = { 0, 1}
L
, L为X g中染色体的编码长度.然后通过对

染色体执行交叉和变异来搜索 Xg 中的未知区域. 为了保

持对搜索空间X g的一定搜索率和加速搜索收敛速度, GA

需要维持一个较大的群体规模,并要维持群体中个体的多

样性,通过基于适应度的选择来指导 GA向较优的区域进

行搜索.然而, GA对好的模式的搜索是间接的, 它隐含地

体现在群体的样本中.

接下来,我们来考虑如何用 RL来处理 GA问题.如果

我们只是简单地将 GA问题的基因空间X g看作是 RL的行

动策略空间, x  X g的适应度看作是环境对行动 x的奖赏,

则一个 GA问题很容易地转换成一个 RL问题. 然而,这种

方法一般是不可取的,因为如果 L较大的话,则我们使用

Q �学习就需要维持一个非常庞大的 Q表,且由于行动空间

的巨大,使得每一个行动不可能被访问足够多次.为了解

决这样的问题,我们需要对基因空间 X g 进行适当的分割.

下面我们给出基因空间分割的形式定义.

定义 1(基因空间分割 ) � 令 D = ( d1, d2, �, dn ) , di >

0, i= 1, 2, �, n, ∃
n

i= 1

d i= L.对于  x  Xg,我们将 x按 D给

定的长度规则进行分段,因而形成关于基因空间的一个分

割,记为 A = (A1, A2, �, An ),其中 A i= { 0, 1 }
d i

, i= 1, 2, �,

n.我们称D = (d1, d2, �, dn )为X g的一个分割模式, n为分

割度.

现在,我们来讨论 RL与 GA的结合机制:给定 Xg 的一

个分割 A,相应地,创建 n个 Agent,并且将 A i作为 A gen ti的

行动策略空间.这样 n个 A gen t的一次并发行动 a
!
= ( a1, a2,

�, an ),则构成了对基因空间X g的一次搜索.记 a
!
对应的染

色体为 x (a
!
).把 x (a

!
)所对应的适应度 f进行适当的定标作

为 a
!
中各行动策略的联合奖赏.这样,在 GA的框架下,通过
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重复 n个 A gent的并发行动,就构成了一个重复一阶段对策

( Repeated one stage game)的 RL问题.

3�2� RLGA算法描述
根据上述 RLGA的基本思想,我们给出 RLGA的伪码

表示如图 3所示.

step 1� In itialize D = (d 1, d 2, �, dn );

step 2� for all i= 1, �, n, j = 1, �, 2d i

� � � Q i (a i, j ) = 0;

step 3� k = 1;

step 4� Repeat

step 5� � Choose a! = ( a
1, jk

, a
2, jk

, �, a
n, jk

) us ing ��greedy;

step 6� � r = f i tness( x( a! ) ); / /计算 x的适应度

step 7� � for all i= 1, �, n

� � Q i (ai, j
k
) = (1�i, k )Q i (ai, j

k
) + �i, k ( r+ max

j
(Q i (ai, j ) );

step 8� � if best- r> r th en

� � � best- r= r, be st- x = x; / /精英保留

step 9� � k= k+ 1;

step 10� U nt il term in al cond it ion is satisfied;

step 11� Output best- x;

图 3� RLGA算法

由图 3可以看出: ( 1) GA实际上为 RL提供了一个可

运行的框架和环境, RL则替代了 GA的自然选择与遗传进

化操作; ( 2) GA的一些标准参数为 RL的一些标准参数及

分割模式D所取代; ( 3) RLGA中采用了精英保留策略.我

们把 RL与 GA的运行机制再作进一步的比较,就会发现:

( 1)RL发现好的行动策略对应着 GA发现好的结构模式;

( 2)RL的动作选择对应着 GA的选择算子; ( 3) RL中多 A�
gen t并发行动选择对应着 GA中的 (多点 )交叉; ( 4 )RL中

的 �行动选择对应着 GA中的 (多点 )变异.因此,在 RLGA

中,虽然更多地采取了 RL机制,但它却仍然保留了 GA的

本质内涵.从这里可以看出 RLGA实现了 RL与 GA的深度

融合.融合后的 RLGA不仅保留了 GA的简单通用性和鲁

棒性的特点以及 RL的自适应性和目标驱动性的特点,而

且较 GA具有更好的可理解性.

3�3� RLGA算法分析
图 3所示的 RLGA算法我们把它叫做精英保留 RLGA

算法,如果我们去掉它的第 8步,并把第 11步改为:

� Choose� a
!
= (a1, jk, a2, jk, �, an, jk ) � using greedy policy;

� Output� x (a
!
);

则它就变为非精英保留 RLGA算法,它们的区别仅在于在

算法的运行过程中是否保留了精英个体.

下面我们来讨论 RLGA算法的收敛性.记 k
m
( ai, j )为

行动 ai, j第m次被试的索引.

定理 1(非精英保留 RLGA算法的收敛性 ) � 如果奖赏
r有界,学习速率 0% �i, k < 1,且

∃
&

m= 1

�i, km ( a i, j) = & ,且 ∃
&

m= 1

�2i, km ( a i, j) < & , 对  i, j

则非精英保留 RLGA算法以概率 1��收敛于最优解.

证明:不考虑算法中的 i的具体含义,仅把它看作环境

状态变量,由定理的条件可知, W atk ins等
[ 8]
的 Q�学习过程

收敛性定理的条件能被满足,因此,当 k! & 时, Q i (ai, j )以

概率 1��趋于最优 Q
*
i ( ai, j ) ,取 a

*
i = arg max

a i, j

(Q
*
i ( ai, j ) ),

由分割模式和奖赏 r的定义可知, x ( a
*

1 , �, a
*

n )为最优个

体,因此, 非精英保留 RLGA算法以概率 1��收敛于最优

解.证毕.

定理 2(精英保留 RLGA算法的收敛性 ) � 在与定理 1相

同的条件下,精英保留 RLGA算法以概率 1收敛于最优解.

证明:考虑到精英保留,由定理 1立即可得.证毕.

现在,我们来讨论 RLGA中的参数对 RLGA性能的影

响.在 RLGA中,能直接影响 RLGA的全局收敛性和收敛速

度的因素主要有两个,一个是参数 �和 �i, k,另一个是基因

空间分割模式 D. �是行动探索概率,由 RL的理论可知, �

体现了 Agen t行动探索 ( exp lore)和开发 ( exploit)之间的平

衡, �大则倾向于探索, �小则倾向于开发,因而,我们可以

在 RLGA的运行初期通过增大 �来提高 Agen t对 X g 的全

局搜索力度,积累行动策略的经验知识,而在 RLGA的运

行后期,通过减小 �来充分发掘行动策略的经验知识,提

高 RLGA的收敛性能. �i, k是学习速率,它的大小可以显式

地控制 RLGA的收敛速度.基因空间分割模式 D则直接决

定着基因空间的分割粒度,进而反应出不同的结构搜索模

式,从而影响 RLGA的搜索结果; 基因空间分割模式 D也

直接决定着 Agent行动策略空间的大小, 从而影响算法的

空间和时间效率.

在 RLGA中, RLGA的空间效率主要体现在 Q �表所占
用的空间的大小上.定义 dm ax = max(d1, d2, �, dn ),则有:

2L % ∃
n

i= 1

2
d i % n2

dmax % 2
L

由上式可以看出,如果 dm ax越小,则 RLGA所占用的空

间就越少.它的两个极端情况是 dm ax = 1和 dm ax = L,与此相

对应, RLGA占用的空间分别约为 2L和 2
L
.考虑穷尽搜索

法,若各个 Agen t以 �概率执行行动探索,则搜遍整个基因

空间X g所需的时间为 O ∋
n

i= 1

2
d i

/�) = O ( 2
L
/�n ,即分割度

越小,所需的运行时间就越短,当 n= 1时,运行时间最短,

为 O ( 2
L
/�).然而, RLGA不是穷尽搜索法,它是一种目标

驱动的启发式搜索方法.由 RL的特性可知,若行动空间越

小,则探索越充分,因而 di的大小与运行时间呈现出 2
!d i

倍

关系,即若 di减少 !di ,则运行时间减少 2
!d i

倍,所以,

分割模式D越细越好.这就要求 RLGA在分割模式 D上有

一个折中.

4� 实验结果与分析

4�1� 实验方法
为了验证 RLGA算法的有效性,我们选用 6个常用的
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函数优化测试函数的例子来进行测试,这 6个测试函数见

表 1所示.其中:函数 f2中的 integer(()是取下整函数,函数

f3中的 N ( 0, 1)表示一个满足均值为 0方差为 1的正态分

布随机数.上述所有函数均是求全局极小值.

我们在这 6个测试函数上分别运行 RLGA和 SGA,将

它们的运行结果进行比较. SGA的运行步骤如下:

( 1)指定种群规模N,交叉概率 Pc,变异概率 Pm,最大

运行代数 T,随机确定初始种群;

( 2)依据个体适应度,用赌轮选择法从当前种群中选

择 N /2个个体对;

( 3)依概率 Pc对上述N /2个个体对执行单点交叉,产

生 N个中间个体;

( 4)依概率 Pm对上述 N个中间个体执行变异,从而

产生新一代种群;

( 5)计算新一代种群个体的适应度,保留精英个体;

( 6)如果未达到最大运行代数,转 ( 2),否则,输出精英

个体,结束.

实验中 SGA的有关参数设置为:种群规模 N = 100,交

叉概率 Pc= 0. 8,变异概率 Pm = 0. 1, 最大运行代数 T =

100. RLGA的有关参数设置为:贪心选择概率 �= 0. 3,学习

速率 �i, k = 0. 9,  = 0. 9,分割模式, di = 6, i= 1, �, n,为了

使 RLGA与 SGA在总的搜索规模上保持一致, RLGA的最

大运行代数设置为 SGA的运行代数 T ) SGA的种群规模N

= 10000.

4�2� 实验结果及分析
RLGA与 SGA在表 1给定的 6个测试函数上的运行结

果见表 2和图 4�9所示,其中表 2列出的是相应算法获得

的最小值和最小值出现的代数以及相应的变量 x的取值,

图 4�9反映的是在 6个测试函数上相应算法所搜索到的最

好值的改进过程,图中的 x轴都进行了规范化处理.从表 2

和图 4�9可以看出,除在 f2上 RLGA与 SGA获得了

同样的最小值外,在其他测试函数上, RLGA都较 SGA的

最终结果好,而且,如果考虑到搜索规模,在除 f3之外的其

他测试函数上, RLGA获得最好值的时间都比 SGA早,而

在 f3上,从图 6可以看出, SGA基本上处于一种停滞状态,

而 RLGA的搜索结果则在不断地改进,而且最后的结果更

接近于真正的函数最优值.因此, RLGA具有良好的寻优和

全局收敛性能.对于图 4�9,一个需要解释的现象是在它们
的开始部分, SGA基本上都是比 RLGA表现得好,其主要

原因是因为 SGA在开始点取的值是 100个初始个体中最

好的一个,而 RLGA则是随机取的一个,还有就是 RLGA采

用了固定的贪心选择概率 �,它在开始时太小,因而减少了

行动探测的机会.

表 1� 测试函数

函数 变量定义域

f 1 ( x) = ∃
3

i= 1

x2i, 5. 12% x i% 5. 12

f 2 ( x) = ∃
5

i= 1

integer( x i ), 5. 12% x i% 5. 12

f 3 ( x) = ∃
30

i= 1

ix4i + N ( 0, 1), 1. 28% x i% 1. 28

f 4 ( x) = ( x21 + x22 )
0. 25 ( s in2 ( 50( x21 + x22 )

0. 1 ) + 1), 100% x i% 100

f 5 ( x) = 0. 5+
sin2 x21 + x22 - 0. 5

( 1+ 0. 001( x2
1
+ x2

2
) ) 2

, 100% x i% 100

f 6 ( x) = ( 4- 2. 1x21 + x41 /3 )x21 + x1 x2 +

( - 4+ 4x22 )x
2
2,

3% x i% 3

� � RLGA之所以能够很好地工作,除了它具有 RL和 GA

各自的优点外,更重要的是 RLGA不象 GA,把较好的模式

隐含地包含在群体的染色体样本中,虽然 GA在选择算子

的作用下,使它们能以较高的几率生存下来,但却因为随

机的交叉和变异而很容易遭到破坏,而RLGA由于采用了

表 2� RLGA与 SGA在 6个测试函数上的运行结果比较

函数
SGA(种群规模 = 100) RLGA

代数 最小值 x 代数 最小值 x

f 1 73 0�43383 ( - 0�33659, - 0�54376, - 0�1577) 1560 0�008892 ( 0�01502, - 0�05505, - 0�07507 )

f 2 79 - 28
( - 5�0925, - 5�0175, - 4�5793,

- 4�2219, - 5�0695)
6457 - 28

( - 5�12, - 4�6324, - 5�12, - 4�6324,

- 5�12)

f 3 32 87�824

( - 0�15455, 1�0457, 0�92004, - 0�68245,

- 0�7273, - 0�10332, - 0�09543,

- 0�08136, 0�14626, 0�32347, 0�19664,

- 0�3601, 0�81046, - 0�12326, - 0�81669,

0�16676, - 0�421, 0�055464, 0�49983,

0�13183, - 0�35214, 0�11046, 0�90106,

0�16032, - 0�84307, 0�23527, - 0�38603,

- 0�10441, 0�31785, 1�069)

7713 25�456

( - 0�18286, 0�18286, 0�91429, 0�18286,

0�18286, 0�54857, 0�18286, - 0�91429,

- 0�54857, - 0�54857, - 0�18286,

0�18286, 0�18286, - 0�54857, - 0�54857,

- 0�18286, 0�54857, - 0�18286, 0�54857,

0�54857, - 0�54857, - 0�18286, 0�18286,

0�18286, 0�54857, 0�18286, - 0�18286,

0�18286, - 0�18286, 0�54857)

f 4 61 2�7474 e- 5 ( - 38�371, - 39�691) 5408 8�4397 e- 7 ( - 92�517, - 17�527 )

f 5 98 - 0�95594 ( 3�1273, 0�21209) 6478 0�9921 ( - 0�009156, 0�088504)

f 6 56 - 0�10495 ( 0�63841, - 0�98902 ) 5017 - 1�0268 ( 0�06473, - 0�72796 )
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基因分割,将染色体样本划分为很小的块,从而使得较优

的模式很容易得以保持.

4�3� 分割模式 D对 RLGA性能的影响

在上述实 验中,我们仅仅只是简单地设置所有的 di =

6,这样的选择是不是合适呢? 在第 3. 3节关于 RLGA的算

法分析中,我们已经分析了分割模式 D对 RLGA性能的影

响.为了验证我们的分析,并对 di的选择范围提供一个适

当的指导,我们分别在 f2和 f5上进行了进一步的实验.在

保持精度和最大运行代数不变的前提下,分别取 di = 1, 2,

�, 11,对每个 di的取值运行 10次,实验结果取 10次运行

结果 (每次的最好值 )的平均值,图 10和 11是它们的实验

结果.图 10和 11表明,当 1% di % 7时, RLGA都能表现出

很好的性能,而当 di > 7时, RLGA的性能则急骤下降.这

除了可以从行动空间的大小来解释外,我们也可以从基因

模式的角度来加以解释,因为较小的 di则对应着较短的基

因模式块,它使得当个体进化到一定的代数后,那种较好

且较短的基因模式块能得到很好的保持.

5� 总结

� � 本文在深入分析和比较 RL与 GA的基础上,提出了一

种基于强化学习机制的遗传算法: RLGA,该算法通过基因

空间分割模式 D把 RL和 GA内在地融合在一起,从而使

得 RLGA既具有 GA的简单通用性和鲁棒性,又具有 RL的

自适应性和目标驱动性.此外,本文还对 RLGA的收敛性

以及时间和空间效率进行了理论分析.实验表明, RLGA具

有良好的全局收敛性能,通过实验,我们还获得了基因空

间分割模式 D的一个指导取值范围.进一步地, 从结构模

式的角度来考察 RLGA,我们可以对基因空间作不同的分

割,使得 RLGA在群体规模上运行, 执行并行搜索.对于

RLGA在更弱的条件下的收敛性和基因空间分割模式 D对

RLGA的性能影响的严格理论分析,则是以后需进一步研

究的问题.
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