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基于高阶残差和参数共享反馈卷积

神经网络的农作物病害识别
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　　摘　要：　当前，大部分农作物病害图像识别方法主要关注于精度而忽略了鲁棒性．在面向实际环境时，由于噪声
干扰和环境因素影响导致识别精度不高．为此提出了一种高阶残差和参数共享反馈的卷积神经网络模型以应用于实
际环境农作物病害识别．其中，高阶残差子网络为病害表观提供丰富细致的特征表达，以提高模型识别精度；参数共享
反馈子网络用来进一步抑制原深层特征中的背景噪声，以提高模型的鲁棒性．实验结果表明，当面向实际环境农作物
病害识别时，本文方法在识别精度和鲁棒性上均优于其他方法．
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１　引言
　　农作物病害识别是农作物病害防治的基础，也是
农作物产量和品质的重要保障．传统农业农作物病害
诊断主要依靠人眼判别．然而由于农民缺乏专业知识，
农业专家又无法全方位、全天候在田间服务，以致错失

最佳防治时机．近年来，随着图像处理、模式识别、计算
机视觉等技术在各个领域的快速发展，利用计算机自

动识别和诊断农作物病害为以上问题提供了行之有效

的解决方案．
农作物在感染病害后叶片上常出现一定形式的病

斑，这些病斑在颜色、纹理、形状等方面呈多样化、复杂

化的特点，如图１所示．因此，在农业领域常通过处理叶
部病害图像来对农作物病害进行自动识别和诊断．

基于传统的图像处理方法的农作物病害识别相比

于近年来兴起的基于深度神经网络的方法在识别精度
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和鲁棒性上都无法比拟．当前基于深度神经网络的方
法大多是在公开数据集 ＰｌａｎｔＶｉｌｌａｇｅ［１］或者简单背景图
像上训练学习，获取模型以实现农作物病害图像识别．
然而，该类方法存在以下问题：公开数据集 ＰｌａｎｔＶｉｌｌａｇｅ
背景简单，农作物病害特征多样，由于获取标注图像需

要专家参与，经常会导致类别不均衡，直接将在 Ｐｌａ
ｎｔＶｉｌｌａｇｅ上训练的模型迁移并不能得到很好的效果．基
于简单背景图像的病害识别方法在识别实际环境下农

作物病害图像时，需要抗击各种各样的噪声干扰因素，

实际的识别精度会大大降低，无法满足识别准确率

需求．
针对农作物病害图像识别具有背景复杂、干扰多、

病害特征多样等特点，本文兼顾模型的识别精度和鲁

棒性，提出了一种简单的高阶残差和参数共享反馈的

卷积神经网络模型．本文工作的主要贡献有以下几点：
（１）提出了一种简单的高阶残差和参数共享反馈

的卷积神经网络模型（ＨｉｇｈＯｒｄｅｒＲｅｓｉｄｕａｌａｎｄＰａｒａｍｅ
ｔｅｒＳｈａｒｉｎｇ Ｆｅｅｄｂａｃｋ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＨＯＲＰＳＦ）以应用于农作物病害识别，该网络包含高阶
残差和参数共享反馈两个子网络，分别用于提高网络

的识别精度和鲁棒性．
（２）为了进一步验证本文提出的 ＨＯＲＰＳＦ方法性

能，本文创建了一个的新数据集ＡＥＳＣＤ９２１４，此数据集
是在自然环境下采集，包含了复杂背景，不同尺寸、拍摄

角度、光照等因素的图片，更加符合实际应用场景，可以

为实际环境农作物病害识别研究提供宝贵的数据资源．
（３）大量实验结果表明，本文提出的 ＨＯＲＰＳＦ方法

具有识别精度高、鲁棒性强、抗干扰能力强等优点．与其
他方法对比，在参数量更少的情况下，本文 ＨＯＲＰＳＦ方
法在公开数据集上测试表现优异．此外，当在 ＡＥＳ
ＣＤ９２１４数据集上测试，并给测试图片添加多种噪声干
扰后，本文方法表现出更高的识别精度和鲁棒性．

２　相关工作
　　在农作物生长过程中，由于植物病原体多种多样，
会随着环境变化不断发展使得农作物受到浸染，从而

发生各种病害，最终影响农作物的产量和品质．准确、鲁
棒、抗干扰的识别农作物叶部病害是农作物安全生产

的前提和重要保障，也是目前农业生产生活中亟待解

决的问题．
农作物病害图像识别是综合利用图像处理、植物

病理学、模式识别等技术手段来分析病害图像信息，得

到病害的特征表示和分类模型，从而达到准确地识别

出病害类别的目的．根据当前病害图像识别基本思想，
可以将识别方法分为以下两类．
２．１　基于传统图像处理方法的农作物病害图像识别

基于传统图像处理方法的农作物病害图像识别通

常首先提取农作物叶片病斑的一些手工设计的特征，

再依据这些特征，选择合适的分类器对病害图像进行

分类．ＯｍｒａｎｉＥ等［２］比较了 ＳＶＭ和 ＡＮＮ识别苹果三种
病害的效果，得出 ＳＶＭ识别效果更好．王志彬等［３］利用

动态集成的１０个ＢＰ神经网络分类器实现了黄瓜三种病
害和正常叶片的有效分类．马浚诚等［４］构建了基于径向

基核函数的ＳＶＭ分类器以实现温室黄瓜霜霉病的识别
与诊断．詹曙等［５］提出了一种基于 Ｇａｂｏｒ特征和字典学
习的高斯混合稀疏表示图像识别算法，提高识别的鲁

棒性．
以上文献所述的基于图像处理的方法，取得了一

定的成果，但是存在以下局限性：前期预处理复杂，耗时

耗力；手工设计的特征，无法客观完整的描述病害图像

信息，容易导致语义鸿沟问题．
２．２　基于深度神经网络的农作物病害识别

基于深度神经网络的农作物病害图像识别通常采

用卷积神经网络对输入图像提取特征，直接输出该图

像的类别概率，是一种端到端的图像识别方法．Ｍｏｈａｎｔｙ
ＳＰ等［６］使用 ＧｏｏｇＬｅＮｅｔ［７］和 ＡｌｅｘＮｅｔ［８］分类 ＰｌａｎｔＶｉｌｌａｇｅ
数据集中１４种作物共２６种简单背景病害图像，得出
ＧｏｏｇＬｅＮｅｔ平均分类效果比ＡｌｅｘＮｅｔ略好的结论．Ｎａｃｈｔｉ
ｇａｌｌＬＧ等［９］使用 ＡｌｅｘＮｅｔ模型对６种苹果病害图像进
行识别，准确率超过专家．ＦｕｅｎｔｅｓＡ等［１０］为检测番茄病

虫害，分别将 ＲＣＮＮ［１１］、ＲＦＣＮ［１２］、ＳＳＤ［１３］与 ＶＧＧ
Ｎｅｔ［１４］和ＲｅｓＮｅｔ［１５］相结合，以寻找适合的深度学习架
构．孙俊等［１６］采用一种批归一化与全局池化相结合的

卷积神经网络识别模型，对 ＰｌａｎｔＶｉｌｌａｇｅ中２６种病害进
行识别．张航等［１７］利用一个五层网络模型对背景较为

简单的小麦六种病害进行识别．柯圣财等［１８］引入一个

包含５个卷积层、３个采样层和１个全连接层的卷积神
经网络提取图像深层特征，以增强图像特征区分性能

和表达能力．
　　以上文献方法大多针对的是 ＰｌａｎｔＶｉｌｌａｇｅ或者简单
背景的图像识别，当面向实际环境下带有复杂背景和

各种噪声干扰的识别时，由于复杂背景噪声干扰，识别
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准确率往往会大大降低．因此如何提高实际环境农作
物病害图像识别的精度、鲁棒性和抗干扰能力成为农

作物病害识别研究的关键．

３　本文方法
　　本文旨在构建一个简单准确、抗干扰能力强、鲁棒
性好的深度卷积神经网络以实现农作物病害图像高精

度识别．本节将首先介绍本文的高阶残差和参数共享
反馈的卷积神经网络（ＨＯＲＰＳＦ）的整体结构图；然后，
分别介绍高阶残差子网络和参数共享反馈子网络；最

后，介绍ＨＯＲＰＳＦ方法的网络参数、采用的损失函数以

及实现细节．
３．１　网络整体结构图

本文提出的ＨＯＲＰＳＦ方法实现农作物病害的准确
识别，兼顾识别的抗干扰能力和精确度．ＨＯＲＰＳＦ方法
的网络整体结构如图２所示，对于待分类病害图像，本
文通过１个卷积层、４个残差模块、１个参数共享反馈子
网络、１个全局平均池化层和１个 Ｓｏｆｔｍａｘ层来直接输
出该图像的类别概率，以实现病害类别识别．图２中绿
色模块代表残差子网络（其结构如图３），黄色模块代表
参数共享反馈子网络（结构如图４）．

　　在图２中，为了有效利用不同层的特征，本方法中
连接了前三个残差模块的输出．因为在实验中我们发
现，这种级联操作可以为后面的网络层提供更丰富的

特征（包含低层和高级特征），提高模型的识别准确率，

同时还可以间接提高网络的鲁棒性．本文中将这种级
联操作命名为高阶残差模块（ＨｉｇｈＯｒｄｅｒＲｅｓｉｄｕａｌ，
ＨＯＲ），残差模块的结构如图３所示．此外，为了对图像
特征进行精细过滤以提高其抗干扰能力，本文在高阶

残差子网络中间插入了一个参数共享反馈子网络，其

结构如图４所示．
３．２　高阶残差子网络

２０１５年，残差网络［１５］在 ＩＲＳＶＲＣ上取得了很好的
成绩．残差网络不仅能加速网络拟合，提高识别精度，
同时具有一定的抗干扰能力．在此之前，残差网络的作
用在农作物病害识别中并没有引起足够的重视和研

究．实验过程中，我们发现，高阶残差网络对于深度网

络模型的识别精度的提高具有很好的效果．因此，我们
在网络结构中加入了高阶残差子网络．

本文提出的 ＨＯＲＰＳＦ网络中 ＨＯＲ结构如图２所
示，残差子网络结构如图３所示．从图３可以看到，本文
的残差子网络中包含 ３个卷积层，分别记为 ＣＯＮＶ１、
ＣＯＮＶ２、ＣＯＮＶ３．当输入经过 ＣＯＮＶ１、ＣＯＮＶ２、ＣＯＮＶ３
后的输出分别为Ｘ１、Ｘ２、Ｘ３，其详细参数在图３中已列
出．在图３中，可以看到，Ｘ１和 Ｘ３的通道数相同，可以
直接级联起来，黄色和操作符号表示对 Ｘ１和 Ｘ３做加
法操作，Ｘ１和Ｘ３之和作为整个残差子网络的总输出．
我们的残差子网络借助残差学习的思想，卷积层学习

残差函数Ｆ（ｘ）．
假设　Ｈ（ｘ）＝Ｆ（ｘ）＋Ｘ１＝Ｘ３＋Ｘ１，
则　　Ｆ（ｘ）＝Ｈ（ｘ）－Ｘ１＝Ｘ３．

残差子网络通过对残差函数学习来获取图像中更突出

的微小信息．残差子网络实现了将经过 ＣＯＮＶ１卷积提
取到的低层特征和经过 ＣＯＮＶ１、ＣＯＮＶ２、ＣＯＮＶ３三层
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卷积获取到的高级细节特征同时传递到下面的网络结

构中，继续进行更精细的特征提取．
综上所述，本文的 ＨＯＲ是将前三个残差子网络的

输出级联，这样可以综合利用卷积神经网络中底层特

征的细节描述和高层特征的抽象表达，为病害表观提

供丰富细致的特征表达，从而有效提高模型的识别精

度．为了验证ＨＯＲ的作用，我们在公开数据集 ＰｌａｎｔＶｉｌ
ｌａｇｅ子集以及本文新创建的数据集 ＡＥＳＣＤ９２１４上进
行实验，结果如表１所示．
表１　卷积神经网络（ＣＮＮ）引入和不引入ＨＯＲ分类精度对比结果

数据集／方法 ＣＮＮｗｉｔｈｏｕｔＨＯＲ ＣＮＮｗｉｔｈＨＯＲ

ＰｌａｎｔＶｉｌｌａｇｅ ０．８８５９ ０．９１７９

ＡＥＳＣＤ９２１４ ０．８８２９ ０．９０１４

　　从表１可以看到，加入 ＨＯＲ之后，在 ＰｌａｎｔＶｉｌｌａｇｅ
子集上识别精度由 ０８８５９提升到 ０９１７９，而在 ＡＥＳ
ＣＤ９２１４数据集上识别精度由０８８２９提升到０９０１４．由
此可见，引入 ＨＯＲ可以有效的提高识别准确率，这对
于农作物病害识别具有重要意义．
３．３　参数共享反馈子网络

为了对实际环境下采集到的可能包含各种噪声因

素的图像具有高识别精度和抗干扰能力，在本文的

ＨＯＲＰＳＦ方法中定义了一个新的参数共享反馈子网络
（ＰａｒａｍｅｔｅｒＳｈａｒｉｎｇＦｅｅｄｂａｃｋ，ＰＳＦ），其结构如图４所示．
ＰＳＦ是将卷积层重新加载，加载之后进行两次卷积，再
将卷积结果返回到前面的浅层，重复加载之后作为输

出传递到后面的网络层模型中．其中涉及到的卷积层
为３３的卷积核，步长为１．我们可以从图４中清楚的
看到ＰＳＦ的整个流程．

本文引入ＰＳＦ的目的是希望通过将网络中深层卷
积层的特征反馈至浅层卷积层，对网络特征进行再一

次的精细过滤调整，使得原深层特征中的背景噪声进

一步被抑制，有效提高模型的鲁棒性．为了验证 ＰＳＦ的
作用，我们同样在 ＰｌａｎｔＶｉｌｌａｇｅ［１］子集上以及 ＡＥＳ
ＣＤ９２１４上进行实验，结果如表２所示．
表２　卷积神经网络（ＣＮＮ）引入和不引入ＰＳＦ识别准确率对比结果

数据集／方法 ＣＮＮｗｉｔｈｏｕｔＰＳＦ ＣＮＮｗｉｔｈＰＳＦ

ＰｌａｎｔＶｉｌｌａｇｅ ０．８８５９ ０．９０９３

ＡＥＳＣＤ９２１４ ０．８８２９ ０．８８５６

　　由表 ２可以看到，加入 ＰＳＦ之后，识别准确率在
ＰｌａｎｔＶｉｌｌａｇｅ子集上由０８８５９提升到０９０９３，而在 ＡＥＳ
ＣＤ９２１４上由 ０８８２９提升到 ０８８５６．由此表明，引入
ＰＳＦ可以在一定程度上提高识别准确率．值得注意的
是，引入ＰＳＦ的最大意义在于提高模型抗干扰能力，在
实验部分将详细阐述．

３．４　网络参数与损失函数
本文ＨＯＲＰＳＦ是一个简单准确，具有高鲁棒性的

卷积神经网络．表３中列出了本文方法中采用的主要
参数．其中，ＨＯＲ的参数详见图３，ＰＳＦ参数详见图４．从
表３中可以看到，为了减少网络参数的数量，我们只使
用１×１和３×３两种类型的核，这也有助于避免因为图
像集过小而产生过拟合．

表３　本文提出的ＨＯＲＰＳＦ网络参数详情

层名
输出尺寸 滤波器尺寸

（ｈ／ｗ／ｃ） （ｈ×ｗ）／ｓｔｒｉｄｅ
卷积层 ２５６／２５６／８ ３×３／１
残差模块１ １２８／１２８／１６ －
残差模块２ ６４／６４／３２ －
残差模块３ ３２／３２／６４ －
反馈模块 ３２／３２／６４ －
残差模块４ １６／１６／１２８ －

全局平均池化层 １×１２８ －
Ｓｏｆｔｍａｘ层 １×６ －

　　本文方法中目标函数使用 Ｓｏｆｔｍａｘ，其公式如式
（１）．其中，（Ｘ１，ｙ１），（Ｘ２，ｙ２）…（ＸＬ，ｙＬ）是训练集，Ｘｌ
是第ｌ个训练样本，ｙｌ∈１，２，３，…，Ｋ是 Ｘｌ对应的标签；
θＴｋ、θ

Ｔ
ｐ分别表示θｋ、θｐ的转置；Ｌ和 Ｋ分别表示训练样

本数和类别数；ｑ（·）是引导函数．

Ｊ（θ）＝－１Ｌ
∑
Ｌ

ｌ＝１
∑
Ｋ

ｋ＝１
ｑ（ｙｌ＝＝ｋ）ｌｏｇ

ｅθ
Ｔ
ｋＸｌ

∑
Ｋ

ｐ＝１
ｅθ

Ｔ
ｐＸ[ ]ｌ （１）

３．５　方法实现细节
我们在三个数据集：ＭａｌａｙａＫｅｗ叶片集［１９］子集ＭＫ

Ｄ２、ＰｌａｎｔＶｉｌｌａｇｅ［１］子集和 ＡＥＳＣＤ９２１４上对 ＨＯＲＰＳＦ方
法进行验证．在ＮＶＩＤＩＡＧＰＵ１０８０ｉ的机器上，训练１００
个ｅｐｏｃｈ大约需要２０分钟．通常，经过５０次迭代训练
之后，ＨＯＲＰＳＦ便能够输出令人满意的精度．本文利用
Ａｄａｍ最优化算法对式（１）的损失函数进行优化，初始
学习率为２×１０－３．批处理大小设置为 １２０．在测试阶
段，为了证明所提出的 ＨＯＲＰＳＦ网络的抗干扰能力，我
们将不同等级的高斯和椒盐噪声加入到测试图像中，

以测试网络的识别精度，评估网络的鲁棒性．

４　实验结果

４．１　数据集介绍
本文使用的实验数据集有三种：ＭａｌａｙａＫｅｗ叶片数

据集子集 ＭＫＤ２、ＰｌａｎｔＶｉｌｌａｇｅ［１］子集和 ＡＥＳＣＤ９２１４．
ＭａｌａｙａＫｅｗ数据集［１９］是从英国克佑的皇家植物园收集

的叶片图像集，包括 ＭＫＤ１和 ＭＫＤ２两个子集．ＭＫ
Ｄ１是整叶图像集．ＭＫＤ２是将ＭＫＤ１中的整叶进行局
部裁剪并经过多角度旋转扩充而成的局部叶片图集，

包括４４类图像，训练集和测试集中每类分别为７８８张
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和２００张图片．ＰｌａｎｔＶｉｌｌａｇｅ数据集是一个包含有多种植
物健康和病害图像的数据集，其中包含有３８类，五万多
张农作物病害和健康图像，并且每类图像数量不均衡．
本文选取ＰｌａｎｔＶｉｌｌａｇｅ中番茄的健康和５种病害图像共
１０，４７８张作为其子集，具体类别和数量如表 ４所列．
ＭＫＤ２和ＰｌａｎｔＶｉｌｌａｇｅ都是目前研究中广泛使用的作物
病害图像集，具有简单背景，可以用来与现有方法进行

识别对比实验，以验证本文方法的识别精度．
表４　ＰｌａｎｔＶｉｌｌａｇｅ［１］子集各类别名称以及对应的图像数量

图像类别
番茄细菌

性斑疹病

健康

番茄

番茄

晚疫病

番茄

斑枯病

番茄叶螨
二斑蜘蛛螨

番茄

靶斑病

图像数量 ２１２７ １５９１ １９０９ １７７１ １６７６ １４０４

　　数据集 ＡＥＳＣＤ９２１４是基于本研究团队在自然环
境下使用ＣａｎｏｎＥＯＳ６Ｄ数码相机拍摄到的黄瓜和水稻
两种作物共６种病害的２，２４０张原始图像，通过对原始
图像进行边角裁剪扩充，剔除重复和未含有病斑的图

像，最终形成尺寸为 ２５６２５６的 ９，２１４张图像集即
ＡＥＳＣＤ９２１４图集．该图集中图像包含各种噪声和环境
因素如角度、光照等，其样例如图１所示．ＡＥＳＣＤ９２１４
数据集中的类别数目不均衡，其类别名及其数量如表５
所示．ＡＥＳＣＤ９２１４数据集对于识别方法具有挑战性，
因为需要克服类别不均衡带来的某些类别训练不充分导

致训练偏差的问题．实际应用中，由于训练集的标注图像
需要专家参与识别，病害发生种类也各不相同，会使得拍

摄到的图像数量不均衡，带标注的图像集数量有限．所以
我们的ＡＥＳＣＤ９２１４能够真实反应实际环境下农作物病
害图像识别时的数据资源现状，足以用来验证本文方法

对于实际环境病害识别的准确率和鲁棒性．
表５　本文采集的ＡＥＳＣＤ９２１４数据集中各类别名称以及

对应的图像数量

病害名称
稻纹

枯病
稻瘟病

稻胡

麻斑病

黄瓜

白粉病

黄瓜

霜霉病

黄瓜

靶斑病

图像数量 ３５５９ ２７４１ ７９５ ７６３ ７８０ ５７６

　　实验中，我们将ＰｌａｎｔＶｉｌｌａｇｅ子集和ＡＥＳＣＤ９２１４数
据集中的图像按类别随机划分２０％作为测试集，８０％
作为训练集．
４．２　对比方法介绍

本文实验验证包括两种：（１）在 ＭＫＤ２上，本文
ＨＯＲＰＳＦ方法与现有方法对比以验证识别准确率．（２）在
ＰｌａｎｔＶｉｌｌａｇｅ子集及 ＡＥＳＣＤ９２１４数据集上，从精度和鲁
棒性两方面对本文ＨＯＲＰＳＦ方法进行详细的实验验证．

在ＭＫＤ２上实验中的对比方法包括文献［２０］中
的ＬｅａｆＳｎａｐＳＶＭ（ＲＢＦ）方法、ＬｅａｆＳｎａｐＮＮ方法；文献
［２１］中的ＨＣＦＳＶＭ（ＲＢＦ）方法、ＨＣＦＳｃａｌｅＲｏｂｕｓｔＳＶＭ
（ＲＢＦ）方法、Ｃｏｍｂｉｎｅ线性 ＳＶＭ方法；文献［２２］中的
ＳＩＦＴ线性ＳＶＭ方法等．

文献［２０］中ＳＶＭ（ＲＢＦ）方法是使用径向基核函数
的ＳＶＭ分类器对叶片ｇｉｓｔ特征分类．其中 ＳＶＭ分类器
采用ｌｉｂｓｖｍ［２３］来实现的．ＬｅａｆＳｎａｐＮＮ方法是使用神经
网络对ｇｉｓｔ特征进行分类识别．ＨＣＦＳＶＭ（ＲＢＦ）分类器
是使用ＳＶＭ（ＲＢＦ）对文献［２１］中表１中的手工设计的
特征进行分类．ＨＣＦＳｃａｌｅＲｏｂｕｓｔＳＶＭ（ＲＢＦ）方法是对
ＨＣＦ特征中去除掉叶轮廓长度、面积和骨架长度之外
的特征进行提取，并使用ＳＶＭ（ＲＢＦ）分类器分类．Ｃｏｍ
ｂｉｎｅ线性ＳＶＭ方法中的特征包括卷积神经网络 Ｃｏｎｖ
Ｎｅｔ［２４］提取的特征和 ＨＣＦＳｃａｌｅＲｏｂｕｓｔ方法提取的特
征．其中ＣｏｎｖＮｅｔ包括５个卷积层、３个最大池化层和２
个全连接层．ＨＣＦＳｃａｌｅＲｏｂｕｓｔ提取的是在文献［２１］表
１中的手工设计的特征．对两种方法提取到的特征使用
ＳＶＭ分类．ＳＩＦＴ线性 ＳＶＭ［２２］方法是通过提取 ＳＩＦＴ特
征，使用基于稀疏编码的线性空间金字塔匹配 ＳＰＭ核
的简单线性ＳＶＭ分类方法进行分类识别．

在对本文方法的详细讨论验证部分，本文采用了

ＣＮＮ、ＰＳＦ、ＨＯＲ和ＨＯＲＰＳＦ四种方法进行对比实验．其
中ＣＮＮ方法是通过去除本文ＨＯＲＰＳＦ模型结构中的高
阶残差和参数共享反馈模块后得到的通用卷积神经网

络，即无反馈无残差的卷积神经网络，包括１６层卷积
层、１个最大池化层、１个全局平均池化层和一个ｓｏｆｍａｘ
层；ＰＳＦ方法指在 ＣＮＮ基础上添加参数共享反馈模块
的方法；ＨＯＲ方法指在ＣＮＮ基础上添加了高阶残差模
块的方法．
４．３　与现有方法对比

为了验证本文 ＨＯＲＰＳＦ方法的精度，本文首先在
ＭＫＤ２数据集上与现有方法进行识别准确率对比，实
验对比结果如表６所示．

表６　ＭＫＤ２数据集上不同分类方法识别精度对比结果

方法
识别

准确率

输入图

片尺寸

网络

层数
参数量

ＨＯＲＰＳＦ ０．９３２ １６８１６８ ２３ １４，４８９，６１２
ＣｏｍｂｉｎｅＳＶＭ（线性）［２１］ ０．９５１ ２５６２５６ ５ ３１，７２３，３９２

ＨＣＦ［２１］ ０．７１６ ２５６２５６ － －
ＨＣＦＳｃａｌｅＲｏｂｕｓｔ［２１］ ０．６６５ ２５６２５６ － －
ＬｅａｆＳｎａｐＳＶＭ（ＲＢＦ）［２０］ ０．４２０ ２５６２５６ － －
ＬｅａｆＳｎａｐＮＮ［２０］ ０．５８９ ２５６２５６ － －

ＳＩＦＴＳＶＭ（线性）［２２］ ０．５８８ ２５６２５６ － －

　　从表６可以看出，本文的ＨＯＲＰＳＦ方法明显优于除
Ｃｏｍｂｉｎｅ线性ＳＶＭ方法以外的其他方法．虽然 Ｃｏｍｂｉｎｅ
线性ＳＶＭ方法识别精度比本文方法略高（高１９９％），
但是它采用了一个复杂的网络且包含大量的特征提取、

降维等预处理操作，方法复杂，预处理耗时耗力，参数量

大，模型训练难度大．而本文方法只采用了简单的网络实
现了端到端的识别，卷积层尺寸小，参数量少，这样有效

降低了模型训练的难度．本文采用１６８１６８规格图片作
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为输入图片以进一步减少网络运算参数，总参数量为

１４，４８９，６１２，仅为Ｃｏｍｂｉｎｅ线性 ＳＶＭ方法中 ＣｏｎｖＮｅｔ［２４］

参数量的４５６７５％．另外，在实际环境农作物病害识别
时，由于标注图像集数量有限，参数量少可以更好缓解

训练数据不足引起的过拟合问题．在下一节将进一步
验证本文方法更适用于实际应用，能够实现类别不均

衡的农作物病害图像的简单准确鲁棒的识别．
４．４　本文方法的详细讨论
４．４．１　无噪声干扰时的识别精确度对比

在不加噪声时，我们在 ＰｌａｎｔＶｉｌｌａｇｅ［１］子集和 ＡＥＳ
ＣＤ９２１４上对识别准确率进行测试，对比结果如表７所示．
表７　ＰｌａｎｔＶｉｌｌａｇｅ子集和ＡＥＳＣＤ９２１４上识别准确率对比结果

数据集／方法 ＣＮＮ ＰＳＦ ＨＯＲ ＨＯＲＰＳＦ

ＡＥＳＣＤ９２１４ ０．８８２９ ０．９０１４ ０．８８５６ ０．９２５７
ＰｌａｎｔＶｉｌｌａｇｅ ０．８８５９ ０．９０９３ ０．９１７９ ０．９６７５

　　从表７中，可以看到，在 ＰｌａｎｔＶｉｌｌａｇｅ子集上，当采
用通用卷积网络 ＣＮＮ时，识别准确率为０８８５９；当分
别加入参数共享反馈模块（ＰＳＦ）、高阶残差模块
（ＨＯＲ）时，准确率分别提升到 ０９０９３、０９１７９．相比
ＣＮＮ、ＰＳＦ以及ＨＯＲ方法，本文的ＨＯＲＰＳＦ方法达到了
最高的识别准确率 ０９６７５．在更加符合实际环境的
ＡＥＳＣＤ９２１４数据集上，我们观察到了相似的实验结

果，ＨＯＲＰＳＦ方法获得了最高识别准确率０９２５７．这充
分说明了当结合高阶残差和参数共享反馈模块时可带

来更高的识别精度，这对于农作物病害识别以及其他

领域的识别问题都具有重要的启发意义和参考价值．
４．４．２　添加不同噪声时的识别鲁棒性对比

为了验证本文提出的 ＨＯＲＰＳＦ方法的鲁棒性，我
们在 ＰｌａｎｔＶｉｌｌａｇｅ子集和 ＡＥＳＣＤ９２１４数据集的测试集
中分别添加０００５至００３等级的高斯噪声、椒盐噪声、
同时添加高斯和椒盐噪声等，以测试本文方法在加入

不同等级噪声干扰时的识别准确率，从而评估模型的

鲁棒性．本实验测试集添加的噪声等级间隔为０００５．
４．４．２．１　数据集ＰｌａｎｔＶｉｌｌａｇｅ上的测试

图５展示了ＰｌａｎｔＶｉｌｌａｇｅ子集上识别准确率对比结
果．在图５中，横坐标表示添加的噪声等级，纵坐标是
测试获得的识别准确率．从图５中可明显的看到，红色
曲线（对应ＨＯＲＰＳＦ方法）的识别准确率均高于其他方
法；当添加噪声后，识别准确率会降低，这是因为添加

噪声会影响网络模型对图像病斑有效特征的提取，进

而影响模型准确识别．同样道理，识别准确率会随着噪
声等级的增加而降低．因为随着等级增加，可供提取的
病斑区域有效像素数量会逐渐减少，导致模型难以获

得准确的预测类别．

　　从图５（ａ）可看到，当添加０００５等级的高斯噪声
时，四种方法识别准确率均会有不同程度的衰减：除

ＨＯＲＰＳＦ方法外，ＨＯＲ方法识别准确率衰减最小，从
０９１７９下降到０６５２０，即衰减了２９１１％；而ＨＯＲＰＳＦ方
法只衰减了１５３９％．当添加其他等级的噪声时，同样可
以看到ＨＯＲＰＳＦ方法识别准确率衰减最慢．由此可见，
ＨＯＲＰＳＦ方法对于高斯噪声的抗干扰能力相比ＣＮＮ、ＰＳＦ
和ＨＯＲ方法更强．从添加椒盐噪声、同时添加高斯噪声
和椒盐噪声测试的结果同样可以得出类似的结论．由此
可得，在对ＰｌａｎｔＶｉｌｌａｇｅ子集测试集中添加不同等级的噪
声时，本文的ＨＯＲＰＳＦ均具有高准确率和强鲁棒性．
４．４．２．２　数据集ＡＥＳＣＤ９２１４上的测试

在ＡＥＳＣＤ９２１４的测试集中添加不同等级噪声后
的识别准确率测试结果如图６所示．

在图６中，显而易见，整体上，ＨＯＲＰＳＦ在加入不同
等级的高斯、椒盐、高斯和椒盐噪声时，其识别准确率

相比其他方法都是最高的．从图中曲线的变化趋势可
以看出，对应本文 ＨＯＲＰＳＦ方法识别准确率的红色曲
线在加入不同等级噪声干扰时，其变化最缓慢，说明其

衰减最慢，对噪声的抗干扰能力最强．这是因为
ＨＯＲＰＳＦ中引入的高阶残差子网络为病害表观提供丰
富细致的特征表达，有效提高模型的病害识别精度；参

数共享反馈子网络使得原深层特征中的背景噪声进一

步被抑制，能有效提高模型的鲁棒性．本文的 ＨＯＲＰＳＦ
方法中两者同时发挥作用，使得 ＨＯＲＰＳＦ方法在面向
实际环境农作物病害图像识别时，具有高精度、强鲁棒

性和良好的实际应用性能．
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５　总结
　　为了提高农作物病害识别的准确率和鲁棒性，本
文引入了一种高阶残差和参数共享反馈的卷积神经网

络（ＨＯＲＰＳＦ）．同时，为了验证本文方法，本文分别在公
开数据集 ＭＫＤ２和自然环境下的农作物病害数据集
ＡＥＳＣＤ９２１４上进行了相应的实验．经过大量的实验验
证，本文的 ＨＯＲＰＳＦ方法在相同的测试数据集上具有
更高的精度和鲁棒性，具有很强的抗干扰能力，能获得

很好的识别效果．下一步，我们将考虑在网络模型中加
入更多的残差网络模块和反馈模块，扩充训练数据，进

一步优化模型结构，提高网络识别精度和鲁棒性．
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