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　　摘　要：　对于雷达高分辨距离像的识别问题，传统深层网络通常忽略了 ＨＲＲＰ自身的目标特性，不利于学习有
效的分类特征，导致其识别性能受到限制．针对这一问题，本文提出了一种基于稳健变分自编码模型的目标识别算法．
该算法结合ＨＲＲＰ数据特性，利用平均像在散射点不发生越距离单元走动的方位帧内具有稳健物理特性的性质，基于
变分自编码器构建了稳健变分自编码模型．该模型不仅能够获取稳健有效的识别特征，而且在一定程度上保存了数据
的帧内结构信息，较大地提高了目标的平均识别率．基于实测ＨＲＲＰ数据验证了所提算法的有效性．
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１　引言
　　雷达高分辨距离像（ＨＲＲＰ）是用宽带雷达信号获
取的目标散射点子回波在雷达射线上投影的矢量和．
它包含散射点分布、目标尺寸等重要的结构信息，并且

易于获取和快速处理，对目标识别与分类十分有价值，

如今已是雷达自动目标识别（ＲＡＴＲ）领域的一个重要
研究方向［１～６］．

对于ＲＡＴＲ而言，一个好的特征不仅可以消除回波
中的冗余分量和噪声分量，而且能在改变数据维度的同

时尽量保留样本类别信息，从而改善识别效率和精

度［２，３］．因此，不少学者对 ＨＲＲＰ目标特征提取技术进行
了广泛而深入的研究．文献［２］提出了基于实ＨＲＲＰ双谱
特征的识别算法以抑制噪声的影响．此类算法物理意义
明确且计算简单，但通常依赖于研究人员对数据的认知

以及长时间的经验积累，因此在一些缺乏先验知识的特

定应用中性能难以得到保证．文献［３］基于主成分分析
（ＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓ，ＰＣＡ）获得样本子空间投
影特征，通过构建最小化重构误差准则实现 ＨＲＲＰ的目
标识别．文献［４］利用冗余字典对ＨＲＲＰ的稀疏表示特征
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进行学习，并在应用中获得了较好的泛化性能．此类算法
特征是基于数学模型得到的，物理含义明确，且具有较好

的推广性［５］．然而，由于其方法大多采用浅层线性模型结
构，难以获取目标层次化的特征表示，对数据的描述能力

有限，因此，识别性能受到了限制．
近年来，随着深度学习的快速发展，深层网络被广

泛应用于机器学习任务，并获得优异的性能表现，其代

表有深层置信网络（ＤｅｅｐＢｅｌｉｅｆＮｅｔｗｏｒｋｓ，ＤＢＮ）［７］，堆
栈降 噪 自 编 码 器 （ＳｔａｃｋｅｄＤｅｎｏｉｓｉｎｇＡｕｔｏｅｎｃｏｄｅｒｓ，
ＳＤＡＥ）［８］等．深层网络与浅层模型最大的区别在于，具
备大量的分层特征以及独特的无监督逐层贪婪学习思

想，尽量＂让数据自己说话＂，通过层次化的非线性网络
结构从数据中学习到逐层抽象的特征，从而发现数据

的内在结构，改善分类识别性能［５］．
然而，针对雷达高分辨距离像目标识别任务，传统

深层网络通常忽略了ＨＲＲＰ自身的目标特性，导致其在
实际应用中无法取得令人满意的结果．针对这一问题，
本文提出了一种基于稳健变分自编码模型的目标识别

算法．利用平均像在散射点不发生越距离单元走动的
方位帧内具有稳健物理特性的性质，构建了稳健变分

自编码模型（ＲｏｂｕｓｔＶａｒｉａｔｉｏｎａｌＡｕｔｏＥｎｃｏｄｅｒ，ＲＶＡＥ）．
该模型旨在利用平均像的逼近约束，学习单个距离像

的稳健隐表示，使其不仅可以表示自身样本信息，同时

可有效反映出其对应平均像的稳健特点．另外，作为变
分自编码器的扩展模型，ＲＶＡＥ不仅能够有效提取目标
的分类特征，同时还具备较好的生成性能．基于实测
ＨＲＲＰ数据的实验结果验证了本文算法的有效性．

２　自编码模型

２１　自编码模型（ＡｕｔｏＥｎｃｏｄｅｒ，ＡＥ）
自编码模型是一种尽可能复现输入信号的神经网

络，由编码器和解码器两部分组成．编码器通过确定的
映射函数将输入数据ｘ变换到隐层表示ｈ．典型形式为
仿射映像后叠加非线性映射，即 ｈ＝ｓｉｇｍ（ＷＴｘ＋ｂ）．解
码器的作用是将隐层表示ｈ重新投影到原始信号空间，
得到重构信号 ｘ^，其典型形式为 ｘ^＝Ｗｈ＋ｃ或 ｘ^＝
ｓｉｇｍ（Ｗｈ＋ｃ）［５］．

自编码模型基于最小化重构误差准则对模型进行

优化，原理简单，易于实现．但存在的问题是，该模型无
法对数据的概率分布进行描述．
２２　变分自编码模型（ＶａｒｉａｔｉｏｎａｌＡｕｔｏＥｎｃｏｄｅｒ，

ＶＡＥ）
变分自编码模型［９］是由概率统计与深层神经网络

结合所得到的概率生成模型．该模型由判别过程和生
成过程两部分构成，运用变分贝叶斯方法，在概率图模

型框架下，以最大化变分下界构建目标函数．采用重参

技术获取目标函数可微的近似估计，利用反向传播算

法和随机梯度算法更新模型参数，从而解决了早期基

于概率的自编码模型难以计算的问题．如图１所示是
ＶＡＥ模型结构示意图．其中，实线表示生成模型 ｐθ（ｚ）
ｐθ（ｘ｜ｚ），虚线表示隐变量的真实后验ｐθ（ｚ｜ｘ）的变分估
计ｑφ（ｚ｜ｘ）．

３　基于稳健变分自编码模型的 ＨＲＲＰ目标
识别

３１　ＨＲＲＰ敏感性预处理与平均像
由于雷达ＨＲＲＰ数据存在平移、幅度敏感性等问题，

不能直接作为模型的输入，所以需要先对数据进行相应

的敏感性预处理．本文采用质心法对齐对平移敏感性进
行补偿，利用ｌ２范数归一化，消除样本的幅度敏感性．

根据文献［３，４，１０］，将散射点不发生越距离单元
走动的方位角定义为一个方位帧，并将方位帧内 ＨＲＲＰ
样本的平均像定义如下：

　ｍ ＝ １
Ｎ∑

Ｎ

ｎ＝１
ｘｎ１ ，

１
Ｎ∑

Ｎ

ｎ＝１
ｘｎ２ ，…，

１
Ｎ∑

Ｎ

ｎ＝１
ｘ[ ]ｎＤ

Ｔ

＝１Ｎ∑
Ｎ

ｎ＝１
ｘｎ （１）

其中，ｘｎ＝［ｘｎ１，ｘｎ２，…，ｘｎＤ］
Ｔ表示该方位帧内第 ｎ个样

本，Ｄ表示样本维度．
图２展示了“安２６”飞机的单个ＨＲＲＰ样本及其对

应平均像．从图中可以看出，相比于单个样本，平均像信
号更加平滑且结构信息更加明确，能够更好地反映当

前方位帧目标的散射特性．另外，文献［１０］从物理机理
的角度进一步验证了平均像的稳健性，表示其不仅能

够提高信号的信噪比，而且可以有效抑制幅度扰动、闪

烁效应和奇异样本，可以在一定程度上缓解ＨＲＲＰ的方
位敏感性问题．在后续内容中，我们将结合 ＨＲＲＰ平均
像构建更加稳健的目标识别方法．
３２　稳健变分自编码模型（ＲｏｂｕｓｔＶａｒｉａｔｉｏｎａｌＡｕ

ｔｏＥｎｃｏｄｅｒ，ＲＶＡＥ）
对于ＨＲＲＰ目标识别而言，好的特征不仅可以有效

恢复原始观测，而且能够保留数据中的结构信息［５］．为
此，本节提出一种稳健变分自编码模型（ＲＶＡＥ）实现对
ＨＲＲＰ目标的特征提取．ＲＶＡＥ模型包含特征提取和数
据生成两个过程，其中生成过程又分为两部分：一部分

０５１１
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是对单个ＨＲＲＰ样本的细节信息进行生成，令重构样本
最大限度地匹配原始数据；另一部分是对当前训练样

本的平均像进行生成，令生成样本与该训练样本对应

帧的平均像尽可能一致．
ＲＶＡＥ模型旨在利用平均像的逼近约束，学习单个

ＨＲＲＰ样本的稳健隐表示，使其不仅包含样本的细节信
息，同时可有效反映出其对应平均像的稳健特点．
ＲＶＡＥ在原始ＶＡＥ模型的基础上加入了 ＨＲＲＰ方位帧
与平均处理，这样的模型结构有利于提取目标稳健有

效的分类特征．图３是ＲＶＡＥ模型结构示意图．

其中，Ｗ１＝｛Ｗ１１，Ｗ１２，Ｗ１３｝是特征提取的参数，Ｗ２＝
｛Ｗ２１，Ｗ２２，Ｗ２３｝是重构原始数据的参数，Ｗ３＝｛Ｗ３１，
Ｗ３２，Ｗ３３｝是生成训练样本对应平均像的参数．

将训练样本集Ｘ等间隔划分为Ｐ个方位帧｛Ｘｐ｝
Ｐ
ｐ＝１，

其中Ｘｐ为第ｐ帧的样本，ｘｐ，ｎ是第ｐ帧中的第ｎ个样本．
ＲＶＡＥ模型的数学描述为如下．

特征提取过程：

ｈ１ｐ，ｎ＝Ｒｅｌｕ（ｘｐ，ｎＷ
１１＋ｂ１１） （２）

μ＿ｚｐ，ｎ＝ｈ
１
ｐ，ｎＷ

１２＋ｂ１２

ｌｏｇσ＿ｚｐ，ｎ＝ｈ
１
ｐ，ｎＷ

１３＋ｂ{ １３ （３）

ｚｐ，ｎ＝μ＿ｚｐ，ｎ＋σ＿ｚｐ，ｎ·ε （４）
其中，ｈ１ｐ，ｎ表示第ｐ帧中第ｎ个样本在 Ｈ

１层中的隐层表

示，ε～Ｎ（０，１）．
单个ＨＲＲＰ样本重构过程：

ｈ２ｐ，ｎ＝Ｒｅｌｕ（ｚｐ，ｎＷ
２１＋ｂ２１） （５）

μ＿^ｘｐ，ｎ＝ｈ
２
ｐ，ｎＷ

２２＋ｂ２２

ｌｏｇσ＿^ｘｐ，ｎ＝ｈ
２
ｐ，ｎＷ

２３＋ｂ{ ２３ （６）

其中，ｈ２ｐ，ｎ表示第ｐ帧中第ｎ个样本在 Ｈ
２层中的隐层表

示，^ｘｐ，ｎ～Ｎ（μ＿^ｘｐ，ｎ，σ
２＿^ｘｐ，ｎ）．

平均像生成过程：

ｈ３ｐ，ｎ＝Ｒｅｌｕｚｐ，ｎＷ
３１＋ｂ( )３１ （７）

μ＿^ｍｐ＝ｈ
３
ｐ，ｎＷ

３２＋ｂ３２

ｌｏｇσ＿^ｍｐ＝ｈ
３
ｐ，ｎＷ

３３＋ｂ{ ３３ （８）

其中，ｈ３ｐ，ｎ表示第ｐ帧中第ｎ个样本在 Ｈ
３层中的隐层表

示，^ｍｐ～Ｎ（μ＿^ｍｐ，σ
２＿^ｍｐ）．

ＲＶＡＥ模型的目标函数表示为：
　　　Ｌ（Ｘ，Ｍ；θ）＝Ｅｑ（Ｚ｜Ｘ）［ｌｏｇｐ（Ｘ｜Ｚ）］

＋Ｅｑ（Ｚ｜Ｘ）［ｌｏｇｐ（Ｍ｜Ｚ）］
－ＫＬ（ｑ（Ｚ｜Ｘ）‖ｐ（Ｚ）） （９）

其中

ＫＬ（ｑ（Ｚ｜Ｘ）‖ｐ（Ｚ）＝Ｅｑ（Ｚ｜Ｘ） ｌｏｇ
ｑ（Ｚ｜Ｘ）
ｐ（Ｚ[ ]） （１０）

ｐ（Ｚ）～Ｎ（０，１），Ｍ表示训练样本集对应的平均像集，
元素个数与训练样本个数保持一致，Ｚ为模型的隐变
量．式（９）中的第一项希望隐变量 Ｚ尽可能地匹配原始
观测的分布特性，使提取到的特征能够保留样本的细

节信息；第二项希望隐变量 Ｚ可以拟合各帧平均像的
数据分布，使得特征具有 ＨＲＲＰ数据的帧内结构信息；
第三项是ｑ（Ｚ｜Ｘ）和ｐ（Ｚ）的ＫＬ距离，约束两个概率分
布的差异尽可能小．

基于上述过程，ＲＶＡＥ模型的实现步骤总结如下．
步骤１：输入训练数据集Ｘ＝｛Ｘｐ｝

Ｐ
ｐ＝１和平均像集Ｍ

＝｛Ｍｐ｝
Ｐ
ｐ＝１，并随机初始化参数θＲＶＡＥ；

步骤２：按照式（２）～（９）基于 Ｐｙｔｈｏｎ平台的 Ｌａｓａ
ｇｎｅ库构建网络模型；

步骤３：利用反向传播算法和随机梯度算法实现模
型参数的更新；

步骤４：重复步骤３，直到算法收敛；
ＲＶＡＥ模型所提取的特征可用于分类、识别等后续任

务中．图４是基于ＲＶＡＥ模型的雷达ＨＲＲＰ目标识别框架．
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４　实验结果与分析

４１　实验数据介绍
本文采用的实验数据取自西安电子科技大学数据

库中的实测飞机数据．数据包含三类飞机目标：“雅克
（Ｙａｒｋ）４２”，“奖状（Ｃｅｓｓｎａ）”和“安（Ａｎ）２６”．雷达和
飞机的具体参数详见表１三类目标飞机航迹的地面投

影如图５所示．与文献［３～５，１０］相同，本文选择“雅克
４２”的第２、５段，“奖状”的第６、７段以及“安２６”的第
５、６段数据作为训练样本，用于模型学习，其余数据作
为测试样本验证算法性能．训练样本共２８００帧，每一帧
由５０个相邻的 ＨＲＲＰ数据构成，通过对各帧 ＨＲＲＰ数
据进行平均处理获得相应平均像．测试样本共５２００个，
原始一维距离像维度Ｄ＝２５６

表１　ＩＳＡＲ实验飞机和雷达参数

雷达参数
中心频率 ５５２０ＭＨｚ

带宽 ４００ＭＨｚ

飞机类型 机长（ｍ） 机宽（ｍ） 机高（ｍ）
雅克４２ ３６３８ ３４８８ ９８３
奖状 １４４０ １５９０ ４５７
安２６ ２３８０ ２９２０ ９８３

４２　实验结果分析
实验１　ＲＶＡＥ识别性能分析
首先对模型参数进行初始化：权值矩阵初始化服

从标准高斯分布，偏置向量为全零向量，ｍｉｎｉｂａｔｃｈ大
小为２００ＲＶＡＥ模型各隐层单元个数均为４００，隐变量
维度为２０（模型参数基于实验结果设定）．本实验将
ＲＶＡＥ分别与三种浅层模型：线性判别分析（ＬｉｎｅａｒＤｉｓ
ｃｒｉｍｉｎａｎｔＡｎａｌｙｓｉｓ，ＬＤＡ）［１１］，ＫＳＶＤ ［４］和主成分分析

（ＰＣＡ）［３］，以 及 三 种 深 层 网 络：深 度 置 信 网 络
（ＤＢＮ）［７］，堆栈降噪自编码模型（ＳＤＡＥ）［８］和堆栈联合
稳健 自 编 码 模 型 （ＳｔａｃｋｅｄＲｏｂｕｓｔＡｕｔｏＥｎｃｏｄｅｒｓ，
ＳＲＡＥ）［５］进行识别性能比较，结果如表２所示．深层网
络ＤＢＮ，ＳＤＡＥ和 ＳＲＡＥ的隐层结构均为：１５００５００５０
其它模型的特征维度均为５０为了验证不同特征的可
分性能，本实验选择线性支持向量机（ＬｉｎｅａｒＳｕｐｐｏｒｔ
ＶｅｃｔｏｒＭａｃｈｉｎｅ，ＬＳＶＭ）作为分类器对所提取的特征进
行识别．原始ＨＲＲＰ的ＬＳＶＭ分类中不涉及特征降维操
作，故此处将其作为性能基准．

表２中，ＰＣＡ较于其他浅层非统计模型具有最优的
识别性能，且以单个ＨＲＲＰ样本作为输入数据时可获得
８３８１％的平均识别率，但其与深层网络结果相比仍相差
６％～８％．由此可见，深层网络的非线性层次化结构更有
利于学习数据的有效识别特征．在深层网络中，ＤＢＮ和

ＳＤＡＥ模型以平均像作为输入数据所获得的平均识别
率，均略高于基于单个ＨＲＲＰ样本所得，这说明平均像的
稳健性能够在一定程度上提高模型性能．虽然ＳＲＡＥ也
在模型中引入平均像以学习帧内样本的结构信息，但由

于其本质是一种基于最小化重构误差的优化模型，变量

依据映射函数的不同表现为对应确定的节点，无法对随

机变量进行描述，导致模型对数据的表达能力受到限制，

模型性能略低于ＲＶＡＥ．ＲＶＡＥ在上述网络模型中具有最
优的识别性能，这说明ＲＶＡＥ具有获取稳健有效识别特
征的能力．需强调的是，ＲＶＡＥ当前的识别率是在所提特
征维度仅为２０的情况下基于ＬＳＶＭ分类器获得的，这充
分证明了ＲＶＡＥ有效的降维能力．

表２　不同算法的识别性能比较

输入 单个ＨＲＲＰ样本 平均像

ＬＤＡ ８１３％ ７３％

ＫＳＶＤ ７４７％ ７０８３％

ＰＣＡ ８３８１％ ８３６６％

ＬＳＶＭ ８６７％ ８８２８％

ＤＢＮ ９０２９％ ９０６４％

ＳＤＡＥ ９０４２％ ９１２０％

ＳＲＡＥ ９１５１％

ＲＶＡＥ ９２１２％
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　　进一步为了分析训练样本数量对 ＲＶＡＥ模型识别
性能的影响，分别随机抽取全部训练数据的 ２０％、
４０％、６０％、８０％和１００％作为样本数据对模型进行训
练，结果如表３所示．通过比较，发现不同数量训练样
本下的模型识别率差异甚微，最高识别率与最低识别

率仅相差０８９％，且在训练数据量仅为２０％的情况下，
依然能够取得 ９１２３％的平均识别率，这一结果说明
ＲＶＡＥ模型的识别性能不依赖于大量、完备训练样本的
支持，模型具有稳健性．

表３　基于不同训练样本数ＲＶＡＥ的识别性能比较

训练样本数量 平均识别率

２０％ ９１２３％

４０％ ９１５５％

６０％ ９１７４％

８０％ ９２０１％

１００％ ９２１２％

　　实验２　ＲＶＡＥ可视化性能分析
图６分别给出了原始 ＨＲＲＰ数据和 ＲＶＡＥ所提特

征的２维 ＰＣＡ可视化投影．由图可知，ＲＶＡＥ所提取的
特征相较于原始 ＨＲＲＰ数据具有更好的可分性能．此
外，ＲＶＡＥ的特征学习过程没有利用数据的任何类别信
息，属于无监督学习，模型学习与识别任务是互相独立

的．由此可见，ＲＶＡＥ能够从原始数据中直接获取有效
识别特征，具有较好的特征提取能力．

实验３　ＲＶＡＥ重构性能分析
实际应用中，ＨＲＲＰ的训练样本数量是有限的，而

待识别的测试样本数量却十分巨大．这种情况下训练
得到的模型往往容易出现“过学习”现象，具体表现为

过分拟合训练数据而失配于测试数据，从而影响算法

的泛化能力［５］．本实验分别对三类飞机目标训练样本
的原始数据、平均像和测试样本的原始数据进行重构，

并通过重构性能对该模型的泛化能力进行评估．结果
如图７～１０、表４所示，其中图７（ａ）、图７（ｂ）是“安２６”
训练样本的重构，图８（ａ）、图８（ｂ）是“奖状”训练样本
的重构，图９（ａ），图９（ｂ）是“雅克４２”训练样本的重
构，图１０是测试样本原始数据重构．

表４　ＲＶＡＥ重构性能定量分析

实验数据 重构对象 平均相似度

训练样本

安２６
原始数据 ９６４７％

平均像 ９９９７％

奖状
原始数据 ９７３６％

平均像 ９９９１％

雅克４２
原始数据 ９２９０％

平均像 ９９９５％

原始数据 ９５５８％

平均像 ９９９４％

测试样本 原始数据 ６７４５％

　　从图表中可以看出，ＲＶＡＥ针对上述三种情况均有
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较好的重构性能，既包含了样本的细节信息，又保留了

样本的帧内结构特性．虽然模型对于测试样本的重构
效果没有训练样本的理想，但仍然学习到了信号的主

要结构信息．由此可见，ＲＶＡＥ对 ＨＲＲＰ样本具有较好
的描述能力和泛化性能．

５　总结与展望
　　本文针对雷达高分辨距离像目标识别任务，结
合 ＨＲＲＰ数据特性提出了一种非线性稳健的特征提
取方法 －稳健变分自编码模型．该模型利用平均像
的逼近约束，学习单个 ＨＲＲＰ样本的稳健隐表示，使
其不仅可以表示自身样本内容，同时可有效反映其

对应平均像的稳健特点，从而获取稳健有效的识别

特征．基于实测 ＨＲＲＰ数据的实验结果表明，相比于
其他方法，ＲＶＡＥ具有较好的识别性能，以及降维和
泛化能力．

本文中ＲＶＡＥ模型的隐变量个数为一，可以将其
看作是一个浅层非线性网络，为了进一步提高模型性

能，得到层次化的识别特征，我们将在已有方法的基础

上发展深层网络．目前基于深层网络的工作仍处于研
究阶段．
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