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　　摘　要：　端到端的驾驶决策是无人驾驶领域的研究热点．本文基于ＤＤＰＧ（ＤｅｅｐＤｅｔｅｒｍｉｎｉｓｔｉｃＰｏｌｉｃｙＧｒａｄｉｅｎｔ）的
深度强化学习算法对连续型动作输出的端到端驾驶决策展开研究．首先建立基于ＤＤＰＧ算法的端到端决策控制模型，
模型根据连续获取的感知信息（如车辆转角，车辆速度，道路距离等）作为输入状态，输出车辆驾驶动作（加速，刹车，

转向）的连续型控制量．然后在ＴＯＲＣＳ（ＴｈｅＯｐｅｎＲａｃｉｎｇＣａｒＳｉｍｕｌａｔｏｒ）平台下不同的行驶环境中进行训练并验证，结
果表明该模型可以实现端到端的无人驾驶决策．最后与离散型动作输出的ＤＱＮ（ＤｅｅｐＱｌｅａｒｎｉｎｇＮｅｔｗｏｒｋ）模型进行对
比分析，实验结果表明ＤＤＰＧ决策模型具有更优越的决策控制效果．
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１　引言

　　传统的无人驾驶系统主要基于规则进行决策［１，２］．
但在面对复杂多变的交通场景时，规则构建复杂，且难

以覆盖可能出现的场景．随着人工智能技术在无人驾
驶领域的应用，将复杂的场景理解与决策均由神经网

络来执行，不需要人为地制定规则，形成一种端到端的

决策控制模型，即通过获取车辆及行驶环境相关信息

（如车辆转角、速度，道路距离，环境图像等）经过神经

网络的处理之后直接输出车辆控制信号．端到端决策
系统简单且性能良好，受到学术界和工业界的广泛

关注．
端到端无人驾驶决策目前主要采用深度学习和强

化学习两种研究方法．在深度学习方法上，文献［３］最
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早提出端到端驾驶模型，利用３层全连接网络通过输入
图像对车辆进行跟车控制．文献［４］使用 ６层卷积网
络，通过双目相机 ＲＧＢ图使机器人小车在野外场景完
成驾驶决策．文献［５，６］通过卷积神经网络建立端到端
控制模型Ｐｉｌｏｔｎｅｔ，输入车辆左前方、正前方与右前方三
个方向的图像对车辆转向进行控制．文献［７］利用长短
期记忆（ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，ＬＳＴＭ）神经网络提高
了跟车模型的精度．文献［８］在大型视频数据集上使用
全卷积长短期记忆网络预测车辆控制决策．文献［９］
基于ＬＳＴＭ神经网络建立模型，同时支持跟车与变道两
种驾驶行为的决策．深度学习的端到端方法需要大量
的标注数据以保证其泛化性，所以深度学习端到端的

无人驾驶模型目前仍然难以训练．
在强化学习方法上，文献［１０］通过 ＱＬｅａｒｎｉｎｇ算

法，在ＴＯＲＣＳ［１１］平台上完成超车动作．文献［１２］通过
加入示教数据改进 ＱＬｅａｒｎｉｎｇ算法，在 ＴＯＲＣＳ平台上
使得训练时间减少７２％，稳定性提升３２％．文献［１３］通
过深度Ｑ网络（ＤｅｅｐＱＬｅａｒｎｉｎｇＮｅｔｗｏｒｋ，ＤＱＮ）［１４］算法
在ＰｒｅＳｃａｎ平台下使得车辆在城市道路中学习刹车，以
减少事故．文献［１５］利用多任务学习和强化学习方法，
在ＶＴＯＲＣＳ（ＶｉｓｕａｌＴＯＲＣＳ）环境实现了对车辆的横向
决策控制．文献［１６］使用异步优势评论家算法（Ａｓｙｎ
ｃｈｒｏｎｏｕｓＡｄｖａｎｔａｇｅＡｃｔｏｒＣｒｉｔｉｃ，Ａ３Ｃ）［１７］在 ＷＲＣ（Ｗｏｒｌｄ
ＲａｌｌｙＣｈａｍｐｉｏｎｓｈｉｐ）平台下以图像作为输入完成驾驶决
策．文献［１８，１９］使用 ＤＱＮ算法在 ＴＯＲＣＳ平台下完成
驾驶决策．文献［２０］提出可控模仿强化学习（Ｃｏｎｔｒｏｌｌａ
ｂｌｅＩｍｉｔａｔｉｖｅＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ，ＣＩＲＬ）方法，在
ＣＡＲＬＡ平台下证明了其决策具有良好的泛化性．目前
强化学习方向采用离散型动作输出算法（例如将［０，１］
区间离散为集合｛０，０２５，０５，０７５，１｝）的研究居多，
跳跃式变化的动作取值与真实场景下的驾驶动作（如

油门踏板）为无级调节的方式存在较大差异．
深度确定性策略梯度（ＤＤＰＧ）算法［２１］可以根据状

态信息得到连续型动作输出（例如动作取值可在区间

［０，１］内平滑连续的变化），与真实世界中的驾驶动作
更加相近．本文基于ＤＤＰＧ算法构建端到端无人驾驶决
策模型，在ＴＯＲＣＳ平台下输入影响车辆控制的关键信
息（车辆状态、环境信息）进行训练，输出连续控制量，

完成车辆行驶决策．并与离散型动作输出的 ＤＱＮ模型
对比车辆控制精度和模型泛化性．

２　ＤＤＰＧ深度强化学习算法

２１　深度强化学习
深度学习的提取特征能力与强化学习的序列决策

能力相结合，使得在复杂状态空间下的决策问题得以

解决，该方向已经成为人工智能领域的一个新的研究

热点，并被尝试应用在无人驾驶领域［２２］．深度强化学习
通常由如下四部分构成：①交互环境 Ｅ；②智能体 Ａ
ｇｅｎｔ；③状态转移的规则 ρ；④奖励 Ｒ的规则．其结构如
图１所示，左侧智能体 Ａｇｅｎｔ根据环境输出策略，深度
神经网络将状态 ｓ编码为动作 ａ输入给右侧交互环境
Ｅ，环境根据奖励函数 Ｒ返回该动作的奖励 ｒ以及根据
状态转移规则更换至下一状态．

深度强化学习通常将问题建模为马尔科夫决策过程

（ＭａｒｋｏｖＤｅｃｉｓｉｏｎＰｒｏｃｅｓｓ，ＭＤＰ）．通常情况下将当前的状
态ｓｔ、动作 ａｔ、奖励 ｒｔ，以及下一状态 ｓｔ＋１作为一个元组
（ｓｔ，ａｔ，ｒｔ，ｓｔ＋１）进行收集并构成集合（Ｓ，Ａ，Ｒ，Ｓ′）．优化目
标为策略π：ｓ→ａ，通过优化策略π使得在ｓｔ时刻累计获
得奖励Ｒ式（１）最大，其中γ∈（０，１）代表衰减因子，使得
Ｒ存在上界，代表未来的奖励对Ｒ影响逐渐减少．

Ｒ＝∑
Ｔ

ｔ′＝ｔ
γｔ′－ｔｒｔ （１）

Ｑ函数被定义为 Ｑπ＝Ｅ［Ｒｔ｜ｓｔ，ａｔ］，强化学习优化
目标为求得最优策略 π使得式（１）Ｒ的期望最大，即
寻找出最优策略π使得式（２）成立．

Ｑπ


（ｓ，ａ）≥Ｑπ（ｓ，ａ）　ｓ，ａ∈Ｓ，Ａ （２）
２２　ＤＤＰＧ算法

ＤＤＰＧ算法属于模型无关（ＭｏｄｅｌＦｒｅｅ）深度强化学
习方法，可以得到连续型动作输出．算法采用行动者评
论家（ＡｃｔｏｒＣｒｉｔｉｃ，ＡＣ）结构体系，网络部分由 Ａｃｔｏｒ网
络μ（ｓ｜θμ），Ｃｒｉｔｉｃ网络Ｑ（ｓ，ａ｜θＱ）以及 Ａｃｔｏｒ网络对应
的行动者目标网络（ＴａｒｇｅｔＡｃｔｏｒ）μ（ｓ｜θμ′）和 Ｃｒｉｔｉｃ网
络对应的评论家目标网络（ＴａｒｇｅｔＣｒｉｔｉｃ）Ｑ（ｓ，ａ｜θＱ′）组
成．除去网络部分还包含随机噪声 Ｎ以增加环境探索
能力和经验回放池（ＲｅｐｌａｙＢｕｆｆｅｒ）以离线策略（ＯｆｆＰｏｌ
ｉｃｙ）的方式供网络训练．
２２１　Ａｃｔｏｒ网络

Ａｃｔｏｒ网络通过一组参数 θμ来代表当前确定性策
略，通过该策略输出动作，而累计奖励Ｑπ＝Ｅ［Ｒｔ｜ｓｔ，ａｔ］
与动作相关，故如式（３）所示，可以通过梯度上升对 θμ

进行参数更新，使得Ｑπ上升．
　　　

!θμＪ≈Ｅｓｔ～ρβ［!θμＱ（ｓ，ａ｜θ
Ｑ） ｓ＝ｓｔ，ａ＝μ（ｓｔ｜θμ）

］

＝Ｅｓｔ～ρβ［!ａＱ（ｓ，ａ｜θ
Ｑ） ｓ＝ｓｔ，ａ＝μ（ｓｔ）

·
!θμμ（ｓ｜θ

μ） ｓ＝ｓｔ
］ （３）

２１７１
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２２２　Ｃｒｉｔｉｃ网络
Ｃｒｉｔｉｃ网络通过一组参数 θＱ来估计当前状态动作

下的Ｑ值，该 Ｑ值以链式法则的形式对式（３）产生影
响，所以准确的Ｑ值对网络收敛有至关重要的影响．通
过最小化损失函数式（４）对 θＱ进行更新，使得 Ｑ值更
加准确．

Ｌ（θＱ）＝Ｅｓｔ～ρβ，ａｔ～β，ｒｔ～Ｅ［（Ｑ（ｓｔ，ａｔ｜θ
Ｑ）－Ｑ^）２］

　　Ｑ^＝ｒｔ＋γＱ′（ｓｔ＋１，μ′（ｓｔ＋１｜θ
μ′）｜θＱ′）

（４）

２２３　目标网络
ＴａｒｇｅｔＡｃｔｏｒ网络使用参数 θμ′估计目标动作，Ｔａｒ

ｇｅｔＣｒｉｔｉｃ网络使用参数 θＱ′估计目标 Ｑ值．目标网络的
参数更新如式（５）所示，采用滑动平均的方式，与真实
网络存在一定的延迟．τ为滑动平均系数，在实际操作
中τ的数值远远小于１，以保证真实网络与目标网络存
在一定的差异，从而切断数据相关性．

θＱ′←τθＱ＋（１－τ）θＱ′

θμ′←τθμ＋（１－τ）θμ′
（５）

２２４　随机噪声
ＤＤＰＧ的Ａｃｔｏｒ网络μ（ｓ｜θμ）输出确定性动作，在相

同的状态ｓ下会输出相同的结果，使得探索的样本减
少．为使得Ａｃｔｏｒ网络进行更好的探索，将对策略 μ增
加随机噪声Ｎ，即μ′（ｓｔ）＝μ（ｓｔ｜θ

μ）＋Ｎ使其输出的动
作具有随机性，可以进行更多的探索．在实际训练中噪
声Ｎ随训练迭代次数进行线性衰减至０，不再对 Ａｃｔｏｒ
网络输出产生影响．
２２５　经验回放池

由于ＤＤＰＧ算法是离线策略算法，需要利用环境探
索的历史数据进行训练，因此我们将每一次 Ａｇｅｎｔ探索
得到的四元组（ｓｔ，ａｔ，ｒｔ，ｓｔ＋１）进行存储，在网络训练时
从经验回放池中随机选取多组（ｓｔ，ａｔ，ｒｔ，ｓｔ＋１）进行训
练，式（３）中的ρβ代表从经验回放池中进行随机抽取的
序列对，通过离线策略的形式对网络进行训练．

３　基于ＤＤＰＧ的端到端决策控制模型
３１　系统模型

本文的优化目标为在单车运行环境下，如何利用

车辆状态以及环境信息（车辆速度，道路距离等）直接

控制车辆驾驶动作（加速，减速，转向），并平稳、快速地

到达终点．系统总体结构如图２所示：Ａｃｔｏｒ网络与 Ｔａｒ
ｇｅｔＡｃｔｏｒ网络输出动作，Ｃｒｉｔｉｃ网络与 ＴａｒｇｅｔＣｒｉｔｉｃ网络
负责估计动作 Ｑ值，经验回放池负责存储探索数据，
ＴＯＲＣＳ为车辆运行交互环境，奖励函数输出动作的奖
励．整个系统运行流程分为环境探索及网络训练两
部分．
３１１　环境探索

如图２所示，在任意时刻 ｔ，Ａｃｔｏｒ网络根据车辆状

态ｓｔ，通过神经网络 θ
μ计算出此时车辆采取的动作 ａｔ

＝μ（ｓｔ｜θ
μ），将当前动作ａｔ加噪声Ｎ后通过共享内存的

方式发送给交互环境控制车辆，得到下一状态 ｓｔ＋１以及
代表在ａｔ动作下环境给予的奖励ｒｔ＝Ｒ（ｓｔ＋１）．此时车辆
完成对（ｓｔ，ａｔ，ｒｔ，ｓｔ＋１）的收集，将探索到的数据对儿存
入经验回放池供网络进行离线训练．
３１２　网络训练

首先在经验回放池中采样数据（ｓｔ，ａｔ，ｒｔ，ｓｔ＋１），根
据式（３）更新Ａｃｔｏｒ网络参数 θμ以优化 Ｑ值上升．然后
ＴａｒｇｅｔＡｃｔｏｒ网络根据采样的 ｓｔ＋１计算出估计动作 ａｔ＋１，
将ｓｔ＋１、ａｔ＋１传给 ＴａｒｇｅｔＣｒｉｔｉｃ网络计算下一状态的Ｑ值
Ｑ^＝Ｑ（ｓｔ＋１，ａｔ＋１｜θ

Ｑ′），同时 Ｃｒｉｔｉｃ网络计算当前状态 Ｑ
值Ｑ＝Ｑ（ｓｔ，ａｔ｜θ

Ｑ），通过最小化损失函数式（４）更新
Ｃｒｉｔｉｃ网络参数θＱ′．最终根据式（５）更新目标网络．
３２　状态空间和动作空间

车辆状态空间ｓｔ＝｛ｖ，ｗ，δ，θ，ζ，г｝（ｄｉｍ（ｓｔ）＝２９），
具体描述如表１与图 ３所示．其中速度 ｖ可以分解为
ｘ、ｙ、ｚ三个轴方向速度，车辆距车道中心偏移量 δ归一
化到（－１，１）之间，车辆前方道路距离 ζ采样角度为
｛－４５，－１９，－１２，－７，－４，－２５，－１７，－１，－０５，
０５，１，１７，２５，４，７，１２，１９，４５｝．

表１　状态空间表

符号

定义
状态描述 取值范围

ｖ 车辆速度（ｄｉｍ（ｖ）＝３） （０，３００）（ｋｍ／ｈ）

ｗ 车轮角速度（ｄｉｍ（ｗ）＝４） （０，＋
"

）（ｒａｄ／ｓ）

δ
车辆距中心偏移量（０为中心，
左正右负）（ｄｉｍ（δ）＝１）

（－１，１）（Ｎｏｒｍａｌｉｚａｔｉｏｎ）

θ 车辆与道路偏离角度（ｄｉｍ（θ）＝１） （－π，π）（ｒａｄ）

ζ 车辆与前方道路距离（ｄｉｍ（ζ）＝１９） （０，２００）（ｍ）

г 车辆引擎转速（ｄｉｍ（г）＝１） （０，＋
"

）（ｒｐｍ）
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　　车辆动作空间ａｔ＝｛ａａ，ａｂ，ａｓ｝（ｄｉｍ（ａｔ）＝３），定义
如表２所示．

表２　动作空间表

符号定义 动作描述 取值范围

ａａ 油门力度（０为无，１为满） （０，１）

ａｂ 刹车力度（０为无，１为满） （０，１）

ａｓ 转向值（－１、＋１分别代表全右、全左） （－１，１）

３３　Ａｃｔｏｒ网络
Ａｃｔｏｒ网络结构如图４所示．Ａｃｔｏｒ网络为全连接网

络，网络输入为 ｔ时刻状态 ｓｔ，经过两层全连接层后输
出动作ａｔ．其中各隐层之间使用Ｒｅｌｕ激活函数，在最终
的输出层中使用 ｔａｎｈ激活函数将转角动作规范在
（－１，１）之间，使用 ｓｉｇｍｏｉｄ激活函数将刹车动作和加
速动作规范在（０，１）之间．ＴａｒｇｅｔＡｃｔｏｒ网络结构与 Ａｃ
ｔｏｒ网络相同．

３４　Ｃｒｉｔｉｃ网络
Ｃｒｉｔｉｃ网络结构如图５所示．网络输入包含 ｓｔ与 ａｔ

两部分，其中先将 ｓｔ作为输入，通过两层全连接层之后
分别得到特征ｌ１ｓ、ｌ

２
ｓ．再将ａｔ作为输入通过一个隐层后得

到特征ｌ１ａ．此时ｌ
２
ｓ与ｌ

１
ａ的维度均为６００，将ｌ

２
ｓ与 ｌ

１
ａ逐级

相加融合得到ｌｓａ，再通过最后全连接层得到 Ｑ值．ｌ
１
ｓ使

用Ｒｅｌｕ作为激活函数，ｌ２ｓ、ｌ
１
ａ均无激活函数，ｌｓａ通过全连

接层后使用Ｒｅｌｕ作为激活函数．最终输出 Ｑ值无激活
函数．ＴａｒｇｅｔＣｒｉｔｉｃ网络与Ｃｒｉｔｉｃ网络相同．
３５　奖励函数设定

奖励函数输入为｛σ，δ，θ，ｖ｝，其中σ代表车辆受到
的损伤，δ代表车辆当前位置，θ代表车辆当前与道路切

向夹角，ｖ代表车辆当前速度．本文目标为让车辆沿道
路切向速度高并且尽可能保持在路中央，奖励函数设

定如算法１所示．ｓｔｕｃｋｃｏｕｎｔ为车辆静止计数器，在ＴＯＲＣＳ
中异步采取，与交互过程同时运行．

算法１　奖励函数

输入：σ，δ，θ，ｖ
输出：奖励值ｒ，回合结束标志ｄｏｎｅ
１：　ｉｆｓｔｕｃｋｃｏｕｎｔ＞２００ａｎｄｃｏｓ（θ）·ｖ＜５ｔｈｅｎ
２：　　ｓｔｕｃｋ←Ｔｒｕｅ，ｓｔｕｃｋｃｏｕｎｔ←０　　　车辆前进速度过低
３：　ｅｌｓｅ
４：　　ｓｔｕｃｋｃｏｕｎｔ←ｓｔｕｃｋｃｏｕｎｔ＋１
５：　ｅｎｄｉｆ
６：　ｉｆσ＞０ｔｈｅｎ　 发生碰撞
７：　　ｒ←－１
８：　ｅｌｓｅ
９：　　ｒ←ｃｏｓ（θ）·ｖ－｜ｓｉｎ（θ）·ｖ｜－｜δ·ｖ｜
１０：　ｅｎｄｉｆ
１１：　ｉｆａｂｓ（δ）＞１ｔｈｅｎ　　 车辆越出车道，回合结束
１２：　　ｒ←－２００，ｄｏｎｅ←Ｔｒｕｅ
１３：　ｅｌｓｅｉｆｃｏｓ（θ）＜０ｏｒｓｔｕｃｋｔｈｅｎ 车辆逆向或陷住，回合结束
１４：　　ｄｏｎｅ←Ｔｒｕｅ
１５：　ｅｎｄｉｆ

４　实验

４１　实验环境与内容
本文实验平台为 ｕｂｕｎｔｕ１６０４，ｐｙｔｈｏｎ３５，选取 ｐｙ

ｔｏｒｃｈ深度学习框架，模拟环境为 ＴＯＲＣＳ１３１，环境模
拟频率为３Ｈｚ．训练车道与验证车道如图６所示，选取
ＴＯＲＣＳ中ＣＧＳｐｅｅｄＷａｙ１与 ＣＧＴｒａｃｋ３进行分阶段训
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练．ＣＧＳｐｅｅｄＷａｙ１包含长直线、连续转弯、上下坡等丰
富场景，十分适合进行第一阶段的初始训练．ＣＧＴｒａｃｋ
３包含 Ｕ型弯、直角弯等复杂弯道，适合第二阶段的增
强泛化性训练．验证车道选取ＴＯＲＣＳ中的ＥＴｒａｃｋ５与
Ａｌｐｉｎｅ１实验内容上首先训练得到连续型动作输出的
ＤＤＰＧ模型，使车辆能够沿车道自主行驶，然后对训练
结果与验证结果进行分析，并与离散型动作输出的

ＤＱＮ模型从车辆控制精度和模型泛化性方面对比．

４２　ＤＤＰＧ网络训练
４２１　网络结构及参数

网络结构如３３与３４小节所示．Ａｃｔｏｒ网络优化
算法使用Ａｄａｍ算法，学习率 α＝００００１，Ｃｒｉｔｉｃ网络优
化器算法使用Ａｄａｍ算法，学习率 α＝０００１，网络平滑
参数τ＝０００１，衰减因子 λ＝０９９经验回放池大小为
１０００００，批训练大小为３２动作的噪声函数Ｎ使用Ｏｒｎ
ｓｔｅｉｎＵｈｌｅｎｂｅｃｋ（ＯＵ）噪声，噪声影响因数 ε如式（６）
所示：

ε＝ｍａｘ（０，１－ ｓｔｅｐ
ｅｘｐｌｏｒａｔｉｏｎ） （６）

使得 ＯＵ随机的力度随训练步数而下降，ｅｘｐｌｏｒａｔｉｏｎ在
两阶段的取值依次为 １０００００、５００００ＧＰＵ设备使用
ＧＴＸ１０７０，第一阶段训练３２００００步、共计１５９３个训练回
合，第二阶段训练１８００００步、共计１３１０个训练回合．
４２２　车辆行驶的学习过程

初始训练车道如图７所示，起点与终点为同一位
置．车辆从起点处开始沿逆时针方向（内侧箭头方向）
驾驶通过终点为完成１圈驾驶．训练过程中有代表性的
四种路段：Ａ代表左转弯，Ｂ代表直线，Ｃ代表连续反向
转弯，Ｄ代表急转弯．当车辆可以通过这四段后网络基
本收敛可以完成１圈驾驶，但网络还未完全收敛，偶尔
会冲出车道．实验结果表明车辆连续跑完２０圈后网络
收敛．

Ａ段为车辆起步阶段，环境状态为左转弯，当车辆
可以成功起步通过该段时车辆只学会左转，但由于此

时网络刚刚开始训练，车辆还未学会如何驾驶，速度基

本为０时奖励为０，根据图８的０步到８００００步可以观
测到奖励大部分集中在０附近．

Ｂ段环境状态为直线，由于通过 Ａ段后只学会左
转，经过一段时间探索学习后可以适应直线，但此时

车辆因为随机噪声仍然存在摆动现象，偶尔会冲出

车道．
Ｃ段环境状态为反向连续转弯车道且后半段为右

转弯，由于此时经验回放池中数据没有反向转弯和右

转弯数据，车辆会在这里进行相当长时间的环境探索

学习．
Ｄ段环境状态为急转弯，当学会Ａ，Ｂ，Ｃ三个路段后

车辆已经能够以较快的速度驾驶，但此时车辆不会刹车，

经常冲出车道．根据图８可以观察８００００步到１６００００步
虽然整体奖励分布变高，但是冲出车道次数相对于０步
到８００００步反而提高也可以说明此时车辆不会急转弯状
态下的决策，在该段经过１０％概率刹车探索学习后，学会
采取刹车通过．至此车辆已经可以顺利的完成一圈，但此
时网络仍然不稳定，偶尔会冲出车道．
４２３　奖励分布

训练时的奖励值分布可以代表深度强化学习训练

效果．选取更具代表意义的第一阶段奖励值进行分析，
该阶段能够体现出车辆从无到有的驾驶学习过程．奖
励分布直方图如图８所示，该图将训练中的３２００００步
分为四部分，每８００００步进行一次统计，横轴为奖励大
小，区间大小为１０，纵轴为分布概率．可以明显观察到
在８００００步之前车辆奖励经常为 －２００，并且很大一部
分集中在０附近，说明刚开始网络在随机探索，速度较
低导致奖励集中在０附近，并且由于经常冲出车道，使
奖励变为－２００在８００００至１６００００步之间奖励的分布
发生改变，由最初的以（０，１００）为主体逐渐变为以（８０，
１６０）为主体，分布整体向奖励变大方向偏移，说明此时
智能体已经学到了如何在车道中驾驶，但仍然会有很

高的概率冲出车道，而在１６００００步之后奖励分布没有
明显变化，并且基本不会冲出车道，说明此时网络已经

收敛．
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４３　ＤＱＮ实验参数
ＤＱＮ实验的状态空间与 ＤＤＰＧ实验一致，动作空

间如表３所示（动作定义参考表２），网络结构与 ＤＤＰＧ
的Ａｃｔｏｒ网络类似（输出层变更为１５分类），实验中的
超参数等设置均参考ＤＤＰＧ实验．

表３　ＤＱＮ动作空间表

分类数
动作取值

ａｓ ａａ ａｂ

１０ ｛０，±０１，±０３｝ ｛０３，０７｝ ｛０｝

５ ｛０，±０１，±０３｝ ｛０｝ ｛０１｝

　　选用典型的离散数值作为动作取值可以避免 ＤＱＮ
模型由于动作组合造成的输出维度过高，而较少的动

作组合又将导致模型在部分场景下所做出的动作选择

均无法得到理想的奖励值，影响决策的准确性．故本文
通过在ＤＤＰＧ奖励函数的基础之上，添加了如算法２所
示的限定条件（变量定义参考表１、表２），在边界情况
辅助车辆进行决策，降低车辆的学习难度，使得 ＤＱＮ模
型能够完成与ＤＤＰＧ模型相同的驾驶任务．

算法２　ＤＱＮ奖励函数限定条件

１：　向车道中心调整时取消转角惩罚
２：　ｉｆ（δ＞００ａｎｄａｓ＜００）ｏｒ（δ＜００ａｎｄａｓ＞００）ｔｈｅｎ
３：　　ｒ←ｒ＋｜ｓｉｎ（θ）·ｖ｜
４：　ｅｎｄｉｆ
５：　起步时刹车惩罚；限制偏离车道中心幅度
６：　ｉｆｖ＜５００ａｎｄａｂ＞００ｔｈｅｎ
７：　　ｒ←－１００
８：　ｅｌｓｅｉｆ（δ＞０５ａｎｄａｓ≥００）ｏｒ（δ＜－０５ａｎｄａｓ≤００）ｔｈｅｎ
９：　　ｒ←－１００
１０：　ｅｎｄｉｆ

４４　训练结果分析
４４１　第一阶段训练结果

第一阶段训练结果如表４所示，表头从左至右分别

代表当前圈数、该圈完成时间、该圈最高速度与该圈最

低速度．表４中还包含了我们利用离散型动作输出的
ＤＱＮ算法进行对比实验的数据．

表４　ＴｒａｃｋＣＧＳｐｅｅｄｗａｙ１训练结果

圈数

（Ｌａｐ）

时间（ｓ） 最高速度（ｋｍ／ｈ） 最低速度（ｋｍ／ｈ）

ＤＤＰＧ模型数据／ＤＱＮ模型数据

１ ５３：４２／１：４４：０２ １９８／９６ １１１／４６

２ ４７：０２／１：３６：８７ １９９／９８ １０３／４８

３ ４７：５９／１：３７：２５ １９９／９７ １１２／５５

４ ４７：３７／１：３６：７８ ２０２／９７ １１５／５３

５ ４６：８７／１：３６：９２ １９８／９６ １１０／５４

６ ４７：３９／１：３６：４６ ２０２／９８ １０３／５６

７ ４７：６０／１：３７：９０ １９２／９８ １１２／５２

８ ４７：３８／１：３７：２６ ２０２／９７ １０３／５５

９ ４７：５１／１：３８：０７ ２００／９７ １１３／５４

１０ ４７：３１／１：３７：０３ １９７／９６ １１１／５４

　　两种模型均能够控制车辆完成１０圈的驾驶任务，
说明网络均已完全收敛，可以顺利完成驾驶．第一阶段
的训练中没有对车辆行驶的最高速度进行限定，故单

圈平均速度会随着训练的推进而不断增加，直至达到

完成训练任务所允许的极限．此阶段能够充分发挥模
型对车辆的控制能力，体现出连续型动作输出与离散

型动作输出在控制精准度方面的差异．
此阶段训练结果表明 ＤＤＰＧ模型能够在更高的车

速状态下控制车辆完成驾驶任务．在奖励函数主体相
同的条件下，ＤＤＰＧ实验模型在ＴｒａｃｋＣＧＳｐｅｅｄｗａｙ１训
练车道上最快速度为２０２ｋｍ／ｈ，最快记录为４６８７ｓ，明
显优于ＤＱＮ模型．这是由于ＤＱＮ模型所能离散的动作
组合有限且固定，在高速状态下无法做出适宜的动作

组合对车辆进行控制，从而导致车辆在高速状态下会

冲出车道，很难学会如何在高速状态下行驶．
４４２　第二阶段训练结果

为消除训练模型对单一车道过拟合的影响，并增

强训练模型的泛化性，我们在 ＴｒａｃｋＣＧＴｒａｃｋ３上进行
了第二阶段的训练．此阶段中通过奖励函数将车速上
限设定为１００ｋｍ／ｈ（当已超速且继续加速时给予负奖励
惩罚）．训练结果如表５所示，ＤＤＰＧ模型与 ＤＱＮ模型
均能够完成训练任务，并达到限定的最高车速．

此阶段训练结果表明 ＤＤＰＧ模型已学会将车速控
制在目标范围之内．ＤＱＮ模型的单圈完成时间略短，这
是由于ＤＱＮ模型可采取的油门、刹车动作值有限，模型
无法很好的学习到主动降速，只能在超速后依靠强制

降速将车速限定在目标范围之内，所以 ＤＱＮ模型的平
均车速会更加接近１００ｋｍ／ｈ．而ＤＤＰＧ模型学会了通过
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自主调节油门与刹车将车速限定在目标范围之内，在

最高车速１００ｋｍ／ｈ的限定下，单圈均速约为８０ｋｍ／ｈ．因
此ＤＤＰＧ模型的车速波动范围较大、单圈完成时间
略长．

表５　ＴｒａｃｋＣＧＴｒａｃｋ３训练结果

圈数

（Ｌａｐ）

时间（ｓ） 最高速度（ｋｍ／ｈ） 最低速度（ｋｍ／ｈ）

ＤＤＰＧ模型数据／ＤＱＮ模型数据

１ ２：０５：２３／１：４９：９３ １０７／１０２ ５４／８６

２ １：５４：９７／１：４２：１８ ９９／１０２ ６９／８４

３ １：５６：５０／１：４１：９０ ９８／１０２ ６２／８７

４ １：５５：９３／１：４１：８９ １０２／１０２ ５４／８５

５ １：５５：９４／１：４２：３４ ９９／１０２ ６５／８４

６ １：５５：６３／１：４１：７９ １０２／１０２ ７６／９６

７ １：５７：４１／１：４１：９３ ９８／１０２ ４６／９４

８ １：５６：４９／１：４３：０９ １０７／１０２ ６４／５４

９ １：５３：７７／１：４１：９６ １０９／１０２ ７７／８５

１０ １：５６：００／１：４１：７７ １０６／１０２ ６０／９３

４５　验证结果分析
验证车道如图６所示，ＤＤＰＧ模型在更复杂的 Ａｌ

ｐｉｎｅ１和更简单的 ＥＴｒａｃｋ５中均可以完成驾驶任务，
而ＤＱＮ模型只能在更简单的ＥＴｒａｃｋ５中完成．验证结
果如图９～图１１所示，横轴代表迭代步数，纵轴代表奖
励数值与车辆速度，绿色实线代表奖励值，红色圆形虚

线代表ｘ轴分解速度，蓝色三角虚线代表 ｙ轴分解速
度．模型需要在验证车道中行驶３圈，可以看到每张图
中均具有很强的周期性．

ＥＴｒａｃｋ５中的道路平坦，弯道较缓且规律性强，
ＤＤＰＧ模型与 ＤＱＮ模型均可以在该车道中完成验证，ｘ
轴分解速度 ｓｐｅｅｄｘ均接近最大车速１００ｋｍ／ｈ．如图９、
图１０所示，ＤＱＮ模型的 ｘ轴分解速度长期处于最高限
速１００ｋｍ／ｈ附近，说明ＤＱＮ模型的降速控制学习效果

不佳．ＤＤＰＧ模型的平均奖励值更高，说明其可以更好
的贴合道路中心行驶，奖励值波动幅度更小，说明车辆

在过弯时依旧不会严重偏离道路中心．验证结果总体
表明ＤＤＰＧ模型对车辆的控制更加精准．

Ａｌｐｉｎｅ１中多为连续弯道，并包含多个 Ｕ型急弯，
仅ＤＤＰＧ模型可以在该车道中完成验证，ＤＱＮ模型在
该车道中会冲出道路边界、无法完成驾驶，表明 ＤＤＰＧ
模型相对于ＤＱＮ模型具有更优越的泛化能力．由于该
车道的路况复杂，故图１１中各曲线的波动幅度均有所
增加，可以看到当 ｘ轴分解速度降低时，对应的 ｙ轴分
解速度有所增高，说明此时车辆正在减速过弯．当迭代
步数在２００～７００区间时，对应于车道中的连续 Ｕ型弯
路，此时ｘ轴分解速度波动的均值较低，而７００～１３００
步迭代时对应的弯路较少，ｘ轴分解速度则在较高的均
值处波动，表明车辆已学会合理的运用油门与刹车调

节车速完成驾驶任务．

５　结论
　　本文建立基于 ＤＤＰＧ深度强化学习算法的端到端
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无人驾驶决策控制模型．在 ＴＯＲＣＳ平台下通过输入连
续的车辆行驶环境感知信息，决策控制模型直接输出

加速、刹车、转向驾驶动作，实现了端到端无人驾驶决

策．实验结果表明连续型动作输出的ＤＤＰＧ模型相比于
离散型动作输出的 ＤＱＮ模型，在无人驾驶决策控制的
精确度以及模型泛化能力方面更具优势．在未来的工
作中，希望对 Ａｃｔｏｒ网络进行可视化，观察状态输入对
车辆转向、加速、减速动作决策的影响．
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