
基于流形正则的块增量距离尺度学习算法

王 磊１，２，刘 铁３，贾华丁１

（１．西南财经大学经济信息工程学院，四川成都 ６１００７４；２．西南财经大学金融智能与金融工程重点实验室，四川成都 ６１００７４；
３．ＩＢＭ中国研究院，北京 １００１９３）

摘 要： 在实时应用中，观测样本通常以数据块的形式依次达到，传统的批量距离算法难以进行学习．本文提出
一种新颖的利用成对约束关系进行学习的块增量距离尺度算法．首先给出块增量学习的一般模型，并通过扩展约束集
克服其容易“过拟合”的缺陷；然后引入流形正则项使得学习过程中数据块的局部邻域结构得以保持．实验结果表明，
本文算法学习的距离尺度在测试精度、计算开销上优于现有的增量距离算法，并且在存储开销方面显著优于批量距离

算法．
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１ 引言

距离尺度学习（ｄｉｓｔａｎｃｅｍｅｔｒｉｃｌｅａｒｎｉｎｇ）是机器学习
领域的研究热点之一．在图像检索、基因分类、文本聚类
等应用中，准确度量样本之间的相似度是分类／聚类算
法成败与否的关键之一．传统的欧氏距离（Ｅｕｃｌｉｄｅａｎ）将
样本的全部特征视为同等重要，已被证明难以胜任于高

维空间中的距离度量［１，２］．因此，自适应的距离尺度学
习算法最近几年受到广泛关注［３］．

文献［４，５］利用样本的类标记作为监督信息，通过
计算不同特征在度量相似度过程中的最优权重，得到性

能优异的马氏（Ｍａｈａｌａｎｏｂｉｓ）距离尺度．当监督信息严重

缺乏时，基于样本之间成对约束关系的半监督距离学习

算法成为当前的研究热点．ＢａｒＨｉｌｌｅｌ等人提出利用
ｍｕｓｔｌｉｎｋ约束关系进行马氏距离学习的 ＲＣＡ算法［６］；
Ｘｉａｎｇ等人通过最大化／最小化ｃａｎｎｏｔｌｉｎｋ／ｍｕｓｔｌｉｎｋ关系
上的距离，利用迭代方法求解全局最优的马氏距离［７］．
Ｂａｇｈｓｈａｈ等人在文献［７］的基础上，进一步考虑了样本
的几何拓扑结构对距离尺度的影响［８］．Ｙｅｕｎｇ等人利用
核函数研究了非线性距离的学习问题［９］．然而，大多数
距离尺度算法都是批量算法，需要在学习之前获取全部

离线的观测样本．在许多实时的分类／聚类应用中，观测
样本通常是以数据块的形式分批依次到达（见图１）．并
且，每个数据块中的样本数量、类别数目、约束关系数
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量均具有随机性特点．显然，积累所有观测样本将导致
巨大的存储开销，因而批量距离算法难以学习实时应

用数据．

增量式距离尺度学习算法近年来引起广泛重视．
文献［１０，１１］在 ＬｏｇＤｅｔ正则意义下，通过最小化实时预
测损失推导了距离尺度的增量更新规则．文献［１２］通过
两次连续投影，给出距离尺度更新的 ＰＯＬＡ算法．然而，
这些算法存在明显不足：（１）只能处理观测样本成对到
达的情况，且距离尺度学习的效率较低；（２）为度量预
测损失，需要估计当前到达样本对之间的目标距离．

本文对半监督增量距离尺度算法进行深入研究．
首先提出针对数据块进行增量距离学习的一般模型，

并在尺度渐进更新的假设下，通过扩展约束集避免了

块增量学习过程中的“过拟合”问题；然后，引入流形正

则项，使得数据块的局部邻域结构在学习过程中得以

保持．最后，给出了基于流形正则的块增量距离尺度学
习算法，并分析了其空间和时间复杂度．

２ 半监督距离尺度学习

已知两个观测样本 ｘｉ，ｘｊ∈ＲＲｎ，它们之间的马氏距
离可以按照如下公式计算：

ｄＡ（ｘｉ，ｘｊ）＝ （ｘｉ－ｘｊ）ＴＡ（ｘｉ－ｘｊ槡 ） （１）
其中，Ａ∈ＲＲｎ×ｎ是待学习的马氏距离尺度，满足半

正定性质．利用矩阵分解技术［１３］，将 Ａ分解成Ａ＝Ｐ·
ＰＴ，即 Ｐ∈ＲＲｎ×ｄ是与Ａ相关的距离投影矩阵．因此，马
氏距离可重写为：

ｄＡ（ｘｉ，ｘｊ）＝ ‖ＰＴ（ｘｉ－ｘｊ）‖槡 ２ （２）
给定规模为 Ｎ的样本集Ｃ＝｛ｘ１，ｘ２，…，ｘＮ｝ＲＲｎ，

且令 Ｓ和Ｄ分别是它们的 ｍｕｓｔｌｉｎｋ和 ｃａｎｎｏｔｌｉｎｋ成对
约束集．半监督距离尺度学习的基本原则是：在距离尺
度 Ａ下，满足ｍｕｓｔｌｉｎｋ约束关系的样本更靠近，而满足
ｃａｎｎｏｔｌｉｎｋ约束的样本更加远离．设 ｌ（Ｐ，Ｓ，Ｄ）依据此
原则定义的损失函数，则最优尺度 Ａ或者Ｐ可通过下
面的二次优化问题求解：

Ｐ＝ａｒｇｍａｘ
ＰＴＰ＝Ｉ

ｌ（Ｐ，Ｓ，Ｄ）

＝ａｒｇｍａｘ
ＰＴＰ＝Ｉ

∑
（ｘｉ，ｘｊ）∈Ｄ

‖ＰＴ（ｘｉ－ｘｊ）‖２－ηｓ∑
（ｘｉ，ｘｊ）∈Ｓ

‖ＰＴ（ｘｉ－ｘｊ）‖( )２

＝ａｒｇｍａｘ
ＰＴＰ＝Ｉ

（ｔｒ（ＰＴＤＰ）－ηｓｔｒ（Ｐ
ＴＤＰ）） （３）

式（３）中，ｔｒ（·）是矩阵的迹算子；参数ηｓ＞０用于权衡约
束集 Ｓ和Ｄ对于损失的贡献；等式约束 ＰＴＰ＝Ｉ用于
避免出现退化解．此外，Ｓ和Ｄ是关于约束集的协方差
矩阵，定义如下：

Ｓ＝ ∑
（ｘｉ，ｘｊ）∈Ｓ

（ｘｉ－ｘｊ）（ｘｉ－ｘｊ）Ｔ （４）

Ｄ＝ ∑
（ｘｉ，ｘｊ）∈Ｄ

（ｘｉ－ｘｊ）（ｘｉ－ｘｊ）Ｔ （５）

３ 基于流形正则的块增量距离尺度学习

３．１ 块增量距离尺度学习的一般模型

若所有样本按图１所示的数据块依次到达，即 Ｙ１，
Ｙ２，…，Ｙｔ，…．在每个时间点 Ｔｔ，数据块由三元组表示，
块的大小为 Ｎｔ．

令 Ｐｔ－１表示时间点 Ｔｔ－１已学习的距离投影矩阵，
则块增量距离尺度学习目标是：利用 Ｙｔ中的监督信息
（即成对约束集）和已知投影矩阵 Ｐｔ－１，更新时间点 Ｔｔ
的新投影矩阵Ｐｔ，以增量方式实时学习距离尺度．

不失一般性，我们假设距离尺度随着数据块的到

达呈渐进变化的趋势，任意两个相邻数据块上学习的

距离尺度彼此相似，即关于ｘｉ，ｘｊ∈Ｃｔ和任意小的正
实数δ，满足

｜ｄＡｔ（ｘｉ，ｘｊ）－ｄＡｔ－１（ｘｉ，ｘｊ）｜≤δ （６）

设 Ｓｔ和Ｄｔ是在约束集Ｓｔ和Ｄｔ上计算的协方差矩
阵，块增量尺度学习的一般模型如下：

Ｐｔ＝ａｒｇｍａｘ
ＰＴＰ＝Ｉ

（ｌ（Ｐ，Ｓｔ，Ｄｔ）－ηｒｒ（Ｐ，Ｐｔ－１）） （７）

其中，ｌ（Ｐ，Ｓｔ，Ｄｔ）是距离尺度在数据块 Ｙｔ上的损失；而
ｒ（Ｐ，Ｐｔ－１）是用于保证尺度渐进更新的正则项，正则参
数为ηｒ＞０．可见，该优化模型在增量更新距离尺度时，
不仅考虑数据块内的成对约束关系，而且考虑距离尺

度渐进更新的性质．文献［１０］和［１１］采用了类似的模型
更新距离尺度．

然而，由于数据块中样本集和约束集的规模均具

有随机性，当 Ｎｔ或者｜Ｓｔ｜，｜Ｄｔ｜取较小值时，对高维样
本直接用公式（７）计算 Ｐｔ容易产生“过拟合”现象，即
学习的距离尺度过分拟合 Ｙｔ中的约束集，从而导致学
习性能的降低．

克服“过拟合”问题的有效途径之一是增大约束集

的规模．考虑到实时应用中，相邻数据块一般具有相同
或者相似（考虑概念漂移的情况）的分布函数，可以利

用相邻数据块中的约束集扩展当前块的约束集．
令 Ｓｔ－１，Ｄｔ－１，Ｓｔ－２，Ｄｔ－２，…表示时间点 Ｔｔ－１，

Ｔｔ－２，…的ｍｕｓｔｌｉｎｋ和ｃａｎｎｏｔｌｉｎｋ约束集，我们可以将当

前块的约束集扩展为：^Ｓｔ＝∑
ｖ

ｉ＝０
Ｓｔ－ｉ和 Ｄ^ｔ＝∑

ｖ

ｉ＝０
Ｄｔ－ｉ，

其中，ｖ表示邻近窗口的大小．并且，扩展后的协方差矩
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阵 Ｓ^ｔ和 Ｄ^ｔ，定义如下：

Ｓ^ｔ＝Ｓｔ＋∑
ｖ

ｉ＝１
ρ
ｉＳｔ－ｉ （８）

Ｄ^ｔ＝Ｄｔ＋∑
ｖ

ｉ＝１
ρ
ｉＤｔ－ｉ （９）

这里，ρ１是衰减因子，目的是限制较近时间点的数据
块才能对扩展协方差矩阵产生明显影响．它的取值范
围通常为ρ∈［０１，０５］．
３．２ 基于流形正则的块增量距离尺度学习算法

为给出模型（７）中正则函数的具体形式，我们采用
和文献［８］类似的方法：在更新距离尺度时，不仅考虑
样本间的成对约束关系，而且保持样本集的几何流形

结构．但与前者不同的是，我们采用局部邻域结构来描
述样本集的内蕴流形［１］．

在时间 Ｔｔ，设 Ａｔ－１是当前已知的距离尺度，利用其
计算新到达数据块 Ｙｔ中所有样本间的距离，并生成关
于 Ｙｔ的邻接图．其中，图上任意边的权重 Ｗｔ－１（ｉ，ｊ）由
如下的热核函数计算：

Ｗｔ－１（ｉ，ｊ）＝
ｅｘｐ－‖

ＰＴｔ－１（ｘｉ－ｘｊ）‖２( )
σ

， ｉｆｘｊ∈ｋｎｎ（ｘｉ）

０，
{

ｏｔｈｅｒｗｉｓｅ
（１０）

这里，ｋｎｎ（·）表示 ｘｉ的ｋ最近邻集合；σ是与样本相关
的常量．显然，邻接矩阵 Ｗｔ－１∈ＲＲＮｔ×Ｎｔ体现了样本集Ｃｔ
的局部邻域结构，其基本元素为 Ｗｔ－１（ｉ，ｊ）．

根据邻域保持投影方法的思想［１］，在 Ｙｔ上更新距
离尺度时应该能保持样本集原有的邻域结构；对于破

坏邻域结构的投影矩阵 Ｐ应该给予较大的惩罚．因此，
我们采用如下的正则函数：

ｒ（Ｐ，Ｐｔ－１）＝
１
２∑

Ｎｔ

ｉ，ｊ＝１
‖ＰＴ（ｘｉ－ｘｊ）‖２Ｗｔ－１（ｉ，ｊ）

（１１）
分析可知，公式（１１）和距离尺度渐进变化的基本假

设是一致的．因为在尺度 Ａｔ－１下相互邻近的样本对，若
在更新后的尺度 Ａｔ下相互远离，必将产生很大的正则
罚值．

通过定义对角矩阵 Ｂｔ－１∈ＲＲＮｔ×Ｎｔ和 Ｌａｐｌａｃｉａｎ矩阵
Ｌｔ－１＝Ｂｔ－１－Ｗｔ－１，我们对式（１１）进行简化．其中，

Ｂｔ－１（ｉ，ｉ）＝∑
Ｎｔ

ｊ＝１
Ｗｔ－１（ｉ，ｊ）．

ｒ（Ｐ，Ｐｔ－１）＝∑
Ｎｔ

ｉ＝１
ｘＴｉＰＰＴｘｉＢｔ－１（ｉ，ｉ）

－∑
Ｎｔ

ｉ，ｊ＝１
ｘＴｉＰＰＴｘｊＷｔ－１（ｉ，ｊ）＝ｔｒ（ＸＴＰＰＴＸＬｔ－１）（１２）

这里，Ｘ∈ＲＲｎ×Ｎｔ是数据块Ｙｔ中样本的数据矩阵．
将式（８）、（９）和（１２）代入式（７），可以得到扩展约

束集和考虑几何流形结构后的块增量距离尺度学习模

型．
Ｐｔ＝ａｒｇｍａｘ

ＰＴＰ＝Ｉ
（ｔｒ（ＰＴＤ^ｔＰ）－ηｓｔｒ（Ｐ

Ｔ^ＳｔＰ）

－ηｒｔｒ（Ｐ
ＴＸＬｔ－１ＸＴＰ））＝ａｒｇｍａｘ

ＰＴＰ＝Ｉ
（ｔｒ（ＰＴＭＰ）） （１３）

式中，矩阵 Ｍ定义为Ｍ＝（^Ｄｔ－ηｓ^Ｓｔ－ηｒＸＬｔ－１Ｘ
Ｔ）．

注意到，Ｍ是实对称矩阵，根据矩阵优化理论［１３］，
式（１３）中目标函数最优值是 Ｍ的前ｄ个最大的非负特
征值之和，而最优解 Ｐｔ由它们对应的ｄ个特征向量构
成，即

Ｐｔ＝［ｖ１，ｖ２，…，ｖｄ］∈ＲＲｎ×ｄ （１４）
其中，ｖ１，ｖ２…ｖｄ…ｖｎ是与矩阵Ｍ的ｎ个特征值λ１≥λ２
≥…≥λｄ≥…≥λｎ相应的特征向量．

综上，我们得到一种块增量式距离学习算法，用于

处理观测样本按块依次到达的情况，称为“基于流形正

则的块增量距离尺度学习算法”，或 ＭＲＣＩＭＬ．其主要
步骤如算法１所示．

算法１ ＭＲＣＩＭＬ算法
输入：观测数据块 Ｙ１，Ｙ２…Ｙｔ…；初始距离尺度 Ａ０＝Ｉ，初始

约束集 Ｓ０＝Ｄ０＝ ；参数，ηｓ，ηｒ；

输出：马氏距离尺度 Ａ１，Ａ２，…，Ａｔ，…

Ｆｏｒｔ＝１，２，３，…
（ａ）按式（４）和（５）计算协方差矩阵 Ｓｔ和Ｄｔ；

（ｂ）按式（８）和（９）计算扩展协方差矩阵 Ｓ^ｔ和 Ｄ^ｔ；

（ｃ）利用尺度 Ａｔ－１在数据块 Ｙｔ上构建邻接图，按式（１０）计算

邻接矩阵 Ｗｔ－１，并计算Ｌａｐｌａｃｉａｎ矩阵 Ｌｔ－１；

（ｄ）利用特征值分解技术对模型（１３）进行求解，并由式（１４）

得到其最优解 Ｐｔ；

（ｅ）更新距离尺度为 Ａｔ＝Ｐｔ（Ｐｔ）Ｔ．

ＥｎｄＦｏｒ

我们对算法１的空间复杂度进行分析．容易计算，
在时间点 Ｔｔ，存储 Ｙｔ，Ａｔ－１，Ｓｔ－１和 Ｄｔ－１需要的存储空
间为ｍａｘ｛ｎ·Ｎｔ，ｎ２，Ｎ２ｔ｝；计算协方差矩阵 Ｓｔ，Ｄｔ，^Ｓｔ和

Ｄ^ｔ需要的空间为Ｏ（ｎ２）；存储邻接图、矩阵 Ｗｔ－１以及

Ｌｔ－１需要的空间为 Ｏ（Ｎ２ｔ）；求解模型（１３）需要的空间为

ｍａｘ｛Ｏ（ｎ２），Ｏ（ｎ·Ｎｔ）｝．因此，若数据块的最大规模为

Ｎｍａｘ，算法 １的存储空间复杂度为 ｍａｘ｛Ｏ（ｎ２），

Ｏ（Ｎ２ｍａｘ）｝．
接着，我们对其时间复杂度进行分析．计算矩阵

Ｓｔ，Ｄｔ，^Ｓｔ和 Ｄ^ｔ所需的时间开销为 Ｏ（ｎ２·ｍａｘ｛｜Ｓ｜，

｜Ｄ｜）；构造邻接图以及计算矩阵 Ｗｔ－１和 Ｌｔ－１需要的时
间约为 Ｏ（ｎ２·Ｎ２ｔ）；求解模型（１３）的时间开销约为

Ｏ（ｎ３）．因此，算法１每次更新距离尺度的时间复杂度
为 ｍａｘ｛Ｏ（ｎ３），Ｏ（ｎ２·Ｎ２ｍａｘ）｝．
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４ 实验与分析

为检验本文提出的 ＭＲＣＩＭＬ算法的性能，我们将
它用在模式分类任务中度量样本之间的距离，并比较

它与Ｘｉａｎｇ的批量算法［７］，Ｄａｖｉｓ的增量算法［１０］，以及
ＰＯＬＡ增量算法［１２］在测试误差、存储和计算开销等性能
指标上的优劣．实验在四个高维图像数据集上进行（如
表１所示）．其中，ＥｘｔｅｎｄｅｄＹａｌｅＢ包含２８个不同人脸在
９种姿态、６４种光照条件下的图像［１４］；ＣＭＵＰＩＥ包含６８
个不同人脸在１３种姿态、４３种光照条件、４种表情下的
图像［１５］；ＯＲＨＤ和ＰＲＨＤ是两种典型的 ＵＣＩ机器学习数
据集，由不同书写者提供的手写体阿拉伯数字（０～９）
图像构成．此外，我们将 ＥｘｔｅｎｄｅｄＹａｌｅＢ和 ＣＭＵＰＩＥ数
据集的每幅原始图像缩减成３２×３２像素的２５６色灰度
图像．实验环境为一台３ＧＨｚＣＰＵ，４ＧＢ内存的主机，所
有算法均采用Ｃ＋＋程序实现．

实验中，将每个数据集按２：１的比例随机分割成训
练集和测试集，并利用训练样本的类标记模拟出成对

约束集 Ｓ和Ｄ，规模约为训练集规模１０％．上述距离尺
度算法在训练集上学习距离尺度 Ａ后，支持向量机使
用这些距离尺度分别在训练集上训练分类器，然后统

计它们在测试集上取得的测试误差．其中，支持向量机
采用如下的高斯核函数：

Ｋ（ｘｉ，ｘｊ）＝ｅｘｐ －
（ｘｉ－ｘｊ）ＴＡ（ｘｉ－ｘｊ）

２σ( )２ （１５）

表１ 实验数据集

数据集 样本总数 特征数 类别数

ＥｘｔｅｎｄｅｄＹａｌｅＢ １６，１２８ １，０２４ ２８
ＣＭＵＰＩＥ ４１，３６８ １，０２４ ６８

ＵＣＩｏｐｔｉｃａｌｒｅｃｏｇｎｉｔｉｏｎｏｆ
ｈａｎｄｗｒｉｔｔｅｎｄｉｇｉｔｓ（ＯＲＨＤ）

５，６２０ ６４ １０

ＵＣＩｐｅｎｂａｓｅｄｒｅｃｏｇｎｉｔｉｏｎｏｆ
ｈａｎｄｗｒｉｔｔｅｎｄｉｇｉｔｓ（ＰＲＨＤ）

１０，９９２ １６ １０

ＭＲＣＩＭＬ算法的参数和ηｒ在实验中参照文献［８］
分别设置为２０和０２．为模拟依次到达的数据块（假设
规模固定为珚Ｎ），采用无放回随机抽样的方式从训练集
中生成数据块，依次输入到算法（ＯＲＨＤ和 ＰＲＨＤ设置
珚Ｎ＝１００，其它为珚Ｎ＝５００）．成对约束集在每个数据块内
按１０％的比例随机生成．为简便起见，邻近窗口和衰减
因子统一设置为ν＝３和ρ＝０１．此外，支持向量机分
类器的模型参数对所有距离尺度均设置为相同的值，

并由５ｆｏｌｄ交叉验证方法选取．
我们将上述实验重复１０次，表２统计了上述四种

距离尺度算法学习的距离以及传统欧氏距离用于图像

分类任务时取得的平均测试误差．图２和图３详细描述
了ＣＭＵＰＩＥ和 ＯＲＨＤ数据集上测试误差随着已到达样
本数量的变化规律．

表２ 比较五种距离尺度在图像分类任务中的测试误差（×１００％）

距离尺度
Ｅｘｔｅｎｄｅｄ
ＹａｌｅＢ

ＣＭＵＰＩＥ ＯＲＨＤ ＰＲＨＤ

Ｘｉａｎｇ’ｓ［７］ ４２２±０６３ ２５１±０２８ １２９±０１５ １０２±００７

Ｄａｖｉｓ’ｓ［１０］ ７４５±０９９ ４２０±０４４ １７６±０１２ １３８±０１１

ＰＯＬＡ［１２］ １００７±１３６ ４４１±０６０ １９０±０１６ １３８±０１１

ＭＲＣＩＭＬ ４０５±０４８ １９５±０２４ １２４±００９ １０５±００８

Ｅｕｃｌｉｄｅａｎ １４１８±１７０ ７１９±０６９ ３４３±０２２ １９７±０１６

从表２的实验结果可以看出，距离尺度算法学习的
距离均显著优于传统的欧氏距离，说明了距离尺度学

习的重要性．ＭＲＣＩＭＬ算法获得的测试精度在所有情
况下显著优于另外两种增量算法，且略优于 Ｘｉａｎｇ的批
量算法．这表明本文算法通过块增量的方式能够学习
获得最优的距离尺度，两点原因可以给予解释：（１）采
取的扩展约束集的方法能够有效避免“过拟合”的出

现；（２）利用流形正则项进一步提升了算法的性能（和
文献［８］的结论一致）．图２和图３的结果进一步揭示了
ＭＲＣＩＭＬ算法优于另外两种增量算法的原因：前者学
习的测试误差能够很快接近批量算法的水平，而后者

则下降较为缓慢．

此外，表３和表４分别统计了实验过程中求解上述
距离尺度所需要的存储开销和计算开销．
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表３ 比较四种距离尺度算法所需的存储开销（ＭＢｙｔｅ）

距离尺度算法
Ｅｘｔｅｎｄｅｄ
ＹａｌｅＢ

ＣＭＵＰＩＥ ＯＲＨＤ ＰＲＨＤ

Ｘｉａｎｇ’ｓ ２４５７４ ５１６１３ １５７ １０５
Ｄａｖｉｓ’ｓ １７２ １９８ ００８ ００１
ＰＯＬＡ ２４６ ２２９ ０１４ ０１０
ＭＲＣＩＭＬ ４４０ ４７１ ０２１ ００７

表４ 比较四种距离尺度算法所需的计算开销（秒）

距离尺度算法
Ｅｘｔｅｎｄｅｄ
ＹａｌｅＢ

ＣＭＵＰＩＥ ＯＲＨＤ ＰＲＨＤ

Ｘｉａｎｇ’ｓ ６５ １４２ ２４ １９
Ｄａｖｉｓ’ｓ ４２４ ７７６ ２８６ ２５２
ＰＯＬＡ ５０１ １，１０５ ３２３ ４４１
ＭＲＣＩＭＬ １３２ ２８３ ３４ ４０

可见，由于仅需要存储单个数据块的样本，ＭＲ
ＣＩＭＬ算法需要的存储开销远远低于 Ｘｉａｎｇ的批量算
法．在计算开销方面，本文算法显著优于另外两种距离
尺度算法，出现该现象的原因是：后者在每一对成对约

束样本到达时都需要更新距离尺度，且每次更新的时

间复杂度至少为 Ｏ（ｎ３），造成总计算开销较高；而本文
算法仅在数据块达到时才更新距离．

５ 结论

针对批量距离尺度算法难于进行实时学习的问

题，本文提出一种新颖的块增量半监督距离尺度算法．
它利用随机达到的数据块中的成对约束关系进行学

习，并通过约束集扩展解决了由于成对约束数量不足

而引起的“过拟合”现象．此外，该算法采用邻域保持投
影技术，在学习过程中引入正则项以保持数据块的流

形结构．实验结果表明，本文算法学习的距离尺度在测
试精度、计算开销方面明显优于其它增量算法，且需要

的存储开销显著低于批量算法．
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