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用支持向量机网络实现 VBR视频通信量的预测

李素梅,张延炘,常胜江
(南开大学信息技术科学学院,天津 300071)

� � 摘 � 要: � VBR( V ariab le B it Ra te)视频信号具有时变性、非线性和突发性等特点,实现该信号通信量的高精度预

测是提高信息传输速度和提高网络带宽资源利用效率的重要手段. 针对以上问题, 本文提出了一种用于 VBR视频通

信量预测的差分输入支持向量机 ( SVM: Suppo rtV ec to rM ach ine)网络模型.该网络模型采用结构风险最小化准则, 在

最小化经验风险的同时,尽量缩小模型预测误差的上界,从而使网络模型具有更好的推广能力. 实验结果表明: 支持向

量机网络模型的预测误差为 0. 0018,而梯度径向基函数 ( G rad ient Rad ia l B asis Function: GRBF )神经网络模型的预测

误差为 0. 0029. 可以看出,支持向量机网络模型的预测精度要比 GRBF网络模型的预测精度高出大约 40% .
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VBR V ideo Traffic Prediction Based on the SVM Networks

L I Su�m e,i ZHANG Y an�x in, CHANG Sheng�jiang
(C o llege of Inform a tion Techn ica l Science, Nanka iUn iversity, T ian jin 300071, Ch ina )

Abstract: � A support vector m ach ine neural netw ork is proposed for perform ing VBR video traf fic predic�
tion. It takes differential signal as the input of the netw ork. A ccord ing to the criteria o f structural riskm in im ization

of SVM, the errors between sam ple- data andm odel- data arem in im ized and the upper bound of p red icting error

of the m odel is also decreased sim ultaneously so that the ab ility o f generalization of them odel is much improved.

T he sim u lation resu lts show that the pred iction error of SVM neural netw ork s is 0. 0018, wh ile the p red iction error

of GRBF neural netw ork s is 0. 0029. In pred iction p recision, SVM neural netw ork s model ex tended 40% than

GRBF mode.l
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1� 引言

� � ATM ( A synch ronous Transfer M ode), 即异步传输模

式,它能够支持包括话音、数据、图像和视频在内的各种多

媒体业务.经视频压缩产生的 VBR视频信号具有不确定

性、非线性和突发性等特点,在网络中传输需要占用很多

的带宽资源,实现 VBR视频通信量的精确预测是提高信

息传输速度和提高网络带宽资源利用效率的重要手段.线

性预测方法
[ 1, 2]
是其中的方法之一,由于它的计算复杂度

较低,适用于在线学习方式,但用线性模型预测非线性的

VBR视频信号在理论上存在不足,预测精度较低.神经网

络作为一种新的预测方法
[ 3]

, 以其良好的非线性映射能

力、灵活有效的学习方式等特点,在预测领域的应用中表

现出较大的优势和潜力 [ 4, 5].较早使用的是 BP( back prop�

agation)网络、RBF( Rad ial Basis Function)网络等传统神经

网络.但是它们大多处理的是平稳的非线性时间序列,不

具备时变描述特征,因此预测的精度是有限的.文献 [ 6]采

用梯度径向基函数 ( GRBF: G rad ien t Rad ial Basis Function)

网络模型实现 VBR视频通信量的预测,由于其输入采用

时间序列的差分信号,消除了时间序列的由于局部平均值

变化而造成的不稳定性,从而提高预测精度.但是,由于传

统神经网络极易陷入局部极小值,网络结构的设计过分依

赖于设计者的经验和先验知识,单纯追求经验风险最小等

缺陷,致使网络模型的推广能力减弱.本文提出了一种用

于 VBR视频通信量预测的差分输入支持向量机网络模

型.该网络模型基于统计学习理论,采用结构风险最小化

准则,在最小化经验风险的同时, 尽量缩小模型预测误差

的上界,从而使网络模型具有更好的推广能力.实验结果

收稿日期: 2005�05�10;修回日期: 2005�09�06

基金项目:天津市自然科学基金 (No. 023800811) ;国家自然科学基金 ( No. 60277022) ;博士点基金 (N o. 20030055022) ;国家自然科学基金 ( No.

60477009)



表明:支持向量机网络模型的预测误差为 0. 0018,而梯度

径向基函数神经网络模型的预测误差为 0. 0029,可以看

出,支持向量机网络模型的预测精度要比 GRBF网络模型

的预测精度高出大约 40% .

2� VBR视频通信量序列的非线性自回归模型

� � 为了对 V BR视频进行合理的带宽分配,需要对 VBR

视频信源进行建模,人们已建立了 V BR视频通信量序列

的各种数学模型
[ 7, 8]

.利用前馈神经网络进行通信量预测

是基于非线性自回归 ( NAR: N on linear Au toregressive)模

型,即:

x( n ) = f( x ( n - 1) , �, x (n - p ) ) + e ( n ) ( 1)

其中, {x (n ) }表示通信量时间序列, f (  )是一非线性函

数, {e( n ) }是 n时刻的系统误差,一般认为 {e ( n ) }是一个

均值为 0、独立、有确定分布的随机过程.式 ( 1 )表明,当前

时刻流量 {x (n ) }是过去流量 x ( n - 1), x ( n - 1) �的一个
函数,因此,如果函数 f (  )已知,就可以从过去的通信量

预知将来的通信量,但困难在于式 ( 1)中的非线性函数是

未知的,这一函数的映射过程可以通过支持向量机网络模

型的学习得到.

3� 支持向量机网络模型及算法

3�1� 支持向量机网络模型简介
SVM不仅可以求解模式分类任务

[ 9~ 11]
,而且还可以

用于求解非线性回归问题
[9, 10]

.为了构造支持向量机逼近

网络的期望输出, V apn ik最早提出了 ��不敏感损失函数:

L�( d, y ) =
|d - y |- �, |d- y |!�

0, otherw ise
( 2)

图 1� ��不敏感损失函数

如图 1所示.其 �是指定的

参数, d为期望输出, y为网

络输出.处理支持向量机在

非线性回归问题中的思路

与模式分类中支持向量机

的处理方法十分相似.首先

考虑用线性回归函数 f ( x )

=w  x + b拟合数据 { xi, d i }, i = 1, 2, �, n, x i ∀ R
d
, di ∀ R

的问题,并假设所有的训练数据可用线性函数无误差地以

精度 �拟合,即:

� � � �
di - w  x i - b # �

w  xi + b- di # �
� , i= 1, 2, �, n � ( 3)

与最优分类面中最大化分类间隔相似,这里控制函数集复

杂性的方法是使回归函数最平坦, 它等价于最小化

1

2
∃w ∃2

.考虑到允许拟合误差的情况,引入两组非负的

松弛因子 �i!0和 �*i ! 0,则条件式 ( 3)变成:

� � � �
di - w  x i - b # �+ �i

w  xi + b- di # �+ �*i
� , i= 1, 2, �, n � ( 4)

需要优化的目标函数为:

m in (w , �, �* ) =
1

2
w

T
w + C %

n

i= 1

( �i + �*i ) ( 5)

其约束条件为式 ( 4) .常数C > 0控制对超出误差 �的惩罚

程度.与模式分类相同, 通过 L agrange乘子 ( !i 和 !*

i )得

到上述问题的对偶问题,

m axQ ( !i, !*
i ) = %

n

i= 1

di ( !i - !*
i ) - �%

n

i= 1

( !i + !*i )

-
1
2 %

n

i= 1
%

n

j= 1

( !i - !*i ) ( !j - !*
j ) &x i, x j∋

( 6)

其约束条件为:

%
n

i= 1

( !i - !*

i ) = 0,

0# !i, !
*
i # C , i= 1, 2, �, n

( 7)

相应的回归函数为

f ( x ) = (w  x ) + b= %
n

i= 1

( !i - !*
i ) &x i, xj ∋+ b

*
( 8)

这里 !i和 !*

i 只有小部分不为零,它们对应的样本就是支

持向量,一般是在函数变化比较剧烈位置上的样本. 而且

这里只涉及内积运算, 与维数无关.要实现非线性函数的

拟合,只要用核函数 K ( x i, xj ) = &∀( xi ) , ∀( x j ) ∋替代式
( 6)、( 8)中的 &x i, x j ∋即可.其网络结构如图 2所示.

图 2� SVM 的网络模型

支持向量机的训

练目的是求非线性回

归函数式 ( 8) ,其本质

就是求解二次规划

( Q P: Q uadratic Pro�
gramm ing)问题,相当

于在约束条件式 ( 7)

下求式 ( 6)的最大值,

将这个问题可以表示成矩阵形式

Q ( !) =
1

2
!T
H !+ f

T ! ( 9)

其约束条件应该为

Aeq != 0,

0# !# C 1
( 10)

其中 != ( !1, !2, �, !n, !*1 , !*

2 , �, !*

n )
T
,

H =
K - K

- K K
, f = ( �- d 1, �- d2, �, �- dn, �+ d 1, �+

d 2, �, �+ dn )
T
, A eq = ( 1, 1, �, 1, - 1, - 1, �, - 1) , (维

数为 2n ) ,C 1= (C, C, �, C )
T
(维数为 2n ), K i j =K ( x i, xj ).

直接求解这个二次规划问题就可得到所求问题的支持向

量机,通过回归函数式 ( 8)可求出 b
*

.

3�2� 支持向量机网络的输入

在本文采用的支持向量机网络中,输入矢量是由原始

信号的差分产生.其在 n时刻的输入为:
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X (( n ) = X ( n ) - X ( n - 1) =

x ( n- 1) - x (n - 2)

x ( n- 2) - x (n - 3)

#

x ( n-M ) - x (n -M - 1)

( 11)

X ((n )的各分量是过去M 个时刻信号的变化.

3�3� 支持向量机网络的核函数
用于非线性回归支持向量机核函数的选取与模式分

类相同,同样可以选取以下几种函数形式: ( 1) d次多项式

核函数K ( x, x i ) = [ ( x
T
x i ) + 1]

d
; ( 2 )径向基函数核函数

K ( x, xi ) = exp -
∃x - xi ∃

2

2∃2 ; ( 3) 3层神经网络核函数K

( x, x i ) = tanh�v (x
T
x i ) + a ).

4� 实验及结果分析

� � 在实验中,采用的数据是 Bell实验室提供的电影 ∗ Star

W ars+经过压缩编码的帧数据量序列 [ 12]
,它的时间长度约

� 图 3� S tarW ars压缩视频业务量时间

序列曲线

为两个小时,速度为

24 帧 /秒, 共 计

171000帧, 只采用了

帧内压缩方式, 每帧

的压缩算法类似于

JPEG标准.图 3为相

应的通信量数据曲

线.从前 10000个数

据中随机抽取连续的

500个数据经归一化

� � 图 4� 500个训练数据的拟合曲线

后作为学习样本.根

据所采用数据的特

点,本文选取支持向

量机网络的输入维

数为 12. 参数 C、∃

和 �分别取 6000, 0.

006和 0. 01, 网络对

500个训练数据的拟

合曲线如图 4所示.

参数C、∃和 �的选取对曲线的拟和精度影响较大, C 越

大,支持向量的个数越少,宽度 ∃越大拟合精度越差, �越

小则拟合精度就越好.

图 5� SVM模型预测曲线示意图

在测试过程中,

为了与其它模型 [ 6]

作比较, 同样选取

20001 ~ 40000之间

的 20000个数据为

测试数据.由于预测

阶段我们无法预先

知道序列的平均值

与方差,因此,在这一阶段,采用递归迭代的方法进行在线

归一化预处理,最终所得的预测曲线如图 5所示.在测试

过程中参数 ∃的取值也会影响测试效果,我们选取参数 ∃

取 0. 01.

为了定量地分析网络的预测精度,与文献 [ 6]相同,本

文采用相对均方误差来表示网络的预测精度,计算公式

为:

rm se =
%
n

[ e (n ) ]
2

%
n

[ x (n ) ]
2 ( 12)

采用式 ( 12), GRBF、RBF和 SVM 得到的预测误差分别为

0. 0029、0. 08575和 0. 0018,为了同其他几种网络模型进行

比较,还对其他两种方法采用同一数据进行模拟,所得到

的相对均方误差也同时列入表 1中. 可以看到, SVM 和

GRBF网络的预测精度比其它模型有了量级的提高, 而

SVM 的预测精度最高,主要的原因是差分输入能有效地

消除由于局部平均值的变化而造成的不稳定性的影响,并

且 SVM采用结构风险最小化原则,在最小化训练样本点

误差的同时,缩小模型预测误差的上界,从而提高了模型

的泛化能力.因而能给出比 TDNN [ 13]模型、线性 LM S模

型、RBF更精确的预测效果.

SVM方法的不足之处在于,参数 C、∃和 �的选取会

影响网络的性能,如何选取这些参数和选取什么样的值仍

是一个有待解决的问题.

表 1� 预测误差比较

Pred ict ion A lgorithm M ean Relat ive E rror

SVM 0. 0018

GRB F 0. 0029

L inear LM S 0. 016764

O f f line TDNN 0. 05006

RBF 0. 08575

5� 结论

� � 本文提出一种用于 VBR视频通信量预测的支持向量

机网络模型.该模型采用结构风险最小化准则,在最小化

经验风险最小的同时, 尽量缩小模型预测误差的上界, 使

得网络有更好的推广能力. 并且网络的输入采用差分形

式,消除由于局部平均值随时间变化而造成的不稳定性.

实验结果表明,支持向量机网络模型对 VBR视频通信量

有更高的预测精度.
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