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摘 要： 时间序列的预测在现今社会各个领域中有着广泛的应用．本文针对时间序列趋势预测中的多步预测问
题，提出了基于聚类的隐马尔科夫模型，利用隐马尔科夫模型中的隐状态来表示产生时间序列数据时的系统内部状

态，实现对多步时间序列的预测．针对时间序列聚类中的距离计算问题，提出结合时间序列时间性和相似性的聚类算
法，并给出了迭代精化基于聚类的隐马尔科夫模型的方法．实验表明，本文提出的方法在时间序列多步预测中精度较
高．
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１ 引言

随着大数据时代的到来，数据在各个行业和领域中

日趋成为改变商业模式的研究重点，其中时间序列数据

由于在金融、能源、气象等领域的集中产生成为研究热

点．然而由于时间序列数据的复杂性和随机性，当前的
时间序列建模方法［１～３］对于单步单个值的时间序列可

以做出准确预测，但对于进行多步的时间序列预测方法

不多．
已知的时间序列建模方法主要有以下几类：一类是

以差分自回归移动平均模型（ＡｕｔｏＲｅｇｒｅｓｓｉｖｅＩｎｔｅｇｒａｔｅｄ
ＭｏｖｉｎｇＡｖｅｒａｇｅｍｏｄｅｌ，ＡＲＩＭＡ）和线性回归模型（Ｌｉｎｅａｒ
Ｒｅｇｒｅｓｓｉｏｎｍｏｄｅｌ，ＬＲ）为代表，通常假设预测中的时间序
列趋势只与其最邻近的时间序列数据相关，针对时间序

列数据的局部特征建模，因此不能准确的反应时间序列

内部的生成机制．一类是以离散傅里叶变换（Ｄｉｓｃｒｅｔｅ
ＦｏｕｒｉｅｒＴｒａｎｓｆｏｒｍ，ＤＦＴ）［４］和阶段线性表示（ＰｉｅｃｅｗｉｓｅＬｉｎ
ｅａｒＲｅｐｒｅｓｅｎｔａｔｉｏｎ，ＰＬＲ）［５］为代表的基于整体时间序列数
据建模的方法［６，７］．主要用于精确表示原始时间序列数
据，以进行快速模式匹配和模式发现，此类方法将时间

序列对象看做离散对象，对时序间的时间性关联研究较

少．还有一类是以发现时序数据中的频繁模式（ｍｏｔｉｆ）［８］

为基础，但是此类方法挖掘出无意义的频繁模式，不利

于解释时间序列系统的生产机制．
针对于此，本文提出了一种基于聚类的隐马尔科夫

模型（ＣｌｕｓｔｅｒｂａｓｅｄＨｉｄｄｅｎＭａｒｋｏｖＭｏｄｅｌ，ＣＨＭＭ），该模型
假设时间序列系统是由一系列隐状态构成，而系统的运

行本质就是在不同的隐状态间转换，首先运用 ＰＬＲ对
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时间序列分段，然后基于时序性和相似性对分段进行

聚类，将每个分类作为一个隐状态从而得到状态转移

概率矩阵，依此建立关于分段的初始隐马尔科夫模型．
基于这个初始模型对隐状态内的线段分布进行估计，

同时利用迭代的方法不断精化初始模型直至得到最终

预测模型．

２ 相关工作

文献［９］中提出的可变长度的隐马尔科夫模型
（ＶａｒｉａｂｌｅＬｅｎｇｔｈＨｉｄｄｅｎＭａｒｋｏｖＭｏｄｅｌ，ＶＬＨＭＭ），该模型
弥补了一阶马尔科夫模型的固定状态数问题，能在最

小的背景集下通过改变隐状态序列长度来建立高阶马

尔科夫模型，然而此类模型的观测对象仍然是离散的

时序点，易受噪声影响．文献［１０］中提出的卡尔曼滤波
（ＫａｌｍａｎＦｉｌｔｅｒ，ＫＦ）算法结合了时间序列分析法，在传统
的时间序列分析基础上，通过更新建模数据，将时间序

列分析法与次优近似估计算法相结合，实现了动态递

推建模方法．然而ＫＦ算法没有考虑时间序列观测对象
的时间关联性．文献［１１］提出一种利用高斯混合模型作
为连续 ＨＭＭ状态中指定区域的预测专家．该方法首次
引入了贝叶斯方法指导隐状态的预测，然而该方法没

有解决隐状态分布估计的问题，隐状态的估计直接影

响模式选择的精确性，另外估计中随机性较大也是影

响精确性的因素之一，本文提出的方法将综合解决观

测对象的离散性问题和隐状态的分布估计问题．

３ 基于聚类的隐马尔科夫模型

研究首先利用 ＰＬＲ算法将观测序列分段，对所有
分段按时序性关联和相似性关联聚类，从而得到初始

的状态矩阵；基于 ＨＤＰＨＭＭ（ＨｉｅｒａｒｃｈｉｃａｌＤｉｒｉｃｈｌｅｔＰｒｏ
ｃｅｓｓＨｉｄｄｅｎＭａｒｋｏｖＭｏｄｅｌ）模型对隐状态内的线段分布
进行推测，利用初始状态矩阵初始化超参；最后利用动

态规划思想迭代产生优化模型．
３１ 隐马尔科夫模型

隐马尔科夫模型是一个基于马尔科夫过程的随机

模型，它包括一些列有穷状态集，以及与状态对应的观

测序列，状态之间的转移是由状态转移概率矩阵来表

示，由于实际观测到的是观测序列而不是状态本身，因

此把从观测序列得到隐状态的过程叫做隐马尔科夫过

程．
为了描述ＨＭＭ，需要定义以下符号或变量：
Ｓ＝｛１，２，…，Ｋ｝，Ｓ表示状态集，Ｋ表示状态的编

号．
Ａ＝｛ａｉｊ｝，１≤ｉ，ｊ≤Ｋ，｛ａｉｊ｝表示状态转移概率矩阵

Ａ元素的集合，ａｉｊ表示从状态ｉ转移到状态ｊ的概率．
Ｅ＝｛ｅｉ（ｏ）｝，１≤ｉ，ｊ≤Ｋ，｛ｅｉ（ｏ）｝表示输出概率矩

阵 Ｅ元素的集合，ｏ表示一个连续或离散的观测值，ｅｉ
表示在状态ｉ下输出该观测值的概率．
Π＝｛πｉ｝，１≤ｉ，ｊ≤Ｋ，πｉ表示时序的初始状态为ｉ

的概率．
因此一个隐马尔科夫模型可以用 ｘ＝｛Ｓ，Ａ，Ｅ，Π｝

来表示，给定一个 ＨＭＭ模型 ｘ，观测序列 Ｏ和状态序
列ｓ，其产生概率公式如下：

Ｐ（Ｏ，ｓ｜ｘ）＝πｓ１ｅｓ１（ｏ１）∏
ｍ

ｉ＝２
ａｓｉ－１，ｓｉｅｓｉ（ｏｉ） （１）

针对本文的情况，给定一个时间序列 Ｔ＝｛ｔ１，ｔ２，
…，ｔｎ｝，如果要得到基于聚类的马尔科夫模型，则首先
必须解决以下两个问题：

（１）将观测对象由时序点转变为线段序列，Ｌ＝｛ｌ１，
ｌ２，…，ｌｍ｝．
（２）以线段序列 Ｌ为观测对象建立隐马尔科夫模

型，则产生概率公式改写为：

Ｐ（Ｌ，ｓ｜ｘ）＝πｓ１ｅｓ１（Ｌ１）∏
ｍ

ｉ＝２
ａｓｉ－１，ｓｉｅｓｉ（Ｌｉ） （２）

当 ｓ＝｛ｓ１，ｓ２，…，ｓｍ｝是最优状态序列时，产生概率最
大，其中 ｓｉ产生Ｌｉ的概率为ｅｓｉ（Ｌｉ）．
３２ 基于相似性关联和时间性关联的聚类

３．２．１ 时序分段

如上所述，由于事先没有观测序列的信息，所以我

们采用自底向上的 ＰＬＲ方法来对时序分段，首先将序
列 Ｔ＝｛ｔ１，ｔ２，…，ｔｎ｝分为?ｎ／２」个线段，那么第 ｉ个线
段Ｌｉ就表示ｔ２ｉ－１ｔ２ｉ，然后迭代的合并相邻线段．每次迭
代中合并相似性误差最小的两个相邻线段，直到最小

相似性误差不超过一个设定的误差极值εｒ，显然在没

有得到隐状态分布的情况下这种初始的分段还需优

化．
３．２．２ 分段聚类

在得到初始分段后，我们将对分段进行聚类 Ｃ＝
｛Ｃ１，Ｃ２，…，Ｃｋ｝．聚类的一个主要问题就是如何定义线
段间的相似性标准，使用相似性误差或者最小描述长

度作为衡量标准对于隐马尔科夫模型常常忽略了时间

序列数据内在的时间联系，我们讨论两种聚类标准如

下：

（１）相似性标准，与传统聚类所用标准一样，在本
文中则是考虑将拥有类似形状（斜率和长度）的线段归

为一类，不同类中的线段形状不同．因此同类线段间的
相对误差公式如下，对于类 Ｃｉ有：

Ｅ（ｉ）＝ １
｜Ｃｉ｜∑（ｌｊ，θｊ）∈Ｃｉ

｛（
ｌｊ－珋ｌｉ
珋ｌｉ

）２＋（θｊ
－珋θｉ
珋θｉ

）２｝ （３）

其中｜Ｃｉ｜表示 Ｃｉ中的线段数量，珋ｌ和珋θ表示类中的平均
线段长度与斜率，Ｅ（ｉ）越小那么 Ｃｉ中的线段就越相
似．
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（２）时间性标准，如果 Ｌｉ和Ｌｊ属于同一个类，那么
Ｌｉ＋１和 Ｌｊ＋１也应该有相同的分布，有较大概率属于同一
个类．本文用熵来衡量这种不确定性，聚类 Ｃｉ后跟随的
是聚类 Ｃｊ中线段的概率如下：

Ｈ（ｉ）＝∑
Ｋ

ｊ＝１
－ｐ（ｊ｜ｉ）ｌｏｇｐ（ｊ｜ｉ） （４）

其中 ｐ（ｊ｜ｉ）表示 Ｃｉ中线段后跟随的是Ｃｊ中线段的概
率，并且 Ｈ（ｉ）越小表示跟随的确定性越大．

本文采用贪心算法来结合两种标准．我们将时序
分段后的线段 Ｌｉ本身看作一个聚类Ｃｉ，然后基于以上
两个标准通过迭代方式合并相同的类直至得到最终聚

类，基于时间性和相似性的时序聚类算法（ＴｉｍｅＳｅｒｉｅｓ
ＣｌｕｓｔｅｒｉｎｇＡｌｇｏｒｉｔｈｍＢａｓｅｏｎＴｅｍｐｏｒａｌａｎｄＳｉｍｉｌａｒｉｔｙＣｒｉｔｅｒｉ
ｏｎ）：

算法１ ＴＳＣＡＢＴＳＣ算法

输入：时间序列线段 Ｌ，误差阀值ε
输出：聚类 Ｃ
１：Ｆｏｒｉ＝１：ｌｅｎｇｔｈ（Ｌ）
２： ｍｉｎ－ｄｉｓ＝０；
３： Ｆｏｒｊ＝１：ｌｅｎｇｔｈ（Ｌ）
４： Ｉｆｊ！＝ｉ
５： ｄｉｓ＝Ｅ（ｉ，ｊ）；％式（３）
６： Ｉｆｄｉｓ＜ｍｉｎ－ｄｉｓ
７： ｂｅｓｔ（ｉ）＝ｊ；
８： ｂｅｓｔ－ｄｉｓ（ｉ）＝ｄｉｓ；ｍｉｎ－ｄｉｓ＝ｄｉｓ；
９： ｅｎｄ
１０： ｅｎｄ
１１： ｅｎｄ
１２： Ｉｆｂｅｓｔ－ｄｉｓ（ｉ）＜ε
１３： ｂｅｓｔ－ｉｎｆｏ（ｉ）＝Ｈ（ｉ，ｂｅｓｔ（ｉ）） ％式（４）
１４： ｅｌｓｅ
１５： ｂｅｓｔ（ｉ）＝０；ｂｅｓｔ－ｉｎｆｏ（ｉ）＝９９；
１６： ｅｎｄ
１７：ｅｎｄ
１８：Ｆｏｒｉ＝１：ｌｅｎｇｔｈ（ｂｅｓｔ）
１９： ｂ＝ｆｉｎｄ（ｂｅｓｔ－ ｉｎｆｏ ｍｉｎ（ｂｅｓｔ－ｉｎｆｏ））；
２０： Ｃ＝ｍｅｒｇｅ（ｂ，ｂｅｓｔ（ｂ））；
２１：Ｅｎｄ

３３ 隐状态内分布估计

通过上述算法得到聚类 Ｃ后，将聚类看作 Ｋ个隐
状态，则可以基于聚类则可以建立状态转移矩阵 Ａ，同
时由式（２）变形可得：

Ｐ（Ｌ，ｓ｜ｘ）＝πｓ１ｅｓ１（Ｌ１）∏
ｍ

ｉ＝２
ａｓｉ－１，ｓｉｅｓｉ（Ｌｉ）

＝∏
ｍ

ｉ＝１
ｅｓｉ（Ｌｉ）·πｓ１∏

ｍ

ｉ＝２
ａｓｉ－１，ｓｉ

＝Ｐ发射·Ｐ转移 （５）

其中 Ｐ发射表示Ｌ的在状态序列ｓ中的发射概率，Ｐ转移
表示状态序列ｓ的状态转移概率，现在由状态转移矩
阵可求得状态转移概率 Ｐ转移，因此下一步需要估计 Ｌ
的发射概率．假设线段 Ｌ的斜率和长度是相互独立的，
则对于 Ｌ＝（ｌ，θ）其发射概率可写为：

ｅｉ（Ｌ）＝ｐ（ｌ｜ｉ）ｐ（θ｜ｉ） （６）
其中 ｐ（ｌ｜ｉ）表示状态 ｉ下产生长度为ｌ的线段的概率，
ｐ（θ｜ｉ）表示状态 ｉ下产生斜率为θ的线段的概率．因此
发射概率与线段的分布有关．

对每个聚类中线段形状的分布估计可以看作是隐

状态内的序列的分布估计，现有方法通常直接假定为

高斯分布等常用分布，但是这类方法受初始参数影响

较大，估计精度低，而近年来非参数估计方法［１２，１３］大量

用于对分布的估计，本文将结合隐马尔科夫模型的特

点引入非参数贝叶斯模型［１４］进行分布估计．
ＨＤＰＨＭＭ［１５］是一种基于隐马尔科夫模型的非参

数贝叶斯估计，其中 ｓｔｉｃｋｂｒｅａｋｉｎｇ过程的概率图模型如
图１．

β～ＧＥＭ（γ），πｋ｜β～ＤＰ（α，β），ｋ～Ｈ，
ｓｔ｜ｓｔ－１～Ｍｕｌｔｉｎｏｍｉａｌ（πｓｔ－１），ｙｔ｜ｓｔ～Ｆ（ｓｔ） （７）

其中α，β和γ为用户定义的超参数，Ｈ为基分布函数，
观测数据 ｙｔ服从分布Ｆ（ｓｔ）．根据式（７），对 ＨＤＰＨＭＭ
采样，首先对β采样可得

ｐ（β１，…，βｋ，β珋ｋ｜Ｔ，Ｋ，ｙ１，…，ｙｔ，γ）∝
Ｄｉｒ（ｍ１，…，ｍｋ，γ）

ｍｋ表示对应每个状态中观测数据出现次数，对状态 ｓｔ
采样可得

ｐ（ｓｔ｜Ｓ－ｔ，ｙ１，…，ｙＴ，α，β，γ）∝
ｐ（ｓｔ｜Ｓ－ｔ，α，β）ｐ（ｙｔ｜Ｙ－ｔ，ｓｔ，Ｓ－ｔ，γ） （８）

在式（８）等号右边第二项 ｐ（ｙｔ｜Ｙ－ｔ，ｓｔ，Ｓ－ｔ，γ）即
为观测数据在隐状态中的分布概率，设分布函数 Ｆ的
分布密度函数为ｆ（·｜θ），基分布函数 Ｈ的分布密度函
数为ｈ（·｜θ）．将 Ｃｏｎｃｅｎｔｒａｔｉｏｎ参数等条件省略即：

ｆ－ｙｊｉｋ （ｙｊｉ）＝ｆ－ｙｊｉｋ （ｙｊｉ｜Ｙ－ｊｉ，α，β，γ） （９）
由于 Ｆ与Ｈ为共轭分布，因此利用贝叶斯公式将分布
参数消去后可得观测数据的条件分布为：
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ｆ－ｙｊｉｋ （ｙｊｉ）＝
∫ｆ（ｙｊｉ｜ｓｔ）∏ｊ′ｉ′≠ｊｉ，ｓｊ′ｉ′＝ｋ

ｆ（ｙｊ′ｉ′｜ｓｔ）ｈ（ｓｔ）ｄｓｔ

∫∏ｊ′ｉ′≠ｊｉ，ｓｊ′ｉ′＝ｋ
ｆ（ｙｊ′ｉ′｜ｓｔ）ｈ（ｓｔ）ｄｓｔ

（１０）
由于基分布函数 Ｈ在初始化 ＣＨＭＭ时已知，同时

观测数据后验概率由式（８）可得，因此根据式（１０）可以
得到隐状态内的分布函数．
３４ 模型优化

通过上述方法我们建立了一个初始的 ＣＨＭＭ模
型，并得到了其隐状态内的分布．然而，本文在３２１节
中的初始线段其分段精度不高，而模型中的隐状态序

列又与分段精度相关，为此本文提出一种利用维特比

算法来提高分段精度的迭代优化方法．
给定一个隐马尔科夫模型 ｘ和观测序列Ｏ，通过维

特比算法可以获取该模型的最优状态序列 ｓ，表示如
下：

φｔ（ｉ）＝ｍａｘｓ１，…，ｓｔ－１
Ｐ（ｏ１，…，ｏｔ，ｓ１，…，ｓｔ－１，ｓｔ＝ｉ｜ｘ）

（１１）

＝ｍａｘ
ｓ１，…，ｓｔ－１

πｓ１ｅｓ１（ｏ１）∏
ｔ

ｊ＝２
ａｓｊ－１，ｓｊｅｓｊ（ｏｊ） （１２）

其中δｔ（ｉ）表示在最优状态序列 ｓ下产生观测序列
ｏ１，…，ｏｔ的最大概率．式（１１）中引入式（１）可得式（１２），
假设观测序列开始于 ｔ＝１且初始最大概率为δ１（ｉ）＝
πｉｂｉ（ｏ１），若已知δｔ－１（ｉ），１≤ｊ≤Ｋ则式（１１）可改写为：

φｔ（ｉ）＝ｍａｘｊ（φｔ－１（ｊ）ａｊｉ）ｅｉ（ｏｔ） （１３）

当 ｔ＝ｎ时则得到了其当下的最优概率，通过回溯
我们可以得到最优状态序列 ｓ．然而，本文中的观测对
象不是单个的点，而是由连续点组成的线段因此重新

定义式（１１）如下：

φｔ（ｉ）＝ｍａｘＬ１，…，Ｌｋ
ｍａｘ
ｓ１，…，ｓｋ－１

Ｐ（Ｌ１，…，Ｌｋ，ｓ１，…，ｓｋ－１，ｓｋ＝ｉ｜ｘ）

（１４）
Ｌ１，…，Ｌｋ为线段序列，其中最后一个线段 Ｌｋ终止

于时刻ｔ，其对应状态为 ｉ且ｋ的值上限为?ｔ／２」．已知
式（１３）中φｔ（ｉ）可由φｔ－１（ｊ）计算得到，现观测对象为一
段范围内的点，则式（１３）变为：

φｔ（ｉ）＝ｍａｘｄ，ｊ（δｔ－ｄ（ｊ）ａｊｉ）ｅｉ（Ｌ） （１５）

线段 Ｌ的长度由ｄ决定，Ｌ在［ｔ－ｄ＋１，ｔ］间的相
似性误差小于等于误差阀值εｒ．因此当维特比算法到
达时刻 ｔ＝ｎ时，通过回溯将得到最优分段序列及对应
的最优状态序列．

当得到最优状态序列后更新 ＣＨＭＭ模型并将上诉
过程迭代进行，假设在第 ｋ轮已知 ＣＨＭＭ模型 ｘｋ－１，通
过维特比算法得到最优状态序列 ｓｋ和最优分段序列
Ｌｋ，同时根据状态序列和分段序列更新状态转移矩阵

Ａ、隐状态内分布 ｆ－ｙｊｉｋ （ｙｊｉ）、线段斜率θ和长度ｌ则得到
更新后 ＣＨＭＭ模型 ｘｋ．

４ 实验

实验基于两个真实数据组成的数据集，一个是美

国的电力需求时序数据集，包含了从１９９７年全年的每
１５分钟电力需求变化数据共计３５２６０个，该数据集的规
律性较强．另一个是期货的日汇率时序数据集，包含了
从１９８６年１０月至１９９６年８月的每周期货汇率变化，该
数据集的规律性较弱．当训练数据集的比例系数 Ｎ大
于等于０１时，产生概率受系数变化的影响明显变小，
因此 Ｎ设定为０１．
４１ 多步值预测

该节实验将本模型与线性回归模型（ＬｉｎｅａｒＲｅｇｒｅｓ
ｓｉｏｎｍｏｄｅｌ，ＬＲ）和卡尔曼滤波作比较．实验在两种数据
集中进行，首先随机选取（总数据量×Ｎ）个数据作为训
练集，然后依次对当前窗口后的第１，５，１０，２０，３０，４０步
的时间序列数据的值做出预测，比较相对误差结果如

图２．对于ＬＲ方法，由于依赖当前窗口的数据因此对于
间隔大的数据预测性能较差．ＫＦ方法虽然包含了多步
预测规则，但是由于缺乏对于观测数据的时间关联性

估计，随着步数的积累其准确性也逐渐降低．ＣＨＭＭ方
法在多步值预测中仍能保持较低误差．

本文采用平均误差（ＭｅａｎＥｒｒｏｒ，ＭＥ）、均值绝对误
差（ＭｅａｎＡｂｓｏｌｕｔｅＤｅｖｉａｔｉｏｎ，ＭＡＤ）、平均相对误差（Ｍｅａｎ
ＲｅｌａｔｉｖｅＥｒｒｏｒ，ＭＲＥ）和均方根误差（ＲｏｏｔＭｅａｎＳｑｕａｒｅＥｒ
ｒｏｒ，ＲＭＳＥ），４个预测精度评价指标对预测结果进行评
估．设 ｅｌ＝θｍ＋ｌ－ρｍ＋ｌ，其中θ表示实际线段斜率，ρ表
示预测线段，Ｌ表示预测步长．

ＭＥ＝ １Ｌ∑
Ｌ

ｌ＝１
ｅ （１６）

ＭＡＤ＝ １Ｌ∑
Ｌ

ｌ＝１
｜ｅｌ｜ （１７）

ＭＳＥ＝ １Ｌ∑
Ｌ

ｌ＝１
ｅｌ２ （１８）

ＲＭＳＥ＝ １
Ｌ∑

Ｌ

ｌ＝１
ｅｌ槡 ２ （１９）
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其预测精度评价结果如表１所示．
表１ ＣＨＭＭ、ＬＲ和 ＫＦ方法各个预测步长的预测精度评价

评估

指标

ＭＥ ＭＡＤ ＭＲＥ ＲＭＳＥ

１步 ５步 １０步 ２０步 １步 ５步 １０步 ２０步 １步 ５步 １０步 ２０步 １步 ５步 １０步 ２０步

ＣＨＭＭ ３．２１５ １．９６１ －１．０３４１．００２ １５．４６１２０．９８９１９．００２２３．５３０ ０．２２３ ０．４１６ ０．４２５ ０．４３１ １７．５３８２１．２４５２２．５７４ ２７．３１６

ＬＲ ５．６８０ ３．０５５ ２．７３６ ４．２２９ ２５．８７３４１．８１８４５．９２０５６．６７３ ０．２４９ ０．４２７ ０．７９０ １．５２３ ３０．１４０４２．４２５４６．２８６ ５９．３７４

ＫＦ ４．７２１ ２．３２１ １．８４６ ３．６３４ ２０．８０５３１．４９９３６．６２８４２．３５１ ０．２３１ ０．４２０ ０．４９２ ０．７７４ ２３．７２０３４．７５１３８．６９２ ４５．１５４

表１显示，ＣＨＭＭ所建模型的各项评价指标，均优
于其它两种算法的对应指标．特别是其在多步预测的
精度上较后两种算法有较大提升，具有较强的多步预

测能力．
４２ 基于ＡＩＣ信息准则的模型对比

为了进一步验证模型的有效性，本文引入了 ＡＩＣ
信息准则（ＡｋａｉｋｅＩｎｆｏｒｍａｔｉｏｎＣｒｉｔｅｒｉｏｎ）．该准则常用来衡
量模型的拟合优良性，可以权衡估计模型的复杂度和

此模型的拟合数据优良性．一般情况下 ＡＩＣ可表示为
ＡＩＣ＝２ｋ－２ｌｎＬ，其中 ｋ表示自由参数数量，Ｌ表示似然
函数．假设模型的误差服从独立正态分布．则 ＡＩＣ＝（２ｋ
＋ｎｌｎＳＳＥ）／ｎ，其中 ｎ为样本量，ＳＳＥ为残差平方和．其
中模型的ＡＩＣ值越小表示模型在最少自由参数的情况
下能够很好的解释数据．本文对４．２节中的三个模型进
行ＡＩＣ值计算，其对比结果如表２．

表２ 三种模型不同预测步长的ＡＩＣ值对比

模 型

步 长
５步 １０步 ２０步

ＣＨＭＭ ３８．５６１ ６８．３３５ １４０．２９８

ＬＲ ３９．４７７ ７８．６９６ １６５．３５４

ＫＦ ４１．４８２ ７９．１１２ １５８．４０３

其中 ｋＣＨＭＭ＝４，ｋＬＲ＝１，ｋＫＦ＝３从表２可以看出，在
引入ＡＩＣ信息准则后，在预测步长较短时，简单的模型
比复杂模型更适用于预测场景，这是因为 ＡＩＣ准则不
仅考虑了模型预测的精度也同时考虑了模型的复杂

度．同时，在预测步长变长后 ＣＨＭＭ模型的 ＡＩＣ值明显
低于其它两种模型．
４３ 多步趋势预测

首先从两种测试数据集中随机选取连续的（总数

据量×Ｎ）个点作为训练集，假设训练后当前点时间为
ｔ，设定一个间隔 ｄ＝｛１０，２０，３０，４０，５０｝，对每个间隔 ｄ
我们预测［ｔ＋ｄ＋１，ｔ＋ｄ＋２０］区间长度为２０的子序
列趋势．例如，当前训练集时间点为 ５０，则预测［６１，
８１］，［７１，９１］，…等区间段的趋势．同时以（θ－ρ）／ρ表
示相对误差，其中θ表示实际线段斜率，ρ表示预测线

段．实验比较了精化前和精化后模型的预测相对误差，
通过文中式（１５）可知，ＣＨＭＭ模型的迭代过程使得更新

后模型精度更高，如图３可以看到精化后模型的相对误
差在两种数据集上明显降低，其中在 ｓ数据集中平均
相对误差下降３４％，在 ｐ数据集中平均相对误差下降
１８％．同时由于非参数估计方法在每轮更新模型时会重
新计算隐状态分布，因此随着预测步数的增加，改进后

的预测相对误差增长率低于原方法．

５ 结论

基于聚类的隐马尔科夫模型能够对时间序列的趋

势做出有效预测，尤其在时间序列的多步预测精度上

高于现有其它方法．其中基于时间性关联和相似性关
联的聚类算法克服了以往聚类算法只考虑距离度量的

问题，迭代的精化方法使得模型的预测精度更加提高．
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