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摘 要： 混合逆狄利克雷分布是正的非高斯数据分析中一个重要的统计模型．但是利用常用的统计方法比如极
大近似然估计、矩估计等往往很难得到模型参数估计的显性解析式．本文提出一个变分贝叶斯学习算法，它能够在估
计参数的同时自动确定混合分量数．在合成数据集及实测数据集上的实验结果表明利用变分贝叶斯推理来估计混合
逆狄利克雷分布是一种非常有效的方法．
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１ 引言

许多科学和工程领域均会涉及到大量数据的统计

分析与数据建模．有限混合模型（ＦｉｎｉｔｅＭｉｘｔｕｒｅＭｏｄｅｌｓ，
ＦＭＭ）就是一种用于统计数据分析非常有效的数学方法
之一．ＦＭＭ属于一种半参数的模型，用于描述具有不同
成分的混合数据，具有很强的灵活性．不管数据分布的
结构如何复杂，ＦＭＭ总能通过增加混合分量数的方式
来描述数据分布的局部特性．这使得它成为了最有效的
密度估计工具以及最常用的无监督分类工具之一，在模

式识别、数据挖掘和机器学习等领域中占有极其重要的

地位．
对ＦＭＭ的研究最早可以追溯到 １００年以前，１８９４

年皮尔逊用两个混合分量的高斯混合模型拟合一组观

测数据，利用矩估法估计该模型的参数．这应该是关于
ＦＭＭ问题最早的研究．自此以后，ＦＭＭ研究逐渐受到人
们的重视．目前，ＦＭＭ已广泛应用于语音识别［１］、语音
增强［２］和生物序列膜体识别［３］等应用领域．其中，高斯
混合模型（ＧａｕｓｓｉａｎＭｉｘｔｕｒｅＭｏｄｅｌｓ，ＧＭＭ）凭借其灵活性
好、计算模型参数方便、能以很高的精度逼近任意概率

密度等优点，已成为目前应用最为广泛的 ＦＭＭ．高斯分
布是无界的，而有些实际数据却是有界或半有界的，如

直方图、归一化特征矢量（介于０到１之间且和等于１，
亦称为比例矢量）和线谱对频率参数（介于 ０和π之
间）．大量研究表明ＧＭＭ对非高斯分布的数据的描述并
不理想．近年来，一些研究者提出了若干其它分布模型，
如文献［４］提出了基于 ｉｎｖｅｒｔｅｄＤｉｒｉｃｈｌｅｔ分布的混合模型
并将其成功应用于正的非高斯数据聚类；文献［５］使用
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了基于Ｄｉｒｉｃｈｌｅｔ分布的混合模型并将其成功应用于图
像分割．目前，非高斯统计模型研究成为了一个新研究
领域［４～８］．

ＦＭＭ研究的问题包括两个方面：混合模型参数估
计和混合分量数估计（模型选择）．用于拟合 ＦＭＭ的经
典算法有极大近似然估计的 ＥＭ算法和 Ｂａｙｅｓ估计法．
前者存在迭代初始值敏感、过拟合等问题；后者通过对

模型参数赋予先验分布能够避免过拟合．求解贝叶斯
层次模型真正的后验分布涉及到高维积分困难的问

题，一般需要用近似推理算法．常见的近似推理算法有
马尔可夫链蒙特卡罗 （ＭａｒｋｏｖＣｈａｉｎＭｏｎｔｅＣａｒｌｏ，
ＭＣＭＣ）、拉普拉斯近似．ＭＣＭＣ对大数据集计算量太大，
收敛速度慢；拉普拉斯推理中假设模型似然函数通是

单峰的，而大多数ＦＭＭ的似然函数却是多峰的，这导致
推理结果一般不准确．故对于 ＦＭＭ的一些快速逼近参
数推断方法相继提出．变分推理方法（Ｖａｒｉａｔｉｏｎａｌ
ＢａｙｅｓｉａｎＡｐｐｒｏａｃｈ）用易处理的一簇分布来逼近隐变量
的后验分布，加快了算法参数推断速度．

ＦＭＭ研究的一个重要的工作是进行模型选择．在
利用ＦＭＭ拟合数据时，过多的混合分量容易引起模型
过学习，导致没有理想的泛化性能；而过少的混合分量

会使得模型缺乏柔韧性，不能较准确地逼近真实后验

分布．ＥＭ算法需要结合某种模型选择准，例如 Ｂａｙｅｓｉａｎ
信息准则（ＢａｙｅｓｉａｎＩｎｆｏｒｍａｔｉｏｎＣｒｉｔｅｒｉｏｎ，ＢＩＣ）［９］，Ａｋａｉｋｅ
信息准则（ＡｋａｉｋｅＩｎｆｏｒｍａｔｉｏｎＣｒｉｔｅｒｉｏｎ，ＡＩＣ），ＭＭＬ准则
（ＭｉｎｉｍｕｍＩｎｆｏｒｍａｔｉｏｎＣｒｉｔｅｒｉｏｎ，ＭＭＬ），通过对候选的模型
逐个进行参数估计和准则值计算，最后选择合适的模

型．这种方法通常比较耗时．而变分贝叶斯推理将模型
参数估计与模型选择纳入一个统一的算法框架中，能

自动确定分量数和同时得到模型参数估计值．
本文的主要工作是研究有限逆狄利克雷混合模型

（ＦｉｎｉｔｅＩｎｖｅｒｔｅｄＤｉｒｉｒｈｌｅｔＭｉｘｔｕｒｅＭｏｄｅｌｓ，ＩＤＭ）的变分学习
算法．文献［５］提出 ＩＤＭ的 ＥＭ学习算法（ＥＩＤＭ），并通
过优化ＭＭＬ信息准则获得最佳分量数．其中，Ｍ步采用
了牛顿莱布尼茨迭代算法，因此它很耗时．故本文提出
一种拓展分解变分近似算法，在合成数据和真实数据

上的实验结果验证了本算法的有效性：既能得到较为

准确的混合分量参数，也能得到较为准确的混合分量

数．

２ 逆狄利克雷混合模型

假设观测数据 Ｘ＝｛ｘ１，…，ｘＮ｜ｘｎ∈Ｒｄ＋｝由 ＩＤＭ产
生，样本矢量之间相互独立．ＩＤＭ定义为［４］

ｐ（ｘｎ｜α，π）＝∑
Ｍ

ｉ＝１
πｉＩＤｉｒ（ｘｎ｜αｉ） （１）

其中，π＝（π１，…，πＭ）是混合权重矢量，它满足πｉ＞０，ｉ

＝１，…，Ｍ且∑
Ｍ

ｉ＝１πｉ＝１；αｉ＝（αｉ１，…，αｉＤ＋１）是第 ｉ个
混合分量的参数；α＝（α１，…，αＭ）代表所有的模型参
数，ＩＤｉｒ（ｘｎ｜αｉ）是代表 Ｄ维逆狄利克雷分布的密度函
数，其形式为

ＩＤｉｒ（ｘｎ｜αｉ）＝
Γ（｜αｉ｜）

∏
Ｄ＋１

ｄ＝１Γ
（αｉｄ）
∏
Ｄ

ｄ＝１
ｘαｉｄ－１ｎｄ １＋∑

Ｄ

ｄ＝１
ｘ( )ｎｄ －｜αｉ｜

（２）

其中，｜αｉ｜＝∑
Ｄ＋１

ｄ＝１αｉｄ
，Γ（·）是伽马函数．对观测数据

Ｘ引入指示向量Ｓ＝（ｓ１，…，ｓＮ），ｓｎ＝（ｓｎ１，…，ｓｎＭ），它
代表每个样本属于的哪个混合分量．其中，ｓｎｉ取值为０

或１且∑
Ｍ

ｉ＝１
ｓｎｉ＝１．若 ｘｎ来自于第ｉ个分量，则 ｓｎｉ＝１，

而 ｓｎｊ＝０，ｊ≠ｉ．在给定混合权重矢量π的条件下，隐变
量 Ｓ的条件分布为

ｐ（Ｓ｜π）＝∏
Ｎ

ｎ＝１
∏
Ｍ

ｉ＝１
π
ｓｎｉｉ （３）

在给定隐变量 Ｓ的条件下，观测数据 Ｘ的条件分布为

ｐ（Ｘ｜α，Ｓ）＝∏
Ｎ

ｎ＝１
∏
Ｍ

ｉ＝１
ＩＤｉｒ（ｘｎ｜αｉ）ｓｎｉ

（４）

为了便于变分贝叶斯推理，应先给模型参数指定适当

的先验分布．为了便于推理，本文选择 ｇａｍｍａ分布作为
先验分布．假设模型参数是相互独立的，则先验分布为

ｐ（α ｜ｕ，υ）＝∏
Ｍ

ｉ＝１
∏
Ｄ＋１

ｄ＝１

υ
ｕｉｄ
ｉｄ

Γ（ｕｉｄ）α
ｕｉｄ－１
ｉｄ ｅ－υｉｄαｉｄ （５）

其中，｛ｕｉｄ，υｉｄ｝是超参数且满足 ｕｉｄ＞０，υｉｄ＞０．

３ 变分学习

３１ 标准变分后验

为了估计 ＩＤＭ的参数及最佳的混合分量数，我们
采用文献［１０］中提出的变分推理框架．用Θ＝（Ｓ，α）表
示其所有的隐变量和未知参数．联合式（３），（４）和（５）及
利用 Ｂａｙｅｓ定理，得到观测数据 Ｘ和随机变量Θ 的联
合分布

ｌｎｐ（Ｘ，Θ ｜π）＝∑
Ｎ

ｎ＝１
∑
Ｍ

ｉ＝１
ｓｎｉｌｎπｉ＋∑

Ｄ

ｄ＝１
（αｉｄ－１）ｌｎｘ{ ｎｄ

＋Ｈｉ－ｌｎ１＋∑
Ｄ

ｄ＝１
ｘ( )ｎｄ∑

Ｄ＋１

ｄ＝１
α }ｉｄｉ ＋∑

Ｍ

ｉ＝１
∑
Ｄ＋１

ｄ＝１
ｕｉｄｌｎυ[ ｉｄ

－ｌｎΓ（ｕｉｄ）＋（ｕｉｄ－１）ｌｎαｉｄ－υｉｄα ]ｉｄ
（６）

其中，Ｈｉ是多元 ＬＩＢ［７］函数（ＭＬＩＢ），其表达式为

Ｈｉ＝ｌｎ
Γ∑

Ｄ＋１

ｄ＝１α( )ｉｄ
∏

Ｄ＋１

ｄ＝１Γ
（αｉｄ）

（７）

假设变分分布族分解为

ｑ（Θ）＝ｑ（Ｓ）ｑ（α）＝∏
Ｍ

ｉ＝１
∏
Ｄ＋１

ｄ＝１
ｑ（αｉｄ）∏

Ｎ

ｉ＝１
∏
Ｍ

ｉ＝１
ｑ（ｓｎｉ）

（８）
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利用标准分解变分近似［１１］，得到各因子的最佳解为：

ｌｎｑ（ｓｎｉ）＝ｌｎπｉ＋∑
Ｄ

ｄ＝１
（珋αｉｄ－１）ｌｎｘｎｄ

－ｌｎ１＋∑
Ｄ

ｄ＝１
ｘ( )ｎｄ ×∑

Ｄ＋１

ｄ＝１

珋αｉｄ＋〈Ｈｉ〉αｉ１，…，αｉＤ＋１＋ｃｏｎｓｔ

（９）

ｌｎｑ（αｉｄ）＝∑
Ｎ

ｎ＝１
〈ｓｎｉ〉［〈Ｈｉ〉Θ≠αｉｄ－αｉｄｌｎ１＋∑

Ｄ

ｄ＝１
ｘ( )ｎｄ

－αｉｄｌｎｘｎｄ］＋（ｕｉｄ－１）ｌｎαｉｄ－υｉｄαｉｄ＋ｃｏｎｓｔ，１≤ ｄ≤ Ｄ
（１０）

ｌｎｑ（αｉｄ）＝∑
Ｎ

ｎ＝１
〈ｓｎｉ〉〈Ｈｉ〉Θ≠α[

ｉｄ－αｉｄｌｎ１＋∑
Ｄ

ｋ＝１
ｘ( ) ]ｎｋ

＋（ｕｉｄ－１）ｌｎαｉｄ－υｉｄαｉｄ＋ｃｏｎｓｔ，ｄ＝Ｄ＋１
（１１）

其中，〈·〉表示相关变量关于变分分布的数学期望，珋αｉｄ
＝〈αｉｄ〉．因为上述最佳解与相应的先验分布形式都不
同，所以我们无法得到闭合形式的变分后验．
３２ 拓展分解变分近似

根据标准分解变分近似［１１］，最大化的变分目标函

数（变分下限）为

Ｌ（ｑ）＝∫ｑ（Θ）ｌｎｐ（Ｘ，Θ ｜π）ｑ（Θ{ }）
ｄΘ

＝〈ｌｎｐ（Ｘ，Θ ｜π）〉Θ －〈ｌｎｑ（Θ）〉Θ

（１２）

在３．１节我们提到，利用这种方法有时无法直接得到闭
合形式的变分后验．为了解决这个问题，我们提出拓展
变分分解近似算法．

定理１ 拓展分解变分近似

假如我们能够找到一个似然函数 ｇ（Ｘ，Θ｜π），满
足

∫ｑ（Θ）ｌｎｐ（Ｘ，Θ ｜π）ｄΘ∫ｑ（Θ）ｌｎｇ（Ｘ，Θ ｜π）ｄΘ，
（１３）

则我们想要最大化的变分目标函数为

Ｌ（ｑ）∫ｑ（Θ）ｌｎｇ（Ｘ，Θ ｜π）ｄΘ －∫ｑ（Θ）ｌｎｑ（Θ）ｄΘ
－ＫＬ ｑ（Θ）‖珘ｇ（Ｘ，Θ ｜π( )）＋ｌｎｃ＝珘Ｌ（ｑ）

（１４）
其中，ｃ是似然函数 ｇ（Ｘ，Θ｜π）的归一化常量，满足
ｇ（Ｘ，Θ｜π）＝ｃ珘ｇ（Ｘ，Θ｜π）．取 ｑ（Θ）＝珘ｇ（Ｘ，Θ｜π），可
得到变分下限 Ｌ（ｑ）的最大值．尽管我们无法直接最大
化 Ｌ（ｑ），但是可以通过渐进最大化珘Ｌ（ｑ）求解 Ｌ（ｑ）的
最大值．我们把这种方法称为拓展分解变分近似，变分
目标函数变为

珘Ｌ（ｑ）＝〈ｌｎｇ（Ｘ，Θ｜π）〉Θ－〈ｌｎｑ（Θ）〉Θ （１５）
对于指定的分解因子 ｑｊ（Θｊ），其最佳解为

ｌｎｑｊ（Θｊ）＝〈ｌｎｇ（Ｘ，Θ）｜π〉ｌ≠ｊ＋ｃｏｎｓｔ （１６）

定理２ ＭＬＩＢ函数的下界

Ｈｉ ｌｎ
Γ∑

Ｄ＋１

ｄ＝１
珋α( )ｉｄ

∏
Ｄ＋１

ｄ＝１Γ
（珋αｉｄ）

＋∑
Ｄ＋１

ｄ＝１
Ψ ∑

Ｄ＋１

ｌ＝１

珋α( )ｉｌ －Ψ（珋αｉｄ[ ]）

×（ｌｎαｉｄ－ｌｎ珋αｉｄ）珋αｉｄ＋
１
２∑

Ｄ＋１

ｌ＝１
∑
Ｄ＋１

ｋ≠ｌ
Ψ
′∑

Ｄ＋１

ｌ＝１

珋α( )ｉｌ
×（ｌｎαｉｌ－ｌｎ珋αｉｌ）（ｌｎαｉｋ－ｌｎ珋αｉｋ）珋αｉｌ珋αｉｋ＝珟Ｈｉ

（１７）
这个定理的证明可参照 ＬＩＢ函数［６］的下界证明．将珟Ｈｉ
代入式（６）并根据式（１６）可以得到模型参数的后验分布

ｑ（Ｓ）＝∏
Ｎ

ｎ＝１
∏
Ｍ

ｉ＝１
ｒｓｎｉｎｉ （１８）

ｑ（α）＝∏
Ｍ

ｉ＝１
∏
Ｄ

ｄ＝１
Ｇ（αｉｄ｜ｕｉｄ，υｉｄ） （１９）

式中：

ｒｎｉ＝ ρｎｉ

∑
Ｍ

ｋ＝１ρｎｋ
（２０）

ρｎｉ＝ｌｎπｉ＋〈珟Ｈｉ〉＋∑
Ｄ

ｄ＝１
（珋αｉｄ－１）ｌｎｘｎｄ

－ｌｎ１＋∑
Ｄ

ｄ＝１
ｘ( )ｎｄ∑

Ｄ＋１

ｄ＝１

珋αｉｄ

（２１）

ｕｉｄ ＝ｕｉｄ＋∑
Ｎ

ｎ＝１
ｒｎｉΨ ∑

Ｄ＋１

ｌ＝１

珋α( )ｉｄ －Ψ 珋α( )[ ｉｄ

＋∑
Ｄ＋１

ｋ≠ｄ
Ψ
′∑

Ｄ＋１

ｌ＝１

珋α( )ｉｌ 〈ｌｎαｉｋ〉－ｌｎ珋α( ) ]ｉｋ 珋αｉｄ （２２）

υｉｄ ＝υｉｄ＋∑
Ｎ

ｎ＝１
ｒｎｉｌｎ１＋∑

Ｄ

ｄ＝１
ｘ( )ｎｄ －ｌｎｘ[ ]ｎｄ （２３）

υｉＤ＋１＝υｉＤ＋１＋∑
Ｎ

ｎ＝１
ｒｎｉ１＋∑

Ｄ

ｄ＝１
ｘ( )ｎｄ （２４）

上述参数更新方程中期望值如下：

〈ｓｎｉ〉＝ｒｎｉ，珋αｉｄ＝
ｕｉｄ
υｉｄ
，〈ｌｎαｉｄ〉＝Ψ（ｕｉｄ）－ｌｎυｉｄ （２５）

其中，Ψ（·）表示 ｄｉｇａｍｍａ函数，Ψ′（·）表示双 ｄｉｇａｍｍａ
函数．因为 ｑ（α）与 ｑ（Ｓ）的解是相互耦合的，所以利
用迭代算法可以求它们的解．在每次迭代中，首先是根
据分解因子 ｑ最大化变分下限珘Ｌ（ｑ），然后根据混合加
权π最大化目标函数珘Ｌ（ｑ）．关于π对珘Ｌ（ｑ）取偏导数
并令导数为零，得到混合加权的估计值

πｉ＝
１
Ｎ∑

Ｎ

ｎ＝１
ｒｎｉ

（２６）

因为后验分布与变分下界的解都与加权系数有

关，所以可以通过一种类似于ＥＭ算法的迭代算法来求
其最优解．我们把这种算法称为变分 ＥＭ算法（ＶＥ
ＥＭ），它是收敛的［１２］，收敛可以通过下界的值进行判
断．迭代过程中，一些冗余的分量权值趋向０，忽略将这
些冗余分量，实现模型选择．算法流程总结如下：

初始化：

７３４１第 ７ 期 赖裕平：混合逆狄利克雷分布的变分学习及应用



利用 Ｋ均值算法初始化ｒｎｉ，设混合分量 Ｍ＝１５且
混合权重等系数，超参数｛ｕｉｄ，υｉｄ｝＝｛１，０．０１｝．

ＶＢＥ步骤：
根据式（１８）和（１９）分别更新变分后验分布ｑ（Ｓ）

和 ｑ（α）．
ＶＢＭ步骤：
根据当前混合加权的估计值式（２６）最大化变分下

限珘Ｌ（ｑ）．
迭代执行Ｅ步和 Ｍ步直至算法收敛．忽略加权系

数小于１０－５的分量．根据式（１８）和（１９）重新估计模型参
数．

４ 实验结果及分析

４１ 合成数据

以下给出本文所提算法（ｖａｒＩＤＭ）的性能．实验中用
程序实现并产生了四个服从 ＩＤＭ分布的 ２维合成数
据．算法收敛后每个分量对应的加权系数如图１所示．
由图可知，算法最终收敛后通过模型选择．表１给出了
对应于每个合成数据集的实际参数值及变分学习后的

平均参数估计值．其中，Ｎｉ代表第ｉ簇中的样本数量，

θｉｄ代表真实参数，^θｉｄ，^πｉ代表由 ｖａｒＩＤＭ算法得到参数
估计值．珓θｉｄ，珘πｉ代表由 ＥＩＤＭ算法得到参数估计值．从
表１可以看出，我们的算法能够比较准确的估计模型的
参数．另外，与文献［５］中提出的 ＥＭ算法相比，该算法
具有着更高的精确度．此外，我们对比了 ｖａｒＩＤＭ与 Ｅ
ＩＤＭ两种算法的迭代次数和计算时间，实验结果如表２

所示．很明显，ｖａｒＩＤＭ算法比 ＥＩＤＭ算法具有更快的收
敛速度．

４２ 真实数据

首先的实验是一个关于目标检测的问题．目标检
测是算机视觉研究的重要课题，在图像检索、智能视频

监控等领域具有广泛的应用前景．尽管目标检测问题
已经得到了大量的研究，但它仍旧具挑战性．特征提取
是目标检测中的关键步骤之一．本部分实验数据来源
ＵＩＵＣｃａｒ、ＣａｌｔｅｃｈＭｏｔｏｒｂｉｋｅｓ和 Ｈｕｍａｎｆａｃｅｓ图片数据集．
我们采用文献［７］提出的特征提取方法，用隐狄利克雷

表１ 实际参数与估计参数

Ｎｉ ｉ θｉ１ θｉ２ θｉ３ θ^ｉ１ θ^ｉ２ θ^ｉ３ π^ｉ 珓θｉ１ 珓θｉ２ 珓θｉ３ 珘πｉ

数据集１
２００ １ １２ ３１ ４４ １１．６３ ２９．８９ ４２．１５ ０．５０００ １３．２６ ３３．６１ ４１．３２ ０．４７８

２００ ２ ２４ １６ ９０ ２４．１７ １６．１２ ９０．１９ ０．５０００ ２４．８３ １４．８７ ８３．２７ ０．５２２

数据集２

２００ １ １２ ３１ ４４ １２．８４ ３０．８６ ４３．８５ ０．３９９８ １１．０２ ２９．３４ ４６．３２ ０．４３１

２００ ２ ２４ １６ ９０ ２５．２８ １５．７７ ８６．６３ ０．４００１ ２２．２７ １６．２４ ９４．２２ ０．３５６

１００ ３ ５４ ２８ ３６ ５５．１２ ２７．０１ ３８．１２ ０．２００１ ５１．２８ ２９．３３ ３７．２１ ０．２１３

数据集３

２００ １ １２ ３１ ４４ １１．４５ ２９．６７ ４１．７８ ０．２５０５ １０．８５ ３３．２５ ４５．７７ ０．２３５

２００ ２ ２４ １６ ９０ ２２．６３ １５．１９ ８５．３１ ０．２４９６ ２６．４２ １７．９２ ９６．１２ ０．２２３

２００ ３ ５４ ２８ ３６ ５１．６５ ２６．２３ ３３．６８ ０．２５０２ ５７．６４ ３１．２１ ３９．１２ ０．２７７

２００ ４ ３０ ５２ １８ ２９．５６ ５３．２９ １７．９２ ０．２４９７ ２８．５４ ５２．２１ １９．６４ ０．２６５

数据集４

２００ １ １２ ３１ ４４ １１．６２ ３２．０６ ４５．２１ ０．２０００ １４．０１ ３１．７８ ４７．２８ ０．１７６

２００ ２ ２４ １６ ９０ ２５．６８ １５．３９ ９２．３２ ０．１９９８ ２２．０６ １４．６８ ８５．４２ ０．２２１

２００ ３ ５４ ２８ ３６ ５１．９７ ２６．８４ ３７．２０ ０．２００２ ５６．７２ ３１．２７ ３３．１９ ０．２１６

２００ ４ ３０ ５２ １８ ２９．４９ ５１．６１ １７．７４ ０．２０００ ３２．０６ ５５．８４ ２０．３２ ０．１８３

２００ ５ ５ １１６ ６２ ５．２１ １１１．０８ ５９．７９ ０．２０００ ４．３２ １０８．２３ ６４．３２ ０．２０４
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表２ ｖａｒＩＤＭ算法ＥＩＤＭ算法的迭代次数和计算时间（ｓ）

ｖａｒＩＤＭ ＥＩＤＭ

数据集 计算时间 迭代次数 计算时间 迭代次数

数据集１ ２．１９ ５１３ ４．３２ ６１２

数据集２ １．６３ ４３９ ３．１６ ５３９

数据集３ １．７８ ４０６ ２．７２ ４６８

数据集４ １．３２ ２９８ ２．４５ ４０１

分配（ＬａｔｅｎｔＤｉｒｉｃｈｌｅｔＡｌｌｏｃａｔｉｏｎ，ＬＤＡ）［１３］降维．最佳主题
数、词汇容量分别为３０和８００．特征提取的结果为３０维
的比例矢量．假设特征集为 Ｚ＝（ｚ１，…，ｚＮ）．利用下面
的映射方案可以把比例矢量映射为正矢量集，标记为

Ｘ＝｛ｘ１，…，ｘＮ｝．

ｘｎ＝
ｚｎ

１－∑
Ｄ－１

ｄ＝１
ｚｎｄ

（２８）

我们把基于特征集 Ｘ分类的 ＩＤＭ分类器记为 ．

将每个特征集（正例样本和反例样本）随机分成两半，

一半为训练集，另一半为测试集．平均检测率如表３所
示．接下来的实验关于场景进行分类问题．实验数据来
源于于文献［１４］中提到场景图片数据集．其中四类为人
工图片数据集，其余四类为自然图片数据集．另外一个
图像数据集是ＵＩＵＣ运动场景图像．采用上述特征提取
方法，其中最佳主题数和词汇容量分别为３５和８００．平
均分类准确率如表４所示．其中，ＥＧＭＭ表示基于 ＥＭ
与ＭＭＬ结合的ＧＭＭ学习算法，ＢＧＭＭ表示文献［９］中
提出的ＧＭＭ学习算法，ｖａｒＧＭＭ表示文献［１０］中提出的
ＧＭＭ学习算法，ｖａｒＤＭ表示文献［７］中提出的狄利克雷
混合模型的学习算法．

从表３和表４可以看出，本文提出的变分学习算法
优于文献［４］中提出的 ＥＭ算法；ＩＤＭ与狄利克雷混合
模型的目标检测及图像分类的性能很接近接近；高斯

混合模型不适合拟合比例数据．

表３ 各算法的平均检测率比较

图像集 ＥＧＭＭ ＢＧＭＭ ｖａｒＧＭＭ ｖａｒＤＭ ＥＩＤＭ ｖａｒＩＤＭ

Ｃａｒ ７９．１１％ ８０．０１％ ８０．３１％ ８５．１２％ ８１．１４％ ８２．６７％ ８４．９１％

Ｆａｃｅ ８０．１１％ ８１．．９３％ ８２．４１％ ８７．６９％ ８４．３２％ ８６．７１％ ８８．０２％

Ｍｏｔｏｒｂｉｋｅ ８２．５３％ ８４．７１％ ８５．２１％ ８９．１３％ ８６．７２％ ８８．１８％ ８９．０１％

表４ 各算法的平均分类准确率比较

图像集 ＥＧＭＭ ＢＧＭＭ ｖａｒＧＭＭ ｖａｒＤＭ ＥＩＤＭ ｖａｒＩＤＭ

８类图像 ６３．９２％ ７０．６１％ ７１．０８％ ７４．１１％ ７２．８１％ ７３．７５％ ７４．２６％

自然图像 ７１．０３％ ７１．５６％ ７２．０２％ ７５．７２％ ７４．３６％ ７５．２４％ ７５．９１％

人工图像 ７２．４１％ ７２．７１％ ７３．１６％ ７７．４１％ ７５．９７％ ７６．７９％ ７７．６３％

运动场景 ６８．２１％ ６８．６３％ ６８．９６％ ７３．４６％ ７１．５４％ ７２．６８％ ７３．８２％

５ 总结

本文提出了一种变分推理的参数估计方法，并给

出了详细的推导．仿真实验表明该算法可以有效、精确
地估计 ＩＤＭ的参数．与此同时，通过 ＩＤＭ的参数估计方
法还可以看出，应用拓展分解变分近似方法，可以对其

它混合模型进行参数估计，比如狄利克雷混合、贝塔刘

维尔混合及广义狄利克雷混合，该算法有较好的实用

价值．今后研究工作将围绕分量数无限的混合逆狄利
克雷模型及其特征选择问题展开．
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