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摘 要： 文档表示是排序学习的关键，目前的排序学习算法多采用词袋法表示文档与查询，该方法假设词袋中

的词相互独立，忽略了词之间的关系．为了表示文档中词之间的依赖关系，本研究利用文档与查询的主题特征构建排
序学习模型，我们将排序函数定义为文档与查询之间的主题关系，提出了基于有监督主题模型的排序学习算法自动学

习排序函数．为了评价模型的排序精度，我们在三个标准数据集（ＯＨＳＵＭＥＤ，ＭＱ２００７，ＭＱ２００８）上进行了实验．实验表明
基于主题的排序学习算法能够发现文档与查询之间内在的语义关联，并改善排序模型的排序精度．
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１ 引言

文档表示是排序学习的关键，目前的排序学习算法

多采用词袋法表示文档与查询，该方法假设词袋中的词

相互独立，忽略了词之间的关系．为了表示文档中词之
间的依赖关系，研究者们提出了主题模型［１，２］．主题模
型已广泛应用于文本分析［３～５］领域．主题模型通过潜在
的主题建立词之间的潜在语义关联．传统的主题模型主
要有ＬＳＡ［１］、ＬＤＡ［２］，这些主题模型是非监督模型．Ｂｌｅｉ
等人［６］提出了可用于预测的有监督主题模型，之后

ＭｅｄＬＤＡ［７］等有监督主题模型也相继提出．上述模型都
是基于单篇文档，不能抽取文档间的关系．为了解决这
一问题，论文［８］提出了 ＭｉｘｅｄＭｅｍｂｅｒｓｈｉｐＭｏｄｅｌｓ，该模型

的不足是参数的规模会随着文档数量的增加而增加，且

无法应用于语料库之外的文档．Ｃｈａｎｇ等人［５］提出了 ｒｅ
ｌａｔｉｏｎａｌｔｏｐｉｃｍｏｄｅｌ（ＲＴＭ），克服了 ＭｉｘｅｄＭｅｍｂｅｒｓｈｉｐＭｏｄ
ｅｌｓ的缺点，不仅保证参数规模不随文档数量的增加而
增加，而且能够对未见数据进行分类与预测．

主题模型在文档排序领域也得到了应用．ＬＳＩ［１］是
基于 ＬＳＡ的文档排序模型，它将查询与文档投影到潜
在的主题空间，在主题空间计算查询与文档的主题距

离．Ｗａｎｇ等人［９］提出了 ＲＬＳＩ排序模型，并对比了不同
主题排序模型的性能，包括 ＬＳＩ、ＰＬＳＩ、ＬＤＡ．上述主题模
型排序算法都是无监督算法．本文尝试利用文档与查询
之间的主题关系构建排序函数，以有监督主题模型

ＲＴＭ为基础，构建基于主题的排序学习模型．
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２ 关系主题模型（ＲＴＭ）

我们的工作是对 ＲＴＭ［５］的扩展，为便于理解，对该
模型作简要描述．ＲＴＭ是一个生成模型，可以通过贝叶
斯网络来描述．ＲＴＭ生成文档 ｄｉ的步骤如下：（１）设定
文档主题数目 Ｋ，选择文档的长度 Ｎ（单词个数），Ｎ服
从泊松分布；（２）选择θｉ，θｉ服从Ｄｉｒｉｃｈｌｅｔ（α）分布，θｉ表
示文档 ｄｉ在各个主题上的概率分布，α是Ｄｉｒｉｃｈｌｅｔ分布
参数；（３）Ｎ个单词的每一个词ｗｉ（ｎ）（文档 ｄｉ的第ｎ个
词）的产生过程如下：（ａ）选择主题 ｚｉ（ｎ）（文档 ｄｉ的第ｎ
个词的主题），ｚｉ（ｎ）服从Ｍｕｌｔｉｎｏｍｉａｌ（θｉ）多项式分布；（ｂ）
根据 ｐ（ｗｉ（ｎ）｜ｚｉ（ｎ）；βｚ（ｎ）ｉ

）选择 ｗｉ（ｎ）．

图１给出了ＲＴＭ的结构图．图的左侧方框表示任意
文档 ｄｉ，右侧方框表示标准文档 ｄｔ，响应变量 ｙｉ表示文
档 ｄｉ和 ｄｔ的类别，通常以概率方式给出．ＲＴＭ由四个参
数描述，即（α，β，η，ｖ），β是一个 Ｋ×Ｖ矩阵（Ｖ表示语
料库的词汇量），其行向量表示主题在词汇上的概率分

布，βｚ（ｎ）ｉ
为β的行向量，代表主题 ｚｉ（ｎ）在词汇上的概率分

布．η和 ｖ则是描述 ｙｉ的概率分布参数．公式（１）定义了
ＲＴＭ模型产生文档集合Ｄ及类别标签集合 Ｙ的条件概
率，Ｚ是由 Ｄ中文档（Ｍ个文档）的词主题向量 ｚｉ和标
准文档 ｄｔ的词主题向量 ｚｔ组成的（Ｍ＋１）×Ｖ矩阵．θ
是由 Ｍ个文档的主题向量θｉ和 ｄｔ的主题向量θｔ组成
的（Ｍ＋１）×Ｋ矩阵．Ｙ是 Ｍ维向量，每一维 ｙｉ代表文
档 ｄｉ与 ｄｔ为相同类别的概率．θ与 Ｚ为隐变量．

ｐ（Ｄ，Ｙ｜α，β，η，ｖ）＝∫θ∑Ｚ ｐ（θ，Ｚ，Ｄ，Ｙ｜α，β，η，ｖ）ｄθ
（１）

３ 基于主题的排序学习模型

３１ 问题描述

基于主题的排序学习可描述为：已知训练数据集 Ｔ
＝｛Ｑ，Ｄ，Ｙ｝，Ｄ是由Ｍ个文档组成的文档集合，即 Ｄ
＝｛ｄ１，ｄ２…ｄＭ｝；Ｑ代表查询；Ｙ是Ｄ中各文档的相关
度标识集合，其表示为 Ｙ＝｛ｙ１，ｙ２，…，ｙＭ｝，其中 ｙｉ代
表文档ｄｉ与查询Ｑ的相关度．文档 ｄｉ包含Ｎｉ个词，可
表示为 ｄｉ＝（ｗ（１）ｉ，ｗ（２）ｉ… ｗ（Ｎｉ）ｉ ）．我们的目标是学习一
个排序函数 ｆ，该函数利用文档与查询之间的主题相关
性排序文档．

３２ 基于主题的排序函数设计

针对排序问题，我们将排序学习中的查询 Ｑ看作
ＲＴＭ中的标准文档 ｄｔ，并按同样的过程产生查询 Ｑ．响
应变量 ｙｉ代表文档ｄｉ与查询Ｑ的相关性．本文用相同
符号表示查询相关参数与文档相关参数，只是下标不

同，与查询有关的参数下标为 ｔ，例如：ｗｔ（ｎ）表示查询 Ｑ
的第ｎ个词．ＲＴＭ模型中文档 ｄｉ与ｄｔ之间的主题关系
由函数ｆ（珋ｚｉ°珋ｚｔ）定义，该函数值决定文档 ｄｉ与ｄｔ属于相
同类别ｙｉ的概率，ｆ（珋ｚｉ°珋ｚｔ）代表了两文档之间的主题相
似性．在排序学习模型中，我们将该函数转换为文档与
查询 Ｑ的主题关系函数，该函数也就是要学习的排序
函数．排序函数 ｆ（珋ｚｉ°珋ｚｔ）的定义见公式（２）．其中，η表示
每个主题的权重，符号°表示 Ｈａｄａｍａｒｄ积［１０］，其意义是
文档与查询在每一维上的相似度，珋ｚｉ为文档ｄｉ的均值
主题指示向量，珋ｚｔ为查询Ｑ的均值主题指示向量．珋ｚｉ与
珋ｚｔ的定义见公式（３）与（４），其中 ｚｉ，ｎ是文档ｄｉ关于词
ｗｉ（ｎ）的指示向量，若第 ｊ个主题中包含ｗｉ（ｎ），则 ｚｉ，ｎ的第
ｊ维为１，否则为０；同理 ｚｔ，ｎ是查询Ｑ关于词ｗｔ（ｎ）的指
示向量．珋ｚｉ°珋ｚｔ的定义见公式（５），珋ｚｉ°珋ｚｔ的每一分量大于、
等于０且小于１．ｖ是ｆ（珋ｚｉ°珋ｚｔ）的截距．

ｆ（珋ｚｉ°珋ｚｔ）＝η（珋ｚｉ°珋ｚｔ）＋ν （２）

珋ｚｉ＝（１／Ｎｉ）∑
Ｎｉ
ｎ＝１
ｚｉ，ｎ （３）

珋ｚｔ＝（１／Ｎｔ）∑
Ｎｔ
ｎ＝１
ｚｔ，ｎ （４）

珋ｚｉ°珋ｚｔ＝（１／（ＮｉＮｔ））∑
（Ｎｉ，Ｎｔ）

ｎ＝１，ｍ＝１
ｚｉ，ｎ°ｚｔ，ｍ （５）

ｐ（ｙｉ｜η，ν，珋ｚｉ，珋ｚｔ）＝ｅｘｐ（ｆ（珋ｚｉ°珋ｚｔ）） （６）

３３ 二分类模排序型及回归ＲＴＭ排序模型
ＲＴＭ是一个单分类模型，训练时只考虑了正例（ｙｉ

＝１），公式（６）表示 ｄｉ与ｄｔ属于同一类别的概率．排序
学习是一个多分类或回归问题，ｙｉ可取不同的值．针对
排序学习问题，我们将ＲＴＭ扩展为二分类模型．在二分
类模型中，训练样本由正例与反例组成，正例为查询相

关文档，反例为查询不相关文档．针对二分类模型，我
们重新定义公式（６），见公式（７），（８）．公式（７）定义了当
训练样本为正例时，文档与查询的相关概率，公式（８）
定义了当训练样本为反例时，文档与查询的非相关概

率．在训练过程中，对于正例，令公式（７）趋向１（最大概
率），即 ｆ（珋ｚｉ°珋ｚｔ）趋向于０；对于反例，令公式（８）趋向 １，
在实际中可令公式（７），（８）趋向于大于０．５小于１的某
个值 ｃ（本文实验设定 ｃ为０．９）．

ｐ（ｙｉ＝１｜η，ｖ，珋ｚｉ，珋ｚｔ）＝ｅｘｐ（ｆ（珋ｚｉ°珋ｚｔ）） （７）
ｐ（ｙｉ＝－１｜η，ｖ，珋ｚｉ，珋ｚｔ）＝１－ｅｘｐ（ｆ（珋ｚｉ°珋ｚｔ）） （８）

对于排序学习问题，文档与查询之间的相关度类

别标签一般多于两种，为解决这一问题，我们将 ＲＴＭ扩
展为回归模型．在回归 ＲＴＭ模型中，ｙｉ是一个绝对数
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值，它代表文档的排序值．我们将公式（６）定义为公式
（９）．在训练过程中，同样让公式（９）趋向１（最大概率）．

ｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ）＝ｅｘｐ（ｆ（珋ｚｉ°珋ｚｔ）－ｙｉ） （９）

３４ 二分类及回归ＲＴＭ模型参数估计
参数估计与ＲＴＭ模型［５］的参数估计相似．本节主

要针对当涉及概率分布 ｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ）时参数估计公
式的推导．
３．４．１ 后验推导

ＲＴＭ的参数估计算法就是使 ｐ（Ｄ，Ｙ｜α，β，η，ｖ）
（公式（１））的概率最大化，由 Ｊｅｎｓｅｎ不等式，公式（１）的
下界如公式（１０）所示．文献［５］采用 ＥＭ算法使公式
（１０）的下界最大化，以不断接近 ｌｏｇｐ（Ｄ，Ｙ｜α，β，η，ｖ）
的真实值．
ｌｏｇｐ（Ｄ，Ｙ｜α，β，η，ｖ）

Ｅｑ（θ，Ｚ）［ｌｏｇｐ（θ｜α）ｐ（Ｚ｜θ）ｐ（Ｄ｜Ｚ，β）］
－Ｅｑ（θ，Ｚ）［ｌｏｇｑ（θ，Ｚ）］＋Ｅｑ（θ，Ｚ）［ｌｏｇｐ（Ｙ｜Ｚ，η，ｖ）］

（１０）
公式（１０）中，参数θ与Ｚ的均值场变分分布如公

式（１１）所示．γ由γｉ组成，γｉ表示文档ｄｉ的 Ｄｉｒｉｃｈｌｅｔ分
布参数向量；φ由ｉ组成，ｉ由ｉ，ｎ组成，ｉ，ｎ表示文档

ｄｉ的词ｗｉ（ｎ）在 Ｋ个主题上的多项式分布参数向量，该

词在第 ｋ个主题上的分布用（ｋ）ｉ，ｎ表示．为方便讨论，查
询对应的参数下标 ｔ＝０．公式（１０）的下界可展开为公
式（１２），其中γｉ与φｉ，ｎ是要估计的参数．

ｑ（θ，Ｚ｜γ，）＝∏
Ｍ

ｉ＝０
ｑ（θｉ｜γｉ）∏

Ｍ

ｉ＝０
∏
Ｎｉ

ｎ＝１
ｑ（ｚ（ｎ）ｉ ｜ｉ，ｎ）（１１）

Ｌ（γ１：Ｍ，１：Ｍ）

＝∑
Ｍ

ｉ＝０
Ｅｑ（θ，Ｚ）［ｌｏｇｐ（θｉ｜α）］

＋∑
Ｍ

ｉ＝０
∑
Ｎｉ

ｎ＝１
Ｅｑ（θ，Ｚ）［ｌｏｇｐ（ｚ

（ｎ）
ｉ ｜θｉ）］

＋∑
Ｍ

ｉ＝０
∑
Ｎｉ

ｎ＝１
Ｅｑ（θ，Ｚ）［ｌｏｇｐ（ｗ

（ｎ）
ｉ ｜ｚｉ，β）］

－Ｅｑ（θ，Ｚ）［ｌｏｇｑ（θ，Ｚ）］

＋∑
Ｍ

ｉ＝１
Ｅｑ（θ，Ｚ）［ｌｏｇｐ（ｙｉ｜ｚｉ，ｚｔ，η，ｖ）］ （１２）

隐变量γｉ与概率分布ｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ）无关，可直
接依文献［５］给出的公式进行计算，见公式（１３）．参数

φｉ，ｎ的估计较繁琐．从公式（１２）抽出所有包含φｉ，ｎ的

项，对φｉ，ｎ求偏导，并令其等于０，可得φｉ，ｎ的更新公式，
见公式（１４）．其中β，ｗｉ，ｎ是Ｋ维列向量，表示词 ｗｉ（ｎ）在

Ｋ个主题的概率分布．

γｉ＝α＋∑
Ｎｉ

ｎ＝１φｉ，ｎ
（１３）

φ
ｎｅｗ
ｉ，ｎ∝

ｅｘｐ
Ψ（γｉ）－Ψ ∑Ｋ

ｍ＝１γｉ，( )ｍ ＋ｌｏｇβ，ｗｉ，ｎ
＋ ∑Ｍ

ｉ＝１∑Ｎｉｎ＝１φｉ，ｎＥｑ（θ，Ｚ）［ｌｏｇｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ( )






）］

（１４）
公式（１４）依赖于 ｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ），φｉ，ｎＥｑ（θ，Ｚ）［ｌｏｇｐ（ｙｉ
｜η，ｖ，珋ｚｉ，珋ｚｔ）］的推导如下：
对于二分类模型，ｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ）的定义见公式

（７），（８）．对于正例，ｌｏｇｐ（ｙｉ＝１｜η，ｖ，珋ｚｉ，珋ｚｔ）的期望可表
示为公式（１５）．其中 Ｅｑ（θ，Ｚ）［珋ｚｉ°珋ｚｔｔ］可展开为公式（１６），

其中珔φｉ＝（１／Ｎｉ）∑
Ｎｉ

ｎ＝１
φｉ，ｎ，珔φｔ＝（１／Ｎｔ）∑

Ｎｔ

ｎ＝１
φｔ，ｎ．Ｌ（ｙｉ＝

１）（公式（１５））关于φｉ，ｎ的偏导为公式（１７）．
Ｌ（ｙｉ＝１）＝ηＴＥｑ（θ，Ｚ）［珋ｚｉ°珋ｚｔ］＋ｖ （１５）

Ｅｑ（θ，Ｚ）［珋ｚｉ°珋ｚｔ］＝珔φｉ°珔φｔ （１６）

φｉ，ｎＬ（ｙｉ＝１）＝η°
珔φｔ
Ｎｉ

（１７）

二分类模型中，对于反例，ｐ（ｙｉ＝－１｜η，ｖ，珋ｚｉ，珋ｚｔ）等于
公式（８），ｌｏｇｐ（ｙｉ＝－１｜η，ｖ，珋ｚｉ，珋ｚｔ）的期望可表示为公
式（１８），Ｌ（ｙｉ＝－１）关于φｉ，ｎ的偏导可表示为公式
（１９）．
Ｌ（ｙｉ＝－１）＝ｌｏｇ（１－ｅｘｐ（ηＥｑ（θ，Ｚ）［珋ｚｉ°珋ｚｔ］＋ｖ）） （１８）

φｉ，ｎＬ（ｙｉ＝－１）＝
－ｅｘｐ（ηＴ（珔φｉ°珔φｔ）＋ｖ）
１－ｅｘｐ（ηＴ（珔φｉ°珔φｔ）＋ｖ）η

°
珔φｔ
Ｎｉ

（１９）

同理，对于回归模型，ｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ）的定义见公
式（９），ｌｏｇｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ）的期望可表示为公式（２０）．
公式（２０）对φｉ，ｎ求偏导，可得公式（２１）．

Ｌ（ｙｉ）＝（ηＥｑ（θ，Ｚ）［珋ｚｉ°珋ｚｔ］＋ｖ）－ｙｉ （２０）

φｉ，ｎＬ（ｙｉ）＝η°
珔φｔ
Ｎｉ

（２１）

３．４．２ 参数估计

该步骤估计 ＬＤＡ的两个模型参数α、β，以及排序
函数的参数η、ｖ．参数α与β的估计与传统的 ＬＤＡ模
型相同，可参考文献［５］，本文不作赘述．我们主要讨论
如何估计η、ｖ．对于二分类模型，当 ｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ）等
于公式（７）时，公式（１２）对η的偏导见公式（２２），其对 ｖ
的偏导见公式（２３）．当 ｐ（ｙｉ｜η，ｖ，珋ｚｉ，珋ｚｔ）等于公式（８）
时，公式（１２）对η的偏导见公式（２４），其对 ｖ的偏导见
公式（２５）．

ηＬ（γ１：Ｍ，φ１：Ｍ）＝∑
Ｍ

ｉ＝１
珔φｉ°珔φｔ （２２）

ｖＬ（γ１：Ｍ，φ１：Ｍ）＝Ｍ （２３）

ηＬ（γ１：Ｍ，φ１：Ｍ）＝∑
Ｍ

ｉ＝１

－ｅｘｐ（ηＴ（珔φｉ°珔φｔ）＋ｖ）
１－ｅｘｐ（ηＴ（珔φｉ°珔φｔ）＋ｖ）

（珔φｉ°珔φｔ）

（２４）
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ｖＬ（γ１：Ｍ，φ１：Ｍ）＝∑
Ｍ

ｉ＝１

－ｅｘｐ（ηＴ（珔φｉ°珔φｔ）＋ｖ）
１－ｅｘｐ（ηＴ（珔φｉ°珔φｔ）＋ｖ）

（２５）

同理，对于回归模型，可采用相同的方式分别计算

公式（１２）对η与 ｖ的导数，各偏导公式如公式（２６）、
（２７）所示．

ηＬ（γ１：Ｍ，φ１：Ｍ）＝∑
Ｍ

ｉ＝１
珔φｉ°珔φｔ （２６）

ｖＬ（γ１：Ｍ，φ１：Ｍ）＝Ｍ （２７）

４ 实验

我们采用 ＯＨＳＵＭＥＤ［１１］、ＭＱ２００７［１２］、ＭＱ２００８［１２］三
个评测集测试排序算法的性能．文献［１１，１２］给出了上
述数据集的特征，从中选取２５个基于词的特征，与链接
相关的特征没有选取，如ＰａｇｅＲａｎｋ、ＨＩＴＳ、ＨｏｓｔＲａｎｋ等．

为了 评 价 算 法 的 排 序 性 能，我 们 将 其 与

ＲａｎｋＳＶＭ［１３］、ＢＭ２５、ＬＤＡ［２］、原始ＲＴＭ［５］等模型进行了对
比．ＲａｎｋＳＶＭ与 ＢＭ２５为词特征排序模型．ＬＤＡ为非监

督主题模型，我们用文档与查询的主题向量相似性排

序文档，主题向量的相似性定义为向量的余弦相似性．
实验中的三个数据集合各被划分为五个子集［１１，１２］．本
文采用五重交叉验证验评估模型的排序性能．模型的
排序性能用ＮＤＣＧ值来评价［１４］．

对于单分类及二分类模型，训练数据中的相关文

档及部分相关文档作为正例．对于回归模型，不相关文
档的排序值设为０，部分相关文档的排序值为１，相关文
档的排序值为２．对于主题模型，主题数目选为４０．

表１、２、３给出了各排序模型在不同实验数据集上
的排序结果，表中结果为各模型的ＮＤＣＧ＠１至ＮＤＣＧ＠
１０排序值（表中标识为 Ｎ＠１至 Ｎ＠１０）．各表中，ＴＲＴＭ
代表二分类 ＲＴＭ模型，ＲＲＴＭ代表回归 ＲＴＭ模型，
ＲａｎｋＳＶＭ２表示由两类训练数据训练的ＲａｎｋＳＶＭ模型，
ＲａｎｋＳＶＭ３表示由三类训练数据训练的ＲａｎｋＳＶＭ模型．
表中最后一列是各行的平均值．

表１ ＯＨＳＵＭＥＤ数据集排序精度

Ｎ＠１ Ｎ＠２ Ｎ＠３ Ｎ＠４ Ｎ＠５ Ｎ＠６ Ｎ＠７ Ｎ＠８ Ｎ＠９ Ｎ＠１０ Ａｖｇ．
ＴＲＴＭ ０．５１ ０．４６ ０．４５ ０．４４ ０．４４ ０．４３ ０．４５ ０．４３ ０．４３ ０．４２ ０．４４６
ＲＲＴＭ ０．５３ ０．４９ ０．４８ ０．４７ ０．４７ ０．４６ ０．４６ ０．４４ ０．４３ ０．４４ ０．４６７
ＲＴＭ ０．４８ ０．４３ ０．４２ ０．４２ ０．４ ０．４１ ０．４１ ０．４ ０．４１ ０．３８ ０．４１６
ＬＤＡ ０．４ ０．３８ ０．３９ ０．３６ ０．３７ ０．３６ ０．３４ ０．３５ ０．３５ ０．３５ ０．３６５

ＲａｎｋＳＶＭ２ ０．４９ ０．４３ ０．４３ ０．４３ ０．４２ ０．４２ ０．４１ ０．４１ ０．４１ ０．４１ ０．４２６
ＢＭ２５ ０．４３ ０．４ ０．４１ ０．４１ ０．４１ ０．３９ ０．３９ ０．４ ０．３９ ０．４ ０．４０３

ＲａｎｋＳＶＭ３ ０．５１ ０．４９ ０．４７ ０．４５ ０．４５ ０．４４ ０．４５ ０．４４ ０．４４ ０．４３ ０．４５７

表２ ＭＱ２００７数据集排序精度

Ｎ＠１ Ｎ＠２ Ｎ＠３ Ｎ＠４ Ｎ＠５ Ｎ＠６ Ｎ＠７ Ｎ＠８ Ｎ＠９ Ｎ＠１０ Ａｖｇ
ＴＲＴＭ ０．３４ ０．３７ ０．３８ ０．３８ ０．３８ ０．３５ ０．３６ ０．３７ ０．３５ ０．３３ ０．３６１
ＬＤＡ ０．１３ ０．１２ ０．１５ ０．１６ ０．１７ ０．１６ ０．１４ ０．１６ ０．１５ ０．１４ ０．１４８
ＢＭ２５ ０．１４ ０．１６ ０．２ ０．２２ ０．２１ ０．２１ ０．１９ ０．１８ ０．２ ０．１８ ０．１８９

ＲａｎｋＳＶＭ２ ０．３３ ０．３４ ０．３５ ０．３６ ０．３７ ０．３６ ０．３５ ０．３４ ０．３３ ０．３２ ０．３４５
ＲＴＭ ０．３４ ０．３２ ０．３４ ０．３２ ０．３４ ０．３３ ０．３３ ０．３４ ０．３１ ０．２９ ０．３２６

ＲａｎｋＳＶＭ３ ０．３６ ０．４ ０．４ ０．３９ ０．４１ ０．３８ ０．３９ ０．４ ０．４１ ０．３５ ０．３８９
ＲＲＴＭ ０．３８ ０．４１ ０．４２ ０．４ ０．４３ ０．４ ０．３９ ０．４１ ０．４１ ０．３８ ０．４０３

表３ ＭＱ２００８数据集排序精度

Ｎ＠１ Ｎ＠２ Ｎ＠３ Ｎ＠４ Ｎ＠５ Ｎ＠６ Ｎ＠７ Ｎ＠８ Ｎ＠９ Ｎ＠１０ Ａｖｇ．
ＴＲＴＭ ０．３ ０．３ ０．３２ ０．３３ ０．３２ ０．３４ ０．３ ０．３４ ０．１６ ０．１７ ０．２８８
ＬＤＡ ０．１７ ０．１６ ０．１５ ０．１５ ０．１４ ０．１５ ０．１３ ０．１３ ０．１２ ０．１３ ０．１４３
ＢＭ２５ ０．２１ ０．１９ ０．１８ ０．１７ ０．１６ ０．１７ ０．１６ ０．１７ ０．１３ ０．１３ ０．１６７

ＲａｎｋＳＶＭ２ ０．３ ０．３ ０．３１ ０．３４ ０．３２ ０．３５ ０．３５ ０．３３ ０．１５ ０．１６ ０．２９１
ＲＴＭ ０．２７ ０．２８ ０．２８ ０．３１ ０．３２ ０．３ ０．３１ ０．３ ０．１４ ０．１５ ０．２６６

ＲａｎｋＳＶＭ３ ０．３１ ０．３２ ０．３５ ０．３７ ０．３９ ０．４１ ０．４２ ０．３７ ０．１５ ０．１６ ０．３２５
ＲＲＴＭ ０．３３ ０．３３ ０．３４ ０．３８ ０．４ ０．４１ ０．４２ ０．３９ ０．１８ ０．１８ ０．３３６

实验总结如下：（１）主题模型与词模型对比：实验
选取的词排序模型为ＲａｎｋＳＶＭ及ＢＭ２５模型．由表１、２、
３可看出，二分类主题模型 ＴＲＴＭ的排序精度优于
ＲａｎｋＳＶＭ２，回归主题模型 ＲＲＴＭ的排序精度优于
ＲａｎｋＳＶＭ３．非监督ＢＭ２５模型的排序性能最差．

与基于主题的排序模型相比，基于词的排序模型

假设词之间是相互独立的，忽略了文档内词之间的关

系，例如不同的词可表示同样的意义，这就导致基于词

的排序模型不能较准确地表示文档内容．在基于 ＲＴＭ
排序模型中，主题被定义为一组词的概率分布，一个主
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题可用不同的词去描述，一个文档用不同的主题描述，

因此，主题模型能够通过潜在的主题描述词之间以及

文档之间的关系，较词袋模型具有更强的表达能力．因
此，基于主题的排序模型有较好的排序性能．（２）各主
题模型对比：三种基于 ＲＴＭ的主题模型中，回归 ＲＴＭ
模型的性能优于二分类 ＲＴＭ模型，二分类 ＲＴＭ模型的
性能优于单分类 ＲＴＭ模型，无监督 ＬＤＡ模型的排序性
能最差．

在原始ＲＴＭ模型中，训练样本只有正例，因此，模型
中正例、反例的分类边界较为模糊，此外正例包含相关及

部分相关两类样本，导致模型不能准确区分相关与部分相

关；在二分类ＲＴＭ模型中，训练样本被标记为两类，其中
相关与部分相关文档同样被标记为一类，因此，二分类模

型也不能准确区分相关与部分相关文档；对于回归 ＲＴＭ
模型，训练样本被标记为三类，因此，回归ＲＴＭ模型能够
较好区分查询相关文档及部分相关文档．这表明在有监督
模型中，提供准确的训练样本相关度信息可改善模型的排

序性能．无监督ＬＤＡ排序模型依据文档与查询的余弦距
离排序文档，由于这一距离是人为定义，不是经训练样本

学习获得，因此，与实际存在一定误差，这也是非监督ＬＤＡ
排序模型性能较差的原因．

５ 结论

本文尝试利用文档与查询的主题关系特征构建排

序学习模型，该排序模型在一定程度上能够发现与查

询语义相关的文档．实验结果表明扩展后的主题模型
较原模型在排序精度上有较大改善．
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