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　　摘　要：　本文提出了一种利用核典型关联性分析提取源域目标域最大相关特征，使用核逻辑斯蒂回归模型进行
域自适应学习的算法，该算法称为ＫＣＣＡＤＡＭＬ（ＫｅｒｎｅｌＣａｎｏｎｉｃａｌＣｏｒｒｅｌａｔｉｏｎＡｎａｌｙｓｉｓｆｏｒＤｏｍａｉｎＡｄａｐｔａｔｉｏｎＬｅａｒｎｉｎｇ）．
该算法基于特征集关联性分析，有效的减小源域和目标域的概率分布差异性，利用提取的最大相关特征通过核逻辑斯

蒂回归模型实现源域到目标域的跨域学习．实验比较源域数据上核逻辑斯蒂学习模型、目标域上核逻辑斯蒂学习模型
、源域和目标域上核逻辑斯蒂学习模型和ＫＣＣＡＤＡＭＬ模型，结果显示ＫＣＣＡＤＡＭＬ在真实数据集上成功的实现了跨
域学习．
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１　引言
　　机器学习任务中，假定训练样例标签对组成的样
本集和测试样例标签对组成的样本集通常来自同一概
率分布，这是保证良好学习性能的基本假设．但在现实
应用中，这种假设过于“严苛”，具有很大的局限性．我

们经常遇到训练样例标签对组成的样本集与测试样
例标签对组成的样本集概率分布不一致的情况，例如
命名实体识别（ＮａｍｅｄＥｎｔｉｔｙＲｅｃｏｇｎｉｔｉｏｎ，ＮＥＲ）中的文
本标注问题就是一种经典的域自适应学习问题．

迁移学习中，假定源域与目标域输入样例的概率

分布是一样的，存在多个标签输出预测函数，而域自适
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应学习做相反的假设，即假定源域与目标域样例标签

预测函数相同，源域与目标域输入样例的概率分布不

一样．域自适应学习通过已知源域信息对于未知目标
域进行信息处理和挖掘．目前关于域自适应学习产生
了大量的理论研究成果，例如文献［１］对统计分类中的
域自适应学习进行了综述；文献［２～４］对域自适应学
习的各种误差界理论进行了讨论；文献［５～７］围绕域
自适应核学习方法进行了研究和改进；文献［８～１２］对
多源域自适应学习问题进行了分析和讨论．

域自适应学习算法形式多样［１３～１５］，如核映射函数

法、结构对应学习、维数约简与协同聚类和迁移分量分

析．其中核映射函数法应用更为普遍，与域自适应学习
正则化技术关联紧密．找到合适的域自适应学习特征
表示需要引入跨域数据依赖正则化项对新的特征空间

进行约束．域自适应学习研究的重点和热点是提出全
新的域分布偏差度量判据和高效的域自适应学习算

法．基于特征表示的域自适应学习是当前使用最为广
泛的域自适应学习方法，通过将源域和目标域数据映

射到新的特征空间中，使源域与目标域的概率分布在

新的特征空间下足够接近．
本文提出的核典型关联性分析域自适应学习

（ＫｅｒｎｅｌＣａｎｏｎｉｃａｌＣｏｒｒｅｌａｔｉｏｎＡｎａｌｙｓｉｓｆｏｒＤｏｍａｉｎＡｄａｐｔａ
ｔｉｏｎＬｅａｒｎｉｎｇ，ＫＣＣＡＤＡＭＬ）的主要观点是将源域和目
标域的样本映射到再生核希尔伯特空间（Ｒｅｐｒｏｄｕｃｉｎｇ
ＫｅｒｎｅｌＨｉｌｂｅｒｔＳｐａｃｅ，ＲＫＨＳ）中，保证源域和目标域在新
的特征空间下线性可分，同时引入 ＫＣＣＡ约束，使核空
间下源域分布和目标域分布的相关性最大化，域自适

应学习场景下，若两领域相关，则两域分布足够靠近，进

而实现源域学习模型适应于目标域学习模型．
在Ｒｅｕｔｅｒｓ２０Ｎｅｗｓｇｒｏｕｐｓ数据集、ＭＮＩＳＴ手写数字

识别数据集和 ＵＣＩＤｅｒｍａｔｏｌｏｇｙ数据集上进行了实验．
针对四种不同分类模型，比较分析了影响域自适应学

习任务有效实现的各种因素和参数选择问题．实验结
果表明ＫＣＣＡＤＡＭＬ通过对源域学习模型进行分布偏
差修正，使源域学习模型逐渐迁移为目标域学习模型，

能够通过最大化源域和目标域的特征相关性，保证了

源域概率分布和目标域概率分布的差异性足够小，实

现跨域学习．

２　基本学习模型
　　源域样本集 ＤＳ＝｛（ｘＳ，１，ｙＳ，１），…，（ｘＳ，ｎ，ｙＳ，ｎ）｝，由
源域样例集ＸＳ＝｛ｘＳ，１，…，ｘＳ，ｎ｝Ｒ

ｎ×ｄ和源域类标签集

ＹＳ＝｛ｙＳ，１，…，ｙＳ，ｎ｝Ｒ
ｎ×１组成，其中每个样例包含 ｄ维

特征ｘＳ，ｉ∈Ｒ
ｄ，对应类标签 ｙＳ，ｉ∈｛＋１，－１｝．目标域样

本集分为少量已标识样本ＤＬＴ＝｛（ｘＴ，１，ｙＴ，１），…，（ｘＴ，ｍ，
ｙＴ，ｍ）｝和大量未标识样例 ＤＵＴ ＝｛（ｘＴ，ｍ＋１，？），…，

（ｘＴ，ｎ，？）｝，其中每个样例包含 ｄ维特征 ｘＴ，ｉ∈Ｒ
ｄ，对应

未知类标签为ｙＴ，ｉ∈｛＋１，－１｝．
域自适应分类任务的目的是利用源域已标识样本

ＤＳ，目标域少量已标识样本 ＤＬＴ和大量未标识样例ＸＵＴ，
学习一个模型能够准确地对目标域未标识样例集 ＤＵＴ
分配类标签．即学习判别函数 ｆ＝ｓｉｇｎ（ｗＴｘｉ）：Ｘ→Ｙ，预
测每个目标域未标识样例 ＸＵＴ的类标签 ＹＵＴ，其中非线
性映射函数φ：Ｘ→Ｈ将样例映射到特定特征空间，增广
权向量ｗ＝（ｗ１，…，ｗｄ）

Ｔ∈Ｒｄ是确定分类平面的特征
空间向量．

逻辑斯蒂模型为机器学习中常用的分类模型，逻

辑斯蒂分类模型为如下无约束优化问题：

ａｒｇｍｉｎ
ｗ
Ｌａｖｇ（ｗ）＝

１
ｎ∑

ｎ

ｉ＝１
σ（（ｗＴｘ）ｙｉ） （１）

其中 σ（ｚ）＝ｌｎ（１＋ｅｘｐ（－ｚ）），对于给定的样例 ｘｉ∈
Ｒｄ，使用相应的逻辑斯蒂模型，能够得到如下的逻辑斯
蒂分类器：

ｙｉ＝ｓｉｇｎ（ｗ
Ｔｘｉ） （２）

其中定义符号函数：

ｓｉｇｎ（ｚ）＝
＋１， ｚ＞０
－１， ｚ≤{ ０

（３）

逻辑斯蒂模型置信度为：

Ｐ（Ｙ＝ｙ｜Ｘ＝｛ｘ｝；ｗ）＝ １
１＋ｅｘｐ（－ｗＴｘｙ）

（４）

域自适应学习的基本观点在于充分利用源域大量

先验信息，并通过源域和目标域的偏差度量判据约束

解空间，使学习得到的分类判别函数 ｆ（ｘ，ｙ；ｗ）由源域
判别函数ｆＳ（ｘ，ｙ；ｗＳ）逐步转变为目标域判别函数ｆＴ（ｘ，
ｙ；ｗ）．

定义核矩阵：

Ｋ＝［ｋ（ｘｉ，ｘｊ）］
ｎ
ｉ，ｊ＝１ （５）

核映射：

φ：ＸＳ＝｛ｘＳ，１，…，ｘＳ，ｎ｝→φ（ＸＳ）＝［φ（ｘＳ，１），…，φ（ｘＳ，ｎ）］
（６）

学习判别函数：

ｆ＝ｓｉｇｎ（ｗＴφ（ｘｉ））：Ｘ→Ｙ （７）
源域核逻辑斯蒂分类模型为：

ａｒｇｍｉｎ
ｗ
Ｌａｖｇ（ｗ）＝

１
ｎ∑

ｎ

ｉ＝１
σ（（ｗＴｋＳ，ｉ）ｙＳ，ｉ） （８）

其中ｋＳ，ｉ＝［ｋ（ｘＳ，ｉ，ｘＳ，１），…，ｋ（ｘＳ，ｉ，ｘＳ，ｎ）］＝［ｋＳ，ｉ，１，…，
ｋＳ，ｉ，ｎ］．

目标域核逻辑斯蒂分类模型为：

ａｒｇｍｉｎ
ｗ
Ｌａｖｇ（ｗ）＝

１
ｎ∑

ｎ

ｉ＝１
σ（（ｗＴｋＴ，ｉ）ｙＴ，ｉ） （９）

其中ｋＴ，ｉ＝［ｋ（ｘＴ，ｉ，ｘＴ，１），…，ｋ（ｘＴ，ｉ，ｘＴ，ｎ）］＝［ｋＴ，ｉ，１，…，
ｋＴ，ｉ，ｎ］．

９０９２
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３　ＫＣＣＡＤＡＭＬ模型
　　源域和目标域之间存在差异性导致源域逻辑斯蒂
分类模型并不能很好的适用于目标域学习任务．需要
引入跨域数据依赖正则化项约束逻辑斯蒂分类模型的

解空间，将数据嵌入到再生核希尔伯特核空间中，通过

最小化源域和目标域的最大分布偏差，保证源域和目

标域足够邻近，使源域和目标域在ＲＫＨＳ中具有相近的
概率分布，解决跨领域学习问题．

当前域自适应学习常用的分布偏差度量为基于均

值的 偏 差 度 量 判 据 （Ｍａｘｉｍｕｍ ＭｅａｎＤｉｓｃｒｅｐａｎｃｙ，
ＭＭＤ），是一种较为简单直观的度量判据．但是，仅从均
值特征来描述变量差异性并不能充分挖掘特征变量的

差异性．典型相关分析（ＣａｎｏｎｉｃａｌＣｏｒｒｅｌａｔｉｏｎＡｎａｌｙｓｉｓ，
ＣＣＡ）是一种分析多变量相关性的有效方法．典型相关
分析由 Ｈｏｔｅｌｌｉｎｇ首次提出［１６］，并研究了两组变量之间

的相关系数．用单变量 Ｐｅａｒｓｏｎ系数难以从整体描述两
组多变量之间的关联程度，而 ＣＣＡ很好的解决了这一
问题．

ＫＣＣＡＤＡＭＬ的主要观点是将源域和目标域的样
本映射到再生核希尔伯特空间中，保证源域和目标域

在新的特征空间下线性可分，同时利用核化 ＣＣＡ约束
使源域类分布和目标域类分布尽可能靠近．域自适应
学习场景下，若两域相关，则两域分类器各自的权值 ｗ
值应相近．通过在源域目标函数中增加‖ｗ－ｗＴ‖

２
２项，

实现从源域到目标域的迁移学习．其中，‖ｗ－ｗＴ‖
２
２表

示两领域分类器的差异程度，‖ｗ－ｗＴ‖
２
２值越大则分

类器间差异越大，反之越小，参数 λ用以控制惩罚程
度．得到如下的域自适应学习模型：

ａｒｇｍｉｎ
ｋ，ｆ

１
ｎ∑

ｎ

ｉ＝１
σ（（ｗＴｋＳ，ｉ）ｙＳ，ｉ）＋λ‖ｗ－ｗＴ‖

２
２

（１０）
上式第二项为域自适应学习的真实分布偏差，由于不

能直接获得‖ｗ－ｗＴ‖
２
２，因此如何找到合适的正则化

项逼近‖ｗ－ｗＴ‖
２
２是域自适应学习实现的关键．

通常采用式（９）的解 ｗ^Ｔ近似 ｗＴ，即用‖ｗ－ｗ^Ｔ‖
２
２

代替‖ｗ－ｗＴ‖
２
２．由于目标域已标识样本不足，式（９）

的解 ｗ^Ｔ与真实ｗＴ存在偏差，目标域样本数目越少，式
（９）的解越不准确．因此本文采用修正的权 ｗＤＡＭＬ来逼
近真实ｗＴ：

ｗＤＡＭＬ＝ｗ^Ｔ＋ａΔｗ （１１）
其中ａ为比例控制参数，ｗＤＡＭＬ＝ｗＫＣＣＡ－ｗ^Ｔ．ｗＫＣＣＡ为核
空间下与源域权ｗＳ相关性最高的权，通过 ＫＣＣＡ变量
关联性分析得到．

源域和目标域在核空间下相关，则真实 ｗＴ与源域
权ｗＳ相关性应足够高，故与 ｗＫＣＣＡ可表示为 ｗＴ＝ｗ^Ｔ＋

（ｗＴ－ｗ^Ｔ）＝ｗ^Ｔ＋ａ（ｗＫＣＣＡ－ｗ^Ｔ）．
ＫＣＣＡ数据依赖正则化项为：

γＫＣＣＡ（ＤＳ，ＤＴ）＝‖ｗ－ｗＤＡＭＬ‖
２
２ （１２）

得到ＫＣＣＡＤＭＡＬ学习模型：

ａｒｇｍｉｎ
ｗ

１
ｎ∑

ｎ

ｉ＝１
σ（（ｗＴｋＳ，ｉ）ｙＳ，ｉ）＋λ‖ｗ－ｗＤＡＭＬ‖

２
２

（１３）

４　ＫＣＣＡ偏差度量判据

　　经过核映射后源域判别函数 ｆＳ＝φ（ｗＳ）
Ｔφ（ＸＳ）和

目标域判别函数ｆＴ＝φ（ｗＴ）
Ｔφ（ＸＴ）相关性较高，则能实

现源域到目标域的迁移学习，ｆＳ与 ｆＴ相关性越高，迁移
学习效果越好．

使用标准 ＣＣＡ［１６］对源域和目标域进行关联性分
析，对域的样本进行归一化，其中源域样本：

ＤＳ＝｛（ｘＳ，１，ｙＳ，１），…，（ｘＳ，ｎ，ｙＳ，ｎ）｝ （１４）
目标域样本：

ＤＴ＝（｛ｘＴ，１，ｙＴ，１），…，（ｘＴ，ｍ，ｙＴ，ｍ），（ｘＴ，ｍ＋１，？），…，（ｘＴ，ｎ，？）｝
（１５）

定义如下向量运算：

ｆＳ＝ｗ
Ｔ
ＳＸＳ＝（〈ｗＳ，ｘＳ，１〉，…，〈ｗＳ，ｘＳ，ｎ〉） （１６）

ｆＴ＝ｗ
Ｔ
ＴＸＳ＝（〈ｗＴ，ｘＳ，１〉，…，〈ｗＴ，ｘＳ，ｎ〉） （１７）

最大化源域和目标域关联性：

　ｍａｘρ＝ｍａｘ
ｗＳ，ｗＴ
ｃｏｏｒ（ｆＳ，ｆＴ）＝ｍａｘｗＳ，ｗＴ

〈ｗＴＳＸＳ，ｗ
Ｔ
ＴＸＴ〉

ｗＴＳＸＳ
２
２ ｗ

Ｔ
ＴＸＴ

２
２

＝ｍａｘ
ｗＳ，ｗＴ

ｗＴＳＣＳＴｗＴ
ｗＴＳＣＳＳｗＳｗ

Ｔ
ＴＣＴＴｗ槡 Ｔ

（１８）

其中，ｗ１，ｗ２为ｄ×１维列向量，ＸＳ，ＸＴ分别为源域和目
标域的ｄ×ｎ维样例矩阵，〈ｘＳ，ｘＴ〉表示向量内积运算，
ＣＳＴ表示源域样例 ｘＳ与目标域样例 ｘＴ的协方差矩阵，
ＣＳＳ为源域样例ｘＳ的方差矩阵，ＣＴＴ为目标域样例 ｘＴ的
方差矩阵．

定义核函数：Ｋ（ｘＳ，ｘＴ）＝〈φ（ｘＳ），φ（ｘＴ）〉，则式
（１８）变为：

ｍａｘρ＝ｍａｘ
ｗＳ，ｗＴ

ｗＴＳＫＳＫＴｗＴ
ｗＴＳＫ

２
ＳｗＳｗ

Ｔ
ＴＫ
２
Ｔｗ槡 Ｔ

（１９）

其中ＫＳ为源域样本数据核矩阵，ＫＴ为目标域样本数据
核矩阵．

通过求解式（８）得到核空间下源域分类向量ｗＳ，故
域自适应的ＫＣＣＡ求解与普通ＫＣＣＡ求解稍有不同，即
ｗＳ已知．

由式（９）可知ρ与 ｗＴ 无关，故式（９）变为：

ｍａｘ
ｗＴ

ｗＴＳＫＳＫＴｗＴ
ｗＴＳＫ

２
Ｓｗ槡 Ｓ

ｓ．ｔ．　ｗＴＴＫ
２
ＴｗＴ＝１

（２０）
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引入ａ≥０，式（２０）表示为无约束形式：

Ｌ（ｗＴ，ａ）＝
ｗＴＳＫＳＫＴｗＴ
ｗＴＳＫ

２
Ｓｗ槡 Ｓ

＋ａｗＴＴＫ
２
ＴｗＴ( )－１ （２１）

求导：ｗＴ＝［ａＫ
２
Ｔ］

－１ＫＴＴＫ
Ｔ
ＳｗＳ／ ｗ

Ｔ
ＳＫ
２
Ｓｗ槡 Ｓ，代入式（２１）并

最优化ｍｉｎ
ａ≥０

( )Ｌａ，即可求解得到最优的ｗＴ ＝ｗＫＣＣＡ．模型

式（２０）为等式约束问题，可通过ＣａｒｌＥｄｗａｒｄＲａｓｍｕｓｓｅｎ
软件包 ｍｉｎＦｕｎ（ｈｔｔｐ：／／ｌｅａｒｎｉｎｇ．ｅｎｇ．ｃａｍ．ａｃ．ｕｋ／ｃａｒｌ／）
或其它模式识别类商业优化软件包直接求解最优的

ｗＴ ＝ｗＫＣＣＡ，且避免了常规 ＫＣＣＡ的奇异值分解等较为
复杂的求解优化问题．

５　ＫＣＣＡＤＡＭＬ模型求解
　　ＫＣＣＡＤＡＭＬ模型的优化问题为：

ａｒｇｍｉｎ
ｗ

１
ｎ∑

ｎ

ｉ＝１
σ（（ｗＴｋＳ，ｉ）ｙＳ，ｉ）＋λ（ｗ－ｗＣＣＡ）

Ｔ（ｗ－ｗＣＣＡ）

（２２）
该问题为带正则化的 Ｌ２范数逻辑斯蒂分类问题，

优化求解如下：

令

Ｌ（ｗ）＝１ｍ∑
ｍ

ｉ＝１
σ（ｙｉｗ

Ｔｘｉ）＋（ｗ－ｗＣＣＡ）
Ｔ（ｗ－ｗＣＣＡ）

更新迭代公式：

ｗ（ｔ＋１）＝ｗ（ｔ）＋ａ（ｔ）ｄ（ｔ） （２３）
其中ａ（ｔ）为第ｔ次迭代的步长，ｄ（ｔ）为第 ｔ次迭代的搜索
方向，Ｌ（ｗ）为Ｌ（ｗ）关于ｗ的导数：

ｄ（ｔ）＝
－Ｌ（ｗ（ｔ））＋ｇ（ｔ－１）ｗ（ｔ－１），ｔ≥１
－Ｌ（ｗ（ｔ）），ｔ{ ＝１

（２４）

其中：

　　　ｇ（ｔ－１）＝｛［Ｌ（ｗ（ｔ））］Ｔ·Ｌ（ｗ（ｔ））｝
｛［Ｌ（ｗ（ｔ－１））］Ｔ·Ｌ（ｗ（ｔ－１））｝ （２５）

由于：

σ（ａ）＝ｌｎ（１＋ｅｘｐ（－ａ）） （２６）
ｄσ（ａ）
ｄａ ＝－ｅｘｐ（－ａ）１＋ｅｘｐ（－ａ）＝－ｐ（ｙｉ｜ｘｉ；ｗ） （２７）

故：

　ｄＬｄｗ＝
１
ｍ∑

ｍ

ｉ＝１
ｘｉｙｉ［－ｐ（ｙｉ｜ｘｉ；ｗ）］＋λ（ｗ－ｗＣＣＡ）

Ｔ

＝－１ｍ［ｐ（Ｙ｜Ｘ；ｗ）］Ａ＋λ（ｗ－ｗＣＣＡ）
Ｔ （２８）

其中Ａ＝［ｙ１ｘ１，…，ｙｎｘｎ］
Ｔ∈Ｒｎ×ｄ，ｐ（Ｙ｜Ｘ；ｗ）

＝［ｐ（ｙ１｜ｘ１；ｗ），…，ｐ（ｙｎ｜ｘｎ；ｗ）］
Ｔ∈Ｒｎ．

由等式（２５）、式（２８）可以确定搜索方向，式（２３）中
的步长可以通过如下优化问题得到：

ａｒｇｍｉｎ
ａ（ｔ）≥０
ｆ（ｗ（ｔ）＋ａ（ｔ）ｄ（ｔ）） （２９）

式（２９）为单变量优化问题，使用ＣａｒｌＥｄｗａｒｄＲａｓｍｕｓ
ｓｅｎ软件包ｍｉｎＦｕｎ求解．通过逐步迭代更新，可以求解上述

问题．最后给出基于关联性分析的域自适应学习算法．

算法１　ＫＣＣＡＤＡＭＬ域自适应学习算法

输入：源域已标识样本ＤＳ，目标域已标识样本ＤＬＴ和未标识样例ＸＵＴ，

停止准则τ＝１０－７．

初始化ｗ（０）ｊ ＝１／ ｎ槡 ＋１，ｄ（０）＝－Ｌ（ｗ（０）），

ａ（０）：＝ａｒｇｍｉｎ
ａ（０）≥０

ｆ（ｗ（０）＋ａ（０）ｄ（０））．

令重复下面过程，直到满足Ｌ（ｗ（ｔ））＝０：
　用ｍｉｎＦｕｎ求解式（２３）得到ｗ（ｔ）；
　计算ｇ（ｔ－１）＝｛［Ｌ（ｗ（ｔ））］Ｔ·Ｌ（ｗ（ｔ））｝／
｛［Ｌ（ｗ（ｔ－１））］Ｔ·Ｌ（ｗ（ｔ－１））｝；

　计算ｄ（ｔ）＝－Ｌ（ｗ（ｔ））＋ｇ（ｔ－１）ｗ（ｔ－１）；
　计算ａｒｇｍｉｎ

ａ（ｔ）≥０
ｆ（ｗ（ｔ）＋ａ（ｔ）ｄ（ｔ））；

输出：目标域权向量ｗ．

６　实验结果及分析
　　本节通过实验对 ＫＣＣＡＤＡＭＬ在分类方面的性能
进行研究．目前广泛使用的域自适应数据集有 Ｒｅｕｔｅｒｓ
２０Ｎｅｗｓｇｒｏｕｐｓ数据集、Ａｍａｚｏｎｒｅｖｉｅｗｓｂｅｎｃｈｍａｒｋ数据
集和ＷａｌｌＳｔｒｅｅｔＪｏｕｒｎａｌ语料库数据集等，这些数据集最
先应用于自然语言处理方面的研究，随后被广泛用于

跨域学习问题的研究当中，此外数据特征“飘移”导致

的数据分布差异也是目前常见的域自适应学习问题．
本文选择以下三种广泛使用的真实数据集进行实验：

Ｒｅｕｔｅｒｓ２０Ｎｅｗｓｇｒｏｕｐｓ数据集（ｈｔｔｐ：／／ｋｄｄ．ｉｃｓ．ｕｃｉ．ｅｄｕ／
ｄａｔａｂａｓｅｓ／２０ｎｅｗｓｇｒｏｕｐｓ）；ＭＮＩＳＴ手写数字识别数据集
（ｈｔｔｐ：／／ｙａｎｎ．ｌｅｃｕｎ．ｃｏｍ／ｅｘｄｂ／ｍｎｉｓｔ）；ＵＣＩＤｅｒｍａｔｏｌｏｇｙ
数据集（ｈｔｔｐ：／／ａｒｃｈｉｖｅ．ｉｃｓ．ｕｃｉ．ｅｄｕ／ｍｌ／ｄａｔａｓｅｔｓ．ｈｔｍｌ）；
为讨论跨域学习的影响因素，实验按源域数据逻辑斯

蒂学习模型（ＳＫＬＬＭ，ＳｏｕｒｃｅＫｅｒｎｅｌＬｏｇｉｓｔｉｃＭｏｄｅｌ）、目
标域逻辑斯蒂学习模型（ＴＫＬＬＭ，ＴａｒｇｅｔＫｅｒｎｅｌＬｏｇｉｓｔｉｃ
Ｍｏｄｅｌ）、源域 ＋目标域逻辑斯蒂学习模型（ＳＴＫＬＬＭ，
ＳｏｕｒｃｅａｎｄＴａｒｇｅｔＫｅｒｎｅｌＬｏｇｉｓｔｉｃＭｏｄｅｌ）、ＫＣＣＡＤＡＭＬ
模型进行训练与测试，并给出ＫＣＣＡＤＡＭＬ在三种数据
集上的实验结果和参数选择方案．

待调节参数设定为 λ∈［２－４，…，２－１，１，２，…，２１０］
和ｐ∈［０５，０６，０７，…，１４，１５］，为简化计算复杂
度，实验中使用网格搜索过程确定每组数据集参数．对
于每组参数取值，执行算法１中的过程．
６１　Ｒｅｕｔｅｒｓ２０Ｎｅｗｓｇｒｏｕｐｓ数据集

Ｒｅｕｔｅｒｓ２０Ｎｅｗｓｇｒｏｕｐｓ报文数据集具有层次结构，包
含７个大类：共２０个小类，实验选择ｃｏｍｐ和ｒｅｃ两大类
数据，使用 ｃｏｍｐ的４个小类：ｃｏｍｐ．ｗｉｎｄｏｗｓ．ｘ、ｃｏｍｐ．ｏｓ．
ｍｓｗｉｎｄｏｗｓ、ｃｏｍｐ．ｓｙｓ．ｉｂｍ．ｐｃ．ｈａｒｄｗａｒｅ和ｃｏｍｐ．ｓｙｓ．ｍａｃ．
ｈａｒｄｗａｒｅ．路透社报文数据集的基本信息如表１所示．
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表１　Ｒｅｕｔｅｒｓ２０Ｎｅｗｓｇｒｏｕｐｓ报文数据集

大类 小类 原始数据特性

Ｃｏｍｐ

ｃｏｍｐ．ｇｒａｐｈｉｃｓ ９７０×６１１８８

ｃｏｍｐ．ｗｉｎｄｏｗｓ．ｘ ９８２×６１１８８

ｃｏｍｐ．ｏｓ．ｍｓｗｉｎｄｏｗｓ ９６３×６１１８８

ｃｏｍｐ．ｓｙｓ．ｉｂｍ．ｐｃ．ｈａｒｄｗａｒｅ ９７９×６１１８８

ｃｏｍｐ．ｓｙｓ．ｍａｃ．ｈａｒｄｗａｒｅ ９５８×６１１８８

Ｒｅｃ

ｒｅｃ．ａｕｔｏｓ ９８７×６１１８８

ｒｅｃ．ｍｏｔｏｒｃｙｃｌｅｓ ９９３×６１１８８

ｒｅｃ．ｓｐｏｒｔ．ｂａｓｅｂａｌｌ ９９１×６１１８８

ｒｅｃ．ｓｐｏｒｔ．ｈｏｃｋｅｙ ９９７×６１１８８

Ａｌｔ
Ｍｉｓｃ
Ｓｃｉ
Ｓｏｃ
Ｔａｌｋ

ｔａｌｋ．ｐｏｌｉｔｉｃｓ．ｇｕｎｓ
ｔａｌｋ．ｐｏｌｉｔｉｃｓ．ｍｉｄｅａｓｔ
ｓｃｉ．ｅｌｅｃｔｒｏｎｉｃｓ等

９９５４×６１１８８

　　按照如下方式构造源域和目标域数据．包含 ｃｏｍｐ
域迁移学习ｒｅｃ域的两类任务．

任务１：ｃｏｍｐ．ｗｉｎｄｏｗｓ．ｘ作为源域中的正类、ｒｅｃ．
ａｕｔｏｓ作为源域中的负类；ｃｏｍｐ．ｏｓ．ｍｓｗｉｎｄｏｗｓ作为目
标域中的正类、ｒｅｃ．ｍｏｔｏｒｃｙｃｌｅｓ作为目标域中的负类．

任务２：ｃｏｍｐ．ｓｙｓ．ｉｂｍ．ｐｃ．ｈａｒｄｗａｒｅ作为源域中的
正类、ｒｅｃ．ｓｐｏｒｔ．ｂａｓｅｂａｌｌ作为源域中的负类；ｃｏｍｐ．ｓｙｓ．

ｍａｃ．ｈａｒｄｗａｒｅ作为目标域中的正类、ｒｅｃ．ｓｐｏｒｔ．ｈｏｃｋｅｙ作
为目标域中的负类．源域和目标域数据构成如图 １
所示．

２０Ｎｅｗｓｇｒｏｕｐｓ数据集为 １８７７４×６１１８８的词频矩
阵，选用ｃｏｍｐ和ｒｅｃ词频数据大于３０次的特征作为样
本特征，并使用ＴＩＩＤＦ软件对数据进行处理，得到数据
信息如表２所示：

表２　源域数据集和目标域数据集构成

学习

任务

源域数据 目标域数据

正样例 个数 负样例 个数 正样例 个数 负样例 个数

Ｔａｓｋ１ ｃｏｍｐ．ｗｉｎｄｏｗｓ．ｘ ９８２×５２２ ｒｅｃ．ａｕｔｏｓ ９８７×５２２ ｃｏｍｐ．ｏｓ．ｍｓｗｉｎｄｏｗｓ ９６３×５２２ ｒｅｃ．ｍｏｔｏｒｃｙｃｌｅｓ ９９３×５２２

Ｔａｓｋ２ ｃｏｍｐ．ｓｙｓ．ｉｂｍ．ｐｃ．ｈａｒｄｗａｒｅ９７９×５２２ ｒｅｃ．ｓｐｏｒｔ．ｂａｓｅｂａｌｌ９９１×５２２ｃｏｍｐ．ｓｙｓ．ｍａｃ．ｈａｒｄｗａｒｅ９５８×５２２ ｒｅｃ．ｓｐｏｒｔ．ｈｏｃｋｅｙ ９９７×５２２

　　表３是跨域学习任务 Ｔａｓｋ１和 Ｔａｓｋ２上的分类误
差率．从表中跨域学习任务Ｔａｓｋ１上的分类误差率结果
可以看出，在 ａ＝１１处得到了最小分类误差率８３１，
此时参数λ＝４，ｗＫＣＣＡ与 ｗＴ的相关性较大．说明在两个
域相关性较高的情况下，源域数据对目标域数据具有

较好的迁移效果．此外当源域数据的迁移效果较好时，
即当已知源域和目标域关联性较高时，参数 ａ的值可

在０８～１２范围内选择．从表中 Ｔａｓｋ２上的分类误差
率结果可以看出，在 ａ＝１１处得到了最小分类误差率
９０７，此时参数λ＝２，此时两个域相关性较不高，源域
数据对目标域数据具有较弱的迁移效果，如果过多考

虑源域信息，会产生负迁移，使迁移学习退化为源域的

学习．

表３　Ｔａｓｋ１和Ｔａｓｋ２上的误差率

ａ

０５ ０６ ０７ ０８ ０９ １０ １１ １２ １３ １４ １５

Ｔａｓｋ１分类误差率（％） ３１００ ３３０９ ２５００ ２７１７ ２４１３ １４３７ ８３１ １０７３ ２４６７ ３２４７ ３０１６

Ｔａｓｋ１λ ００６３ ４ ３２ ０２５ ００６３ ０５ ４ １６ ４ ００６３ １

Ｔａｓｋ２分类误差率（％） ２１１０ ３１４５ ２１７５ ３０７８ ２２３９ ２６７８ １９２２ １５０４ ９６２ ３６３１ ２２５７

Ｔａｓｋ２λ ００６３ ００３２ ３２ ２ ００６３ ４ ００６３ ３２ ２ ４ ０５
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　　表４是模型 ＳＫＬＬＭ，ＴＫＬＬＭ，ＳＴＫＬＬＭ及 ＫＣＣＡ
ＤＡＭＬ在跨域学习任务 Ｔａｓｋ１和 Ｔａｓｋ２上的分类误差
率，其中ＴＫＬＬＭ训练样本数目为１５０从表中结果可
以看出，任务 Ｔａｓｋ１的源域与目标域的相关性高于
Ｔａｓｋ２，对应的 ＫＣＣＡＤＡＭＬ的 Ｔａｓｋ１分类误差率也小
于Ｔａｓｋ２此外样本的迁移学习效果越差，源域的跨域
学习性能越受限，跨域学习机的学习效果也会受到影

响．当源域和目标域分布偏差足够大，甚至源域和目标
域无显著关联时，实现跨域学习仍是十分困难的．

表４　不同模型下任务１和任务２的误差率

分类误差率（％） ＳＫＬＬＭ ＴＫＬＬＭ ＳＴＫＬＬＭ ＫＣＣＡＤＡＭＬ

Ｔａｓｋ１ １７７１ ２７３６ １７８２ ８３１

Ｔａｓｋ２ ２１０６ ３１２１ ２１９５ ９６２

　　目标域训练样本不足导致ＴＫＬＬＭ学习误差较大，
此外ＳＴＫＬＬＭ的分类误差与 ＳＫＬＬＭ的分类误差相接
近，即将源域与目标域合并训练，跨域学习误差不一定减

小，原因在于混合训练样本中源域样本在数量上占优，起

到了主导作用．只有在充分考虑源域信息和域关联信息

的前提下，域自适应学习机才能实现良好的跨域学习．
６２　ＭＮＩＳＴ手写数字识别数据集

ＭＮＩＳＴ手写数字识别数据集由５００个训练样本和
３００个测试样例组成，每个样例的维数是７８４，采用构造
特征偏差（ｆｅａｔｕｒｅｂｉａｓ）数据集的方法构造源域和目标
域数据集，使源域和目标域分布不同，方法为：随机选

择训练样本的３７５个属性列，按数值大小选各属性值最
大的３７５个训练样本作为源域训练样本，剩余样本为目
标域样本集，从中随机选择１００个训练样本构成目标域
训练样本集，剩余样例作为目标域测试．由于源域样本
偏差特征值为各样本最大值，不能准确反映目标域特

征的真实情况，导致源域判别函数不能准确预测目标

域．同时，目标域数已标识样本数据样本数目太少，包
含目标域信息不完全，也不能准确预测目标域真实

分布．
表５是 ＭＮＩＳＴ数据集的分类误差率．从表中结果

可以看出，参数ａ在范围０６～１４范围内变化时，对分
类误差率没有产生明显影响，但跨域数据依赖正则化

项的引入能够保证跨域学习分类误差得以改善并不产

生恶化．

表５　ＭＮＩＳＴ数据集误差率

ＭＮＩＳＴ
ａ

０５ ０６ ０７ ０８ ０９ １０ １１ １２ １３ １４ １５

分类误差率（％） ７７７ ５２１ ５１７ ６１２ ７０６ ５４１ ６９２ ５８８ ４７０ ６７８ ７３０

λ ０５ １ １６ ００６３ ０５ ４ ４ ２ ４ １６ ０２５

　　表６是模型 ＳＫＬＬＭ，ＴＫＬＬＭ，ＳＴＫＬＬＭ及 ＫＣＣＡ
ＤＡＭＬ在ＭＮＩＳＴ数据集上的分类误差率．

表６　不同模型下ＭＮＩＳＴ数据集误差率

分类误差率（％） ＳＫＬＬＭ ＴＫＬＬＭ ＳＴＫＬＬＭ ＫＣＣＡＤＡＭＬ

ＭＮＩＳＴ １１５３ １２９４ ９６５ ４７０

　　ＭＮＩＳＴ数据集实验中，将源域与目标域合并训练，
跨域学习误差减小，这受益于数据集特性以及构造源

域和目标域的方法．和 Ｒｅｕｔｅｒｓ２０Ｎｅｗｓｇｒｏｕｐｓ数据集实
验相比较，构造特征偏差数据集的方法引起的域分布

差异性要小于Ｒｅｕｔｅｒｓ２０Ｎｅｗｓｇｒｏｕｐｓ数据集子类差异．
６３　ＵＣＩＤｅｒｍａｔｏｌｏｇｙ数据集

本节使用 ＵＣＩＤｅｒｍａｔｏｌｏｇｙ据集进行实验，数据

集由 ３６６个样本数据，每个样例的维数是 ３３，同
ＭＮＩＳＴ数据一样，采用构造特征偏差数据集的方法
对源域和目标域数据进行构造，使源域和目标域分

布不同．
选择 ａｃａｎｔｈｏｓｉｓ，ｈｙｐｅｒｋｅｒａｔｏｓｉｓ，ｐａｒａｋｅｒａｔｏｓｉｓ，ｃｌｕｂ

ｂｉｎｇｏｆｔｈｅｒｅｔｅｒｉｄｇｅｓ，ｅｌｏｎｇａｔｉｏｎｏｆｔｈｅｒｅｔｅｒｉｄｇｅｓ，ｅｘｏｃｙ
ｔｏｓｉｓ，ＰＮＬｉｎｆｉｌｔｒａｔｅ，ｓｐｏｎｇｉｏｓｉｓ，ｆｏｌｌｉｃｕｌａｒｈｏｒｎｐｌｕｇ这９个
特征作为偏差特征．选择每个偏差特征值中最大的十
个样本（样本大小为９×１０）作为源域训练样本，剩余样
本为目标域样本集，从中随机选择３０个样本构成目标
域训练样本集，选择剩余２４０个样例作为目标域测试．

ＫＣＣＡＤＡＭＬ在 Ｄｅｒｍａｔｏｌｏｇｙ数据集上的类误差率
如表７所示．
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表７　ＵＣＩＤｅｒｍａｔｏｌｏｇｙ数据集误差率

ＵＣＩ
ａ

０５ ０６ ０７ ０８ ０９ １０ １１ １２ １３ １４ １５

分类误差率（％） ７９２ １０４２ ９１７ １１２５ ７０６ ５８３ ５４２ ６６７ ７０８ ８７５ １４１７

λ ０５ １ １６ ００６２ ０５ ４ ４ ２ ４ １６ ０２５

　　ＵＣＩＤｅｒｍａｔｏｌｏｇｙ数据集实验在ａ＝１１处得到了最
小分类误差率５４２，此时参数λ＝００６２５表８是模型
ＳＫＬＬＭ，ＴＫＬＬＭ，ＳＴＫＬＬＭ 及 ＫＣＣＡＤＡＭＬ在 ＵＣＩ
Ｄｅｒｍａｔｏｌｏｇｙ数据集上进行跨域学习的分类误差率．

表８　不同模型下ＵＣＩＤｅｒｍａｔｏｌｏｇｙ数据集误差率

分类误差率（％） ＳＫＬＬＭ ＴＫＬＬＭ ＳＴＫＬＬＭ ＫＣＣＡＤＡＭＬ

ＵＣＩＤｅｒｍａｔｏｌｏｇｙ ８３３ １４５８ ７０８ ５４２

７　结论
　　本文提出的域自适应学习算法 ＫＣＣＡＤＡＭＬ及
ＫＣＣＡ域自适应度量判据能够有效的揭示源域特征与
目标域特征变的潜在关联性，从而对不同领域的差异

性进行度量．通过对源域模型进行增量修正，使源域模
型逐渐迁移至目标域模型，实现跨域学习．ＫＣＣＡ
ＤＡＭＬ模型在跨域学习任务中具有可行性且学习性能
良好．此外利用跨域学习中的已知先验信息，合适的选
择模型参数，可使 ＫＣＣＡＤＡＭＬ获得更好的迁移效果，
实现更为精确的跨域学习任务．逻辑斯蒂模型适用于
多类学习，因而ＫＣＣＡＤＡＭＬ可应用于多域自适应学习
场景，这是我们下一步要做的工作．
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