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基于低秩自适应的伸缩感知蒸馏方法
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摘　要：　知识蒸馏是一种从复杂深层教师模型向轻量级学生模型迁移知识以提升性能的学习范式 . 针对教师

模型分布知识多样性不足，以及构建学生模型架构的搜索空间导致大量资源消耗的问题，本文提出了一种基于低秩自

适应的伸缩感知蒸馏（Low-rank Adaptation based Flexibility-Aware distillation，LAFA）方法 . LAFA方法通过构建低秩变

换矩阵，将教师知识分别变换到学生模型的知识和类别标签，以提高分布知识的多样性 . 同时，LAFA引入决策辅助

器，动态伸缩学生模型容量，从而实现蒸馏性能与容量之间的均衡 . 进一步，本文提出热启动和松弛策略来优化决策

变量 . 热启动策略通过约束学生模型缓慢增加容量，缓解因容量伸缩而导致的收敛困难 . 松弛策略则在蒸馏后期移除

约束，以少量资源消耗实现显著的性能提升 . 在 CIFAR-100数据集上，LAFA集成于 13种蒸馏方法，平均性能提升了

0.28个百分点 . 同时，消融实验和分析实验进一步验证了LAFA方法的有效性 .
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Abstract:　Knowledge distillation is a learning paradigm that transfers knowledge from a complex and deep teacher 
model to a lightweight student model to enhance performance. To address the issues of insufficient diversity in the teacher 
model’s knowledge distribution and the significant resource consumption caused by the search space for constructing the 
student model’s architecture, we propose a low-rank adaptation based flexibility-aware distillation (LAFA) method. The LA⁃
FA method constructs low-rank transformation matrices to map teacher knowledge to both student model knowledge and 
class labels, thereby enhancing the diversity of distributed knowledge. Meanwhile, LAFA introduces a decision support 
module that dynamically adjusts the student model’s capacity, achieving a balance between distillation performance and 
model capacity. Furthermore, we propose the warm-up and relaxation strategies to optimize decision variables. The warm-

up strategy constrains the gradual increase in model capacity to alleviate convergence difficulties caused by capacity scal⁃
ing, while the relaxation strategy removes the constraints in the later stages of distillation, achieving significant performance 
improvements with minimal resource consumption. On the CIFAR-100 dataset, LAFA integrated into 13 distillation meth⁃
ods achieved an average performance improvement of 0.28 percentage points. Moreover, through ablation experiments and 
analytical experiments, the effectiveness of the LAFA method is further validated.

Key words:　model compression; knowledge distillation; dynamic network; model regularization; deep learning
Foundation Item(s):　National Natural Science Foundation of China (No.62172166)

  收稿日期：2024-10-07；修回日期：2025-01-24；责任编辑：覃怀银
*通讯作者：黄震华



电 子 学 报 2025 年

1　引言

深度学习在计算机视觉、自然语言处理等人工智

能领域已经取得巨大成功 . 然而现有的深度学习模型

往往被设计得深层而复杂，这限制了它们在轻量级设

备上的应用 . 另一方面，边缘智能的兴起也预示着人工

智能逐渐与边缘设备深度融合，这要求模型更加的轻

量且高效 .
知识蒸馏［1］旨在利用深层复杂教师模型的知识来

监督轻量级学生模型，提升学生模型在边缘设备上的

性能 . 目前，围绕知识类型和蒸馏流程，研究人员提出

了众多方法 . 在知识类型方面，文献［2］将教师模型的

分布知识分解为两部分：目标类知识和非目标类知识，

并引导学生分别学习这两部分知识 . 文献［3］利用教师

网络的浅层和深层特征共同指导学生网络的单层学

习 . 文献［4］通过为每个样本选取 K 个最近邻样本，构

建局部相似性关系，并将样本间的邻域关系知识迁移

到学生网络以提升其性能 . 文献［1~4］假设教师模型的

分布知识蕴含丰富的监督信息 . 然而，上述方法存在监

督知识多样性不足的问题，难以有效捕捉对学生模型

学习最有利的知识，从而影响蒸馏性能 . 在蒸馏流程方

面，文献［5］提出利用一个“助教”模型来辅助蒸馏流

程，缓解了师生模型之间规模差距过大、学生模型蒸馏

学习困难的问题 . 文献［6］利用 NAS（Neural Architec⁃
ture Search）技术构建学生模型架构的搜索空间，进而

为当前教师模型匹配合适的学生架构 . 但文献［5，6］需

训练助教模型或大量中间模型，存在大量耗费资源

问题 .
为了解决上述问题，本文提出一种基于低秩自适

应的伸缩感知蒸馏（Low-rank Adaptation based Flexibil⁃
ity Aware distillation，LAFA）方法，提高分布知识的多样

性，同时通过伸缩学生模型的容量，实现蒸馏性能和容

量的均衡 . LAFA 方法主要包含 2 个模块：低秩知识变

换模块和伸缩感知模块 . 低秩知识变换模块通过构建

低秩变换矩阵，将教师知识分别变换到学生模型的知

识和类别标签，以提高分布知识的多样性 . 伸缩感知模

块为学生模型配备决策辅助器，利用可微分的决策变

量来约束学生模型的容量 . 该模块根据当前师生模型

之间的分布知识差距，对学生模型进行伸缩，从而实现

蒸馏性能与模型容量之间的平衡 . 本文中，基于现有工

作［5］，模型容量定义为模型的参数量 .
此外，本文针对决策变量提出 2种优化策略：热启

动和松弛策略 . 热启动策略约束学生模型在训练阶段

缓慢增加容量，缓解其容量伸缩而难以收敛的问题 . 松

弛策略在蒸馏学习的后期移除对学生模型容量的约

束，以少量资源消耗实现显著的性能提升 . 为了验证所

提出方法的有效性，本文在数据集 CIFAR-100 和 Ima⁃

geNet上进行了实验验证 . 实验结果表明，LAFA方法作

为一种即插即用的增强策略，能够集成到现有的知识

蒸馏方法中显著提升蒸馏性能 .
2　相关工作

2. 1　知识蒸馏

文献［1］首次提出知识蒸馏概念，其主要思路是将

预训练的模型作为教师模型，将其输出层的分布知识

用于监督学生模型，提高后者性能 . 因为教师模型结构

和设计相对于学生模型通常较为复杂，具有很好的表

示和泛化能力 . 随后，研究人员进一步探索知识的类型

以及蒸馏流程，并被广泛应用在各种领域 .
在知识类型方面［1~4，7，8］，其基本思路为建模教师模

型在训练或推理阶段中的“知识”并指导学生进行蒸馏

学习 . 文献［7］提取教师模型的中间层特征作为蒸馏知

识，并约束这些特征经过网络变换维度之后对齐学生

模型的中间层特征，进而提高学生模型性能 . 文献［8］
挖掘师生模型中间层特征的互信息，以此促进学生模

型学习鲁棒的特征表示 . 在蒸馏流程方面［5，6，9］，其基本

思路为在预训练教师模型指导学生蒸馏学习的基础

上，发展更有效的蒸馏流程 . 文献［9］采用投票策略，从

多个教师网络中筛选出相对差异化的中间特征知识，

以提升学生模型性能 .
此外，知识蒸馏被广泛应用在各种不同领域［10，11］.

文献［10］构建了变分贝叶斯编码器交通流预测模型，

通过教师模型指导学生模型学习，显著提升了模型的

预测性能和鲁棒性 . 文献［11］提出了自蒸馏 HRNet目
标分割方法，通过结构化自蒸馏学习模型，并引入多尺

度池化金字塔表示模块，有效提升了网络的目标分割

性能，且无需增加资源开销 .
2. 2　动态模型

大多数深度学习模型以静态方式进行训练和推

理，这在很大程度上限制了其计算效率 . 基于此，研究

人员考虑如何在不牺牲模型性能的前提下，控制模型

的中间运算过程来降低模型容量 . 文献［12］提出 Skip⁃
Net，利用门控组件的可微分随机决策变量来决定是否

跳跃卷积层 . 而在知识蒸馏中固定的教师模型设定下，

研究人员提出搜索合适的学生模型来适配教师 . 基于

NAS的方法［6］构建全局搜索空间来获取合适的学生架

构，导致大量资源消耗 . 受到动态模型的启发，本文提

出了一种插入决策辅助器的学生模型，以适配教师模

型，无需构建搜索空间 .
3　LAFA方法

3. 1　预备知识

假定存在 2个神经网络模型：一个是具有大规模参
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数且性能优异的教师模型；另一个是具有小规模参数

且性能较差的学生模型 . 在学生模型输出分布 q 与类

别标签 y之间的交叉熵损失LCE 之外，知识蒸馏的目标

为最小化教师模型输出分布和学生模型输出分布之间

的 KL（Kullback-Leibler）散度 LKL，其蒸馏总目标函

数为

L =LCE +LKL( pq) （1）
其中，p 为教师模型输出，在蒸馏学习中被视为一种除

类别标签之外的监督知识 .

3. 2　方法概述

LAFA 方法的框架如图 1所示，样本作为输入分别

送入预训练的教师模型和随机初始化的学生模型中

进行蒸馏学习 . 低秩知识变换模块构建高效的低秩变

换矩阵，将教师模型的输出分布分别变换到学生模型

的输出分布以及类别标签 . 伸缩感知模块在学生模型

中插入了决策辅助器，其中可微分的决策变量根据当

前师生模型之间的分布差距，动态伸缩学生模型的

容量 .

3. 3　低秩知识变换模块

为了提高教师模型分布知识的多样性，进而捕捉

有利于学生模型学习的监督知识，本文提出了低秩知

识变换模块 . 该模块通过随机初始化一个参数矩阵，将

教师模型的分布知识 p映射到学生模型的输出分布 q.
通过训练该矩阵，拟合教师和学生模型之间的分布关

系 . 训练后的矩阵生成的分布知识相较教师模型分布

知识 p 更为平滑 . 教师模型的分布知识通常具有较高

的确定性，这使得学生模型能够明确地学习类别信息 .
但也可能导致学生模型对教师模型预测过于自信，从

而容易发生过拟合 . 通过参数矩阵变换得到的平滑分

布，能够惩罚教师模型过于自信的输出，减少过拟合并

增强学生模型的鲁棒性 . 具体来说，对于样本 x，教师和

学生模型的输出分布分别为 p(x)ÎR1 ´K 和 q(x)ÎR1 ´K， 
K为类别数目 . p(x)来自

pi( x) =
exp ( )zi

τ

å exp ( )zi

τ

（2）

其中，zi为模型逻辑层的第 i个输出，pi( x)为其经过 soft⁃
max函数后的概率值 . 温度参数 τ用于控制分布的平滑

程度 . 在得到教师和学生模型对应的输出分布之后，引

入针对 p(x)的变换矩阵S1 ÎRK ´K，以 q(x)作为变换目标

计算KL散度，对S1的损失项为

H (O1 q ( x) ) =åqi( x) lg ( qi( )x

O1
i ) （3）

其中，O1
i 为教师模型的第 i个输出经过S1变换后的对应

输出 . 与传统方法中将教师模型的知识蒸馏给学生模

型的方向不同，变换矩阵 S1 以学生模型输出分布为训

练目标，这一方向转换使得该矩阵能够捕捉有利于当

前学生模型蒸馏学习的知识 . 此外，变换矩阵 S1 可被

视为一种优化矩阵，控制教师模型输出的概率分布 .
此外，本文构建以 p(x)为输入，以类别标签为约束

目标的变换矩阵 S2 ÎRK ´K. 相对于传统蒸馏中利用单

一的教师输出分布作为监督知识，S2 利用变换能力构

造出额外的监督知识，提高了知识的多样性 . 对应损失

项为

H (O2 y) =åyi lg ( yi

O2
i ) （4）

其中，O2
i 为教师模型的第 i个输出经过S2变换之后的对

应输出；yi 为类别标签在第 i个类的标签 . 该损失项优

化 S2，可被视为对 p(x)的变换操作，其中 S2 的每一行都

自适应调整 p(x)对每个类别的置信度，使得其更加接近

于独热编码形式 .
然而，S1 和 S2 矩阵面对高维输入输出会出现维度

爆炸问题 . 本文针对此问题对 S1 和 S2 施加低秩约

图1　LAFA方法总体架构图
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束［13］，降低其维度计算 . 假设 S矩阵具有低秩结构，即

存在LL'ÎRK ´ r，满足 rK且 S = LLT

' . 利用 2个低维子

矩阵L和LT

' 避免了直接处理高维矩阵S本身 . 当 r趋向

于 1时，LÎRK ´ 1，这表示LLT

' 当前对教师模型输出分布

的变换能力较弱，其计算复杂度为 σ(K). 当 r 趋向于 K

时，LÎRK ´K，其对教师模型输出分布的变换能力较强，

但其计算复杂度为 σ(K 2 ). 为了让上述变换 S1 和 S2 能

够捕捉教师模型输出分布中的隐式结构信息，本文对

所有的低秩矩阵L添加了随机dropout层 .
L͂ = dropout (L；v) （5）

其中，v 表示 dropout 的参数 . 综上所述，低秩知识变换

模块的损失函数为

L1 = αåqi( x) lg ( qi( )x

O1
i ) + βåyi lg ( yi

O2
i ) （6）

其中，α和β是控制 S1 和 S2 远离固定的教师模型输出分

布的权重超参数，调整监督知识的多样性程度 .
3. 4　伸缩感知模块

为了实现学生模型架构的动态伸缩，从而在蒸馏

性能和学生模型容量之间达到平衡，本文提出了伸缩

感知模块 . 该模块在学生模型中插入决策辅助器，根据

师生模型分布知识差距进而约束学生模型容量 . 具体

来说，首先在学生模型所有的可跳跃层配备可微的离

散决策辅助器，通过损失函数优化其中的决策变量来

决定是否跳跃该层的运算 . 可跳跃层表明该层网络的

输入可直接跳跃该层的计算过程，作为下一层的输入 .
为实现该层，定义 f i (xi )为学生模型第 i 层对其输入 xi

的运算，则第 i + 1层的输入为

xi + 1 =Gi( xi ) f i( xi ) + (1 -Gi( xi ) ) xi （7）
其中，Gi( )× Î{01}为在第 i层的辅助器函数 . 其中决策

策略定义为

Π( xi i) = F ( xi ) （8）
g = [ g1 gl ]~Π fθ

（9）
其中，fθ为模型参数的序列，l为模型的层数 . 该决策策

略首先将 xi送入到线性层F ( ×)中，再基于输出F ( xi )构
建概率空间Π ( xi i). 本文利用Gumbel-max采样方法［14］

从Π ( xi i)中采样决策变量 gi. 接着，经过指令函数运算

后决策变量输出 0或 1，将其与输入 xi相乘，完成是否跳

跃该层的决策 . 具体的跳跃决策取决于学生模型前向

传播中的硬门控机制和反向传播中的软门控机制：

Gi( xi ) = ì
í
î

ïï
ïï

Ι ( )gi ≥ 0.5 forward

gi backward              
 （10）

其中，Ι ( )× 为指令函数 . 举例来说，在第 i层的前向传播

运算中，决策辅助器从Π ( xi i)采样出gi，当 Ι (gi ≥ 0.5)时，

xi不跳跃该层运算，反之跳跃 . 在第 i层的反向传播运算

中，gi被损失函数正常优化 . 对g施加的约束如下：

Lg =∑
i = 1

l ( )- ( )1 - gi （11）
配备决策辅助器的学生模型相比于传统的静态学

生模型，可根据输入数据的差异动态调整模型容量 . 值

得注意的是，可跳跃层的限制之处在于其要求该层的

输入维度等于输出维度 . 对于某些要求维度变换的层

并不适用跳跃操作 .
在此基础上，根据蒸馏动态来优化 gi. 具体地，引

入师生模型之间分布差距来改进式（11）：

L2 =-γ

é

ë

ê

ê

ê

ê

ê
êê
ê

ê

ê

ê

êæ

è

ç

ç

ç

ç

ç
çç
ç
ç

ç

ç

ç

ç

ç
1

åqi( )x lg ( )qi( )x

pi( )x

ö

ø

÷

÷

÷

÷

÷
÷÷
÷
÷

÷

÷

÷

÷

÷

∑
i = 1

l ( )- ( )1 - gi

ù

û

ú

ú

ú

ú

ú
úú
ú

ú

ú

ú

ú

（12）

其中，γ为超参数，åqi (x)lg ( )qi (x)
pi (x)

表示当前训练过程中

师生模型输出分布之间的损失值，本文将其倒数建模

为蒸馏动态 . 学生模型在损失值较大时，减低对 gi的约

束，进而更好地蒸馏教师的分布知识 .
此外，为优化决策变量，提出 2种优化策略：热启动

和松弛策略 .
（1）首先引入 t比例系数来约束

1
l ∑i = 1

l

gi. t越大，约束

跳跃层的数目越多，学生模型的计算量越大 . 式（12）改

进之后为

L2 =-γ
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（13）

但训练过程中容量的动态伸缩会导致学生模型难

以收敛，鉴于此，提出针对 t的热启动策略：

t =min ( E
w
m) （14）

约束学生模型在训练早期阶段约束 gi，缓慢增加容量

进行蒸馏学习，促进其收敛 . 式（14）中，E 为当前轮

次，m 为系数最大值，而 w 为热启动参数，控制热启动

策略作用的时长 .
（2）其次，松弛策略在蒸馏学习的后期移除对学生

模型容量的约束 . 具体来说，在蒸馏学习后期移除了损

失项，以鼓励学生模型充分学习教师知识，同时避免容

量约束的限制 . 尽管这会导致学生模型容量增加，但与

其带来的性能增益相比，容量增加所引起的资源消耗

可忽略不计 . 另一方面，如果过早移除损失项，学生模

型的容量将缺乏约束，难以在蒸馏性能与模型容量之

间实现均衡 .
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3. 5　模型蒸馏过程

首先，给定当前批次的样本及其对应的师生模型

输出分布，低秩知识变换模块通过高效的低秩变换矩

阵，将教师模型的输出分布分别变换到类别标签和学

生模型的输出分布 . 对应的损失项如式（6）所示 . 利用

该损失项优化变换矩阵待其收敛之后，获取输出 O1 和

O2. 然后，伸缩感知模块根据当前蒸馏动态对学生模型

架构进行动态构建，优化决策变量来约束学生模型容

量，其对应损失项为

L =LCE +LKL( pq) +LKL(O1 q)
     +LKL(O2 q) +L2

（15）
最后，在松弛阶段本文移除L2损失 .

4　实验评估

4. 1　数据集

为了验证本文所提方法的有效性，在 2个图像通用

数据集（CIFAR-100［15］和 ImageNet［16］）进行了实验 .
CIFAR-100为公开经典的图像数据集，它由 100个不同

类别的RGB图像组成，包含 5万训练图像和 1万测试图

像 . ImageNet是一个由 1 000个不同类别组成的大规模

图像数据集，对于知识蒸馏场景下的学生模型来说更

具挑战性 . ImageNet训练集包含 128万张图像，验证集

包含5万张图像 .
4. 2　实验设置

为了公平比较，本文对实验所使用的蒸馏方法进

行相同的训练设置，包括数据预处理、学习率调度器、

训练周期数和批处理大小等超参数 . 本文使用 SGD优

化对 LAFA 方法的参数进行优化 . 其他超参数设置如

表 1 所示，其中，b 为最小批次大小，lr为初始学习率，p
为学习率发生衰减的轮次，epoch为模型训练轮次，τ为

蒸馏温度，α和 β为低秩知识变换模块的损失函数L1的

权重，γ为伸缩感知模块的损失函数L2的权重，t为比例

系数，w 为热启动参数 . 在蒸馏过程的每一轮次中，分

别针对 2 个低秩矩阵独立优化 20 轮，其中低秩矩阵是

由多层感知机 MLP（MultiLayer Perceptron）实现的 . 对

于师生模型架构，采用主流的 ResNet［17］、VGG［18］、
ShuffleNet-V1［19］、WideResNet［20］和DenseNet［21］等架构 .
4. 3　对比实验

4. 3. 1　CIFAR-100结果

为了检验LAFA方法对学生模型性能的提升效果，

本文将其作为一种即插即用的策略集成在对比方法中

（表示为“模型-D”），并在 8组不同师生模型架构下进行

了比较 . 结果如表2和表3所示 .

表2　蒸馏方法集成LAFA在CIFAR-100数据集的Top-1准确率对比 单位：%
教师模型

学生模型

KD[1]

WSL[22]

AnnealingKD[23]

DKD[2]

ReKD[24]

FITNET[7]

RKD[25]

OFD[26]

PKT[27]

VID[8]

SP[28]

REVIEWKD[3]

NRKD[4]

ResNet56
72.34

ResNet20
69.09
70.66
71.33
70.04
71.97
71.30
69.21
69.61
70.98
70.34
69.88
70.33
71.89
71.50

ResNet20-D
—

71.40
71.62
70.95
72.04
71.64
69.57
69.78
70.53
70.91
70.33
70.94
71.91
71.67

ResNet56
72.34

ResNet14
67.32
68.24
68.92
67.27
67.79
69.15
67.43
66.69
66.55
68.38
68.03
67.80
69.48
68.37

ResNet14-D
—

68.40
69.36
67.77
68.57
69.59
67.34
67.17
66.87
69.03
68.08
68.14
69.47
68.55

ResNet110
74.31

ResNet32
71.14
73.08
73.14
73.30
74.11
73.43
71.06
71.82
73.23
72.21
72.12
72.93
73.89
73.89

ResNet32-D
—

73.76
73.46
73.69
74.52
73.57
70.97
71.87
73.43
72.59
72.25
72.82
74.03
74.05

ResNet110
74.31

ResNet44
72.06
74.43
74.40
73.97
74.61
74.47
71.57
72.58
73.57
73.41
73.59
73.80
74.66
74.75

ResNet44-D
—

74.51
74.42
74.41
74.75
74.55
71.53
72.79
74.04
73.56
73.49
73.95
74.88
75.15

表1　本文LAFA方法的超参数设置

数据集

超参设置

CIFAR-100
ImageNet

b

64
512

lr
0.05
0.10

p

150、180、210
30、60、90

epoch
240
100

τ

4
4

α

0.5
0.7

β

0.5
0.7

γ

10
10

t

0.95
0.95

w

5
5
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（1）LAFA 方法集成后，均对学生模型的性能有所

提升（在 0.5~6.5个百分点之间）. 这与知识蒸馏对教师

模型知识转移的效果一致 . 基于逻辑知识（Decoupled 
Knowledge Distillation，DKD）和 基 于 特 征 知 识

（REVIEWKD）的方法相对于其他对比方法对学生模型

性能提升较大，提升在 2.2~6.0 个百分点 . 这是因为它

们在蒸馏学习中分解监督知识和分别细化特征来蒸

馏，挖掘多个知识之间的相关性 . 并且，LAFA方法集成

在对比方法上，在大多数情况下超过了现有的对比方

法（在 0.3~1.0个百分点之间）. 这得益于低秩知识变换

模块对教师模型分布知识多样性的提高和伸缩感知模

块对学生模型容量的动态伸缩 .
（2）在师生模型容量差方面，实验结果表明，LAFA

方法在师生模型容量差距较小的情况下性能较好 . 比

如在 ResNet56 和 ResNet20-D（容量差距小）中，性能提

升在 0.2~0.9 个百分点，而在 ResNet56 和 ResNet14-D
（容量差距较大）中，性能提升在 0.2~0.7 个百分点 . 原

因包括：①容量较小的学生模型在蒸馏早期表现较差，

低秩变换模块的优化效果受限；②在引入伸缩感知模

块后，其模型层数较少（一般 10层左右），此时伸缩感知

模块容易跳跃一些对性能提升较为关键的中间层 .
4. 3. 2　ImageNet结果

本文在更具挑战性的 ImageNet 数据集上验证了

LAFA 方法的有效性，采用 ResNet34 作为教师模型，

ResNet18和 ResNet10作为学生模型 . 在对比方法上集

成 LAFA 方法并观察性能对比，使用 Top-1 和 Top-5 作

为评价指标，结果如表 4 所示 . 在绝大部分性能对比

实验中，LAFA 方法能有效提升现有蒸馏方法在学生

模型上的性能，在 Top-1 准确率上提升在 0.10~0.48 个

百分点之间 .

4. 4　消融实验

本节通过消融实验验证 LAFA 方法中各模块的有

效性 . 本文构造了如下 4个变体方法：（1）L1，仅配备低

秩知识变换模块；（2）L2，仅配备伸缩感知模块；（3）L3，
配备伸缩感知模块及热启动策略；（4）L4，配备伸缩感知

模块及松弛策略 .
表 5展示了这 4种变体集成在普通KD方法上的性

能提升对比 . 由表 5可知，所有变种方法在不同程度上

提升了蒸馏性能 . 特别地，伸缩感知模块中的热启动策

略在Top-1指标上为学生模型带来了显著提升，ResNet-
20 和 ResNet-32 分别提升了约 0.7 个百分点和 0.6 个百

分点 . 这表明，学生模型通过缓慢增加容量进行蒸馏学

习，有助于其稳定收敛，从而降低在容量动态伸缩过程

中的训练难度，最终提升蒸馏性能 .

表3　蒸馏方法集成LAFA在CIFAR-100数据集的Top-1准确率对比 单位：%
教师模型

学生模型

KD[1]

WSL[22]

AnnealingKD[23]

DKD[2]

ReKD[24]

FITNET[7]

RKD[25]

OFD[26]

PKT[27]

VID[8]

SP[28]

REVIEWKD[3]

NRKD[4]

WRN-40-2
75.61

WRN-40-1
71.98
73.54
73.76
73.65
74.81
74.14
72.24
72.22
74.33
73.13
71.71
73.33
75.09
74.22

WRN-40-1-D
—

73.79
73.82
74.03
75.01
74.41
72.33
72.39
74.42
73.21
71.76
73.60
74.56
74.88

WRN-40-2
75.61

WRN-16-2
73.26
74.92
75.40
75.12
76.24
75.51
73.58
73.35
75.24
73.97
73.11
73.93
76.12
75.40

WRN-16-2-D
—

75.14
75.55
75.40
76.02
75.55
73.75
73.90
75.83
74.90
73.30
74.40
76.04
76.12

WRN-40-2
75.61

ShuffleNet-V1
70.50
74.83
73.19
75.88
76.70
76.09
73.73
72.21
75.85
71.18
71.16
75.53
75.90
76.84

ShuffleNet-V1-D
—

75.39
75.03
76.03
76.76
76.51
73.91
72.95
76.98
74.44
72.04
75.68
76.32
77.09

VGG13
74.64

DenseNet
64.17
66.61
65.65
67.24
67.69
65.93
64.04
64.40
65.37
65.77
63.65
66.92
65.32
67.56

DenseNet-D
—

67.05
66.03
67.41
68.02
66.26
64.28
65.23
64.47
66.00
64.19
67.12
65.45
67.66

表4　蒸馏方法集成LAFA在 ImageNet数据集上的准确率对比

 单位：%
性能

指标

Top-1

Top-5

Top-1

Top-5

学生模型

ResNet18
ResNet18-D

ResNet18
ResNet18-D

ResNet10
ResNet10-D

ResNet10
ResNet10-D

AT[29]

70.69
70.73
90.01
89.93
62.59
62.67
84.48
84.49

OFD[26]

70.81
70.66
89.98
89.78
62.34
62.37
84.52
84.41

REVIEWKD[3]

71.61
71.71
90.51
90.57
64.41
64.30
86.09
85.74

KD[1]

70.66
71.14
89.88
90.03
64.14
64.21
85.59
85.54

DKD[2]

71.60
71.73
90.41
90.44
65.34
65.67
86.43
86.44
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4. 5　分析实验

4. 5. 1　低秩知识变换模块

为验证低秩变换模块中的变换矩阵所生成监督知

识的有效性，本文针对不同监督策略进行了性能对比 .
表 6展示了实验结果，Baseline、S1、S2 和S1+S2 分别表示

学生模型采用不同监督策略 . Baseline为仅教师输出蒸

馏，S1为教师和S1输出共同蒸馏，S2为教师和S2输出共

同蒸馏，S1+S2 为三者联合蒸馏 . 结果表明，2个变换矩

阵显著提升了蒸馏性能 . 这表明：（1）即使是过参数的

教师模型，蒸馏性能仍有提升空间，且通过变换矩阵能

够实现这一提升；（2）引导教师模型逆向学习学生模型

能够生成更适合学生模型的知识 . 传统知识蒸馏方法

忽视了师生模型之间的差异，弥补这些差异有助于提

升蒸馏学习效果 . 此外，2个变换矩阵的提升效果不同，

S1 矩阵对学生模型的准确率提升了 0.7个百分点，而S2

矩阵使准确率提升了 1.02个百分点 . 这一差异表明，在

训练初期，学生模型性能较差，S1 矩阵生成的知识不够

准确，导致性能提升受限 . 因此，在蒸馏前期应避免过

度依赖学生模型输出构建的知识，而应在学生模型性

能提升后再进行构建 .

4. 5. 2　伸缩感知模块

本文设计了 3个实验分别分析决策变量、热启动和

松弛策略的有效性 .
（1）通过优化比例系数 t约束决策变量 . 该系数决

定了师生模型之间的容量差距 . 为分析该系数对蒸馏

学习的影响，设置了不同的 t 值并记录其对应蒸馏性

能 . 结果如图 2 所示，一方面，较小的学生模型容量导

致师生容量差距过大，从而使学生难以有效蒸馏知识

（如 ResNet20 在 t=0.1 时，准确率仅为 56.97%）. 另一方

面，并非学生模型容量越大性能越好，3个学生模型在 t
趋向于 1 时，性能先达到峰值然后有所降低 . 这是因

为，学生模型在面对较简单样本来说，过度利用其全部

容量进行学习容易导致过拟合，并失去了感知蒸馏知

识难度的能力，无法稳定提升性能 . 最后，t 接近 0.85

时，学生模型的性能达到峰值，其模型容量适配教师模

型，表明决策变量促进了学生模型容量和蒸馏性能达

到平衡 .

（2）为分析热启动策略的有效性，设置了不同的参

数 w并观察对应的学生模型性能 . 实验结果如图 3（a）
所示，随着w值增大，学生模型的性能首先达到峰值然

后下降 . 通过在训练早期跳过某些层，减少模型对训练

数据的过度拟合，促使网络学习到更具泛化性的特征

表示 . 随着训练的进行，跳跃频率逐渐降低，从而在优

化模型容量的同时保持性能 . 然而，w 值过大，可能会

导致学生模型容量在训练早期不足且增长过慢，难以

学习蒸馏教师模型的复杂知识，导致学生模型性能降

低；相反，w值过小则可能导致学生模型过早依赖自身

容量进行学习，从而导致过拟合；当 w=5 时，学生模型

能够在蒸馏性能和容量之间达到平衡，平稳地达到最

优性能 .
（3）为验证松弛策略的有效性，设置了不同松弛区

间并观察对应的学生模型性能 . 如图 3（b）所示，在

170~240 轮次实施松弛策略，学生模型性能达到最优，

在 Top-1上获得了 0.8个百分点的性能提升 . 如果过早

实施松弛策略，学生模型容易趋向于使用全部的容量

来蒸馏学习，造成模型过拟合的现象 . 另一方面，过晚

实施松弛策略，学生模型缺乏足够的时间增加模型容

量，导致后期松弛区间的性能提升不足，难以达到性能

和容量的均衡 . 综上所述，合理选择松弛策略的实施时

表5　LAFA方法及其4个变种方法的准确率对比 单位：%
学生模型

ResNet20

ResNet32

性能指标

Top-1
Top-5
Top-1
Top-5

KD[1]

70.66
92.18
73.08
93.16

L1
71.04(+0.38)
92.23(+0.05)
73.31(+0.23)
93.27(+0.11)

L2
71.02(+0.36)
92.25(+0.07)
72.94(-0.14)
92.96(-0.20)

L3
71.36(+0.70)
92.37(+0.19)
73.76(+0.68)
93.46(+0.30)

L4
70.81(+0.15)
92.47(+0.29)
73.33(+0.25)
93.51(+0.35)

表6　不同变换矩阵监督下的学生模型准确率 单位：%
监督类型

Top-1
Top-5

Baseline
72.50
93.10

S1
73.20
93.24

S2
73.52
93.21

S1+S2
73.21
93.08

图2　3种学生模型在不同比例下的准确率趋势图
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机对于优化模型性能至关重要 .
5　结论与展望

本文提出了一种低秩自适应伸缩感知蒸馏方法

LAFA. 其通过构建高效的低秩变换矩阵，将教师模型

的输出分布分别变换到学生模型输出分布和类别标

签，以提高分布知识的多样性 . 同时，基于决策辅助器

对学生模型架构进行动态构建，并根据当前师生模型

之间的输出分布差距伸缩模型容量 . 特别地，本文提出

热启动和松弛策略来优化决策变量，缓解了学生模型

难以收敛的问题，并通过少量资源消耗实现了显著性

能提升 . 在 2个图像分类数据集上进行了对比实验、消

融实验和分析实验，实验结果表明，LAFA 方法具有有

效性 .
本文将来的工作主要包括：（1）针对 LAFA 方法中

的低秩变换矩阵，将考虑设计更为高效的变换工具（如

图神经网络和注意力模型等）对特征知识等进行变换；

（2）探索 LAFA 方法在其他领域的应用潜力 . 例如，在

多任务学习场景下，为每个任务构建低秩变换矩阵，并

根据任务相关性动态分配权重，以优化模型在多任务

学习中的表现 .
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