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类感知对比学习的弱监督语义分割
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摘　要：　图像级弱监督语义分割方法通常采用类激活图定位目标物体，但现有方法生成类激活图时存在目标区

域激活不足或背景区域误激活等问题 . 文章提出了一种类感知对比学习的弱监督语义分割框架，通过融合文本提示

与图像类别信息，提升模型对目标区域的精确定位能力 . 首先，文章分析了不同文本提示模板对各类别类激活图的影

响，在此基础上，为了获取更具适应性的类别表示，本文构建了一个上下文提示集，并设计上下文提示动态选择策略，

根据图像目标区域与文本提示之间的相似性获取最合适的上下文提示 . 其次，采用图像-文本对比学习方法，以增强模

型在处理图像与文本语义对齐任务中的表现，并设计了对比损失函数监督模型的训练过程 . 最后，提出一个类别特定

的背景抑制模块，抑制与目标类别紧密相关的背景区域的误激活，从而生成更加完整和紧凑的类激活图，实现更精确

的语义分割 . 文章在通用数据集 PASCAL VOC 2012和MS COCO 2014中对提出的模型进行实验验证，mIoU值分别达

到71.9%和43.9%，性能优于所有对比方法，有效提升了弱监督语义分割精度 .
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Abstract:　 In image-level weakly supervised semantic segmentation (WSSS), class activation map (CAM) are com⁃
monly used to localize object regions. However, existing methods often encounter challenges such as under-activation in ob⁃
ject regions and erroneous activation in background regions when generating CAM. This paper proposes a class-aware con⁃
trastive learning (CA-CL) framework for weakly supervised semantic segmentation, which significantly enhances the mod⁃
el’s ability to accurately localize object regions by integrating text prompts and image category information. Firstly, we ana⁃
lyze the influence of different text prompt templates on the class activation maps of various categories, on this basis, to ob⁃
tain more adaptive class representations, we construct a contextual prompt set and design a dynamic contextual prompt se⁃
lection strategy. This strategy generates the most appropriate contextual prompts based on the similarity between image ob⁃
ject regions and text prompts. Secondly, we adopt an image-text contrastive learning approach to enhance the model’s per⁃
formance in aligning image and text semantics, and we design a contrastive loss function to guide the model training pro⁃
cess. Finally, we introduce a class-specific background suppression module to mitigate erroneous activation in background 
regions closely related to object categories, thereby generating more complete and compact class activation maps and 
achieving more precise semantic segmentation. Experiments conducted on benchmark datasets PASCAL VOC 2012 and 
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MS COCO 2014 demonstrate the effectiveness of the proposed framework, achieving mIoU values of 71.9% and 43.9%, re⁃
spectively. The results demonstrate superior performance compared to existing methods, significantly improving the accura⁃
cy of weakly supervised semantic segmentation.
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prompt
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1　引言

图像语义分割是计算机视觉领域的核心任务之

一，其目标是为图像提供像素级别的分类预测，即为每

个像素确定所属的语义类别 . 全监督语义分割方法依

赖于完整的像素级标注，这种数据标注过程需要耗费

大量的人力、时间和资金 . 为了降低语义标注成本，提

高分割效率，研究人员提出了弱监督语义分割（Weakly 
Supervised Semantic Segmentation，WSSS）方法，即通过

有限的标注信息实现高质量的图像语义分割 . 常用的

弱监督语义标注包括图像级标注［1，2］、边界框标注［3，4］、
涂鸦标注［5，6］和点标注［7］等，其中图像级标注由于成本

较低，使用方便，受到了研究人员的广泛关注 .
基于图像级标注的弱监督语义分割方法通常遵循

以下步骤：首先将图像的类别标注作为监督信息，使用

分类网络生成类激活图（Class Activation Map，CAM）［8］，
从而突出和定位图像中的目标物体；其次，通过条件随

机场（Conditional Random Field，CRF）［9］或像素间关系

网络（Inter-pixel Relations Network，IRNet）［10］等方法对

CAM 进行细化，生成伪标签；最后，利用生成的伪标签

训练语义分割模型［11，12］. 然而，CAM倾向于突出对于分

类结果影响最显著的图像区域，容易忽略其他有用的

线索，导致生成的伪标签难以覆盖整个目标物体，甚至

会导致与目标类别相关的背景区域被误激活（例如，火

车图像中的轨道和站台），影响最终的分割结果 . 为了

解决这一问题，许多传统方法致力于引导网络关注更

多的目标区域，如种子区域生长［13］、对抗擦除［14］和共现

关系解耦［15］等方法，或者引入自监督学习、注意力机

制［16］等，以生成更为完整的 CAM. 尽管这些方法在一

定程度上提升了分割网络的性能，但仍无法避免 CAM
目标区域激活不足和背景区域误激活等问题 .

近年来，对比语言 - 图像预训练模型（Contrast 
Language-Image Pretraining，CLIP）［17］在零样本分类任务

中展现出显著的性能 . 在弱监督语义分割领域中，其

有效性通过 CLIP 模型的研究［18~22］已被证实，如 Xie 等

人［18］提出一种跨语言图像匹配框架 CLIMS，利用包含

类别信息的文本提示与图像目标区域之间的对应关

系生成 CAM. Murugesan 等人［19］提出一种提示类学习

策略，使用多个与图像类别标签密切相关的同义词来

获得更好的文本提示，增强文本与图像的匹配效果 .
Lin 等人［20］通过图像与文本提示匹配，直接从 CLIP 生

成 CAM，进一步提高分割性能 . 尽管这些方法在一定

程度上提升了分割效果，但它们仅采用单一的上下文

提示模板，未能充分考虑不同类别在语义和视觉上的

多样性，限制了模型对于不同类别特征的捕捉能力 .
虽然 CLIP 模型在弱监督语义分割中有效缓解了

传统方法中 CAM 目标区域激活不足的问题，但是由于

目标物体与周围环境的复杂交互及类别间的语义重

叠，模型在处理具有相似视觉特征但语义不同的区域

时，容易将背景误识别为前景 . 因此，如何减少背景区

域的误激活也是目前结合CLIP模型的弱监督语义分割

方法中的研究重点，一些研究通过构建通用的背景集

以抑制所有类别的背景误激活，如 CLIMS［18］对所有类

别构建一个通用的背景集，使用固定的阈值对背景文

本筛选后进行背景的抑制；CLIP-ES［20］中同样使用通用

的背景类别集，将前景类别的文本特征与背景文本特

征结合，使模型同时考虑前景的激活和背景的抑制 . 然

而，这种通用的背景集缺乏针对性，无法考虑到每个类

别独特的背景特征，可能会导致背景抑制效果不足，或

者错误地将一些属于目标的特征识别为背景特征，产

生过度抑制，从而影响模型的分割效果 .
针对上述问题，本文提出一种类感知对比学习

（Class-Aware Contrastive Learning，CA-CL）的弱监督语

义分割框架，综合使用文本提示和图像类别 2种监督信

息，提升模型对目标区域的定位能力，实现较为准确的

语义分割，主要贡献如下 .
首先，本文分析了不同上下文提示对于生成 CAM

的影响，在此基础上构建了一个上下文提示集，并提出

一 种 上 下 文 提 示 动 态 选 择 策 略（Dynamic Context 
Prompt Selection，DCPS），旨在选择与图像目标区域最

具相关性的上下文提示，将其与图像类别标签相融合，

获得更加符合类别特性的文本提示 .
其次，为了增强图像特征与文本提示之间的对应

关系，采用图像-文本对比学习（Image-Text Contrastive 
Learning，ITCL）模块，以强化图像目标区域与对应文本

之间的相关性，指导模型学习到更精确的特征表示 .
最后，针对目标区域的背景误激活问题，引入类别

特定的背景抑制模块（Category Specific Background 
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Suppression，CSBS），通过为每个类别构建与其紧密相

关的背景文本，并与不同的上下文组合为背景文本提

示，然后利用自适应阈值进行筛选，减少目标物体背景

的误激活现象 .
在 PASCAL VOC 2012 数据集［23］和 MS COCO 2014

数据集［24］上的大量实验结果表明，本文提出的方法优

于其他同类方法，验证了其在弱监督语义分割任务中

的有效性 .
2　相关工作

2. 1　现有的弱监督语义分割

现有的弱监督语义分割方法通常遵循 3个阶段的

学习过程：第 1阶段，利用图像的类别标签作为监督信

息，通过分类网络生成CAM，用于定位图像中的目标区

域；第 2 阶段，通过 CRF 或 IRNet 等后处理方法对 CAM
进行细化，生成精确的伪标签；第 3阶段，利用生成的伪

标签训练语义分割模型 . 其中，如何生成更完整的

CAM是WSSS的研究重点，研究人员提出了各种方法来

提高 CAM 质量 . Wei等人［14］提出一种对抗擦除的方法

来挖掘目标物体的相关区域，通过迭代擦除当前已挖

掘的区域，迫使分类网络不断发现新的潜在区域来改

善目标物体区域的激活 . Wang等人［16］提出自监督等变

注意力机制，利用了图像仿射变换前后类激活图的一

致性，同时引入像素相关性模块对类激活图进行约束 .
Zhang等人［25］提出一种互补补丁的方法，将图像划分为

互补的两部分，分别进行激活，然后结合两部分的类激

活图作为监督信息引导激活区域的扩展 . 这些方法在

一定程度上提升了分割网络的性能，但仍存在目标区

域激活不足和背景区域误激活等问题 .  Lee 等人［26］强
调了伪标签生成阶段阈值对于其生成的重要性，并提

出激活操纵网络来优化阈值，提高模型对目标和背景

的区分能力 . Chen 等人［27］针对共现背景误激活问题，

提出了假阳性修正的方法，利用 CAM 区域中的背景线

索作为目标类别的假阳性信息来指导模型训练 . 文献

［28，29］通过结合显著图［30］来生成伪标签，然而，由于

显著图缺乏物体类别信息，仍然会产生错误激活问题 .
此外，一些端到端的WSSS方法［31~33］将CAM生成、伪标

签的细化和语义分割网络的训练集成在一个统一的框

架内，避免了复杂的分阶段处理，简化了模型训练过

程，但分割性能通常不及多阶段方法 .
2. 2　对比语言-图像预训练

CLIP 由图像编码器和文本编码器组成［17］，能够对

图像和文本进行编码并测量其相似性 . 该模型通过从

互联网上收集的 4 亿对图像-文本进行了预训练，将图

像中更广泛的视觉概念与开放世界场景中相应的文本

标签联系起来，成功应用于许多下游任务 . 在弱监督语

义分割任务中，文献［18~22］利用 CLIP，通过文本提示

来引导模型生成更精细的 CAM，如 Xie 等人［18］引入

CLIP，提出一种跨语言图像匹配框架CLIMS，利用文本

提示与图像目标区域之间的对应关系来生成 CAM，但

由于使用了单一的上下文提示模板和通用背景集，限

制了 CLIP 的能力 . Murugesan 等人［19］在 CLIMS 的基础

上，给定多个与图像类别标签密切相关的同义词，通过

计算余弦相似度来生成更好的文本提示，从而进一步

增强文本与图像的匹配效果，但仅考虑了修改类别标

签对文本提示的影响 . Lin等人［20］采用文本驱动策略，

直接从 CLIP 生成 CAM，并简化了 CAM 的细化阶段，但

该模型难以处理一些复杂场景 . Deng等人［21］提出一种

问答式跨语言图像匹配框架QA-CLIMS，使用统一视觉

语言理解与生成的预训练模型（Bootstrapping Language-

Image Pretraining，BLIP）［34］，通过问答的方式获取目标

物体的前景和背景信息，然后结合 CLIP 模型生成

CAM，但 BLIP 的使用会带来较高的计算成本 . Jang 等

人［22］提出密集对齐学习网络DALNet，采用双层对齐策

略获取目标全局和局部的特征，从而精确定位目标物

体，但其使用了单一的上下文提示模板与固定的背景

提示，这在复杂场景中表现不佳 . 以上工作均使用了单

一的上下文提示模板，这限制了模型在处理不同场景

时的适应性和泛化能力 .
2. 3　对比学习

对比学习方法的核心在于拉近相似样本之间的距

离，同时推远不相似样本之间的距离，从而促使模型学

习到具有高区分度的特征表示［35~37］. 在弱监督语义分

割任务中，对比学习被应用于多个阶段：（1）在特征学

习阶段，对比学习被用于预训练网络以提取更具区分

度的特征，例如 Xie 等人［38］通过对比学习来增强前景

和背景之间的分离效果，提出了类不可知激活图，改

进了 CAM 的质量；Zhou 等人［39］在区域感知表示中使

用对比学习来增加相同类别的相似性，同时减少不同

类别的相似性，提高区域之间的区分度 .（2）在伪标签

生成阶段，对比学习用于增强伪标签的质量，确保特

征空间中类内距离近而类间距离远，例如 Yuan 等

人［40］将伪标签中高置信度区域的特征作为正样本，同

时将潜在的背景区域或其他类别的特征作为负样本，

通过对比学习进一步细化伪标签 . 与这些工作不同，本

文利用图像-文本对比学习来增强图像目标区域与文本

提示之间的相关性，帮助模型更好地区分目标区域与

背景区域 .
3　本文方法

为了缓解CAM目标区域激活不足及背景误激活问

题，本文提出一种CA-CL的弱监督语义分割框架，该框
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架针对不同类别选择合适的文本提示，通过对比学习

训练模型，同时进行背景抑制，从而生成更完整的

CAM，提升分割性能 . 如图 1所示，CA-CL主要包括 5个

部分：CAM生成、DCPS、ITCL、CSBS和分割 .

对于输入图像及其对应的图像级标签进行操作：

（1）利用骨干网络 ResNet-50［41］生成初始 CAM，并与原

图计算得到图像的目标前景区域和背景区域 .（2）将上

下文提示集中的提示与类别标签进行组合构建文本提

示，与图像前景区域经CLIP编码后，通过DCPS，自动选

择出与前景区域具有最高相关性的文本提示，对不同

类别构建合适的文本表示 .（3）通过 ITCL 模块处理图

像特征与文本提示之间的对应关系，拉近目标文本提

示与前景区域的距离，同时推远其与背景区域的距离，

辅助模型学习到更准确的特征表示 .（4）在CSBS中，结

合上下文提示集和背景集生成背景提示，与前景区域

进行相似度计算，找出相似度大于自适应阈值的背景

提示来抑制背景区域，减少目标物体背景的误激活现

象 . 通过以上步骤，为每个目标类别生成了高质量的

CAM. 对得到的CAM采用CRF修正后训练 IRNet，进一

步扩展激活区域得到精细的伪标签 . 最后训练分割网

络获得预测结果并通过CRF修正得到最终的语义分割

结果 .
3. 1　本文的弱监督语义分割

本文使用预训练的 ResNet-50 作为生成 CAM 的骨

干网络，具体步骤如下：给定输入图像X及其对应的图

像级标签 kÎR1 ´K，首先提取输入图像 X 的特征映射

ZÎRC ´H ´W，其中 K 表示类别数量，C、H 和 W 分别表示

图像的通道数、高和宽 . 然后在网络分类层对特征映射

和可学习矩阵WÎRC ´K应用Sigmoid函数如下：

Pk (hw)= σ ( )W T
k Z(hw) （1）

其中，Pk ÎRK ´H ´W 为图像X对于类别 k的初始CAM，将

在后续处理流程中细化，σ为 Sigmoid函数，Z(hw)为图

像X在 (hw)上的特征表示 .
使用骨干网络生成初始类激活图 Pk 后，将输入图

像 X 和 Pk 进行逐像素相乘，从而得到图像的目标前景

区域图像FG及背景区域图像BG如下：

ì
í
î

ïï
ïï

FG = (X ×Pk )

BG = ( )X ×(1 - Pk )
（2）

3. 2　上下文提示动态选择策略

CLIP模型文本编码器的标准输入提示具有如下格

式：上下文提示［CTX］加上类别名称［CLS］，并以标点

符号“. ”结尾［17］. 在以往引入 CLIP 模型的弱监督语义

分割方法［18~22］中，采用的都是单一上下文提示语句，这

些提示语句并不一致，例如 CLIMS［18］中使用了“a photo 
of ｛｝. ”，CLIP-ES［20］中使用了“a clean origami ｛｝. ”. 为

了探讨不同上下文提示在弱监督语义分割任务中的作

用，本文在不同的前景类别上使用多种上下文提示进

行实验，重点关注不同上下文提示对于不同类别 CAM
的影响差异，实验结果如图2和图3所示 .

分析图 2可以看出，不同的上下文提示语句对于各

类别 CAM 的准确性存在显著差异，例如：对于船类别，

文本提示语句“a picture of ｛｝. ”对比其他上下文能够获

得更完整的CAM，而“an image of ｛｝. ”在该类别上表现

图1　类感知对比学习的弱监督语义分割框架
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较差；同样，对于人类别，“a photo of ｛｝. ”的效果明显优

于其他提示语句 . 图 3 展示了不同的上下文提示在各

类别上生成的初始 CAM 的可视化结果，前 2 行中，“a 
photo of ｛｝. ”在人和鸟的类别上都生成了较为精确的

CAM；第 3行中，“a picture of ｛｝. ”和“an image of ｛｝. ”在
激活汽车类别时表现更优；最后 1 行中，“a clean ori⁃
gami ｛｝. ”和“an image of ｛｝. ”为火车类别生成了较为

完整的CAM. 这些现象表明，不同的上下文提示对于不

同类别 CAM 的激活完整程度具有显著影响 . 因此，在

弱监督语义分割方法中引入 CLIP模型时，上下文提示

不应局限于使用单一的提示模板，而是应当根据类别

的特性动态选择上下文提示，以充分优化分割效果 .
为了使每个类别获得更具适应性的文本提示，从

而更好地关联图像特征，本文创建了一个包含m个句子

的上下文提示集［CTX-Set］，旨在根据类别的特性动态

调整文本提示，以生成更为完整的CAM. 基于文献［18~
22］的研究成果，本文在构建上下文提示集［CTX-Set］
时，首先收集了一些常用的文本模板，如“a photo of 
｛｝. ”和“a clean origami ｛｝. ”，这些模板在 WSSS任务中

表现出良好的稳定性 . 其次，CLIP 模型的训练数据来

源于互联网上的图像-文本对，这些文本涵盖了日常生

活场景中的多种语言描述，为进一步增强与 CLIP模型

训练语料的适配性，上下文提示集［CTX-Set］中加入了

生活中常见的描述图像的上下文，如“a picture of ｛｝. ”
“an image of ｛｝. ”等 . 这种多样化的上下文提示能够使

模型根据不同类别进行动态调整，不仅增强了模型的

泛化能力，还降低了模型对于单一提示模板的依赖性 .
在此基础上，本文提出一种 DCPS，使用上下文提

示集［CTX-Set］中不同上下文与类别标签组合，生成文

本提示，根据其与图像前景区域的匹配程度，自动选择

出最合适的上下文提示 . 具体来讲，使用 CLIP 中的文

本编码器 ft (×)和图像编码器 fi (×)将文本提示和图像前景

区域FG映射到公共特征空间 . 其中，FG经过 fi (×)编码

后，得到图像表示向量 v if
k ；包含m个句子的上下文提示

集与类别标签 k组合后，生成m个文本提示，通过 ft (×)编
码后，得到文本表示向量 v tf

kj如下：

ì
í
î

v if
k = fi (FG)

v tf
kj = ft (T

f
kj )

（3）
其中，T f

kj表示类别 k的第 j个文本提示，jÎ{123m}.
通过计算二者的余弦相似度寻找与FG相关性最高的上

下文提示语句，余弦相似度的计算如下：

sim(v if
k v

tf
kj )=

v if
k × v tf

kj

|| v if
k ´ || v tf

kj

（4）
其中，“×”表示向量之间的点积运算，“´”表示 2个向量模

长的乘积 . 式（4）计算得到一个长度为 m 的相似度向

量，该向量中的每个元素表示相应文本表示向量与图

像表示向量之间的相似程度 . 通过选取该向量中的最

大值，可以确定最合适的上下文提示，其对应的文本提

示与FG具有最高的相似度，表明该文本提示与图像目

标区域的关联性最强 .
3. 3　图像-文本对比学习

为了增强图像目标区域与对应文本提示之间的相

关性，提高模型区分前景与背景的能力，从而更准确地

激活目标区域，本文采用图像-文本对比学习方法 .
通过DCPS获得与类别 k相似度最高的文本提示T f

k

后，将该文本提示通过 CLIP 的文本编码器 ft (×)编码后

得到表示向量 v tf
k ，将图像前景区域FG和图像背景区域

BG分别通过CLIP的图像编码器 fi (×)编码，得到表示向

量 v if
k 和 v ib

k 如下：

ì

í

î

ïïïï

ïïïï

v tf
k = ft (T

f
k )

v if
k = fi (FG)

v ib
k = fi (BG)

（5）

对于图像语义分割问题而言，图像中类别 k的前景

区域 FG表示向量 v if
k ，应该与其前景文本表示向量 v tf

k

有较高的相似性，而目标背景区域BG表示向量 v ib
k ，应

该与文本表示向量 v tf
k 有较大的差异性 . 因此，本文在

图像-文本对比学习中，对于文本提示 v tf
k ，将目标前景

区域 FG表示向量 v if
k 定义为正样本，将目标背景区域

BG表示向量 v ib
k 定义为负样本 . 为了使模型在训练过

程中拉近正样本之间的距离，推远负样本之间的距离，

本文设计对比损失函数如下：

图2　不同上下文提示下各类别CAM的交并比(IoU)

图3　不同上下文提示生成CAM的可视化对比
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L ITC =
1
N∑

i = 1

N

max(0 margin - sff
ki + sbf

ki ) （6）
ì
í
î

sff
k = sim(v if

k v
tf
k )

sbf
k = sim(v ib

k v tf
k )

（7）
其中，N为样本数；margin为正负样本余弦相似度（sff

k 和

sbf
k ）之间的最小差距，确保模型在训练过程中能够有效

区分正负样本 . 在 ITCL中，通过最小化损失函数L ITC，

模型能够拉近图像前景区域与对应前景文本提示之间

的距离，推远背景区域与前景文本提示之间的距离，从

而使模型更有效地捕捉目标物体的特征，使得生成的

CAM逐渐接近目标物体 .
3. 4　类别特定背景抑制

尽管 DCPS 和 ITCL 能够生成相对完整的 CAM，但

在一些复杂场景中，目标物体与背景可能还存在一定

的相似性，此时仅依靠前景类别的文本提示来定位目

标对象，可能会导致背景误激活现象 . 因此，本文设计

了一个CSBS，综合考虑图像前景与背景之间的特征，旨

在有效减少背景的误激活现象，使得模型能够更准确

地区分复杂场景中的前景和背景，从而生成更精确的

CAM.
为了实现精准的背景抑制，本文为每个类别设计

了一个背景集［BGD-Set］，其中包含了 n个可能与该类

别共同出现的背景单词 . 具体而言，对于［CLS］中的每

个类别 k，将以下查询语句作为ChatGPT［42］的输入：“列

出 n 个可能与类别 k 共同出现的背景的英文单词”，

ChatGPT 将返回一个包含 n 个背景单词的列表，这样，

每个类别都能获得n个相关的背景元素 .
由于每张图像中的背景元素数量不固定，［BGD-

Set］中可能存在冗余信息，这些与图像特征无关的背景

文本可能会对模型的性能产生影响 . 因此，本文提出自

适应阈值筛选方法，根据背景文本与图像前景区域之

间的相似度，自动筛选出与目标区域相关性较高的背

景文本进行背景抑制，从而有效地减少背景区域的误

激活 .
对于图像X中的类别 k，将其前景区域FG经过 fi (×)

编码后，得到图像前景区域的表示向量 v if
k . 同时，使用

包含m个上下文提示的［CTX-Set］与包含 n个背景文本

的［BGD-Set］组合，生成m × n个背景文本提示，通过 ft (×)
编码后，得到每个背景文本的表示向量 v tb

kl 如下：

ì
í
î

v if
k = fi (FG)

v tb
kl = ft (T

b
kl )

（8）
其 中 ，T b

kl 表 示 类 别 k 的 第 l 个 背 景 文 本 提 示 ，

lÎ{123m × n}. 得到背景文本提示后，对其进行自

适应阈值筛选 . 首先，计算图像前景区域 v if
k 与每个背

景文本提示 v tb
kl 之间的余弦相似度，评估每个背景文本

与前景区域的相似性：

sim(v if
k v

tb
kl )=

v if
k × v tb

kl

|| v if
k ´ || v tb

kl

（9）
上式计算得到一个长度为 m 的相似度向量，该向

量中每个元素表示相应背景文本提示与图像前景区域

的相似程度 . 然后，为阈值 θ设定一个初始值，根据 θ筛

选出与前景区域相似度大于该阈值的背景文本提示，

这些提示被认为是可能在前景区域中出现的背景：

tl =
ì
í
î

1     sim(v if
k v

tb
kl )≥ θ

0     sim(v if
k v

tb
kl )< θ

（10）
其中，tl Î{01}，用于指示图像前景区域与背景文本的相

似度是否超过阈值，从而决定是否将该背景文本作为

有效的背景进行抑制 . 阈值 θ在训练过程中根据背景

抑制损失函数LBGS 进行动态更新，使其能够根据图像

内容和类别特征自适应调整：

θ′= θ - η
¶LBGS

¶θ
（11）

其中，θ为当前阈值；θ′为更新后的阈值；η为学习率；
¶LBGS

¶θ
为损失函数LBGS关于 θ的梯度 . 利用自适应阈值

筛选出的背景文本进行背景抑制，可以去除那些前景

区域中误激活的背景区域，有效缓解背景误激活问题 .
背景抑制损失函数LBGS定义为

LBGS =-∑
k = 1

K ∑
l = 1

m × n

yk × log ( )1 - sim(v if
k v

tb
kl )× tl （12）

其中，yk 为类别 k 的真实标签，tl Î{01}. 在模型训练过

程中，通过最小化损失函数LBGS，骨干网络会逐渐减少

CAM中与类别 k相关的背景区域的误激活，从而生成较

为准确的CAM，提升语义分割的性能 .
3. 5　语义分割

经过DCPS、ITCL和CSBS的共同优化后，模型能够

为每个类别生成高质量的 CAM. 生成 CAM 后，首先利

用 CRF消除噪声并精细化边界得到伪标签 . 然后使用

伪标签训练 IRNet，进一步扩展和优化激活区域，从而

获得更加准确的伪标签 . 最后，使用这些伪标签训练分

割网络，并通过CRF对结果进行修正，得到最终的分割

结果 .
3. 6　模型训练目标

为了进一步优化类激活图的质量，本文设计了

一个像素级的区域正则化项LREG，用于约束类激活图

的大小，确保模型准确定位目标区域，防止过度激活无

关区域：

LREG =
1

KHW ∑
k = 1

K ∑
h = 1

H ∑
w = 1

W

Pk (hw) （13）
因此，在 CA-CL 训练过程中共使用了 3 个损失函

数，包括L ITC、LBGS和LREG. 模型的总体训练目标为

L = α ×L ITC + β ×LBGS + γ ×LREG （14）

1746



第 6 期 白雪飞:类感知对比学习的弱监督语义分割

其中，超参数 α、β和 γ为可调整的损失权重，旨在确保

模型在训练过程中能够充分利用文本提示信息，准确

激活目标区域，并有效抑制背景区域的误激活，生成更

加完整的CAM，从而提升语义分割精度 .
4　实验

4. 1　数据集和评估指标

本文在 PASCAL VOC 2012［23］和 MS COCO 2014［24］

数据集上评估了所提出的 CA-CL框架 . 其中，PASCAL 
VOC 2012包含 20个目标类别和 1个背景类别，训练集、

验证集和测试集分别包含1 464、1 449和1 456张图像 .
本文遵循文献［18~22］的设定，采用 10 582张图像的增

强训练集训练模型 . 由于 PASCAL VOC 2012数据集不

公开测试集真值，本文将测试集结果提交到官方评估

服务器评估其性能 . MS COCO 2014数据集中含有 80个

目标类别和 1 个背景类别，训练集和验证集分别包含

82 783 和 40 504 张图像 . 本文所有实验均采用平均交

并 比（mean Intersection over Union，mIoU）作 为 评 价

指标 .
4. 2　实验细节

本文使用 ResNet-50作为骨干网络，输入图像被随

机重新缩放，并通过随机裁剪到 512 × 512，以及水平翻

转来增强，采用 SGD作为默认优化器，学习率的调度使

用余弦退火策略，批处理大小为16，Epoch设置为20，初

始学习率为 0.000 25，权重衰减为 0.000 1. 损失函数

L ITC 中 margin 的值设为 0.5. 模型总体损失函数中超参

数α、β和 γ分别设置为 40、1和 0.4. 上下文提示集［CTX-

Set］中选取4句上下文提示（m=4）. 背景集［BGD-Set］中

每个类别包含了 5个可能与该类别共同出现的背景单

词（n=5）. 在MS COCO 2014数据集的实验中，设置保持

不变 .
生成 CAM 后，本文采用 CRF 修正得到伪标签，并

使用 IRNet进一步细化伪标签 . 在语义分割阶段，本文

采用基于ResNet-101［41］的DeepLabV2［2］作为分割网络，

将细化后的伪标签作为真实标签来训练分割网络Dee⁃
pLabV2. 在 PASCAL VOC 2012数据集上进行分割实验

时，使用MS COCO数据集预训练的权重，批处理大小为

10，初始学习率设置为 0.005，采用 SGD优化器，动量和

权重衰减分别为 0.9和 0.000 5，共进行 40 000次迭代训

练 . 在 MS COCO 2014数据集上进行分割实验时，使用

ImageNet［43］数据集预训练的权重，共进行 100 000次迭

代训练，其他设置保持不变 .
本文实验均基于 PyTorch 框架实现，在配备 40 GB

显存的NVIDIA A100 GPU上完成训练 .
4. 3　实验结果

本文对比了本文方法与其他方法生成的CAM和伪

标签质量，图 4展示了 CAM 的可视化结果，表 1列出了

结果对比 .

图 4展示了本文方法、骨干网络以及CLIMS模型生

成CAM的可视化对比结果，其中，白色虚线圈表示未能

激活的目标区域，红色虚线圈表示与类相关的背景区

域的误激活 . 实验结果表明，本文方法能够激活更完整

的目标区域，同时有效抑制周围背景区域 . 具体来说，

在图 4的前 7列中，骨干网络和CLIMS对火车、鸟、马和

船等区域激活不足，不能完整地覆盖目标区域，尤其是

对于船类别，这 2种方法都未能激活图中的船帆区域 .
与之相比，本文提出的 CA-CL所生成的 CAM 更加完整

紧凑，包含了更多合理的目标区域 . 分析图 4最后 2列

可以看出，骨干网络和 CLIMS 不仅存在目标区域激活

不足的情况，还存在与类别相关的背景区域的误激活 .
然而，本文所提出的 CA-CL 方法，通过 DCPS 为每幅图

像生成合适的文本提示，利用 ITCL准确激活目标区域，

图4　不同方法在PASCAL VOC 2012训练集上生成CAM的可视化结果
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同时在CSBS的监督下有效地减少背景区域的误激活，

生成了更加完整的CAM.
表 1 列出了本文方法与其他方法在 PASCAL VOC 

2012训练集上生成CAM和伪标签的实验结果，本文提

出方法所生成 CAM 的 mIoU 值达到 64.4%，明显优于

CLIMS［18］和 POLE［19］等方法 . 此外，本文在实验中对生

成伪标签的性能进行了比较，结果如表 1 最后 1 列所

示，本文方法生成的 CAM 经过细化后，生成伪标签的

mIoU 值达到 76.0%，相比 DALNet［22］方法提高了 0.8 个

百分点，相较于POLE方法提高了 1.8个百分点，在所有

对比方法中表现最佳，充分验证了本文方法的有效性 .

为了进一步评估分割结果的质量，本文使用生成

的伪标签，在基于 ResNet-101 的 DeepLabV2 网络上训

练，得到最终的分割模型，并在PASCAL VOC 2012数据

集的验证集和测试集上进行验证 . 如图 5所示，展示了

本文方法在验证集上部分分割图的可视化结果，并将

其与 CLIMS 和 CLIP-ES［20］的结果比较，结果表明，本文

提出的 CA-CL 能够更准确地分割目标区域，同时有效

区分目标物体周围的背景区域 . 具体来说，在前 5列比

较简单的场景中，CLIMS和CLIP-ES对于火车、飞机、人

和马等区域中都存在目标区域分割不足的情况，而且

还将背景区域错误地识别为前景对象 . 与之相比，CA-

CL的分割结果中目标区域更加完整，并且背景区域也

能够得到较好的分割 . 在图 5后 4列较复杂的场景中，

CLIMS 和 CLIP-ES 的分割结果都出现了目标区域分割

不准确、前景对象边界不清晰和背景误分割等问题，例

如倒数第 3列，CLIMS和 CLIP-ES方法将桌上的其他物

品错误地预测为瓶子，倒数第 2列的图像中，人物的腿

部区域不能被正确地分割出来，与之相比，CA-CL能够

在一些复杂场景下获得更准确的分割图，边界也比较

清晰 . 综上所述，本文所提出的CA-CL在不同类别及复

杂场景中都取得了较好的分割效果，优于所有对比

方法 .
表 2列出了本文方法在 PASCAL VOC 2012验证集

上的语义分割结果 . 其中 I 表示图像级监督，I+L 表示

在使用图像级标签外，还额外使用了文本提示 . 实验结

果表明，本文提出的 CA-CL 方法在验证集和测试集上

的 mIoU值分别达到 71.8%和 71.9%，在验证集上，相比

POLE 提高了 0.3 个百分点，比 DALNet 提高了 0.4 个百

分点；在测试集上，相比 CLIMS 高出 1.9 个百分点，比

CLIP-ES、POLE和DALNet均高出 0.5个百分点，优于所

有对比方法，获得了较好的弱监督语义分割精度 .
为了进一步验证本文方法对于多目标和小尺寸目

标的分割性能，本文在MS COCO 2014数据集上进行了

相关实验 . 与 PASCAL VOC 2012 相比，该数据集类别

更为丰富，包含大量具有多个目标类别的图像，对模型

的性能要求更高 . 实验结果如表 3 所示，CA-CL 在 MS 
COCO 2014 验证集上的 mIoU 值达到了 43.9%，比同为

文本提示的方法 QA-CLIMS 和 DALNet 分别高出 0.7 和

表1　不同方法在PASCAL VOC 2012训练集上的结果对比

方法

MCTfomer(CVPR2022)[44]

CLIMS(CVPR2022)[18]

W-OoD(CVPR2022)[45]

AMN(CVPR2022)[26]

FPR(ICCV2023)[27]

D2CAM(ICCV2023)[46]

ToCo(CVPR2023)[32]

APC(EAAI2024)[33]

TKP-PCL(SMC2024)[47]

POLE(WACV2024)[19]

DALNet(ECCV2024)[22]

本文方法

骨干网络

ViT-B
ResNet-50
ResNet-50
ResNet-50
ResNet-50
ResNet-50

ViT-B
ViT-B
ViT-B

ResNet-50
ViT-B

ResNet-50

mIoU/%
CAM
61.7
56.6
59.1
62.1
63.8
58.0
—

—

—

59.0
—

64.4

伪标签

69.1
70.5
72.1
72.2
66.4
71.4
73.6
74.6
74.6
74.2
75.2
76.0

图5　不同方法在PASCAL VOC 2012验证集上的可视化结果
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1.2个百分点，优于所有对比方法，充分验证了本文所提

方法的有效性 .
4. 4　消融实验

本文对设计的 3 个模块进行了消融实验，包括

DCPS、ITCL 和 CSBS，每个模块在引导骨干网络生成

CAM 的过程中发挥不同的作用 . 随后，本文探讨了每

个损失函数的影响，评估其在训练过程中的优化效果 .
此外，本文还分析了上下文提示集［CTX-Set］中上下文

提示模板的选取和背景集［BGD-Set］中各类别背景词

的数量配置 . 所有消融实验均在 PASCAL VOC 2012训

练集上进行 .
4. 4. 1　上下文提示动态选择策略的影响

本文使用 DCPS 获取的上下文提示与多种不同的

单一上下文提示，包括“a photo of ｛｝. ”“a clean origami 
｛｝. ”“a picture of ｛｝. ”“an image of ｛｝. ”和“a snapshot of 
｛｝. ”，分别对 CA-CL 进行训练，并对比其可视化结果 .
如图 6所示，不同上下文提示对不同类别的 CAM 目标

区域的激活程度不同，例如第 1 行使用“an image of 
｛｝. ”作为上下文生成的文本提示对火车类别的激活

程度较好，第 2行使用“a photo of ｛｝. ”为人类别生成了

更完整的 CAM，而本文设计的 DCPS 能够根据不同类

别动态选择最合适的上下文生成文本提示，从而激活

更加完整的目标区域，生成较为完整的 CAM. 本文还

比较了不同单一上下文提示与 DCPS 生成 CAM 的

mIoU 值，结果如表 4 所示，可以看出，采用 DCPS 生成

CAM 的 mIoU 值达到了 64.4%，在性能上显著优于单一

的文本提示，能够有效地引导骨干网络生成更完整的

CAM.

表2　不同方法在PASCAL VOC 2012验证集上的结果对比

监督

I
I
I
I
I
I
I
I
I
I
I
I

I+L
I+L
I+L
I+L
I+L

方法

MCTfomer(CVPR2022)[44]

AMN(CVPR2022)[26]

VWL(IJCV2022)[48]

SIPE(CVPR2022)[49]

FPR(ICCV2023)[27]

D2CAM(ICCV 2023)[46]

ToCo(EAAI 2023)[33]

LPCAM(CVPR2023)[50]

SMA(WACV2024)[37]

DSCNet(CVPR2024)[51]

MCC(WACV2024)[52]

SFC(AAAI2024)[53]

CLIMS(CVPR2022)[18]

CLIP-ES(CVPR2023)[20]

POLE(WACV2024)[19]

DALNet(ECCV2024)[22]

本文方法

mIoU/%
验证集

61.7
70.7
70.6
68.2
70.3
71.2
69.8
70.1
70.9
70.3
70.3
70.2
70.4
71.1
71.5
71.4
71.8

测试集

69.1
70.6
70.7
69.5
70.1
70.7
70.5
70.4
70.8
71.1
71.2
71.4
70.0
71.4
71.4
71.4
71.9

表3　不同方法在MS COCO 2014验证集上的结果对比

监督

I
I
I
I
I

I+L
I+L
I+L

方法

SIPE(CVPR2022)[49]

MCTformer(CVPR2022)[44]

ToCo(CVPR2023)[32]

LPCAM(CVPR2023)[50]

MCC(WACV2024)[52]

QA-CLIMS(ACM2023)[21]

DALNet(ECCV2024)[22]

本文方法

mIoU/%
40.6
42.0
42.3
42.8
42.3
43.2
42.7
43.9

图6　不同上下文提示与DCPS所生成CAM的可视化结果
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4. 4. 2　图像-文本对比学习的效果

在CA-CL框架中，利用DCPS生成的文本提示与图

像前景区域和背景区域进行对比学习 . 通过最大化前

景区域与其对应文本的相似度，同时最小化背景区域

与前景文本的相似度，生成的 CAM 能够逐渐接近目标

物体 . 本文使用 DCPS和 ITCL组合方法实验，如图 7第

2 行所示，使用 DCPS+ITCL 方法生成的 CAM 能够较为

完整地覆盖目标物体，但是部分场景还存在背景区域

误激活现象 . 实验结果如表 5所示，使用 DCPS和 ITCL
组合生成 CAM 的 mIoU值达到 58.4%，证明了该方法在

前景目标区域定位上的有效性 .
4. 4. 3　类别特定背景抑制模块的作用

尽管 DCPS+ITCL 方法能够确保 CAM 较为完整地

覆盖目标物体，但其没有充分考虑类相关背景的误激

活问题，背景区域的误激活会产生不必要的噪声，影响

分割精度 . 为了解决这一问题，本文引入了CSBS，通过

构建类别特定的背景集，结合自适应阈值筛选背景文

本提示，有效减少了背景区域的误激活，结合背景抑制

损失函数，CSBS 能够显著提高 CAM 的完整性，有效抑

制背景干扰 . 加入背景抑制模块生成CAM的可视化结

果如图 7 第 3 行所示，在 DCPS+ITCL 的基础上引入

CSBS，生成的 CAM 显著减少了背景区域的误激活，例

如，在前 4 列中，采用 DCPS+ITCL 方法的船、汽车和火

车等目标在激活时通常伴随着背景区域的误激活，而

引入 CSBS 后，能够有效抑制这些背景区域的误激活 .
图 7的后 4列进一步展示了CSBS在复杂场景或多目标

图像中的背景抑制效果，实验结果表明，即使在复杂场

景中，CSBS仍能显著减少背景误激活，帮助生成更精确

的CAM. 例如，在包含汽车、自行车、火车和人等多目标

图像中，CSBS均能有效抑制背景误激活，提升目标区域

的定位精度 . 表 5 展示了引入 CSBS 后生成 CAM 的

mIoU 值，达到 64.4%，性能得到显著提升 . 综上，CSBS
有效地减少了背景区域的误激活，生成了更加准确和

完整的CAM.

4. 4. 4　损失函数的影响

本文评估了不同损失函数对模型性能的影响，实

验结果如表 6 所示，在仅使用对比学习损失时，生成

CAM 的 mIoU 值为 57.9%；在结合对比学习损失和区域

正则化损失时，mIoU值提升至 58.4%；在结合对比学习

损失和背景抑制损失时，CAM的质量进一步提高，mIoU
值达到 62.7%；最终，在结合所有损失函数时，生成的

CAM 达到最佳效果，mIoU 值为 64.4%. 以上结果表明，

每个损失函数都能够有效提升CAM的质量 .

4. 4. 5　上下文提示集中模板的选取

本文在 CA-CL 中对［CTX-Set］的上下文提示模板

的选择进行系统分析，研究不同数量上下文提示模板

表4　不同上下文提示与DCPS生成CAM的结果对比

上下文提示

a photo of {}.

a clean origami {}.

an image of {}.

a picture of {}.

a snapshot of {}.

DCPS

mIoU/%
62.8
59.8
62.7
61.9
60.3
64.4

图7　不同方法生成CAM的可视化结果

表6　不同损失函数组合生成CAM的结果对比

对比学习损失

√
√
√
√

背景抑制损失

—

—

√
√

区域正则化损失

—

√
—

√

mIoU/%
57.9
58.4
62.7
64.4

表5　不同方法生成CAM的结果对比

DCPS+ITCL
√
√

加入CSBS
—

√

mIoU/%
58.4
64.4
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对模型性能的影响 . 首先，本文收集了 5个常用的上下

文提示模板，包括“a photo of ｛｝. ”“a clean origami ｛｝. ”
“a picture of ｛｝. ”“an image of ｛｝. ”和“a snapshot of 
｛｝. ”，基于这些模板设计不同数量的组合，即针对每种

数量设置，列举所有的模板组合，按照默认配置进行对

比实验，并选取其中性能最佳的结果进行分析，以探讨

不同模板的选取对模型性能的影响，实验结果如表 7
所示 .

由表 7可知，在PASCAL VOC 2012训练集上， 随着

模板数量的增加，模型性能逐步提升，这说明多样化的

上下文信息能够为模型提供更全面的语义特征，激活

更加完整的目标区域 . 当 m=4时，模型性能最佳，此时

［CTX-Set］中上下文提示模板分别为“a photo of ｛｝. ”
“an image of ｛｝. ”“a picture of ｛｝. ”和“a snapshot of 
｛｝. ”. 然而，当模板数量增加到5个时，模型性能出现下

降，这可能是由于模板过多引入了冗余信息，从而影响

了性能 . 同时，增加模板数量延长了模型的训练时间，

并对计算成本需求更大，对于较大的数据集，这种影响

会更加显著 . 此外，实验中还发现，模型的整体性能与

［CTX-Set］中所采用的不同模板组合有关，与各个模板

的排列顺序无关，也并不依赖于单个模板的独立性能 .
综合考虑整体性能与计算成本，本文最终确定使

用 4 个上下文提示模板进行组合（m=4），具体为“a 
photo of ｛｝. ”“an image of ｛｝. ”“a picture of ｛｝. ”和“a 
snapshot of ｛｝. ”.
4. 4. 6　背景集中各类别背景词数量配置

本文对背景集［BGD-Set］中各类别的背景词数量 n
进行了消融实验，以评估其对 CA-CL 的影响 . 具体而

言，首先设定 n=3，4，5，6，7，使用ChatGPT获取背景词，

然后进行对比实验，实验结果如表 8所示，当 n取值为 3
或 4时，模型的性能表现不佳，这可能是由于背景词过

少，导致背景信息不充分，从而限制模型对背景区域的

抑制能力；当 n=5时，模型的性能最佳，同时计算成本和

训练时间相对适中；当 n>5时，模型性能出现了略微下

降，这可能是由于引入了冗余的背景信息，产生干扰，

导致背景过度抑制 . 此外，背景词数量的增加提高了计

算成本和训练时间，且在类别数量较多的数据集中，这

种影响尤为明显 . 最终，本文选择 n=5 作为［BGD-Set］
的背景词数量 .

5　结论

本文提出了一种 CA-CL 的弱监督语义分割框架，

利用文本提示引导模型生成高质量的 CAM. 该框架引

入DCPS、ITCL和CSBS，有效提升了模型定位目标物体

的能力，并减少背景区域的误激活，能够生成较为完整

的类激活图，提升了弱监督语义分割的性能 . 在

PASCAL VOC 2012 和 MS COCO 2014 数据集上进行的

大量实验验证了本文方法的有效性 . 然而，尽管CA-CL
在生成完整的CAM和抑制背景误激活方面取得了良好

效果，但是也存在对文本提示和背景集的依赖 . 未来的

研究将聚焦于生成高质量的文本提示和优化背景抑制

策略，以进一步提升模型的分割性能 .
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