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摘 要： 已有单类分类算法通常采用欧氏测度描述样本间相似关系，然而欧氏测度有时难以较好地反映一些数

据集样本的内在分布结构，为此提出一种用于改善单类分类器描述性能的高维空间单类数据距离测度学习算法，与已

有距离测度学习算法相比，该算法只需提供目标类数据，通过引入样本先验分布正则化项和 Ｌ１范数惩罚的距离测度
稀疏性约束，能有效解决高维空间小样本情况下的单类数据距离测度学习问题，并通过采用分块协调下降算法高效的

解决距离测度学习的优化问题．学习得到的距离测度能容易地嵌入到单类分类器中，仿真实验结果表明采用学习得到
的距离测度能有效改善单类分类器的描述性能，特别能够改善覆盖分类的描述能力，从而使得单类分类器具有更强的

推广能力．
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１ 引言

在故障诊断、身份识别、异常检测、疾病监测等应用

中普遍存在单类分类问题，与二分类和多分类问题不同，

单类分类器仅有目标类样本可用［１～３］．单类分类器的设
计目标是确定目标类样本的覆盖函数，使得目标类样本

因覆盖被接受，而非目标类样本未被覆盖而被拒绝．
针对单类分类问题，国内外已有工作按其原理可分

为密度函数法、神经网络模型、数据聚类模型和边界描

述方法：（１）密度函数法就是通过参数化或非参数化方
法估计训练样本的密度分布模型，通过设置密度门限，

当测试样本点密度小于给定门限时将被拒绝，例如高斯

混合模型和Ｐａｒｚｅｎ窗函数法．在目标类样本集维数较低
且样本数较多时密度函数法比较有效，但在高维有限样

本情况下密度估计的方法不能真实反映模式的统计分

布特征，难以对目标类数据的稀疏区域做出正确判决；
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（２）神经网络模型主要包括自动编码器（ＡｕｔｏＥｎｃｏｄｅｒｓ）、
学习矢量量化（ＬｅａｒｎｉｎｇＶｅｃｔｏｒＱｕａｎｔｉｚａｔｉｏｎ，ＬＶＱ）和自组
织特征映射（ＳｅｌｆＯｒｇａｎｉｚｉｎｇＭａｐ，ＳＯＭ）等．神经网络模型
对非线性问题有较好的分类效果，其缺点在于网络训

练需预先确定较多参数，如网络隐层数和每层神经元

数目；（３）数据聚类模型认为目标类样本满足某种聚类
假设，对数据进行聚类，以测试样本到最近簇类中心的

距离判定是否为目标类，如 ｋｍｅａｎｓ、ｋｃｅｎｔｅｒｓ和单类聚
类数据描述模型［４］；（４）边界描述方法通过对目标类数
据的学习，形成一个围绕目标类的边界，如超平面、超

球等，并且最小化目标类数据支撑域的体积，以达到错

误接受率最小的目的，代表方法是支持向量数据描述

（ＳｕｐｐｏｒＶｅｃｔｏｒＤａｔａＤｅｓｃｒｉｐｔｉｏｎ，ＳＶＤＤ）［５］和单类支持向量
机（ＯｎｅＣｌａｓｓＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅｓ，ＯＣＳＶＭ）［６］，还有一
些非参数的边界描述方法，如最近邻（１ＮｅａｒｅｓｔＮｅｉｇｈ
ｂｏｕｒ，１ＮＮ）、ｋ近邻（ｋＮｅａｒｅｓｔＮｅｉｇｈｂｏｕｒ，ｋＮＮ）法和最小
生成树覆盖模型（ＭｉｎｉｍｕｍＳｐａｎｎｎｉｎｇＴｒｅｅＣｌａｓｓＤｅｓｃｒｉｐ
ｔｏｒ，ＭＳＴＣＤ）［７］．数据聚类模型和边界描述方法能提供对
目标类样本较直观的数据分布描述，然而数据聚类模

型和边界描述方法的性能都依赖于样本间的距离测

度，通常这些算法采用经典欧氏测度来描述样本间相

似关系，面临的问题是欧氏测度忽略了样本分布的统

计特性，采用欧氏测度有时无法合理揭示数据的内在

分布结构，从而影响这些方法对数据的描述能力．如果
能从目标类样本中学习到一个适合描述样本间相似关

系的距离测度，则将会保证这些方法对数据的描述性

能，提高其推广能力，这就是本文工作的出发点．
针对距离测度学习的问题，已经有不少学者做了

相关研究［８～１４］．基本思想是通过引入有限的同类样本
相似约束和不同类样本不相似约束学习一个距离测

度，学习的距离测度被用于改善数据聚类或分类．如文
献［８］中提出的用于改善 ｋＮＮ分类性能的距离测度学
习算法，文献［９，１０］中提出的用于改善数据聚类或分类
的距离测度学习算法．核矩阵距离测度学习则是一种
更加灵活的距离测度学习算法，这种距离测度学习等

价于学习样本空间的非线性变换，如文献［１３，１４］中提
出用于半监督聚类的核矩阵距离测度学习算法．这些
算法都从不同类别的最佳划分出发，使得同类样本间

距离较近，不同类样本间距离较远，通过最小化相应的

损失函数使得不同类别之间存在较大的间隔．然而对
于仅有单类数据的距离测度学习的相关研究存在不

足，文献［１５］中提出一种流形嵌入的支持向量数据描
述，用测地距离代替原空间欧氏距离，对于高维空间的

流形数据描述取得不错的效果，该方法的缺点是测试

样本到目标类样本覆盖模型的距离计算比较复杂．鉴
于此，本文提出Ｌ１范数约束的单类数据距离测度学习

算法，该算法通过引入样本先验分布正则化项和距离

测度稀疏性约束，能有效解决高维空间小样本情况下

单类数据的距离测度学习问题，学习的距离测度能容

易地嵌入到单类分类器中，进而改善分类器的性能．

２ 一类数据距离测度学习问题

距离测度是描述样本间相似关系的一种度量，对

于不少数据集，直接使用某种固定相似性度量（如欧氏

距离）有时难以反映样本间相似关系，如何保持二者的

一致性是距离学习的关键问题．单类数据距离测度学
习就是利用已有目标类样本间相似程度的先验知识来

学习距离测度，使之能较好的描述数据样本间相似

关系．
２１ 目标类样本间相似约束

给定一个有 ｎ个目标类样本的训练集 Ｘ＝
ｘｉ∈Ｒ{ }Ｎ ｎ

ｉ＝１，单类数据距离学习目标是学习一个马氏

距离测度 Ｍ：
ｄＭ（ｘｉ，ｘｊ）＝ ｘｉ－ｘ

 

ｊ
２
Ｍ＝（ｘｉ－ｘｊ）ＴＭ（ｘｉ－ｘｊ）（１）

为保证学习距离的有效性，式中 Ｍ∈ＲＮ×Ｎ是一个半正
定矩阵，当 Ｍ为单位阵时即为欧氏距离．假定存在一
个线性变换 Ｇ使得Ｍ＝ＧＴＧ，则该问题等价于学习一
个线性变换后的欧氏距离，即有：

ｄＭ（ｘｉ，ｘｊ）＝ ｘｉ－ｘ

 

ｊ
２
Ｍ

＝（ｘｉ－ｘｊ）ＴＭ（ｘｉ－ｘｊ）
＝（ｘｉ－ｘｊ）ＴＧＴＧ（ｘｉ－ｘｊ）

＝ Ｇ（ｘｉ－ｘｊ

 

）２
２ （２）

目标样本间相似约束根据先验知识确定，当没有

先验知识可用时，可计算每个目标样本欧氏距离的 ｋ
近邻与其组成的点对作为相似约束先验知识，定义关

联矩阵 Ｋ表示目标类样本间相似约束：

Ｋｉｊ＝
１， ｘｉ与ｘｊ相似
０， ｘｉ与ｘｊ{ 不相似

（３）

学习的距离测度就是最小化样本间的相似约束，即最

小化下式的损失函数：

ｌｏｓｓ＝１２∑
ｎ

ｉ，ｊ＝１
Ｇ（ｘｉ－ｘｊ

 

）２
２Ｋｉｊ

＝∑
ｎ

ｉ，ｊ＝１
（ｘＴｉＧＴＧｘｉ－ｘＴｉＧＴＧｘｊ）Ｋｉｊ

＝∑
ｎ

ｉ，ｊ＝１
（ｘＴｉＭｘｉ－ｘＴｉＭｘｊ）Ｋｉｊ

＝ｔｒ（ＸＴＭＸＤ）－ｔｒ（ＸＴＭＸＫ）
＝ｔｒ（ＸＤＸＴＭ）－ｔｒ（ＸＫＸＴＭ）
＝ｔｒ（Ｘ（Ｄ－Ｋ）ＸＴＭ）
＝ｔｒ（ＸＬＸＴＭ） （４）

式中 Ｘ＝ ｘ１，ｘ２，…，ｘ[ ]ｎ 表示样本集，Ｄ为对角阵，其
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对角阵元素等于矩阵 Ｋ相应列元素的和，Ｌ＝Ｄ－Ｋ表
示拉普拉斯矩阵．
２２ 数据分布先验知识约束

在不引入数据分布先验知识约束情况下，最小化

式（４）将收敛于零解．这里引入一个基于信息论的先验
分布正则化项［９］，给定一个初始矩阵 Ｍ０确定关于目标
类数据分布的先验知识，学习目标是最小化由凸函数

ｇ（Ｘ）＝－ｌｏｇｄｅｔ（Ｘ）确定的所求马氏距离测度 Ｍ与先
验分布Ｍ０之间的Ｂｒｅｇｍａｎ偏移
Ｄｇ（Ｍ，Ｍ０）＝ｔｒ（ＭＭ－１０ ）－ｌｏｇｄｅｔ（ＭＭ－１０ ）－Ｎ

（５）
式中 Ｎ是数据维数．最小化式（５）即使得学习的距离测
度 Ｍ与数据先验分布Ｍ０尽可能的接近．该优化是基
于信息论的，因为最小化式（５）也即最小化以 Ｍ和Ｍ０
为协方差矩阵的两个多变量高斯函数的相关熵．当样
本分布为正态分布时，Ｍ０可取为样本的协方差矩阵，
当无法确定其分布时可取为确定欧氏距离的单位阵，

因为单位阵给出了数据分布无偏的先验分布信息．
２３ 距离测度稀疏性约束

已有研究表明，样本空间特别是高维样本空间，样

本不同特征间具有稀疏相关性的特点，样本的精度矩

阵（协方差矩阵的逆）中非对角线元素往往仅有少量的

非零元素，稀疏距离测度能真实反映样本空间的特征

相关性．为了获得距离测度的稀疏解，可以最小化距离
测度 Ｍ的 Ｌ０范数，然而 Ｌ０范数的求解是 ＮＰ困难的．
在样本空间足够稀疏时，可以等价的用Ｌ１范数替代，即
最小化距离测度 Ｍ中元素绝对值的和［１６］．另一方面，
样本的精度矩阵中对角线元素往往有比非对角线元素

较大的值，不具有稀疏性．因此这里对学习的距离测度
Ｍ施加非对角线元素稀疏性约束，即最小化式（６）来寻
求距离测度 Ｍ的稀疏解．

 

Ｍ １，ｏｆｆ＝∑
ｉ≠ｊ

Ｍｉ，ｊ （６）

上述的数据分布先验知识约束和距离测度的稀疏

性约束相互补充，稀疏性约束就是寻求一个稀疏的距

离测度来控制测度复杂性，而数据先验分布束使得学

习的距离测度尽可能与样本先验测度相近．
综合上述先验分布正则化项和距离测度稀疏性约

束，最终距离测度学习的目标函数为

ｍｉｎ ｔｒ（μＸＬＸ
ＴＭ）＋ｔｒ（Ｍ－１０ Ｍ）

－ｌｏｇｄｅｔ（Ｍ）＋λ

 

Ｍ １，ｏｆｆ

＝ｔｒ（（μＸＬＸ
ＴＭ＋Ｍ－１０ ）·Ｍ）

－ｌｏｇｄｅｔ（Ｍ）＋λ

 

Ｍ １，ｏｆｆ

ｓｕｂｊｅｃｔｔｏ：ｄｅｔ（Ｍ）≥０ （７）
式中略去了关于 Ｍ０的常数项，参数μ和λ分别是目标
样本相似性和距离测度稀疏性与先验分布 Ｍ０正则化

项的平衡参数．目标函数中 －ｌｏｇｄｅｔ（Ｍ）和
 

Ｍ １，ｏｆｆ是

关于 Ｍ的凸函数，另一方面 ｔｒ（（μＸＬＸ
ＴＭ＋Ｍ－１０ ）·Ｍ）

为线性项，所以总的目标函数为凸函数，存在一个全局

最优解．
２４ 距离测度学习算法

式（７）的优化可以通过正定优化算法求解，然而正
定优化的求解比较复杂［１７］．这里采用一种效率较高的
分块协调下降算法．与正定优化不同，该算法通过优化
矩阵 Ｍ的逆来求解而不是直接优化矩阵Ｍ．令 Ｗ表示
矩阵 Ｍ逆的估计，Ｓ＝μＸＬＸ

ＴＭ＋Ｍ－１０ ，该算法一次只
优化矩阵 Ｗ的一行和一列，直到解收敛．具体的，将 Ｗ
和Ｓ分块为：

Ｗ＝
ｗ１１ ｗ１２
ｗＴ１２ ｗ[ ]

２２
，Ｓ＝

Ｓ１１ Ｓ１２
ＳＴ１２ Ｓ[ ]

２２
（８）

式中 ｗ１１∈Ｒ（Ｎ－１）×（Ｎ－１），ｗ１２∈Ｒ（Ｎ－１）．文献［１７］表明
ｗ１２的解满足：

ｗ１２＝ａｒｇｍｉｎｙＴｗ－１１１ｙ∶ｙ－Ｓ

 

１２ ∞≤{ }λ （９）
这是一个简单界二次规划问题，可通过其对偶问题求

解：

ｍｉｎ
α

１
２ ｗ１／２１１α－ｗ－１／２１１ Ｓ

 

１２
２＋λ

 

α{ }１ （１０）

如果式（１０）解为α，则式（９）解为 ｗ１２＝ｗ１１α．每次优化
最后一列后，将下一目标列交换至最后一列优化，更新

Ｗ，迭代直到解收敛．研究表明如果用一个正定阵初始
化 Ｗ，则优化过程中 Ｗ保持正定且不可逆，且这个优
化过程是收敛的［１７］．求得 Ｗ后可通过Ｗ的逆求得Ｍ．
距离测度的分块协调下降学习算法流程图如图１所示．
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３ 嵌入距离测度的单类分类器

学习的距离测度能容易地嵌入到基于欧氏距离的

单类分类器中，如 ｋｍｅａｎｓ、１ＮＮ、ｋＮＮ，ＳＶＤＤ等．在这些
算法中，用学习的距离测度代替欧氏距离，即计算（ｘｉ－
ｘｊ）ＴＭ（ｘｉ－ｘｊ）．然而对于大型数据集，这种计算是比较
耗时的．如前所述，如果存在一个线性变换 Ｇ使得Ｍ＝
ＧＴＧ，则样本间马氏距离测度等价于相应线性变换空
间的欧氏距离测度，即有：

ｄＭ（ｘｉ，ｘｊ）＝（ｘｉ－ｘｊ）ＴＭ（ｘｉ－ｘｊ）２２＝ Ｇ（ｘｉ－ｘｊ

 

）

（１１）
这里采用一种 Ｍ的特殊分解方式：Ｍ＝Ｍ１／２Ｍ１／２，对称
阵 Ｍ１／２定义为 Ｍ１／２＝ΓΛ１／２Γ，Γ是正定阵Ｍ的特征向
量，Λ 是对应的特征值．对数据集运用线性变换 Ｍ１／２

后，则在变换空间的欧氏测度等价于原特征空间学习

得到的距离测度．如此，只需通过一个线性变换，学习
的距离测度就可以进行维数约简［１８，１９］，然后可嵌入各

种基于欧氏距离的一类分类器中．

４ 实验仿真与分析

为了验证本文提出距离测度学习算法的有效性，

本文进行了三组实验，第一组采用两种随机产生的满

足高斯分布的三类数据样本（其中一类作为目标类样

本），后两组分别采用 ＵＣＩ数据集和 ＭＮＩＳＴ手写体数据
集．实验中距离测度学习的参数μ和λ经两次交叉验
证选择，先验分布矩阵 Ｍ０取单位阵．单类分类器选用
了１ＮＮ、ｋＮＮ、ｋｍｅａｎｓ和 ＳＶＤＤ，其中 ｋＮＮ中 ｋ值的选
取经最小化留一法错误率优化，ｋｍｅａｎｓ算法中 ｋ＝５，
ＳＶＤＤ采用高斯核，核带宽σ＝８，所有分类器的容错率
设为０１．

单类分类器的性能评价常采用 ＲＯＣ（ＲｅｃｅｉｖｅｒＯｐｅｒ
ａｔｉｎｇＣｈａｒａｃｔｅｒｉｓｔｉｃ）曲线，ＲＯＣ是单类分类器目标类接受
率与非目标类接受率比值的函数，其通过对单类分类

器决策变量阈值的变化提供了单类分类器的动态性能

观测．ＡＵＣ（ＡｒｅａＵｎｄｅｒＲＯＣＣｕｒｖｅ）是进一步衡量单类分
类器性能的评价指标，其反映单类分类器的综合性能，

故本文采用ＡＵＣ作为分类器的评价指标．
４１ 高斯分布样本点分类实验

本组实验比较如图２所示两种数据分布下采用欧
氏距离、马氏距离和学习距离测度的单类分类器性能，

各数据簇按高斯分布抽样，每类包含２００个样本．
实验时选取中间的数据簇样本作为目标类，其余

两类作为非目标类．实验重复２０次，每次实验中样本数
据按照图中相应高斯分布重新抽样生成．实验结果如
表１所示，其中测试集表示为：目标类测试样本数／非目
标类测试样本数．

表１ 两种高斯分布数据样本点的实验结果

数据集 训练集 测试集 距离测度 １ＮＮ ｋＮＮ ｋｍｅａｎｓ ＳＶＤＤ

数据分布１ ２００ ２００／４００
Ｅｕｃｌｉｄｅａｎ ０．９２２ ０．９９３４ ０．９９５４ ０．９９７７
Ｍａｈａｌａｎｏｂｉｓ ０．９２７６ ０．９９３１ ０．９９６７ ０．９９７８
ＬＭ ０．９２９９ ０．９９３４ ０．９９７１ ０．９９８５

数据分布２ ２００ ２００／４００
Ｅｕｃｌｉｄｅａｎ ０．９６６３ ０．９９９２ ０．９９９１ ０．９５６５
Ｍａｈａｌａｎｏｂｉｓ ０．９５９１ ０．９９９７ ０．９９９８ ０．９９９８
ＬＭ ０．９６４ ０．９９９６ ０．９９９８ ０．９９８８

实验结果表明，采用学习的距离测度单类分类器

表现出更好的描述性能，仅对数据分布２，１ＮＮ法的性
能略有下降，其原因是数据分布２中目标类样本中心与
非目标类样本距离较近，使得边界样本的错误率增加，

这也使得采用学习距离测度 ＳＶＤＤ性能较采用欧氏距

离的 ＳＶＤＤ获得较大提高．同时马氏距离测度也对一类
分类器的性能有所改进．图３示意了对两种数据分布分
别采用欧氏距离测度的 ＳＶＤＤ描述边界和学习距离测
度对应线性变换空间欧氏距离测度的 ＳＶＤＤ描述边界．
从图中可看出，直接在样本空间采用欧氏距离的 ＳＶＤＤ
对数据分布描述不够紧，存在误判率较高的问题，而进

行距离学习后，对应线性变换空间的 ＳＶＤＤ对数据的描
述更为紧，更能实现对目标数据集的有效覆盖．
４２ ＵＣＩ数据集实验

本组实验选择了 ＵＣＩ数据库中的 ｉｒｉｓ数据集、ｗｉｎｅ
数据集、ｉｏｎｏｓｐｈｅｒｅ数据集以及 ｓｏｎａｒ数据集作为研究对
象．实验中每次随机选择一半目标类样本作为训练集，
其余所有样本作为测试集．实验结果经２０次重复实验
取平均值，实验结果见表２，其中测试集表示为：目标类
测试样本数／非目标类测试样本数．ＵＣＩ数据集上距离
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学习的优化时间见表２最后一列．
从表２实验结果看出，采用学习的距离测度后各种

单类分类器都表现出更好的描述性能，可见将数据投

影到合适的空间，建立与数据分布合适的距离测度有

利于建立性能更佳的分类器．对于 ｗｉｎｅ数据集单类分
类器的描述性能改进最大．同时对于 ｉｒｉｓ、ｗｉｎｅ、ｉｏｎｏ

ｓｐｈｅｒｅ三个数据集采用马氏距离也取得较好的效果，然
而对于高维的ｓｏｎａｒ数据集，采用马氏距离无法描述样
本间的相似关系，而采用学习的距离测度对于１ＮＮ、ｋ
ｍｅａｎｓ和 ＳＶＤＤ的性能仍获得较大的提高．从表 ２中目
标类距离学习的优化时间看出特征维数为 ６０维的
ｓｏｎａｒ数据集的距离学习过程仅需５０ｓ左右．

表２ ＵＣＩ数据集的实验结果

数据集（维数） 目标类 训练集 测试集 距离测度 １ＮＮ ｋＮＮ ｋｍｅａｎｓ ＳＶＤＤ 优化时间（ｓ）

ｉｒｉｓ（４）

ｖｅｓｉｃｕｌａｒ ２５ ２５／１００
Ｅｕｃｌｉｄｅａｎ ０．９１５２ ０．９７４ ０．９７０８ ０．９６６５
Ｍａｈａｌａｎｏｂｉｓ ０．８９６８ ０．９７５９ ０．９８６０ ０．９８１０
ＬＭ ０．９１８３ ０．９７７ ０．９８０７ ０．９７６９

１．４

ｖｉｒｇｉｎｉｃａ ２５ ２５／１００
Ｅｕｃｌｉｄｅａｎ ０．９３３２ ０．９５５６ ０．９５３５ ０．９６２１
Ｍａｈａｌａｎｏｂｉｓ ０．９２６８ ０．９６０８ ０．９５６７ ０．９７１３
ＬＭ ０．９５７５ ０．９６０７ ０．９６０５ ０．９７２３

１４

ｗｉｎｅ（１３）

ｃｌａｓｓ１ ２９ ３０／１１９
Ｅｕｃｌｉｄｅａｎ ０．７５０３ ０．９０１７ ０．８９８４ ０．８７５３
Ｍａｈａｌａｎｏｂｉｓ ０．９６４３ ０．９６２ ０．９６１２ ０．９７２４
ＬＭ ０．９７３５ ０．９９０７ ０．９８７１ ０．９９１２

４２

ｃｌａｓｓ２ ３５ ３６／１０７
Ｅｕｃｌｉｄｅａｎ ０．６７１７ ０．８１８７ ０．７６８４ ０．８１０９
Ｍａｈａｌａｎｏｂｉｓ ０．８９２２ ０．９５３ ０．９６４ ０．９６
ＬＭ ０．８７３８ ０．９４２４ ０．９３８８ ０．９２１７

４３

ｉｏｎｏｓｐｈｅｒｅ（３４） ｇｏｏｄ １１２ １１３／１２６
Ｅｕｃｌｉｄｅａｎ ０．８４６１ ０．９５４５ ０．９５６３ ０．８１３４
Ｍａｈａｌａｎｏｂｉｓ ０．９４０５ ０．９６ ０．９６０２ ０．９５６６
ＬＭ ０．９２１８ ０．９６２ ０．９６１８ ０．９６１７

１２６

ｓｏｎａｒ（６０） ｍｉｎｅｓ ５５ ５６／９７
Ｅｕｃｌｉｄｅａｎ ０．７６４２ ０．８２１６ ０．７０１９ ０．５１６２
Ｍａｈａｌａｎｏｂｉｓ ０．３ ０．３ ０．３ ０．３
ＬＭ ０．７８２８ ０．８１６５ ０．７３４１ ０．６９６８

５０６

４３ ＭＮＩＳＴ手写数字体集实验
本组实验的数据来源于 ＭＮＩＳＴ手写体数字数据

库，该数据库包括０～９共 １０类数字手写体样本．训练
集有６万个样本，测试集有１万个样本．每一个样本都
归一化到２８×２８大小．实验中分别选用数字体１、３、５、
７、９做目标类，其余数字体做非目标类．目标类随机抽
取２００个样本进行训练．非目标类测试集每类随机抽取
２００个样本，实验结果经１０次重复实验取平均值，结果
见表 ３，表格中最后一列为目标类距离学习的优化
时间．

实验结果表明，采用学习的距离测度后单类分类

器对于数字体样本分布表现出更好的描述性能，特别

是对于 ＳＶＤＤ的性能提高最为明显，采用学习距离测度
后的 ＳＶＤＤ对于实验的数字体都表现出最好的性能，此
外马氏距离无法描述样本间相似关系，这表明本文引

入的高维空间下样本特征间稀疏相关性约束下的距离

测度学习是有效的合理的．此外，从表中最后一列可看
出本文算法对高维数字体集的距离学习时间约１６ｍｉｎ，
这表明本文学习算法的高效性．

５ 结论

本文提出一种高维空间下针对单类数据的稀疏距

离测度学习算法，并将学习的距离测度应用于单类分
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类器中．该算法充分考虑了高维空间中样本特征间稀
疏相关性的特点，引入样本先验分布正则化项和距离

测度 Ｌ１范数稀疏性约束构造距离学习的目标函数，构
造的目标函数具有全局最优解，可通过分块协调下降

算法高效优化求解．学习的距离测度能容易的嵌入各

种基于欧氏距离的一类分类器中．在人工和实际数据
集上的实验结果表明相比欧氏距离采用学习的距离测

度能有效改善单类分类器的描述性能，特别是能够较

好地改善ＳＶＤＤ的描述能力，从而使得单类分类器具有
更强的推广能力．

表３ ＭＮＩＳＴ手写数字数据集的实验结果

目标类 训练集 测试集 距离测度 １－ＮＮ ｋ－ＮＮ ｋ－ｍｅａｎｓ ＳＶＤＤ 优化时间（ｓ）

数字体１ ２００ ２００／１８００
Ｅｕｃｌｉｄｅａｎ ０．８８０５ ０．９９７８ ０．９９６７ ０．９９２４
Ｍａｈａｌａｎｏｂｉｓ ０．２ ０．２ ０．２ ０．２
ＬＭ ０．９５７２ ０．９９７ ０．９９７ ０．９９７

９５３．５

数字体３ ２００ ２００／１８００
Ｅｕｃｌｉｄｅａｎ ０．７８１５ ０．９２４６ ０．９３４３ ０．９０５４
Ｍａｈａｌａｎｏｂｉｓ ０．２ ０．２ ０．２ ０．２
ＬＭ ０．８６１１ ０．９２７２ ０．９３２３ ０．９３６３

９５９．７

数字体５ ２００ ２００／１８００
Ｅｕｃｌｉｄｅａｎ ０．８２９６ ０．９３７６ ０．９２０６ ０．８１１４
Ｍａｈａｌａｎｏｂｉｓ ０．２ ０．２ ０．２ ０．２
ＬＭ ０．８８１３ ０．９３４３ ０．９４２ ０．９４４３

９５５．３

数字体７ ２００ ２００／１８００
Ｅｕｃｌｉｄｅａｎ ０．８５９６ ０．９５７７ ０．９５５３ ０．９４２９
Ｍａｈａｌａｎｏｂｉｓ ０．２ ０．２ ０．２ ０．２
ＬＭ ０．９１４２ ０．９５９１ ０．９５８４ ０．９５９６

９５３．７

数字体９ ２００ ２００／１８００
Ｅｕｃｌｉｄｅａｎ ０．８４８ ０．９５４３ ０．９４６１ ０．９４０３
Ｍａｈａｌａｎｏｂｉｓ ０．２ ０．２ ０．２ ０．２
ＬＭ ０．９０６６ ０．９６０４ ０．９６２１ ０．９６４１

９５６．８
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