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摘 要： 将支持向量数据描述方法引入到多示例学习中，提出了三种基于 ＳＶＤＤ的多示例学习方法：基于包分
类和示例分类的 ＳＶＤＤ多示例学习方法 ＭＩＳＶＤＤ和 ｍｉＳＶＤＤ，以及基于正示例预测的 ＳＶＤＤ多示例学习方法 ＳＶＤＤ
ＭＩＬＤ－Ｉ．在ＭＵＳＫ数据集上的实验结果表明，ＭＩＳＶＤＤ方法和 ｍｉＳＶＤＤ方法的精度与 ＭＩＳＶＭ方法和 ｍｉＳＶＭ的总体
相当，ＳＶＤＤＭＩＬＤ－Ｉ方法的精度比较高，超过了我们已知的目前已发表的最好结果；对ＣＯＲＥＬ图像库进行基于内容的
图像检索的实验表明，ＳＶＤＤＭＩＬＤ－Ｉ方法的精度较高，并且比较好地区分了容易混淆的Ｂｅａｃｈ类图像与Ｍｏｕｎｔａｉｎｓ类图
像．
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１ 引言

在多示例学习（ｍｕｌｔｉｉｎｓｔａｎｃｅｌｅａｒｎｉｎｇ）中，训练集由
若干个具有概念标记的包（ｂａｇ）组成，每个包包含若干
个示例（ｉｎｓｔａｎｃｅｓ）．若一个包中至少有一个正示例，则该
包被标记为正，若一个包中所有示例都是负示例，则该

包被标记为负．多示例学习就是通过对训练包的学习得
到一个学习系统，使其尽可能正确地对训练集之外的包

的概念标记进行预测．
２０世纪９０年代，文献［１］在对药物活性预测问题的

研究中提出了多示例学习的概念，同时给出了三个求解

算法，并利用麝香（ＭＵＳＫ）分子数据进行了实验．在 Ｄｉ
ｅｔｔｅｒｉｃｈ等人之后，很多研究者开始致力于设计实用的

多示例学习算法．
１９９８年，文献［２］提出了求解多示例问题的多样性

密度（ＤｉｖｅｒｓｅＤｅｎｓｉｔｙ，简称ＤＤ）算法．２００２年，文献［３］将
ＳＶＭ（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，支持向量机）方法引入到多
示例学习问题中，提出了两种基于 ＳＶＭ的多示例学习
算法ＭＩＳＶＭ和 ｍｉＳＶＭ．２００４年，文献［４］将 ＤＤ算法与
ＳＶＭ方法相结合提出了ＤＤＳＶＭ方法．２００６年，文献［５］
提出了求解多示例问题的ＭＩＬＥＳ方法．２００９年，文献［６］
基于 ＳＶＭ思想在包和示例两个层面上通过关键示例构
造了两个凸优化方法来求解多示例学习问题．２０１０年，
文献［７］提出了 ＭＩＬＤ方法，该方法通过歧义性消除方
法和特征映射将问题转化成特征空间中标准的机器学

习问题，最后用ＳＶＭ方法进行求解．
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２００６年，文献［８］将多示例学习转化成以图为基础
的半监督学习，提出了 ＭＩＳＳＬ方法．２００７年，文献［９］将
多示例问题看成一种特殊的半监督学习问题，提出了

ＭｉｓｓＳＶＭ方法．２００８年，文献［１０］认为在不同的应用领
域，示例对包标记的影响是不同的，提出一种基于自适

应核函数的混合模型来．２００９年，文献［１１］放弃包中示
例都是独立同分布的假设，提出了两种多示例学习算

法ＭＩＧｒａｐｈ和ｍｉＧｒａｐｈ．２０１０年，文献［１２］提出了求解多
示例学习问题的条件随机场模型ＭＩＣＲＦ．２０１１年，文献
［１３］为了加速大规模多示例学习问题的训练过程，提出
了ＭＩＬＩＳ．

ＳＶＤＤ（ＳｕｐｐｏｒｔＶｅｃｔｏｒＤａｔａＤｅｓｃｒｉｐｔｉｏｎ，支持向量数据
描述）与 ＳＶＭ一样，都是核化形式的分类方法［１４］，并且
具有算法复杂程度低、对训练样本数据要求低等优

点［１５］．本文将ＳＶＤＤ方法引入到多示例问题的学习中，
基于 ＭＩＳＶＭ和 ｍｉＳＶＭ的思想［３］，提出了两种基于
ＳＶＤＤ的多示例学习方法：ＭＩＳＶＤＤ和 ｍｉＳＶＤＤ；吸收
ＭＩＬＤ方法［７］的思想，提出了一种基于 ＳＶＤＤ的多示例
学习方法：ＳＶＤＤＭＩＬＤ－Ｉ．

２ ｍｉＳＶＤＤ方法和ＭＩＳＶＤＤ方法

２１ 基于包分类的方法ＭＩＳＶＤＤ
给定训练集｛Ｘ１，…，Ｘｐ，Ｘｐ＋１，…，Ｘｐ＋ｑ｝，其中 Ｘｉ

是空间Ｒｎ上有限个样本点组成的集合，称为包．Ｘ１，…，
Ｘｐ为正包，其标记 Ｙ１＝…＝Ｙｐ＝１；Ｘｐ＋１，…，Ｘｐ＋ｑ为负
包，其标记 Ｙｐ＋１＝… ＝Ｙｐ＋ｑ＝－１．包中的样本点即为
示例，将所有包中的示例依次排列得到示例组成的集

合｛ｘ１，…，ｘｒ，ｘｒ＋１，…，ｘｒ＋ｓ｝，其中 ｒ和ｓ分别是所有正
包和所有负包中示例的个数．示例 ｘｉ的标记用ｙｉ来记，
显然 ｙｒ＋１＝…＝ｙｒ＋ｓ＝－１，而 ｙ１，…，ｙｒ的值不定．

借鉴ＭＩＳＶＭ思想［３］，ＭＩＳＶＤＤ方法寻找一个超球
Ｂ（ｃ，Ｒ）（ｃ表示球心，Ｒ表示半径）满足：①半径 Ｒ尽
可能小；②正包中至少有一个正示例被约束在超球内，

负包中所有负示例都被约束在超球外．在该方法中，每
个包对应一个松弛项ξｉ，它求解如下优化问题：

ｍｉｎ
Ｒ，ｃ，ξ
Ｒ２＋Ｃ∑

ｐ＋ｑ

ｉ＝１
ξｉ

ｓ．ｔ． Ｙｉｍａｘ
ｊ∈Ｉ（ｉ）
（Ｒ２－‖φ（ｘｊ）－ｃ‖

２）－ξｉ

ξｉ０， ｉ＝１，２，…，ｐ＋ｑ
其中φ（ｘ）是核函数，Ｉ（ｉ）＝｛ｊ｜ｘｊ∈Ｘｉ｝为包 Ｘｉ中示例
的下标集合．

上面的问题不是二次凸规划问题，下面我们通过

迭代求解一系列二次凸规划问题来实现它：

Ｓｔｅｐ１（初始化）：构建初始训练集 Ｔ＝｛珋ｘｉ｜ｉ＝１，２，

…，ｐ＋ｑ｝，其中珋ｘｉ＝∑
ｊ∈Ｉ（ｉ）

ｘｊ／｜Ｉ（ｉ）｜，ｉ＝１，２，…，ｐ；珋ｘｐ＋ｉ

＝ａｒｇｍｉｎ
ｘ∈Ｘｐ＋ｉ
｛ ｍｉｎ
ｔ∈｛^ｘｉ｜ｉ＝１，２，…，ｐ｝

‖ｘ－ｔ‖｝，ｉ＝１，２，…ｑ．

Ｓｔｅｐ２（训练）：用带负类的ＳＶＤＤ对训练集 Ｔ进行如
下训练，得到ＮＳＶＤＤ分类器．

ｍｉｎ
Ｒ，ｃ，ξ
Ｒ２＋Ｃ∑

ｐ＋ｑ

ｉ＝１
ξｉ

ｓ．ｔ． Ｙｉ（Ｒ２－‖φ（珋ｘｉ）－ｃ‖
２）－ξｉ

ξｉ０， ｉ＝１，２，…，ｐ＋ｑ
Ｓｔｅｐ３（更新）：用 ｆ（ｘ）＝Ｒ２－‖φ（ｘ）－ｃ‖

２对正包

中的示例进行计算，记珋ｘｉ＝ｘｊｉ，其中 ｊｉ＝ａｒｇｍａｘｊ∈Ｉ（ｉ）
ｆ（ｘｊ）＝

Ｒ２－‖φ（ｘｊ）－ｃ‖
２．对负包中的示例仍然按照Ｓｔｅｐ１中

的方式进行选择，然后组建更新后的训练集合 Ｔ＝｛珋ｘ１，
…，珋ｘｐ，珋ｘｐ＋１，…，珋ｘｐ＋ｑ｝．

Ｓｔｅｐ４（判断）：如果训练集合更新前后没有变化，则
转Ｓｔｅｐ５，否则转 Ｓｔｅｐ２．

Ｓｔｅｐ５（结束）：输出此时的解 ｃ，Ｒ，得到最终的决策
函数 ｆ（ｘ）＝Ｒ２－‖φ（ｘ）－ｃ‖

２．
２２ 基于示例分类的方法ｍｉＳＶＤＤ

借鉴ｍｉＳＶＭ思想［３］，ｍｉＳＶＤＤ方法寻找一个超球
Ｂ（ｃ，Ｒ）满足：①半径 Ｒ尽可能小；②正示例被约束在
超球内，负示例被约束在超球外．在该方法中，每个示
例对应一个松弛项ξｉ，它求解如下优化问题：

ｍｉｎ
ｙｉ
ｍｉｎ
Ｒ，ｃ，ξ

Ｒ２＋Ｃ∑
ｒ＋ｓ

ｉ＝１
ξｉ

ｓ．ｔ． ｙｉ（Ｒ２－‖φ（ｘｉ）－ｃ‖
２）－ξｉ，ξｉ０，

∑
ｉ∈Ｉ（ｊ）

ｙｉ＋１
２ １，当 ｊ＝１，２，…，ｐ时；

ｙｉ＝－１，当 ｉ＝ｒ＋１，ｒ＋２，…，ｒ＋ｓ时
这也不是二次凸规划问题，也要通过迭代求解一

系列二次凸规划问题来实现．不过，这次的训练样本不
再是每个包里选一个示例，而是全部示例都参与，即 Ｔ
＝｛ｘ１，…，ｘｒ，ｘｒ＋１，…，ｘｒ＋ｓ｝．初始时假定正包中的示例
标号 ｙ１＝…＝ｙｒ＝１，然后通过迭代逐步修正正包中的
示例标号，最后得到最终的决策函数．

３ ＳＶＤＤＭＩＬＤ－Ｉ方法

２０１０年，文献［７］提出了一种求解多示例问题的方
法—ＭＩＬＤ．本节，我们借鉴 ＭＩＬＤ方法的思想，提出一种
求解多示例问题的 ＳＶＤＤＭＩＬＤ－Ｉ方法，它首先通过某
种方式预测正包中的代表性正示例和负包中代表性负

示例，然后通过特征映射将问题映射到特征空间，从而

将多示例学习问题转化成特征空间中标准的机器学习

问题，最后用带负类的ＮＳＶＤＤ方法进行求解．
３１ 正示例预测

根据多示例学习的含义，正包中示例类别标号是

不明确的，我们仅仅知道的是它至少包含一个正示例．
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因此，本小节的目的就是预测正包中代表性的正示例．
定义１ 如果 ｔ是正示例，那么一个示例 ｘ是正示

例的概率定义为：

Ｐｘ，ｔ＝Ｐｒ（ｙｘ＝＋１／ｙｔ＝＋１）＝ｅｘｐ（－‖
ｔ－ｘ‖２

σ
２
ｔ

）

这里，ｙｔ、ｙｘ分别表示示例ｔ、ｘ的类别标记，σｔ是个大于
零的参数．

定义２ 如果 ｔ是正示例，那么一个包 Ｘ是正包的
概率定义为：

ＰＸ，ｔ＝Ｐｒ（ＹＸ＝＋１／ｙｘ＝＋１）＝ｍａｘ
ｘ∈Ｘ
Ｐｘ，ｔ

＝ｍａｘ
ｘ∈Ｘ
ｅｘｐ（－‖ｔ－ｘ‖

２

σ
２
ｔ

）＝ｅｘｐ（－ｄ
２（ｔ，Ｘ）
σ
２
ｔ
）

其中 ｄ（ｔ，Ｘ）＝ｍｉｎ
ｘ∈Ｘ
‖ｔ－ｘ‖．

定理１ 如果 ｔ是个正示例，那么当θｔ＝σｔ槡２时下
面的决策函数与 Ｂａｙｅｓ决策理论对包 Ｘ的标记相一致．

ｈｔθｔ（Ｘ）＝
＋１ ｄ（ｔ，Ｘ）θｔ{ －１ ｏｔｈｅｒｗｉｓｅ

根据这个定理，如果 ｔ是个正示例，必定存在如上
式定义的决策函数能很好地对包进行标记：即正包与 ｔ
的距离应该比负包与ｔ的距离小．

然而，如果 ｔ不是正示例，我们仍然可以按照上式
定义决策函数，只不过这个决策函数不能很好地标记

包的类别，而恰恰就是这一点成为我们预测正示例的

基础．所以从下面开始，我们不要求 ｔ是正示例，即它可
以是正示例也可以是负示例．

定义３ 若由定理１中的决策函数对包 Ｘｉ进行标
记，ｉ＝１，２，…，ｐ＋ｑ，则其标记精度定义为

Ｐｔ（θｔ）＝
１
ｐ＋ｑ∑

ｐ＋ｑ

ｉ＝１

１＋ｈｔθｔ（Ｘｉ）Ｙｉ
２

其中 Ｙｉ为包 Ｘｉ的类别标记．而最优的标记精度为
Ｐ（ｔ）＝ｍａｘ

θｔ

Ｐｔ（θｔ）．

本质上，Ｐ（ｔ）反应了用示例 ｔ识别训练包类别的
能力，Ｐ（ｔ）越大，ｔ是一个正示例的可能性越大．

定理２ 最优标记精度 Ｐ（ｔ）可以在θｔ取之于集
合｛ｄ（ｔ，Ｘｉ）｜ｉ＝１，２，…，ｐ｝中达到．

根据这个定理，为了估算最优的阈值θｔ，我们仅

仅需要去计算 ｔ到每个正包的距离．
现在，我们来进行正示例预测［７］：对正包中的示

例，计算最优标记精度 Ｐ（ｘｊ），ｊ＝１，２，…ｒ，则每个包
中 Ｐ（ｘ）最大的示例 ｔｉ＝ａｒｇｍａｘ

ｘ∈Ｘｉ
Ｐ（ｘ）即是该包中代

表性正示例，ｉ＝１，２，…，ｐ．
３２ 问题求解

上小节预测出了代表性正示例，下面我们在每个

负包中选择一个代表性负示例［７］：

ｔｉ＝ａｒｇｍｉｎ
ｘ∈Ｘｉ
Ｑ（ｘ），ｉ＝ｐ＋１，ｐ＋２，…，ｐ＋ｑ

其中 Ｑ（ｘ）＝ｍｉｎ
ｔ∈Ｔ

＋
‖ｘ－ｔ‖，Ｔ＋＝｛ｔｉ｜ｉ＝１，２，…，ｐ｝．

对代表性示例作特征映射如下［８］：

ψ（ｔｉ）＝［ｄ（ｔｉ，Ｘ１），ｄ（ｔｉ，Ｘ２），…，ｄ（ｔｉ，Ｘｐ＋ｑ）］，
ｉ＝１，２，…，ｐ＋ｑ

得到训练样本集 Ｔ＝｛ψ（ｔ１），ψ（ｔ２），…，ψ（ｔｐ＋ｑ）｝，这里
ｄ（ｔｉ，Ｘｊ）为示例 ｔｉ与包Ｘｊ之间的距离．
最后，我们用带负类的 ＮＳＶＤＤ方法对训练样本集

Ｔ进行训练，其优化问题如下：

ｍｉｎ
Ｒ，ｃ，ξ

Ｒ２＋Ｃ∑
ｐ＋ｑ

ｉ＝１
ξｉ

ｓ．ｔ． Ｙｉ（Ｒ２－‖φ（ｚｉ）－ｃ‖
２）－ξｉ，

ξｉ０， ｉ＝１，２，…，ｐ＋ｑ
这里 ｚｉ＝ψ（ｔｉ）．

这个分类器的决策函数形式上是 ｆ（ｚ）＝Ｒ２－
‖φ（ｚ）－ｃ‖

２．不过，用这个决策函数进行包 Ｘ的类别
预测时，需将包 Ｘ里的所有示例ｘ按照ｚ＝ψ（ｘ）＝［ｄ
（ｘ，Ｘ１），ｄ（ｘ，Ｘ２），…，ｄ（ｘ，Ｘｐ＋ｑ）］进行特征映射得到
ｚ后进行，如果存在一个示例使得 ｆ（ｚ）＝Ｒ２－
‖φ（ｚ）－ｃ‖

２０则判断该包为正包，否者为负包．

４ 实验结果及分析

实验一 在多示例学习的基准测试数据集 ＭＵＳＫ
上进行，该数据集可从ＵＣＩ机器学习数据库中提取．

与文献［７］类似，我们按１：１的比率随机地把数据
集分成训练集和测试集两部分．对训练集，我们采用两
倍的随机交叉验证来获得模型中的最优参数，然后对

测试集进行多次测试，求测试结果的平均值．在计算
中，采用高斯核函数 ｋ（ｘ，ｙ）＝ｅｘｐ（－γ‖ｘ－ｙ‖２）．

表１的计算结果表明 ＭＩＳＶＤＤ和 ｍｉＳＶＤＤ的精度
与ＭＩＳＶＭ和 ｍｉＳＶＭ的总体相当；ＳＶＤＤＭＩＬＤ－Ｉ的精
度比较高，在 ＭＵＳＫ１和 ＭＵＳＫ２上的分类精度分别为
９６８％和９５８％，超过了我们已知的目前已发表的最好
结果９５６％和９０３％．

实验二 用 ＳＶＤＤＭＩＬＤ－Ｉ算法进行基于内容的图
像检索，实验图像集来自 ＣＯＲＥＬ图像库．该图像库共有
２０００幅图像，分为２０类主题，每个主题１００幅．我们采
用一对多的模式对 ＣＯＲＥＬ图像库中前 １０类主题：Ｃ０
Ａｆｒｉｃａ、Ｃ１Ｂｅａｃｈ、Ｃ２Ｂｕｉｌｄｉｎｇ、Ｃ３Ｂｕｓｅｓ、Ｃ４Ｄｉｎｏｓａｕｒｓ、Ｃ５
Ｅｌｅｐｈａｎｔｓ、Ｃ６Ｆｌｏｗｅｒｓ、Ｃ７Ｈｏｒｓｅｓ、Ｃ８Ｍｏｕｎｔａｉｎｓ、Ｃ９Ｆｏｏｄ的
１０００幅图像进行检索．

包的生成方式同文献［５］，实验方法同实验一．表２
给出了 ＳＶＤＤＭＩＬＤ－Ｉ算法计算的分类混淆矩阵，以及
ＭＩＬＥＳ算法［５］和ＭｉｓｓＳＶＭ算法［９］的计算结果．同时，表３
列出了表２的对角线数据及其均值．
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表１ 不同算法在ＭＵＳＫ数据集上分类精度（％）

算法 ＭＵＳＫ１ ＭＵＳＫ２
ＤｉｖｅｒｓｅＤｅｎｓｉｔｙ［２］ ８８．９ ８２．５
ＭＩＳＶＭ［３］ ７７．９ ８４．３
ｍｉＳＶＭ［３］ ８７．４ ８３．６
ＤＤＳＶＭ［４］ ８５．８ ９１．３
ＭＩＬＥＳ［５］ ８６．３ ８７．７
ＩｎｓＫＩＳＶＭ［６］ ８４．０ ８４．４
ＢａｇＫＩＳＶＭ［６］ ８８．０ ８２．０
ＭＩＬＤ－Ｉ［７］ ９１．１ ８９．６
ＭＩＬＤ－Ｂ［７］ ９０．２ ８６．５
ＭｉｓｓＳＶＭ［９］ ８７．６ ８０．０

ＰＰＭＭＫＥＲＮＥＬ［１１］ ９５．６ ８１．２
ＭＩＧｒａｐｈ［１２］ ９０．０ ９０．０
ｍｉＧｒａｐｈ［１２］ ８８．９ ９０．３
ＭＩＳＶＤＤ ８４．２ ８６．５
ｍｉＳＶＤＤ ８６．８ ８７．７

ＳＶＤＤＭＩＬＤ－Ｉ ９６．８ ９５．８

表２ 分类混淆矩阵

ＭＩＬＥＳ
ＭｉｓｓＳＶＭ
ＳＶＤＤ
ＭＩＬＤ－Ｉ

Ｃ０ Ｃ１ Ｃ２ Ｃ３ Ｃ４ Ｃ５ Ｃ６ Ｃ７ Ｃ８ Ｃ９

Ｃ０
６８．８ １．８ ９．３ ０．３ １．３ １０．３ １．３ ４．３ １．３ １．３
７１．６ ４．０ ３．２ ０．４ ０．０ １０．０ １．２ ０．８ ２．４ ６．４
８３．６ ２．４ ０．０ ３．２ ２．８ ２．４ １．６ ３．２ ０．４ ０．４

Ｃ１
４．０ ６６．０ ４．０ ３．６ ０．７ ３．０ １．３ ０．０ １５．７ １．７
３．２ ５０．０ １．６ ６．８ ０．０ ２．４ ０．８ ０．０ ３５．２ ０．０
１．６ ８０．０ ２．４ ６．８ ２．８ １．６ ０．４ ２．０ １．６ ０．８

Ｃ２
４．６ ２．０ ７５．７ ４．０ ０．７ ６．３ ０．７ ０．３ ３．７ ２．０
５．２ １０．０６２．４ ５．２ ０．０ ３．６ ０．４ ０．０ １１．６ １．６
２．０ ３．２ ７６．８ ５．６ ５．２ １．６ ０．０ １．６ ３．２ ０．８

Ｃ３
０．０ ２．７ ２．３ ９０．３ ０．０ １．０ ０．０ ０．０ ２．０ １．７
２．４ １．２ ３．６ ８７．２ ０．０ ０．０ ０．０ ０．０ １．６ ４．０
０．０ ０．０ ０．４ ９９．６ ０．０ ０．０ ０．０ ０．０ ０．０ ０．０

Ｃ４
０．０ ０．０ ０．０ ０．０ ９９．７ ０．３ ０．０ ０．０ ０．０ ０．０
０．０ ０．０ ０．０ ０．８ ９６．４ １．６ ０．０ ０．０ ０．４ ０．８
０．０ １．６ ０．４ １．２ ９２．８ ０．８ ０．０ ０．８ ２．０ ０．４

Ｃ５
２．０ １．３ ５．０ ０．０ ０．７ ７７．７ ０．０ ６．６ ６．０ ０．７
５．６ ２．４ ４．０ ０．０ ０．０ ７９．２ ０．０ ０．４ ８．４ ０．０
５．２ ６．０ １．６ ０．４ ４．０ ７４．４ ０．０ ５．２ １．６ １．６

Ｃ６
３．０ ０．３ ０．０ ０．０ ０．０ ０．０ ９６．４ ０．０ ０．０ ０．３
４．０ ０．０ １．２ ０．４ ０．０ ０．０ ８６．４ ０．０ １．６ ６．４
０．４ ０．０ ０．０ １．２ １．６ ０．０ ９０．８ ２．４ １．２ ２．４

Ｃ７
１．０ １．３ ０．７ ０．０ ０．０ １．３ ０．７ ９５．０ ０．０ ０．０
６．８ ０．８ ０．８ ０．０ ０．０ ７．２ ０．８ ８１．６ １．６ ０．４
２．８ ０．８ ０．０ ０．０ ０．４ ２．０ ０．０ ９２．０ １．２ ０．８

Ｃ８
３．６ １３．７ ５．３ １．０ ０．３ ２．７ １．７ ０．７ ７１．０ ０．０
０．０ １３．６ １．６ ４．４ ０．０ ０．８ ０．０ ０．０ ７８．４ １．２
１．２ ８．８ ６．４ ８．８ ７．２ ２．４ １．２ ４．４ ５８．８ ０．８

Ｃ９
５．０ １．３ ０．３ １．０ ０．７ ２．３ １．０ ２．０ １．０ ８５．４
７．６ ３．６ ０．０ ０．４ ０．０ １．６ ０．０ ０．０ ０．０ ８６．８
０．０ ０．０ ０．０ ２．４ ２．０ ０．４ ０．４ ０．０ ０．０ ９４．８

从表２可以看出，Ｂｅａｃｈ类图像与 Ｍｏｕｎｔａｉｎｓ类图像

最容易混淆，之间的相互错分概率很大，大多在１３％以
上，这是因为这两类图像都大量含有 ｒｉｖｅｒ、ｌａｋｅ、ｏｃｅａｎ和
ｓｋｙ等视觉特征相似且语义相关的图像区域，分类算法
很难真正反映它们差异．但 ＳＶＤＤＭＩＬＤ－Ｉ算法表现较
好，比较好地区分了 Ｂｅａｃｈ类图像与 Ｍｏｕｎｔａｉｎｓ类图像，
Ｂｅａｃｈ类图像被错分为 Ｍｏｕｎｔａｉｎｓ类图像的概率只有
１６％，而Ｍｏｕｎｔａｉｎｓ类图像被错分为 Ｂｅａｃｈ类图像的概
率也只有８８％．

表３ 三种算法在十种目标图像上的检索精度

ＭＩＬＥＳ ＭｉｓｓＳＶＭ ＳＶＤＤＭＩＬＤ－Ｉ 均值

Ｃ０ ６８．８ ７１．６ ８３．６ ７４．７
Ｃ１ ６６．０ ５０．０ ８０．０ ６５．３
Ｃ２ ７５．７ ６２．４ ７６．８ ７１．６
Ｃ３ ９０．３ ８７．２ ９９．６ ９２．４
Ｃ４ ９９．７ ９６．４ ９２．８ ９６．３
Ｃ５ ７７．７ ７９．２ ７４．４ ７７．１
Ｃ６ ９６．４ ８６．４ ９０．８ ９１．２
Ｃ７ ９５．０ ８１．６ ９２．０ ８９．５
Ｃ８ ７１．０ ７８．４ ５８．８ ６９．４
Ｃ９ ８５．４ ８６．８ ９４．８ ８９．０
均值 ８２．６ ７８．０ ８４．４

从表３可以看出，Ｄｉｎｏｓａｕｒｓ类图像最容易被检索出
来，被平均检出的概率达９６３％，这是因为它的背景最
为简单，与其他九类图像的差别最大．最难被检出的图
像是Ｂｅａｃｈ类图像和Ｍｏｕｎｔａｉｎｓ类图像，被平均检出的概
率只有６５３％和６９４％．从表３还可以看出，就１０类图
像分类时平均检索精度来说，表现最好的是 ＳＶＤＤ
ＭＩＬＤ－Ｉ，其平均精度达到８４４％．

５ 结论

在ＭＵＳＫ数据集上的实验结果表明，ＭＩＳＶＤＤ方法
和 ｍｉＳＶＤＤ方法的精度与ＭＩＳＶＭ方法和 ｍｉＳＶＭ的总
体相当；ＳＶＤＤＭＩＬＤ－Ｉ方法的精度比较高，不管是对
ＭＵＳＫ１还是ＭＵＳＫ２，都超过了我们已知的目前已发表
的最好结果．

对ＣＯＲＥＬ图像库进行基于内容的图像检索的实验
表明，ＳＶＤＤＭＩＬＤ－Ｉ算法的精度较高，其１０类图像分类
时平均检索精度达到８４．４％，而且比较好地区分了最
容易混淆的Ｂｅａｃｈ类图像与Ｍｏｕｎｔａｉｎｓ类图像．
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