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摘 要： 本文针对多目标优化问题Ｐａｒｅｔｏ最优解集合（ＰＳ）的分布特点，构造了一种基于新的子任务划分方法的
合作型协同进化模型，并将该模型引入人工免疫系统中，提出了一种基于合作模型的协同免疫多目标优化算法（ＡＣｏ
ｏｐｅｒａｔｉｖｅＩｍｍｕｎｅＣｏｅｖｏｌｕｔｉｏｎａｒｙＡｌｇｏｒｉｔｈｍｆｏｒＭｕｌｔｉｏｂｊｅｃｔｉｖｅＯｐｔｉｍｉｚａｔｉｏｎ，ＣＩＣＡＭＯ）．ＣＩＣＡＭＯ算法运用Ｔｃｈｅｂｙｃｈｅｆｆ分解方法进
行子种群划分，然后对各个子种群建立线性概率统计模型分段逼近整个 ＰＳ，在抗体繁殖上结合了克隆选择和模型采
样两种方式．实验结果表明，ＣＩＣＡＭＯ算法在求解质量和收敛速度上均表现良好，尤其对于决策变量非线性相关的多
目标优化问题，性能尤为突出．
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１ 引言

在实际工程应用中，普遍存在着需要同时优化两个

或两个以上目标的多目标优化问题（ＭｕｌｔｉｏｂｊｅｃｔｉｖｅＯｐｔｉ
ｍｉｚａｔｉｏｎＰｒｏｂｌｅｍ，ＭＯＰ）．ＭＯＰ的优化目标之间往往是相
互冲突的，因此不存在一个解能使所有目标同时达到最

优．多目标优化算法的目的是获得一组具有代表性的
Ｐａｒｅｔｏ最优解的集合（ＰａｒｅｔｏＳｅｔ，ＰＳ），使得这些 Ｐａｒｅｔｏ最

优解在目标空间 Ｐａｒｅｔｏ前端（ＰａｒｅｔｏＦｒｏｎｔ，ＰＦ）上的分布
具有尽可能好的逼近性、宽广性和均匀性［１］．

由于能够在一次运行后获得一组 Ｐａｒｅｔｏ最优解，进
化多目标优化（ＥｖｏｌｕｔｉｏｎａｒｙＭｕｌｔｉｏｂｊｅｃｔｉｖｅＯｐｔｉｍｉｚａｔｉｏｎ，
ＥＭＯ）算法受到越来越多研究者的关注，并在工程应用
中发挥着越来越重要的作用［２］．基于达尔文主义的进化
算法模拟了单个物种内部的生存竞争机制．在进化算法
中，适者生存的自然淘汰是种群进化的动力．然而在
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自然界中，不同物种之间的捕食、共生、寄生等协同进

化机制同样影响着物种的进化．目前，协同进化机制已
经被成功引地入进化算法之中，基于竞争模型和合作

模型的协同进化算法在单目标优化问题的求解中取得

了巨大的成功［３，４］．近年来，协同进化机制也逐渐被引
入ＥＭＯ算法的研究领域［５，６］．

竞争模型与合作模型是协同进化多目标优化算法

（Ｃｏｅｖｏｌｕｔｉｏｎａｒｙ Ｍｕｌｔｉｏｂｊｅｃｔｉｖｅ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ，
ＣＭＯＡ）中的两种重要模型．基于竞争模型的 ＣＭＯＡ将
种群划分为两个或多个相互竞争的子种群，一个子种

群中个体的优劣程度由该个体与另一种群中个体的竞

争结果决定．力求在竞争中获胜是该模型中种群进化
的动力．与竞争模型不同，现有基于合作模型的 ＣＭＯＡ
主要采用了分而治之的思想．单个种群只负责优化决
策变量的一部分，所有种群共同合作完成优化任务．Ｉｏ
ｒｉｏ［７］和 Ｍａｎｅｅｒａｔａｎａ［８］分别把非支配排序和精英保留机
制引入合作型协同进化多目标优化算法，获得了良好

的性能．Ｔａｎ等［９］提出了一种分布式的合作型协同进化
算法（ＤＣＣＥＡ），该算法采用了外部种群和动态共享函数
的多样性保持机制，在子种群代表个体的选择方面做

出了新的尝试，并获得了良好的结果．以上这些算法将
决策变量的每一维孤立出来进行优化，没有考虑决策

变量之间的相关性．为了求解具有复杂 ＰＳ的 ＭＯＰ，
Ｔａｎ［１０］提出了一种合作竞争型 ＣＭＯＡ．与合作模型一
样，该算法采用多个子种群分别优化决策变量的一部

分，不同之处在于各个子种群和决策变量之间的映射

关系不是固定的而是由子种群间的竞争结果决定．竞
争获胜的子种群有机会同时优化一组相关性较大的决

策变量，从而自适应地学习决策变量之间的相关性．
Ｃｏｅｌｌｏ［１１］等人将 ＭＯＰ的决策空间划分为若干互不相交
的子空间，采用多个子种群分别完成对各个子空间的

搜索任务．各子种群在合作完成搜索任务的同时，通过
相互之间的竞争实现对解空间的自适应剪枝，从而提

高算法搜索效率．现有的合作型 ＣＭＯＡ多是直接沿用
了单目标合作型协同进化算法的任务划分策略，即用

决策变量划分的方法实现任务的划分，每个子种群负

责优化决策向量的一维或几维，而没有考虑多目标优

化问题自身的特点．
分布估计算法（ＥｓｔｉｍａｔｉｏｎｏｆＤｉｓｔｒｉｂｕｔｉｏｎＡｌｇｏｒｉｔｈｍ，

ＥＤＡ）是统计学习方法与进化计算相结合的产物．ＥＤＡ
中没有传统的交叉、变异等遗传操作，而是采用了不同

于进化算法的全新进化模式［１２］．对于一个 ｍ目标的连
续ＭＯＰ，由ＫａｒｕｓｈＫｕｈｎＴｕｃｋｅｒ（ＫＫＴ）条件可以推导出，
其 ＰＳ在决策空间上呈分段连续的 ｍ－１维流形分
布［１２，１３］．ＱＺｈａｎｇ等人首先将ＭＯＰ的这一特点用于求解
多目标优化问题的分布估计算法之中，提出了 ＲＭ

ＭＥＤＡ［１４］及其推广算法 ＭＭＥＡ［１５］．ＲＭＭＥＤＡ算法采用
多个线性（ｍ－１）维流形分布的概率模型来分段逼近
整个非线性的ＰＳ流形，再对各个线性模型进行随机采
样产生后代种群．由于 ＲＭＭＥＤＡ充分考虑了 Ｐａｒｅｔｏ最
优解之间的相关性，该算法对于求解决策变量之间非

线性相关的复杂ＭＯＰ十分有效．
本文根据ＭＯＰ自身的特点提出了一种新的合作型

协同进化模型，并将该模型与求解性能较好的人工免

疫多目标优化算法相结合，提出了一种基于合作模型

的协同免疫多目标优化算法（ＡＣｏｏｐｅｒａｔｉｖｅＩｍｍｕｎｅＣｏ
ｅｖｏｌｕｔｉｏｎａｒｙ Ａｌｇｏｒｉｔｈｍ ｆｏｒＭｕｌｔｉｏｂｊｅｃｔｉｖｅ Ｏｐｔｉｍｉｚａｔｉｏｎ，
ＣＩＣＡＭＯ）．本算法的贡献主要为以下三个方面：其一，在
协同进化模型上，ＣＩＣＡＭＯ采用了一种新的任务划分策
略；其二，ＣＩＣＡＭＯ算法中的子种群划分方法与 ＲＭ
ＭＥＤＡ不同，采用了基于分解的种群划分方法，提高了
算法效率；其三，ＣＩＣＡＭＯ将免疫多目标优化算法和
ＥＤＡ算法两种不同类型的后代产生机制相结合，平衡
算法的全局搜索和局部搜索能力．

２ 免疫多目标优化算法

人工免疫系统（ＡｒｔｉｆｉｃｉａｌＩｍｍｕｎｅＳｙｓｔｅｍ，ＡＩＳ）是一种
模仿和借鉴生物免疫系统的功能、原理和模型的仿生

系统，是近几年随着生物免疫系统研究的进步而逐步

发展起来的一种用于信息处理和问题求解的人工智能

方法［１６］．越来越多的研究结果表明［１７］，用于求解优化
问题的免疫优化算法与进化算法相比具有更好的种群

多样性保持能力，因而算法不容易陷入局部最优．在求
解组合优化问题的研究中，协同进化机制已经被引入

免疫优化算法之中，并取得了良好的求解效果［１８，１９］．近
年来，免疫优化算法逐渐被用于求解多目标优化问题．
Ｙｏｏ和 Ｈａｊａｌａ等人首先将免疫机理引入进化多目标优
化算法之中［２０］．Ｃｕｔｅｌｌｏ等人将基于免疫克隆选择的局
部搜索机制引入进化多目标优化算法 ＰＡＥＳ之中，提出
了一种混合算法 ＩＰＡＥＡＳ［２１］．Ｃｏｅｌｌｏ等人将精英策略引
入基于克隆选择的免疫多目标优化算法，提出了 ＭＩＳ
Ａ［２２］．基于人工免疫网络模型，Ｆｒｅｓｃｈｉ等提出了一种求
解多目标优化问题的矢量人工免疫系统 ＶＡＩＳ［２３］．Ｇｏｎｇ
等人在克隆选择模型的基础上提出了一种基于非支配

邻域选择的多目标优化算法 ＮＮＩＡ［２４］及其改进算法
ＮＮＩＡ２［２５］．Ｃｈｅｎ等人在 ＮＮＩＡ的框架下引入了高斯变异
和多项式变异，提出了一种混合算法ＨＩＭＯ［２６］．Ｈｕ提出
了一种基于多亲和度的免疫系统模型用于求解多目标

优化问题［２７］．Ｇａｏ等人将量子计算机理引入免疫多目
标优化算法，提出了 ＨＱＩＡ［２８］．

如果把优化问题及其约束视作抗原，把目标问题

的候选解视作抗体，那么生物免疫系统的免疫识别和
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免疫响应过程就可以和免疫优化算法对优化问题解空

间的搜索过程联系起来．图１描述了免疫克隆选择优化
算法对优化问题解空间的搜索过程，从图中可以看出，

免疫克隆选择优化算法的迭代过程包括三个主要步

骤：克隆操作（ｃｌｏｎｅｏｐｅｒａｔｉｏｎ）、免疫基因操作（ｉｍｍｕｎｅ
ｇｅｎｅｔｉｃｏｐｅｒａｔｉｏｎ）和选择操作（ｓｅｌｅｃｔｉｏｎｏｐｅｒａｔｉｏｎ）．克隆操
作对被操作的父代抗体进行复制，父代抗体的质量越

高，即抗体的亲合度越大，克隆的规模越大（图１中抗体

的克隆规模为１０）．免疫基因操作对克隆后的抗体基因
进行编辑，相当于在抗体空间中父代抗体的一个邻域

内进行局部搜索，搜索的范围和方式由具体的免疫基

因操作算子决定．选择操作从父代抗体及其子代抗体
中选择最优的一个保留下来．这样父代抗体经过一次
克隆选择的迭代过程就完成了亲合度的提高，随着迭

代的进行抗体种群不断进化，实现自身的亲合度成熟．

ＮＮＩＡ是２００８年Ｇｏｎｇ等人提出的一种基于克隆选
择的多目标免疫优化算法［１０］，该算法利用免疫优化算

法良好的种群多样性保持能力，不容易陷入局部最优，

求解性能与ＮＳＧＡＩＩ［２９］等经典算法相比在逼近性和均匀
性上具有明显的优势．本文提出的ＣＩＣＡＭＯ算法继承了
ＮＮＩＡ中的抗体编码方式，采用实数编码方案．抗体 Ａｂ
＝ ｇ１，…，ｇ{ }ｎ 表示多目标优化问题决策变量 ｘ＝
ｘ１，…，ｘ{ }ｎ的编码．抗体 Ａｂ的每一个基因位 ｇｉ∈
０，[ ]１，ｘｉ＝ｍｉｎｉ＋ｇｉｍａｘｉ－ｍｉｎ( )ｉ，其中 ｍａｘｉ和 ｍｉｎｉ分
别表示决策变量ｘｉ取值的上界和下界．

３ 一种新的合作型协同进化模型

合作型协同进化模型的基本思想是将原问题划分

为若干个子任务分配给多个进化子种群共同完成．因
此，在ＣＭＯＡ中，优化任务的划分和各个子种群之间的
合作机制是算法设计的重点．现有的 ＣＭＯＡ多采用划
分决策变量的方法进行任务划分，各个子种群负责优

化决策变量的一维或几维，共同完成整个优化任务．与
现有的ＣＭＯＡ不同，本文提出了一种新的合作型协同
进化模型，该模型采用了对 ＰＳ流形进行分段线性划分
的优化任务划分方法，各个子种群负责搜索整个 ＰＳ流
形中的一段，共同逼近完整的ＰＳ．

图２以两目标优化算法为例，描述了本文合作型协
同进化模型的任务划分方法．假设将原优化问题划分
成 Ｋ个子任务（图２中子任务个数为 ３个），本文提出
的协同进化模型采用基于聚集函数（ＡｇｇｒｅｇａｔｅＦｕｎｃｔｉｏｎ）

的分解策略［２９］实现子种群的划分．首先在目标空间上
构造三个线性聚集函数，记三个聚集函数的权向量为

λ１，λ２和λ３，三个权向量在目标空间的第一象限内均匀

分布．基于三个权向量，采用 Ｔｃｈｅｂｙｃｈｅｆｆ分解方法［３０］构
造三个单目标优化函数．依次以每一个单目标优化函
数为依据，在当前 Ｐａｒｅｔｏ最优种群中不放回地选择使目
标函数达到最大的前三分之一数量的个体，构成子种

群，这样就将当前 Ｐａｒｅｔｏ最优中的个体划分为三个子种
群（如图２（ａ）所示）．当多目标优化问题的目标函数连
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续时，在目标空间上距离较近的解，其对应的决策变量

在决策空间上也具有聚集性．利用这一特点，可以认
为，利用上述基于聚集函数的子种群划分方法得到的

三个子种群内部的解在决策空间上具有聚集性．进一
步地，利用各个子种群分别建立线性概率统计模型，分

段线性逼近整个理想的ＰＳ（如图２（ｂ）所示）．
ＱＺｈａｎｇ等人在算法 ＲＭＭＥＤＡ［１４］中提出了一种对

子种群中的个体建立线性概率统计模型的方法．本文
采用了ＲＭＭＥＤＡ算法中的建模方法，具体描述如下．
对于 ｍ个优化目标的ｎ维多目标优化问题，当前种群
的ＰＳ可以看作是如下概率模型的独立观测：

ξ＝μ＋ε （１）
其中，概率模型ξ的中心μ是ｎ维决策空间上的（ｍ－
１）维分段连续流形，ε是ｎ维零均值随机噪声向量．
ＲＭＭＥＤＡ用 Ｋ个分段线性的概率模型来近似逼近ξ
的中心流形μ，即：

μ＝Ψ
１＋Ψ２＋…＋ΨＫ （２）

每个分段线性的概率模型Ψ
ｊ（ｊ＝１，…，Ｋ）是 ｎ维

空间上的一个（ｍ－１）维分段连续流形．如图 ２（ｂ）所
示，对于两目标优化问题，Ψ

ｊ是ｎ维决策空间上的线
段．在建模过程中，首先采用 ＬｏｃａｌＰＣＡ聚类算法［３１］将
当前种群划分为 Ｋ个聚类Ｓ１，Ｓ２，…，ＳＫ，然后对每个聚
类 Ｓｊ建立线性模型Ψ ｊ来刻画Ｓｊ的中心．

记珔ｘｊ为Ｓｊ的均值向量，Ｕｊｉ为Ｓｊ的第ｉ个主分量（即
Ｓｊ中所有个体协方差矩阵的第ｉ个最大特征值对应的
特征向量），将 Ｓｊ中的所有个体向Ｓｊ的（ｍ－１）维主子
空间投影，涵盖了所有投影点的最小线段或超平面记

为Φ
ｊ，那么：

Φ
ｊ＝ ｘ∈Ｒｎ ｘ＝珔ｘｊ＋∑

ｍ－１

ｉ＝１
αｉＵｊｉ{ ，

ａｊｉ≤αｉ≤ｂｊｉ，ｉ＝１，…，ｍ }－１ （３）
其中：

ａｊｉ＝ｍｉｎ
ｘ∈Ｓ

ｊ ｘ－珔ｘ( )ｊＴＵｊｉ （４）

ｂｊｉ＝ｍａｘ
ｘ∈Ｓ

ｊ
ｘ－珔ｘ( )ｊ ＴＵｊｉ （５）

进一步地，将模型Φ
ｊ沿着ｍ－１个主分量的 Ｕｊ１，

Ｕｊ２，…，Ｕｊｍ－１方向两端各扩展２５％，得到Ψ ｊ：

Ψ
ｊ＝ ｘ∈Ｒｎ ｘ＝珔ｘｊ＋∑

ｍ－１

ｉ＝１
αｉＵｊｉ{ ，

ａｊｉ－０．２５ｂ
ｊ
ｉ－ａ( )ｊｉ≤αｉ

≤ｂｊｉ＋０２５ｂ
ｊ
ｉ－ａ( )ｊｉ，

ｉ＝１，…，ｍ }－１ （６）
图２（ｂ）以两目标优化问题为例描述了根据当前种

群建立分段线性概率模型的过程．在图２的例子中，当
前种群被聚为三类，Φ

１，Φ
２和Φ

３分别是根据三类子

群体建立的分段逼近一维 ＰＳ流形的最短线段．Ψ１，Ψ２

和Ψ
３分别是Φ

１，Φ
２和Φ

３沿着主分量方向两端各扩

展２５％后的模型，可以看出，与 Φ１，Φ２和 Φ３相比，

Ψ
１，Ψ

２和Ψ
３可以更好的逼近图中的一维ＰＳ流形．

与现有求解 ＭＯＰ的合作型协同进化模型不同，本
文提出的新模型采用了不同的子任务划分方式．该模
型利用了连续ＭＯＰ的特性，将决策空间中 ＰＳ流形的逼
近任务划分成若干个分段线性流形逼近的子任务．在
现有的合作型协同进化模型中，面临着子空间划分的

难题，即需要将具有相关性的决策变量分成一组并分

配给一个子种群进行优化．本文提出的合作型协同进
化模型中各个子任务在原决策空间的不同区域进行搜

索，这样就回避了子空间划分的问题，能够自适应的学

习决策变量之间的相关性．

４ ＣＩＣＡＭＯ算法描述

基于上述合作型协同进化模型，本文提出了一种新的

协同免疫多目标优化算法ＣＩＣＡＭＯ．该算法在每一次迭代
中，首先利用分解策略进行子种群划分，然后对各个子种

群采用克隆选择和建模采样两种不同的子代繁殖策略产

生后代个体，最后将各个子种群产生的后代合并在一起进

行选择操作．ＣＩＣＡＭＯ算法的具体流程描述见算法１．

算法１ ＣＩＣＡＭＯ算法流程
Ｓｔｅｐ１ 算法设置：设置种群规模 Ｎ，子种群个数 Ｋ，设置算法停止时
的最大函数评价次数ＭａｘＦｕｎｃＥｖａｌ；
Ｓｔｅｐ２ 初 始 化：在 第 一 象 限 均 匀 产 生 Ｋ 个 单 位 向 量

λ１，λ２，…，λ{ }Ｋ 作为聚集函数的权向量，令迭代次数 ｔ＝１，随机初始
化抗体种群 Ｐ（ｔ），计算初始抗体种群中个体的目标函数值；
Ｓｔｅｐ３ 判断停止条件：若算法的函数评价次数达到上界 ＭａｘＦｕｎｃＥ
ｖａｌ，则输出种群 Ｐ（ｔ），否则转Ｓｔｅｐ４；
Ｓｔｅｐ４ 划分子种群：采用基于分解的子种群划分方法将抗体种群 Ｐ
（ｔ）划分为 Ｋ个子种群，记为 Ｓｉ（ｔ）（ｉ＝１，２，…，Ｋ），其中子种群 Ｓ１

（ｔ），Ｓ２（ｔ），…，ＳＫ－１（ｔ）中抗体的个数为
Ｋ
Ｎ ，ＳＫ（ｔ）中抗体的个数

为 Ｎ－ Ｋ( )－１ Ｋ
Ｎ ．具体的划分方法如下：

Ｓｔｅｐ４．１ 更新参考点：根据当前抗体种群 Ｐ（ｔ）中解的目标函数
值更新参考点，记参考点 ｚ＝（ｚ１，…，ｚｍ）Ｔ，Ｘｒ（ｒ＝１，…，Ｎ）为抗体 Ａｂｒ
解码后的决策向量，则更新后参考点的每一维可以从式（７）计算得到：

ｚｓ＝ｍｉｎ ｆｉ（Ｘｒ），Ａｂｒ∈Ｐ（ｔ{ }）

ｒ＝１，…，Ｎ
ｓ＝１，…，ｍ （７）

Ｓｔｅｐ４．２ 定义划分标准：对每个权向量λｉ＝ λ１ｉ，…，λｍ( )ｉ ，用
Ｔｃｈｅｂｙｃｈｅｆｆ分解方法把多目标优化问题转化为单目标优化问题．分解
后的单目标问题为：

ｍｉｎｉｍｉｚｅｇｉ（ｘ｜λｉ，ｚ）
ｘ∈Ω

＝ ｍａｘ
１≤ｓ≤ｍ

｛λ
ｓ
ｉｆｓ（ｘ）－ｚｓ｝ （８）

Ｓｔｅｐ４．３ 分配子种群抗体：用式（８）计算当前抗体 Ｐ（ｔ）中每个
抗体解码后的解在以λｉ为权向量的 Ｔｃｈｅｂｙｃｈｅｆｆ聚集函数的值，若此
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时抗体 Ｐ（ｔ）中抗体的个数大于「Ｎ／Ｋ?，则将聚集函数值最大的前
「Ｎ／Ｋ?个抗体从 Ｐ（ｔ）中移出加入子种群 Ｓｉ（ｔ）中，直至 Ｐ（ｔ）为空时
转Ｓｔｅｐ５．
Ｓｔｅｐ５ 种群繁殖操作：

Ｓｔｅｐ５．１ 建立概率模型：对于每个子种群 Ｓ１（ｔ），Ｓ２（ｔ），…，ＳＫ
（ｔ），采用第三节中所述的建模方法对各个子种群建立概率模型Ψ１，

Ψ
２，…，Ψ

Ｋ．
Ｓｔｅｐ５．２ 分配繁殖数量：假设第 ｉ个子种群产生后的个数为Ｎｉ，

其中 ｉ＝１，２，…，Ｋ并且Ｎ＝∑
Ｋ
ｉ＝１
Ｎｉ，则 Ｎｉ可以从式（９）获得：

Ｎｉ＝
Ｎｖｏｌ（Ψ ｉ）

∑
Ｋ

ｊ＝１
ｖｏｌ（Ψ ｊ）

（９）

其中ｖｏｌ（Ψｉ）表示种群 Ｓｉ中所有个体在前ｍ－１个主分量方向上投影
的线段长度（两目标问题）、面积（三目标问题）、体积（四目标问题）或

超体积（众目标问题），?ｘ」表示对实数 ｘ取下整．
Ｓｔｅｐ５．３ 采用克隆选择算子产生后代：对于每个子种群 Ｓｉ（ｔ）

（ｉ＝１，２，…，Ｋ），采用算法２所述的克隆选择算子产生后代种群 Ｓ′ｉ，

记 Ｓ′ｉ中抗体个数为Ｎ１ｉ．
Ｓｔｅｐ５．４ 采用建模采样算子产生后代：对于每个子种群 Ｓｉ（ｔ）

（ｉ＝１，２，…，Ｋ）建立的概率模型Ψｉ进行随机采样产生后代种群Ｓ″ｉ，

采样抗体个数为 Ｎ２ｉ＝Ｎｉ－Ｎ１ｉ．

Ｓｔｅｐ６ 选择：令 Ｓ′＝∪Ｋ
ｉ＝１Ｓ′ｉ，Ｓ″＝∪Ｋ

ｉ＝１Ｓ″ｉ，Ｑ＝Ｐ（ｔ）∪Ｓ′∪Ｓ″，采用

非支配排序选择选择方法［２９］从 Ｑ中选出Ｎ个个体构成新的种群Ｐ（ｔ
＋１），令 ｔ＝ｔ＋１，转Ｓｔｅｐ２．

在 ＣＩＣＡＭＯ算法的步骤５．３中，采样了基于免疫克
隆选择的子代产生策略．克隆选择算子中的免疫基因
操作包括重组和变异两个部分，具体流程见算法２．

算法２ 克隆选择算子

输入第 ｉ个抗体子种群Ｓｉ（ｔ）（ｉ＝１，２，…，Ｋ），输出第 ｉ个后代子

种群 Ｓ′ｉ．
对于每个抗体子种群 Ｓｉ（ｔ）（ｉ＝１，２，…，Ｋ），分别执行如下克隆

选择算子：

Ｓｔｅｐ１ Ｐａｒｅｔｏ选择：对抗体子种群 Ｓｉ（ｔ）进行Ｐａｒｅｔｏ选择，记 Ｓｉ（ｔ）中
Ｐａｒｅｔｏ最优解构成的集合为 Ｐｉ，集合规模为 Ｍｉ．若 Ｍｉ＞?Ｎｉ／２」转
Ｓｔｅｐ２，否则转Ｓｔｅｐ３．
Ｓｔｅｐ２ 子种群规模控制：计算子种群 Ｓｉ（ｔ）中每个抗体的拥挤距

离［２９］，从中删除拥挤距离最小的抗体，令 Ｍｉ←Ｍｉ－１，若 Ｍｉ＞?Ｎｉ／２」
转Ｓｔｅｐ２，否则转Ｓｔｅｐ３．
Ｓｔｅｐ３ 重组操作：依次对子种群 Ｓｉ（ｔ）中的每个抗体 Ａｂｐ（ｐ＝１，２，
…，Ｍｉ）执行如下重组操作．从 Ｓｉ（ｔ）中任意选择一个不同于 Ａｂｐ的抗
体Ａｂｑ（ｑ＝１，２，…，Ｍｉ且ｑ≠ｐ），以 Ａｂｐ和Ａｂｑ为父代执行模拟二进

制交叉（ＳｉｍｕｌａｔｅｄＢｉｎａｒｙＣｒｏｓｓｏｖｅｒ，ＳＢＸ）［２９］，从两个交叉子代中随机选
择一个保留，记为 Ａｂ′ｐ．

Ｓｔｅｐ４ 变异操作：依次对子种群 Ｓｉ（ｔ）的每个重组操作子代 Ａｂ′ｐ进

行多项式变异操作（ＰｏｌｙｎｏｍｉａｌＭｕｔａｔｉｏｎ，ＰＭ）［２９］，产生后代 Ａｂ″ｐ．

Ｓｔｅｐ５返回结果：Ｓ′ｉ← Ａｂ″１，…，Ａｂ″Ｍ{ }ｉ ，返回后代子种群 Ｓ′ｉ．

在算法２中，模拟二进制交叉算子和多项式变异算
子是求解连续优化问题的进化算法中有效且常用的交

叉和变异算子．这两个算子在算法 ＮＳＧＡＩＩ［２９］，ＮＮＩＡ［２４］

和ＮＮＩＡ２［２５］中均被采用，取得了良好的效果．
记 ＣＩＣＡＭＯ算法中的种群规模为 Ｎ，决策空间的维

数为 ｎ，子种群个数 Ｋ，算法的迭代次数为 Ｇ，则
ＣＩＣＡＭＯ算法的时间复杂度分析如下．在每一次迭代中，
初始化操作的复杂度为 Ｏ（Ｎｎ），划分子种群操作的复
杂度为 Ｏ（Ｎｎ），种群繁殖操作的复杂度为 Ｏ（Ｋ（Ｎ２＋
ｎ３）＋Ｎｎ）；选择操作的复杂度为 Ｏ（Ｎ２）．因此，ＣＩＣＡＭＯ
算法总的时间复杂度为 Ｏ（Ｇ（Ｋ（Ｎ２＋ｎ３）＋Ｎ２＋
３Ｎｎ））．可将参数 Ｇ和 Ｋ看作与问题规模无关的常数，
此时ＣＩＣＡＭＯ算法的时间复杂度可以记为：Ｏ（Ｎ２＋ｎ３）．

５ 实验结果分析

本文的实验部分选用了８个不同类型的经典测试
问题来验证ＣＩＣＡＭＯ算法的有效性．其中包括ＺＤＴ系列
函数［１８］以及Ｚｈａｎｇ等在 ＲＭＭＥＤＡ［１４］提出的 Ｆ７、Ｆ９、Ｆ１０
（在本文中分别记为 Ｆ１、Ｆ２、Ｆ３）．测试函数表达式如表１
所示．ＺＤＴ系列函数的决策变量之间不存在关联，除了
ＺＤＴ３的ＰＳ是分段连续外，其它函数的ＰＳ为０≤ｘ１≤１，
ｘ２＝ｘ３＝… ＝ｘｎ．Ｆ１、Ｆ２、Ｆ３的决策变量之间存在非线
性关联，Ｆ１的ＰＳ是一个有边界的连续曲线，定义如下：
ｘ１＝ｘ２ｉ，ｉ＝２，…，ｎ，０≤ｘ１≤１，它的 Ｐａｒｅｔｏ最优解分布
不均匀，Ｆ２，Ｆ３有许多局部最优解．

在实验中，我们使用 ＩｎｖｅｒｔｅｄＧｅｎｅｒａｔｉｏｎａｌＤｉｓｔａｎｃｅ
（ＩＧＤ）［２２］来评估算法的性能．假定 Ｐ为沿着ＰＦ上均匀
分布的一组解，Ｐ为ＰＦ的逼近解，则从 Ｐ到 Ｐ的 ＩＧＤ
定义如下：

ＩＧＤ（Ｐ，Ｐ）＝∑ｖ∈Ｐ
ｄ（ｖ，Ｐ）

Ｐ
（１０）

其中 ｄ（ｖ，Ｐ）为点 ｖ到集合Ｐ中与之距离最近的点之
间的欧氏距离．ＩＧＤ指标是衡量求得 Ｐａｒｅｔｏ最优解集合
的收敛性和多样性的综合指标．ＩＧＤ值越小，表明 Ｐａｒｅｔｏ
最优解集合越接近 ＭＯＰ的 ＰＦ．本文在 ＭＯＰ的 ＰＦ上均
匀选择５００个点构成 Ｐ．文中使用盒图来反映２０次独
立实验结果的 ＩＧＤ指标分布情况．盒图可以很好地反
映数据的统计分布情况，盒子的上下两条线分别是样

本的上下四分位数，中间的水平线为样本的中位数．盒
子上下的虚线表示样本的其余部分（野值除外），样本

的最值分别为虚线两端，“＋”表示野值，盒子的切口为
样本的置信区间．

实验部分对比了本文的 ＣＩＣＡＭＯ算法与 ＮＮＩＡ［２４］，
ＭＯＥＡ／Ｄ［３０］，ＲＭＭＥＤＡ［１４］和ＮＳＧＡＩＩ［２９］的性能．对比算法是
四种不同类型的优秀算法：ＮＮＩＡ是一种基于克隆选择的
免疫多目标优化算法；ＭＯＥＡ／Ｄ是基于目标分解的进化多
目标优化算法；ＲＭＭＥＤＡ是一种求解ＭＯＰ的 ＥＤＡ算法；
ＮＳＧＡＩＩ是一种公认有效的经典进化多目标优化算法．各
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个算法的停止条件均设定为：目标函数评价次数达到最大

值ＭＦＥ时，算法停止．对于ＺＤＴ１、ＺＤＴ２、ＺＤＴ３函数ＭＦＥ设
定为１００００，对于ＺＤＴ４函数ＭＦＥ设定为３００００，对于ＺＤＴ６、
Ｆ１、Ｆ２、Ｆ３函数ＭＦＥ设定为１０００００．

表１ 测试问题

函数 变量 维数 目标函数值（最小）

ＺＤＴ１ ［０，１］ｎ １０

ｆ１( )ｘ ＝ｘ１

ｆ２( )ｘ ＝ ( )ｇ ｘ １－
ｘ１

( )槡[ ]ｇ ｘ

( )ｇ ｘ ＝１＋９∑
ｎ
ｉ＝２ｘｉ
ｎ－１

ＺＤＴ２ ［０，１］ｎ １０

ｆ１( )ｘ ＝ｘ１

ｆ２( )ｘ ＝ ( )ｇ ｘ １－
ｘ１

( )槡[ ]ｇ ｘ

( )ｇ ｘ ＝１＋９∑
ｎ
ｉ＝２ｘｉ
ｎ－１

ＺＤＴ３ ［０，１］ｎ １０

ｆ１( )ｘ ＝ｘ１

ｆ２( )ｘ ＝ ( )ｇ ｘ １－
ｘ１

( )槡[ ｇ ｘ

－ｓｉｎ１０πｘ( ) ]１

( )ｇ ｘ ＝１＋９∑
ｎ
ｉ＝２ｘｉ
ｎ－１

ＺＤＴ４ ［０，１］ｎ １０

ｆ１( )ｘ ＝ｘ１

ｆ２( )ｘ ＝ ( )ｇ ｘ １－
ｘ１

( )槡[ ]ｇ ｘ
( )ｇ ｘ ＝１＋１０ ｎ( )－１

＋∑ｎ
ｉ＝２ ｘ２ｉ－１０ｃｏｓ４πｘ( )[ ]ｉ

ＺＤＴ６ ［０，１］ｎ １０

ｆ１（ｘ）＝１－ｅ（－４ｘ１）×［ｓｉｎ（６πｘ１）］
６

ｆ２（ｘ）＝ｇ（ｘ）１－
ｆ１（ｘ）
ｇ（ｘ( )）[ ]２

ｇ（ｘ）＝１＋９ ∑
ｎ
ｉ＝２ｘｉ
ｎ[ ]－１

０．２５

Ｆ１ ［０，１］ｎ １０

ｆ１（ｘ）＝１－ｅ（－４ｘ１）×［ｓｉｎ（６πｘ１）］
６

ｆ２（ｘ）＝ｇ（ｘ）１－
ｆ１（ｘ）
ｇ（ｘ( )）[ ]２

ｇ（ｘ）＝１＋９ ∑
ｎ
ｉ＝２（ｘ２ｉ－ｘ１）２
ｎ[ ]－１

０．２５

Ｆ２
［０，１］×
［０，１０］ｎ－１

１０

ｆ１( )ｘ ＝ｘ１

ｆ２( )ｘ ＝ ( )ｇ ｘ １－
ｘ１

( )槡[ ]ｇ ｘ

( )ｇ ｘ ＝１＋ １
４０００∑ｎ

ｉ＝２ ｘ２ｉ－ｘ( )１ ２

－∏ｎ
ｉ＝１ｃｏｓ

ｘ２ｉ－ｘ１
ｉ槡( )－１

＋２

Ｆ３
［０，１］×
［０，１０］ｎ－１

１０ ＩＧＤ（Ｐ，Ｐ）＝∑ｖ∈Ｐｄ（ｖ，Ｐ）
Ｐ

在 ＣＩＣＡＭＯ算法和对比算法 ＮＮＩＡ、ＭＯＥＡ／Ｄ和
ＮＳＧＡＩＩ中均采用了 ＳＢＸ交叉算子和多项式变异算子，
为了对比结果的客观性，两个算子的参数在各个算法

中采用了相同的设置．ＳＢＸ交叉概率设定为 １，分布指
数设定为１５，多项式变异的变异概率设定为０１，分布
指数设定为 ２０．各个算法的其他参数设置如下：在
ＣＩＣＡＭＯ中协同子种群个数为５，种群规模设为 １００．在
ＮＮＩＡ中，非支配种群大小１００，激活种群大小为 ２０，克
隆种群大小为１００．在ＲＭＭＥＤＡ中，聚类个数为５，种群
规模设为 １００．在 ＭＯＥＡ／Ｄ算法中，子问题的个数为
１００，其中使用的是 ＳＢＸ交叉算子和多项式变异算子，
分解方法使用的是 Ｔｃｈｅｂｙｃｈｅｆｆ方法邻域大小为２０．ＮＳ
ＧＡＩＩ的种群规模为１００．

图３给出了 ＣＩＣＡＭＯ、ＮＳＧＡＩＩ和 ＲＭＭＥＤＡ三种算
法对于８个测试函数求得的最优 ＰＦ对比，图中的数据
为２０次独立实验得到的最优结果．从图 ３的实验结果
可以看出，对于决策变量之间线性相关的 ＺＤＴ系列测
试函数，ＣＩＣＡＭＯ和 ＮＳＧＡＩＩ获得 ＰＦ的逼近性均优于
ＲＭＭＥＤＡ；然而，对于决策变量之间存在非线性相关的
测试函数Ｆ１，Ｆ２和 Ｆ３，ＣＩＣＡＭＯ和 ＲＭＭＥＤＡ的求解性
能明显优于ＮＳＧＡＩＩ．这是由于ＣＩＣＡＭＯ采用了两种子代
繁殖策略产生后代个体，对于决策变量线性相关和非

线性相关的ＭＯＰ均能表现出良好的优化性能．
测试函数ＺＤＴ４是存在大量的局部最优解的函数，

而且越靠近理想的ＰＦ，局部最优解的分布就越密集．测
试函数 ＺＤＴ６的 Ｐａｒｅｔｏ最优解在全局 ＰＦ上分布不均匀，
而且距离 Ｐａｒｅｔｏ最优前沿越近，解的密度越低．对于
ＺＤＴ４和 ＺＤＴ６函数，ＲＭＭＥＤＡ容易收敛到局部最优解
而难以摆脱．对于这两个函数，ＣＩＣＡＭＯ同样取得了良
好的优化结果．这说明采用基于克隆选择算子的子代
繁殖策略有助于算法跳出局部最优，逼近 ＭＯＰ的全局
最优解．

对于决策变量之间存在非线性相关的测试函数

Ｆ１、Ｆ２和 Ｆ３，ＲＭＭＥＤＡ可以通过对当前种群建立概率
分布模型来逼近当前 ＰＳ的流形，从而获得比 ＮＳＧＡＩＩ算
法宽广性更好的 ＰＦ．对于这三个函数，ＣＩＣＡＭＯ仍然取
得了与其他两种算法相似或更优的结果．这说明
ＣＩＣＡＭＯ算法采用的两种子代繁殖策略的搜索行为具有
互补性：基于克隆选择算子的子代繁殖策略能够提高

算法的种群多样性，使得算法不容易陷入局部最优；基

于建模采样的子代繁殖策略能够学习决策变量之间的

相关性，提高算法求解复杂问题的能力．
图 ４给出了ＣＩＣＡＭＯ算法和其他四种对比算法的

ＩＧＤ指标随着函数评价次数的递增而下降的曲线（奇数
行）以及五种算法 ＩＧＤ指标的盒图（偶数行）．图４中的
ＩＧＤ曲线为２０次独立运行的平均结果，盒图为２０次独
立运行的统计结果．图４盒图中各个对比算法的编号如
表２所示．
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从图４中各个算法的ＩＧＤ下降曲线中可以看出，对
于 ＺＤＴ系列测试函数，ＣＩＣＡＭＯ的收敛速度优于
ＲＭＭＥＤＡ与 ＭＯＥＡ／Ｄ相当，比 ＮＮＩＡ和 ＮＳＧＡＩＩ收敛速

度慢．但是对于较为复杂的测试函数 Ｆ１、Ｆ２和 Ｆ３，
ＣＩＣＡＭＯ和 ＲＭＭＥＤＡ的收敛速度明显优于 ＮＳＧＡＩＩ、
ＮＮＩＡ和 ＭＯＥＡ／Ｄ．由于 ＣＩＣＡＭＯ采用了两种子代繁殖
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策略，其收敛速度介于ＲＭＭＥＤＡ和其他三种基于交叉
变异的 ＥＭＯ算法之间．

从图４中的 ＩＧＤ盒图可以看出，对于８个测试函数
ＣＩＣＡＭＯ的求解性能优势明显．在ＺＤＴ系列函数上，ＲＭ
ＭＥＤＡ的求解性能较差，ＣＩＣＡＭＯ与和 ＭＯＥＡ／Ｄ的性能
相当，ＣＩＣＡＭＯ与 ＮＳＧＡＩＩ和 ＮＮＩＡ相比稍具优势．对 Ｆ１

函数，ＣＩＣＡＭＯ和ＲＭＭＥＤＡ性能较优．在Ｆ２函数上，ＣＩ
ＣＡＭＯ和ＮＮＩＡ优于其他算法．对于Ｆ３函数，ＣＩＣＡＭＯ优
于其他四种对比算法．

表２ 各个对比算法的编号

编号 １ ２ ３ ４ ５

算法 ＣＩＣＡＭＯ ＮＮＩＡ ＮＳＧＡＩＩ ＭＯＥＡ／Ｄ ＲＭＭＥＤＡ

从图４的实验结果可以看出，本文提出的 ＣＩＣＡＭＯ
算法对于不同类型ＭＯＰ的综合优化性能优于其他四种
对比算法．ＣＩＣＡＭＯ结合了两类算法的优势是一种求解
质量良好且鲁棒性强的多目标优化算法．

６ 总结与展望

本文针对多目标优化问题的 Ｐａｒｅｔｏ最优解集合
（ＰＳ）分布特性，建立了用多个线性概率统计模型分段
逼近整个 ＰＳ流形的合作型协同进化模型，运用 Ｔｃｈｅｂｙ
ｃｈｅｆｆ分解方法设计了一种新的子任务划分方法，并在

此协同进化模型的基础上，结合免疫多目标优化算法

的流程提出了一种基于合作模型的协同免疫多目标优

化算法（ＡＣｏｏｐｅｒａｔｉｖｅＩｍｍｕｎｅＣｏｅｖｏｌｕｔｉｏｎａｒｙＡｌｇｏｒｉｔｈｍｆｏｒ
ＭｕｌｔｉｏｂｊｅｃｔｉｖｅＯｐｔｉｍｉｚａｔｉｏｎ，ＣＩＣＡＭＯ）．

仿真实验结果表明，ＣＩＣＡＭＯ不但继承了免疫多目
标优化算法不容易陷入局部最优的优点，而且具备

ＥＤＡ算法适合处理决策变量之间存在非线性相关的复
杂多目标优化问题的优势．与其他四种不同类型多目
标优化算法的对比实验表明，对于决策变量之间存在

简单线性相关和复杂非线性相关的测试函数，ＣＩＣＡＭＯ
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算法在求解质量和收敛速度上均表现良好，尤其对于

复杂多目标优化问题，性能尤为突出．因此可以说，本
文提出的 ＣＩＣＡＭＯ算法是一种求解质量良好且鲁棒性
强的多目标优化算法．

在ＣＩＣＡＭＯ中，子种群的个数是需要事先指定的，
如何根据多目标优化问题的特点自适应地确定子种群

个数是进一步研究的重点．
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