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摘 要： 稀疏性与组稀疏性在统计学、信号处理和机器学习等领域中具有重要的应用．本文总结和分析了不同
组稀疏模型之间的区别与联系，比较了不同组稀疏模型的变量选择能力、变量组选择能力、变量选择一致性和变量组

选择一致性，总结了组稀疏模型的各类求解算法并指出了各算法的优点和不足．最后，本文对组稀疏模型未来的研究
方向进行了探讨．
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１ 引言

在数理统计、模式识别、机器学习、信号处理、计算

机视觉和生物信息学等领域，处理的数据集往往为高维

或超高维的，且这些高维数据集通常还具有复杂的结

构．虽然数据集的变量空间维数非常大，维数可从几百
维到上万维，但只有一小部分变量与要预测的输出变量

相关，其余大部分变量为噪声变量．而且相对于变量数
来说，样本数很小，直接使用最小二乘等传统的建模工

具，得到的是数值计算病态问题，因此变量选择问题显

得尤为重要．Ｔｉｂｓｈｉｒａｎｉ提出的套索（ｌｅａｓｔａｂｓｏｌｕｔｅｓｈｒｉｎｋ
ａｇｅａｎｄｓｅｌｅｃｔｉｏｎｏｐｅｒａｔｏｒ，Ｌａｓｓｏ）［１］模型利用 Ｌ１范数罚在
零点处求解次梯度得到稀疏解，使得模型向量的许多分

量为零，实现模型稀疏化和变量选择，套索模型为第一

种利用正则化方法进行变量选择的模型．然而变量往往
具有组结构，例如在基因表达分析中可把属于同一生物

学路径的基因看做一个组．套索模型没有将变量的组结
构作为先验信息，局限于变量水平上的稀疏性，只有变

量选择能力而无变量组选择能力．Ｙｕａｎ等人利用变量
之间存在的组结构作为先验信息，提出了组套索（Ｇｒｏｕｐ

Ｌａｓｓｏ）［２］模型，该模型利用 Ｌ２，１范数罚作为正则化项，能
够实现变量组水平上的稀疏性，具有变量组选择能力．
后来具有变量组选择能力的一系列组稀疏模型陆续被

提出，其分类如图１所示，其中虚线框内的三种重叠非
凸组稀疏模型为尚未被研究的组稀疏模型．

２ 组稀疏模型

已知线性回归模型为

ｙ＝Ｘβ＋ε （１）
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其中 Ｘ∈ＲＮ×Ｐ为设计矩阵，β∈ＲＰ为模型向量，ｙ∈ＲＮ

为输出向量，ε∈ＲＮ为噪声向量且εｎ～Ｎ（０，σ２），ｎ∈
｛１，２，…，Ｎ｝，Ｎ为样本数，Ｐ为变量数．组稀疏模型目
标函数的一般形式为

ａｒｇｍｉｎ
β∈Ｒ

Ｐ
Φ（β；Ｘ，ｙ）＋Ψλ（β） （２）

其中Φ（β；Ｘ，ｙ）为损失函数，Ψλ（β）为具有稀疏性效
果的罚函数，λ０为权衡参数．设变量被分为 Ｊ个组Ｇ
＝｛ｇｊ｜ｊ＝１，…，Ｊ｝，Ｘｊ为组ｇｊ的子设计矩阵，ｄｊ为组ｇｊ
中的变量数，βｊ∈Ｒｄｊ为组ｇｊ的子模型向量，下文中若无
声明则沿用上述符号含义．另外，第 ２１和 ２２节中组
稀疏模型的各个变量组不具有重叠的变量，第２３节中
各个变量组可具有重叠的变量．
２１ 非重叠凸组稀疏模型

２．１．１ Ｌ∞，１组套索模型和 Ｌ２，１组套索模型
基于式（１）的 Ｌ２，１组套索模型和 Ｌ∞，１组套索模型的

损失函数均为最小二乘损失：

１
２ ｙ－Ｘ

 

β
２
２ （３）

罚函数为λ

 

β ｑ，１＝λ∑
Ｊ

ｊ＝１
ｄ槡 ｊβ

 

ｊｑ，当 ｑ＝２时为 Ｌ２，１

范数罚λ

 

β ２，１，对应 Ｌ２，１组套索模型［２］；当 ｑ＝∞时为
Ｌ∞，１范数罚λ

 

β ∞，１，对应 Ｌ∞，１组套索模型［３～８］．当每
个组只有一个变量时，Ｌ２，１组套索模型和 Ｌ∞，１组套索模
型都退化为套索模型．Ｈｕａｎｇ等人给出了强组稀疏条件
（ＳｔｒｏｎｇＧｒｏｕｐＳｐａｒｓｉｔｙＣｏｎｄｉｔｉｏｎ）［９］，并指出当数据集满足
该条件时 Ｌ２，１组套索模型优于套索模型，其优点体现在
Ｌ２，１组套索模型的组结构使得其对噪声具有更强的鲁
棒性．ｑ除了取１和∞外还可取其它值［１０～１２］．
２．１．２ 标准组套索模型

基于式（１）标准组套索（ＳｔａｎｄａｒｄｉｚｅｄＧｒｏｕｐＬａｓｓｏ）［１３］

模型的损失函数为式（３），罚函数为λ∑
Ｊ

ｊ＝１
ｄ槡 ｊ Ｘｊβ

 

ｊ２．

Ｌ２，１组套索模型要求设计矩阵是正交矩阵，当设计矩阵
不满足正交条件时则要进行正交化，但这会使原问题

发生改变，而标准组套索模型的优点为其不要求设计

矩阵为正交矩阵．
２．１．３ 平方根组套索模型

基于式（１）的平方根组套索（ＧｒｏｕｐＳｑｕａｒｅＲｏｏｔＬａｓ
ｓｏ）［１４］模型的损失函数为式（３），罚函数为 Ｌ２，１范数罚
λ‖β‖２，１，平方根组套索模型的优点在于权衡参数λ的
选择不需知道（１）中噪声变量的标准差σ．当每个组只含
一个变量时，其退化为平方根套索（ＳｑｕａｒｅＲｏｏｔＬａｓｓｏ）［１５］．
２．１．４ 自适应组套索模型

基于式（１）的自适应组套索（ＡｄａｐｔｉｖｅＧｒｏｕｐＬａｓ

ｓｏ）［１６，１７］模型的损失函数为式（３），罚函数为λ∑
Ｊ

ｊ＝１
ｗｊ ｄ槡ｊ

‖βｊ‖２，ｗｊ＝‖β^ＧＬｊ‖－１
２ 表示第 ｊ个组的权，^βＧＬｊ 为Ｌ２，１

组套索模型的解．Ｌ２，１组套索模型的变量组选择一致性
不好，这是因为其过度缩小模较大的子模型向量，导致

对模较大的子模型向量的有偏估计．自适应组套索模
型在罚函数中为不同子模型向量分配不同的权，对模

较大（小）的子模型向量执行较小（大）程度的惩罚，因

此具有较好的变量组选择一致性．当每个组只含一个
变量时其退化为自适应套索模型［１８～２０］．
２．１．５ 稀疏组套索模型

基于式（１）的稀疏组套索（ＳｐａｒｓｅＧｒｏｕｐＬａｓｓｏ）［２１～２３］

模型的损失函数为式（３），罚函数为λ１‖β‖２，１＋
λ２‖β‖１，其中 Ｌ２，１范数罚的作用为变量组选择，Ｌ１范
数罚的作用为组内的变量选择，因而稀疏组套索模型

可同时实现变量选择和变量组选择，克服了套索模型

只有变量选择能力和 Ｌ２，１组套索模型只有变量组选择
能力的缺点．
２．１．６ 贝叶斯组套索模型

贝叶斯理论认为当每个组的子模型向量都有独立

同分布的多维 Ｌａｐｌａｃｅ先验分布时，可把 Ｌ２，１组套索模
型表示为贝叶斯最大后验估计［２４，２５］：

Ｐ（ｙ｜Ｘ，β，σ２）＝∏
Ｎ

ｎ＝１
Ｎ（ｙｎ｜ｘｎβＴ，σ２） （４）

Ｐ（βｊ｜ρ）＝Ｌａｐｌａｃｅβ｜０，
ｄｊρ
σ

( )２ －( )
１
２

（５）

Ｐ（σ２｜ｖ０，ｓ２０）＝ＩｎｖＧａｍｍａ（σ２｜ｖ０，ｔ２０） （６）

Ｐ（ρ｜ｒ，ｓ）＝Ｇａｍｍａ（ρ｜ｒ，ｓ） （７）
其中 ｘｎ∈ＲＰ表示变量在第ｎ次的观察值，ｙｎ服从正态
分布，ρ服从 Ｇａｍｍａ分布，ｒ和ｓ为 Ｇａｍｍａ分布的超参
数，σ

２为（１）中噪声变量的方差，其服从超参数为 ｖ０和

ｔ２０的逆Ｇａｍｍａ分布．
２．１．７ 基于其它回归模型的组稀疏模型

除线性回归模型外，大量研究还将组稀疏模型推

广到其他回归模型中，例如逻辑斯蒂回归模型［２６～２９］、

ＣＯＸ比例风险回归模型［２２，３０］、Ｔｏｂｉｔ模型［３１，３２］和广义加
模型［３３］等，基于这些回归模型的组稀疏模型呈现出在

线性回归模型下所不具有的新特性，例如基于逻辑斯

蒂回归模型的组稀疏模型可应用于离散变量建模，适

用于分类器设计；基于广义加模型的组稀疏模型具有

很好的灵活性，适用于非线性情形下的变量组选择．
２２ 非重叠非凸组稀疏模型

２．２．１ 组 ＳＣＡＤ模型
基于式（１）的组 ＳＣＡＤ（ＧｒｏｕｐＳｍｏｏｔｈｌｙＣｌｉｐｐｅｄＡｂｓｏ

ｌｕｔｅＤｅｖｉａｔｉｏｎ）模型分为 Ｌ１组 ＳＣＡＤ模型［３４］和 Ｌ２组

ＳＣＡＤ模型［３５］，其损失函数均为式（３），罚函数为
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∑
Ｊ

ｊ＝１
φλ（‖βｊ‖ｑ），其中φλ，γ（·）为 ＳＣＡＤ罚（Ｓｍｏｏｔｈｌｙ

ＣｌｉｐｐｅｄＡｂｓｏｌｕｔｅＤｅｖｉａｔｉｏｎＰｅｎａｌｔｙ）［３６］．两者区别在于内部
罚函数不同，ｑ＝１时为 Ｌ１组 ＳＣＡＤ模型，ｑ＝２时为 Ｌ２
组ＳＣＡＤ模型．γ→∞时，Ｌ２组 ＳＣＡＤ模型变为 Ｌ２，１组套
索模型．在变量（组）选择能力和统计性质方面，Ｌ１组
ＳＣＡＤ模型能同时实现变量选择和变量组选择并具有
较好的变量组选择一致性，但变量选择一致性较差．Ｌ２
组ＳＣＡＤ模型只能实现变量组选择，具有较好的变量组
选择一致性．
２．２．２ 组ＭＣ模型

基于式（１）的组 ＭＣ（ＧｒｏｕｐＭｉｎｉｍａｘＣｏｎｃａｖｅ）模型分
为三 种，其 损 失 函 数 均 为 式 （３），当 罚 函 数 为

∑
Ｊ

ｊ＝１
φλ，ｂ∑

Ｌ

ｌ＝１
φλ，ａ（｜βｊｌ｜( )） 时为复合组 ＭＣ模型［３７］，当

罚函数为∑
Ｊ

ｊ＝１
φλ，γ（‖βｊ‖１）时为 Ｌ１组 ＭＣ模型

［３４］，当

罚函数为∑
Ｊ

ｊ＝１
φλ，γ（‖βｊ‖２）时为 Ｌ２组 ＭＣ模型［３８］，

φλ，γ（·）为ＭＣ罚（ＭｉｎｉｍａｘＣｏｎｃａｖｅＰｅｎａｌｔｙ）
［３９］．当γ→∞

时 Ｌ２组ＭＣ模型变为 Ｌ２，１组套索模型．复合组 ＭＣ模型
和 Ｌ１组ＭＣ模型均能同时实现变量组选择和组内变量
选择，其中复合组ＭＣ模型有较好的变量选择一致性和
变量组选择一致性，Ｌ１组 ＭＣ模型只有较好的变量组
选择一致性而其变量选择一致性较差．Ｌ２组 ＭＣ模型
只能实现变量组选择且有较好的变量组选择一致性．
２．２．３ 组桥模型

基于式（１）的组桥（ＧｒｏｕｐＢｒｉｄｇｅ）模型分为 Ｌ１组桥
模型［４０］、Ｌ２组桥模型［４１，４２］与复合组桥模型［４３］，其损失

函数均为式（３）．Ｌ１组桥模型的罚函数为λ∑
Ｊ

ｊ＝１
ｄ１－γｊ

‖βｊ‖γ１，Ｌ２组桥模型的罚函数为λ∑
Ｊ

ｊ＝１
ｄ１－γｊ ‖βｊ‖γ２，

复 合 组 桥 模 型 的 罚 函 数 为 λ∑
Ｊ

ｊ＝１
ｄ１－γ２ｊ

∑
Ｌ

ｌ＝１
｜βｊｌ｜γ( )１ γ２，其中 ｌ为组内单个变量的索引，γ，

γ１，γ２∈（０，１］．当每个组只含有一个变量时，Ｌ１组桥模
型退化为桥回归（ＢｒｉｄｇｅＲｅｇｒｅｓｓｉｏｎ）模型［４４］．当γ１＝１
时，复合组桥模型退化为 Ｌ１组桥模型．当γ２＝１时，复
合组桥退化为桥回归模型．在变量（组）选择能力和统
计性质方面，Ｌ１组桥模型和复合组桥模型均同时具有
变量选择能力和变量组选择能力，但 Ｌ１组桥模型只具
有较好的变量组选择一致性而其变量选择一致性较

差，复合组桥模型同时具有较好的变量选择一致性和

较好的变量组选择一致性．Ｌ２组桥模型只具有变量组
选择能力且具有较好的变量组选择一致性．

２．２．４ 小结与分析

组ＳＣＡＤ、组ＭＣ和组桥模型均具有变量组选择能
力和较好的变量组选择一致性，但是否具有变量选择

能力和较好的变量选择一致性则取决于内部所使用的

罚：凡是在罚函数的内部对每个组使用 Ｌ１范数罚的模
型均同时具有变量选择能力和变量组选择能力，并且

变量组选择一致性较好，但变量选择一致性较差；凡是

在罚函数的内部对每个组使用 Ｌ２范数罚的模型均只
具有变量组选择能力和较好的变量组选择一致性；凡

是在罚函数的内部对每个组使用非凸罚的模型均同时

具有变量选择能力和变量组选择能力，并且变量选择

一致性和变量组选择一致性均较好．
２３ 重叠凸组稀疏模型

２．３．１ 重叠组套索模型

非重叠组稀疏模型有局限性，例如在微阵列基因

表达数据分析中某基因可同时属于多个组，此时不仅

要将组结构作为先验信息，还要把组之间的重叠结构

也作为先验信息引入到罚函数中．重叠组套索模型
（ＯｖｅｒｌａｐＧｒｏｕｐＬａｓｓｏ）［４５～４８］的损失函数为式（３），罚函数

为λ∑
ｇｊ∈Ｇ
‖βｇｊ‖２，其中不同组 ｇｊ之间可有重叠的变量，

即允许同一个变量属于多个组．重叠组套索也有统计
性质较好的自适应版本：自适应重叠组套索［４９］．
２．３．２ 树组套索模型

有的数据集中各变量组之间为偏序关系，即树组

结构．基于（１）的树组套索模型［５０～５３］的损失函数为式

（３），罚函数为λ∑
ｇｊ∈Ｇ
‖βｇｊ‖２，其中各个组 ｇｊ之间形成

树组结构．实际上树组结构是重叠组结构的一个特例，
因而树组套索模型也是重叠组套索模型的特例，前者

相当于在后者基础上附加如下三个条件：同一层中各

节点不具有重叠的变量；子节点的索引集是父节点索

引集的子集；父节点的索引集为其子节点索引集的覆

盖集．树组套索模型的变量组选择效果为：若某组被选
中，那么该组的全部父组也被选中；若某组被丢弃，则

该组的全部子组也被丢弃．
２．３．３ 多输出树组套索模型

已知多元线性回归模型为

Ｙ＝ＸＢ＋Ｗ （８）
其中 Ｘ∈ＲＮ×Ｐ，Ｙ∈ＲＮ×Ｋ，Ｗ∈ＲＮ×Ｋ，Ｂ∈ＲＰ×Ｋ，Ｎ为
样本数，Ｐ为自变量数，Ｋ为输出变量数．假设输出变
量具有树组结构，将输出变量分组 Ｇ＝｛ｇｊ｜ｊ＝１，…，
Ｊ｝，一个组 ｇｊ对应一个节点，给每个节点赋予一个权
ｗｇｊ，βｇｊ表示组ｇｊ的子模型向量，则多输出树组套索模

型［５４，５５］的损失函数为
１
２‖Ｙ－ＸＢ‖

２
Ｆ，其中‖·‖Ｆ表
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示Ｆｒｏｂｅｎｉｕｓ范数，罚函数为λ ∑
ｐ∈｛１，…，Ｐ｝

∑
ｇｊ∈Ｇ
ｗｇｊ‖β

ｐ
ｇ
ｊ
‖２，其

分为内部的 Ｌ２，１范数运算和外部的 Ｌ１范数运算：内部
Ｌ２，１范数运算表示将 Ｂ第ｐ行的模型向量划分为树组
结构并对每个组进行Ｌ２范数运算，然后在组水平上执
行 Ｌ１范数运算，从而实现行内的组稀疏，即从输出角
度而言的稀疏；外部的 Ｌ１范数运算表示将 Ｂ的一行作
为一个组，在该组水平上进行 Ｌ１范数运算，从而实现
从变量角度而言的稀疏．因此，与其它组稀疏模型的不
同之处在于多输出树组套索模型能同时实现从变量角

度而言的稀疏和输出角度而言的稀疏．
２．３．４ 小结与分析

变量往往不只具有简单的非重叠组结构，更常见

的是变量组之间交叉重叠甚至为偏序关系的树组结

构．稀疏学习从简单的套索模型到实现变量组选择的
组套索模型，再到变量组具有重叠结构的重叠组套索

模型、变量组为偏序关系的树组套索模型、输出变量具

有树组结构的多输出树组套索模型，其正沿着结构稀

疏化的方向发展，最近很多研究还将结构稀疏学习应

用到概率图模型中，所能揭示的模型结构越来越复杂．
表１ 各种组稀疏模型对比

模型
变量（组）

选择能力

变量选择

一致性

变量组选择

一致性

Ｌ２，１组套索 变量组 — 差

Ｌ∞，１组套索 变量组 — 差

自适应组套索 变量组 — 好

标准组套索 变量组 — 差

平方根组套索 变量组 — 差

稀疏组套索 变量＋变量组 差 差

贝叶斯组套索 变量组 — 差

Ｌ１组ＳＣＡＤ 变量＋变量组 差 好

Ｌ２组ＳＣＡＤ 变量组 — 好

Ｌ１组ＭＣ 变量＋变量组 差 好

Ｌ２组ＭＣ 变量组 — 好

复合组ＭＣ 变量＋变量组 好 好

Ｌ１组桥 变量＋变量组 差 好

Ｌ２组桥 变量组 — 好

复合组桥 变量＋变量组 好 好

重叠组套索 变量组 — 差

树组套索 变量组 — 差

多输出树组套索 变量组 — 差

注：表１中“—”表示该模型无变量选择能力，故讨论其变量选择一致
性无意义．

各模型的对比如表１所示．除自适应组套索模型和
非凸组稀疏模型外，其它组稀疏模型的变量（组）选择

一致性较差，只在附加条件下变量（组）选择一致性才

较好，这些条件有不可表示条件（ＩｒｒｅｐｒｅｓｅｎｔａｂｌｅＣｏｎｄｉ
ｔｉｏｎ）［５６，５７］、稀疏 Ｒｉｅｓｚ条件（ＳｐａｒｓｅＲｉｅｓｚＣｏｎｄｉｔｉｏｎ）［５８，５９］

和限制特征值条件（ＲｅｓｔｒｉｃｔｅｄＥｉｇｅｎｖａｌｕｅＣｏｎｄｉｔｉｏｎ）［６０，６１］

等，其中变量选择一致性的定义为

ｌｉｍ
Ｎ→∞
Ｐ（｛ｐ：^βｐ≠０｝＝｛ｐ：βｐ≠０｝）＝１ （９）

变量组选择一致性的定义为

ｌｉｍ
Ｎ→∞
Ｐ（｛ｊ：^βｊ≠０｝＝｛ｊ：βｊ≠０｝）＝１ （１０）

３ 组稀疏模型的求解

组稀疏模型的求解常分为两步：对目标函数进行

预处理，将不平滑、非凸、变量块不可分离的目标函数

向平滑、凸、变量块可分离的方向转化，然后对转换后

的目标函数进行求解．另外，权衡参数λ的选择可用 Ｃｐ
判据、ＢＩＣ判据、ＡＩＣ判据、ＧＣＶ准则和交叉校验等方法．
３１ 预处理方法

常见预处理方法有Ｎｅｓｔｅｒｏｖ平滑近似［６２］、局部二次
近似（ＬｏｃａｌＱｕａｄｒａｔｉｃＡｐｐｒｏｘｉｍａｔｉｏｎ，ＬＱＡ）［３６］、局部线性近
似（ＬｏｃａｌＬｉｎｅａｒＡｐｐｒｏｘｉｍａｔｉｏｎ，ＬＬＡ）［６３］、对偶范数和对偶
函数［５０，５５］等．Ｎｅｓｔｅｒｏｖ平滑近似的优点为将不平滑的优
化问题转化为平滑的优化问题．对偶范数和对偶函数
方法可解决变量块不可分离问题．ＬＱＡ和 ＬＬＡ用于组
ＳＣＡＤ模型等非凸模型的目标函数的预处理，其中 ＬＱＡ
方法将原目标函数用一个凸二次函数近似表示，但由

于涉及海森矩阵的重复求逆问题因而计算复杂度大，

其还需要设定一个对算法的收敛性影响很大的初始

解，其另一缺点是一旦某变量被剔除，该变量将不再出

现在最后的模型中．ＬＬＡ将原目标函数近似为一次函
数，其也需要设定一个初始解，而且初始解的设定对算

法性能影响很大．
３２ 求解算法

常见的求解算法有组最小角回归（ＧｒｏｕｐＬｅａｓｔＡｎｇｌｅ
Ｒｅｇｒｅｓｓｉｏｎ，ＧＬＡＲ）［２］、块坐标下降（ＢｌｏｃｋＣｏｏｒｄｉｎａｔｅＤｅ
ｓｃｅｎｔ，ＢＣＤ）［２，６４，６５］、块坐标梯度下降（ＢｌｏｃｋＣｏｏｒｄｉｎａｔｅ
ＧｒａｄｉｅｎｔＤｅｓｃｅｎｔ，ＢＣＧＤ）［２６，６６］、谱投影梯度法（Ｓｐｅｃｔｒａｌ
ＰｒｏｊｅｃｔｅｄＧｒａｄｉｅｎｔ，ＳＰＧ）［６］、活动集方法（ＡｃｔｉｖｅＳｅｔ）［６７］和
轮换方向乘子法（ＡｌｔｅｒｎａｔｉｎｇＤｉｒｅｃｔｉｏｎＭｅｔｈｏｄｏｆＭｕｌｔｉｐｌｉ
ｅｒｓ，ＡＤＭＭ）［６８］．ＧＬＡＲ的前身是最小角回归（ＬｅａｓｔＡｎｇｌｅ
Ｒｅｇｒｅｓｓｉｏｎ，ＬＡＲ）［６９］，其能得到权衡参数在整个取值范围
内变化时的整个解路径，这是其相对于其它算法的突

出优点，但其只适用于解路径为分段线性的模型．ＢＣＤ
在求解优化问题时每次只涉及单个坐标块，固定其余

全部坐标块，因此大大简化了优化问题，但其只适用于

目标函数为变量块可分离的模型．ＢＣＧＤ首先将优化问
题的目标函数利用一个严格凸二次函数近似，然后对

该近似函数执行块坐标下降算法求解梯度方向，再利

用非精确的线搜索结合上一步求解的梯度方向执行梯

度下降步骤，其具有高度并行化的特点，适用于求解大

规模问题．活动集方法一般用于大规模复杂问题的求
解，利用最优性条件把大规模复杂问题分解为一系列
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简单子问题的求解．ＡＤＭＭ为增广拉格朗日方法的推
广，该方法通过引入辅助变量将难求解的原问题分解

为若干便于求解的子问题，并且每个子问题的解都是

显式解，其适用范围非常广，可用来求解套索模型、Ｌ２，１
组套索模型、重叠组套索模型和树组套索模型等．ＳＰＧ
在迭代过程中采用非单调线搜索技术，不要求每次迭

代后目标函数值都下降，只要求在规定的最近某些次

迭代时目标函数的值下降即可．

４ 结论和展望

本文总结了各种组稀疏模型，还对各种组稀疏模

型求解前的预处理方法和优化求解算法进行了归纳总

结，并给出了组稀疏模型未来的研究方向．组稀疏模型
是当前高维数据建模的重要研究方向，在数理统计、模

式识别、机器学习、信号处理、计算机视觉和生物信息

学等领域具有广阔的应用前景，势必在以后的高维数

据建模方法中占有重要位置．但该领域还存在一些有
待于研究的问题：

问题１：将组稀疏模型扩展到Ｐｒｏｂｉｔ回归模型、索引
模型（ＩｎｄｅｘＭｏｄｅｌ）、部分线性模型（ＰａｒｔｉａｌｌｙＬｉｎｅａｒＭｏｄ
ｅｌｓ）、变系数模型（ＶａｒｙｉｎｇＣｏｅｆｆｉｃｉｅｎｔＭｏｄｅｌｓ）、加速失效
时间模型（ＡｃｃｅｌｅｒａｔｅｄＦａｉｌｕｒｅＴｉｍｅＭｏｄｅｌ）等情形，极大地
丰富组稀疏模型．

问题 ２：使用 ＡＩＣ等判据选择模型的权衡参数时，
要求估计噪声变量的协方差矩阵和自由度，虽然交叉

校验方法不需要估计噪声变量的协方差矩阵和自由

度，但是交叉校验方法会导致很大的计算复杂度．Ｍｅｉｎ
ｓｈａｕｓｅｎ等人［７０］基于重抽样（ｒｅｓａｍｐｌｅ）方法提出选择模
型的权衡参数的稳定选择（ＳｔａｂｉｌｉｔｙＳｅｌｅｃｔｉｏｎ）方法，该方
法不要求对噪声变量的协方差矩阵和自由度进行估

计，未来需要做的工作是将该方法应用到组稀疏模型

的权衡参数选择中，并与 Ｃｐ判据、ＢＩＣ判据、ＡＩＣ判据、
ＧＣＶ准则和交叉校验等方法进行对比分析．

问题３：目前尚无学者将 ＭＣＢＰ罚（ＭｉｎｉｍａｘＣｏｎｃａｖｅ
ＢｒｉｄｇｅＰｅｎａｌｔｙ）［７１］、对数罚［７２］、稀疏桥罚（ＳｐａｒｓｅＢｒｉｄｇｅ
Ｐｅｎａｌｔｙ）［７３］和反正切罚［７４］等非凸罚用于构造重叠组结
构的组稀疏模型，我们猜想利用其构造出的重叠结构

组稀疏模型应该同时具有变量选择和变量组选择能

力，但该问题有待于进一步研究．
问题４：树组套索、多输出树组套索、Ｌ１组 ＳＣＡＤ模

型和 Ｌ１组ＭＣ模型的变量选择一致性有待于研究，尤
其在变量数远远大于样本数时的一致性有待于研究．
另外，最近文献［７５～７７］中给出了比原限制特征值条件
更强的条件，组稀疏模型在这些更强的条件下的变量

选择一致性和变量组一致性如何？
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