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深度卷积神经网络鉴别正交特征生成及其应用
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（湖南理工学院信息与通信工程学院，湖南岳阳 ４１４０００）

　　摘　要：　针对现有深度卷积神经网络在小样本学习时的泛化性问题，本文提出一种鉴别正交特征生成方法．该
方法通过正则化技术对网络非负中间层特征输出的异类正交度和同类相关度进行优化，生成具有稀疏特性的网络中

间层鉴别正交特征．为有效调节稀疏度以控制网络容量，采用正则化系数自适应调节方式逼近预设特征稀疏度目标．
为提高特征生成计算效率，进一步设计了随机２类别鉴别正交特征生成反向传播规则．随后在数据集 ＭＮＩＳＴ上进行
了小样本手写体数字识别对比实验，验证了本文方法的稀疏度调节特性和网络表达容量控制能力．通过反卷积可视
化，进一步发现本文方法还具有衍生出的局部鉴别区域聚焦特性．最后，将鉴别正交特征生成卷积网络应用到老年痴
呆症３Ｄ磁共振影像分析上．实验结果表明，本文方法用于老年痴呆症诊断，不仅诊断效果更好，而且利用其良好的局
部聚焦性，还成功定位了老年痴呆症与健康对照组典型差异脑区．
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Ｋｅｙｗｏｒｄｓ：　ｄｅｅｐｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ；ｄｉｓｃｒｉｍｉｎａｔｉｖｅｌｙｏｒｔｈｏｇｏｎａｌｆｅａｔｕｒｅｇｅｎｅｒａｔｉｏｎ；ｂｒａｉｎｉｍａｇｅａｎａｌｙｓｉｓ；
ｎｕｃｌｅａｒｍａｇｎｅｔｉｃｒｅｓｏｎａｎｃｅ；

１　引言
　　近年来，随着计算能力不断提高，大样本数据集出
现，以深度神经网络为代表的深度学习方法在图像、语

音、自然语言处理等诸多方面取得了极大进展［１，２］．其
中，深度卷积网络以其权重共享，图像局部分析等优良

特性，在诸多图像大数据集上进行的多种视觉任务［３～６］

上均取得了明显优于传统浅层机器学习方法的效果．
作为一类具有庞大参数数量的复杂机器学习方

法，深度学习效果与数据集样本量密切相关［７，８］．当面
向样本量较少的学习任务时，过于复杂的深度学习方

法通常极易出现过拟合现象，表现甚至不如传统浅层
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机器学习方法．
小样本学习是统计机器学习的一个基本研究内

容，也是实际应用场景不能回避的一个重要问题．以往
研究成果表明［９，１０］，采用诸如数据降维、容量控制、迁移

学习等策略可改善小样本学习效果．为提高泛化性，这
些策略也被应用于深度学习．降维方面，采用如深度孪
生卷积网络，匹配网络等深度网络模型进行度量学

习［１１，１２］，提取低维流形特征，可改善识别泛化性能．容
量控制方面，Ｈｉｎｔｏｎ提出Ｄｒｏｐｏｕｔ方法［１３］，通过随机置０
扰动，防止过拟合；此外，对网络权重参数引入 Ｌ２范数
正则化项［１４］，也是神经网络经典的容控手段．迁移学习
方面，Ｙｏｓｉｎｓｋｉ［１５］、Ａｚｉｚｐｏｕｒ［１６］等通过在 ＩｍａｇｅＮｅｔ，ＩＬＳ
ＶＲＣ２０１３等大数据集上迁移实验，验证了迁移学习对
小样本视觉任务的有效性．

本文以磁共振影像分析为背景，尝试从容量控制

角度，继续对小样本任务下的深度卷积神经网络进行

研究．考虑到小样本下的过拟合是由网络本身表达容
量和现有样本量不匹配所致，本文提出一种鉴别正交

特征生成方法，强制网络指定层生成的特征满足同类

强相关和异类正交的表达容量控制要求，通过控制特

征稀疏度改善泛化性能．为验证鉴别正交特征生成有
效性，我们在 Ｃａｆｆｅ平台［１７］上对其进行了实现，采用

ＬｅＮｅｔ经典卷积神经网络架构首先在 ＭＮＩＳＴ数据集上
进行了小样本实验．对比结果表明，小样本情形下鉴别

正交特征生成方法能够显著提高分类效果，具有较强

的网络容量控制能力．进一步通过反卷积可视化发现，
鉴别正交特征生成方法可控制生成特征的稀疏性，并

具有很强的局部鉴别区域定位能力．最后，我们将鉴别
正交特征生成方法应用到基于３Ｄ脑磁共振影像分析
的老年痴呆症自动诊断中，一方面进一步提高了诊断

正确率，另一方面基于反卷积重构技术实现了老年痴

呆病人与健康对照组典型差异脑区的定位．

２　深度卷积神经网络
　　第一个提出并实际应用的卷积神经网络是用于手
写数字识别的多层卷积网络 ＬｅＮｅｔ５［１８］．该网络由２个
卷积层，２个池化层，２个全互联层以及１个分类器层组
成，如图１所示．

ＬｅＮｅｔ５给出了一个应用于自然图像的标准多层多
尺度分析架构．受此启发，随后出现了多种卷积神经网
络架构．

第一个真正取得突破的深度卷积神经网络则是

ＡｌｅｘＮｅｔ［３］，其架构示意图如图２所示．

　　相比于ＬｅＮｅｔ５架构，除整体架构更深之外，Ａｌｅｘ
Ｎｅｔ还引入了ＲｅＬＵ非线性映射层，ＬＲＮ归一化层，并使
用了 Ｄｒｏｐｏｕｔ和 Ｄａｔａａｕｇｍｅｎｔａｔｉｏｎ策略．其中，ＲｅＬＵ函
数的引入不仅克服了经典 ｓｉｇｍｏｉｄ函数的饱和问题，而
且因其非负特性，使特征表达在一定程度上具有稀疏

性，为加速收敛和改善分类效果提供了支持．
近年来，深度卷积网络向极深层发展，出现了诸如

ＧｏｏｇｌｅＮｅｔ［１９］，ＲｅｓＮｅｔ［２０］等极深层卷积神经网络架构，并
在大规模数据集上取得了优异表现．

３　卷积神经网络鉴别正交特征生成
　　卷积网络中间层特征通常通过分类损失函数优化
过程中的反向传播算法逐渐生成．目前常用的分类器
和损失函数是ｓｏｆｔｍａｘ分类器和互熵损失函数．

对一个 Ｄ类别分类任务，训练集为｛（ｘｉ，ｙｉ）｝１
!

ｉ
!

Ｎ，

其中ｘｉ，ｙｉ分别为第ｉ个训练样本和对应的Ｄ维类别标
签向量，设ｓｏｆｔｍａｘ分类器输出为｛ｏｉ｝１

!

ｉ
!

Ｎ，此时互熵损

失函数Ｌ１定义为

ｍｉｎＬ１＝－∑
Ｎ

ｉ＝１
ｌｏｇ（ｏｉ，Ｄ（ｉ）） （１）

其中，Ｄ（ｉ）是第ｉ个训练样本类别序号，ｏｉ，Ｄ（ｉ）是该样本
在其类别序号对应的维度上的ｓｏｆｔｍａｘ分类器输出．

ＩｍａｇｅＮｅｔ大数据集下卷积网络中间层特征可视化
结果表明［２１］，从底层到顶层，各层特征呈现逐步抽象和

稳定的现象，有效改善分类效果．该实验直观验证了卷
积网络特征生成对视觉任务的重要性．

对小样本任务，卷积网络面临的一个主要困境是

无法充分进行特征学习，从而导致过拟合．有文献表
明［２１～２３］，具有表达稀疏特性的深度网络往往具有很好

的容量控制能力，能改善网络的过拟合现象．为进一步
约束卷积网络中间层特征生成，我们利用非负向量正

交稀疏性，在互熵损失基础上，采用正则化策略设计了

一个基于相关性度量的鉴别正交特征生成损失项．
３１　非负向量的正交稀疏性

对ｌ维向量α＝ α１ … α( )ｌ Ｔ，我们将该向量稀疏
度ｓｐ（α）定义为

７７３２
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ｓｐ（α）＝
ｃａｒｄ（｛αｉ｜αｉ＝０｝１

!

ｉ
!

ｌ）

ｌ （２）

其中，ｃａｒｄ（｛αｉ｜αｉ＝０｝１
!

ｉ
!

ｌ）表示向量 α中 ０元素的
数目．

对ｌ维向量α，β，其相关系数可定义为

ρ（α，β）＝ αＴβ
‖α‖２‖β‖槡

２
（３）

由相关系数定义（３）出发，我们可得到如下描述
α，β之间稀疏度关系的简单性质．

性质１　若 ｌ维非负向量 α，β相互正交，即 ρ（α，
β）＝０，此时若稀疏度 ｓｐ（α）＝ｅ，则稀疏度 ｓｐ（β）１
－ｅ．
证明　由α，β非负性，若α，β相互正交，则对任意

同位置向量元素αｉ，βｉ，一定满足 αｉ×βｉ＝０．这意味着
αｉ不为０时，βｉ一定为０，因此ｓｐ（α）＝ｅ意味着 ｓｐ（β）
１－ｅ一定成立．

性质１表明，在非负定义域内，向量 β可以采用与
向量α的正交性来控制其稀疏度．
３２　卷积网络鉴别正交特征生成损失

设Ｄ类别训练样本通过卷积网络生成的第 ｓ层特
征为｛ｈＤ（ｉ）ｉ （ｓ）｝１

!

ｉ
!

Ｎ．其中，ｈ
Ｄ（ｉ）
ｉ （ｓ）为第 ｉ个训练样本的

第ｓ层特征，该样本属于第Ｄ（ｉ）个类．
假定所有第ｓ层特征满足非负特性，即 ｈＤ（ｉ）ｉ （ｓ）

０，此时属于第ｊ个类和不属于第ｊ个类的训练样本的第
ｓ层特征均值向量ｍｊ（ｓ），珟ｍｊ（ｓ）可分别定义为

ｍｊ（ｓ）＝（１／Ｎｊ）∑
Ｄ（ｉ）＝ｊ
ｈＤ（ｉ）ｉ （ｓ）

珟ｍｊ（ｓ）＝（１／（Ｎ－Ｎｊ））∑
Ｄ（ｉ）≠ｊ
ｈＤ（ｉ）ｉ （ｓ

{
）

（４）

其中Ｎｊ为第ｊ个类训练样本数．
对于第ｊ个类的任意一个训练样本的第 ｓ层特征

ｈｊ（ｓ），我们将其与ｊ类和非ｊ类的相关性度量分别定义
为该特征与ｍｊ（ｓ）和 珟ｍｊ（ｓ）的相关系数

ρ（ｈｊ（ｓ），ｍｊ（ｓ））＝
ｈｊ（ｓ）Ｔｍｊ（ｓ）

‖ｈｊ（ｓ）‖２‖ｍｊ（ｓ）‖槡
２

ρ（ｈｊ（ｓ），珟ｍｊ（ｓ））＝
ｈｊ（ｓ）Ｔ珟ｍｊ（ｓ）

‖ｈｊ（ｓ）‖２‖珟ｍｊ（ｓ）‖槡










２

（５）

基于上述相关性度量，我们设计如下添加ｓ层鉴别
正交特征生成损失正则化项的损失函数

ｍｉｎＬ＝Ｌ１＋ｃ（ｓ）（ρＢ（ｓ）－ρＷ（ｓ）） （６）

其中，ρＢ（ｓ）＝（１／Ｎ）∑
Ｎ

ｉ＝１
ρ（ｈＤ（ｉ）ｉ （ｓ），珟ｍＤ（ｉ）（ｓ）），ρＷ（ｓ）

＝（１／Ｎ）∑
Ｎ

ｉ＝１
ρ（ｈＤ（ｉ）ｉ （ｓ），ｍＤ（ｉ）（ｓ））分别为平均类间相

关度和平均类内相关度，ｃ（ｓ）为第ｓ层正则化系数．
式（６）中引入基于相关度的鉴别特征生成损失，要

求中间层特征平均类内相关度ρＷ（ｓ）大且平均类间相关
度ρＢ（ｓ）小．ｈ

ｊ（ｓ），ｍｊ（ｓ），珟ｍｊ（ｓ）非负，因此１ρ（ｈ
ｊ（ｓ），

珟ｍｊ（ｓ））０，１ρ（ｈ
ｊ（ｓ），ｍｊ（ｓ））０．此时ρＢ（ｓ）尽可能小

则意味着类间特征之间尽可能正交，从而生成第ｓ层的
鉴别正交特征．进一步，假定珟ｍｊ（ｓ）稀疏度小，由性质（１）
可知，通过正交化约束可使ｈｊ（ｓ）稀疏度变大．
３３　鉴别正交特征生成损失反向传播计算

令Ｌ２＝ｃ（ｓ）（ρＢ（ｓ）－ρＷ（ｓ）），式（６）对第ｓ层特
征ｈＤ（ｉ）ｉ （ｓ）求导，可得如下梯度计算公式

ｄＬ
ｄｈＤ（ｉ）ｉ （ｓ）

＝ ｄＬ１
ｄｈＤ（ｉ）ｉ （ｓ）

＋ ｄＬ２
ｄｈＤ（ｉ）ｉ （ｓ）

（７）

其中，
ｄＬ１

ｄｈＤ（ｉ）ｉ （ｓ）
是互熵损失函数对ｈＤ（ｉ）ｉ （ｓ）的梯度．

ｄＬ２
ｄｈＤ（ｉ）ｉ （ｓ）

＝

ｃ（ｓ）
Ｎ
珟ｍＤ（ｉ）（ｓ）

‖珟ｍＤ（ｉ）（ｓ）‖
２‖ｈＤ（ｉ）ｉ （ｓ）‖槡

２

－

ｃ（ｓ）
ＮｍＤ（ｉ）（ｓ）

‖ｍＤ（ｉ）（ｓ）‖
２‖ｈＤ（ｉ）ｉ （ｓ）‖槡

２

－（ρ（ｈＤ（ｉ）ｉ （ｓ），珟ｍＤ（ｉ）（ｓ））

－ρ（ｈＤ（ｉ）ｉ （ｓ），ｍＤ（ｉ）（ｓ）））

ｃ（ｓ）
Ｎｈ

Ｄ（ｉ）
ｉ （ｓ）

‖ｈＤ（ｉ）ｉ （ｓ）‖
２

＋

ｃ（ｓ）
Ｎ

Ｎ－ＮＤ（ｉ） ∑Ｄ（ｊ）≠Ｄ（ｉ）ρ（ｈ
Ｄ（ｊ）
ｊ （ｓ），珟ｍＤ（ｊ）（ｓ））

·
ｈＤ（ｊ）ｊ （ｓ）

珟ｍＤ（ｊ）（ｓ）
ＴｈＤ（ｊ）ｊ （ｓ）

－
珟ｍＤ（ｊ）（ｓ）

‖珟ｍＤ（ｊ）（ｓ）‖( )２
－

ｃ（ｓ）
Ｎ
ＮＤ（ｉ）∑

ＮＤ（ｉ）

ｉ＝１
ρ（ｈＤ（ｉ）ｉ （ｓ），ｍＤ（ｉ）（ｓ））

·
ｈＤ（ｉ）ｉ （ｓ）

ｍＤ（ｉ）（ｓ）
ＴｈＤ（ｉ）ｉ （ｓ）

－
ｍＤ（ｉ）（ｓ）

‖ｍＤ（ｉ）（ｓ）‖( )２
其中，ＮＤ（ｉ）为第Ｄ（ｉ）类的样本数．

引入ｓ层鉴别正交特征生成损失正则化项后，卷积
网络反向传播过程中，对第ｓ层特征的反向传播计算采
用式（７）实现．
３４　鉴别正交特征损失正则化系数自动调节

引入鉴别正交损失后，生成特征呈稀疏特性．此
时，特征稀疏程度与正则化系数 ｃ（ｓ）值大小密切相关．
为精准调节对非负输出层进行鉴别正交操作得到的稀

疏特征的稀疏度，以达到控制网络容量的目的．我们设
计如下正则化系数ｃ（ｓ）更新公式

ｃ（ｓ）＝ｃ（ｓ）×１－ｓｐ（ｈ（ｓ））１－ｓｐ （８）

其中，ｓｐ，ｓｐ（ｈ（ｓ））分别为预设的稀疏度阈值和当前第ｓ
层输出的平均稀疏度．

８７３２
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观察式（８）可知，若当前特征平均稀疏度大于预设
阈值，则ｃ（ｓ）减小，意味着降低鉴别正交特征生成比
重；反之则ｃ（ｓ）增大，意味着进一步强化鉴别正交特征
生成．

进一步，我们提出如下通过自动调节正则化系数

ｃ（ｓ）控制第ｓ层鉴别正交特征稀疏度的方法：
第１步　网络优化初始，预设第ｓ层特征的稀疏度

阈值ｓｐ和正则化系数ｃ（ｓ）的初始值，ｉ＝１；
第２步　第ｉ个ｆｌｏｐ训练结束，统计当前第 ｓ层特

征的平均稀疏度ｓｐ（ｈ（ｓ））；
第３步　依据式（８）更新ｃ（ｓ）；
第４步　ｉ＝ｉ＋１，若满足训练终止条件，则终止，

否则转第２步．
３５　随机２类别鉴别正交反向传播

由式（７）计算可知，计算均值 珟ｍＤ（ｉ）（ｓ）需要进行 Ｎ
－ＮＤ（ｉ）次求和操作．特别是对多类任务（类别数大于
２），在整个迭代反向传播过程中该求和操作计算成本
较大．此外，直接采用式（５）优化类间相关度 ρＢ（ｓ），在
每次迭代中均强制第 Ｄ（ｉ）类样本和其他所有非 Ｄ（ｉ）
类的样本均值 珟ｍＤ（ｉ）（ｓ）尽量正交，特征生成限定条件过
强，实践中发现极易出现特征过度稀疏情况．鉴于此，
对Ｄ类别任务（Ｄ＞２），我们设计了如下随机２类别鉴
别正交反向传播．

每一次反向传播，随机生成２个类别号ｉ，ｊ（ｉ，ｊ
!

Ｄ，
ｉ≠ｊ）．此时，非 ｉ类样本和非 ｊ类样本均值向量分别为
珟ｍｉ（ｓ）＝ｍｊ（ｓ），珟ｍｊ（ｓ）＝ｍｉ（ｓ）．

进一步我们设计如下随机２类鉴别正交反向传播
规则：

对ｈｉ（ｓ），ｈｊ（ｓ），使用式（７）反向传播；

对ｈｋ（ｓ）（ｋ≠ｉ，ｊ），仅使用 ｄＬ１
ｄｈｋ（ｓ）

反向传播．

４　实验结果与分析

４１　实验描述
实验分别在 ＭＮＩＳＴ手写体数字数据集和 Ａｌｚｈｅｉ

ｍｅｒ’ｓＤｉｓｅａｓｅＮｅｕｒｏｉｍａｇｉｎｇＩｎｉｔｉａｔｉｖｅ（ＡＤＮＩ）脑影像公
共数据集上进行．其中，ＭＮＩＳＴ数据集包含１０类总计６
万个训练样本和１万个测试样本．ＡＤＮＩ数据集我们仅
使用其中的３ＤｓＭＲＩ结构磁共振影像．影像数据通过
去除头动等异常数据等标准预处理后包含老年痴呆症

病人样本１２２个，健康对照组样本１２０个．
对ＭＮＩＳＴ数据集，我们使用引入非线性映射层的

ＬｅＮｅｔ网络作为基本架构进行对比实验．该架构在原始
ＬｅＮｅｔ５网络（图１所示）的ｐｏｏｌ１，ｐｏｏｌ２层和ｉｐ１层后分
别添加 ＲｅＬＵ非线性层 ＲｅＬＵ１，ＲｅＬＵ２和 ＲｅＬＵ３，使上
述三层特征输出非负．对比实验分别在基本 ＬｅＮｅｔ网

络，基于ＬｅＮｅｔ网络架构的孪生网络，引入 Ｄｒｏｐｏｕｔ的
ＬｅＮｅｔ网络和鉴别正交特征生成 ＬｅＮｅｔ网络上进行．其
中，微调阶段孪生网络卷积层学习率统一降低为

０００１．对引入Ｄｒｏｐｏｕｔ的ＬｅＮｅｔ网络，其Ｄｒｏｐｏｕｔ层紧邻
放置在 ＲｅＬＵ层后，Ｄｒｏｐｏｕｔ层随机置０率预设为０５．
网络采用随机梯度下降算法进行反向传播，其ｂａｔｃｈｓｉｚｅ
＝１００（每类１０个样本）．
对于ＡＤＮＩ数据集，我们采用以上应用于ＭＮＩＳＴ上

同样的ＬｅＮｅｔ网络架构和参数，唯一不同的是该网络改
为适用于３Ｄ影像数据的３Ｄ卷积网络．第１卷积层３Ｄ
卷积核尺寸为５５５，输入通道为１，输出通道为２０；第
２卷积层３Ｄ卷积核尺寸为５５５，输入通道为２０，输出
通道为５０，并设定ｂａｔｃｈｓｉｚｅ＝２０（每类１０个样本）．

所有网络均采用 Ｃａｆｆｅ［２４］实现，使用 ＧＴＸ９８０Ｔｉ
６ＧＢ显卡运行．针对本文提出的鉴别正交特征生成，我
们在Ｃａｆｆｅ下设计和实现了一个 Ｄｉｓ层，该层正向传播
时为一个恒等层，输出等于输入，其反向传播执行本文

提出的随机２类别鉴别正交反向传播．实验中，鉴别正
交特征生成卷积网络的２个Ｄｉｓ层Ｄｉｓ１和Ｄｉｓ２分别紧
邻放置在ＲｅＬＵ１层和ＲｅＬＵ２层之后，正则化系数 ｃ（ｓ）
统一预设为ｃ（ｓ）＝００１．稀疏度目标阈值统一在｛０５，
０６，０７，０８，０９｝中选取．

我们在实验中还对网络中间层特征进行了重构输

入可视化研究．重构采用文献［２１］提出的反卷积方法
（ｈｔｔｐｓ：／／ｇｉｔｈｕｂ．ｃｏｍ／ｐｉｅｒｇｉａｊ／ｃａｆｆｅｄｅｃｏｎｖｎｅｔ）．对于 ３Ｄ
卷积网络，其反卷积重构可视化程序，我们在原始代码

上改写实现．
４２　 ＭＮＩＳＴ数据集实验

为测试鉴别正交特征生成方法在小样本下的有效

性，我们从６万个训练样本中随机抽取 １００／２００／３００／
１０００／２０００／３０００个样本作训练样本（每类 １０／２０／３０／
１００／２００／３００个），最后在１万个测试样本上进行分类
测试．实验重复２０次，结果如表１所示．

表１　不同训练样本数目下的平均正确率表

训练

样本数

测试正确率 ／％（平均值±标准差）

基本

ＬｅＮｅｔ网络
ＬｅＮｅｔ
孪生网络

Ｄｒｏｐｏｕｔ
ＬｅＮｅｔ网络

鉴别正交

特征生成

ＬｅＮｅｔ网络

１００ ８０３±１１ ８１３±１２ ８３８±１０ ８７５±０７

２００ ８６８±１４ ８７０±１０ ９０１±１２ ９１５±０９

３００ ８９５±０８ ８９６±０７ ９２２±０４ ９２８±０５

１０００ ９３９±０３ ９３９±０９ ９６０±０４ ９６０±０６

２０００ ９５７±０２ ９５９±０５ ９７２±０３ ９６７±０３

３０００ ９６６±０２ ９６７±０３ ９７９±０３ ９７３±０３

９７３２
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　　由表１可看出，相比基本网络，在小样本任务上，
孪生网络，Ｄｒｏｐｏｕｔ网络和我们的鉴别正交特征生成卷
积网络均有不同程度的改善．特别当在训练样本很少，
数目为１００、２００时，在平均正确率上鉴别正交特征生成
卷积网络相对于其他网络优势明显．但随着样本数逐
渐增加，鉴别正交特征生成网络优势逐渐缩小，在样本

数为２０００／３０００时，Ｄｒｏｐｏｕｔ网络表现要略微优于鉴别
正交特征生成卷积网络．

为进一步说明鉴别正交特征生成的优势和机理，

我们对本实验中的两种极端样本情况（样本数分别为

１００／３０００）下基本网络和我们的鉴别正交特征生成卷
积网络进行了更深入的比较分析．首先我们对比并绘
制了训练测试损失曲线，如图３所示．

由图３可看出，１００个训练样本时，两种网络模型
训练损失收敛曲线无明显差异，但测试损失变化情况

明显不同．基本网络在训练早期其测试损失急速下降
后出现一定程度反向增长然后维持平稳；鉴别正交特

征生成网络测试损失下降速度不如基本网络，但整个

训练过程中测试损失保持下降趋势，且最终测试损失

明显低于基本网络，泛化性更好．

　　３０００个训练样本时，相比于基本网络，鉴别正交特
征生成网络具有更高的训练损失和相对更低的测试损

失，表明鉴别正交特征生成网络具有更强的网络容量

控制能力．
以上实验结果均是对稀疏度目标阈值进行网格搜

索后的最优结果．网格搜索在随机抽取的包含１００００个
样本（每类１０００个样本）的验证集上进行，结果如图４

所示．
图４表明，１００个训练样本下，稀疏度目标阈值对

网络性能影响较大．随着训练样本数持续增加，稀疏度
目标阈值对网络性能影响逐渐减小，同时最优稀疏度

目标阈值也在逐渐减小．由图４可知，１００／３０００个训练
样本下的稀疏度目标阈值最终分别确定为０８／０７．

　　进一步，我们对网络中 ＲｅＬＵ１／ＲｅＬＵ２非线性层特
征输出真实稀疏度情况进行了统计，如图５所示．

图５表明，鉴别正交特征生成网络真实稀疏度基
本达到了预设稀疏度目标阈值．与基本网络相比，鉴别

正交特征生成网络具有更大的稀疏度．
最后，我们对特征进行可视化分析．从测试样本中

随机挑选０～９数字各１个，通过可视化技术对 Ｐｏｏｌ２
层输出到全互联层的特征进行反向重构，如图６所示．

０８３２
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观察图６，相比于基本网络，更具稀疏度的鉴别
正交特征生成网络更关注局部鉴别区域，对其他区

域有明显抑制作用，具有很强的聚焦性．此外，我们
发现１００／３０００个训练样本下，鉴别正交特征重构的
激活区域比较稳定，而原始网络特征重构的高亮局

部区域差异更明显，且３０００个样本下原始网络特征
重构的高亮区域与鉴别正交特征重构的激活区域趋

于一致．

４３　老年痴呆症磁共振影像分析实验
我们将鉴别正交特征生成网络应用到基于 ３Ｄ

ｓＭＲＩ脑灰质影像分析的老年痴呆症自动诊断任务上．
实验在ＡＤＮＩ数据集上进行．

原始３ＤｓＭＲＩ脑影像的 Ｔ１像使用 ＳＰＭ８和 ＶＢＭ８
工具包在ＭＡＴＬＡＢ２０１３ｂ平台下进行预处理．首先使用
ＶＢＭ８将全脑影像标准化到ｔｈｅｓｔａｎｄａｒｄＭｏｎｔｒｅａｌＮｅｕｒａ
ｏｌｏｇｉｃａｌＩｎｓｔｉｔｕｔｅ（ＭＮＩ）空间，然后将其分割成灰质、白
质和脑脊液三个部分．实验中我们仅使用灰质影像进
行诊断和分析老年痴呆症病人与正常人在灰质皮层上

的显著差异脑区．因此，进一步使用 ＳＰＭ８单独对灰质
影像进行标准化，并进行尺寸为８ｍｍ８ｍｍ８ｍｍ的
窗口平滑操作．原始影像经一系列预处理操作，最终得
到脑灰质影像，如图７所示．

预处理后脑灰质影像尺寸为１２１１４５１２１．为降
低计算成本，进一步降采样至３２３２３２维，作为３Ｄ
卷积网络的最终输入．

首先，我们进行老年痴呆症病人正常人分类实验．
实验采用５重交叉验证方式，每重训练使用３份样本，
验证使用１份，测试使用最后１份．５重交叉验证的平
均分类正确率结果如表２所示．

表２　ＡＤＮＩ分类平均分类正确率表

平均测试正确率 ／％ （平均值±标准差）

文献［２５］ 文献［２６］ 文献［２７］
基本

ＬｅＮｅｔ网络
鉴别正交特征

生成ＬｅＮｅｔ网络

８７０±４６９０２±５３９２４±５３ ９０４±５７ ９４８±５０

　　表２中不仅给出了基本 ＬｅＮｅｔ网络和鉴别正交特
征生成ＬｅＮｅｔ网络的分类结果，还列出了来自文献［２５
～２７］的ＡＤＮＩ数据集上的分类结果．其中文献［２５，２６］
使用的是浅层方法，文献［２７］使用的是自行设计的卷
积网络．此外，表中文献［２７］结果是 ＭＲＩ和 ＰＥＴ多模
态融合后的最好结果，优于单独ＭＲＩ影像结果．

表２表明，相比与基本网络，鉴别正交特征生成网
络取得了４４％的平均正确率提升．此外，与其他重要
文献报道的分类实验结果相比，鉴别正交特征生成网

络也取得了更好的效果．
进一步，我们采用反卷积技术由 Ｐｏｏｌ２层输出反向
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重构脑灰质３Ｄ影像，可视化结果如图８所示．

由可视化对比结果可以看出，采用鉴别正交特征

生成网络相比与基本网络具有更好的聚焦性，因此能

够更好的定位具有典型差异的重要脑区．
最后，我们使用ｘｊｖｉｅｗ工具包对鉴别正交特征生成

网络发现的重要脑区进行自动标记和分析，结果如图９
所示．

通过ｘｊｖｉｅｗ聚类分析功能，最终找到的老年痴呆症
病人与正常人的典型差异脑区主要有：额内侧回，杏仁

体，内嗅皮层，海马结构．该分析结果与文献［２４，２８，
２９］报道结果相吻合．

５　结束语
　　本文提出一种鉴别正交特征生成方法，以改善深
度卷积网络在小样本任务上的学习效果．该方法通过
引入关于中间层特征的同类／异类相关度正则化项，生
成鉴别正交特征；采用正则化系数自适应调整技术，达

到调节特征稀疏度以控制网络表达容量的目的．为提
高计算效率，本文还设计了一个随机２类别鉴别正交
反向传播规则．为验证本文方法的有效性，在 ＭＮＩＳＴ上

进行了小样本学习对比实验．实验结果表明本文方法
具有较高的稀疏度和良好的聚焦性，能够更好地定位

典型差异区域，改善分类性能．最后，将本文方法应用
于老年痴呆症脑磁共振影像分析上，获得了更好的分

类效果，并成功定位了老年痴呆症病人与对照组的典

型差异脑区．
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