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　　摘　要：　灰狼优化算法（ＧｒｅｙＷｏｌｆＯｐｔｉｍｉｚｅｒ，ＧＷＯ）和人工蜂群算法（ＡｒｔｉｆｉｃｉａｌＢｅｅＣｏｌｏｎｙ，ＡＢＣ）是两种流行且
高效的群智能优化算法．ＧＷＯ具有局部搜索能力强等优势，但存在全局搜索能力弱等缺陷；而 ＡＢＣ具有全局搜索能
力强等优点，但存在收敛速度慢等不足．为实现二者优势互补，提出了一种 ＧＷＯ与 ＡＢＣ的混合算法（ＨｙｂｒｉｄＧＷＯ
ｗｉｔｈＡＢＣ，ＨＧＷＯＡ）．首先，使用静态贪心算法替代ＡＢＣ雇佣蜂阶段中的动态贪心算法来强化探索能力，同时为弥补
其收敛速度降低的不足，提出一种新型的搜索蜜源方式；然后，去掉影响收敛速度的侦查蜂阶段，在雇佣蜂阶段再添加

反向学习策略，以避免搜索陷入局部最优；最后，为了平衡以上雇佣蜂阶段的探索能力，在观察蜂阶段，自适应融合

ＧＷＯ，以便增强开采能力和提高优化效率．大量的函数优化和聚类优化的实验结果表明，与 ｓｔａｔｅｏｆｔｈｅａｒｔ方法相比，
ＨＧＷＯＡ具有更好的优化性能及更强的普适性，且能更好地解决聚类优化问题．
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ｌｅｍｓｓｈｏｗｔｈａｔｃｏｍｐａｒｅｄｗｉｔｈｓｔａｔｅｏｆｔｈｅａｒｔｍｅｔｈｏｄｓ，ＨＧＷＯＡｈａｓｂｅｔｔｅｒｏｐｔｉｍｉｚａｔｉｏｎｐｅｒｆｏｒｍａｎｃｅａｎｄｓｔｒｏｎｇｅｒｕｎｉｖｅｒｓａｌ
ｉｔｙａｎｄｉｔｃａｎｓｏｌｖｅｃｌｕｓｔｅｒｉｎｇｏｐｔｉｍｉｚａｔｉｏｎｐｒｏｂｌｅｍｓｍｏｒｅｅｆｆｉｃｉｅｎｔｌｙ．

Ｋｅｙｗｏｒｄｓ：　ｉｎｔｅｌｌｉｇｅｎｔｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍ；ｇｒｅｙｗｏｌｆｏｐｔｉｍｉｚｅｒ；ａｒｔｉｆｉｃｉａｌｂｅｅｃｏｌｏｎｙａｌｇｏｒｉｔｈｍ；ｈｙｂｒｉｄｏｐｔｉｍｉｚａ
ｔｉｏｎａｌｇｏｒｉｔｈｍ；ｃｌｕｓｔｅｒｉｎｇｏｐｔｉｍｉｚａｔｉｏｎ

１　引言
　　随着社会的发展，亟待优化的问题越来越多且越
来越复杂，传统的优化方法远远不能满足现代社会的

需求，由此群智能优化算法应运而生［１］．这是一类基于
种群的启发式随机优化算法，受启发于自然界生物群

体的觅食行为等．典型的群智能优化算法主要包括粒
子群优化（ＰａｒｔｉｃｌｅＳｗａｒｍＯｐｔｉｍｉｚａｔｉｏｎ，ＰＳＯ）算法［２］、灰
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狼优化算法（ＧｒｅｙＷｏｌｆＯｐｔｉｍｉｚｅｒ，ＧＷＯ）［３］和人工蜂群
算法（ＡｒｔｉｆｉｃｉａｌＢｅｅＣｏｌｏｎｙ，ＡＢＣ）［４］等等．因其结构简
单、易于实现、调节参数少等优点，群智能优化算法已被

广泛应用于解决函数优化、聚类优化等问题［３～７］．但依
据无免费午餐定理［８］，没有一种群智能优化算法能够

独立解决所有的优化问题，每种算法都有自己的优势

和劣势，因此许多学者提出了混合的智能优化算法，通

过算法间的混合，达到优势互补，获得较好的普适性．本
文重点研究 ＧＷＯ和 ＡＢＣ的混合，由于 ＧＷＯ是最近提
出的群智能优化算法，有许多地方值得研究和完善，并

且国内外目前还没有ＧＷＯ与ＡＢＣ混合算法的研究，故
研究它们的混合是有意义的．

ＧＷＯ是 Ｍｉｒｊａｌｉｌｉ等人提出的新型群智能优化算
法［３］．ＧＷＯ具有收敛速度快，局部搜索能力强等优势，
但存在全局搜索能力不足等问题［６］．因此，一些 ＧＷＯ
的改进算法被提出，其中包含混合算法．如 Ｖｉｋｒａｍ等
人［９］提出了一种ＧＷＯ和ＰＳＯ的混合算法，用于解决单
个区域组合问题．张新明等人［５］提出了 ＧＷＯ和差分进
化的混合算法，该算法采用 ＧＷＯ提高局部搜索能力，
采用自适应调节参数的差分进化算法提高全局搜索能

力．Ｊａｙａｂａｒａｔｈｉ等人［１０］提出了一种混合的 ＧＷＯ，它融合
了进化算法中的变异和交叉算子，以此提高了算法的

优化性能，并用于解决经济调度问题．
ＡＢＣ是Ｋａｒａｂｏｇａ等人提出的群智能优化算法［４］．

ＡＢＣ具有全局搜索能力强等优势，但存在收敛速度慢
等不足［１１］．为解决其不足，一些学者提出了 ＡＢＣ的混
合算法．例如，Ｌｉａｎｇ等人［１１］提出了一种融合自适应差

分算子的改进 ＡＢＣ，其中利用自适应差分算子提高了
算法的探索能力，同时在观察蜂阶段提出一种新的选

择机制来提高算法的开采能力．Ｓｈｉｄｒｏｋｈ等人［１２］提出了

一种基于ＡＢＣ和 ＰＳＯ的混合算法，其中，通过 ＰＳＯ来
加强ＡＢＣ的三个阶段：初始化阶段、雇佣蜂阶段以及观
察蜂阶段，提高了 ＡＢＣ的收敛速度．Ｋｅｆａｙａｔ等人［１３］提

出了一种蚁群算法（ＡｎｔＣｏｌｏｎｙＯｐｔｉｍｉｚａｔｉｏｎ，ＡＣＯ）与
ＡＢＣ的混合算法，该算法发挥了 ＡＢＣ的全局搜索能力
和ＡＣＯ的局部搜索能力的优势．

本文针对ＧＷＯ和ＡＢＣ存在的优势和不足，提出了
一种ＧＷＯ与 ＡＢＣ的混合优化算法（ＨｙｂｒｉｄＧＷＯｗｉｔｈ
ＡＢＣ，ＨＧＷＯＡ）．首先，将 ＧＷＯ融入到改进的 ＡＢＣ中，
构建 ＨＧＷＯＡ，以便两种算法优势互补；最后，将 ＨＧ
ＷＯＡ用于不同类型的函数优化以及聚类优化上，以获
得较好的优化性能．

２　灰狼优化算法与人工蜂群算法

２１　灰狼优化算法
ＧＷＯ受启发于自然界中灰狼种群的社会等级制度

和狩猎行为［３］．在灰狼社会等级制度中，存在着四个社
会等级，从高到低依次为 α、β、δ和 ω狼．狩猎过程主要
分为三个阶段：跟踪、靠近猎物阶段；追捕、包围和骚扰

猎物阶段；攻击猎物阶段［３，５］．
包围行为的数学模型为

Ｄ＝ Ｃ·Ｘｐ（ｔ）－Ｘ（ｔ） （１）
Ｘ（ｔ＋１）＝Ｘｐ（ｔ）－Ａ·Ｄ （２）

其中，ｔ表示当前迭代次数，Ａ＝２ａｒ１－ａ，Ｃ＝２ｒ２，Ｘｐ表
示猎物的位置向量，Ｘ表示灰狼的位置向量，ａ是从２
到０线性递减的参数，ｒ１和 ｒ２表示在［０，１］中均匀分布
的随机向量．

跟踪猎物的数学模型为

Ｄα＝ Ｃ１·Ｘα（ｔ）－Ｘ（ｔ） （３）
Ｄβ＝ Ｃ２·Ｘβ（ｔ）－Ｘ（ｔ） （４）
Ｄδ＝ Ｃ３·Ｘδ（ｔ）－Ｘ（ｔ） （５）
Ｘ１＝Ｘα（ｔ）－Ａ１·Ｄα （６）
Ｘ２＝Ｘβ（ｔ）－Ａ２·Ｄβ （７）
Ｘ３＝Ｘδ（ｔ）－Ａ３·Ｄδ （８）

Ｘ（ｔ＋１）＝（Ｘ１＋Ｘ２＋Ｘ３）／３ （９）
在狩猎过程中，由α、β和δ狼定位猎物的位置并形

成一个包围圈，ω狼在α、β和δ狼的引导下，围捕猎物．
ＧＷＯ的流程见图１．

ＧＷＯ首先在搜索空间中随机初始化狼群的位置，
然后在每次迭代中，依据式（３）～（９）更新其位置，随后
计算其适应度值并依据其适应度值更新当前最优的三

个解（静态更新 α、β和 δ狼位置）见图１．ＧＷＯ的主要
优势：①由于所有灰狼均依据α、β和δ狼的位置进行更
新，故狼群会迅速趋向当前最优位置，能较快收敛到最

优解，体现出很好的局部搜索能力；②静态更新有助于
稳定性；③每代仅保存三个最优解，故占存储空间少．
２２　人工蜂群算法

ＡＢＣ源自于蜜蜂的觅食行为［４］．在ＡＢＣ中，蜂群被
划分为雇佣蜂、观察蜂和侦查蜂，搜索经过对应的三个

阶段．雇佣蜂和观察蜂的数量各占蜜源数量的一半．一

１３４２
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个蜜源的位置代表优化问题的一个候选解，蜜源中的

花蜜量代表相应候选解的适应度值．
２２１　雇佣蜂阶段

雇佣蜂负责寻找蜜源并保存蜜源信息．它根据式
（１０）在蜜源附近搜索新的蜜源

ｖｉｄ＝ｘｉｄ＋φｉｄ（ｘｉｄ－ｘｋｄ） （１０）
其中，ｘｉｄ表示第ｉ个蜜源第ｄ维的值，ｖｉ表示新蜜源的位
置，ｋ表示在Ｎ个蜜源中随机选择的一个蜜源，且 ｋ≠ｉ；
ｄ表示随机选取的某一维，φｉｄ是［－１，１］之间均匀分布
的随机数．

蜜源的花蜜量（适应度值）采用式（１１）计算（假如
解决的优化问题是最小值问题）．

ｆｉｔｉ＝
１／（１＋ｆｉ）， ｆｉ＞０
１＋ ｆｉ，{ ｏｔｈｅｒｗｉｓｅ

（１１）

其中，ｆｉｔｉ表示第ｉ个蜜源的适应度值，ｆｉ表示第 ｉ个解的
目标函数值．

采用贪心算法更新蜜源如式（１２）所示

ｘｉ＝
ｖｉ， ｆｉｔ（ｘｉ）＜ｆｉｔ（ｖｉ）
ｘｉ，{ ｏｔｈｅｒｗｉｓｅ

（１２）

式（１２）表示如果新蜜源 ｖｉ的适应度值优于原蜜源 ｘｉ的
适应度值，则用ｖｉ替换ｘｉ，否则保留ｘｉ．
２２２　观察蜂阶段

观察蜂等待雇佣蜂完成蜜源的搜索后，根据雇佣

蜂提供的蜜源信息，采用轮赌选择法以概率 Ｐｉ选择蜜
源，概率Ｐｉ的计算如式（１３）所示

Ｐｉ＝ｆｉｔｉ／∑
Ｎ

ｉ＝１
ｆｉｔｉ （１３）

从式（１３）可以看出，适应度值越大，Ｐｉ越大，故在轮赌
选择法选择蜜源时，更优的蜜源以较大概率被选中，在

被选择的蜜源附近采用式（１０）进一步搜索．
２２３　侦查蜂阶段

在ｌｉｍｉｔ（阈值）次开采之后，某一蜜源的花蜜量仍
然没有改变，说明此时算法陷入局部最优，则该蜜源被

放弃，对应的雇佣蜂转化为侦查蜂，侦查蜂的作用是防

止算法陷入局部最优，用式（１４）随机产生新的蜜源
位置．

ｘｉｄ＝ａｄ＋ｒａｎｄ（ｂｄ－ａｄ） （１４）
其中，ｒａｎｄ是区间［０，１］之间的均匀分布随机数，ａｄ和
ｂｄ分别表示第ｄ维搜索空间的下边界和上边界．ＡＢＣ的
伪代码见算法１．

算法１　人工蜂群算法（ＡＢＣ）

Ｓｔｅｐ１初始化蜜源数Ｎ、最大迭代次数ＭａｘＤＴ和阈值ｌｉｍｉｔ
Ｓｔｅｐ２随机初始化蜜源的位置，置当前迭代次数ｔ＝０
Ｓｔｅｐ３计算初始蜜源的目标函数值ｆｉ和适应度值ｆｉｔｉ
Ｓｔｅｐ４Ｗｈｉｌｅｔ＜ＭａｘＤＴｄｏ

　Ｓｔｅｐ４１雇佣蜂阶段
　　Ｆｏｒｉ＝１ｔｏＮ／２ｄｏ
　　　根据式（１０）在蜜源附近产生新的蜜源
　　　计算目标函数值，根据式（１１）计算新蜜源的适应度值
　　　根据式（１２）更新蜜源，并更新ｔｒｉａｌ（ｉ）
　　ＥｎｄＦｏｒ
　Ｓｔｅｐ４２观察蜂阶段
　　根据式（１３）计算概率Ｐｊ
　　Ｗｈｉｌｅｊ＜Ｎ／２ｄｏ
　　　依据Ｐｊ采用轮赌选择法选择一个蜜源
　　　根据式（１０）在此蜜源附近产生新的蜜源
　　　计算目标函数值，并依式（１１）计算蜜源的适应度值
　　　根据式（１２）更新蜜源，并更新ｔｒｉａｌ（ｊ）
　　　ｊ＝ｊ＋１
　　ＥｎｄＷｈｉｌｅ
　Ｓｔｅｐ４３侦查蜂阶段
　　Ｉｆｔｒｉａｌ（ｉ）＜ｌｉｍｉｔ
　　　根据式（１４）随机产生新的蜜源位置
　　ＥｎｄＩｆ
　Ｓｔｅｐ４４ｔ＝ｔ＋１
ＥｎｄＷｈｉｌｅ

算法１中，ｔｒｉａｌ（ｉ）表示第ｉ个蜜源保存的试验失败
次数，ｌｉｍｉｔ为试验失败次数阈值．从算法１可知：①式
（１０）中的随机选择一维和随机选择一个蜜源的方式和
一个随机因子构成的单维搜索产生的新蜜源随机分布

在整个搜索空间，具有很强的探索能力；②观察蜂阶段
是在雇佣蜂阶段的基础上对较优的蜜源进行进一步的

搜索，产生更优的蜜源，体现了一定的开采能力；③侦查
蜂阶段采用式（１４）产生新的蜜源位置，使算法能够跳
出局部最优；④由于采用贪心算法每次获得的更好蜜
源又被放到当前蜜源群组中，在雇佣蜂和观察蜂阶段

可能再一次被选择来产生新蜜源，进一步获得更好的

蜜源，如此构成动态贪心算法，故其能够加快算法的收

敛速度；⑤在雇佣蜂和观察蜂阶段采用（随机）单维的
搜索方式更加强化全局搜索能力［１４］．

３　ＨＧＷＯＡ算法

３１　ＧＷＯ与ＡＢＣ的优势与不足
根据第２节内容可知，ＧＷＯ具有开采能力强、收敛

速度快和占用存储空间少等优点，但灰狼群根据式（３）
～（９）进行位置更新，α、β和δ狼的位置确定之后，所有
的狼群都向最优解逼近，多样性逐渐降低，致使全局搜

索能力趋弱等．在ＡＢＣ中，雇佣蜂和观察蜂阶段都采用
式（１０）单维操作获得新蜜源，具有较强的全局搜索能
力，但搜索效率低下．虽然采用动态贪心算法和在观察
蜂阶段采用轮赌选择法能够强化开采能力，但这种开

采能力与较强的探索能力未能达到平衡，从而导致整

体优化性能受到了限制，且动态贪心算法有时容易使

算法陷入局部最优和不稳定；轮赌选择法虽然保证适

２３４２
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应度值高的蜜源容易被选中，但仍然存在许多不足［１５］．
另外，侦查蜂阶段可以降低算法陷入局部最优的概率，

但在搜索后期会降低收敛速度．
针对ＧＷＯ和ＡＢＣ存在的问题，并依据探索与开采

必须平衡的现代智能优化思想，提出了 ＨＧＷＯＡ．其主
要工作及特色是：

（１）为了提高算法的稳定性和探索能力，摒弃雇佣
蜂阶段的动态贪心算法，改用静态贪心算法；为弥补静

态贪心算法收敛速度慢的不足，采用局部搜索能力较

强的新型搜索蜜源方式，在雇佣蜂阶段和观察蜂阶段

分别采用不同的新型搜索方式，在强调全局搜索能力

的同时，也注重收敛性能．
（２）去掉影响收敛速度的侦查蜂阶段，在雇佣蜂阶

段添加反向学习策略，弥补去掉侦查蜂阶段的不足，避

免搜索陷入局部最优．
（３）将局部搜索能力强的 ＧＷＯ融入到观察蜂阶

段，更加提升局部搜索能力和解的精度；另外也发挥

ＡＢＣ和ＧＷＯ二者优势，增强优化的普适性．
（４）为了提高优化效率，在观察蜂阶段，丢弃效率

低下的轮赌选择法，改用新型的榜样学习选择方法，这

种方法不仅计算复杂度低，而且能确保选择的解一定

不比当前解差，使得搜索向着优质解趋近，以提高开采

能力．
３２　新型搜索方式：两种搜索方式融合
３２１　雇佣蜂阶段搜索方式

由第２２节可知，在雇佣蜂阶段采用式（１０）的搜
索方式，体现了较强的探索能力．为了平衡这种探索能
力，ＡＢＣ采用动态贪心算法来加快收敛速度，但这种动
态贪心算法会降低算法的稳定性和易造成算法早熟．
因此本文摒弃原 ＡＢＣ的动态贪心算法，采用静态贪心
算法．为弥补收敛速度降低的不足，在雇佣蜂阶段提出
新型的搜索蜜源方式，在强调探索能力的同时，也注重

收敛质量．新的搜索蜜源方式如式（１５）．
ｖｉｄ＝ｘｉｄ＋φｉｄ（ｘｉｄ－ｘｋｄ）＋ｒａｎｄ（ｘｇｄ－ｘｉｄ） （１５）

其中，ｘｇｄ表示全局最优蜜源第 ｄ维的值．式（１５）在式
（１０）的基础上添加了一项用于强化局部搜索，以提高
算法的开采能力．

雇佣蜂以等概率的方式选择式（１０）和式（１５）两种
搜索方式，保证探索，也强化开采．
３２２　观察蜂阶段搜索方式

由第２２节可知，观察蜂阶段利用轮赌选择法不断
选择优质蜜源，采用式（１０）在蜜源附近进一步产生新
的蜜源，体现了一定的局部搜索能力．但由于采用单维
操作，局部搜索能力受限，为提高局部搜索能力，提出了

一种新的搜索方式，如式（１６）所示．
ｖｉｄ＝ｘｇｄ＋φｉｄ（ｘｇｄ－ｘｉｄ） （１６）

式（１６）使观察蜂在当前维的全局最优蜜源附近产
生新的蜜源，观察蜂趋近于最优蜜源，加快了收敛速度，

强化了局部搜索能力．
观察蜂以等概率的方式选择式（１０）和式（１６）两种

搜索方式，同样保证探索，也强化开采．
３３　反向学习雇佣蜂阶段

为弥补去掉侦查蜂阶段的不足，在雇佣蜂阶段添

加反向学习策略．反向学习（ＯｐｐｏｓｉｔｉｏｎＬｅａｒｎｉｎｇ）是由
Ｔｉｚｈｏｏｓｈ等人［１６］在２００５年提出的，其目的在于提高算
法的全局搜索能力，避免陷入局部最优，这种策略也被

成功用于多种算法中［１６，１７］．
利用反向学习产生新的蜜源，如式（１７）．

ｘｉｄ＝ａｄ＋（ｂｄ－ｘｉｄ） （１７）
反向学习雇佣蜂阶段的伪代码见算法２．

算法２　反向学习雇佣蜂阶段

在１到Ｎ／２中随机选取一个蜜源ｎｕｍ
ｆｏｒｉ＝１ｔｏＮ／２ｄｏ
　ｉｆｉ不等于ｎｕｍ
　　３２１节的搜索方式产生新的蜜源
　ｅｌｓｅ
　　执行反向学习策略产生新的蜜源
　ｅｎｄｉｆ
ｅｎｄｆｏｒ
计算蜜源的适应度值

用式（１２）的贪心算法更新蜜源，并更新ｔｒｉａｌ（ｉ）

从算法２看出：①在雇佣蜂阶段，反向学习策略与
３２１节的新型搜索方式有机融合，避免算法陷于局部
最优；②反向学习策略在每次迭代仅用于随机选择的
一个蜜源上，既可保证种群多样性，又不用设置用于反

向学习的蜜源数，提高了算法可操作性；③式（１２）贪心
算法用在ｆｏｒ循环之外，即每个蜜源的更新不会影响当
前种群产生的新蜜源，这种贪心算法为静态贪心算法，

可以提升算法的稳定性，但可能会降低收敛速度．
３４　ＧＷＯ观察蜂阶段

为了进一步提高算法的收敛速度、优化效率和求

解精度，将局部搜索能力强的 ＧＷＯ搜索方式融入到观
察蜂阶段．具体操作过程为：在采蜜过程中，若蜜源经过
ｌｉｍｉｔ次迭代其适应度值一直不变，则采用 ＧＷＯ搜索方
式，以便提高整个算法的开采能力．ＧＷＯ观察蜂阶段的
伪代码如算法３．

算法３　ＧＷＯ观察蜂阶段

ｆｏｒｉ＝１ｔｏＮ／２ｄｏ
　　榜样学习选择一个蜜源ｉ
ｉｆｔｒｉａｌ（ｉ）＜ｌｉｍｉｔ

３３４２
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　按照３２２节所述产生新的蜜源
ｅｌｓｅ
　按照式（３）～（９）产生新蜜源
ｅｎｄｉｆ
计算蜜源的适应度值

根据式（１２）的贪心算法更新蜜源，并更新ｔｒｉａｌ（ｉ）
ｅｎｄｆｏｒ

若试验失败次数ｔｒｉａｌ（ｉ）达到了所设置的阈值ｌｉｍｉｔ
时，则采用ＧＷＯ的搜索产生新的蜜源，即执行式（３）～
（９）．在观察蜂阶段，还采用榜样学习选择蜜源的方式，
这种方式和ＧＷＯ都有利于提高算法的开采能力．
３５　榜样学习策略选择蜜源

在观察蜂阶段，采用榜样学习策略替代轮赌选择

法．其原因如下：①在观察蜂阶段，使用轮赌选择法选择
待更新蜜源，根据随机概率选择蜜源虽然能够保证以

较大的概率使优秀的蜜源更容易被选中，但选择失败

经常发生．实验证明选择失败的次数约为观察蜂个数
的１０倍，这无疑会耗费计算机资源［１５］，故轮赌选择法

的效率较低；②榜样学习选择方法不仅计算复杂度低，
而且能确保选择的蜜源一定不比当前蜜源差，提高了

局部搜索能力．榜样学习策略的详细介绍见文献［１８］．
榜样学习策略选择蜜源的过程是：首先按照蜜源的花

蜜量由大到小排序，排在前面的蜜源是排在后面蜜源

的榜样，然后为蜜源 ｉ随机获取一个榜样，如式（１８）
所示

ｎｕｍ＝ｃｅｉｌ（ｉｒａｎｄ） （１８）
其中ｃｅｉｌ（）为取整函数．榜样学习选择蜜源的方式只对
蜜源的花蜜量进行排序，不对整个蜜源进行排序，且不

需要计算式（１１）（１２），相比于轮赌选择法，不仅降低了
计算复杂度，而且榜样学习策略选择蜜源的方式使得

新蜜源趋近于更优蜜源，加快了算法的收敛速度，提高

了局部搜索能力，同时提高了搜索精度．
综上所述，采用单维搜索、式（１０）搜索方式、反向

学习策略以及静态贪心算法都是为了提高探索能力；

而为了平衡这种探索能力，主要采用开采能力强的

ＧＷＯ搜索方法、动态贪心算法和榜样学习策略以及添
加式（１５）（１６）的搜索方式，使得探索与开采二者达到
很好的平衡，以便提高整体的优化性能．另外，将 ＡＢＣ
单维操作与 ＧＷＯ全维操作、它们的两类搜索机制、
ＧＷＯ开采与ＡＢＣ探索、静态贪心法与动态贪心法等互
补，以便获得较强的普适性等．
３６　ＨＧＷＯＡ算法的基本流程

第３２至３５节的改进融合，构成了本文提出的
ＨＧＷＯＡ，其具体实现步骤如下：

步骤１　参数初始化，随机初始化蜜源的位置并计
算适应度值．

步骤２　反向学习雇佣蜂阶段见算法２．
步骤３　ＧＷＯ观察蜂阶段见算法３．
步骤４　未满足终止条件时，重复迭代步骤２～３，

否则迭代停止，输出最优解．
ＨＧＷＯＡ的流程图如图２所示．

４　函数优化实验结果与分析
　　为验证 ＨＧＷＯＡ的有效性，采用２５个不同类型的
Ｂｅｎｃｈｍａｒｋ函数在不同维度上进行优化测试，并将 ＨＧ
ＷＯＡ与７个对比算法进行性能比较．在２５个函数中，
前２３个函数是许多有关优化算法文献普遍采用的基准
函数，详细情况见文献［１９］．ｆ１～ｆ７是高维单峰函数．ｆ８
～ｆ１３是高维多峰函数，其中局部最小点的数量随着维
数呈指数增长；ｆ１４～ｆ２５是低维多峰函数．所有这些函数
用于全面地测试ＨＧＷＯＡ的优化性能．另外还增加了两
个２维函数ｆ２４和ｆ２５，其细节如下

ｆ２４（ｘ）＝－２１５－ｘ１ｓｉｎ（４πｘ１）－ｘ２ｓｉｎ（２０πｘ２）
（１９）

其中，－３≤ｘ１≤１２１，４１≤ｘ２≤５８，全局最优值为
－３８８５０３．
ｆ２５（ｘ）＝１００ｓｉｎ（５ｘ１）－３００ｓｉｎ（２ｘ２）＋４５ｘ１－４ｘ２

＋ｘ２１＋２ｘ
２
２－２ｘ１ｘ２＋４ｘ

４
１－２ｘ

２
１ｘ２ （２０）

其中，－５≤ｘｉ≤５，全局最优值为－３９８６７２０．
４１　对比算法及参数设置

本文选取７个具有代表性的对比算法与 ＨＧＷＯＡ
进行对比实验，它们分别是 ＡＢＣ［４］、ＧＷＯ［３］、ＭＥ
ＡＢＣ［２０］、ＧＷＯｅｐｄ［２１］、ＥＰＳＤＥ［２２］、ＣＣＳ［２３］和 ＨＣＬＰＳＯ［２４］．
ＭＥＡＢＣ（ＭｕｌｔｉｓｔｒａｔｅｇｙＥｎｓｅｍｂｌｅＡＢＣ）是一种多策略集

４３４２
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成的ＡＢＣ，其中，一组不同的搜索策略在整个搜索过程
中共存并竞争产生后代，更好地平衡了 ＡＢＣ的探索与
开采能力．ＧＷＯｅｐｄ（ＥｖｏｌｕｔｉｏｎａｒｙＰｏｐｕｌａｔｉｏｎＤｙｎａｍｉｃｓ
ＧＷＯ）是Ｓａｒｅｍｉ等人提出的一种融合 ＥＰＤ的 ＧＷＯ，它
借助动态进化种群来提高 ＧＷＯ的探索能力．ＥＰＳＤＥ
（ＥｎｓｅｍｂｌｅｏｆＰａｒａｍｅｔｅｒｓａｎｄｍｕｔａｔｉｏｎＳｔｒａｔｅｇｉｅｓｉｎＤＥ）是
Ｍａｌｌｉｐｅｄｄｉ等人提出的一种融合控制参数和突变策略的
差分进化算法．ＣＣＳ（ＣｈａｏｔｉｃＣｕｃｋｏｏＳｅａｒｃｈ）是 Ｗａｎｇ等
人提出的一种混沌布谷鸟搜索算法，它将混沌搜索和

精英策略融入 ＣＳ中，全面提高了 ＣＳ的搜索能力．
ＨＣＬＰＳＯ（ＨｅｔｅｒｏｇｅｎｅｏｕｓＣｏｍｐｒｅｈｅｎｓｉｖｅＬｅａｒｎｉｎｇＰＳＯ）是
Ｎａｎｄａｒ等人提出的一种异构综合学习策略的 ＰＳＯ算
法，其中，综合学习策略用于生成两个子群的样本，整体

上提高了算法的探索与开采能力．ＡＢＣ和 ＧＷＯ属于经
典算法，ＭＥＡＢＣ和 ＧＷＯｅｐｄ属于 ＡＢＣ和 ＧＷＯ的改进
算法．

为了公平起见，８个算法在独立运行次数和低维函
数上的参数设置采用了目前大多数相关文献的标准设

置［１９］，即独立运行次数 Ｎｕｍ＝３０；对于低维函数，Ｎ＝
１００，ＭａｘＤＴ＝１００（函数 ｆ１５和 ｆ２０的 ＭａｘＤＴ＝２００）．但对
于高维函数（ｆ１～ｆ１３），采用了更严苛的最大函数评价
次数（ＭａｘＦＥｓ），以便更凸显ＨＧＷＯＡ更强的搜索能力，
即种群大小Ｎ＝４０，ＭａｘＤＴ＝２０００，其 ＭａｘＦＥｓ小于文献
［１９］中推荐的最小 ＭａｘＦＥｓ，即测试条件更加严苛．另
外，对于ＨＧＷＯＡ，仅有一个ｌｉｍｉｔ参数需要调整，依据多
次试验结果，ｌｉｍｉｔ设为１８得到最好的优化性能．对于其
他算法的参数设置见相应的文献．为更好地分析算法
的性能，采用Ｗｉｌｃｏｘｏｎ符号秩和检验［２５］，它是一种统计

性检验方法，可以检验出两个算法之间存在的显著性

差异，本文的显著性水平设置为 ００５．实验环境采用
Ｗｉｎｄｏｗｓ７操作系统，３１０ＧＨｚＣＰＵ和４ＧＢ内存的 ＰＣ，
编程语言为ＭＡＴＬＡＢＲ２０１４ａ．

４２　优化性能对比
表１给出了８个算法在２５个 Ｂｅｎｃｈｍａｒｋ函数上的

实验结果，其中包含均值（Ｍｅａｎ）、方差（Ｓｔｄ）和符号
（Ｓｉｇｎ），Ｍｅａｎ表示算法获得的全局最优值与目标函数
的理论最优值之间的偏差（误差）均值．其中最优者用
粗体表示，“＋／－／＝”分别表示 ＨＧＷＯＡ优于、劣于、
等于对比算法的个数．

与ＡＢＣ和ＧＷＯ比较．由表１可知，在７个单峰函
数上，ＨＧＷＯＡ获得６次最好值，其中在函数 ｆ１、ｆ２、ｆ４和
ｆ６上ＨＧＷＯＡ取得了理论最优值．在函数 ｆ３上 ＨＧＷＯＡ
虽未获得最好值，但其仅次于 ＧＷＯ．整体上来说，在获
得最好值的单峰函数个数上，ＨＧＷＯＡ要多于 ＡＢＣ和
ＧＷＯ，说明ＨＧＷＯＡ的优化性能要优于 ＡＢＣ和 ＧＷＯ．
从均值来看，ＧＷＯ优于 ＡＢＣ的个数为５，说明 ＡＢＣ在
单峰函数上的搜索精度不及 ＧＷＯ，即在局部搜索能力
上，ＧＷＯ强于ＡＢＣ．在１８个多峰函数上，ＨＧＷＯＡ在３
个算法中获得了１７次最好值，其中在函数 ｆ９、ｆ１１、ｆ１６和
ｆ１９上，ＨＧＷＯＡ取得了理论最优值，体现了 ＨＧＷＯＡ较
强的全局搜索能力；而在函数 ｆ１０上 ＨＧＷＯＡ虽未获得
最好值，其优化性能仅次于ＧＷＯ．整体上来说，ＨＧＷＯＡ
在多峰函数上的优化性能优于 ＡＢＣ和 ＧＷＯ，表明 ＨＧ
ＷＯＡ具有较强的全局搜索能力，说明反向学习和静态
贪心算法等策略的使用是有效的．从均值来看，ＡＢＣ优
于ＧＷＯ的个数为１５，说明 ＡＢＣ在多峰函数上，尤其在
低维多峰函数上，大幅度优于ＧＷＯ，这说明在全局搜索
能力上，ＡＢＣ强于ＧＷＯ．综上所述，ＧＷＯ具有较强的局
部搜索能力，ＡＢＣ具有较强的全局搜索能力，而 ＨＧ
ＷＯＡ的优化性能大幅度优于 ＧＷＯ和 ＡＢＣ，这是由于
ＨＧＷＯＡ是ＧＷＯ和ＡＢＣ的融合改进结果，实现了二者
优势互补．多数情况下ＨＧＷＯＡ是三个算法中方差最小
的，说明其稳定性较好．

表１　８个对比算法在２５个ｂｅｎｃｈｍａｒｋ函数上的优化结果

Ｆｕｎ Ｏｐｔ ＨＧＷＯＡ ＡＢＣ ＧＷＯ ＭＥＡＢＣ ＧＷＯｅｐｄ ＥＰＳＤＥ ＣＣＳ ＨＣＬＰＳＯ

ｆ１

Ｍｅａｎ ０ １６９０３ｅ－２８ ５３８９０ｅ－１３４ ５１１１８ｅ－２５ ８０８９２ｅ－１０６ ５３３７３ｅ－５２ ６８７５８ｅ－１０ ４０９１１ｅ－１５

Ｓｔｄ ０ ４００７９ｅ－２８ ２２２２３ｅ－１３３ ３３８５９ｅ－２５ １５３２６ｅ－１０５ ２０３２５ｅ－５１ ６８９６７ｅ－１０ ６７３６５ｅ－１５

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ２

Ｍｅａｎ ０ ４２１８７ｅ－１５ １０７３６ｅ－７７ １０５０３ｅ－１３ ５６４６７ｅ－６１ ２６７９６ｅ－２６ ４６１０５ｅ－０５ ５７３０１ｅ－０８

Ｓｔｄ ０ ３５３６８ｅ－１５ ２３５５２ｅ－７７ ３７５６１ｅ－１４ １２６１０ｅ－６０ ３８３３０ｅ－２６ ２１８５３ｅ－０５ ２００２４ｅ－０７

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ３

Ｍｅａｎ ３６８９１ｅ－０６ １１００２ｅ＋０４ ６６８７１ｅ－４０ １１６３４ｅ＋０４ ５０７２２ｅ－２４ １０３４７ｅ－０３ ８２９４２ｅ＋００ １５９７７ｅ＋０１

Ｓｔｄ １９９８８ｅ－０５ １６５１８ｅ＋０３ ２２７５１ｅ－３９ １５８７２ｅ＋０３ ２２３００ｅ－２３ ３１６５３ｅ－０３ ４６１８６ｅ＋００ ７３４１１ｅ＋００

Ｓｉｇｎ ＋ － ＋ － ＋ ＋ ＋

５３４２
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　续表

Ｆｕｎ Ｏｐｔ ＨＧＷＯＡ ＡＢＣ ＧＷＯ ＭＥＡＢＣ ＧＷＯｅｐｄ ＥＰＳＤＥ ＣＣＳ ＨＣＬＰＳＯ

ｆ４

Ｍｅａｎ ０ １３３６３ｅ＋０１ ２７７８９ｅ－３３ １０５６４ｅ＋０１ １３９３５ｅ－２４ ４３３９７ｅ＋００ ２５８１８ｅ－０１ ４６９９９ｅ－０１

Ｓｔｄ ０ １４２４２ｅ＋００ ４０７０５ｅ－３３ １４０３２ｅ＋００ ６９６４７ｅ－２４ ２１５２２ｅ＋００ １５０５０ｅ－０１ ２２１０１ｅ－０１

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ５

Ｍｅａｎ １１０４１ｅ＋００ １７８２７ｅ＋００ ２６５９９ｅ＋０１ ９７７３０ｅ－０１ ２６８７４ｅ＋０１ ３５８３０ｅ＋００ ２７３６９ｅ＋０１ ４８９９２ｅ＋０１

Ｓｔｄ ４５０８９ｅ＋００ １５２２９ｅ＋００ ７３６１７ｅ－０１ １０４６０ｅ＋００ ９６１６５ｅ－０１ ２４３７９ｅ＋００ １５３５７ｅ＋０１ ３００５６ｅ＋０１

Ｓｉｇｎ ＋ ＋ － ＋ ＋ ＋ ＋

ｆ６

Ｍｅａｎ ０ ０ ０ ０ ０ １００００ｅ－０１ １００００ｅ－０１ ０

Ｓｔｄ ０ ０ ０ ０ ０ ３０５１３ｅ－０１ ３０５１３ｅ－０１ ０

Ｓｉｇｎ ＝ ＝ ＝ ＝ ＋ ＋ ＝

ｆ７

Ｍｅａｎ ７９３７４ｅ－０４ ８２２３０ｅ－０２ ８９０２５ｅ－０４ ５０９３９ｅ－０２ １２４２１ｅ－０３ ３４０３５ｅ－０３ ２６５４４ｅ－０２ ８８５０７ｅ－０３

Ｓｔｄ １０４９８ｅ－０３ １５１５５ｅ－０２ ５３６９４ｅ－０４ ９００９２ｅ－０３ ５８７２３ｅ－０４ １２１８２ｅ－０３ ９１５９９ｅ－０３ ３３９３７ｅ－０３

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ８

Ｍｅａｎ ８７９１８ｅ－１２ １８３１１ｅ－１１ ６２４１７ｅ＋０３ ９０３４３ｅ－１２ ７０６３４ｅ＋０３ ７２７６０ｅ－１２ ２９４４４ｅ＋０３ １４７０１ｅ＋０３

Ｓｔｄ ８３８８０ｅ－１３ ２４８７６ｅ－１１ ７０７４６ｅ＋０２ ３３２１０ｅ－１３ １３３３６ｅ＋０３ ０ ４１１６５ｅ＋０２ ２１３５４ｅ＋０２

Ｓｉｇｎ ＋ ＋ ＋ ＋ － ＋ ＋

ｆ９

Ｍｅａｎ ０ ３１９５９ｅ－０７ ２２６００ｅ－０１ ０ ０ ５０３３０ｅ－１５ １０２２１ｅ＋０２ １００９７ｅ＋０１

Ｓｔｄ ０ ６９４２８ｅ－０７ １２３７９ｅ＋００ ０ ０ １３９８８ｅ－１４ ２１３０２ｅ＋０１ ３４１８９ｅ＋００

Ｓｉｇｎ ＋ ＋ ＝ ＝ ＋ ＋ ＋

ｆ１０

Ｍｅａｎ １９１２５ｅ－１４ ３９７１３ｅ－１３ ７０４６２ｅ－１５ １１９９９ｅ－１２ ８１１２０ｅ－１５ ５３８８３ｅ－１５ １３７９６ｅ－０１ ２２０９８ｅ－０８

Ｓｔｄ １５２３０ｅ－１４ １５７５９ｅ－１３ ２２２４２ｅ－１５ ５２９４１ｅ－１３ ２９１０８ｅ－１５ １５２８３ｅ－１５ ３６３３１ｅ－０１ １６４０４ｅ－０８

Ｓｉｇｎ ＋ － ＋ － － ＋ ＋

ｆ１１

Ｍｅａｎ ０ ３２８８８ｅ－０４ ０ ２０７２４ｅ－１６ ２０２６８ｅ－０３ ４９３０７ｅ－０４ ３４８８９ｅ－０４ ８２８１２ｅ－０３

Ｓｔｄ ０ １８０１４ｅ－０３ ０ ７９７２６ｅ－１６ ５４９３４ｅ－０３ １８７６４ｅ－０３ １８１８０ｅ－０３ １３３１２ｅ－０２

Ｓｉｇｎ ＋ ＝ ＋ ＋ ＋ ＋ ＋

ｆ１２

Ｍｅａｎ １５７０５ｅ－３２ ２０６２２ｅ－２８ ２５７６９ｅ－０２ ５４００１ｅ－２７ １６９１３ｅ－０２ １５７０５ｅ－３２ ７２６７２ｅ－０１ ９３７３９ｅ－１７

Ｓｔｄ ５５６７４ｅ－４８ ８７６８３ｅ－２８ １２７９５ｅ－０２ ４２４９３ｅ－２７ １０９９４ｅ－０２ ５５６７４ｅ－４８ ８０３３８ｅ－０１ １０８９１ｅ－１６

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＝ ＋ ＋

ｆ１３

Ｍｅａｎ １３４９８ｅ－３２ １６７６４ｅ－２８ ４３８９３ｅ－０１ １５２５５ｅ－２５ ４３３７２ｅ－０１ １３６２１ｅ－３２ ４７９７１ｅ－０９ ３１６５７ｅ－１５

Ｓｔｄ ５５６７４ｅ－４８ ３７２４９ｅ－２８ １１５５３ｅ－０１ １４７９２ｅ－２５ ２７６３７ｅ－０１ ３７６１０ｅ－３４ ６３１１３ｅ－０９ ４６２１７ｅ－１５

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ１４

Ｍｅａｎ ４４４０９ｅ－１７ ８７４１５ｅ－１４ ２０５９８ｅ＋００ ０ ５２０７４ｅ－１０ ４４４０９ｅ－１６ ７６３５２ｅ－１０ １０２３３ｅ－１２

Ｓｔｄ ９０３３６ｅ－１７ ３６１５３ｅ－１３ ３４２０３ｅ＋００ ０ ３３３９１ｅ－１０ １８４４０ｅ－１６ ３１０３３ｅ－０９ １１３０４ｅ－１２

Ｓｉｇｎ ＋ ＋ － ＋ ＋ ＋ ＋

ｆ１５

Ｍｅａｎ ２８６４４ｅ－０４ ６０２４８ｅ－０４ １４４４１ｅ－０３ ３６９５５ｅ－０４ １９８５６ｅ－０４ １８７７４ｅ－０７ ３４９９５ｅ－０４ ２１１５９ｅ－０４

Ｓｔｄ １７４９６ｅ－０４ ２２７７６ｅ－０４ ５０６５４ｅ－０３ ９９６２７ｅ－０５ １５６７７ｅ－０４ ４３０３４ｅ－０７ ９６８０７ｅ－０５ １１５９３ｅ－０４

Ｓｉｇｎ ＋ ＋ ＋ － － ＋ －

ｆ１６

Ｍｅａｎ ０ １１４５０ｅ－１４ ４７９６４ｅ－０８ ２８５０３ｅ－１４ ４３６１４ｅ－０７ ９９２７０ｅ－１０ ９３３６５ｅ－０８ ６６７５８ｅ－０９

Ｓｔｄ ０ １６１５５ｅ－１４ ４６３２１ｅ－０８ １５６１２ｅ－１３ １０２４８ｅ－０６ ５４３１４ｅ－０９ １１５３６ｅ－０７ ２６７２１ｅ－０８

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

６３４２
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　续表

Ｆｕｎ Ｏｐｔ ＨＧＷＯＡ ＡＢＣ ＧＷＯ ＭＥＡＢＣ ＧＷＯｅｐｄ ＥＰＳＤＥ ＣＣＳ ＨＣＬＰＳＯ

ｆ１７

Ｍｅａｎ １１８４２ｅ－１６ １７６３７ｅ－０７ ４０６８６ｅ－０３ ２９５６３ｅ－０７ ４０９１２ｅ－０４ ６４５５５ｅ－０８ ４４９９７ｅ－０７ ４２９７３ｅ－０７

Ｓｔｄ ４５０６８ｅ－１６ ３８９１４ｅ－０７ １８９２６ｅ－０２ １０１６７ｅ－０６ １５５７１ｅ－０３ ２１７８３ｅ－０７ ６６８９８ｅ－０７ ２２８９３ｅ－０６

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ１８

Ｍｅａｎ １６２８３ｅ－１６ ８５７８５ｅ－０４ １０３４５ｅ－０４ ２５８１２ｅ－１１ ３２７５９ｅ－０５ １２７６０ｅ－１４ １２４４３ｅ－０６ ５７７７３ｅ－１０

Ｓｔｄ ４１２０５ｅ－１６ ２３８１２ｅ－０３ １２６８２ｅ－０４ ７３９８８ｅ－１１ ３８８９５ｅ－０５ １１１９５ｅ－１４ ２５０９５ｅ－０６ ６４８２５ｅ－１０

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ１９

Ｍｅａｎ ０ １１４５０ｅ－１０ １１６４０ｅ－０３ ０ ５１１３８ｅ－０５ ５７１３９ｅ－１５ ８６５４４ｅ－０７ ７７０１２ｅ－１０

Ｓｔｄ ０ ４２２９５ｅ－１０ ２２３５４ｅ－０３ ０ ８１８２１ｅ－０５ ５３８４６ｅ－１５ ９３６３０ｅ－０７ ６８５９７ｅ－１０

Ｓｉｇｎ ＋ ＋ ＝ ＋ ＋ ＋ ＋

ｆ２０

Ｍｅａｎ ３７００７ｅ－１６ １０７１３ｅ－１０ ７８５６１ｅ－０２ １２７８２ｅ－０９ ２０４９４ｅ－０２ １０８５７ｅ－０５ ８８３１０ｅ－０４ ３１８７３ｅ－０４

Ｓｔｄ １６８３３ｅ－１６ ３０００８ｅ－１０ ８０５８０ｅ－０２ ４１６００ｅ－０９ ４６５５６ｅ－０２ ５４８０３ｅ－０５ ６０６７９ｅ－０４ １５３６４ｅ－０３

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ２１

Ｍｅａｎ ２３６８５ｅ－１６ ２７８１８ｅ－０４ １４７５９ｅ＋００ ７４４５９ｅ－０２ ９３６７４ｅ－０１ ２０８９１ｅ－０２ ５０６１３ｅ－０２ １６８６８ｅ－０１

Ｓｔｄ ６１４１７ｅ－１６ ７４１４９ｅ－０４ ２５６１６ｅ＋００ ２０５６６ｅ－０１ ２１５６８ｅ＋００ ６３１８０ｅ－０２ ５２５２１ｅ－０２ ９２２４１ｅ－０１

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ２２

Ｍｅａｎ ８２８９７ｅ－１６ ４２９６８ｅ－０４ ３４８７６ｅ－０３ １４９３８ｅ－０３ １８３５２ｅ－０１ ２２０３３ｅ－０４ ６３７２９ｅ－０２ ４７７１１ｅ－０４

Ｓｔｄ １０１４９ｅ－１５ ８６８９７ｅ－０４ １８５０２ｅ－０３ ５８１６１ｅ－０３ ９６２６４ｅ－０１ ８４５６５ｅ－０４ ７７９３５ｅ－０２ ２４４９０ｅ－０３

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ２３

Ｍｅａｎ ９４７３９ｅ－１６ ２７９２８ｅ－０４ ３５０６１ｅ－０３ ５１８００ｅ－０３ ７９２３６ｅ－０３ ３６３８８ｅ－０４ １０１８８ｅ－０１ １７８７５ｅ－０１

Ｓｔｄ １０１４９ｅ－１５ ５４６２９ｅ－０４ ２２０３２ｅ－０３ １１９１１ｅ－０２ ４２９３８ｅ－０３ １９０５７ｅ－０３ ７６４０５ｅ－０２ ９７８８８ｅ－０１

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

ｆ２４

Ｍｅａｎ ４７３７０ｅ－１６ １８１２３ｅ－０４ １００６２ｅ－０１ ０ １１１５０ｅ－０１ ２２５３３ｅ－０８ ７７５１２ｅ－０２ ７２７７６ｅ－０２

Ｓｔｄ １８０２７ｅ－１５ ８９３６１ｅ－０４ ３３３６６ｅ－０２ ０ ３６８０９ｅ－０２ １１４８１ｅ－０７ ４７４９５ｅ－０２ １０２５９ｅ－０１

Ｓｉｇｎ ＋ ＋ － ＋ ＋ ＋ ＋

ｆ２５

Ｍｅａｎ ３０３１６ｅ－１４ ２８７２６ｅ－０７ ５３７４７ｅ－０１ １５０１５ｅ－０２ ３１５７９ｅ－０１ １７８４４ｅ－０９ ２００９６ｅ－０２ ２７８５９ｅ－０２

Ｓｔｄ ３２４７７ｅ－１４ １１８１０ｅ－０６ ６７６７０ｅ－０１ ３０５４４ｅ－０２ ５３１５９ｅ－０１ ４４４８１ｅ－０９ ２５７５８ｅ－０２ ３６６０８ｅ－０２

Ｓｉｇｎ ＋ ＋ ＋ ＋ ＋ ＋ ＋

＋／－／＝ ２４／０／１ ２１／２／２ １９／３／３ ２０／３／２ ２１／３／１ ２５／０／０ ２３／１／１

　　与ＡＢＣ和 ＧＷＯ的改进算法比较．ＨＧＷＯＡ优于、
劣于和等于ＭＥＡＢＣ的个数分别是１９、３和３，说明 ＨＧ
ＷＯＡ在１９个函数上明显优于 ＭＥＡＢＣ．ＨＧＷＯＡ优于、
劣于和等于 ＧＷＯｅｐｄ的个数分别是 ２０、３和 ２，说明
ＨＧＷＯＡ在２０个函数上明显优于ＧＷＯｅｐｄ．

与目前最优秀的其它优化算法比较．ＨＧＷＯＡ优
于、劣于和等于 ＥＰＳＤＥ的个数分别是２１、３和１，说明
ＨＧＷＯＡ在２１个函数上明显优于 ＥＰＳＤＥ．ＨＧＷＯＡ优
于ＣＣＳ的个数是２５，说明ＨＧＷＯＡ在２５个函数上都明
显优于 ＣＣＳ．ＨＧＷＯＡ优于、劣于和等于 ＨＣＬＰＳＯ的个
数分别是２３、１和１，说明 ＨＧＷＯＡ在２３个函数上明显
优于ＨＣＬＰＳＯ．

为直观地查看ＨＧＷＯＡ与７个对比算法的优化性
能，本文对８个算法勾画出性能简图如图３所示．图中
τ值采用的是以２为底的对数．性能简图的详细介绍参
见文献［２６］．

从图３可知，ＨＧＷＯＡ的曲线一直在７个对比算法
的上方，说明ＨＧＷＯＡ的优化效果最好，与７个对比算
法相比，获得了更多的优势．τ＝０时，ＨＧＷＯＡ在约
９５％的函数上表现最好；τ值约为１５至５时，ＨＧＷＯＡ
可以解决所有的函数优化问题；τ值约为５至８时，不
仅ＨＧＷＯＡ，而且ＥＰＳＤＥ和ＭＥＡＢＣ都可以解决所有的
函数优化问题．ＧＷＯ在最开始时优于ＣＣＳ，可以解决大
约４０％的问题，但τ值约为２５至５５时 ＧＷＯ与 ＣＣＳ

７３４２
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交叉缠绕，说明此时两个算法之间的优化效果较为相

近，但随着 τ值的不断增大，ＧＷＯ的曲线最终稍优于
ＣＣＳ，说明其优化效果整体上优于 ＣＣＳ．其他算法的优
化性能可做同样分析．图３显示８个算法的整体排名顺
序为 ＨＧＷＯＡ、ＥＰＳＤＥ、ＭＥＡＢＣ、ＡＢＣ、ＨＣＬＰＳＯ、ＧＷＯ
ｅｐｄ、ＧＷＯ和ＣＣＳ．

综上所述，与７个对比算法相比，在２５个不同维、
不同复杂性和不同类别等的函数优化问题上，ＨＧＷＯＡ
表现出杰出的优化性能和普适性，从整体上大幅度优

于当前最优秀的智能优化算法．从 Ｓｔｄ上可以看出，
ＨＧＷＯＡ在大多数函数上获得的Ｓｔｄ值是８个算法中最
小的，说明具有极强的稳定性．
４３　稳定性分析

对ＨＧＷＯＡ的稳定性分析，主要包括一阶和二阶
稳定性分析［２７］，以证明搜索最终收敛到一个固定点，即

最优蜜源位置，且其方差收敛到零．一阶稳定性用于保
证均值的收敛性，二阶稳定性用于保证方差的收敛

性［２７］．本节将ｘｇｄ设为不变条件，即这个值在一次迭代
中不进行更新．从第３节中可知，在 ＨＧＷＯＡ中采用了
新型搜索方式和 ＧＷＯ搜索方式．因篇幅所限，仅对观
察蜂阶段的新型搜索方式（式（１６））的稳定性进行
分析．

式（１６）重写为
ｖｉｄ＝（１＋φｉｄ）ｘｇｄ－φｉｄｘｉｄ （２１）

可简化为

ｙｔ＋１＝（１＋φ）Ａ－φｙｔ （２２）
其中，ｙｔ＋１＝ｖｉｄ，φ＝φｉｄ，ｙｔ＝ｘｉｄ，Ａ＝ｘｇｄ．

定理１　 ｙｔ的期望序列收敛，且收敛到Ａ．
证明　对其等式两边求期望可得

Ｅ（ｙｔ＋１）＝（１＋μφ）Ａ－μφＥ（ｙｔ） （２３）
其中，μφ表示φ的期望值，φ是［－１，１］之间均匀分布
的随机数，因此μφ＝０，得到式（２４）

Ｅ（ｙｔ＋１）＝Ａ （２４）
式（２４）表明该搜索方式的期望值为常数，说明其

总是收敛到Ａ．证毕．
ｙ２ｔ＋１＝［（１＋φ）Ａ－φｙｔ］

２

＝（１＋φ２＋２φ）Ａ２＋φ２ｙ２ｔ－２Ａ（φ＋φ
２）ｙｔ （２５）

式（２５）的期望值是
Ｅ（ｙ２ｔ＋１）＝Ｅ［（１＋φ

２＋２φ）Ａ２＋φ２ｙ２ｔ
　－２Ａ（φ＋φ２）ｙｔ］
＝［１＋Ｅ（φ２）＋２μφ］Ａ

２＋Ｅ（φ２）Ｅ（ｙ２ｔ）
　－２Ａ［μφ＋Ｅ（φ

２）］Ｅ（ｙｔ） （２６）
由于φ是［－１，１］之间均匀分布的随机数，因此

Ｅ（φ２）＝１／３ （２７）

Ｅ（ｙ２ｔ＋１）＝
１
３Ｅ（ｙ

２
ｔ）－

２
３ＡＥ（ｙｔ）＋

４
３Ａ

２ （２８）

根据式（２３），可以得到
Ｅ２（ｙｔ＋１）＝Ａ

２ （２９）
定理２　方差Ｄ（ｙｔ）序列收敛，且收敛到０．
证明　根据式（２８）和式（２９）得到

Ｄ（ｙｔ＋１）＝Ｅ（ｙ
２
ｔ＋１）－Ｅ

２（ｙｔ＋１）

＝１３Ｅ（ｙ
２
ｔ）－

２
３ＡＥ（ｙｔ）＋

４
３Ａ

２－Ａ２

＝１３Ｅ［（ｙｔ－Ａ）
２］ （３０）

因为

ｙｔ＋１－Ａ＝φＡ－φｙｔ （３１）
可得

Ｅ（（ｙｔ－Ａ）
２）＝１３Ｅ（（ｙｔ－１－Ａ）） （３２）

递推关系可表示为

Ｄ（ｙｔ）＝
１
３ｔ
Ｅ（（ｙ０－Ａ）

２） （３３）

证明　Ｄ（ｙｔ）是收敛的且收敛到０，意味着当 ｔ→"

时，Ｄ（ｙ０）＝０．

ｌｉｍ
ｔ→"

Ｄ（ｙｔ）＝ｌｉｍｔ→"

１
３ｔ
Ｅ［（ｙ０－Ａ）

２{ }］
＝Ｅ［（ｙ０－Ａ）

２］ｌｉｍ
ｔ→"

１
３ｔ
＝０ （３４）

证毕．
综上所述，观察蜂阶段的新型搜索方式均满足一

阶稳定性和二阶稳定性，说明其均值和方差均是收敛

的，该算法的稳定性较好．
４４　运行时间对比

图４给出了８个算法独立运行 ３０次的平均耗时
图．篇幅所限，在此仅展示３０维单峰和多峰函数的平均
耗时，时间单位为秒（ｓ）．

从图４可知，ＨＧＷＯＡ的平均耗时为１０１８８ｓ，是８
个算法中的最小值，分别大约是ＡＢＣ（１４２９２ｓ）和ＧＷＯ
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（１０８４０ｓ）平均耗时的 ７１％和 ９４％，约为 ＭＥＡＢＣ
（１３１１３ｓ）、ＧＷＯｅｐｄ（１４１６４ｓ）、ＥＰＳＤＥ（２４２８２ｓ）、
ＣＣＳ（１１１５６ｓ）和ＨＣＬＰＳＯ（１８６６１ｓ）平均耗时的７８％、

７２％、４２％、９１％和５５％．故ＨＧＷＯＡ的运行速度比７个
对比算法的运行速度快．主要原因（与 ＡＢＣ和 ＧＷＯ相
比较）如下．

　　与ＡＢＣ相比．在雇佣蜂阶段：①ＨＧＷＯＡ采用静态
贪心算法，以并行计算方式计算目标函数，提高了运行

速度，从而减少了运行时间；②由３３节可知，ＨＧＷＯＡ
按照等概率或者随机选择一个蜜源，采用式（１０）或者
式（１５）或者式（１７）三种方式生成新蜜源，三种方式比
较，式（１５）的计算复杂度比式（１０）稍高．但与并行计算
节省的时间相比，由式（１５）计算增加的时间少．在观察
蜂阶段，依据试验失败次数与设定的阈值进行比较，采

用等概率计算式（１０）或者式（１６）或者按照 ＧＷＯ产生
新解，三者相比，ＧＷＯ产生新解方式的计算复杂度大
于式（１０）计算复杂度．但在此阶段，将计算复杂度高的
轮赌选择方法用计算复杂度低的榜样学习选择方案替

代，这种降低程度大于前者的增加程度，故在观察蜂阶

段，ＨＧＷＯＡ的计算复杂度要比 ＡＢＣ的计算复杂度低．
综合以上两个阶段的讨论（以及 ＡＢＣ还有侦查蜂阶段
的计算），故与ＡＢＣ相比，ＨＧＷＯＡ的运行时间少．

与ＧＷＯ相比．不管是雇佣蜂阶段还是观察蜂阶
段，ＨＧＷＯＡ在多数情况下采用单维操作，且仅在观察
蜂阶段部分嵌入 ＧＷＯ，故在计算复杂度上 ＨＧＷＯＡ低
于ＧＷＯ．

综上所述，ＨＧＷＯＡ有较低的计算复杂度，较快的
运行速度．结合４２节讨论的优化性能，ＨＧＷＯＡ在最
少的时间内，完成的优化问题最好，说明了其具有最佳

的优化效率．
４５　收敛性分析

为检验ＨＧＷＯＡ的收敛性能，对其进行收敛性分
析．主要从以下两个方面比较：在高维函数上比较目标
函数评价次数和在低维函数上对比收敛图．

目标函数评价次数对比．本文选取最新提出的

ＭＴＡＢＣ［２８］与 ＨＧＷＯＡ进行对比．在高维函数上，ＨＧ
ＷＯＡ的 ＭａｘＦＥｓ＝８ｅ＋０４．表２列出了两个算法的结
果，其中ＭＴＡＢＣ的数据直接取自文献［２８］，其 ＭａｘＦＥｓ
＝１ｅ＋０５，并取两个算法在相同函数、相同维度（Ｄ＝
３０）和相同独立运行次数上的数据对比．

表２　ＨＧＷＯＡ与ＭＴＡＢＣ在３０维上的Ｍｅａｎ对比结果

函数

ＨＧＷＯＡ ＭＴＡＢＣ

ＭａｘＦＥｓ＝８ｅ＋０４ ＭａｘＦＥｓ＝１ｅ＋０５

ｆ１ ０ １１１ｅ－３９

ｆ２ ０ ５９０ｅ－２１

ｆ４ ０ １９３ｅ＋００

ｆ５ １１０ｅ＋００ ７０５ｅ＋００

ｆ６ ０ ０

ｆ７ ７９４ｅ－０４ ６３４ｅ－０３

ｆ９ ０ ０

ｆ１０ １９１ｅ－１４ １６９ｅ－１４

ｆ１１ ０ １０５ｅ－１３

ｆ１２ １５７ｅ－３２ １５７ｅ－３２

ｆ１３ １３５ｅ－３２ １３５ｅ－３２

　　从表２可知，在３０维的 ＭａｘＦＥｓ上，ＨＧＷＯＡ均小
于ＭＴＡＢＣ，说明 ＨＧＷＯＡ的运行条件更加苛刻．在１１
个函数上，其中在６个函数的均值上 ＨＧＷＯＡ均小于
ＭＴＡＢＣ，在４个函数上均值相等．整体上来说，ＨＧＷＯＡ
在ＭａｘＦＥｓ更少的前提下，仍然具有更快的收敛速度和
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更优搜索精度．
收敛图对比．限于篇幅，本文仅在低维多峰函数

（ｆ１４～ｆ２５）中选取３个函数（函数 ｆ１７、ｆ１８和 ｆ２０）作为代
表，给出其８个算法的收敛图如图５．

由图５可知，与７个对比算法相比，ＨＧＷＯＡ具有
明显的优势，具有更快的收敛速度，在收敛性能上，ＨＧ
ＷＯＡ远优于７个对比算法．

以上两方面对比证明：改进的搜索方式和嵌入局

部搜索能力强的 ＧＷＯ等使 ＨＧＷＯＡ具有很好的收敛
性能．

５　ＨＧＷＯＡ在聚类优化上的应用

　　聚类［２９］是一种无监督的机器学习任务，可应用于

模式识别、图像处理等诸多领域．它是指将数据划分成
有意义或有用的组（簇），其最终目的是使得组（或群

组）内的对象的相似性最大化，两个不同组中的对象的

相似性最小化．组内的相似性越大，组间的差别越大，
聚类效果越好．

聚类问题可定义为求解目标函数的最小化问题，

因此可以使用优化算法来解决．采用 ＨＧＷＯＡ解决聚
类优化问题，把每一个蜜源当作聚类优化问题的一个

候选解，获得目标函数最小值的解是最优解，聚类目标

函数表达式见式（３５）

ｆ＝∑
Ｋ

ｊ＝１
∑
Ｘｉ∈Ｇｋ

ｄＸｉ，Ｚ( )
ｊ （３５）

其中，ｄ（Ｘｉ，Ｚｊ）表示样本点 Ｘｉ与所属类中心 Ｚｊ之间的
欧式距离，且 ｄ（Ｘｉ，Ｚｊ）＝‖Ｘｉ—Ｚｊ‖，ｎｊ表示第 ｊ个组
（簇）中的样本点个数，Ｋ表示聚类中心个数，Ｘｉ表示第
ｉ个样本点．

本文采用６组标准数据集验证 ＨＧＷＯＡ的有效性，
同时选取４个对比算法进行对比．６组数据集来自于ＵＣＩ
机器学习数据库标准的数据分类集．４个对比算法包括
ＡＢＣ和ＧＷＯ的改进算法，即 ＮＳＡＢＣ［１４］和 ＧＷＯｅｐｄ［２１］，
擅长于聚类优化的改进ＰＳＯ算法（ＩＰＳＯ）和改进差分进
化算法（ＩＤＥ）．其中 ＩＰＳＯ和 ＩＤＥ来源于“ｈｔｔｐ：／／ｙａｒｐｉｚ．
ｃｏｍ／６４／ｙｐｍｌ１０１ｅｖｏｌｕｔｉｏｎａｒｙｃｌｕｓｔｅｒｉｎｇ”．所有算法设置
相同的参数，Ｎ＝５０，ＭａｘＤＴ＝２００，Ｎｕｍ＝３０．

表３给出了５个对比算法聚类优化的结果．Ｍｅａｎ
表示独立运行３０次获得的最小距离的平均值，Ｓｔｄ表
示方差，Ｔｉｍｅ表示运行时间，单位为秒（ｓ）．数据集名称
后的括号中表示的是样本数、属性数和类数．

从表３可知，ＨＧＷＯＡ在６个数据集上均得到最优
的Ｍｅａｎ和 Ｓｔｄ，且 ＨＧＷＯＡ的运行时间最少，这说明
ＨＧＷＯＡ的聚类优化效果大幅度优于４个对比算法，说
明了ＨＧＷＯＡ在聚类优化上的有效性．

总结ＨＧＷＯＡ在函数优化和聚类优化上的表现，
与对比算法相比，ＨＧＷＯＡ具有如下的主要优势：①优
化性能好；②运行速度快；③优化效率高；④收敛质量
佳；⑤稳定性强；⑥普适性好．

６　结论
　　鉴于ＧＷＯ和ＡＢＣ存在的优势和不足，本文提出了
一种ＧＷＯ与 ＡＢＣ的混合优化算法（ＨＧＷＯＡ）．首先，
对ＡＢＣ进行改进，在雇佣蜂阶段摒弃原 ＡＢＣ的动态贪
心算法，改用静态贪心算法，同时提出新型的搜索蜜源
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表３　聚类优化的结果对比

数据集 ＨＧＷＯＡ ＮＳＡＢＣ ＧＷＯｅｐｄ ＩＰＳＯ ＩＤＥ

Ｗｉｎｅ
（１７８，１３，３）

Ｍｅａｎ ８８７５５２ ９９６７６１ ９０５４６９ ８９０９０６ １０３６３７８

Ｓｔｄ ０１０９６ １９８８ ４５７ ２６５５９ ３４０６８

Ｔｉｍｅ １１１２６ １１６６８ １１８４７ １９１２９ １７２４４

Ｈｅａｒｔ
（２７０，１３，２）

Ｍｅａｎ ２８３７７４３ ２８７３２９２ ２８３８３９９ ２８５００７３ ２８４９７０８

Ｓｔｄ １０６５１ｅ－０２ １２０２７ ２９４４１ｅ－０２ ５２４２６ ６７７６５ｅ－０１

Ｔｉｍｅ １１２７９ １１７９８ １１７９９ １９２０７ １７５７６

Ｉｒｉｓ
（１５０，４，３）

Ｍｅａｎ ２９１４８７ ２９５５５６ ２９１５３３ ２９３５７ ３０１８３６

Ｓｔｄ １９４５６ｅ－０４ ２４７８４ｅ－０１ ２３７１７ｅ－０３ １００４８ ５２８８５ｅ－０１

Ｔｉｍｅ １０４６４ １０９６１ １０６２５ １８１９４ １６６３１

Ｇｌａｓｓ
（２１４，９，６）

Ｍｅａｎ ５６１７３３ ７２３９４１ ６２２６２７ ５８１６１９ ７０４６０１

Ｓｔｄ １８３８２ ２７４４９ ３７２４ ３６７９４ １５６５３

Ｔｉｍｅ １２０３１ １２５３４ １３０５２ ２０１６２ １８１６４

Ｂｌａｎｃｅ
（６２５，４，３）

Ｍｅａｎ ３５６０２０１ ３５６７４６４ ３５６０４８７ ３５６０５１６ ３５７５５７５

Ｓｔｄ １３１０４ｅ－０１ １５８１５ｅ－０１ １６３１８ｅ－０１ １８６４３ｅ－０１ ２６５１２ｅ－０１

Ｔｉｍｅ １２５６９ １３０７３ １２８０２ ２０２８３ １８６６４

Ｂａｌｏｏｎ
（２０，４，２）

Ｍｅａｎ １６９４５８ １６９４６１ １７００６３ １７０５０１ １６９５４１

Ｓｔｄ ４７８０５ｅ－０５ ６９４５２ｅ－０４ ６７８８５ｅ－０２ １１６６３ｅ－０１ １７７１２ｅ－０２

Ｔｉｍｅ ０９７７８３ １０２０６ ０９９３０３ １７５０９ １５７１１

方式；去掉影响收敛速度的侦查蜂阶段，在雇佣蜂阶段

添加反向学习策略，弥补去掉侦查蜂阶段的不足，进一

步提高了探索能力．然后，在观察蜂阶段，自适应地将
局部搜索能力强的ＧＷＯ算法融入到观察蜂阶段，提高
了局部搜索能力、求解精度和优化效率．由此发挥了二
者优势，获得较强的普适性．２５个 Ｂｅｎｃｈｍａｒｋ函数的优
化结果表明，与７个典型的算法相比，ＨＧＷＯＡ的优化
效果更好，运行速度更快，普适性更强．ＨＧＷＯＡ用于聚
类优化的结果表明，与４个对比算法相比，ＨＧＷＯＡ拥
有绝对的优势．故 ＨＧＷＯＡ是有效的，可应用于其它实
际的优化问题上．
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