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　　摘　要：　针对卷积神经网络中卷积运算复杂度高、计算量大及算法在ＣＰＵ和ＧＰＵ上计算时存在延时及功耗限
制问题，从提高现有硬件平台计算速率、降低功耗角度出发，设计了一种基于ＺＹＮＱ的具有高吞吐率和低功耗的可重
构神经网络加速系统．为充分利用运算资源，探索了一种卷积运算循环优化电路；为降低带宽访问量，设计了一种数据
在内存中的特殊排列方式．以ＶＧＧ１６网络为例，利用ＺＹＮＱ对系统进行加速，在计算性能上达到６２００ＧＰＯＳ的有效算
力，分别是ＧＰＵ和ＣＰＵ的２５８倍和６８８倍，其ＭＡＣ利用率高达９８２０％，逼近 Ｒｏｏｆｌｉｎｅ模型理论值．加速器的计算
功耗为２０Ｗ，能效比为３１００ＧＯＰＳ／Ｗ，是ＧＰＵ的１１２７７倍和ＣＰＵ的３３４４１倍．
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１　引言
　　卷积神经网络（ＣＮＮ）是由人工神经网络扩展而来
的一种深度学习结构，已被广泛应用于计算机视觉、图

像识别与处理、自然语言识别等领域中［１，２］．随着深度
学习研究的不断深入，ＣＮＮ模型变得越来越大，参数和
层数不断增加，需要大量的操作和数据访问，人们关注

的重点由传统的ＣＰＵ硬件平台转向ＧＰＵ、ＦＰＧＡ等高性

能计算平台．ＧＰＵ包含大量的计算单元和高内存带宽，
在对数据进行算术运算或者逻辑运算方面有着很大的

优势，然而 ＧＰＵ功耗大，不适合移动应用．相比之下，
ＦＰＧＡ效率高、适应性强，更适用于嵌入式设备［３，４］．

目前，ＣＮＮ加速器的设计方法主要分为定制化和
自动化两种，定制化方法根据特定的网络模型及目标

器件给出细粒度的优化方案，由此实现较高的性

能［５，６］；自动化方法提出通用的设计方案，可适用于不
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同的网络模型或目标器件．随着网络模型的快速发展、
目标器件的不断更新，自动化方法能较好地满足不同

用户的需求．文献［７］针对ＦＰＧＡ数据传输问题，利用大
量的寄存器代替ＢＲＡＭ，但使得ＦＰＧＡ片上ＢＲＡＭ资源
利用率不高，造成资源的浪费，同时占用大量的其他资

源；文献［８］针对 ＦＰＧＡ计算吞吐和提供的内存带宽不
匹配问题，对ＣＮＮ卷积层设计了相应加速结构，但并未
考虑全连接层，且计算涉及的数据为浮点数，并不是定

点数，影响了ＦＰＧＡ整体的执行性能．本文根据 ＣＮＮ算
法的计算特点探索了一种可并行计算的卷积运算循环

优化电路结构，充分利用了硬件平台的运算资源，降低

了功耗；同时提出了一种计算数据在内存中的特殊排

列方式，降低了带宽访问量．

２　基本概念

２１　ＣＮＮ基本原理
卷积神经网络在计算机视觉、人工智能等研究领

域受到了越来越多的关注［９］，作为一种典型的监督学

习算法，ＣＮＮ有两个主要阶段：训练阶段和推理（也称
为前馈）阶段．由于许多行业应用程序都是在后台训练
ＣＮＮ，并且仅在实时情况下执行推理，因此本文中重点
关注推理阶段．ＣＮＮ推断阶段的目的是为了输入图像
获得正确的分类推断．如图１所示，它由多层网络组成，
每张图像均送入到第一层．每一层从上一层接收大量
特征图，并通过某些内核过滤后输出一组新的特征

图［１０～１２］．卷积层、池化层和激活层用于特征图的提取，
全连接层用于分类．

２２　实际的ＣＮＮ分析
近年来在 ＣＮＮ网络竞赛中获取冠军的模型包括

ＡｌｅｘＮｅｔ、ＺＦＮｅｔ及ＶＧＧ等．其中，２０１２年的ＡｌｅｘＮｅｔ模型
层数为８层，模型大小为２５０Ｍ；２０１４年的 ＶＧＧ模型层
数为１６层，模型大小为５００Ｍ．而模型规模的增大和计
算量的大幅度提升意味着对硬件计算能力、内存带宽

及数据存储的要求也更加苛刻，故需要对模型进行处

理，使之对硬件更加友好［５］．
表１的数据是１６层 ＶＧＧ１６模型时间与空间上的

分解参数，从中可看出，ＣＯＮＶ和 ＦＣＮ层是两个极端特
征．ＣＯＮＶ层包含总数据的１９３％，但需要９９５％的计
算量；ＦＣＮ层需要０４％的计算量，但使用８０６％的数
据量．这两层占据了超过９９９％的执行时间．因此，工
程上的优化设计需要对 ＦＰＧＡ上的整个 ＣＮＮ进行加
速，并最大限度地利用 ＦＰＧＡ的计算能力和带宽效率．
由于ＰＯＯＬ和 ＲｅＬＵ层的简单性足以使其简单加速，因
此本文将主要讨论如何加速ＣＯＮＶ和ＦＣＮ层［１３，１４］．

表１　ＶＧＧ１６模型分解

类别 ＣＯＮＶ ＰＯＯＬ ＲｅＬＵ ＦＣＮ

计算量ｏｐｓ（１０７）
３０５９．６
（９９５％）

０６
（０％）

１４
（０％）

１２３
（０４％）

存储（ＭＢ）
１１３

（１９３％）
０

（０％）
０

（０％）
４７１６
（８０６％）

纯电路计算时间比 ９３６％ ０％ ０％ ３７％

整体计算时间比 ４８７％ ００％ ００％ ５１２％

２３　Ｒｏｏｆｌｉｎｅ评估模型
算法在某个硬件平台上的运算时间受两种因素影

响：一是硬件平台的算力（计算平台单位时间内能完成

的浮点运算次数）；二是硬件平台的带宽（计算平台单

位时间内能完成的内存交换量）．Ｒｏｏｆｌｉｎｅ模型中使用
了计算强度进行定量分析，可更准确地判断运算时间

是由算力影响或带宽影响，及它们的影响程度［１５］．因
此，本文采用Ｒｏｏｆｌｉｎｅ模型评估所设计加速器的性能．

如图２所示，Ｒｏｏｆｌｉｎｅ模型中，横轴表示计算强度，

用Ｉ表示，单位为 ＦＬＯＰ／Ｂｙｔｅ；纵轴表示算力，用 Ｐ表
示，单位为ＦＬＯＰ／ｓ；π表示硬件平台的峰值算力；β表
示硬件平台的最大带宽；Ｉｍａｘ表示计算强度的上限，大小
为π／β．图２中，Ｉｍａｘ将 Ｒｏｏｆｌｉｎｅ模型划分出两个瓶颈区
域：带宽瓶颈区域和计算瓶颈区域［１６］．

３　本文加速器的设计

３１　卷积运算电路的设计
ＣＮＮ中需要进行大量的卷积运算，因此卷积层的

０３７
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电路设计是硬件加速器设计的核心．为了充分利用运
算资源，本文采用循环展开和循环平铺对卷积运算进

行优化，具体分块伪代码如图３所示．

Ｌｏｏｐ１表示多个通道组的循环运算，Ｌｏｏｐ２表示
输出通道组的循环运算，Ｌｏｏｐ３表示输入通道组的循
环运算．由于该三个循环不涉及电路的存储与数据的
计算，故三个循环可以用计数器电路完成．

Ｌｏｏｐ４表示卷积核的块运算，为提高工作效率，该
循环采用流水线“乒乓操作”方式，如图４所示．若无带
宽限制，采用流水线后乘加器阵列的工作效率可接

近１００％．

Ｌｏｏｐ５为条带运算，如图５所示，特征０１数据加载
至计算单元，经一个时钟周期完成计算并输出乘加结

果０１，随后重复上述过程，直至输出乘加结果１６，在此
期间权重数据保持不变，被１６组特征数据复用，直至下

次循环启动后再重新更换权重数据．Ｌｏｏｐ６为 ＭＡＣ运
算，该运算为权重数据和特征数据相乘，其中权重数据

是１６×１６的矩阵，特征数据是１６×１的矩阵，完成该矩
阵的计算需要２５６次 ＭＡＣ运算．Ｌｏｏｐ７用于累加输入
通道组的运算结果，由于输入通道数较多，故采用加法

树进行多个数据的累加．Ｌｏｏｐ８用于运送累加后结果
至输出通道组，故实现 Ｌｏｏｐ８的电路结构可采用计数
器将结果逐个送出．

本文对卷积运算电路优化后，得到循环 Ｌｏｏｐ５单
个处理单元（ＰｒｏｃｅｓｓｉｎｇＥｎｇｉｎｅ，ＰＥ）的硬件资源结构，
如图６所示，图中乘加器阵列为实现上述运算的硬件
计算结构，加法树用于累加运算数据，随后运算数据与

偏置项（Ｂｉａｓ）相加后输出最终结果。单个 ＰＥ中有１６
个相同的ＭＡＣ结构，单个ＭＡＣ结构中有１６个乘加器，
故一个ＰＥ中有２５６个乘加器，因此本文设计的优化电
路Ｌｏｏｐ５通过ＰＥ电路结构，一次即可完成２５６次乘加
运算．
３２　权重和特征数据的排列设计

ＣＮＮ中卷积计算的本质是权重与特征乘累加，本
文提出一种权重和特征数据在内存中的特殊排列方

式．如图７所示，将四维的权重数据展开成三维的数
据，每组包含１６个三维数据，单个三维数据中以１６个
通道为一个子块，图中数据与外部存储器中相同的颜

色表示排列后的对应关系．权重数据具体的排列方式
为：第一组数据中的所有 ００子块按 Ｗ０、Ｗ１、…、Ｗ１５
的顺序排列于外部存储器，之后排列０１子块、…、０８子
块、０９子块、…、１７子块，按照上述方式，直至排列完成
第Ｋ组权重数据．

如图８所示，将一组三维特征数据分为多个子块，
单个子块的通道数为１６，分块后特征数据按照图中的
排布方式进行排列．在设计过程中，不同网络层中的特
征通道数可能无法被１６整除，此时在排列中通道数与
分块数不足１６的位置全部补０．
３３　池化电路的设计

由于本文所设计的加速电路是一种可重构的加速

器，因此池化电路应支持以上不同类型及不同方式的

池化．
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　　本文采用先横向池化，后纵向池化的计算方式，如
图９所示，横向相邻的两组数据经过比较运算后存入
一块缓存器中，当第二行特征数据加载至片上时，即可

完成纵向相邻的两组数据比较运算．上述电路结构有

利于降低数据的片上缓存．

４　实验与结果分析

４１　软硬件实验环境
本文所测试的神经网络模型为 ＶＧＧ１６［１７］，该网络

模型的操作数大约为３０ＧＯＰＳ；使用的目标器件为 Ｘｉｌ
ｉｎｘ评估板 ＺＣＵ１０４；ＣＰＵ对照组采用英特尔 Ｃｏｒｅｉ９
９９００Ｋ处理器，主频为３６０ＧＨｚ，处理器数量为８核１６
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线程，配有两个１６ＧＢ的ＤＤＲ４内存，Ｗｉｎｄｏｗｓ１０操作系
统；ＧＰＵ对照组采用ＮｖｉｄｉａＧＴＸ１０８０Ｔｉ芯片，拥有３５８４
个ＣＵＤＡ核心，核心频率１７０８ＭＨｚ，配有１１ＧＢ的显存，
Ｌｉｎｕｘ操作系统；输入图像模型为 ＩｍａｇｅＮｅｔ数据集．为
了保证时序稳健的运行，在ＺＣＵ１０４开发板上对本设计
进行了２１０ＭＨｚ的实验，加速器的资源利用率如表２所
示，其中１个ＤＳＰ资源可以支持１个１６ｂｉｔ的定点乘法．

表２　加速器的资源利用率

类别 ＦＦ ＬＵＴ ＤＳＰ４８ ＢＲＡＭ

资源总数 ４６０８００ ２３０４００ １７２６ ３１２ＫＢ

使用数 ３１７６４５ １６００３２ ５３０ ２８０ＫＢ

使用率 ６８９％ ６９５％ ３０７％ ８９７％

　　从表２可看出，ＤＳＰ４８资源使用率较低，其原因是：
若使用更多的 ＤＳＰ４８资源需配合更多的 ＢＲＡＭ，而
ＢＲＡＭ的使用率已达到８９７％，因此仅使用了３０７％
的ＤＳＰ４８．

本文使用 Ｖｉｖａｄｏ２０１８２对设计完成综合实现．由
于神经网络有更好的鲁棒性，１６ｂｉｔ的定点数可以满足
加速器设计的精度［１４］，为节省硬件资源，本文将训练的

３２ｂｉｔ的浮点数截断为１６ｂｉｔ的定点数，因此每层网络的
计算结果也均采用该精度．
４２　性能评估

本次测试使用ＩｍａｇｅＮｅｔ数据集中的２０张图片，分
别送入ＺＣＵ１０４、ＧＰＵ、ＣＰＵ计算平台，对每张的图片在
不同计算平台上的处理时间、ＶＧＧ１６网络每层的运算
时间和运算量及不同平台的计算功耗进行测试，其结

果分别如图１０、图１１和表３所示．
从图１０可看出，ＶＧＧ１６网络在该加速器上识别一

张图片的平均时间约为０２５ｓ，计算速率分别是ＧＰＵ与
ＣＰＵ的５１６倍、１３７６倍，三组数据对应的均方差分别
是４３×１０－５、１０×１０－２、４９×１０－２，说明本文设计的
加速器在ＺＣＵ１０４上处理时间更加稳定．

从图１１可看出，卷积层和全连接层的运算时间占
整体的９９１１％；池化层的运算主要是逻辑运算或加法
运算，并不使用ＤＳＰ运算，故池化层的运算量为０；卷积
层的运算量较大，运算时间较长，但全连接层的运算量

相比卷积层较小，运算时间却与卷积层相当，比如

ＣＯＮＶ１０与ＦＣ１，其主要原因是数据的传输延时决定了
全连接层的实际计算时间．

表３　不同计算平台的功耗

类别 ＺＣＵ１０４ ＧＰＵ ＣＰＵ

待机功耗／Ｗ １４３ ５７２ ６１６

峰值功耗／Ｗ １６３ １４４６ １５８８

实际功耗／Ｗ ２０ ８７４ ９７２

　　从表 ３中的数据可知，该加速器实际功耗仅为
２Ｗ，远低于ＧＰＵ与ＣＰＵ，适合使用于嵌入式移动设备．

ＶＧＧ１６网络的１６位定点数运算量为１５５Ｇ，故该
加速器每秒的有效算力为１５．５／０２５＝６２ＧＯＰＳ，能效比
为６２／２＝３１ＧＯＰＳ／Ｗ．用相同的标准对 ＣＰＵ和 ＧＰＵ分
析得到表４中的数据．

表４　平台间数据对比

类别 ＺＣＵ１０４ ＧＰＵ ＣＰＵ

单张图片计算时间／ｓ ０２５ １２９ ３４４

有效算力／ＧＯＰＳ ６２００ ２４０３ ９０１

实际功耗／Ｗ ２０ ８７４ ９７２

能效比／ＧＯＰＳ／Ｗ ３１００００ ０２７４９ ００９２７

　　从表４可看出，该加速器的有效算力是ＧＰＵ的２５８
倍，ＣＰＵ的６８８倍；能效比是 ＧＰＵ的１１２７７倍，ＣＰＵ的
３３４４１倍．因此，本文设计的加速器有着较好的性能收益．
４３　Ｒｏｏｆｌｉｎｅ模型分析

如图１２所示，图中的折线表示加速器在 Ｒｏｏｆｌｉｎｅ
模型下的最大理论峰值算力，纵坐标表示加速器的峰

值算力，横坐标表示计算强度，斜率表示加速器的存储

器访问带宽速率．从图１２中可以看出，仅有第１１、１２、
１３层卷积层相差理论值较大，其原因是大规模的卷积
切割后使得最后一块的规模较小，不能使 ＭＡＣ层计算
满载；虽然第１层卷积层和３层全连接层的峰值算力较
低，但仍然逼近 Ｒｏｏｆｌｉｎｅ模型的理论值；其他网络层均
逼近Ｒｏｏｆｌｉｎｅ模型的理论值，最高的 ＭＡＣ利用率高达
９８１２％，因此该加速电路性能优良．
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表５　相关工作比较

类别
文献

［１８］
文献

［１９］
文献

［２０］
文献

［２１］
本文

设备 ＺＣ７０６ ＸＣ７Ｚ０２０ Ｋｉｎｔｅｘ７ Ａｒｒｉａ１０ ＺＣＵ１０４

ＤＳＰ
使用数

９００ ２０５ ２８４ ２８５２ ５３０

数据精度 ８１６Ｆｉｘ １６Ｆｉｘ １６Ｆｉｘ １６Ｆｉｘ １６Ｆｉｘ

功耗／Ｗ ／ ２６１ ／ ／ ２０

吞吐量

／ＧＯＰＳ
５８３ １７７８ ２０４９ １６６６７ ６２００

能效比

／ＧＯＰＳ／Ｗ
／ ６８１ ／ ／ ３１００

计算密度

／ＧＯＰＳ／ＤＳＰ
６４×１０－２ ８１×１０－２ ７２×１０－２ ５８×１０－２１１７×１０－２

　　为了进一步评估加速电路的计算性能，将本研究
与近年的ＣＮＮ加速器进行对比，由于各个文献中使用
的评估板和运算资源都有区别，数据精度也有差异，因

此本文使用计算密度（单个ＤＳＰ下的有效算力）来评估
性能．对比文献［１８～２１］，从表５中可以看出，本文设
计加速器的能效比高，计算密度依次提高了 ８２８％、
４４４％、６２５％、１０１７％．由于文献［２１］中的 ＤＳＰ的使
用量远高于本文，故其吞吐量优于本文，但其计算密度

要低于本文．
综上所述，本文提出的方案在资源和功耗受限的

情况下可以提供更高的计算性能．

５　总结
　　本文从提高计算速度和提高能效比的角度出发，
设计了一种基于 ＺＹＮＱ的可重构神经网络加速系统，
通过软硬件的协同设计，优化了卷积层电路和池化电

路及降低了带宽访问量．加速器在计算性能上达到
６２００ＧＰＯＳ的有效算力，分别是ＧＰＵ和ＣＰＵ的２５８倍

和６８８倍，其ＭＡＣ利用率高达９８２０％，逼近 Ｒｏｏｆｌｉｎｅ
模型理论值．加速器的计算功耗为 ２０Ｗ，能效比为
３１００ＧＯＰＳ／Ｗ，是 ＧＰＵ的１１２７７倍和 ＣＰＵ的３３４４１
倍．实验结果表明，本文提出的ＣＮＮ加速器适合应用于
嵌入式设备．与近年来相关领域文献对比，本文提出的
方案在资源和功耗受限的情况下可以提供更高的性

能．同时该加速器适用于其它应用神经网络架构的系
统，具有较高的应用推广价值面．
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