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� � 摘 � 要: � 针对使用单一神经网络在缺陷识别中存在的输入矢量维数高,结构复杂及训练时间长等问题,本文提

出了组合神经网络模型,这一模型采用逐级判别的方法,每级判断均采用独立的神经网络子模块,各模块采用随机学

习算法分别进行训练.裂缝识别的计算实例表明,这一组合模型使神经网络输入变量的维数从 N 2 降低到 N , 网络结

构大为简化,训练速度很快, 同时具有较高的缺陷识别率, 可推广应用于实时涡流检测中.
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Abstract: � A composite neural network model with many sub�network stages is presented. The flaw identification is accom�

plished stage by stage. Each stage consists of different sub�networks and is trained by a stochastic learning algorithm independently.

Numerical simulations of crack identification have shown that the composite neural network model decreases the input vector dimen�

sions of neural network from N
2
to N , simplifies the structure of network, saves the learning time, and has a better generalization abili�

ty. It can be used effectively in eddy current testing.
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1 � 引言
� � 涡流无损检测中缺陷或裂缝的位置 � 大小和形状的识别
本质上属于电磁场逆问题. 目前电磁场逆问题的求解方法有

两大类,一类是用数值方法反复求解电磁场微积分方程 ,另一

类是模式识别方法.

最近十几年发展起来的人工神经网络方法是一种唯象的

处理逆问题的方法.神经网络可以通过学习大量的实际范例

来分类和识别目标,其学习过程实际上就是一种逆问题的优

化求解过程.前向多层神经网络已开始应用于涡流检测的电

导率分布重建及缺陷识别中[ 1, 2] .

涡流检测中传统的阻抗分析方法在测量中每次只能得到

一个阻抗值,对缺陷判断的准确性受仪器使用者的经验限制.

九十年代提出的微型环磁传感器阵列探头[ 3]可以一次检测出

缺陷上方的空间磁场分布,提高了检测速度和灵敏度. 但如何

根据这一空间磁场分布快速准确地重构缺陷仍然是有待解决

的难点问题.若以缺陷上方磁场测量值的两维数据直接作为

神经网络的输入矢量,势必使网络输入维数过大, 使网络结构

复杂, 训练时间加长, 降低网络的训练精度和推广能力. 另一

方面,要用一个神经网络同时识别出缺陷的位置, 形状及大小

将是十分困难的. 为此, 本文提出了组合神经网络模型.这一

模型采用分级判别的方法, 从初始有无缺陷, 到确定缺陷的位

置及形状, 最后给出缺陷的尺寸.这一模型克服了单一神经网

络模型在输入矢量维数高, 结构复杂及训练时间长等方面的

不足, 具有较高的缺陷识别率和实用价值.

Witts 等人基于随机优化思想提出了前向网络的随机学

习算法[ 4] . 本文结合涡流检测中缺陷识别的问题特征, 采用一

种新型的随机学习算法, 缺陷识别的计算结果表明, 该随机学

习算法具有较快的学习速度和较高的拟合精度, 并能够以较

大概率避免学习过程陷入局部极小点 .可推广应用于实时涡

流检测中.

2 � 组合神经网络模型

� � 从磁传感器阵列探头, 可以得到平板导体中存在缺陷时
其上方的空间磁场分布 Bm , 将这一磁场减去激励线圈在空气

中产生的磁场 Bo , 即可得到缺陷引起的涡流磁场分布 Be =

Bm- Bo. 理论计算和实测结果均表明[5, 6] , 涡流磁场的 x 分

量和 y 分量幅值和垂直分量Bez 相比小得多, 并且目前涡流检

测水平主要检测 Bez 分量. 因此本文神经网络的学习主要采
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用 Bez 分量. 为了简便,省略下标� z .

图1 表示检测平面上各测量点的分布 (图中用� !  表
示) , 共 N ! N 个, 激励线圈、导电板、及裂缝等参数见表 1.

图 1 � xoy 平面上测量点分布 � � 图 2 � 组合神经网络功能模型

表 1 � 基本模型各参数

激励线圈

内半径 r 1 ( 0�6 ∀ 0�01)mm

外半径 r 2 ( 1�6 ∀ 0�01)mm

线圈高 �z ( 0�8 ∀ 0�01)mm

匝数 n 140

提离 h ( 1�0 ∀ 0�01)mm

检测面 z ( 0�5 ∀ 0�01)mm

频率 f 150kHz

导电板

板厚 d ( 1�25 ∀ 0�01)mm

电导率 � ( 1�0! 106) S/ m

裂缝

长 l ( 10�0 ∀ 0�02)mm

宽 w ( 0�1 ∀ 0�01)mm

深 b ( 1�0 ∀ 0�01)mm

� � 如果以检测面上得到的全部测量值作为神经网络的输

入,势必使网络输入维数过大, 网络结构复杂,训练时间加长.

为了有效地识别缺陷,我们采用逐级判别的方法, 首先判断是

否存在缺陷(裂缝) ,其次判断裂缝的走向是横向、纵向还是斜

向的, 再判断裂缝的长度,最后对裂缝的深度进行识别. 每级

判断均采用独立的神经网络模块, 各模块采用随机学习算法

独立地进行训练,最后各模块根据一定的逻辑推理规则构成

组合神经网络系统模型,其结构如图 2 所示.

在组合神经网络模型中, 判别由粗至细, 逐级进行, 根据

上一级神经网络模型的输出来选择下一级神经网络模块, 进

一步判断,直至将裂缝的全部参数确定. 各子模块的输入参量

和训练样本集互不相同.

第一级 ,判断是否存在裂缝. 这一级只用单个神经元即

可,该神经元设二个输入,一个输出. 输入矢量中的一个分量

为各测量点涡流磁场归一化值的平方和,即:

x 1= #
N

j = 1
#
N

i= 1

(
Beij

Beomax
)

其中 Beomax为平板导体中无缺陷时检测面上涡流磁场的最大

值, Beij为各测量点上的涡流磁场. 另一分量为涡流磁场归一

化值的最大值,即:

x 2=
Beij

Beomax max

(2)

输出变量为 1 时表示存在裂缝, 需要进行下一级判断,输出为

0 时,表示导体板中无裂缝.

第二级, 判别裂缝是横向的, 还是纵向的. 更细致的话还

可增加斜向裂缝, 这里暂时不考虑斜向裂缝. 首先求出整个平

面上涡流磁场的最大值 Bemax, 再将各点 Beij归一化. 对于行判

别, 将某一行各数据平方求和,即 :

x i= #
N

j = 1

(
Beij

Bemax
) 2, � i= 1, ∃ , N (3)

将其作为第二级神经网络的输入矢量 ,输入矢量的维数即为

测量点的行数 N .神经网络的输 出矢量也为 N 个 ,输出为 0

时, 表示此行附近无裂缝,输出为 1 时,表示存在模向裂缝, 如

Y= { 0, 0, 1, , 0}表示第三行存在裂缝.

对于列, 可以进行类似判别.因此这一级神经网络可以确

定裂缝的位置, 并判断缝是横向的还是纵向的, 或者横向和纵

向都存在, 或者存在多条裂缝.

第三级, 裂缝长度的识别.若上一级某行(或某列)输出为

1, 则对该行继续判别. 首先求出该行 (设第 i 行)的最大值

Bemax, 将该行各点 Beij归一化, 再平方,即:

xj = (
Beij

Bemaxi
)
2
, � j = 1, ∃, N (4)

将其作为第三级神经网络的输入, 神经网络的输出对应裂缝

的实际长度, 输出矢量的维数取决于待识别裂缝的分辨率.

第四级: 裂缝深度的识别.对给出了长度的裂缝, 再选择

与其对应的下一级子网络进行深度识别. 先求出对应行或列

穿透裂缝上方的涡流磁场最大值 BemaxT , 再将该行各点 Beij归

一化, 子网络的输入为:

xj= (
Beij

BemaxT
) 2 , � j = 1, ∃, N (5)

子网络的输出对应裂缝深度占导体板厚度的百分比. 例如

10% , 20% , ∃, 100%等.

这种逐级识别裂缝的方法, 使神经网络输入变量的维数

从 N 2 降低到 N, 网络结构大为简化, 训练时间极大地减少.

一方面各子网络可以独立地分别训练.另一方面, 网络结构参

数的调整可在各子网络部分进行 ,如要细分裂缝的长度, 可增

加长度识别子网络的输出节点,只需对长度识别的子网络重

新训练即可.

3 � 前向三层网络的随机学习算法

� � 研究证明, 一个仅含有隐层非线性连续变换函数的前向

三层网络可以用来逼近有界闭区域上的任一连续函数. 涡流

检测中缺陷的识别问题也即非线性最优拟合问题. 给定样本

集合{ X( k) , Y ( k) , k= 1, 2, ∃, K } , 求最优拟合函数集 Ŷ (X )

= { ŷ 1( k ) , ŷ 2( k) , ∃, ŷL ( k ) } T ,使

J=
1
K #

K

k= 1

% Y ( k) - Ŷ( k ) %2 (6)

最小化, 其中 k 为样本数.

网络结构如图 3 所示, 由输入层、隐层及输出层构成, 各
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� 图 3 � 前向三层神经网络结构图

层节点数分别用 N、M、

L 表示, 隐层神经元采

用非线性 Sigmoid 函数,

输出层神经元采用线性

函数.

以 W = { w ij | i = 1,

∃, M , j = 0, 1, ∃, N } 表

示隐层权系数阵, w i0为

隐层各神经元的阈值. V= { v li | l = 1, ∃, L , i = 0, 1, ∃, M }表

示输出层权系数阵, vl0对应各神经元的阈值. h i ( k ) , z i ( k )分

别为隐层第 i 个节点的输入与输出. g ( x )为 Sigmoid 函数 g

( x ) =
1

1+ exp( - x )
.

网络的训练方法为:隐层权系数{ w ij }采用随机寻优方法

获得,而输出层权系数{ v ij }采用递推线性最小二乘算法求得.

首先对{w ij }设置一组初值,计算隐层单元输出 z i ( k ) . 再用递

推最小二乘算法计算输出层权系数{ v li } , 从而计算网络实际

输出 ŷl ( k ) , 并与样本输出值进行比较, 若满足误差要求, 则

迭代过程结束.否则, 按随机优化方法修改{ w ij } , 并进行第二

轮迭代,直至输出向量与样本向量的均方误差满足误差要求

为止.

在组合神经网络模型中, 各子模块均采用上述随机学习

算法独立地进行训练.

4 � 裂缝识别实例

� � 对组合神经网络的每一级进行训练, 需要大量的样本数

据,若用实验方法来获取样本集, 不但消耗大量的时间和资

金,而且样本裂缝的尺寸不易做得准确, 为网络的训练和应用

造成误差. 我们采用数值计算方法建立样本集合. 用 FEM�

BEM组合法程序对平板导体中的各种不同裂缝进行计算, 该

FEM�BEM 组合法程序经过多个研究小组验证, 并且其阻抗的

计算结果与实验测量值相符[ 5] .样本集合中, 激励线圈和导电

板的各参数保持不变(见表 1) , 只改变各裂缝的位置、长度和

深度.

首先假定裂缝位于 y 轴上, 长度分别为 2, 4, ∃, 24, 30,
36mm ,深度分别为板厚的 20%、40%、60%、80%、100% 共 65

种情况,再依次假设各裂缝位于 x= 2, 4, 6mm 处,最后假设各

裂缝位于 y= 0, 2, 4, 6mm 处,共得到 520 组样本,以其中的 320

组构成训练样本集, 200 组构成检测样本集, 检测面上每隔

2mm 取一个点,测量点共取 9! 9个.

第一级, 只判断是否存在裂缝, 采用单个 Sigmoid 函数神

经元. 用随机寻优方法找权值, 经过 352 次学习, 找到了网络

权值.检测结果表明, 主要是 2mm 和 4mm 长的几个较浅裂缝

不能正确识别,其余裂缝均判别正确, 识别正确率为 95% .

第二级,主要判别裂缝是横向的, 还是纵向的, 并确定其

位置.这一级采用两个前向三层子网络, 并用随机学习算法分

别对子网络进行训练,网络输入输出矢量的维数为测量点的

行数或列数.

一般来说,神经网络输入和输出矢量的维数可根据实际

问题来确定, 对网络结构参数选择的困难在于隐层神经元数

目的确定, 一般情况下,研究者需凭直觉和经验来确定隐单元

数目[ 7] . 我们比较了隐层单元数分别为 3 和 6 的两个三层网

络 9- 3- 9 和 9- 6- 9, 网络 9- 6- 9 训练时间较长, 但网络

的训练误差小, 推广能力强,因此 ,综合性能较好.

以 320 组样本作为训练样本集, 200 组构成检测样本集,

网络经过 2894 次迭代, 找到了合适的权重, 检验准确率为

90�5% .误差主要来自对较短较浅的裂缝及离激励线圈中心

较远裂缝的判别, 如长 2mm、4mm ,深度为 20%、40%的裂缝和

位于 x= 6mm 处的几个较短裂缝出现误判.

第三级, 裂缝长度的确定,神经子网络的输入对应某行或

某列各点 Be 归一化值的平方, 网络的输出对应裂缝的长度.

从工程角度看, 当裂缝长度大于某个值时, 则工件必须被替

换,而不必再确定裂缝究竟有多长. 这里假定这一临界值为

20mm. 因此, 对于裂缝长度大于 20mm 的情况, 均识别为

20mm, 网络输 出从 2mm 到20mm ,每 2个毫米对应一个节点,

共 10 个输出节点, 子网络结构为 9- 6- 10. 网络训练经过

2781 次迭代收敛. 为了检验网络对未学样本的判别, 我们将

裂缝长为 3, 5, ∃, , 19mm 的样本增加到检验样本集中. 检测

结果表明, 网络不但能识别已学的不同长度裂缝, 而且对相近

长度的裂缝也能寻找到最接近的已学样本.

裂缝的位置和长度均已确定后, 再对裂缝的深度进一步

识别. 对不同长度的裂缝, 采用不同的子网络识别其深度, 根

据对长度划分粗细的不同,确定子网络的个数.

我们用一个长 12mm 的裂缝在不同位置和深度时的涡流

磁场值训练一个子网络 ,训练后的网络就只能用于判断 12mm

或相近长度裂缝的深度. 利用前面已有的 12mm 长裂缝的样

本集40 组, 再计算对应的裂缝深为 10%、30%、50%、70%、

90%等样本, 共 80组样本, 以 50 组构成训练样本集, 30 组为

检测样本集、子网络输入为 9 个节点, 网络输出为板厚的

10%、20% , ∃, 100%共 10 个节点, 设计一个 9- 6- 9 的子网

络, 网络训练后检测结果的准确率达 90% . 在裂缝深度较小

时, 有时会误判.

对于其他长度的裂缝深度判别, 可采用类似的网络训练

方法. 对于划分的一个长度,采用一个子网络判别其深度.

各级子网络训练与识别典型数据列于表 2中.

表 2� 各级子网络训练与识别结果

级别 迭代次数 计算时间 检验准确率

第一级 352 1&27∋ 95�0%

第二级 2894 23&56∋ 90�5%

第三级 2781 20&15∋ 92�8%

第四级 2147 9&12∋ 90�0%

5 � 小结

� � 根据缺陷或裂缝上方的空间磁场测量值来识别缺陷是涡

流检测发展的必然趋势,但若以检测面上的两维数据作为单

一神经网络的输入, 将使网络输入维数过大, 结构复杂,训练

困难. 本文提出的组合神经网络模型有效地解决了这一问题.

这一模型采用分级判别的方法, 从初始的有无缺陷, 到确定缺

736 � � 电 � � 子 � � 学 � � 报 2002 年



陷的位置及形状,最后给出缺陷的尺寸. 组合模型中各子网络

结构设计灵活,可独立地进行训练和修改, 裂缝识别的计算结

果表明,这一模型具有较高的识别率和实用价值.

组合神经网络模型中各子网络的训练采用随机学习算

法,这一学习算法与 BP算法相比, 具有较快的学习速度和较

好的推广能力,并且学习过程陷入局部极小点的可能性很小.
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