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摘 要： 纠错输出编码作为解决多类分类问题的通用集成框架，能有效的把多类问题分解为二类问题从而使问

题得以简化．然而在生成基分类器的过程中，经常面临提高基分类器之间的差异性和增加各基分类器与集成分类器学
习的一致性的矛盾，称之为ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题．在保证差异性的前提下减小由学习不一致性引起的分类错误率
是解决该平衡问题的一个出发点，在此利用加权解码，通过对加权系数矩阵的再学习进而减弱和消除由基分类器学习

不一致性产生的误差．实验利用人工数据集和ＵＣＩ数据集分别加以验证，结果表明以集成分类器的分类错误率为适应
度函数的遗传算法搜索出的最优加权系数矩阵相比其它方法产生的系数矩阵在解决ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题更具有
优越性．
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１ 引言

纠错输出编码（ＥｒｒｏｒＣｏｒｒｅｃｔｉｎｇＯｕｔｐｕｔＣｏｄｅｓ，ＥＣＯＣ）
作为一种利用二类分类方法解决多类分类问题的通用

框架，能利用在传统二类分类领域取得的丰富成果用以

解决多类分类问题，目前已成功应用于人脸识别［１］、文

本识别［２］、手写数字分类［３］以及交通指示牌识别［４］等诸

多领域，并取得了很好的识别效果．
自１９９５年 Ｄｉｅｔｔｅｒｉｃｈａｎｄ和 Ｂａｋｉｒｉ首次提出应用 Ｅ

ＣＯＣ解决多类分类问题以来［５］，已有大量的相关文献针
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对此方法进行了深入研究和扩展，这些文献的主要工

作体现在对现有编码方法的改进和重新提出新的编码

方法，此方面的工作有：ＢＣＨ编码［５，６］、无遗编码（Ｅｘ
ｈａｕｓｔｉｖｅＣｏｄｅｓ）［５，７］、随机编码（按编码阵中选取元素的
不同又分为密集随机编码（ＤｅｎｓｅＲａｎｄｏｍＣｏｄｅｓ）和稀疏
随机编码（ＳｐａｒｓｅＲａｎｄｏｍＣｏｄｅｓ））［８］，搜索编码（Ｓｅａｒｃｈｉｎｇ
Ｃｏｄｅｓ）［９］和 Ｈａｄａｍａｒｄ编码［２３］．此外根据文献［８］可知一
些经典的多类分类方法如 ｏｎｅｖｅｒｓｕｓａｌｌ［１０］和 ｏｎｅｖｅｒｓｕｓ
ｏｎｅ［７］也可以认为是ＥＣＯＣ框架下编码方法的一种．

解码规则是 ＥＣＯＣ的另一研究热点，除汉明距离解
码外，常用的有欧氏距离解码（ＥｕｃｌｉｄｅａｎＤｅｃｏｄｉｎｇ）［７］，逆
汉明距离解码（ＩｎｖｅｒｓｅＨａｍｍｉｎｇＤｅｃｏｄｉｎｇ）［１１］，最大似然
概 率 解 码 （ＭａｘｉｍｉｚｉｎｇＬｉｋｅｌｉｈｏｏｄ ＰｒｏｂａｂｉｌｉｔｙＤｅｃｏｄ
ｉｎｇ）［１２，２２］，基于损失函数解码（ＬｏｓｓＢａｓｅｄＤｅｃｏｄｉｎｇ）［８］及
加权损失函数解码（ＬｏｓｓＷｅｉｇｈｔｅｄＢａｓｅｄＤｅｃｏｄｉｎｇ）［１３］．式
（１）、（２）为经典汉明距离解码公式，其中 Ｍ为编码矩
阵，ｈ为二分器输出结果．

ｄＨ（Ｍ（ｒ），ｈ（ｘ））＝∑
Ｌ

ｓ＝１
（
１－ｓｉｇｎ（（Ｍ（ｒ，ｓ）ｈｓ（ｘ）））

２ ）

（１）
ｙ^＝Ａｒｇｍｉｎ

ｒ
ｄＨ（Ｍ（ｒ），ｈ（ｘ）） （２）

在上述解码规则中，加权解码是最值得关注的一

种解码方式，其核心是加权系数和解码方式的确定，虽

然加权解码的提出往往与具体的解码方式一并出现，

使得对解码方式的关注度远远超过对加权方式的研

究，加权方式即加权系数向量或矩阵的确定方式，不同

加权方式对应不同的系数向量或矩阵．加权方式的不
同往往会导致不同的解码结果，其影响程度有时甚至

超过解码方式本身．此外应注意传统意义的加权方式
通常为一向量，权值的确定即为对该加权向量的求解，

而针对 ＥＣＯＣ解码的加权方式为一矩阵，因此其确定方
法为对该权值矩阵的求解，故需做更深入的研究以期

找到最适合的方法．另外促使我们对加权方式做深入
研究的另一个重要原因是：基于ＥＣＯＣ集成框架中个体
差异性与学习一致性平衡问题，为叙述方便下文将统

一称此问题为 ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题，下一节对此
有详细描述，此平衡问题在已有文献中未被提及过，本

文将重点研究如何利用加权解码来解决此平衡问题．

２ ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题与加权解码

２．１ ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题
我们知道在一般的集成学习问题中，例如 ＡｄａＢｏｏｓｔ

或Ｂａｇｇｉｎｇ学习器，每一个基分类器学习目标与总的分
类器集成的学习目标都是一致的，因此我们称基分类

器的学习具有一致性，而基于ＥＣＯＣ框架的基分类器学
习却不具有一致性．为说明此情况，举例如下，如图 １

（ａ）为 ６类分类问题，要准确的对这 ６类数据进行分
类，最优分类器的决策边界应该由图１（ａ）中的三条曲
线组成，因此对任意学习方法其最终目标就是找出能

产生最接近这三条曲线的决策边界的分类器，ＡｄａＢｏｏｓｔ
（Ｂａｇｇｉｎｇ）中每一个基分类器的学习都是以这三条曲线
为学习目标并尽可能的产生差异性大的个体分类器，

而在ＥＣＯＣ中由于每一个基分类器都是一个二分器，因
此限制其学习目标只能是这三条曲线中的某一部分，

图１（ｂ）把由这三条曲线组成的最优分类边界按相邻两
类的类别号标注如下，假设 ＥＣＯＣ中的编码矩阵中的某
一列把｛ｃｌａｓｓ１，ｃｌａｓｓ２，ｃｌａｓｓ３｝＋划为正类，｛ｃｌａｓｓ４，ｃｌａｓｓ５，
ｃｌａｓｓ６｝－为负类，则该列对应的基分类器的学习目标为
决策边界｛Ｂ３４，Ｂ２４ａ，Ｂ２４ｂ，Ｂ２５｝，由于编码阵的每一列对
应不同的二类划分，因此对应的学习目标也各不相同，

故基于ＥＣＯＣ框架的集成学习不具备一致性．此问题带
来的直接影响是即使各基分类器具有贝叶斯一致性，

最终的集成结果也可能是错误的．

为说明上述情况，假设有四类学习问题 Ｎｃ＝４，编
码阵 Ｍ已确定如图 ２，黑色为正类，白色为负类．对测
试样本 ｘ，其类后验概率已知为（０４，０１，０３，０２），且
基分类器（ｈ１，ｈ２，ｈ３）能提供准确的二类概率输出即具
有贝叶斯一致性，则各基分类器正类概率输出结果为：

ｈ１：ｑ１＝ｐ３＋ｐ４＝０５，ｈ２：ｑ２＝ｐ１＋ｐ３＝０７，ｈ３：ｑ３＝ｐ１
＝０４．之所以能得到这样的概率输出是建立在各基分
类器在学习过程中能得到最优决策边界，即基分类器

在各自样本空间都是“最完美”的分类器．然而由于基
分类器的学习目标各不相同（即图１（ｂ）中不同的目标
边界），其最优成员个体的结果并不能对最终决策起促

进作用，相反若我们利用汉明距离解码如图２，则最终
决策为 ｙ３，对应汉明距离最小为１２，而根据贝叶斯决
策最终结果为 ｙ１，因为其对应的后验概率最大为０４，
两者结果并不相同，为了排除解码对该问题的影响，我

们再分别利用欧氏距离和指数损失函数的解码策略分

别对其进行验证得到结果如图２所示．可以看出，在此
两种解码规则下，该分类问题的最终决策仍为 ｙ３，因此
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 具有贝叶斯一致性，即该分类器与基于贝叶斯决策规则产生

的结果相同，详细说明见文献［２１］



可以说在基于 ＥＣＯＣ框架的集成学习中确实存在不一
致性学习给最终决策带来偏差甚至是错误的情况，这

种部分与整体的学习不一致性产生的根本原因就是它

们所学习的决策边界不同，因而产生的各基分类器虽

然能对部分类别精确分类，但基分类器之间的决策“冗

余”度却可能减少，而这 “冗余”度的大小又直接影响着

基于 ＥＣＯＣ框架分类集成的最终效果，因此解决这种由
部分与整体所产生的学习不一致性是利用 ＥＣＯＣ框架
进行多类分类所面临的一个重要问题．

值得注意的是文献［１４］提到正是基于这种学习的
不一致性，ＥＣＯＣ才能产生差异性较大的基分类器，从
而提高整个集成效果，文献［１４］的实验结果也证实了这
一点．然而与 ＡｄａＢｏｏｓｔ和 Ｂａｇｇｉｎｇ等集成算法比较，Ｅ
ＣＯＣ产生差异性大的基分类器的代价是学习的不一致
性，可以说基于 ＥＣＯＣ框架的集成学习中各基分类器学
习不一致性是与生俱来的，因此解决好此问题将使基

于ＥＣＯＣ集成学习更为有效．下面将介绍如何利用加权
解码对该平衡问题进行求解．
２．２ 加权解码

加权解码在基于 ＥＣＯＣ框架的集成学习中应用非
常普遍，但正如文章开头部分所述人们对加权解码的

研究主要集中在解码方式的探讨，不同的解码方式会

产生差异性较大的结果，如何根据实际情况选择不同

的解码方式已被众多研究者关注，然而加权方式的选

择却并没有引起足够的重视，特别是在 ＥＣＯＣ框架下的
加权方式更少被研究，目前仅有少数文献提到过此类

问题［１３，１９］，关于加权解码在 ＥＣＯＣ下的作用，特别是在
解决 ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题方面的能力在已有的文
献中尚未被研究．

图３是基于 ＥＣＯＣ加权解码的一般流程．假设编码
矩阵已经确定，首先由训练样本根据编码矩阵进行重

标记得到训练样本的 Ｌ个二类划分，然后分别对每一
个二类划分根据学习法则 Ｆ进行训练得到Ｌ个基分类
器（ｈ１（ｘ），ｈ２（ｘ），…，ｈＬ（ｘ））．在训练好基分类器后，经
典的ＥＣＯＣ集成方法是选择一种解码方式，给定一个测

试样本分别用这 Ｌ个二分器对其进行判断得到一输出
向量，最后根据选定的解码方式进行判定得出最终结

果，其过程如图３虚线框内容所示．而对于具备再学习
过程加权解码的 ＥＣＯＣ集成方法，在选定好解码方式
后，还需根据加权学习规则 Ｈ对加权系数矩阵即加权
方式进行再学习，学习样本为训练集全部样本，最后得

到最优加权系数矩阵，正是由于拥有再学习过程，从而

使先前由基分类器学习的不一致性带来的影响在此过

程得到有效的修正，这也是本文提出利用加权解码来

解决ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题的出发点．为此文章提
出利用在解码阶段以分类器集成的整体性能（本文以

集成的最终分类错误率）为目标函数进行再学习的加

权解码方法来解决不一致性学习带来的不利影响，而

再学习的过程即最优加权方式的产生过程．

３ 三种不同加权方式加权解码在 ｃｏｎｓｉｓｔｅｎｔ
ｄｉｖｅｒｓｅ平衡问题中的应用
由２．２节可知具有再学习的加权解码其再学习过

程是加权方式的产生过程，是通过对训练样本再学习

产生最优加权方式的过程，此学习过程也是减弱 ＥＣＯＣ
不一致性学习所带来偏差的关键部分，因此好的加权

方式能在 ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题找到最有利的平衡
点，从而有效地减少最终分类误差．为了突出基于再学
习过程产生的加权方式确实能减弱不一致性学习对最

终分类器性能产生的不利影响，下面介绍三种加权方

式产生方法，并分别介绍其在加权解码中对 ｃｏｎｓｉｓｔｅｎｔ
ｄｉｖｅｒｓｅ平衡问题所产生的影响．
３．１ 错误率加权方式（ＥＷ）

该加权方式的产生来源于一种最直接的想法即：

基分类器 ｈｓ对第ｒ类样本分类正确率越高，则对应的
加权系数 ｗｒｓ越大［１３］．因此我们可以利用基分类器在各
类样本的正确率作为加权方式产生的来源，此“学习”
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过程仅仅是计算每个基分类器的错误率，因此并不具

备真正意义上的学习．其计算错误率的公式为：

Ｒ（ｒ，ｓ）＝ １ｎｒ∑
ｎｒ

ｋ＝１
φ（ｈｓ），

φ（ｈｓ）＝
１，ｉｆｈｓ＝Ｍ（ｒ，ｓ）
０{ ，其他 （３）

当ＥＣＯＣ为 ＴｅｒｎａｒｙＥＣＯＣ时，由于编码阵存在不参
与对应基分类器训练的类，即 Ｍ（ｒ，ｓ）＝０时所对应的
ｒ类在训练基分类器ｈｓ时将被忽略，此时对应的加权系
数矩阵中的权值 Ｗ（ｒ，ｓ）也将被设置为０．为了使加权
系数矩阵被看作为一种离散概率密度分布，把系数矩

阵的每一行都进行归一化处理：

Ｗ（ｒ，ｓ）＝ Ｒ（ｒ，ｓ）

∑
Ｌ

ｓ＝１
Ｒ（ｒ，ｓ）

（４）

利用式（４）我们便可得最终的加权系数矩阵 Ｗ．
可以看出该加权方式的产生方法的核心就是利用

各基分类器的分类结果作为加权系数矩阵的权值，其

特点是简单、高效（一次学习即可同时确定基分类器和

加权方式）且不依赖具体的解码方式，因此我们可得算

法１基于错误率加权方式产生算法（ＷｅｉｇｈｔｂａｓｅｄｏｎＥｒ
ｒｏｒＲａｔｅＡｌｇｏｒｉｔｈｍ，ＷＥＲＡ）．
算法１ 基于错误率加权方式产生算法（ＷＥＲＡ）
输入：编码阵 Ｍ
Ｓｔｅｐ１ 计算每个基分类器 ｈｓ对每一类的分类错误率：

Ｒ（ｒ，ｓ）＝１ｎｒ∑
ｎｒ

ｋ＝１
φ（ｈｓ），

φ（ｈｓ）＝
１，ｉｆｈｓ＝Ｍ（ｒ，ｓ）

０{
，其他

Ｓｔｅｐ２ 把错误率矩阵 Ｒ的每一行进行归一化处理得最终加权系
数矩阵：

Ｗ（ｒ，ｓ）＝ Ｒ（ｒ，ｓ）

∑
Ｌ

ｓ＝１
Ｒ（ｒ，ｓ）

输出：加权系数矩阵 Ｗ

然而我们注意到整个加权方式的产生过程并没有

体现以分类器集成的最终分类误差作为目标函数对全

部训练样本进行再学习的过程，因此可以说基于此加

权方式的加权解码不具备解决 ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问
题的能力，其对分类性能的影响源自于各基分类器对

每一类别数据分类性能优劣的加权，而由２．１节可知，
单个基分类器的好坏并不能影响最终集成效果．
３．２ 类可分性加权方式（ＳＷ）

在介绍此方法之前，首先定义如下函数：

Ｃｓ（ｘ）＝
１，ｉｆｈｓ（ｘ）＝Ｍ（ｒ，ｓ）
０，ｉｆｈｓ（ｘ）≠Ｍ（ｒ，ｓ{ ）

（５）

其含义为：当基分类器 ｈｓ对样本ｘ的预测值ｈｓ（ｘ）等于
样本所属类 ｒ在编码阵第ｓ列对应的值即Ｍ（ｒ，ｓ）时，

则该基分类器对应的度量函数 Ｃｓ（ｘ）值为１，若不等则
为０．同时我们定义其互补函数珔Ｃｓ（ｘ）＝１－Ｃｓ（ｘ），取
值与 Ｃｓ（ｘ）相反．继而给定样本类别标签 ｒ和基分类器
标签ｓ，对应的类可分性可用如下公式表示［１９］：

Ｗｒｓ＝ｍａｘ０，
１
Ｋｒ
∑
ｐ∈ｃｌａｓｓｒ
ｑｃｌａｓｓｒ

Ｃｓ（ｐ）Ｃｓ（ｑ）－∑
ｐ∈ｃｌａｓｓｒ
ｑｃｌａｓｓｒ

珔Ｃｓ（ｐ）珔Ｃｓ（ｑ[ ]{ }）
（６）

其中 ｐ和ｑ都为训练样本元素，Ｋｒ为归一化参数，用以
确保权值矩阵中每一行元素之和为１．式（６）的含义为：
基于类可分性的加权系数矩阵权值为基分类器对每一

类样本与其余类样本预测值正负相关性之差的和．算
法２为基于类可分性加权方式产生算法（Ｗｅｉｇｈｔｂａｓｅｄ
ｏｎＣｌａｓｓＳｅｐａｒａｂｉｌｉｔｙＡｌｇｏｒｉｔｈｍ，ＷＣＳＡ）．

同基于错误率加权方式产生算法一样，类可分性

加权方式产生算法并没有使基分类器向同一学习目标

学习的趋势，因此该算法仍然没有直接关注 ｃｏｎｓｉｓｔｅｎｔ
ｄｉｖｅｒｓｅ平衡问题，虽然在实验中观察到该加权方式也能
对分类器集成性能产生积极作用，但本质上与上节所

述加权方式相同．
算法２ 基于类可分性加权方式产生算法（ＷＣＳＡ）

输入：编码阵 Ｍ，训练样本集 Ｔ
Ｓｔｅｐ１设 ｒ＝１，把样本集 Ｔ划分成两类Ｔ１∈ｃｌａｓｓｒ和Ｔ２ｃｌａｓｓｒ；

Ｓｔｅｐ２依次判断 ｈｓ（ｘ）（ｓ＝１，２，…，Ｌ）对所有样本对｛（ｘ１，ｘ２）｜ｘ１
∈Ｔ１，ｘ２∈Ｔ２｝，当 ｈｓ（ｘ１）＝Ｍ（ｒ，ｓ）且 ｈｓ（ｘ２）＝Ｍ（ｒ′，ｓ）时（ｒ′为

ｘ２的真实类标签），则 ｗｒｓ＝ｗｒｓ＋１；当 ｈｓ（ｘ１）≠Ｍ（ｒ，ｓ）且 ｈｓ（ｘ２）

≠Ｍ（ｒ′，ｓ）时，则 ｗｒｓ＝ｗｒｓ－１；

Ｓｔｅｐ３若 ｒ＜ＮＣ，则设 ｒ＝ｒ＋１并转到Ｓｔｅｐ１，否则取 Ｍ（ｒ，ｓ）＝ｍａｘ
（０，Ｍ（ｒ，ｓ））并对 Ｍ的每一行归一化处理．

输出：加权系数矩阵 Ｗ

寻求通过再学习并直接以减小分类器集成的最终

分类误差作为目标产生最优加权方式，并基于此加权

方式进行加权解码，是我们提出用以解决 ｃｏｎｓｉｓｔｅｎｔ
ｄｉｖｅｒｓｅ平衡问题的一套方案，为验证该方案的可行性，
我们提出利用遗传算法作为实现这一目标的工具，通

过建立以集成最终分类错误率为目标函数，寻找出最

优的加权方式．
３．３ 基于遗传算法的加权方式（ＧＷ）产生方法研究

由２．２节分析可以看出利用加权解码解决 ｃｏｎｓｉｓ
ｔｅｎｔｄｉｖｅｒｓｅ平衡问题的出发点是由于加权方式的产生
是一个再学习过程，只要构造合适的再学习规则，则产

生的加权方式就能在一定程度上缓解甚至是消除基分

类器不一致性学习带来的影响，而考虑到该学习的不

一致性是由各基分类器学习的目标各不相同所带来

的，为此在本节中我们通过建立一个总的目标函数

———集成最终分类错误率，并以此作为寻找最优加权

方式的依据．
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Ｆ＝ １ｎ∑
ｎ

ｒ＝１
Ｉ（ｆｒ≠ ｙｒ）

ｆｒ＝Ａｒｇｍａｘ
ｒ∑

Ｌ

ｓ＝１
Ｗ（ｒ，ｓ）Ｌ（ｈｓ（ｘｒ）Ｍ（ｒ，ｓ））

（７）

其中，当 ｆｒ≠ｙｒ时，Ｉ（·）＝１；当 ｆｒ＝ｙｒ时Ｉ（·）＝０．ｙｒ为
样本ｘｒ的真实类标签．

此目标函数的意义是找到最优加权系数矩阵，使

加权之后的基分类器集成最大限度的减少训练样本错

误率．在此再学习过程中需要不断优化的是各基分类
器在每一类的加权系数，通过统一的目标函数来不断

优化这些参数，最终使基分类器的不一致性学习带来

的影响在其对应的加权参数中通过不断学习得以克

服．图４为两种学习过程的示意图．在寻找最优加权方
式时，利用遗传算法（ＧｅｎｅｔｉｃＡｌｇｏｒｉｔｈｍｓ，ＧＡ）来对权值系
数矩阵空间进行搜索，在具体的搜索过程中我们采用

二进制编码对加权系数矩阵中的每一个元素进行编

码，由于加权系数矩阵每一行元素都可以看作是对应

类的概率密度函数，因此其元素值都是介于０和１之间
的值，为此我们对每一加权系数矩阵中的元素采用 １０
位二进制编码，对应保留 ３位小数因为 ２９＜１×１０３＜

２１０．这样每一个遗传个体占用
Ｎｃ×Ｌ×１０

８ 个字节，初始

化时各加权系数矩阵元素值取 １／Ｌ，适应度函数为式
（７），算法３为该算法的具体描述称之为基于遗传算法
的加权方式产生算法（ＷＧＡＡ）．

算法３ 基于遗传算法的加权方式产生算法（ＷＧＡＡ）

输入：编码阵 Ｍ，训练样本集 Ｔ，阀值λ，迭代次数 Ｎ
Ｓｔｅｐ１利用二进制编码方法随机产生 ｍ个原始种群个体，每一个
体为加权系数矩阵所有元素编码的二进制串；

Ｓｔｅｐ２计算每一个体的适应度函数；
Ｓｔｅｐ３当迭代次数小于 Ｎ时，若存在个体其适应度函数值小于λ，
则该个体为最优个体解码得到最优加权方式，否则进行交叉和变

异产生新的种群个体并转到Ｓｔｅｐ２．
输出：加权系数矩阵 Ｗ

该加权方式的学习与基分类器的学习起互补的作

用，训练基分类器时不一致性学习能产生差异性较大

的个体，而加权方式的再学习又使这种由不一致性学

习带来的负面影响得到降低，因此可以说此加权方式

能很好地解决 ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题，这也是直接
以该平衡问题作为再学习目标加权方式产生的有益尝

试．此方法将验证我们提出的“以分类器集成的整体性
能为目标函数进行再学习过程产生的加权方式在加权

解码中能对ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题产生积极影响”．
３．４ 三种加权方式的比较

利用加权解码解决 ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题的重
要手段是通过再学习产生最优加权方式，上述提出的

三种加权方式产生方法，前两种加权方式的产生并没

有体现对由基分类器学习不一致性带来的误差的再学

习过程，其本质是对单个基分类器在样本中每一类数

据分类性能的衡量，因此其加权解码并不能减小或消

除这种误差，相反第三种加权方式的产生直接以分类

器集成的最终分类误差为目标，并使其作为遗传算法

的适应度函数，在加权系数矩阵空间进行搜索直到找

到最优加权系数矩阵．因此可以说基于遗传算法的加
权方式产生方法是本文提出利用再学习解决 ｃｏｎｓｉｓｔｅｎｔ
ｄｉｖｅｒｓｅ平衡问题的最有效的体现．但同时我们注意到三
种加权方式产生方法的时间复杂度各不相同，其中

ＷＥＲＡ算法加权系数矩阵的每一列都是通过对所有测
试样本的计算得到，故其时间复杂度为 Ｏ（ｎ×Ｌ），ｎ为
测试样本数，Ｌ为系数矩阵的列数．ＷＣＳＡ算法加权系
数矩阵的每一列中每一个权值为对应类和其它类的相

对可分性之和，故其算法时间复杂度为 Ｏ（ｎ２×Ｌ），而
ＷＧＡＡ算法计算加权系数矩阵时是对整个加权系数矩
阵进行求解，每一次迭代过程都是对所有训练样本计

算其适应度函数值，直到找到满足条件的系数矩阵使

得适应度函数值达到设计要求或迭代次数达到最大为

止，因此其时间复杂度最大为 Ｏ（ｎ×Ｌ×Ｎ），Ｎ为最大
迭代次数．由此可以看出在算法时间复杂度方面，ＷＥＲ
Ａ最小，而ＷＣＳＡ与ＷＧＡＡ次之．

４ 实验

通过实验我们将验证文章所提三种不同加权方式

对解决基于 ＥＣＯＣ框架集成学习中产生的 ｃｏｎｓｉｓｔｅｎｔｄｉ
ｖｅｒｓｅ平衡问题所起的作用．
４．１ 实验数据

在实验中我们通过对两种类型的数据分别进行验

证．第一种是人工数据，我们将利用文献［１４］提供的 ６
类二维样本数据，之所以选择二维数据是为了更直观

的显示出各类的分类间隔，以便更好的验证文章结论．
第二种数据为公共数据集，选取７种 ＵＣＩ数据［１５］，数据
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的属性如表１所示．
表１ ＵＣＩ数据集各数据描述

Ｐｒｏｂｌｅｍ ＃Ｔｒａｉｎ ＃Ａｔｔｒｉｂｕｔｅｓ ＃Ｃｌａｓｓｅｓ
Ｙｅａｓｔ １４８４ ８ １０

Ｓｅｇｍｅｎｔａｔｉｏｎ ２３１０ １９ ７
Ｓａｔ ６４３５ ３６ ６
Ｇｌａｓｓ ２１４ ９ ７
Ｖｏｗｅｌ ９９０ １３ １１
Ｅｃｏｌｉ ３３６ ８ ８
Ｉｓｏｌｅｔ ７７９７ ６１７ ２６

４．２ 实验设计

为了比较三种基于不同加权方式的解码策略在解

决ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题发挥的作用，实验中突出
ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题对分类的影响，我们构造６类
完全可分的人工数据集如图 １（贝叶斯最小错误率为
０），且样本分布为均匀分布，同时为了尽可能降低由基
分类器本身所产生的误差，我们选择支持向量机作为

基分类器，其中核函数为径向基核函数（通过实验验证

单个基于该类型核函数的 ＳＶＭ能使分类错误率保持较
低水平，参数 Ｃ＝１，ｒ＝０６）．在选择输出编码矩阵时，
各基分类器学习的不一致性通过其学习的决策边界差

异性大小来体现．如图１决策边界集为 Ｒ＝｛Ｂ１２，Ｂ１３，
Ｂ２４，Ｂ２５，Ｂ３４，Ｂ４６，Ｂ５６｝，我们构造４种输出编码矩阵
并规定编码长度都为７，构造方法为：每一个基分类器
从决策边界集 Ｒ中任意取ｉ（ｉ＝１，２，３，４）个子边界学
习，所取边界不能完全相同且保证每一个边界至少被

取到１次，可得输出编码阵如图５．

在图５的４种编码阵中，编码阵 Ｍａ每个基分类器
只学习１种子决策边界即 ｓｕｂｄｅｃｉｓｉｏｎＭａ（ｈｓ）＝１，其它三
种分别为：ｓｕｂｄｅｃｉｓｉｏｎＭｂ（ｈｓ）＝２、ｓｕｂｄｅｃｉｓｉｏｎＭｃ（ｈｓ）＝３和
ｓｕｂｄｅｃｉｓｉｏｎＭｄ（ｈｓ）＝４，因此我们认为各编码阵不一致学
习程度为：Ｍａ＞Ｍｂ＞Ｍｃ＞Ｍｄ．实验中我们将对文章所
提三种解码方式分别利用这四种不同输出编码进行测

试和比较．

在ＵＣＩ数据中我们选择５种不同的编码方法产生
的编码矩阵，它们分别是：ｏｎｅｖｅｒｓｕｓａｌｌ、ｏｎｅｖｅｒｓｕｓｏｎｅ、
密集随机编码（ＤｅｎｓｅＲａｎｄｏｍＣｏｄｅｓ）和稀疏随机编码
（ＳｐａｒｓｅＲａｎｄｏｍＣｏｄｅｓ），两种随机编码的码长分别取
「１０ｌｏｇ２Ｎｃ?和「１５ｌｏｇ２Ｎｃ?．另外我们还将选择２种不同的
解码方式，它们分别是：汉明距离解码（ＨＤ）和指数损失
函数解码（ＥＬ）．实验中选取决策树分类器作为基分类
器，在估计分类错误率时为保证估计的准确性，样本数

据个数大于 ５００时我们采用 １０重交叉验证，小于 ５００
时采用５重交叉验证来进行，并利用双边估计 ｔ检验法
来计算置信水平为０９５的分类错误率置信区间作为最
终结果，计算公式如下：

｜珋ｘ－ｕ｜
σ／槡ｎ

≥ｔ００２５（ｎ－１） （８）

ｕ，σ分别表示 ｎ重交叉验证的均值和标准差，
ｔ００２５（４）＝２７７６４，ｔ００２５（９）＝２２６２２．同时为了对实验结
果进行统计分析，采用Ｎｅｍｅｎｙｉ检验法对各算法之间的
差异显著性进行检验．
４．３ 实验结果和分析

４．３．１ 人工数据集

在人工数据集中，四种编码的不一致性学习程度

各不相同，由于存在 ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题，因此我
们并不能判断这四种编码矩阵在处理该问题时的优

劣，但这并不影响实验的有效性，在实验中我们主要验

证的是不同加权方式对不一致性学习程度的影响，即

利用不同加权方式加权是否能降低不一致性学习对总

的分类器性能降低的不利影响，以此间接达到 ｃｏｎｓｉｓ
ｔｅｎｔｄｉｖｅｒｓｅ平衡的目的．表２为四种不一致性学习程度
各不相同的编码阵在两种不同解码方式（ＨＤ：汉明距离
解码，ＥＬ：指数损失函数解码）下的分类结果．
表２ 三种加权方式在两种不同解码方式下ＥＣＯＣ集成分类错误率

Ｍ１ Ｍ２ Ｍ３ Ｍ４
ＨＤ ４４９８±１４５ １４０９±０９０ ２６３２±１８９ ４０９±１１９
ＳＷＨＤ ４９５１±１３５ １４３８±１０４ ９１８±１３１ ３７９±１１４
ＥＷＨＤ ４９５１±１３５ １４２８±１０７ ９５２±２０８ ３３９±１１８
ＧＷ


ＨＤ ３７５９±１１２ ６４７±１６７ ９４９±１４７ ３３９±１３５
ＥＬ ４５１９±１９９ １４６１±１０５ ９６２±１７７ ４００±１６５
ＳＷＥＬ ４７９９±３３９ １４１９±０８７ ９９１±２１６ ４５０±１１９
ＥＷＥＬ ４９５７±１４３ １４１０±０５２ ９０７±１５１ ４０９±１０６
ＧＷＥＬ ３７５９±１０７ ６８１±１２５ １０１７±１７７ ３５８±１１９

从表２中的结果可以看出当输出编码阵为 Ｍ１和
Ｍ２时，由３２节可知 Ｍ１和 Ｍ２的不一致性学习程度
是比较大的（Ｍ１各基分类器只学习 １个子决策边界，
Ｍ２各基分类器学习 ２个子决策边界），在两种不同解
码方式下，通过再学习过程产生的加权方式（ＧＷＨＤ和
ＧＷＥＬ）在加权解码中错误率是最小的．ＳＷＨＤ和 ＥＷＨＤ
在此两种编码阵下其分类错误率相比无加权的汉明距
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离解码（ＨＤ）不降反升．ＳＷＥＬ和ＥＷＥＬ在与基本的基于
指数损失函数解码（ＥＬ）比较时，当编码阵为 Ｍ１时错
误率增加，Ｍ２时降低，但降低的程度非常小．相比之下
ＧＷＨＤ和ＧＷＥＬ的分类错误率较 ＨＤ和 ＥＬ的降幅是非
常大的，ＧＷＨＤ较ＨＤ的错误率减少程度分别为１６４％
和５４１％，ＧＷＥＬ较 ＥＬ的错误率减少程度分别为
１６８％和５３４％．由此可以看出基于这种通过再学习产
生加权方式的加权解码（ＧＷＨＤ和 ＧＷＥＬ）对基分类器
学习不一致性程度大的 ＥＣＯＣ集成确实能起到减少其
不利影响的效果．

注意到实验结果中当输出编码为 Ｍ３时，基于
ＳＷＨＤ、ＥＷＨＤ和ＧＷＨＤ的错误率要远小于基于 ＨＤ的
错误率，但 ＥＬ和 ＳＷＥＬ、ＥＷＥＬ及 ＧＷＥＬ的错误率基本
相同，且与除ＨＤ外的其它三种不同加权方式的加权解
码错误率也基本一致，说明不同的解码方式（例如 ＨＤ

和ＥＬ）可能会产生差异性大的结果，此结论在文献［８］
也有证明，此外通过加权解码可以克服非加权解码带

来的解码误差．
４．３．２ ＵＣＩ数据集

从图６和图７中可以看出基于遗传算法加权方式
（ＧＷ）解码的 ＥＣＯＣ集成分类错误率普遍要小于基于类
可分性加权方式（ＳＷ）和错误率加权方式（ＥＷ）的解码
错误率．在总共进行的５６次实验中，基于ＧＷ的集成分
类错误率最小的次数有３４次，ＳＷ为１３次，ＥＷ为９次．
而在与无加权的汉明距离解码和指数损失函数解码相

比较时，基于ＧＷ加权的集成分类错误率要小的次数有
４３次，ＳＷ为３０次，ＥＷ为２３次．由此可见以集成最终
分类误差为目标通过再学习产生的加权方式在对基于

ＥＣＯＣ框架的集成进行加权解码时确实能对 ＥＣＯＣ的集
成效果产生积极影响．

为了得到具有统计意义的实验结论，我们首先利

用秩和检验法对上述结果进行分析，其中秩水平计算

如下：

Ｒｊ＝
１
Ｊ∑ｉ ｒ

ｊ
ｉ （９）

ｒｉｊ为每种加权方式在第ｉ类问题中用基于第ｊ种

编码阵所得到的秩大小，Ｊ为每种方法所进行的实验次
数，在本次实验中 Ｊ为（４种编码阵×７种ＵＣＩ数据）．表
３为各方法所对应的秩和平均数，其中加粗部分为基于
各编码阵中秩和平均最小值即对应分类错误率最小的

加权方式．
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表３ 各加权方式秩和平均数比较

Ｃｏｄｉｎｇ ＨＤ ＳＷＨＤＥＷＨＤＧＷＨＤ ＥＬ ＳＷＥＬＥＷＥＬＧＷＥＬ
１ｖｓａｌｌ ４７１ ４７１ ５４２ ２４２ ５００ ４５７ ５８５ ３１４
１ｖｓ１ ５００ ４２８ ４８５ ４００ ３４２ ４８５ ５５７ ３４２
ｄｅｎｓｅ ５８５ ４４２ ５２８ ３００ ４８５ ４５７ ４８５ ３００
ｓｐａｒｓｅ ３８５ ４５７ ５５７ ３００ ６２８ ４４２ ５２８ ２８５

ｇｌｏｂａｌＲａｎｋ ４８５ ４５０ ５２８ ３１０ ４８９ ４６０ ５３９ ３１０

从表３中可以看出基于 ＧＷ解码的 ＥＣＯＣ（ＧＷＨＤ
和ＧＷＥＬ）秩和平均数最小都为３１０７，ＳＷ次之，ＥＷ最
大．为了验证这三种不同加权方式对 ＥＣＯＣ集成分类错
误率的影响具有统计意义上的显著差别，我们利用 Ｎｅ
ｍｅｎｙｉ检验方法—即两种方法具有显著性差异当此两种
方法的秩和平均差大于临界值 ＣＤ（ＣｒｉｔｉｃａｌＤｉｆｆｅｒｅｎｃｅ
ｖａｌｕｅ）［２０］

ＣＤ＝ｑα
ｋ（ｋ＋１）
６槡 Ｊ （１０）

其中 ｑα可通过查询“ＴｈｅＳｔｕｄｅｎｔｉｚｅｄＲａｎｇｅＳｔａｔｉｓｔｉｃ”表得
到，ｋ为所要验证的方法数，Ｊ为每次实验的次数．在本
实验中我们比较了８种方法在置信水平为α＝００５下
的分类效果如表３所示，即 ｋ＝８，ｑ００５＝１８６０，代入式
（１０）可得差异临界值（ＣＤ）为１２１８．观察表３可知基于
ＧＷ的秩平均数比ＳＷ和ＥＷ的秩平均数都要小且差值
都大于差异临界值，因此我们可以说基于 ＧＷ的 ＥＣＯＣ
加权解码在９５％的置信区间都要好于其它两种方法．

５ 结论

Ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题是利用 ＥＣＯＣ集成方法
解决多类分类所必须面临的平衡问题．解决这种由集
成个体之间的差异性带来的学习不一致性问题在已有

文献中很少被关注，本文在对该平衡问题产生的原因

进行分析和总结后提出利用加权解码，通过对加权方

式的再学习达到消除由各基分类器学习不一致性带来

的误差．在学习过程中利用遗传算法以集成最终分类
误差为适应度函数进行搜索进而得到最优加权系数矩

阵（即最优加权方式），最后利用此最优加权系数矩阵

进行加权解码使基于 ＥＣＯＣ集成面临的 ｃｏｎｓｉｓｔｅｎｔｄｉ
ｖｅｒｓｅ平衡问题得以有效解决．如何在ＥＣＯＣ集成学习中
对ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ问题找出最合适的平衡点是提高 Ｅ
ＣＯＣ集成性能的重要手段，本文讨论了在给定输出编
码阵的前提下怎样尽可能降低由 ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ问题
引起的不利影响即由基分类器的差异性导致的学习的

不一致性问题，然而如果能在对多类问题确定输出编

码阵的同时考虑该平衡问题，那么该平衡问题的不利

影响将在编码阶段就被克服，此类问题即文章开头所

述的基于数据的编码．为此如何在基于数据编码方法
的研究中考虑 ｃｏｎｓｉｓｔｅｎｔｄｉｖｅｒｓｅ平衡问题将作为本文的

下一步研究重点．
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