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基于层次化一致性语义学习的多模态意图识别
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摘　要：　多模态意图识别（Multimodal Intent Recognition，MIR）是在现实世界中理解人类意图的重要研究方向，

旨在通过融合语言、视觉和音频等多种模态信息来准确判断说话人的意图 . 然而，现有的MIR研究大多集中在如何为

文本模态构建多模态语义环境，对视觉和音频模态中蕴含的大量语义信息（如动作和情感语义）的利用则不够深入 .
尽管视觉和音频模态富含与意图相关的信息，但其固有的冗余信息和噪声却制约了模型对这些模态特征的有效利

用 . 为解决上述问题，本文提出了一种能够有效利用音频模态语义关系，同时有效抑制冗余信息的MIR模型 . 该模型

通过构建抑制冗余信息的初级语义特征，引导学习不同尺度的模态内与模态间语义关联，以理解说话人的意图 . 在此

基础之上，模型利用不同模态特征间潜在的意图一致性，将提取到的音视频语义特征与具有明确意图语义的文本特征

进行配对，从而过滤掉那些单独通过意图识别任务无法消除的无关语义信息 . 此外，模型采用多模态融合门控机制，

整合来自不同模态的意图语义 . 在多个意图理解任务的数据集上的实验表明：所提出的方法能够有效提取音视频模

态语义并滤除意图识别无关语义，且在性能上优于现有的MIR方法 . 具体而言，在准确率（ACCuracy，ACC）值、精确度

（Precision，P）值、召回率（Recall，R）值和F1值（F1 score，F1）上均取得了0.7~1.8个百分点的提升 .
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Abstract:　 Multimodal intent recognition (MIR) is a critical research for understanding human intent in the real 
world. It aims to judge the speaker’s intent through multiple modalities including language, visual and audio modalities. 
However, existing studies in MIR primarily focus on constructing multimodal semantic environments for textual data, while 
the utilization of rich semantic information in visual and audio modalities, such as action and emotional semantics, remains 
insufficiently explored. Despite the visual and audio modalities carrying intents-related semantics, their inherent redundant 
information and noise hinder the effective use of these modalities. To address these challenges, this paper proposes a more 
effective MIR model that better leverages audio and visual information while suppressing redundant information. The pro⁃
posed model understands the speaker’s intent by constructing primary semantic features that suppress redundant information 
and guiding the learning of intra-modality and inter-modality semantic associations at different scales. Based on this, the 
model leverages the potential intent consistency across different modalities and pair audio and visual representations with 
textual features, which contain more explicit intent-related semantics, to filter out irrelevant semantics that cannot be elimi⁃
nated by intent recognition tasks. Furthermore, the model uses multi-modal fusion gating mechanism to integrate intent se⁃
mantics from different modalities. Experiments on several datasets of intents understanding tasks show that the proposed 
method can effectively extract the modal semantics of audio and video and filter out the irrelevant semantics of intent recog⁃
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nition, and outperforms the existing MIR methods, achieving 0.7 to 1.8 percentage points improvement in accuracy (ACC), 
precision (P), recall (R) and F1 score (F1).

Key words:　 intent recognition; multimodal fusion; multimodal semantic learning; multi-task learning; cross-modal 
attention
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1　引言

意图识别的目标是正确判断说话人的意图，从而

为人机交互提供高质量的服务 . 此前的研究［1~3］探讨并

确认了文本在意图识别任务中的重要作用 . 然而，在复

杂的现实场景中，仅依赖文本往往难以正确判断说话

人的意图［4］，因为意图不仅通过文本信息表达，还通过

说话人的表情、语调以及动作等方式传递 . 通过融合音

频、视频和文本等多模态信息进行意图识别，能够显著

提升在复杂场景中的识别准确度 . 因此，多模态意图识

别（Multimodal Intent Recognition，MIR）逐渐成为研究者

关注的重点 . 为了有效地从多模态信息中识别人类意

图，已有不少研究取得重要进展 . 例如，文献［5］在多模

态情感对话数据集（Multimodal Emotion Lines Dataset，
MELD）的基础上，以人工标注对话行为（dialogue ac⁃
tion），为使用文本、音频和图像数据的MIR数据集奠定

基础 . 文献［6］则将说话人的目标和行动作为意图标

注，同时将对说话人情感的感知纳入意图的范畴，推出

一个具有细粒度意图分类的 MIR 基准数据集 MIntRec
（Multimodal Intent Recognition corpus），并在后续的研

究［7］中推出了规模更大、意图分类更丰富的MIntRec2.0
数据集 . 这些多模态意图数据集为研究者提供了重要

的资源，推动MIR领域的进一步发展 . 在这些新的数据

集上，许多研究者也从热门的研究方法和框架的角度

开展了大量研究，以提升 MIR 的效果 . 文献［8］提出通

过构建不同模态的共享特征和私有特征来学习更加丰

富的多模态表征；文献［9］提出一种模态感知的提示词

创建方法，旨在增强文本模态在多模态语境中的表达

能力；文献［10］开发了一种跨视频库检索相似视频的

技术，通过建立更丰富的全局上下文环境，用于减少因

单个视频信息不足而导致的意图偏差 . 这些创新性的

工作不断推动着MIR技术的发展 .
尽管现有研究在 MIR 方面取得了显著进展，但仍

存在一些亟待解决的问题 . 现有方法在利用音视频模

态信息增强文本模态上已有较为深入的探讨，但在音

视频模态特征的语义关系研究上仍不充分 . 无法很好

地捕捉音视频模态局部特征之间的相互关系，导致难

以正确地理解说话人的意图［11，12］. 例如，如图1所示，文本

句子“Guys， I’m gonna be a little busy around 2∶00 p.m. 
Don’t even ask me what I’m doing. It’s private.”乍一看可

能会让人误以为说话人在告知对方勿要打扰，而仅仅

依靠视觉上的局部信息也难以作出准确的判断 . 然而，

通过捕捉说话人的表情、手势等局部视觉信息在时间

序列上的关联，便能更为精确地理解其实际意图——

她其实是在炫耀 . 不过，在音视频模态中，除了与意图

相关的语义信息之外，还存在着大量的冗余信息和噪

声 . 以图 1为例，与说话人意图相关的视觉信息可能会

被其他无关画面所干扰 . 虽然已经有一些方法尝试去

除噪声和冗余信息［13，14］，但利用门控机制或瓶颈模块

来过滤噪声容易造成关键信息的丢失且不够灵活 . 利

用额外的标记学习跨模态语义关系，从而减少噪声和

冗余信息的干扰，是一个尚未被充分探索的方向 .

为解决上述问题，本文提出了一种基于层次化一

致性语义学习的 MIR 模型 . 该模型能够有效捕捉多模

态语义关系，同时降低噪声和冗余信息的干扰，进而提

升意图识别的准确性 . 具体而言，模型首先将不同模态

的特征转化为相同序列长度和相同特征维度的表示形

式，从而实现不同模态信息的对齐 . 其次，在层次化语

义学习模块的第一层中，模型结合可学习标记与原始

序列特征，将模态的基本信息转移到初级语义特征中，

以平衡抑制噪声与保留关键信息 . 在此基础上，该模块

通过跨模态交互进一步增强不同尺度特征的语义学习

能力 . 然而，音视频模态中的无关语义仅依靠意图识别

任务仍难以完全滤除 . 为此，模型利用模态间的意图一

致性，以意图语义更明确的文本模态为锚点，将文本模

态特征分别与提取的音视频语义进行配对 . 这一策略

为层次化语义学习提供了额外的监督信号，从而进一

步提高意图识别的准确性 .
本文的主要贡献可以概括如下：

（1）提出了一种基于层次化一致性语义学习的

MIR模型 . 该模型以抑制噪声后的初始化特征为基础，

针对音视频模态提取不同尺度的语义特征 . 同时，利用

模态语义一致性进一步提升模型的性能和意图识别的

Guys,  I�m gonna be a little busy 

around 2:00 p.m. Don�t even ask me 

what  I�m doing. It�s private.

图1　通过多模态信息理解说话人意图的挑战示例
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准确性 .
（2）设计了一个层次化语义学习模块，结合初始化

标记和原始序列特征构建层次化语义特征，有效平衡

了模态特征提取与冗余信息过滤 . 以意图语义更明确

的文本模态为锚点，通过文本-音视频特征配对任务过

滤意图无关语义 .
（3）在多个与意图相关的多模态任务数据集上进

行了大量实验 . 实验结果表明：提出的模型在多项指标

上均超越了现有的意图识别模型 .
2　相关工作

2. 1　意图识别

意图识别是人机交互系统中一个重要组成部分 .
传统的意图识别依赖人工制定规则，在复杂的语言环

境中缺乏灵活性 . 随着深度学习在自然语言领域的成

功应用，研究者们开始在深度学习方法上探究意图识

别 . 基于卷积神经网络（Convolutional Neural Network，
CNN）［15］、循环神经网络（Recurrent Neural Network，
RNN）［16］和大规模语言预训练模型［17，18］的意图识别方

法相继出现 . 这些方法在基于文本的意图识别任务中

表现出令人印象深刻的性能 . 然而，现实世界中的人类

意图通过包括情绪［19］、动作和语调［20］的多模态语言表

达，基于文本模态的意图识别方法不能准确识别现实

场景中的多模态意图 .
最近，随着多模态语言理解逐渐得到更多的研究

者关注，研究者［6］将说话人的情感评价和人类行为作为

人类意图研究进行研究 . 文献［21］提出利用单模态、双

模态和三模态的 7 种情感标签，从文本、音频、图像及

其组合中提取不同粒度的情感特征，捕捉多模态特征

中的异质信息 . 文献［22］提出一种分层跨模态交互框

架，通过逐层融合单模态、双模态及三模态的语义信

息，动态捕捉模态间的共享语义特征与情感可变性，

旨在捕捉人类情感表达的多模态复杂特征 . 文献［23］
提出一种基于文本引导的交叉注意力机制，用于筛选

音频和视频模态中信息质量较差的特征并进行替换，

进而促进意图识别中的多模态融合 . 由于情感和对话

行为都是人类意图的重要组成，因此 MIntRec 和 MInt⁃
Rec2.0 数据集中，提出了通过整合文本、音频和视频，

识别包含行为目标和情感在内的新的 MIR 任务 . 在构

建数据集的过程中，文献［24］设计了一种质心引导的

聚类机制，用于解决聚类分配不一致的问题，从而提供

高质量的意图分类 . 在这些新的数据集上，研究者迅速

针对意图理解任务提出一系列应用多模态领域的热门

技术的研究 . 文献［10］通过构建相似视频库，基于局部

信息和全局信息进行对比学习，从而更好地理解人类

意图 . 文献［25］通过在各模态特征中加入明确的模态

标识，使得模型能够区分并有效融合不同模态的信息，

从而增强整体理解和决策能力 . 文献［26］利用大语言

模型增强文本数据与其他模态配对，由浅入深地捕捉

不同模态中的细节线索 .
2. 2　多模态融合

多模态融合技术致力于通过有效的融合过程实现

高质量的多模态表示 . 传统方法［27~29］依赖于张量对多

模态数据的表征能力，通过如图神经网络、注意力门控

等结构对多模态数据融合 . 然而，这类方法在更复杂的

特征融合场景中逐渐陷入瓶颈 .
随着 Transformer对不同领域单一模态序列建模的

成功应用，越来越多的研究开始基于 Transformer 网络

探索多模态融合的方法 . 文献［30］通过多个 Trans⁃
former网络进行不同模态间的翻译，应对非对齐多模态

融合问题 . 文献［31］设计了一种多模态自适应融合门

控机制，以极小的代价使得预训练语言模型，例如，基

于 Transformer的双向编码器表示（Bidirectional Encoder 
Representations from Transformers，BERT）、XL-Net（eX⁃
treme Language model pre-training），能够适应多模态数

据 . 文献［32］采用不同的 Transformer 网络分别学习模

态共享特征和模态私有特征，从而提高多模态表征的

性能 . 在这些研究基础上，研究者们逐渐意识到文本模

态在自然语言处理扩展的多模态任务中占有极其重要

的地位 . 文献［33］利用跨模态增强（Cross-modal En⁃
hancement，CE）模块，根据音视频数据中隐含的长期情

感线索来增强文本模态单词的表示，从而减少不同模

态之间的分布差异 . 文献［34］使用多阶段文本来引导

提取图像中的关键信息特征，通过交叉模态注意力机

制促进多模态特征之间的交互 . 文献［35］通过基于文

本的多头注意力机制，将文本信息融入学习情感相关

的音视频表示学习中，从跨模态成对映射中获取有效

的统一多模态表示 . 文献［36］构建意图模板以增强文

本表示，并利用跨模态对齐，从音视频模态中挖掘一致

的隐藏意图信息 .
然而，现有的大多数多模态融合方法对于音视频模

态中的语义特征利用研究仍显不足，尤其是未能充分利

用跨模态交互来理解音视频模态中复杂特征之间的相互

关系 . 考虑到音视频模态本身固有的噪声和冗余信息，直

接融合反而会阻碍意图识别效果的提升 . 文献［11］提出

了一个门控函数，通过根据多模态特征提供模态级或融

合级的实时决策，来过滤音视频模态中的噪声和冗余信

息 . 文献［37］则采用瓶颈机制压缩不同模态中的特征过

滤噪声，并通过互信息最大化模块来调节过滤模块 . 文

献［12］将瓶颈机制和最优运输思想相结合，以缓解

复杂场景中模型难以训练的困境 . 然而，门控机制在

捕捉动态变化信息方面的能力有限，而瓶颈机制则依
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赖于事先定义的函数，这使其难以适应复杂的多模态

数据 .
针对这些问题，本文提出一种基于层次化一致性

语义学习的意图识别模型 . 所提出的模型在初级模态

特征中加入可学习标记的音视频特征，用于学习不同

尺度的语义关系，从而能够有效地捕捉音视频特征中

的上下文联系 . 这些额外标记学习到的语义关系相比

原始音视频序列中的信息更精确，帮助模型在融合不

同模态信息的过程中抑制冗余信息 . 此外，模型利用文

本模态作为锚点，通过意图一致性线索对文本-音频和

文本-视觉进行配对，引导过滤意图无关的语义，从而提

升MIR的准确率（ACCuracy，ACC）值 .
3　层次化一致性语义学习

本节提出一个基于层次化一致性语义学习的 MIR
的模型 . 如图 2 所示，该模型主要包括多模态特征提

取、层次化音视频语义学习、多模态配对学习和多模态

特征融合4个部分 .

3. 1　特征提取

本文遵循之前工作［6］的设定提取不同模态的特

征 . 对于文本语料 x t，音频片段 xa 和视频片段 xv，分别

使用 BERT［38］、wave2vec［39］和 Faster-RCNN［40］进行特征

提取 .
m t =BERT(x t ) （1）

ma =Wav2Vec(xa ) （2）
mv =AvgPool ( )RoIAlign(xv B) （3）

其中，RoIAlign(·)表示根据说话人标注框B提取视觉特

征；AvgPool (·) 用于将长度和宽度统一；m t ÎRLT ´HT，

ma ÎRLA ´HA 和 mv ÎRLV ´HV 分别表示文本、音频和视频

模态特征编码 . HT、HA 和 HV 分别是特征维度；而 LT、

LA 和 LV 是初始特征序列长度，各不相同 . 为了形成统

一的多模态特征表示，引入 CTC（Connectionist Tempo⁃
ral Classification）模块对词级序列进行对齐［41］. 计算

式为

z t za zv = SeqAligned (m t ma mv ) （4）
其中，z t ÎRL ´DT、za ÎRL ´DA 和 zv ÎRL ´DV 分别表示文本、

音频和视频模态对齐后的特征表示；SeqAligned(·)表示

CTC对齐模块 .
3. 2　层次化音视频语义学习

已有的工作关注为文本模态建立多模态语义环

境［9，26，31］，但视觉和音频模态中包含大量的语义信息同

样需要关注 . 在与文本对齐的音视频数据序列中，结合

不同层级的音视频特征能够精准地表达人类意图，例

如，人类意图表达通常涉及整段视频或音频的情感信

息和动作信息，且某些模态内和模态间的特征之间的

联系（如特定的面部表情、肢体语言与语调相关）也可

以提供重要的意图线索 . 音视频层次化语义学习的整

体过程在图3中展示 .
3. 2. 1　层次化特征构建

原始的音视频数据通常包含大量冗余信息和噪

声，这会影响Transformer网络对模态语义的学习效果 .
为了解决这一问题，在 Transformer 的输入中添加不含

噪声的可学习额外标记是一种有效的方法 . 这些标记

能够通过注意力机制自适应地优化模型对重要特征的

识别能力，迫使模型同时处理原始输入和新增标记之

间的关系，从而避免 Transformer 网络对局部噪声的过

度依赖 . 此前的研究［9，30，42］表明：Transformer 能够将不
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同模态的基本信息有效地转移到这些标记中，从而避

免噪声的干扰 .
然而，单纯依赖可学习标记可能会导致信息瓶颈，

从而损失意图识别所需的重要信息 . 为了解决这一问

题，首先对多模态特征进行线性投影对齐，映射到统一

的语义空间；然后将对齐后的特征与可学习标记进行

拼接，形成增强的输入序列，同时保持原始序列的长度

不变 . 这种方法平衡可学习标记的噪声抑制能力与通

过保留多模态上下文的细节特征能力，为深层网络的

语义学习提供模态基本信息：

Zm =Wm zm （5）
Z 0

m =Concat(Extram Zm ) （6）
Z 1

m = Transformerm(Z 0
m θm )  （7）

其中，mÎ{tav}；Wm 表示可学习的线性变换参数；

Extram 表 示 额 外 标 记 ；Concat(·) 表 示 拼 接 操 作 ；

Transformerm 和 θm 分别表示模态 m 的 Transformer 编码

器［43］和其对应的参数 .
为了学习到音频和视觉模态中不同层级的语义特

征，引入多层 Transformer 编码器以学习深层次的音频

和视觉语义信息：

Z i
m = T i

m (Z i - 1
m θ i

m ) （8）
其中，mÎ {av}；iÎ {23}；T i

m 和 θ i
m 分别表示第 i层级

模态m的Transformer编码器和其对应的参数 .
3. 2. 2　层次化跨模态交互

由于意图通过多模态的方式表达，模态间互补的

语义交互能帮助模型获取全面的意图线索 . 经过

Transformer 网络处理的模态特征会损失信息，因此选

择与模态基本信息相关的初级特征用于跨模态的语义

学习 . 针对音频和视觉模态的不同层级特征，模型通过

计算当前层级模态特征与其他模态初级特征的互补关

系，来增强不同尺度的语义表达 .
为音频模态和视觉模态初始化特征维度与音频和

视觉模态输入形状相同的特征向量E 0
a 和E 0

v，通过模态

间的交叉注意力计算逐步更新E 0
a 和E 0

v 中的语义信息 .
如图 4所示，以音频模态层级语义学习为例来说明层次

化跨模态交互 . 以音频模态的不同尺度特征Z i
a为查询，

从文本模态初级特征 Z 1
t 和视觉初级特征 Z 1

v 中学习语

义信息补充更高层级的音频模态特征 .
Q i

at =WQat
Z i

a （9）
K i

at =WKat
Z 1

t （10）
V i

at =WVat
Z 1

v （11）

at_head = softmax ( )Q i
at (K

i
at )T

dk

V i
at （12）

E i
at=Concat(at_head1 at_head2 at_headh ) （13）

av_head = softmax ( )Q i
av (K i

av )T

dk

V i
av （14）

E i
av=Concat(av_head1 av_head2 av_headh )（15）

其中，WQat
、WKat

和WVat
表示可训练的参数矩阵；softmax

表示权重归一化函数；Concat 表示将两个特征向量进

行拼接；dk 用以保持数值的稳定；与 E i
at 的计算过程类

似，E i
av 表示第 i层音频特征 Z i

a 和初级视觉模态特征 Z 1
v

之间的语义关系 .

为了增强视频模态的语义表达，类似地分别计算

了第 i层视觉特征和初级文本模态特征之间的语义关

系，以及第 i层视觉特征和初级音频模态特征之间的语

义关系 . 接着通过加权计算，将音频和视频模态的跨模

态语义关系逐层传递，并将其整合到特征向量 E 0
a

和E 0
v 中：
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图4　音频-文本和音频-视觉的跨模态交互细节
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E i

a=E i - 1
a +WE i

a
(E i

at +E i
av） （16）

E i
v=E i - 1

v +WE i
v
(E i

vt +E i
va） （17）

其中，iÎ {123}；E i
a 和 E i

v 表示第 i 个层次化语义学习

层输出的音视频特征；第 3层的输出是最终的音视频语

义特征Ea和Ev；WE i
a
和WE i

v
表示可学习参数 .

3. 3　多模态一致性匹配

尽管模型通过层次化的音视频特征学习获得了包

含多尺度语义信息的音频和视觉特征，由此增强模态

表示，但仅依靠意图识别任务仍难以消除音频和视觉

模态中的意图无关语义信息 .
在对话型多模态任务中，尽管各模态对识别结果的

贡献存在差异，但仍存在潜在的一致性［8，30］. 通过模态间

潜在的一致性，可以引导模型过滤掉与意图无关的语义

特征 . 而文本模态有更加明确的意图语义特征［35，42］，因
此以文本模态为锚点设计文本-音频配对和文本-视觉配

对任务 .
具体而言，类似于 BERT 中的核心训练任务“Next 

Sentence Prediction”，让模型学习预测，给定一对句子，

第二个句子是否自然地接在第一个句子后面 . 通过这

种方式，BERT 模型能够捕捉到句子之间的上下文关

系，从而增强其对语言的理解能力 . 论文为提出的模型

设计了相似的任务，以引导模型学习跨模态的上下文

关系，从而增强其模态一致性语义的理解能力 . 首先，

将所有标签初始化为 0，然后以 50%的概率随机替换与

文本同一数据的音频特征，并将这些替换后的样本标

签标记为 1，其目的是制造带有干扰的信息（当前音视

频特征与当前意图无关）；其次，通过使用以文本为查

询的注意力机制，捕捉音视频特征和文本内容之间潜

在的一致性语义关联；最后，将得到的配对表征输入分

类器进行判断，分类器的任务是判断该样本是否经过

特征替换，即是否包含当前意图无关的音视频语义 . 以

文本-音频配对任务损失 LossTApair 的计算为例，通过相

似的方法可以得到LossTApair，并使用交叉熵损失函数来

优化配对任务：

QTA =WQTA
Z t （18）

KTA =WKTA
Ea （19）

VTA =WVTA
Ea （20）

ETApair = softmax ( )QTA K T
TA

dk

VTA （21）
yTApair = fTA (ETApair ) （22）

LossTApair =-∑
1

N

yTApair ln ( )exp ( ŷm )∑
m

( ŷm ) （23）

3. 4　多模态特征融合层

在提取多层次音频和视觉模态语义之后，模型引

入多模态融合门来融合 3 种模态信息 . 已有的研

究［13，31］认为音视频模态的输入会影响预训练模型生成

的文本表征在语义空间中的位置 . 这种影响受到音频

和图像数据的共同控制，因此模型通过一种位移融合

门机制向文本嵌入向量中加入音视频模态语义 . 模型

将文本特征与视觉语义特征或音频语义特征拼接，并

通过线性层和非线性激活函数映射到多模态语义空间

来生成门控向量：

gm =ReLU ( )Wm( )Concat(Z t Em )+ bm （24）
其中，mÎ{av}，a和v 分别表示音频模态与视觉模态；

 Wm、bm 表示可学习线性权重矩阵和偏置项 . 模型通过

将音频特征向量、文本特征向量及其对应的门控向量

相乘，计算不同模态对文本语义偏移的贡献，从而创建

一个受音视频模态控制的位移向量∆∆：
∆∆ = ga Ea + gv Ev （25）

将原文本特征Z t 与受音视频模态控制的位移向量

∆∆求和，生成多模态融合表示向量Zfusion. 为防止音视频

模态的过度影响，采用文本模态特征和位移向量的 L2
范数确保表示Zfusion保持在合理范围内：

ω =min ( ) Z t 2

 ∆∆
2

1 （26）
Zfusion = Z t +ω∆∆ （27）

最后，产生的融合特征 Zfusion 被送入 BERT 模型编

码器，接着经全连接层处理后用于MIR任务：

ŷ = fc( )BERT_Encoder(Zfusion ) （28）

Lossintent =-∑
1

N

yintent ln 

æ

è

ç

ç

ç
çç
ç
ç

ç
ö

ø

÷

÷

÷
÷÷
÷
÷

÷exp ( ŷm )∑
m

( ŷm )
（29）

其中，Lossintent 表示意图预测的损失；fc(·)表示分类函

数 . 将意图预测损失和多模态配对学习的损失相加一

起来优化整个模型：

Losstotal = Lossintent + LossTApair + LossTVpair （30）
4　实验结果与分析

4. 1　数据集

MIntRec［6］是一个包含 2 224 个高质量样本的多模

态细粒度意图识别数据集，含有 20个意图类别的文本、

音频和视频模态数据，详细的意图类别见表 1，MIntRec
数据集的统计数据见表 2. 训练集、验证集和测试的比

例为3∶1∶1.
MIntRec2.0［7］是一个大规模的 MIR 数据集，包括

1 245 个对话和 15 040 个多模态数据 . 其中的数据和
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MIntRec 中的数据不相重合，并且相较于 MIntRec 数据

集，MIntRec2.0多达 30个意图类别 . 训练集、验证集和

测试集的比例是7∶1∶2.
MOSI（Multimodal Opinion-level Sentiment Intensity 

dataset）［44］是卡耐基梅隆大学提出的一个多模态情感

分析数据集，该数据集从 YouTube 上 93 个现实人物独

白视频上获取视频数据 . 共含有 2 199个视频片段，其

中训练集、验证集和测试集分别含有 1 284、229 和 686
个视频片段 .

MELD-DA［5］是 MELD 语料库的 DA（Dialogue Ac⁃
tion）适应版本，是一个为对话行为分类设计的大规模

数据集 . 该数据集包括 9 988个多模态样本，在 12个常

见的对话行为标签中进行注释，训练集、验证集和测试

集的比例是7∶1∶2.

4. 2　对比模型

为了具体地展现所提出的模型特点，本节模型与

一系列具有竞争力的 MIR 模型进行对比，如基于时间

对比学习与多注意力池化的模型（Temporal Contrastive 
Learning with Multi-Attention Pooling，TCL-MAP）、基于

语义距离的对话行为交互框架（Semantic Distance-

based Interaction Framework for Dialogue Act，SDIF-DA）、

交叉注意力图卷积模型（Cross-Attention Graph Convolu⁃
tion，CAGC）. 除此之外，还和从开源代码中复现的多模

态融合方法跨模态嵌入网络（Cross-modal Embedding 
NETwork，CENET）和多模态任务自适应学习（Adaptive 
Learning for Multimodal Tasks，ALMT）模型的结果进行

对比 . 对比模型介绍如下 .
多模态 Transformer（Multimodal Transformer，MulT，

2019 ACL）［30］利用跨模态注意力机制捕捉不同模态之

间的重要信息，并使用Transformer整合特征 .
多模态注意力门控 BERT（Multimodal Attention-

based Gating BERT，MAG-BERT，2020 ACL）［31］通过采

用门控机制将多种模态结合在一起，使得BERT模型能

够接收多模态输入 .
多模态信息子空间对齐（Multimodal Information 

Subspace Alignment，MISA，2020 ACM Multimedia）［32］将
多模态数据映射到不同的特征子空间，并通过结合各

种损失函数（如模态相似度损失和模态重建损失）以学

表1　MIntRec数据集上的细粒度意图分类和解释

项目

表达情感或者态度

完成目标

意图种类

Complain
Praise

Apologize
Thank

Criticize
Care

Agree
Taunt
Flaunt
Oppose

Joke
Inform
Advise
Arrange

Introduce
Comfort
Leave

Prevent
Greet

Ask for help

解释

表达对某人或某事的不满

表达对某人或某事的钦佩

对做错的事情表示后悔

对他人给予或提供的便利或善意,在言语或行为上表示感谢

严厉地指出某人的错误

关心某人或对某事感到好奇

对某事有相同的态度

使用隐喻和夸张来指责和嘲笑

夸耀自己以获得钦佩、嫉妒或赞扬

对某事态度不一致

说些逗笑的话

告诉某人让他们意识到某事

提供建议供考虑

计划或组织某事

让某人认识另一个人或推荐某物

用鼓励或同情来减轻痛苦

离开某个地方

使某人不能做某事

在相遇时表达彼此的善意或认可

请求别人帮助

表2　MIntRec数据集的统计信息

项目

粗粒度意图/类
细粒度意图/类

视频片段的数量/段
文本话语中的单词数量/词

文本话语中独特单词的数量/词
文本话语的平均长度/s
视频片段的平均长度/s

统计数据

2
20

2 224
15 658
2 562
7.04
2.38
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习模态不变和模态特定的特征 .

CENET（2022 TMM）［33］嵌入 CE 模块，通过将视觉

和音频信息集成到语言模型中来增强文本表示 .
ALMT（2023 EMNLP）［42］引入自适应超模态学习

（Adaptive Hyper-modality Learning，AHL）模块，在语言

特征的指导下从视觉和音频特征中学习超模态特征 .
文本增强型 Transformer 融合网络（Text Enhanced 

Transformer Fusion Network，TETFN，2023 PR）［35］学习面

向文本的成对跨模态映射，以获得有效的统一多模态

表示 .
有效的多模态表示与融合方法（Effective Multi⁃

modal Representation and Fusion Method，EMRFM，2023 
NeuroComputing）［8］将模态投射到特定子空间和共享子

空间，并通过注意力机制决定不同模态的权重 .
TCL-MAP（2023 AAAI）［9］引入模态感知标记来学

习音视频模态的潜在语义特征，通过基于相似度的模

态对齐和跨模态注意力机制融合多模态特征 .
基于模态对齐感知的多模态意图识别提示学习

（Prompt learning for Multimodal intent recognition with 
modal Alignment Perception，PMAP，2024 Cognitive Com⁃
putation）［36］构建用于提示学习的模板，以增强文本表示，

并使用跨模态对齐感知来解决模态间的不一致问题 .
CAGC（2024 CVPR）［10］提出一个上下文增强的全

局对比方法，用于捕捉丰富的全局上下文特征，识别多

模态意图 .
SDIF-DA（2024 ICASSP）［26］利用 Chat-GPT 对文本

模态数据进行增强，并提出由浅入深的跨模态交互结

构聚合多模态信息 .
4. 3　评价指标

在 MIntRec 数据集上参考之前工作［6］的指标来展

示结果 . 通过以下指标评估结果：意图识别的 F1值（F1 
Score，F1）、召回率（Recall，R）值、精确度（Precision，P）
值和 ACC 值 . 在 MIntRec2. 0 数据集上，参考之前工

作［7］的指标：计算意图识别的 ACC 值、R 值、加权 F1值
（Weighted F1 Score，WF1）和加权精确度（Weighted Pre⁃
cision，WP）值对比实验结果 .

对于 MOSI 数据集，本文遵循之前的工作［44］，计算

二分类准确率（ACCuracy for binary classification，ACC-

2）值、F1、七分类准确率（ACCuracy for seven-class classi⁃
fication，ACC-7）值、皮尔逊相关系数（Pearson Correla⁃
tion coefficient，Corr）和平均绝对误差（Mean Absolute 
Error，MAE）指标来展示结果 . 对于 MELD-DA 数据集，

遵循之前工作［9］采用的协议，使用ACC值、R值、WF1值
和WP值来对比模型结果 .
4. 4　实验设置

在所提出的模型的层次化语义学习模块中，注意

力头数量设置为 8，稳定数值的参数 dk 被设置为 16. 初

级语义特征中的额外标记长度为 8，层次化语义学习层

深度设置为3.
为了公平地对比实验结果，模型在MIntRec数据集

上使用 Hugging-face 库中的 bert-base-uncased 模型提取

文本特征，音视频特征提取的模型同样和之前的工作［6］

保持一致 . 设置训练批次大小为64，验证和测试集批次

大小为 32，使用 AdamW 优化器训练，并设置学习率为

2.5 × 10−5，权重衰减大小为0.03.
在MIntRec2.0数据集上遵循此前工作［7］的设置，模

型使用 bert-large-uncased模型提取文本特征，且音视频

特征提取的模型也保持一致 . 设置训练批次大小为64，
验证和测试集批次大小为 32，使用 AdamW 优化器训

练，并设置学习率为 5 × 10−6，权重衰减大小为 0.03. 对

于开源代码模型的实验结果，实验都遵守其论文中关

键参数设置 .
4. 5　实验结果与分析

现有的工作共同使用的数据集是MIntRec，因此本

文在这个数据集上对比最多的意图识别模型与开源多

模态融合模型 . 此外，本文在意图任务相关的 MELD-

DA、MOSI和MIntRec2.0数据集上与这些模型进行了全

面对比 .
MIntRec 数据集的结果如表 3所示，加粗字体代表

最佳结果，下划线代表次优结果 . 所提出的模型在所

有指标的结果上都达到最佳 . 相较于次优结果，所提

出的模型在 ACC 值上提高 0.90 个百分点，在F1上提高

0.78 个百分点，在 P 值上提高了 1.84 个百分点，在 R 值

上提高0.81个百分点 .

从表 3可知，CAGC 和 SDIF-DA 是除本文所提出的

模型外表现突出的两个模型 . MISA 和 EMRFM 通过不

同的长短期记忆（Long Short-Term Memory，LSTM）网络

编码器在共享子空间和私有子空间中对不同模态进行

表3　MIntRec数据集上MIR的整体结果 单位：%
模型

TEXT
MulT
MISA

MAG-BERT
ALMT

CENET
PMAP

EMRFM
TCL-MAP

CAGC
SDIF-DA

OURS

ACC值↑
70.88
72.52
72.29
72.65
71.01
73.48
72.94
72.58
73.62
73.39
73.71
74.61

F1↑
67.40
69.25
69.32
68.64
68.77
69.88
69.64
70.46
－

70.09
71.58
72.36

P值↑
68.07
70.25
70.85
69.08
69.54
70.48
69.66
71.90
－

71.21
72.43
74.27

R值↑
67.44
69.24
69.24
69.28
69.90
69.99
70.39
70.45
70.50
70.39
71.21
72.02
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建模，学习多模态表征 . 此外，EMRFM提出一种将文本

模态作为主要特征的注意力融合机制，能够有效地区

分不同模态的贡献，从而在整体效果上取得更好的表

现 . 尽管这些方法在模态表征方面有研究进展，但在语

义关系方面尚未进行深入探索 . PMAP通过设计文本提

示学习模板，以增强预训练模型生成的文本表示，用

于文本表示在多模态语义环境中的对齐问题 . SDIF-

DA 则提出基于大语言模型的数据增强方法，用于增加

文本模态的语料，并以文本为中心进行模态对齐与融

合 . 这些模型在构建多模态语境时，往往关注复杂的

模态对齐与融合机制，但未能充分利用音视频模态中

的丰富语义信息 . CAGC 注意到，视觉和音频模态提供

的意图语义存在不足，因此，其通过构建具有相似背

景的视频库，以提供更长上下文信息，从而减少意图

偏差 . 然而，尽管不同视频来源的音视频在场景上相

似，但由于说话人的表达方式不同，导致音视频模态

的语义表达存在差异，这在一定程度上限制了意图识

别的效果 .
现有的MIR研究虽然注重基于文本模态的对齐与

特征融合，但忽略了理解音视频模态中的语义关系的

重要性；而音视频模态中的冗余信息和噪声阻碍有效

的语义表达以及多模态表示进一步融合与对齐 . 所提

出的模型为不同模态构建抑制冗余特征的初级特征，

通过层次化语义学习挖掘音视频模态内部的深层语义

关系；以说话人意图更为明确的文本模态为锚点，过滤

冗余语义和噪声，提升多模态融合效果 . 因此，在MInt⁃
Rec数据集上，所提出的模型取得最佳效果 .

在更大规模的意图识别数据集 MIntRec2.0上的对

比实验结果如表 4所示，加粗字体代表最佳结果，下划

线代表次优结果 . 本文提出的模型在绝大多数指标上

表现优异 . 例如，在 ACC 值上相比次优模型提高 0.34
个百分点，在 WF1值上提高 0.87 个百分点，在 WP 值上

提高 1.00 个百分点，在 R 值上提高 0.90 个百分点 . 在

MIntRec和MIntRec2.0数据集上稳定的实验结果说明：

提出的模型在 MIR 任务中，相较于其他模型具有更好

的泛化性 . 由于 MIntRec2.0 是一个相对较新的大规模

数据集，现有的 MIR 研究在该数据集上开展的实验结

果较少 . 因此，本文主要与数据集作者提出的基线模型

MulT、MAG-BERT 以及开源的 MISA、CENET 和 ALMT
等模型进行对比 .

MulT模型通过Transformer关注不同时间步长的多

模态序列间的相互作用，将一种模态转换为另一种模

态，对齐模态特征 . 然而，MulT未进一步提取模态语义

关系，造成其性能在大数据集上相对下降 . 而 MAG-

BERT计算多模态位移门控向量微调文本模态语义，挖

掘预训练模型中与意图有关的多模态知识，从而在多

个数据集上的效果更加稳定 . ALMT模型通过构造以文

本模态特征为主导的精炼超模态表征 . 然而，在以文本

为主导的超模态表征编码模态基本信息时，虽然过滤

了噪声，但也损失了模态上下文信息，导致在关注细节

特征的意图识别任务中的表现下滑 . 在所提出的模型

中，通过结合可学习标记和原始序列构造多尺度特征，

既学习了精炼的信息，又保留了模态上下文信息 .
CENET模型通过减小文本和音视频模态之间的初始分

布差异，促进了多模态融合，并基于文本模态增强音视

频模态的表征，从而在不同数据集上表现出色 .
对话行为分类任务的目的是捕捉说话人在对话交

流时的意图 . 为了进一步确认提出的模型的有效性，在

MELD-DA 数据集上和现有的意图识别模型进行了比

较 . 结果如表 5 所示，加粗字体代表最佳结果，下划线

代表次优结果 . 本文提出的模型在 ACC值和 R值上比

次优结果高 0.76 个百分点和 1.51 个百分点，在 WF1值
和 WP 值上分别比次优结果高 1.00 个百分点和 1.20 个

百分点 .

TCL-MAP模型在MELD-DA数据集上表现优异，该

模型通过将提示学习融入对比学习的监督信号，从而

增强了文本表示能力 . 该模型利用音视频特征训练可

学习的额外标记来构建文本提示词，相比于手工设计

的提示词，具有更高的灵活性和有效性 . 然而，TCL-

MAP 仍然缺乏对音视频特征内部语义的深入提取，导

致在多个指标上的表现不及提出的模型 .
为了说明模型对人类情感意图数据识别的有效

性，在 CMU-MOSI 上与意图识别模型以及情感分析模

型进行对比 . HyCon、ConFEDE 和 self-MM 模型实验结

表4　MIntRec2.0数据集上MIR的整体结果 单位：%
模型

TEXT
MulT
MISA

MAG-BERT
ALMT

CENET
OURS

ACC值↑
59.30
60.18
60.90
60.45
58.09
60.65
61.24

WF1值↑
58.01
58.82
59.47
59.36
57.67
59.40
60.34

WP值↑
58.85
59.38
59.20
60.49
57.59
60.47
61.49

R值↑
51.31
52.56
51.87
54.07
52.23
53.55
54.97

表5　MELD-DA数据集上的整体结果 单位：%
模型

MulT
MAG-BERT

MISA
ALMT

CENET
TCL-MAP

OURS

ACC值↑
60.36
60.63
59.98
59.71
61.26
61.75
62.51

WF1值 ↑
59.01
59.36
58.52
57.90
58.74
59.77
60.77

WP值↑
59.44
59.80
59.28
57.90
58.91
60.33
60.53

R值↑
49.93
50.01
48.75
50.93
46.24
50.14
52.44
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果源自文献［10］. 结果如表 6所示，粗体表示最优的结

果，下划线代表次优结果 . 相比现有的意图识别模型，

本文提出的模型在情感分析任务上也能取得优秀的效

果 . 这得益于所提出的模型对音视频模态特征多尺度

语义关系的提取和对多模态信息的有效整合 . 除提出

的模型外，self-MM模型作为具有代表性的多模态情感

分析模型，在多项指标上取得仅次优效果，然而，self-
MM模型依赖特定的情感极性标签，因此无法应用于意

图识别任务上 .

为了进一步分析现有的 MIR 模型和所提出的模

型，在表 7上展示对比模型的计算复杂度和参数数量 .
本文使用每秒浮点运算次数（FLoating point Operations 
Per second，FLOPs）来衡量计算复杂度 . 由于大多数意

图识别模型采用BERT模型进行文本特征提取，因此将

纯文本BERT模型作为基线对比 . 值得注意的是，TCL-

MAP模型显著增加了计算资源的消耗 . 这是由于其利

用两个BERT模型分别对文本数据和提示进行编码，以

进行对比学习 . 相比之下，MAG-BERT引入了轻量的门

控机制，可以保持较低的计算成本 . 类似地，ALMT 仅

使用少量参数来学习超模态表示，但过滤了太多信息，

导致在意图识别任务中性能损失较大 . 由于在音频和

视频模态中进行了层次化语义学习，本文提出的模型

引入了额外的参数量，但并未大幅增加计算复杂度 . 这

种效率来源于层次化语义学习中的额外标记的优化，

使得所提出的模型能够在不显著增加计算负担的情况

下，获得最佳的分类性能 .
综合以上实验结果表明：所提出的模型在多个数

据集上表现优异，体现出其在意图相关任务中的良好

泛化能力 . 同时，实验表明音视频模态信息未能充分发

挥作用是制约意图识别模型性能提升的关键因素 .
4. 6　细粒度意图分类效果

为了更好地分析所提出的模型在细粒度意图分类

上的表现，本节将其与一些基线意图识别模型进行对

比，评估这些模型在MIntRec数据集上每个意图分类的

F1值 . 实验结果如表8所示，其中粗体表示最优结果 .

所提出的模型在 20 个类别中有 11 个类别上达到

最优结果 . 特别是在“Apologize”和“Agree”等类别上，

该模型展现出良好的效果，这得益于模型通过可学习

的额外标记以及一致性语义学习，有效地过滤了音视

频模态中与意图无关的语义信息 . 从实验结果可以发

现，现有的 MIR 模型在“Taunt”“Oppose”“Flaunt”和

“Joke”等类别上表现较差，这是由于这些意图在现实世

界中表现形式较为复杂；而本文提出的模型在这些类

别上取得更好的结果，这主要得益于模型在音视频模

态中对不同尺度语义的深入挖掘，从而使得该模型通

过音视频与文本语义的互补关系更好地理解说话人意

图 . 但同时可以观察到，所提出模型在“Criticize”和
“Ask for Help”类别上表现较差，这是由于一些带有对

比性或反差的音视频语义在基于文本模态的配对任务

表6　MOSI数据集上的整体结果 单位：%
模型

MulT
MAG-BERT

MISA
self-MM
HyCon

ConFEDE
EMRFM
CAGC
Ours

ACC-2值↑
83.0
83.5
83.4
85.5
85.2
85.5
84.7
85.7
86.0

F1↑
82.8
83.5
83.6
85.4
85.1
85.5
84.8
85.6
85.9

ACC-7值↑
40.0
42.9
42.3
46.6
46.6
42.3
46.1
44.8
46.7

Corr↑
69.8
76.9
76.1
79.6
79.0
78.4
78.5
77.4
79.7

MAE↓
0.871
0.790
0.783
0.708
0.713
0.742
0.722
0.775
0.703

表7　在MIntRec上的计算复杂度和模型参数对比

模型

纯文本BERT
MAG-BERT

MISA
MulT
ALMT

CENET
TCL-MAP

Ours

FlOPs/G
40.8
43.1
51.1

115.6
42.9
67.3

106.5
54.4

参数量/M
85.6
88.6

115.9
106.1

88.4
92.9

204.2
109.7

表8　在MIntRec上的细粒度类别的F1值对比  单位：%
类别

Complain
Praise

Apologize
Thank

Criticize
Care

Agree
Taunt
Flaunt
Joke

Oppose
Comfort
Inform
Advise
Arrange

Introduce
Leave

Prevent
Greet

Ask for Help

MAG-

BERT
67.65
86.03
97.76
96.52
49.02
85.59
91.60
15.78
47.09
37.54
33.97
76.43
71.00
69.30
63.82
67.42
75.77
85.07
91.06

64.44

MulT
65.48
84.72
97.93
96.83
49.72
88.12
92.23
26.12
48.91
33.95
34.68
76.44
70.85
69.43
65.44
71.19
75.58
81.68
86.65
69.12

MISA
63.91
86.63
97.78
98.03
53.44
87.14
92.05
22.15
46.44
38.74
36.15
78.78
70.18
69.56
67.32
67.22
77.23
83.30
82.71
67.57

PMAP
67.12
88.85
96.87
97.66
50.28
87.51
94.80
21.49
44.31
36.06
38.09
78.27
68.90
70.43
67.38

66.53
79.59
86.15
83.95
64.97

EMRFM
61.54
89.16

96.30
96.15
62.50

89.47

96.00
15.38
47.06
37.50
30.00
83.33

67.83
75.86

57.14
70.00
83.87

86.67
85.71
77.78

TCL-

MAP
68.70

87.20
97.70
97.00
51.30
86.80
93.10
17.20
50.80
29.00
35.90
79.80
72.80
68.90
65.40
68.40
83.40
83.60
90.10
66.40

OURS
66.67
88.37
100.00

98.04

47.83
85.00
100.00

32.26

58.82

50.00

42.11

81.08
74.07

70.00
61.54
72.00

83.87

89.66

85.71
56.00
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中被过滤所导致的 .
4. 7　消融实验与分析

为了更好地分析每个组成部分的合理性及其作

用，在公开数据集 MIntRec 和 MIntRec2.0 上进行消融

实验 .
如表 9所示，加粗字体代表最佳结果 . 在相同的参

数设置与环境下进行消融实验 . 在进行音视频模态的

消融实验中可以发现，消融音视频模态使得意图识别

效果都产生明显的降低，说明结合音视频模态特征能

更有效地识别说话人的意图 . 此外对模型中关键组件

做了如下消融实验分析其有效性 .
（1）去除多模态配对任务，层次化语义学习中的语

义特征学习只通过意图识别任务监督 . 在 MIntRec 数

据集上 ACC 值下降 0.90 个百分点，在 MIntRec2.0 数据

集上 ACC 值下降 0.79 个百分点，这说明用配对任务损

失来引导学习模态一致性语义的有效性 .
（2）去除层次化音视频语义学习（Hierarchical Se⁃

mantics Learning，HSL），将音视频模态特征直接用于下

游任务 . 在 MIntRec 数据集上 ACC 值下降 1.80 个百分

点，在MIntRec2.0数据集上下降 0.54个百分点 . 这显示

通过不同层级的音视频语义学习提取的语义特征与说

话人意图有较强相关性 .
（3）同时去除层次化语义学习模块与多模态配对

损失，将音视频特征直接输入到多模态融合层，可以发

现性能下降比例更大，在 MIntRec 数据集上 ACC 值下

降 3.15 个百分点，在 MIntRec2.0 数据集上 ACC 值下降

1.62 个百分点 . 这一结果体现出层次化语义学习模块

和多模态配对损失的协同作用对提升模型性能的重

要性 .
（4）去除学习的音视频门控向量，音视频特征对融

合特征贡献固定为相同 . 在 MIntRec 数据集上 ACC 值

下降了 1.58 个百分点，在 MIntRec2.0 数据集上 ACC 值

下降了 0.79个百分点 . 这显示不同模态对意图识别的

贡献存在差异，音视频门控向量通过动态调整不同模

态的权重，使模型能有效地融合模态特征 .
为了展示层次化语义学习模块和多模态配对任务

提取音视频模态语义的效果，在表 10中详细展示这些

模块对音视频特征在意图识别任务中的影响，加粗字

体代表最佳结果 . 具体而言，将未经层次化语义学习模

块处理的音视频特征进行序列对齐，通过 3 层 Trans⁃
former网络提取特征，并将最后 1层的最终时间步状态

通过全连接层后用于MIR. 实验结果表明：在冗余信息

和噪声干扰的音视频模态中，Transformer 网络难以有

效学习到有用的知识 .

作为对比，用本文中提出的层次化语义学习模块

替代 Transformer 网络 . 通过层次化的特征表示与跨模

态交互，模型能够更好地捕捉语义信息，从而提升意图

识别的效果 . 随后加入多模态配对任务，帮助过滤掉意

图无关的语义 . 实验结果表明：音视频单模态特征的识

别效果也得到进一步的提升 .
4. 8　可视化分析

为了更直观地展示各模块的作用，对关键模块中

的数据进行可视化 . 图 5以视频模态为例，展示不同层

级特征Z 1
v 、Z 2

v 和Z 3
v 的可视化结果 . 从图 5可得，不同层

级特征在空间中表现出明显独立的分布差异 . 从初级

特征到高级特征，数据的分布从分散逐渐聚集 . 这是由

于随着特征关注语义的层级提升，关注的范围由局部

信息扩展到整体内容，数据分布也从局部过渡到整体

聚集 . 因此模型能通过不同层级的特征更好地理解音

视频模态语义 .
为了说明多模态配对任务对模型的影响，向视频

特征序列中添加了随机噪声，对比提出的模型添加噪

声前后提取音视频特征的过程 . 图 6 展示配对任务中

的文本-视频注意力 . 可以观察到，用红色框标记的加

入噪声的位置对应的注意力明显下降，模型对随机噪

声位置的信息关注减少，这表明多模态配对任务能辅

助模型过滤意图无关的语义信息 .
在 MIntRec 数据集上，对关键超参数（额外标记长

度和层次化语义学习层数）对模型影响进行可视化，以

探究这些参数取值对模型性能的影响 . 在图 7 中展示

了初级语义特征中额外标记长度对模型性能的影响 .
当将额外标记初始长度设置为 30时，初始特征中的信

息完全由额外标记中的表示所覆盖，这导致模态信息

表9　MIntRec和MIntRec2.0数据集上的消融实验结果   单位：%
模型

w/o audio
w/o video

w/o Loss_pair
w/o HSL

w/o Loss_pair & HSL
w/o fusion gate

Overall

MIntRec↑
ACC值

71.91
71.46
73.71
72.81
71.46
73.03
74.61

F1
69.31
68.00
70.32
68.72
68.12
69.54
72.36

MIntRec2.0↑
ACC值

60.80
60.85
60.45
60.7

59.62
60.45
61.24

WF1值

59.28
59.23
59.20
59.42
57.94
59.22
60.34

表10　音视频模态特征的意图识别实验结果 单位：%
模型

单音频模态+Transformer
单音频模态+HSL

单音频模态+HSL+Loss_pair
单视频模态+Transformer

单视频模态+HSL
单视频模态+HSL+Loss_pair

ACC值↑
26.52
66.07
69.66
14.61
65.17
69.89

F1↑
21.35
63.60
66.65
9.65

62.42
67.2

P值↑
24.70
65.50
67.43
9.80
65.2
70.57

R值↑
20.02
65.34
67.89
10.03
64.17
68.02
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的损失影响了深层语义提取 . 通过逐步减少额外标记

的长度来观察其变化 . 实验结果表明：当额外标记长度

为 8 时，模型性能最佳，ACC 值达到了最高值 . 当进一

步减小额外标记长度时，音视频初级特征中的冗余信

息开始积累，从而导致模型性能下降 . 这表明过长或过

短的标记长度都可能对模型性能产生负面影响 .
在图 8中展示了音视频层次化语义学习的层数对

模型性能的影响 . 由图 8可知，最优的层数为 3层，这时

模型能够最大限度地捕捉音视频数据的层次化语义信

息 . 过少的层数无法有效挖掘数据的深层特征，而过多

的层数则可能引起过拟合或添加冗余信息，从而导致

性能下降 .

5　结论

针对 MIR 中存在的音视频模态语义利用不足、冗

余信息和噪声干扰问题，本文提出了一种能够提取音

视频模态语义关系并抑制冗余信息的 MIR 模型 . 该模

型通过层次化语义学习挖掘音视频模态中的语义关

联，增强音视频模态特征 . 为避免在语义学习过程中受

到冗余信息和噪声的干扰，模型结合可学习的额外标

记与原始序列，构成模态初级特征，从而抑制冗余信息

并提供更全面的上下文信息 . 为了提升音视频模态的

语义表达能力，模型引入跨模态交互机制，通过提供互

补的模态信息以帮助理解说话人的意图 . 此外，模型利

用不同模态特征之间潜在的意图一致性，将包含明确

意图语义的文本特征与音视频模态表征进行匹配，过

滤掉仅通过意图识别任务难以消除的无关语义信息 .
在多模态融合阶段，模型采用自适应门控机制，动态地

整合多模态的语义信息 . 通过对比实验、消融研究以及

可视化分析，验证了所提出的方法在提高 MIR 性能方

面的有效性 .
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