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摘　要：　KAN（Kolmogorov-Arnold Networks）模型通过新的线性函数拟合方式使得图像分割的精准度得到提升 .
然而，其拟合角度单一、提取标签位置信息差等问题，导致其对标签细节特征信息的处理能力较差，令网络精度提升受

限 . 针对上述问题，设计了多尺度双通道三维影像分割模型，该模型通过整合多角度三维影像输入，将多角度 KAN模

块与多尺度卷积加权残差通道相结合，显著增强了网络对图像微小特征的提取能力 . 在网络注意力机制方面，设计

了多视角自注意力残差模块，该模块通过多维度特征交互有效捕获标签空间位置信息，使占比较低（<10%）的标签

区域仍能保持优异的分割精度 . 模型在 BraTS2021 MRI多模态三维脑肿瘤数据集与 LiTS2017肝肿瘤 CT三维数据集

中进行实验 . 改进模型精准度分别为 86.54% 与 88.07%；在脑肿瘤数据集中，增强肿瘤、全部肿瘤和肿瘤核心区域的

Dice 评价指标达到 83.67%、88.79% 和 85.28%，相较 U-KAN 网络分别提升 3.38、2.85 和 1.62 个百分点；在肝肿瘤数据

集中，肝脏与肿瘤区域的Dice评价指标达到 91.36%与 84.77%，分别提升了 1.69个百分点与 1.02个百分点 . 实验结果

表明该模型对三维肿瘤影像分割效果提升显著 .
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Abstract:　The KAN (Kolmogorov-Arnold Networks) model enables the accuracy of image segmentation to be im⁃
proved by a new linear function fitting method. However, the problems of single fitting angle and poor extraction of label po⁃
sition information lead to its poor ability to process the detailed feature information of labels, which limits the improvement 
of network accuracy. To address the above problems, a multi-scale dual-channel 3D image segmentation model is designed, 
which significantly enhances the network’s ability to extract minute features from images by integrating multi-angle 3D im⁃
age inputs and combining the multi-angle KAN module with multi-scale convolutional weighted residual channels. In terms 
of the network attention mechanism, a multi-view self-attentive residual module is designed, which effectively captures the 
label spatial location information through multi-dimensional feature interactions, so that the label region with a relatively low 
percentage (<10%) can still maintain excellent segmentation accuracy. The model is experimented on BraTS2021 MRI multi⁃
modal 3D brain tumor dataset and LiTS2017 liver tumor CT 3D dataset. The accuracy of the improved model is 86.54% and 
88.07%, respectively; in the brain tumor dataset, the Dice evaluation indexes of the enhanced tumor, all tumors, and tumor 
core region reach 83.67%, 88.79%, and 85.28%, which are improved by 3.38, 2.85, and 1.62 percentage points, respectively, 
compared with the U-KAN network; in the liver tumor dataset, the liver and tumor region’s Dice evaluation index reached 
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91.36% and 84.77%, which were improved by 1.69 percentage points and 1.02 percentage points, respectively. The experi⁃
mental results show that the model improves the effect of 3D tumor image segmentation significantly.

Key words:　3D image segmentation; multi-angle; dual-channel; self-attention; labeled region reinforcement

1　引言

随着智慧医疗的发展，医学影像分割逐渐在其中

发挥重要作用 . 精准、快速地分割影像中的病灶能够为

诊断与治疗及时提供病情信息，也为自助医疗与远程

医疗提供理论支持，例如自动化无人门诊、远程微创手

术等现代医疗手段［1］. 因此，准确有效的分割算法对智

慧医疗的发展具有重要意义 .
传统分割方法大多基于二维影像，二维影像是由

三维影像通过切片操作制作而来，这种操作会造成大

量的原始影像信息丢失 . 因此，将三维影像作为网络输

入数据能够有效保留影像中标签的原始信息 . 然而，三

维影像输入造成的结果是网络参数的大幅增加，导致

运算成本大幅提高［2，3］. CM-UNet［4］通过使用大卷积核

来提高感受野的方法降低参数量，该模型使用多尺寸

卷积核并行组成解码器通道，从而获得多尺度感受野 .
但是这种改进会导致原始影像中的细节特征丢失，降

低标签特征的利用率 . Wang 等人［5，6］提出通道模型解

决了这一问题，该模型通过使用不同尺寸的卷积块同

时对图像特征进行提取并加权融合，使得在扩大感受

野的同时兼顾了模型对细节特征的提取能力，但是这

种方法的分割精度却并不理想 .
注意力机制的出现为网络性能的提升提供了全新

思路［7，8］. Zhang等人［9］提出了门控注意力机制，在跳跃

链接部分添加加权门控融合机制，改善了网络对标签

细节信息的提取能力；Varshaneya等人［10］提出通过在通

道注意力机制中加入残差网络，改进其中的桥连接结

构，提高了注意力机制对网络解码时的指导作用；Dao
等人［11］为缓解GPU（Graphics Processing Unit）计算缓慢

问题，提出了 FA（Fast Attention）分块注意力机制用以

减小GPU的HBM与 SRAM之间的内存读写次数 . 虽然

现有注意力机制能够有效获取解码层输出特征图像的

特征信息，但是对于标签像素占比较低的医学三维影

像却效果有限 .
最近，KAN（Kolmogorov-Arnold Networks）模型［12］的

出现为三维影像分割开辟了新的方法 . KAN 模型将传

统 MLPs（MultiLayer Perceptrons）当中的线性权重替换

成B样条函数，这一改动使得模型在计算速度、精准度

与可解释性上更胜MLPs. 通过与传统U型网络结构相

结合，Moradzadeh 等人［13］提出了 U-KAN 模型被使用在

医学影像分割领域，通过独创的KAN-Layer替换传统的

卷积模块与解码模块，使得模型在二维影像分割中取

得了不错的效果 . 尽管U-KAN模型对二维影像的分割

效果已经达到了一定标准，但是对于输入三维影像的

3D U-KAN模型的表现却并不理想，结合模型特点与分

割原理进行分析后发现，影响分割精度的主要原因为网

络特征提取模型单一，对于原始影像的细节特征利用不

足，网络整体过分依赖KAN模型的拟合能力，这些问题

极大地影响了网络在对三维影像进行分割时的精准度 .
基 于 以 上 问 题 ，本 文 提 出 了 DMR-KAN（Dual-

channel&Multi-scale Resnet KAN）模型 . 首先，为了增强

KAN 模型对三维影像的拟合能力，本文模型设计了一

个三维多角度特征提取KAN模块来提升网络线性拟合

部分的拟合能力；紧接着，为了解决网络特征提取方式

单一导致的特征利用率差的问题，本文设计了多尺度

残差卷积模块与前者组成双通道，两者并行对原始影

像进行特征提取，以加强网络编码部分对原始影像特

征信息的利用率，从而提高网络的分割能力；此外，本

文设计了多角度自注意残差模块，通过自我强化注意

力机制，生成标签对应区域的强化权重三维矩阵，以强

化由每层提取出的不同尺寸特征图中肿瘤的空间特征

与位置信息；最后，在损失函数部分，本文使用 Dice 损

失与 L2正则化损失函数的加权损失函数，通过利用不

同深度网络输出的特征图与分割结果计算损失后加权

相加，有效改善网络加深导致的深层特征图信息丢失

的问题 . 本文模型在公开数据集 BraTS2021 MRI 多模

态三维脑肿瘤数据集与 LiTS 2017肝肿瘤 CT三维数据

集中进行验证 .
2　方法

DMR-KAN 模型主要包括以下几个部分：（1）三维

多角度特征提取 KAN 模块（Multi-angle Feature Extrac⁃
tion KAN，MFE-KAN），作为线性拟合通道的特征提取

模块，主要作用是利用其优秀的可解释的线性拟合方式

对原始三维影像中的特征进行高效提取；（2）基于双通

道特征提取的方法，本文设计了一个多尺度残差卷积模

块（Multi-scale Residual Convolutional module，MRC），用

于对原始影像信息进行多尺度卷积特征提取并与MFE-

KAN 组成双通道编码层；（3）多角度自注意残差模块

（Multi-scale Self-attention Residual module，MSR），将该

模块放在每一个双通道编码层与解码层的跳跃连接部

分，用于强化提取特征图中的肿瘤位置信息及其细节特

征 . DMR-KAN 的模型结构与概述如图 1 所示 . 在本节

中，将进一步对网络结构及各模块进行详细阐述 .
2. 1　三维多角度特征提取KAN模块

在传统的三维影像特征提取网络中，往往采用单

一角度或从单一方向对原始影像进行特征提取［14~16］，
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在现有的KAN模型相关的分割网络中也是如此 . 这种

单一的特征提取方式会令标签边缘的细小特征随着网

络的加深、特征图像分辨率的减小而丢失，从而使得网

络对标签细节特征的提取能力减弱，最终影响网络的

分割精度 . 为了解决这个问题，本文设计了三维多角度

特征提取KAN模块（MFE-KAN），以实现对三维影像的

多角度特征建模 . 该模块在保留了KAN模型强大的线

性拟合建模与推理能力的同时，充分利用原始特征信

息对网络参数的传播进行指导，保证了网络对细节特

征的保留能力，有效提升网络的分割精度 .
如图2所示，该模块的主干部分由多角度残差KAN

模块并联构成 . 在网络对特征提取时，多个多角度残差

KAN模块并行对 3D特征图像进行建模，每个模块分别

从三维特征图的 3个维度（H，W，D）对特征图进行特征

提取，得到 3个不同角度的特征矩阵，并在最后进行自

注意加权融合 . 在融合模块部分，使用由多角度残差

KAN模块拟合得到的二维特征向量经过归一化与平均

池化计算，得到每一组向量的动态权重，以完成多层特

征向量的加权融合 . 假定 3D 输入特征图 F 的尺寸

IÎRB ´C ´H ´W ´D，其中 B 为批次，C 为通道数，在经过本

模块后尺寸变为 I ′ÎRB ´ 2C ´H/2 ´W/2 ´D/2. 然后，F 与 MRC
模块的输出相结合后，被送入下采样层与MSR模块中 .
对于任意一个多角度残差KAN模块均可以被定义为以

下公式：

F͂ mp

n =Norm (KAN (Flatten (Fn ) ) ) （1）
F mp

n =DW (Reshape ( F͂ m
n +Norm (Flatten (Fn ) ) ) )   （2）

其中，Fn 代表由第 n 层解码器输出的三维特征图，

F mp

n ( )pÎ[1m] 表示任意多角度KAN模块编码后的二维

特征向量 . Fn 在沿某一方向平展后送入 KAN 模块，得

到经由建模后的二维特征矩阵与原始输入矩阵进行残

差链接，这种方式在有效提取特征图中的标签信息特

征的同时，最大程度地保留了原始特征信息，确保了网

络深层传播时保有足够的特征信息来指导深层网络的

参数 . 经过 KAN 模块后，将得到的二维特征向量矩阵

重新整形成原始尺寸的三维特征图并经过一个卷积核

大小为 3的双卷积模块 . 同时，将二维向量利用全局平

均池化得到一个自注意权重，将整形得到的三维特征

图与自注意权重相乘，最终获得单维度的自注意加权

三维特征图，多个模块输出的三维特征图将被融合成

一个特征图送入下层编码器中，该过程具体被定义为

F ′n =∑m

AvgPool ( F͂ mp

n ) ´ F mp

n （3）
其中，F ′n 代表经过加权多角度特征融合后的输出三维

特征图 .
2. 2　多尺度残差卷积模块

传统卷积分割网络采用单通道输入模式对原始三

维特征图进行特征提取［17~19］. 近期，U-Mamba［20，21］与U-

KAN 将输入的三维影像通过平展与标记操作，将三维

数据变为二维特征序列后作为输入进行特征提取，这

种方法在兼顾上下文信息的同时充分利用了特征图当

中的全部信息对建模进行指导 . 这种降维—提取—重

建的建模方法虽然展现出不错的分割效果，但是这种

方法不仅未考虑到标签部分的三维空间特征信息对分

割精度的影响，甚至原始影像中大量的背景干扰信息

也在很大程度上影响了二维序列信息的有效性 . 而传

图1　DMR-KAN的模型具体结构
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统的卷积方法与上述方法相比，卷积操作能够有效提

取特征像素块周围的空间特征信息并在核区域进行特

征融合，使得卷积后每个体素中包含对应卷积核大小

的空间特征信息的同时，卷积操作方式有效压缩了背

景标签的体素占比，在很大程度上增强了网络的鲁棒

性 . 基于上述理论，本文设计了一个多尺度残差卷积模

块（Multi-scale Residual Convolution module-Block，MRC-

Block）用于空间特征提取，同时设计了 3个动态权重对

从不同卷积核得到的特征图进行动态加权，之后将各卷

积通道得到的特征信息进行点乘后对MFE-KAN得到的

特征图像进行指导，从而使每层解码器输出的特征图像

获取更多特征信息 . MRC-Block具体结构见图3.

当三维特征图输入进本模块时，3个不同尺寸的卷

积模块同时对三维影像并行处理，得到 3个不同感受野

的特征图后，将三者通过加权融合得到多尺度融合特

征图 . 在进行特征图融合时，选择使用矩阵点乘的方式

对三维特征矩阵进行特征融合，这种融合方式使得标

签区域与背景区域的特征值差距拉大，这种差距会在

后续的激活函数与归一化操作当中进一步扩大，使得

特征图包含的标签边缘信息能够有效传递到下层编码

器当中，具体流程可由以下公式表示：

FnConv(123)
=ReLU ( )Conv(357)( )NL(Fn ) （4）

-
F ′n = α1 FnConv1

⊗ α2 FnConv2
⊗ α3 FnConv3

（5）
-
Fn =NL ( )ReLU ( )Conv3 ´ 3 ´ 3 (

-
F ′n ) （6）

其中，Fn 为逐层解码器的输入特征图；αn 作为超参数，

为通道融合的自适应加权权重，其初始值为 1且与网络

的精准度相关 . 在网络训练前期，网络的精准度往往取

决于网络对肿瘤标签整体的识别程度，此时大卷积核

带来的大感受野体素能够使得网络更快地识别出肿瘤

整体的大致区域，以加快前期的网络精度的提升速度 .
所以在训练前期，α3 将会增大以引导网络快速确定肿

瘤大致区域，而α1则会有所下降以降低权重 . 为了弥补

α1 下降可能导致的细节特征丢失过重从而影响 MFE-

KAN的特征提取能力，此时α2会适当上升进行补偿，从

而使卷积网络能够使用自身获取的肿瘤区域信息对

MFE-KAN进行指导的同时，不会因细节信息丢失过重

而产生负反馈 .
在网络训练后期，肿瘤标签的整体区域已被大致

划分出来，此时精度的提升则取决于网络对标签边缘

细节分割能力的强弱，对标签边缘细节的分割能力越

强，网络最后的分割精度就越高 . 此时小卷积核对标签

边缘的特征提取能力可以有效提升网络对标签边缘的

分割能力 . 依照上述原理，随着网络精度的逐渐提升，

α3 会逐渐下降而 α1 则逐渐增加以达到细节特征提取的

要求 . 而此时大小为 5 的卷积核在细节特征提取方面

则会弱于大小为3的卷积核，所以此时令α2逐渐下降以

增加 α1 在三者中的权重占比 . 根据网络训练时的精准

图2　三维多角度特征提取KAN模块结构

图3　多尺度残差卷积模块
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度，动态调整 αn 的相应数值，有效匹配网络在训练不同

阶段的需求 . 各参数具体自调节曲线如图4所示 .
2. 3　多角度自注意残差模块

随着网络层数的加深，原始三维影像会因为卷积

与下采样等操作令尺寸逐渐减小，使得每一个体素的

感受野增大，从而导致特征图中标签的细节信息模糊、

缺失［22，23］. 此时，在U型网络的跳跃链接中加入注意力

机制［24，25］成为了当下的最优解决方法 . 合适的注意力

机制能够充分利用编码器输出图像的特征信息，大幅

改善因为上采样中线性插值操作导致的特征信息恢复

偏差问题 . 在以往设计的注意力机制中，对于同一网络

中不同深度的跳跃链接层往往采用同一个注意力模

块，但是同一种注意力模块并不能适合每一种尺寸的

特征图 . 基于此问题，受通道注意力与区域加权思想的

启发，本文提出了多角度自注意残差模块，针对不同深

度、不同尺寸的特征图设计了不同的注意力模块 . 具体

结构如图5所示 .

2. 3. 1　多角度加权融合注意力模块

传统 U 形网络中，解码器中的上采样模块采用线

性插值的方法使特征图逐渐恢复至原始尺寸［26，27］. 然

而，无论是双线性插值还是三线性插值，其本质方法是

根据相邻体素的特征值与应恢复的尺寸要求计算插入

数值的个数与具体值，这种方法在深层网络的小尺寸

特征图中更占优势 . 但是在浅层网络中，肿瘤的不规则

性与边缘无序性，线性插值往往会导致原始特征的丢

失，从而造成精准度下降 . 为了解决浅层网络中大尺寸

特征图的恢复问题，本文设计了一个多角度加权融合

注意力模块（Multi-angle Weighted Fusion Attention mod⁃
ule，MWFA）. 该模块的主要功能是缓解大尺寸特征图

中肿瘤区域占比过低、肿瘤边缘形状复杂无序而导致

的特征图恢复效果差的问题，在图 5（a）中对模块结构

进行了展示 . 首先，该模块接收来自浅层编码器的特征

图像F C ´H ´W ´D
N 并将图像分别沿 3个不同的角度H、W、D

划分为K个区域 ( )KÎGCF ( )H、W、D ，之后模块会对各

个区域进行平均池化操作，得到 3 组二维权重参数矩

阵 . 接下来，将权重参数矩阵归一化并恢复成与输入特

征图尺寸相同的参数矩阵，将 3组矩阵按同一角度逐元

素相乘，再将其归一化并经过 Sigmoid激活函数得到最

终的权重矩阵后，与初始输入矩阵相乘，放大特征图中

的肿瘤部分特征值来指导解码器输出的特征图 . 以  H 

方向为例，具体操作由以下公式表示：

γ i
H =AvgPool (F

C ´
H
K

´W ´D

N ) （7）
γH =Concat (γ1

H γ
2
H γK

H ) （8）
其中，γ i

H 表示原始特征图 F C ´H ´W ´D
N 按照 H角度依次分

为 K 个区域后，经由平均池化得到的二维权重参数矩

阵 . 将所得的 K 个二维权重参数矩阵进行拼接得到初

始三维权重矩阵 γH，之后对初始三维权重矩阵进行归

图4　自调节权重随精度变化曲线

(a) 多角度加权融合注意力模块 (b) 多尺度自注意权重模块

图5　多角度加权融合注意力模块和多尺度自注意权重模块结构
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一化，强化每一个区域的特征值用以反映区域内标签

的具体位置信息 . 在初始三维权重矩阵的尺寸复原后，

将 3个不同角度下的权重矩阵逐元素相乘，经过数据处

理模块后得到一个空间注意力权重矩阵，具体流程

如下：

AttnC ´H ´W ´D
(HWD) = Sigmoid (Norml (Reshape (γ(HWD)) ) ) （9）

Attn′C ´H ´W ´D

=AttnC ´H ´W ´D
H ⊗AttnC ´H ´W ´D

W ⊗AttnC ´H ´W ´D
D （10）

AttnC ´H ´W ´D = Sigmoid (Norml (Attn′C ´H ´W ´D ) )    （11）
其中，AttnC ´H ´W ´D

(HWD) 代表每个角度下的三维权重矩阵，

将三者进行逐元素相乘并进行特征数据处理，得到空

间注意力权重矩阵AttnC ´H ´W ´D.
2. 3. 2　多尺度自注意权重模块

对于深层网络，多次下采样操作会不可避免地令

特征图尺寸大幅减小（不足原始影像 10%），此时极易

引起肿瘤细节信息模糊、缺失等问题 . 为解决此问题，

本文设计了一个多尺度自注意权重模块（Multi-scale 
Self-attention Weight module，MSW），该模块充分利用

了小尺寸特征图中的全部信息，并以此为基础生成基

于不同尺度下的权重矩阵对标签区域进行加权强化，

这种方法有效解决了传统注意力机制对深层小尺寸

特征图处理能力有限的问题，模型具体结构如图 5（b）
所示 .

模型的输入来自深层网络编码得来的小尺寸特征

图，将特征图并行送入不同角度（H，W，D）的自注意残

差模块，该模块包括一个 token&平展层、归一化层、Soft⁃
max 函数层以及一个二维卷积残差链接 . 以角度 H 为

例，三维特征图送入自注意残差模块后被平展成一组

二维特征值序列，同时记录下对应特征值原始位置以

便后期尺寸还原 . 之后，二维特征值序列经过归一化层

与 Softmax函数，此时二维特征值序列变为一组与初始

特征信息具有高度关联的二维权重矩阵 . 将二维权重

矩阵与二维卷积残差链接中得到的原始二维序列对

应相乘，这种操作不仅能够放大标签位置的上下文信

息，还能充分保留标签的原始特征信息，有效避免信

息干扰与特征过拟合问题 . 最后，将从不同角度得到

的二维权重矩阵相乘得到多角度二维权重矩阵 . 将多

角度二维权重矩阵整形并与原始特征图逐元素相乘

得到最后的输出，输出的结果用以指导上采样时的特

征恢复 . 该模块有效改善因线性插值采样与小尺寸特

征图带来的语义信息丢失和恢复误差，具体可由下述

公式表示：

f ′n =NL( )HWD ( token (Fn ) ) （12）
f ( )HWD

n = Softmax ( f ′n )*Conv ( )token(Fn ) （13）
上式表示的是输入的三维特征图以某一角度转换

为二维权重矩阵的过程，3个不同角度的二维权重均按

照上述公式得到 . 其中，f (HWD)
n 代表这 3组不同的二维

权重序列 . 之后，将 3组权重序列相乘并整形成原尺寸

三维自注意权重矩阵并与原始特征矩阵相乘，得到模

型输出，具体流程如下：

βH ´W ´D
n =Reshape ( )Õ( f H

n f w
n f d

n ) （14）
F B ´C ´W ´H ´D

AttnOut = Fn⊗ βH ´W ´D
n （15）

其中，βH ´W ´D
n 代表三维自注意权重矩阵 .

3　实验结果

3. 1　数据处理及参数设置

本次实验采用 BraTs 2021 MRI 脑肿瘤数据集与

LiTS 2017肝肿瘤CT三维影像数据集作为实验数据集 .
脑肿瘤数据集中包含1 251张240 × 240 × 155的脑肿瘤

核磁共振影像，数据集中的标签包含 flair、t1ce、t1和 t2
这 4种模态的三维影像；肝肿瘤数据集中包含 131例肝

肿瘤三维 CT 影像，数据集中标签包含背景区域、肝脏

区域与肿瘤区域，3种区域分别以 0、1和 2在 label中进

行标记 .
数据集预处理中，首先对脑肿瘤数据集进行处理，

将图像进行反转与随机旋转等增广操作，扩大数据集

容量的同时加强网络对各种形态肿瘤的分割能力，增

强网络的抗扰能力 . 其次，MRI数据集存在背景区域过

大，标签体素占比过低等类不平衡问题，因此在数据集

部分采取对数据集边缘的黑边进行修剪，将图像裁剪

为 160 × 160 × 128，提升有效区域在图像中的占比，有

效缓解了部分标签的类不平衡导致的网络训练中止、

精度不提升等问题 .
在肝肿瘤数据集预处理中，首先对全部数据进行

数据清理，剔除残缺与像素不匹配的影像 5张；其次对

影像进行中心切割操作，在减小影像大小的同时有效

增加肿瘤标签区域占比；然而，数据集中各影像尺寸中

深度（即 D 维度）不一（D∈［75，598］），因此在裁剪过程

中，通过标签数据判断标签区域所在深度范围并裁剪，

之后再通过裁剪或补零的方式将深度调整至最近的 2
的幂次数，以此保证网络在上采样时尺寸对齐，最终将

影像大小裁剪至（448，448，2n）.
最后对 2种数据集进行分类，按照 6∶3∶1的比例将

其分为训练集、验证集和测试集对网络进行训练与验

证 . 基于以上数据集，本次实验模型使用Python对模型

进行构建，在NVIDIA RTX 4070 TI Super上进行训练与

调试 . 训练时，模型的学习率设置为 0.001，每次训练图

像为 16 张，批次为 2，迭代次数为 100，优化器选择

Adam 优化器，用验证集和测试集验证与评估模型

性能 .
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3. 2　损失函数

在医学影像分割领域中，Dice Loss 是常用于评价

网络分割效果的一种损失函数，尤其是对多标签分割

任务的图像分割效果显著，其公式如下：

DiceLoss = 1 -
2 || X Y

|| X + ||Y
（16）

其中，X 为实际标签像素点，Y 为对应标签的预测像素

点 . 但是 U 型网络特征导致的不对称监督造成了部分

细节特征损失，使得 Dice 损失函数在反向传递时在特

征保留方面受到一定限制 . 为解决这个问题，本文除了

设计上述的模块来缓解细节特征损失外，在 Dice 损失

函数的基础上，引入逐层 L2正则化损失函数［28］与加权

相加 Dice，得到新的损失函数作为本文模型训练时的

损失函数 .
首先提取编码器每一层输出特征图并对其进行随

机通道选择，保证得到的特征图尺寸与输出特征图经

过最大池化后的特征图尺寸一致，并将两者进行 L2正

则化计算得到逐层L2正则化损失函数，具体描述如下：

LELL =
1

N × I ∑
n = 1

N - 1∑
i~I

 SRC ( )F i
n -MaxPool ( )Fout

2   （17）
其中，F i

n 代表解码器每一层输出的特征图（E 1
1，E 2

1，…， 
E n

1），SRC表示对 F i
n 在通道维度进行随机选择操作，得

到的特征图像与经过最大池化所得到的图像尺寸一

致，Fout代表网络最终的输出特征图，LELL则表示上述两

者经由L2正则化计算后得到的损失函数 .
此外，为了充分利用浅层特征信息从而解决信息

利用率问题，在损失函数中增加不同深度特征图的正

则化损失函数来平衡由于反复卷积所带来的细节特

征信息丢失问题 . 将输出特征图浅通道特征与深通道

特征分开后进行 L2正则化计算，这种计算方式能够有

效地将浅层特征信息用于深层特征信息分割指导上，

从而提升浅层信息利用率并有效解决由于不对称监督

学习所带来的上下文信息不对称的问题，具体表示

如下：

LCQR =
1

N × I ∑n = 1

N ∑
i~I

 F̂ i
n -
-
F i

n

2

（18）
其中，F i

n 代表第 n层的每一张输出特征图，F̂ i
n 代表深通

道特征，
-
F i

n代表浅通道特征，LCQR表示两者经由L2正则

化计算后得到的具有浅层特征指导信息的损失函数 .
通过这种方式能有效解决信息利用率和解决信息不对

称的问题 .
基于上述公式，得到最终加权正则化损失函数具

体表示如下：

LDWL =DiceLoss + α1 LELL + α2 LCQR （19）
其中，α1 与 α2 均为可调节权重，可随反向传播效果进行

调节 . LDWL 表示经由 DiceLoss 与前两者加权得到的最

终损失函数 .
3. 3　实验结果

3. 3. 1　对比试验

2组数据集中共包含 5种标签，分别为脑肿瘤中的

肿瘤区域（WT）、肿瘤核心（TC）以及增强肿瘤（ET）和肝

肿瘤中的肝脏（Liver）和肿瘤区域（Tumor）. 因此，在对

网络模型的分割性能进行评价时，不仅要对网络分割

的精准度进行对比，还应该计算数据集中每种标签的

Dice 分数以反映网络对肿瘤各部分的分割能力，具体

对比实验数据见表1，加粗数据为本文结果 .
实验数据表明，本文提出的DMR-KAN在精准度与

各标签的 Dice 分数 2 种评价指标中均有显著提升 . 在

脑肿瘤数据集中，网络精准度相较于传统注意力机制

网络 Attention-Unet与最新双通道网络 DE-Unet分别提

升了 8.75个百分点与 6.05个百分点 . 其次，实验中将本

文网络与较新的 Swin-Unet、U-KAN、SegMamba 进行对

比，不仅在精准度上相较于新网络有一定提升，而且在

各标签的 Dice 分数上也有显著提升，以分割难度最大

的肿瘤核心区域（Tumor Core，TC）的 Dice分数为例，本

文网络相较于三者分别提升了 4.89、1.62和 0.52个百分

点，而与本文的基础网络（base model）——U-KAN网络

相比，精准度上提升了 3.25个百分点，各标签的Dice分
表1　DMR-KAN与其他模型的对比实验数据 单位: %

模型

nn-unet(2021)[29]

Attention-Unet(2021) [30]

Trans-Unet(2024)[31]

DE-Unet(2023)[32]

Swin-Unet(2023)[33]

U-KAN(2024)
SegMamba(2024)[34]

DMR-KAN

BraTs 2021
精准度

77.67
77.79
78.83
80.49
82.55
83.29
84.37
86.54

Dice分数

ET
77.09
77.64
78.06
78.94
79.21
80.29
80.67
83.67

WT
79.41
78.91
79.67
79.91
83.06
85.94
86.90
88.79

TC
76.33
76.13
76.57
77.17
80.39
83.66
84.76
85.28

LiTS 2017
精准度

76.66
78.56
80.74
82.67
85.88
86.71
87.35
88.07

Dice分数

Liver
80.82
82.96
84.79
86.17
88.84
89.67
90.73
91.36

Tumor
72.49
74.16
76.68
79.17
82.91
83.75
83.96
84.77
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数分别提升了3.38、2.85和1.62个百分点 .
在肝肿瘤数据集中，尽管数据集容量仅有 126张，

但本文网络依旧表现出了良好的分割效果 . 首先在精

准度方面，本文网络相较于U-KAN与SegMamba，分别提

升了 1.36个百分点和 0.72个百分点，与 Swin-Unet相比

更是提升了2.19个百分点，这反映出本文网络对于小数

据集的学习能力与泛化能力的优越性 . 其次对于各标签

Dice分数，本文模型对肝脏与肝肿瘤的分割精度在对比

模型中达到了最高，分别是 91.36%、84.77%.相比于 U-

KAN模型提升了1.69个百分点和1.02个百分点 .
通过数据分析可以得出，与单通道输入的新网络

相比（U-KAN 等），本文提出的三维多角度特征提取

KAN 模块与多尺度残差卷积模块组成的双通道输入，

有效提升了网络特征提取能力，很大程度上改善了

KAN 模型特征提取模型单一，对于原始图像的细节特

征利用不足等问题 . 而与新型多角度特征提取网络

SegMamba相比，本文模型在精准度与各项Dice分数上

依旧具有一定优势，分析原因为本文所使用的注意力

机制有效改善了网络上采样恢复过程中的部分问题 .
此外，从各标签Dice分数也可以看出，本文提出的针对

不同深度的注意力机制，有效改善了网络在跳跃链接中

对解码特征图像信息利用率低、线性插值的局限性、肿

瘤标签定位不准确、肿瘤边缘特征不规律、肿瘤细节信

息提取不足等问题带来的肿瘤核心部分分割效果差的

问题，很大程度上改善了网络对标签细节部分的提取能

力不足的问题，大幅提升了网络的精准度与分割能力 .
上述对比实验验证了本方法的性能优势，为进一

步展示分割效果，本文选择了标签种类更多且模态更

为复杂的脑肿瘤影像可视化分割结果与特征效果图，

如图 6与图 7所示 . 在脑肿瘤分割结果图中，第一行为

原始影像切片，第二行为标签影像对应位置切片，第三

行为分割效果图对应位置切片，切片位置选择包含标

签信息更多的肿瘤中心位置，这样更有利于展示网络

的分割能力 . 具体来说，网络对肿瘤整体的分割程度与

原标签相比，整体形状与标签边缘的曲线走向相似 . 而

且对于部分边缘细节部分，例如第一列中绿色标签上

方的小突出，本文网络能够有效识别并进行边缘标注 .
但对于边缘区域复杂的标签部分，例如第五列中标签

右下部分，这种边缘走向复杂且无规则的区域网络的

分割能力有所欠缺，但是依旧能够对边缘部分的走向

进行准确预测 .
为了直观展现网络分割的具体过程，特征效果图

选择了浅层网络输出的特征图，这样既能够直观地表

现出网络对各标签的分割过程，又能展现出网络在分

割时对不同模态特征图的处理方式 . 从图 7可以看出，

网络在对特征提取时，不同通道根据不同模态的特征

图所展现出的独特特征对肿瘤区域进行分割，从特征

图中可以清晰观察到，浅层网络对不同模态（T1、T2、
Flair）的响应具有显著差异性 . 例如，T2加权像的高信

号区域在特定通道中被强化为亮色特征，而 Flair 序列

的病灶边缘则在其他通道呈现环状激活模式 . 但是在

这些特征图中发现，部分通道会出现无任何特征的全

黑特征图，通过对网络进行分析发现，这种情况出现的

原因与输出通道数的超参数设置有关，网络最终输出

图像的通道数为 3，且在计算损失函数时并未计算标签

为 0的区域，这使得网络在编码过程中将除肿瘤外的部

分均识别为背景，所以会出现全黑特征图的情况 .

综合上述所有实验的数据与分析，本文提出的改

进网络与 U-KAN 网络相比，在精准度与细节分割能力

都有显著提升 .
3. 3. 2　消融实验

为了验证本文提出模块的对网络的精准度与分割

能力提升的有效性与合理性，本文设计了相关的消融

实验 . 对本文提出的 3 个模块分别进行了不同类型的

验证实验 . 首先，本文对 3 种改进模块进行了消融实

验，将 3种模型分别添加到原始模型中得出相关评价指

标并进行对比，具体实验的验证模型与评价指标见表2，

注：第一行为原始影像切片，第二行为标签影像，第三行为分割效果图 .
图6　DMR-KAN网络分割脑肿瘤效果

注：T2标签分类如图中(2)和(4)，T1标签如图中(5)和(6)，Flair标签如图

中(1)和(4)，其余图像以不同增强方式区分各标签 .
图7　DMR-KAN网络分割脑肿瘤特征可视化
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其中加粗数据为最优结果 .

通过实验对比，本文提出的 3种模块与初始网络相

比，在 2组数据集中精准度分别提升了 3.25个百分点和

1.36个百分点 .在脑肿瘤数据集中，各标签的Dice分数

提升了 3.38、2.85 和 1.62 个百分点 . 其中，当只添加

MFE 模块时，在精度与各标签的 Dice 分数上提升并不

明显，但是在添加了卷积双通道输入后，虽然网络精准

度提升了 0.16 个百分点，但是 ET 与 TC 的 Dice 分数却

有所下降 . 根据原理分析，卷积网络对占比较大标签的

细节部分处理能力要优于小标签，这一问题在肝肿瘤

的实验数据中也有体现 . 就小标签而言，随着卷积编码

层数深入，特征图尺寸下采样变小导致细节信息丢失

严重，此时合适的注意力机制对于小占比标签的细节

恢复起到了尤为重要的作用 . 因此在添加了注意力机

制之后，在 2 组数据集中不仅网络精度分别提升了

0.77 个百分点和 0.28 个百分点，而且脑肿瘤数据集中

3 种标签与肝肿瘤中的 2 种标签的 Dice 分数均有大幅

提升 . 与基础网络相比各项对比指标提升明显，有效说

明了本文设计的注意力模块有效改善了初始网络存在

的部分问题，尤其是网络对于占比极小的标签（如 TC
和 Tumor）分割能力差所导致的整体精准度的问题，大

幅提升了网络的精准度与分割能力 .

其次，为了验证本文提出的 2种分层注意力机制对

网络的影响，在消融实验部分，本文对 2种注意力模块

的使用场景与可调节参数K的数值设置分别进行了消

融实验，通过在不同深度的跳跃链接中添加注意力机

制与本文网络进行消融实验，对比相关改动网络的精

准度与各标签 Dice 分数，从而验证分层注意力机制设

计的有效性与必要性 . 除了验证注意力机制的有效性

外，在网络训练的过程中发现，在双通道改进网络中添

加本文的新型注意力机制后，网络的训练速度也有所

提升 . 因此在对比试验部分，本文添加了一个新型注意

力模块对网络迭代次数影响的对比试验 . 具体网络对

比模型与评价指标见表 3~表 5，其中表 3和表 5中加粗

数据为最优结果 .

实验中的评价指标反映出，针对不同深度的跳跃

链接添加相应的注意力机制（MWFA 与 MSW），有效提

升了网络对图像中肿瘤各标签的分割能力 . 在脑肿瘤

数据集中，本文网络相较于使用单一注意力模块在

精准度上平均提升了 0.85 个百分点与 1.38 个百分点；

在标签 TC 部分中的 Dice 分数提升了 1.04 个百分点与

1.43个百分点 . 值得注意的是，相较于没有添加注意力

机制的双通道网络（MFE-KAN+MRC），添加 MSW 后评

价指标整体有所下降，经分析得出，原因是 MSW 的自

注意机制更适用于深层的小尺寸特征图对上采样特征

图像进行加权与监督，而在浅层中使用该模块，会导致

大量的无用信息（背景标签）影响自注意权重，从而使

得来自编码器的特征图像在跳跃链接中失去指导意

义，导致跳跃链接环节对上采样特征图产生错误监督

的问题，使得添加注意力机制的网络在分割能力上与

初始网络相比较差 .
在肝肿瘤数据集中，网络性能情况与脑肿瘤中的

表现一致 . 本文网络相较于单一注意力网络均有提升，

而在没有添加注意力机制的双通道网络（MFE-KAN+
MRC）中添加 MSW 后，相较于 MFE-KAN+MWFA 的单

通道组合评价指标整体略有下降，根据模块原理与现

表2　基于原始KAN网络添加本文改进模块后的评价指标数值

单位: %
改进模块

MFE-

KAN
U-KAN

(base model)
√√
√√
√√

MRC

√√
√√

MSR

√√

BraTs 2021
精准

度

83.29
85.61
85.77
86.54

Dice分数

ET

80.29
82.83
82.59
83.67

WT

85.94
87.95
88.19
88.79

TC

83.66
84.71
84.65
85.28

LiTS 2017
精准

度

86.71
87.55
87.79
88.07

Dice分数

Liver

89.67
90.44
90.88
91.36

Tumor

83.75
84.26
83.81
84.77

表3　2种注意力模块使用在不同深度下的网络性能指标   单位: %

模型

仅使用MWFA
仅使用MRC+MSW

DMR-KAN

BraTs 2021
精准

度

85.69
85.16
86.54

Dice分数

ET
82.75
82.16
83.67

WT
87.35
87.07
88.79

TC
84.24
83.85
85.28

LiTS 2017
精准

度

87.53
86.91
88.07

Dice分数

Liver
90.47
89.87
91.36

Tumor
84.33
83.26
84.77

表4　添加注意力模块对网络训练及相关参数的影响

指标

最优精度/%
训练代数/

epoch
训练时间/h
参数量/M
运算次数/
GFLOPS

MFE-KAN
(BraTs)
85.61
100

23.34
3.29

276.81

DMR-KAN
(BraTs)
86.54

80
16.57
3.85

316.05

MFE-KAN
(LiTS)
87.55
350
17.5
3.29

27.64

DMR-KAN
(LiTS)
88.07
200
10.0
3.85

32.34

表5　不同K值下MSR对网络分割性能的影响       单位: %
参数

( )KÎGCF(H、W、D)

K=2
K=4
K=8

K=16

BraTs 2021
精准

度

85.27
85.67
86.54

84.31

Dice分数

ET
81.59
82.21
83.67

81.67

WT
87.47
86.90
88.79

85.71

TC
84.65
84.70
85.28

83.48

LiTS 2017
精准

度

85.91
87.16
88.07

75.61

Dice分数

Liver
87.49
89.77
91.36

81.29

Tumor
81.71
83.36
84.77

70.37
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有数据分析原因发现，两种数据集中标签占比相似（预

处理后脑肿瘤中占比 5.56%，肝肿瘤中占比 6.5%），标

签的三维形态具有相似的特征信息，例如两者均为正

常组织包裹肿瘤区域 . 因此可以得知在肝肿瘤数据集

中的数据结果和下降原因与脑肿瘤一致 . 同时，从表 4
中可以发现，相较于原模型，添加注意力机制后模型参

数量与计算量分别提升了 19.48%与 14.49%，但同时也

不难发现，本文网络在脑肿瘤数据集中训练至 80个 ep⁃
och 时达到模型参数最优解且训练时间相较于原模型

降低 29.74%，而在肝肿瘤数据集中训练 200个 epoch达

到最优精度且训练时间降低了42.86%.
通过比较不难得出，本文提出的新型注意力机制

有效减少了模型的训练时间，经过对模型原理进行分

析得出，产生这一结果的原因是因为在解码层部分，上

采样图像得到了更为有效的特征指导权重矩阵，令上

采样中尺寸恢复环节的数据插入更为合理且符合原始

图像的特征信息分布 . 这一改动使得网络第一代的精

度得到提升，且在反向传播时，无训练参数的注意力机

制不会影响反向传播的计算速度 . 两者综合影响，使得

网络的训练速度得到提升 .
而添加注意力机制后可以发现，网络在肝肿瘤数

据集中的表现要优于脑肿瘤数据集，这种现象的出现

与数据集之间的不同有一定关系 . LiTS2017 经过预处

理后仅剩 126张，属于小样本数据集，因此单次训练所

需代数远大于脑肿瘤数据集 . 但是通过达到最优模型

所需时间不难看出，网络整体训练时间仅为 10 h 且精

度达到 88.07%，证明本文模型在标签占比极低的小数

据集上也展现出了良好的分割效果 .
本实验环节在最佳训练代数后继续对模型进行了

训练，而此时出现精度下降现象，这种情况的产生，极

有可能是模型因过度训练而产生的过拟合现象使得网

络精度开始下降 . 在合适的训练次数及时停止训练即

可解决此问题 . 综合以上结果与分析，本文提出的注意

力模块对网络的精度与训练参数的反向传播速度具有

一定的优化作用 .
至于注意力模块中超参数K的设置，从表 5中不难

看出，直接影响网络对肿瘤整体的分割能力，这一提升

具体反映在网络的精准度上 . 首先对于K值的选择，在

前文中已经提到，K应为三维影像尺寸的公因数 .
对于本文而言，K值的选择则在 2、4、8、16中产生 .

而由于注意力模块中的平均池化操作将K大小的三维

特征池化成一个二维权重数值，因此当K值选取不合适

时，极易导致因K值选择过大使得部分权重空间中由于

标签区域占比低，影响区域信息的增强效果，最终导致

网络整体精度降低，甚至网络分割表现弱于无注意力机

制的网络，即 MFE-KAN+MRC；或因 K 值选择过小使得

标签边缘区域权重不够，不足以令边缘信息得到强化，

从而影响网络分割性能 .试验结果表明，当K=8时，精准

度达到最高的 86.54%与 88.07%，且各标签的Dice分数

指标表现良好，根据此实验结果，本文将超参数K的值设

置为8. 最后，为了验证本文提出的多尺度卷积通道对网

络的性能提升效果，实验中将本文模型与多组双通道卷

积模型进行了对比，具体实验数据如表 6所示，其中加

粗数据为最优结果 .

通过实验数据可以发现，本文提出的多尺度残差

卷积模块与目前新型双通道卷积模块（DE-Net）对比中

具有一定领先，在 2种数据集中的精准度与各标签Dice
分数上均领先较多，证明了本模型的创新性与可行性 .
在横向对比实验的数据中可以看出，添加了动态调节

权重的精度与各标签的Dice分数相较于无权重模块有

明显提升，且前文中提及的 3种卷积核间的联动与互补

有效增加了本模块对数据中三维细节特征的提取能

力 . 根据上述分析结果，本文为多尺度卷积块设计的

动态权重有效改善了网络整体的分割性能 .

4　结论

在本文中，我们提出了适用于医学三维肿瘤影像

分割的DMR-KAN网络模型 . 在编码器部分，使用三维

多角度特征提取KAN模块与多尺度残差卷积模块并行

的双通道编码器对原始特征图进行编码，实现了标签

特征的高效利用，解决了网络对特征信息提取方式单

一、细节信息提取能力弱等问题，提升了网络对三维影

像整体的分割能力 . 此外，根据不同深度下编码器输出

特征图的不同尺寸，针对性地设计了多角度加权融合

表6　不同形态下的多尺度卷积模块对分割性能的影响  单位: %

模型

MRC

DE-Net

3*3*3
√√
√√
√√

无权重

5*5*5
√√

√√

7*7*7

√√
√√

BraTs 2021
精准度

85.63
84.19
86.54

77.63
80.49

Dice分数

ET
82.11
81.34
83.67

76.47
78.94

WT
87.46
86.28
88.79

78.28
79.91

TC
84.49
83.79
85.28

76.65
77.17

LiTS 2017
精准度

86.91
85.45
88.07

79.29
82.67

Dice分数

Liver
89.79
88.24
91.36

82.26
86.17

Tumor
84.33
83.53
84.77

76.34
79.17
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注意力模块与多尺度自注意权重模块 . 有效提升了浅

层网络对标签位置的定位加权能力与深层网络对标签

位置信息的提取能力，改善了网络对占比极小标签（如

本文数据集中的 TC 标签）的分割能力，同时提升网络

编码层输出特征图对解码层上采样图像的指导能力 .
在 2 种数据集中的实验表明，DMR-KAN对三维肿瘤影

像的分割具有良好效果，同时对小样本数据集与肿瘤检

查中常见模态的数据集分割任务具有出色的泛化性，尤

其对不同模态数据集中微小标签的识别效果显著，未来

将会从网络整体结构、多尺度卷积通道、多模态输入等

方面对网络进行优化，以提升泛化性与精准度 .
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