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摘　要：　情感识别是人机交互智能化的关键环节 . 脑电（ElectroEncephaloGram，EEG）信号因其蕴含丰富的生物

信息且难以伪装，成为情感分析的重要载体 . 然而，EEG信号特征复杂多变，且存在显著的个体间差异和时变性，导致

传统机器学习方法的情感分类准确率低、泛化能力差 . 针对这一挑战，本文提出了一种基于重构迁移子空间多视角领

域适应（Reconstructed Transfer Subspace based Multi-View Domain Adaptation，RTS-MVDA）方法 . 该方法将不同特征视为

独立视角，通过多视角学习探索各视角的独特性和重要性，并探索其互补关系 . 其核心在于将源域与目标域的多视角

数据投影到一个带有低秩约束的重构迁移子空间 . 在该子空间中，RTS-MVDA一方面利用重构项恢复原始数据信息，

并通过低秩表示保留主要判别信息；另一方面，RTS-MVDA实施线性变换对齐源域和目标域，减少领域间的分布差异 .
此外，RTS-MVDA构建多视角监督判别项和全局结构保持项，多视角监督判别项利用源域标签信息增强类内紧凑性和

类间分离性，全局结构保持项保持数据在迁移子空间中的全局结构分布，从而更有效地将源域的判别知识迁移至目标

域 . 在公开DEAP（Database for Emotion Analysis using Physiological signals）数据集上的实验验证表明：所提RTS-MVDA
方法在唤醒度和效价维度上分别达到了 73.15%和 72.91%的平均准确率，其Precision、Recall和F1-score指标均显著优

于相关对比方法，有效提升了跨被试EEG情感识别的准确性和泛化能力 .
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Abstract:　 Emotion recognition is the key link of intelligent human-computer interaction. Electroencephalogram 
(EEG) has become an important carrier of emotion analysis because it contains rich biological information and is difficult to 
disguise. However, EEG signal features are complex and changeable, and there are significant individual differences and 
time variability, which lead to low accuracy and poor generalization ability of traditional machine learning methods. To ad⁃
dress these challenges, this paper proposes a reconstructed transfer subspace based multi view domain adaptation (RTS-MV⁃
DA). This method regards different features as independent perspectives, explores the uniqueness and importance of each 
perspective through multi perspective learning, and mining their complementary relationship. Its core is to project the multi 
view data of the source domain and the target domain into a reconstruction migration subspace with low-rank constraints. In 
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this subspace, RTS-MVDA, on the one hand, uses the reconstructed items to restore the original data information, and re⁃
tains the main discrimination information through the low-rank representation; on the other hand, RTS-MVDA implements 
linear transformation to align the source domain and target domain, reducing the distribution difference between domains. 
In addition, RTS-MVDA constructs multi view supervised discriminant and global structure preserving item. The former us⁃
es source domain label information to enhance intra class compactness and inter class separation, while the latter maintains 
the global structure distribution of data in the migration subspace, so as to more effectively migrate the discriminant knowl⁃
edge of the source domain to the target domain. The experimental verification on the public database for emotion analysis 
using physiological signals (DEAP) dataset shows that the average accuracy of the proposed RTS-MVDA method in arousal 
and valence is 73.15% and 72.91%, respectively. Its precision, recall and F1-score are significantly better than the related 
comparison methods, effectively improving the accuracy and generalization ability of cross-subject EEG emotion recogni⁃
tion.

Key words:　multi-view learning; domain adaptation; subspace; low-rank constraints; electroencephalogram (EEG); 
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1　引言

情感作为人类心理与生理活动的复杂体现，反映

了主体对外界刺激的主观反应 . 随着情感计算理论的

发展，研究者将其转化为可量化的数字模型，使计算机

具备情感辨识与处理能力，为智能化人机交互提供精

确的数据支持［1］. 目前，情感计算已应用于智能交通、

神经工程、医疗健康等多个领域［2］. 用户情感数据来源

主要包括语音、面部表情以及生理信号等 . 相较于语音

和面部表情，生理信号［如脑电（ElectroEncephaloGram，

EEG）、心电和肌电］因其丰富的生物信息更难以伪装，还

能避免用户隐私泄露等潜在的问题 . 在各类生理信号

中，EEG通过大脑皮层的电位变化不仅能够准确反映情

绪相关的神经活动，还凭借其高时间分辨率、非侵入式采

集方式和较低的实施成本，成为情感分析的重要载体［3~5］.
基于 EEG 的情感分类主要包含 3 个关键步骤：数

据预处理、特征提取和特征分类 . 特征提取方法主要涵

盖时域、频域、时频域以及非线性动力学等维度［6~8］. 时

域分析方法主要从 EEG 的几何特征入手，包括直方图

分析法、Hjorth 参数、分形维数、事件相关电位等［9］. 频

域分析方法将时域信号转换为多个频带，以分析和提

取频域特征［10］. 非线性神经动力学特征则研究 EEG的

复杂动态特性，如微分熵、谱熵、香农熵等熵特征［11］.
基于EEG情感分类的一大挑战是传统的机器学习

方法往往局限于单一领域，且高度依赖大量标注数据 .
然而，在实际应用中，EEG 信号易受年龄、心理状态等

多种因素影响，具有很强的时变性和个体特异性 . 而标

注EEG资源耗费大且耗时长 . 如果忽视这些差异直接

训练通用模型，会直接影响模型的分类准确度，泛化能

力受限 . 为此，研究者使用迁移学习，将源域中获取的

特征表示和分类知识迁移至目标域［12~14］. 迁移学习常

用的技术包括：采用最大均值差异或相关特征对齐等

度量方法缩小域间分布差异；构建不同领域统一学习

框架生成领域不变特征；开发基于集成学习的自适应

分类器等 . 例如，文献［15］提出了一种多源域流形度量

迁移学习方法，利用流形特征映射技术将多个领域数

据投影到格拉斯曼流形上，并根据马氏距离选择源域，

以及利用马氏距离，确保源域和目标域之间的分布相

似 . 文献［16］提出了一种渐进接近引导的目标数据选

择方法，根据目标域样本与源聚类的接近程度和模型

预测它们的置信度，逐步选择可靠的目标域 EEG 样本

进行训练 . 这种方法避免了由不同和不可靠的样本引

起的负转移 . 文献［17］提出了一种联合领域不变特征

学习和自适应图正则化标签传播方法 . 通过引入软标

签的概念，该方法建立了一个领域联合分布测量模型，

以同时减轻不同被试、会话之间的边缘和条件分布差

异 . 此外，该方法还构建了一个自适应概率图模型，以

提高 EEG 标签传播的鲁棒性 . 近年来，迁移学习在脑

机接口（Brain Computer Interface，BCI）领域展现出广阔

的应用前景 . 除情感分类外，迁移学习在运动想象任

务［18，19］、事件相关电位检测［20，21］、疲劳驾驶检测［22，23］、
疾病检测［24，25］等方面均展开了大量的研究 .

尽管迁移学习在跨被试EEG情感分类任务中取得

了显著成效，但当前研究仍存在明显的视角局限性 . 绝

大多数研究仅关注单一特征的 EEG 信号分析，由于

EEG波形的形态复杂且具有内在的非平稳、非线性和非

高斯特征，单一特征信息往往不足以支持高精度的情感

分类 . 多数多特征方法仅采用简单的特征级串联，未能

深入挖掘不同EEG的时空关系 . 因此，如何在迁移学习

中有效利用多维度特征是EEG情感分类中亟需解决的
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问题 . 针对上述问题，本文提出了一种基于重构迁移子

空间多视角领域适应（Reconstructed Transfer Subspace 
based Multi-View Domain Adaptation，RTS-MVDA）方法，

用于跨领域EEG情感分类 . 其结构示意图如图 1所示，

其中多视角监督判别项中的蓝色和红色箭头分别表示

类内聚集和类间互斥；全局结构保持项中的粉色箭头

表示样本与其近邻的表示关系 . RTS-MVDA 方法通过

将源域与目标域的多视角数据映射至带有低秩约束的

迁移子空间，实现了多领域数据的重构与对齐 . 具体

而言，RTS-MVDA 方法一方面利用重构项恢复原始数

据，同时通过潜在表示低秩项保留数据的主要判别信

息；另一方面，在迁移子空间内实施线性变换，有效缩

小源域与目标域之间的分布差异 . 此外，RTS-MVDA
构建多视角监督判别项挖掘数据的判别信息，使得同

一类别中的子空间潜在表示在相互接近，而不同类别

的子空间潜在表示彼此远离；构建全局结构保持项捕

捉数据在迁移子空间中的全局结构分布信息 . 公开

DEAP数据集［26］上进行EEG情感分类实验，RTS-MVDA

方法在唤醒度与效价上的Accuracy、Precision、Recall和
F1-score均取得了最佳分类结果 .

本文的贡献在于：

（1）针对 EEG 信号特征复杂多变及个体特异性导

致的分类准确率低下问题，本文提出了一种结合多视

角学习与领域适应相结合的新方法，通过迁移源域的

判别知识至目标域，有效缩减了 EEG 数据分布的差

异，从而提升在跨领域应用中的泛化能力与分类

精度 .
（2）RTS-MVDA方法将每种特征视为独立视角，迁

移子空间中的多视角潜在表示不仅深入探索了每个视

角的独特性与重要性，还揭示了不同视角间的互补关

系 . 同时，RTS-MVDA 通过自适应权重机制，灵活调整

各视角的贡献度，确保了模型的最优决策 .
（3）RTS-MVDA 不仅将局部信息和全局信息结合

起来得到更有意义的低维表示，还充分挖掘源域的监

督信息，通过多视角监督判别项和全局结构保持项进

一步提升了EEG的分类准确性 .

2　相关工作

源域Xs和目标域X t具有相同的特征空间和标签空

间，但特征分布不同 . 迁移子空间学习的核心目标是通

过投影矩阵将 Xs 和 X t 映射到一个共同的特征空间，X t

能够被Xs准确重构，两个域的数据分布能够有效对齐，

从而实现跨域知识的有效迁移，即 PX t = PXs Z，其中P

和Z分别为投影矩阵和重构系数矩阵 . 对重构系数矩

阵 Z施加低秩约束，不仅可以使每个目标域样本仅由

最具代表性的少量源域样本进行重构，还有利于发现

潜在的类别信息 . 因此，Z具有块对角结构 . 子空间迁

移学习［27，28］表示为

min
PZ

 rank(Z)

s.t. PX t = PXs Z
（1）

由于秩最小化问题是非凸的，式（1）是一个非确定性多

项式时间（Nondeterministic Polynomial time，NP）难题，

难以直接优化 . 为此，使用核范数代替 rank（ ）运算 . 为

了增强Xs 和X t 之间的相关性，对Z施加 ℓ1-稀疏约束用

于保持数据的局部流形结构 . 因此，式（1）表示为：

min
PZ

 Z
*
+ α Z

1

s.t. PX t = PXs Z
（2）

其中，α为平衡参数 .

 

 

带标签源域

多视角学习

 

… … …

未带标签目标域

迁移子空间
多视角重构

迁移子空间

多视角监督判别项

全局结构保持项

迁移子空间
多视角重构

分类

多视角学习

… … …

原始数据空间

图1　RTS-MVDA方法结构示意图
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3　基于RTS-MVDA方法

3. 1　迁移子空间的多视角重构项

设源域 Xs 和目标域 X t 包括 V 个视角数据，分别表

示为{X v
s }V

v = 1 ÎRdv ´ ns 和{X v
t }V

v = 1 ÎRdv ´ nt，V 个视角的 X v
s

有一致的类别标签 YÎRK ´ ns，其中，ns 和 nt 分别为源域

和目标域的样本数量，K和 dv 分别为样本类别数和第 v
个视角数据维数 . 首先，RTS-MVDA 将每个视角的

X v
s 和 X v

t 投影到迁移子空间且目标域样本能够通过源

域 样 本 线 性 表 示 . 设 {P v
s }(v= 12V )ÎRmv´ dv 和

{P v
t }(v= 12V )ÎRmv´ dv 分别表示第 v 个视角 Xs 和 X t

的投影矩阵，根据子空间迁移学习思想可以得到P v
t X v

t =
P v

s X v
s Z v，其中{Z v }(v= 12V )ÎRns´ nt 为第 v个视角数

据的重构系数矩阵，mv 为第 v个视角子空间的维数 . 与

式（1）中不同领域共享同一个投影矩阵不同，RTS-

MVDA赋予X v
s 和X v

t 不同的投影矩阵，能够得到更灵活

的学习模型 . 此外，为了在迁移子空间对齐每个视角的

不同领域数据，RTS-MVDA 构建投影对齐项并最小化

投影矩阵之间的差异［29］，即 P v
s - P v

t

2

F
 .

其次，RTS-MVDA 在迁移子空间中通过正则化来

重构原始数据X v
s 和X v

t ，重构部分可以视为一个正则化

项，迁移子空间的潜在表示能够保留原始数据的本质

信息 . 在 EEG 情感分类中，由于类别的数量小于训练

样本的数量和潜在表示的维度，因此潜在表示应该具

有低秩特性 . 设Lv
s ÎRmv ´ ns 和Lv

t ÎRmv ´ nt 分别表示X v
s 和

X v
t 在迁移子空间的潜在表示，潜在表示低秩项表示为

rank(Lv
s )+ rank(Lv

t ).
再次，对于多视角数据而言，不同视角具有不同的

模型贡献和判别能力 . 同时，不同视角之间也存在特征

差异 . 为此，RTS-MVDA 方法使用自适应权重矩阵 α =
[α1 α2 αV ]自适应地学习每个视角的权重，平衡不同

视角的重要性 .
基于上述思想，迁移子空间的多视角重构项表示为 

min
PLZα

∑
v=1

V

(αv )c{ P v
s X v

s -Lv
s

2

F
+  X v

s -P vT
s Lv

s

2

F
            

}           +  P v
t X v

t -Lv
t

2

F
+  X v

t -P vT
t Lv

t

2

F
+λ P v

s -P v
t

2

F

                +∑
v=1

V

{τ ( ) Z v

*
+  Z v

1
}+η ( )rank(Lv

s )+rank(Lv
t )

 s.t. P v
t X v

t =P v
s X v

s Z v 
P vT

s P v
s =IP vT

t P v
t =I

∑
v=1

V

αv =1αv≥0

（3）

其中，约束条件P vT
s P v

s = I和P vT
t P v

t = I确保投影矩阵是正

交基变换矩阵；λ、τ和η为平衡参数；c为自适应权重因子 .
令 P v =[P v

s P
v
t ]，Lv =[Lv

s L
v
t ]，X v = é

ë
êêêê ù

û
úúúúX v

s 0
0 X v

t

，根据

矩阵低秩的基本原理 rank(A +B)≤ rank(A)+ rank(B). 若

rank(A +B)= rank(A)+ rank(B)，当且仅当：矩阵A和B的

行空间交集为 0，A和B的列空间交集为 0. 显然，源域

和目标域的潜在表示没有交集，可以得到 rank(Lv
s )+

rank(Lv
t )= rank(Lv ). 与式（1）类似，本文采用核范数对

rank()函数凸松弛近似 .因此，式（3）可以简化为

 min
P，L，Z，α

∑
v = 1

V

(αv )c{ } P v X v - Lv 2

F
 +  X v - P vT Lv 2

F
+ λ P v

s - P v
t

2

F

+∑
v = 1

V

{τ ( ) Z v

*
+  Z v

1
}+η Lv

*
                    

    s.t. P v
t X v

t = P v
s X v

s Z v，

P vT P v = I，

∑
v = 1

V

αv = 1，αv ≥ 0

（4）

3. 2　多视角监督判别项

为了提升模型分类性能，RTS-MVDA 利用源域的

监督信息捕捉数据的类间差异和类内相似，由此构建

多视角监督判别项 . 源域的多视角监督判别项由 2 部

分构成：多视角线性判别分析（Linear Discriminant 
Analysis，LDA）项和多视角潜在表示一致项 .

源域X v
s 的类内散度和类间散度分别为S v

w和S v
b：

S v
w = ∑

k = 1

K ∑
l v

si Î Lv
s

(l v
si - l̄ v

sk )(l v
si - l̄ v

sk )T （5）

S v
b = ∑

k = 1

K

nsk (l̄ v
sk - l̄ v

s )(l̄ v
sk - l̄ v

s )T （6）
其中，l̄ v

sk为X v
s 中第k类样本的平均潜在表示；l̄ v

s 为X v
s 中所

有样本的平均潜在表示；nsk为X v
s 第k个类样本的数量 .

源域多视角LDA项的目的是学习强判别力的投影

矩阵，使得不同类别的数据投影类内高度聚合和类间

差异大 . 源域多视角LDA项表示为

min
Ps

Tr ( )P v
s (S v

w - S v
b )P vT

s （7）
为了更深入地挖掘判别信息，RTS-MVDA 方法构

建了多视角潜在表示一致项 . 本文认为，源域多视角的

潜在表示尽管来自多个视角数据，但相同类别的潜在

表示应尽可能地紧密聚集，而不同类别的潜在表示应

尽可能地相互分离 . 多视角潜在表示一致项表示为

min
Ls

∑
v = 1

V

 LvT
s Lv

s - Y TY
2

F
（8）

结合式（7）和式（8）并考虑视角的权重，多视角监督判

别项表示为

                          min
Ls Ps

(αv )c{βTr(P v
s (S v

w - S v
b )P vT

s )

                           + }γ LvT
s Lv

s - Y TY
2

F

（9）

其中，β和 γ为平衡参数 .
3. 3　全局结构保持项

在迁移学习中，如果不同领域数据被投影到子空

间，那么在这个子空间中两个领域的分布应趋于相同，

2833



电 子 学 报 2025 年
X v中每个样本的潜在表示均可以由其近邻的潜在表示

组合来表示 . 为此，在每个视角内构建全局 k 近邻图

W v，W v的元素wv
ij定义为

wv
ij =

ì
í
î

1     l v
i ÎNk (l v

j ) or l v
j ÎNk (l v

i )

0    otherwise
（10）

其中，Nk (x)函数返回 x的 k个近邻 .
传统 k近邻图的构建使用原始样本，而RTS-MVDA

方法使用潜在表示，这是因为经过迁移子空间投影，潜

在表示更能代表样本特征，也更具鲁棒性 . 直观地说，

当两个潜在表示 l v
i 和 l v

j 相似，意味着当它们之间的距离

很小时，更有可能共享相同的类别 . 因此，与它们的连

接相对应的权重wv
ij 应当较大 . 相反，若 l v

i 和 l v
j 不同，则

wv
ij 应当较小，以表明它们的无关性 . 每个视角的全局

结构保持项表示为

min
L

∑
ij = 1

n

wv
ij l v

i - l v
j

2

2
= Tr(Lv Dv LvT ) （11）

其中，拉普拉斯矩阵为 Dv =M v -W v；M v 为对角线矩

阵，其对角元素是矩阵W v的各行元素之和 .
3. 4　目标函数及参数优化

将迁移子空间的多视角重构项、多视角监督判别项

和全局结构保持项结合，RTS-MVDA的目标函数J表示为

min
PLZα

∑
v = 1

V

(αv )c { P v X v - Lv 2

F
+ X v - P vT Lv 2

F
+ λ P v

s - P v
t

2

F

}           +βTr ( )P v
s (S v

w - S v
b )P vT

s + γ LvT
s Lv

s - Y TY
2

F

          +∑
v = 1

V {τ ( ) Z v

*
+  Z v

1
+ η Lv

*
}+μTr(LvT Dv

s Lv )

   s.t. P v
s X v

s Z v = P v
t X v

t

     P vT
s P v

s = IP vT
t P v

t = I 

∑
v = 1

V

αv = 1αv ≥ 0      
                  （12）

其中，μ为平衡参数 .
本文使用交替方向乘子法方法，通过交替方向迭

代的策略来实现目标函数的最小化 . 引入辅助变量

U v
s 、Z v

1 和Z v
2，RTS-MVDA的目标函数表示为

min
PLZα

∑
v = 1

V

(αv )c { P v X v - Lv 2

F
+ X v - P vT Lv 2

F
+ λ P v

s - P v
t

2

F

}           +βTr ( )P v
s (S v

w - S v
b )P vT

s + γ LvT
s U v

s - Y TY
2

F

           +∑
v = 1

V {τ ( ) Z v
1 *

+  Z v
2 1

+ η Lv

*
}+μTr ( )Lv T Dv

s Lv

                                           s.t. P v
s X v

s Z v = P v
t X v

t

                                   P vT
s P v

s = IP vT
t P v

t = I

                                       ∑
v = 1

V

αv = 1αv ≥ 0

                                 U v
s = Lv

s Z
v
1 = Z v Z v

2 = Z v

（13）

式（13）的增广拉格朗日可以表示为

L=∑
v=1

V

(αv )c  { P v
s X v

s -Lv 2

F
+ X v-P vT Lv 2

F }+γ P v
s -P v

t

2

F

       +βTr(P v
s (S v

w-S v
b )P vT

s )+γ Lv
s

TU v
s -Y TY

2

F

       +∑
v=1

V

{τ ( ) Z v
1 *

+  Z v
2 1

+η Lv

*
}+μTr ( )Lv T Dv

s Lv

       × Θ1 P
v
t X v

t -P v
s X v

s Z v
s +

Θ1

ξ1

+ Θ2 L
v
s-U v

s

      + Θ3 Z
v-Z v

1 + Θ4 Z
v-Z v

2 +
ξ1

2
 P v

t X v
t -P v

s X v
s Z v

s

2

F

      +
ξ2

2 ( )∑
v=1

V

(αv-1)+
ξ3

2 ( ) Lv
s-U v

s

2

F
+  Z v-Z v

1

2

F
+  Z v-Z v

2

2

F

                     s.t. P vT
s P v

s =IP vT
t P v

t =Iv=12V

（14）

其中，Θ1、Θ2、Θ3和Θ4为拉格朗日乘子；ξ1、ξ2和 ξ3为惩

罚参数 .
（1）更新投影矩阵P v

对于源域X v
s 的投影矩阵P v

s，其目标函数为

    min
P v

s
T P v

s = I
(αv )c{ P v

s X v
s -Lv

s

2

F
+  X v

s -P vT
s Lv

s

2

F

}                 +βTr(P v
s (S v

w - S v
b )P vT

s )

                 +λ P v
s -P v

t

2

F
+
ξ1

2






 






P v
t X v

t -P v
s X v

s Z v
s +

Θ1

ξ1

2

F

（15）

对P v
s 一阶求导，可得，P v

s Av +Bv P v
s =C v，其中，Av = 2(αv )c

(β(S v
w - S v

b ) + X v
s X vT

s ) - ξ1 X v
s Z v

s Z vT
s X vT

s ，Bv = 2((αv )c

Lv
s LvT

s + λI)，C v = 4(αv )c Lv
s X vT

s - (ξ1 P v
t X v

t + Θ1 )Z vT
s X vT

s +

2λP v
t . 式（15）是典型的西尔维斯特方程，P v

s 可以通过Bar⁃
tels-Stewart算法［30］求解 .

对于目标域X v
t 的投影矩阵P v

t ，其目标函数为

min
P v

t
T P v

t = I
(αv )c{ } P v

t X v
t - Lv

t

2

F
+  X v

t - P vT
t Lv

t

2

F

            +λ P v
s - P v

t

2

F
+
ξ1

2






 






P v
t X v

t - P v
s X v

s Z v
s +

Θ1

ξ1

2

F

  （16）

对P v
t 一阶求导，可得

P v
t E v +F v P v

t =G v （17）
其 中 ，E v = (2(αv )c - ξ1 )X v

t X vT
t ，F v = 2((αv )c Lv

t LvT
t + λI)，

G v = 4(αv )c Lv
t X vT

t - (ξ1 P v
s X v

s Z v
s +Θ1 )X vT

t + 2λP v
s .

同样，式（17）也是一个西尔维斯特方程，P v
t 可以通

过Bartels-Stewart算法求解 .
（2）更新重构系数Z v

对目标函数中的Z v相关项合并，关于Z v的目标式为

                          min
Z v

ξ1

2
 P v

t X v
t - P v

s X v
s Z v 2

F

                                   + Θ1 P
v
t X v

t - P v
s X v

s Z v

                                   + Θ3 Z
v - Z v

1 + Θ4 Z
v - Z v

2

                                   +
ξ3

2 ( ) Z v - Z v
1

2

F
+  Z v - Z v

2

2

F

（18）

对Z v一阶求导，可得
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Z v = (ξ1 X v
s

T P vT
s P v

s X v
s + 2ξ3 I)-1(Z v

1 -
Θ3

ξ3

+ Z v
2

        )-
Θ3

ξ3

-X vT
s P vT

s ( )P v
t X v

t +
Θ1

ξ1

  （19）

（3）更新潜在表示Lv

对于源域X v
s 的潜在表示Lv

s，其目标函数为

    min
Lv

s

∑
v=1

V

(αv )c { P v
s X v

s -Lv
s

2

F
+ X v

s -P vT
s Lv

s

2

F

            }+γ Lv
s

TU v
s -Y TY

2

F
+{η Lv

s *
+μTr(LvT

s Dv
s Lv

s )

}             + Θ2 L
v
s-U v

s +
ξ3

2
 Lv

s-U v
s

2

F

  （20）

根据核范数定义，可得 Lv
s *

=Tr(LvT
s (Lv

s LvT
s )-1/2 Lv

s )=

Tr(LvT
s L̄v

s
-1/2 Lv

s )，其中L̄v
s = (Lv

s LvT
s )-1/2. 对Lv

s一阶求导，可得

Lv
s = ((2(αv )c + ξ3 )I + 2(αv )c (γU v

s U vT
s +P v

s P vT
s )+ ηL̄v

s + μDv
s )-1

        (4(αv )c P v
s X v

s + ξ3U
v
s -Θ2 + 2γ(αv )cU v

s Y TY )

（21）
对于目标域X v

t 的潜在表示Lv
t，其目标函数为

min
Lv

t

∑
v = 1

V

(αv )c { P v
t X v

t - Lv
t

2

F
+ } X v

t - P vT
t Lv

t

2

F

         +∑
v = 1

V

{η Lv
t *

}+μTr(LvT
t Dv

t Lv
t )

（22）

对Lv
t 一阶求导，可得

Lv
t = (2(αv )c (I + P v

s P vT
s )+ ηL̄v

s + μDv
s )-1 (4(αv )c P v

s X v
s )  （23）

（4）更新权重矩阵α.关于αv的目标函数为

min
αv

∑
v = 1

V

(αv )c{ P v X v - Lv 2

F
+ X v - P vT Lv 2

F
+ λ P v

s - P v
t

2

F

        }+βTr(P v
s (S v

w - S v
b )P vT

s )+ γ LvT
s U v

s - Y TY
2

F

         +
ξ2

2 ( )∑
v = 1

V

αv - 1

（24）
对αv一阶导数，经过整理可以得到

αv = (W v )
1

1 - c ∑
v = 1

V

(W v )
1

1 - c （25）
其中，W v=  P v X v-Lv 2

F
+  X v-P vT Lv 2

F
+ λ P v

s -P v
t

2

F
+

βTr ( )P v
s (S v

w - S v
b )P vT

s + γ LvT
s U v

s - Y TY
2

F
.

（5）更新辅助变量U v
s 、Z v

1 和Z v
2

关于U v
s 的目标函数为

      min
U v

s

∑
v = 1

V

γ(αv )c LvT
s U v

s - Y TY
2

F
 + Θ2 L

v
s -U v

s

      +
ξ3

2
 Lv

s -U v
s

2

F
（26）

对U v
s 一阶求导，可得

                  U v
s = (γ(αv )c Lv

s LvT
s + ξ3 I)-1

                 ×(γ(αv )c LvT
s Y TY + ξ3 LvT

s +Θ2 )
（27）

将目标函数中的Z v
1相关项合并，关于Z v

1的目标函数为

min
Z v

1

τ  Z v
1 *

+ Θ3 Z
v - Z v

1 +
ξ3

2
 Z v - Z v

1

2

F
（28）

对Z v
1 一阶求导，可得

Z v
1 = Sτ/ξ3

(Z v +Θ3 /ξ3 ) （29）
其中，Sξ (×)是软阈值算子 .

将目标函数中的Z v
2相关项合并，关于Z v

2的目标函数为

min
Z v

2

 Z v
2 1

+ Θ4 Z
v - Z v

2 +
ξ3

2
 Z v - Z v

2

2

F
         （30）

根据 shrinkage算子［30］，对Z v
2 一阶求导，可得

Z v
2 = shink ( )Z v +Θ4 /ξ3 1/ξ3 （31）

其中，shink(ΩΛ)= sign max(|Ω | - Λ0).
（6）更新拉格朗日乘数Θ1、Θ2、Θ3和Θ4

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

Θ1 =Θ1 + μ̄(P
v
t X v

t - P v
s X v

s Z v )

Θ2 =Θ2 + μ̄(L
v
s -U v

s )

Θ3 =Θ3 + μ̄(Z
v - Z v

1 )

Θ4 =Θ4 + μ̄(Z
v - Z v

2 )

μ̄ =min(ρμ̄μ̄max )

（32）

其中，ρ和 μ̄max分别为迭代步长和 μ̄的最大值 .
对于测试样本 x test，它的第 v 个视角加权投影为

∑
v=1

V

(αv )c P v
t x test  ，决 策 函 数 可 以 表 示 为 y test =

sign ( )f ( )∑
v = 1

V

(αv )c P v
t x test ，其中 f (×) 可以是任意的分类

器，本文使用最近邻分类器 .
RTS-MVDA方法的优化过程如算法1所述 .

算法11 RTS-MVDA方法

输入：具有V个视角的源域X v
s 和目标域X v

t ; X v
s 的类别标签Y; 平衡

参数β、γ、λ、τ和η; 自适应权重因子 c; 最大循环次数maxIter, 收
敛阈值 ε

输出：投影矩阵P v, 潜在表示Lv, 重构系数Z v, 权重矩阵α

初始化：随机初始化P v、全局 k近邻图W v、类内散度和类间散度

S v
w和S v

b,设置αv = 1/v

while t<maxIter or  J (t)- J (t - 1) < ε do
1. 根据式(15)和(17)更新投影矩阵P v;
2. 根据式(19)更新重构系数Z v;
3. 根据式(21)和式(23)更新潜在表示Lv;
4. 根据式(10)构建全局 k近邻图W v,根据式(5)和式(6)构建类内散度

和类间散度S v
w和S v

b;
5. 根据式(25)更新权重矩阵α;
6. 根据式(27)、式(29)和式(31)更新辅助变量U v

s 、Z v
1 和Z v

2 ;
7. 根据式(32)更新拉格朗日乘数Θ1、Θ2、Θ3和Θ4;
end while
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4　实验

4. 1　数据集和实验设置

DEAP 数据集［26］作为情感分类领域广泛使用的公

开数据库，包含了 32 名被试者观看 40 段时长为 1 min
音乐视频时的 EEG 记录 . 实验过程中，每位被试者在

观看视频后，从唤醒度（arousal）和效价（valence）等多个

维度对视频内容进行 1~9分的评分 . 原始 EEG 通过 32
导联电极采集，采样频率为 512 Hz. 在数据预处理阶

段，首先将采样频率降采样至 128 Hz，随后采用带通滤

波器（4.0~45.0 Hz）去除眼电伪迹等噪声干扰 . 经过预

处理的数据被分割为 60 s的片段，并剔除了前 3 s的基

线数据 . 本文从 arousal和 valence两个维度进行情绪状

态分类 . 设定阈值为 5，将两个维度分别进行二值化处

理：评分高于 5 的被归类为高 arousal/高 valence，低于 5
的则归为低 arousal/低 valence. 实验采用留一法交叉验

证策略，即每次实验选取 1名被试者作为测试集，其余

31名被试者的EEG作为训练集 .
本文采用长度为 9 s 且无重叠的滑动窗口对 EEG

进行分割，使得每次实验可产生 7个数据点，从而为每

位被试者构建 280 个数据点 . 考虑到训练样本数量较

大，本文采用随机抽样策略，每次从训练集中抽取 1/10
的数据用于领域自适应算法和分类器训练 . 为确保样

本的代表性，抽样过程重复进行 10次，以保证训练数据

能够充分覆盖整个数据集的特征空间 . 最终，实验构建

的训练集包含源域 868 个样本和目标域 40 个样本，测

试集样本 240 个 . 多视角 EEG 特征来自 4 类特征：6 种

时域特征（峰-峰均值、均方值、方差、Hjorth 参数分量：

活动性、移动性和复杂度）［31］、3种频域特征（最大功率

谱频率、最大功率谱密度、功率）［31］、3 种时-频域特征

（最大功率谱频率、最大功率谱密度、功率）［31］和平

滑伪维格纳-维尔（Smooth Pseudo-Wigner-Ville，SPWV）
分布［32，33］和段参数（段范围、分段矩和分段差距）［34］和
4 种动态系统特征（近似熵、香农熵、功率谱熵、奇异

熵）［35~37］. 实验计算 4 种节律［Theta（4~7 Hz）、Alpha
（8~15 Hz）、Beta（16~31 Hz）和Gamma（32~45 Hz）］的特

征，然后采用从这些滑动窗口中提取的特征值的平均

值作为实验特征，特征数量分别为（6，3，4，4） × 32 × 4=
（768，384，512，512）. 由于多视角特征的数值范围不一

致，实验中对多视角特征实施了规范化处理 .
为验证 RTS-MVDA 方法的分类效果，实验对比了

多种不同类型的方法，包括：

支持向量机到核方法（Support Vector Machine to 
Kernel，SVM2K）［38］：基于支持向量机的多视角学习方

法，通过多视角一致性约束提升分类性能 .
多视角判别分析学习（MUlti-view Learning for Dis⁃

criminant Analysis，MULDA）［39］：结合多种特征视角，利

用协同训练和协同正则化方法的多视角学习方法 .
鲁棒潜在公共子空间学习（Robust Latent Common 

Subspace Learning，RLCSL）［40］：基于公共子空间的迁移

学习方法，通过低秩和稀疏约束联合学习跨域数据的

可迁移判别特征表示，能够将分类器学习与特征学习

统一优化 .
领域不变自适应图正则化标签传播（Domain-Invariant 

Adaptive Graph regularized Label Propagation，DIAGLP）［17］：联
合域不变特征学习与自适应图正则化标签传播方法的迁移

学习方法，通过软标签和自适应概率图优化跨领域识别

任务，在减少域间分布差异的同时增强标签传播鲁棒性 .
多视角集成投影-迁移表示学习-模糊系统（Multiview 

Integrated Projection-Transfer Representation Learning-

Fuzzy System，MIP-TRL-FS）［41］：基于 Takagi-Sugeno-Kang
模糊系统的多视角迁移学习方法，通过多视角特征提

取和信息保持技术减少迁移信息损失 .
稀疏子空间联合概率判别分析（Sparse Subspace 

Joint Probabilistic Discriminant Analysis，SSJPDA）［42］：基
于子结构联合概率域适应算法，通过双投影矩阵优化

跨领域特征映射和子结构匹配提高迁移学习的能力 .
模型训练时，非迁移学习方法通过在不同域的样

本混合进行训练，非多视角学习方法通过将多种特征

串联进行训练 . 本文在{1 ´ 10-3 0.5 ´ 10-3 1 ´ 103 }

内搜索支持向量机的核参数和所有方法的平衡参数，

在{102070}内搜索子空间的维数，自适应权重因子

设为 2，其他参数的设置使用文献中的默认设置 . 本文

采用 Accuracy、Precision、Recall 和 F1-score 作为分类性

能的衡量指标 .
4. 2　实验结果分析

为验证所提方法的有效性，本文在DEAP数据集中

展示了RTS-MVDA方法的EEG情感分类性能 . 各方法在

arousal 和 valence 的平均 Accuracy、Precision、Recall 和
F1-score 结果如表 1、表 2 所示，32 个被试的 arousal 和
valence的Accuracy结果如表3、表4所示 . 表中粗体表示实

验最佳结果 . 由实验结果可知，本文提出的RTS-MVDA
方法在DEAP数据集上均优于所有对比方法 . 具体来说，

（1）与多视角方法SVM2K和MULDA相比，RTS-MVDA方

法 arousal的平均Accuracy分别提升了10.01个百分点和

9.41个百分点；valence的平均Accuracy分别提升了10.00
个百分点和9.43个百分点 . 这些结果表明个体差异对EEG
情感分类有较大的负面影响，也表明了RTS-MVDA方法

处理领域适应场景EEG情感分类的有效性，证明了迁移

学习方法在跨受试者情感分类中的实用性 .（2）提出的

RTS-MVDA 方法优于对比的迁移学习方法 . 与迁移学

习方法RLCSL和DIAGLP相比，RTS-MVDA方法 arousal
的平均Accuracy分别提升了 5.51个百分点和 4.98 个百
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分点；valence的平均Accuracy分别提升了5.52个百分点

和5.22个百分点 . RLCSL和DIAGLP方法仅将多种EEG
特征拼接在一起，然而简单地拼接会产生冗余信息且不

能挖掘多视角 EEG 特征的相关性 . 提出的RTS-MVDA
方法使用的多视角学习机制可以有效地探索不同特征的

互补和一致信息 . 此外，每个视角自适应学习的权重使

得各视角的重要性得到了平衡 .（3）与多视角迁移学习

方法MIP-TRL-FS和SSJPDA相比，所提方法仍具有相当

的优势 . 与这两种方法相比，RTS-MVDA方法 arousal的
平均 Accuracy分别提升了 3.52个百分点和 2.45个百分

点；valence的平均Accuracy分别提升了3.50个百分点和

2.63个百分点 . SSJPDA 将不同视角的源域和目标域数

据以双投影矩阵的形式投影到子空间，通过子结构联合

概率来预测EEG样本标签 . 但是 SSJPDA没有充分挖掘

数据的结构信息和判别知识 . MIP-TRL-FS使用模糊系

统作为基础模型，将多个视角合并为单一视角进行

训练，并建立迁移学习策略的模糊规则后件学习方

法来进行 EEG 分类 . 然而，MIP-TRL-FS 模糊规则数

和前件参数通过聚类获得，模糊空间不能有效学习

每个视角数据的判别几何结构 . 而 RTS-MVDA 方法

将多视角数据投影到重建低秩子空间，原始数据的

主要的判别信息得以充分保留，源域和目标域数据

通过线性变换对，有效减少源域和目标域之间的分布

差异 . 此外，RTS-MVDA方法中加入的几何结构保持项

和判别项，达到了促进领域迁移和提高 EEG 分类的效

果 . 因此，RTS-MVDA方法在EEG情感分类中是有效的.

4. 3　视角权重分析

本节探讨了多视角学习对RTS-MVDA方法分类精

确率的影响 . 在 DEAP 数据集上使用了 4 种代表性特

征：时域特征、频域特征、时-频特征以及动态系统特征，

分别对应着视角 1至视角 4. 图 2（a）和图 2（b）分别展示

了 DEAP 数据集 arousal 和 valence 维度的视角权重情

况 . 从目标函数式（12）可知，RTS-MVDA方法无需预先

设定搜索范围，可自适应地确定各视角的权重值 . 这一

结论可以直观地从图 2看出，不同特征所对应的视角权

重存在明显差异 . 动态系统特征对应的视角 4 权重最

高，这表明动态系统特征包含更为丰富和关键的 EEG
特征信息，对EEG情感分类具有重要的影响 . 视角 1和

视角 2 权重相对较小，视角 3 权重居中，说明单一的时

域和频域对EEG分类的贡献相对较低，而时-频特征能

够综合时域和频域特征在 EEG 情感分类中相对有效 .
这一结果充分表明，RTS-MVDA 方法通过将多个领域

数据投影到重构迁移子空间，不仅实现了领域分布差

异的最小化，还能够依据数据的内在特性，自适应地找

到最优的视角权重组合 . 这种自适应能力使得模型在

不同视角的信息能够实现融合学习，有效地提升了模

型的分类能力 .
4. 4　参数敏感性分析

为说明RTS-MVDA方法对平衡参数 β、λ、γ、τ、η和 μ

的敏感性，本节通过固定其他参数并调整一个参数以

观察其对 arousal和 valence维度的影响 . 各参数搜索范

围为{1 ´ 10-3 1 ´ 103 }. 实验结果如图 3所示 . β是调

节多视角源域 LDA项 Tr(P v
s (S v

w - S v
b )P vT

s )的平衡参数 .
从图 3（a）可知，当 β<1时，RTS-MVDA 方法的分类准确

度较高，当β>1时，RTS-MVDA方法的分类准确度随着β

的增加而降低 . 这可能是因为多视角源域 LDA项的值

大于其他项，如果不设定一个较小的值，会导致各项之

间的不平衡 . λ是调节投影对齐项 P v
s - P v

t

2

F
的平衡参

数 . 如图3（b）所示，RTS-MVDA对该参数的敏感度较低，

arousal和valence的分类准确度仅在小范围内波动，体现

了RTS-MVDA对这一参数的鲁棒性 . γ是调节多视角潜在

表示一致项 LvT
s Lv

s -Y TY
2

F
的平衡参数 . 如图3（c）所示，

RTS-MVDA的分类性能先随 γ的增加而提升，随后趋于

表1　各方法在DEAP数据集 arousal维度的分类性能比较 单位：%
参数

Accuracy
Precision

Recall
F1-score

SVM2K
63.14
64.17
71.98
67.85

MULDA
63.74
65.46
72.45
68.78

RLCSL
67.64
67.76
76.45
71.84

DIAGLP
68.17
67.10
77.91
72.10

MIP-TRL-FS
69.63
68.92
78.36
73.34

SSJPDA
70.70
70.64
81.57
75.71

RTS-MVDA
73.15

72.95

84.13

78.15

注：加粗字体表示最佳结果 .
表2　各方法在DEAP数据集 valence维度的分类性能比较 单位：%

参数

Accuracy
Precision

Recall
F1-score

SVM2K
62.91
63.63
71.70
67.42

MULDA
63.48
63.91
72.44
67.91

RLCSL
67.39
66.97
76.07
71.23

DIAGLP
67.69
67.25
76.41
71.54

MIP-TRL-FS
69.41
68.85
79.18
73.66

SSJPDA
70.28
70.17
80.15
74.83

RTS-MVDA
72.91

71.85

85.18

77.95

注：加粗字体表示最佳结果 .
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稳定 . 当 γ>1时，RTS-MVDA对 arousal和 valence的分类

表现最佳 . τ是重构系数低秩稀疏项 Z v

*
+  Z v

1
的平

衡参数 . 由图 3（d）所示，RTS-MVDA的分类性能对参数

τ的变化不敏感，说明该参数的取值范围较广，且在此

范围内 RTS-MVDA 能保持较高的 arousal 和 valence 分

类准确度 . η是潜在表示低秩项 Lv

*
的平衡参数 . 从

图 3（e）可以看出，与参数 τ相似，RTS-MVDA方法对 η也

不敏感，其数值的变化不会显著影响 arousal 和 valence
的分类效果 . μ是全局结构保持项 Tr(LvT Dv

s Lv )的平衡

参数 . 从图 3（f）可以看出，当 0.1 ≤ μ ≤ 10 时，arousal 和
valence 能达到最佳值，而当 μ过大或过小时，RTS-

MVDA方法均无法取得理想的分类效果 .

4. 5　非参数统计分析

本节采用非参数统计检验方法评估不同实验方法

的 arousal性能表现差异 . 通过在多个被试上进行重复

交叉验证实验，首先利用 Friedman 测试对不同方法的

arousal 性能表现进行排序，其具体排序结果如表 5 所

示 . 实验结果表明：RTS-MVDA方法在 arousal性能上均

呈现出明显的性能优势 . 然后，本小节进一步采用Holm 
post-hoc测试（置信水平设置为95%）进行 arousal维度的

事后假设检验 . 基于检验统计量 z值的各方法性能排序

情况如表 6 所示 . 依据假设检验理论，当计算得到的 p
值低于预设显著性阈值（设定为0.05）时，可以拒绝零假

设，表明方法间的性能差异具有统计显著性 . 实验数据

表3　各方法在32个被试 arousal维度的Accuracy比较 单位：%
被测 arousal维度

被试1
被试2
被试3
被试4
被试5
被试6
被试7
被试8
被试9
被试10
被试11
被试12
被试13
被试14
被试15
被试16
被试17
被试18
被试19
被试20
被试21
被试22
被试23
被试24
被试25
被试26
被试27
被试28
被试29
被试30
被试31
被试32

SVM2K
68.37
64.98
65.17
57.36
68.77
71.96
58.52
59.07
61.48
56.90
57.95
58.96
62.09
56.93
68.43
63.36
61.47
61.30
61.91
71.90
58.77
60.58
70.93
68.41
64.53
66.30
63.25
57.13
67.55
71.26
51.21
56.30

MULDA
68.73
66.08
66.16
57.64
69.78
72.99
58.09
59.77
62.34
57.50
58.87
60.54
62.44
57.01
69.01
63.06
62.22
61.88
61.37
71.53
59.77
60.77
71.90
69.82
63.99
66.92
63.99
58.22
67.60
71.40
52.28
57.56

RLCSL
72.06
70.50
69.33
61.35
73.84
75.98
61.67
64.02
65.50
61.19
63.77
65.30
64.66
62.15
72.64
67.15
67.45
65.76
66.56
76.26
63.53
66.12
75.01
75.02
69.23
70.12
67.66
62.21
70.17
73.64
54.82
61.70

DIAGLP
72.94
71.02
70.57
61.42
73.78
76.74
62.83
64.25
67.40
62.37
62.88
65.48
66.19
62.51
72.52
66.79
67.08
65.42
65.92
76.05
62.83
64.59
75.55
73.32
69.43
71.88
68.36
62.60
70.71
76.32
54.53
61.67

MIP-TRL-FS
74.72
71.65
72.75
63.26
75.37
79.71
64.12
65.96
68.28
63.71
65.19
66.17
67.76
63.47
74.74
68.64
68.05
67.82
68.09
77.87
64.31
66.78
77.76
75.93
70.56
72.69
69.64
64.58
73.61
77.45
56.52
63.91

SSJPDA
74.57
72.09
72.97
64.58
76.41
80.20
64.58
66.00
68.25
64.07
66.21
66.98
68.49
64.01
75.55
69.32
68.43
68.06
68.62
78.47
65.23
67.52
78.82
76.36
71.23
72.92
69.87
64.86
73.50
77.77
57.51
64.00

RTS-MVDA
78.38

75.42

75.93

67.21

78.98

82.75

67.93

69.18

71.63

67.17

68.76

69.57

71.58

66.61

78.59

72.45

71.73

71.26

71.34

81.48

68.25

70.30

81.67

79.32

73.83

76.26

73.19

67.70

76.67

80.55

60.35

66.96

注：加粗字体表示最佳结果 .
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图2　RTS-MVDA方法的视角权重

表4　各方法在32个被试 valence维度的Accuracy比较 单位：%
被试 valence维度

被试1
被试2
被试3
被试4
被试5
被试6
被试7
被试8
被试9
被试10
被试11
被试12
被试13
被试14
被试15
被试16
被试17
被试18
被试19
被试20
被试21
被试22
被试23
被试24
被试25
被试26
被试27
被试28
被试29
被试30
被试31
被试32

SVM2K
67.12
54.58
65.11
61.66
62.60
67.93
68.00
60.23
67.40
58.57
59.26
65.88
64.83
52.62
63.21
66.89
67.11
68.30
55.44
63.99
61.27
63.39
66.47
69.86
50.11
64.04
67.73
66.30
61.52
63.89
60.06
65.00

MULDA
67.57
54.83
65.43
61.52
62.83
68.37
68.17
61.63
68.17
60.18
58.72
66.57
64.91
52.80
64.07
66.83
67.62
69.70
57.07
65.06
62.55
65.16
67.86
69.41
50.93
63.95
68.69
66.94
62.45
64.66
59.70
65.25

RLCSL
70.50
59.89
68.44
63.93
66.01
72.14
72.66
64.53
71.68
64.05
63.87
70.00
68.80
57.21
66.59
71.84
71.35
73.29
60.22
68.88
67.46
69.37
70.24
72.83
54.96
69.38
72.98
70.79
67.95
69.18
63.92
69.61

DIAGLP
71.77
59.65
69.12
64.96
67.53
71.74
72.29
66.47
71.81
64.61
63.95
72.08
69.64
58.05
67.34
71.20
72.19
74.04
61.16
70.32
67.37
68.83
71.76
73.61
55.84
68.73
72.65
71.88
67.95
67.78
64.71
70.37

MIP-TRL-FS
73.11
60.81
72.02
67.22
69.25
74.30
73.82
67.30
74.14
65.73
64.69
72.56
71.28
59.11
69.46
72.75
73.78
75.25
63.08
71.28
68.02
70.75
73.19
75.98
56.30
70.68
73.92
72.70
68.38
70.49
65.54
71.17

SSJPDA
73.48
61.64
72.74
67.94
70.01
74.78
75.10
67.90
74.76
66.83
65.46
73.33
71.21
59.30
70.85
73.62
74.97
75.88
62.98
72.45
69.35
71.06
74.16
75.64
57.10
71.07
74.50
72.91
69.71
71.47
66.50
72.10

RTS-MVDA
77.10

64.07

75.24

70.73

72.53

77.38

77.52

70.88

77.21

69.25

68.39

76.34

74.31

62.42

73.35

76.36

77.62

78.76

66.35

74.87

71.79

74.34

76.92

79.01

60.09

73.83

77.87

75.94

72.20

73.88

69.25

74.98

注：加粗字体表示最佳结果 .
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表明，RTS-MVDA 方法相较于其他对比方法均达到了

统计显著性水平（p<0.05），这一结果从统计学的角度充

分验证了 RTS-MVDA 方法在 DEAP 数据集 arousal维度

的优势 .

5　结论

在情感识别领域，EEG 信号作为反映人类情感状

态的关键载体，其特征的复杂性以及个体差异成为了

提升识别精确度的主要障碍 . 本文提出的 RTS-MVDA
方法通过融合多视角学习和领域适应策略，构建了重

构迁移子空间 . 在该子空间内，RTS-MVDA不仅深入探

索了各视角的重要性及其相互之间的互补性，还通过

线性变换和全局结构保持技术，实现了源域与目标域

之间的知识迁移和分布对齐 . 此外，RTS-MVDA通过构

建多视角监督判别项来利用源域的监督信息以提升分

类性能 . 实验结果表明：该方法在DEAP数据集上取得

了较好的分类性能，能够为感知用户情感提供了个性

化和智能化的服务 . 下一阶段，本文将在更复杂场景的

EEG 情感数据集中进行测试，并探索其与其他情感表

示数据的结合，以研究其在多模态数据融合中的应用

潜力 . 此外，如何进一步优化RTS-MVDA方法的训练和

寻参效率，也将是后续研究的一个重要方向 .
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