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摘　要：　针对传统算子融合算法在异构计算系统跨计算单元时的失效性问题，本文提出一种优化后的算子融合

策略，并针对新型融合算法进行了硬件设计实现 . 论文基于传统算子融合算法的设计初衷，在端侧异构计算系统部署

深度学习算法时，分析算子融合覆盖率对推理任务计算性能的影响，挖掘跨计算单元算子融合的可能性，设计可以提

升算子融合覆盖率的改进算法模型；同时，通过构建以 CPU（Central Processing Unit）+GPU（Graphics Processing Unit）
+DLA（（Deep Learning Accelerator））组成的异构计算平台，为改进后的算子融合策略提供结构更加耦合的多层级存储

共享结构 . 实验结果表明，与优化前的算子融合算法相比，改进后的算子融合策略可以有效提升算子融合覆盖率，部

署在 Xilinx公司 FPGA（Field-Programmable Gate Array）开发板上进行目标检测网络推理实验 . 结果表明，本文提出的

设计方案，针对YOLOX-Nano的推理过程可实现 62.67%推理计算性能提升，计算加速比为 2.68；针对YOLOv5s的推理

过程可实现71.10%推理计算性能提升，计算加速比为3.46.
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Abstract:　To address the failure of traditional operator fusion algorithms in heterogeneous computing systems when 
crossing different computing units, this paper proposes an optimized operator fusion strategy and implements a hardware de⁃
sign for the novel fusion algorithm. Building upon the original design intentions of traditional operator fusion, we analyze 
the impact of operator fusion coverage on inference performance when deploying deep learning algorithms on edge-side het⁃
erogeneous computing systems. We explore the feasibility of cross-unit operator fusion and design an improved fusion algo⁃
rithm model that enhances fusion coverage. Furthermore, a heterogeneous computing platform composed of CPU (Central 
Processing Unit), GPU (Graphics Processing Unit) and DLA (Deep Learning Accelerator) is constructed, incorporating a 
tightly coupled multi-level shared memory architecture tailored for the optimized fusion strategy. Experimental results dem⁃
onstrate that the proposed fusion strategy significantly improves operator fusion coverage compared to the unoptimized ver⁃
sion. Deployed on a Xilinx FPGA (Field-Programmable Gate Array) development board for object detection network infer⁃
ence, the proposed design achieves a 62.67% performance improvement and a 2.68× speedup for YOLOX-Nano inference, 
and a 71.10% performance improvement and a 3.46× speedup for YOLOv5s inference.
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1　引言

随着人工智能的发展，计算机视觉算法和技术不

断迭代更新，卷积神经网络已经成为一种公认的、适合

图像处理的一种最基本的网络结构，在其特征提取优

势作用下，计算机视觉任务应用取得了可以超越人类

的视觉分辨精度［1，2］. 将以卷积神经网络为主的算法模

型与嵌入式端侧系统相结合也已经成为计算机视觉算

法研究和应用的热点方向，包括目标检测、自动驾驶、

虚拟现实等［3~5］. 然而，在物联网端侧人工智能需求的

引领下，经过不断探索和发展，相关技术发展瓶颈已经

开始凸显 . 一方面，不协调的软硬件发展严重限制了算

法性能发挥，算法模型对端侧系统的计算能力的要求

更高［6］；另一方面，端侧系统在满足算力需求的同时，仍

需应对系统体积、电源供应、散热等严峻问题［7］. 特别

是在计算资源和存储资源有限的嵌入式终端设备上，

这类问题更加突出［8］.
为了应对上述挑战，相关的领域研究包括专用深

度学习加速器研究、异构计算架构研究和算子融合技

术研究等 . 专用深度学习加速器（Deep Learning Accel⁃
erator，DLA）是一种面向深度学习算法计算特征需求设

计的领域架构定制计算单元，典型的研究成果有：

Google TPU 采 用 ASIC（Application-Specific Integrated 
Circuit）设计，通过脉动阵列架构快速处理神经网络所

需的大量乘法和加法运算［9，10］；NVDLA是NVIDIA公司

开发的一个用于加速推理的开源框架，开源的 Verilog 
RTL模型支持通过不同的参数化配置综合实现不同的

电路规模［11］；GCONV Chain 是一种将整个 CNN（Convo⁃
lutional Neural Network）计算转换为一系列标准通用卷

积（GCONV）的方法，并且所提出的GCONV支持在现有

的 CNN 加速器上进行高效处理，该方法减少了 70.6%
性能开销，并降低了约 68.7%系统能耗［12］. 而无论是哪

种专用 DLA 处理器，都需要外部 CPU 通用设备参与控

制与调度协助 . 例如，在 SiFive 与 NVIDIA 的一项合作

中，将 RISC-V+NVDLA 成功运行在 SiFive Freedom 平台

上，并实现了YOLOv3目标检测算法部署［13］；NVIDIA公

司推出的Xavier系统级芯片，采用CPU（Central Process⁃
ing Unit）、GPU（Graphics Processing Unit）、深度学习加

速器 NVDLA 等六种处理器，可以实时运行数十种算

法［14］；AMD公司推出的Versal Prime自适应计算加速平

台，是一个完全支持软件编程的异构计算平台，将标量

引擎、自适应引擎和DSP引擎相结合，支持用户定制自

己的特定领域专用计算架构；AMD 的另一个异构计算

研究方向Chiplet，支持将X86 CPU、GPU及AI加速器一

起集成在 2D 或 3D 封装中［15］；Cambricon-Q 是中科院寒

武纪提出的一种混合加速器计算架构，由一个 ASIC加

速器核心和一个真实的近数据处理 NDP引擎组成［16］；

由此可见，以 CPU+xPU 组成的异构计算系统成为当前

主流高效计算架构的实现方法 . 算子融合［17~21］技术研

究主要针对深度学习模型算子层的合并优化，有效减

少中间特征数据读写操作引发的内存访问，加速模型

推理计算过程、降低数据传输延迟和访存开销，从而提

升算法模型的运行效率 . 目前，算子融合已经成为深度

学习模型优化的重要手段 . 算子融合方法，主要包括垂

直融合、水平融合和复合融合 . 其中，垂直融合是将计

算图中具有前后依赖关系的算子层进行合并，水平融

合是指同类型的算子层进行合并；垂直融合和水平融

合是不改变原有函数规则的算子合并，而复合融合是

以数学方法指导两个或以上算子层进行合并操作，合

并后最终得到一个计算过程更加简化的等价新函数替

代原有算子层运算 . 关于算子融合的相关研究有：Ten⁃
sorFlow XLA 在 TPU 训练阶段会采用计算图优化，减少

数据搬移，提升模型训练效率；TVM是一个开源的深度

学习编译器和运行时系统，其算子融合过程分为算子

图构建和融合优化，实现将多个算子组合成一个更大

的算子［22］；DNNVM 是一种集成循环和数据布局优化

器、汇编器、运行时支持器和验证环境的框架，通过启

发式子图同构算法来检测出所有可能的融合机会［23］；
TensorRT 是 Nvidia公司提供的深度学习推理优化器和

运行时库［24］，内部提供了算子融合功能，支持将多个算

子合并为一个高效的复合算子，优势在于通过自动算

子融合优化计算图，减少Kernel调度次数，因此主要用

于 GPU 计算优化，适用 NVIDIA 硬件；DNNFusion 是一

种用于深度神经网络加速的技术，可以与各种编程语

言和编译器结合使用，如 TensorFlow、PyTorch、Caffe等，

利用不同框架的相关功能或库从而实现算子融合 .
Open AI Lab 开源的边缘设备推理引擎 Tengine 内部自

动算子优化工具［25］，采用 Halid 框架可以对计算图分

析，可以实现算子融合自动化及新代码生成，目的减少

指令执行及中间计算结果的访存次数 .
尽管针对系统性能与功耗的问题正在不同研究领

域得到不断的丰富与推进，但是传统背景下异构系统

的算子融合策略具有一定的局限性，因而满足异构计

算系统中跨计算单元的算子融合技术研究尚且不多 .
本文基于常规算子融合方法进行分析，总结提炼一种

能适用于端侧异构计算系统的非一般类算子融合模

型，并设计实现了一种高效的可支持改进后算子融合

策略的异构计算架构 . 首先，找到影响算子融合覆盖率

的因素，在典型异构计算系统中分析算子融合优化算

法与硬件计算资源之间的需求关系 . 其次，结合改进后

的算子融合策略需求，专门设计了多层级共享存储的

异构计算架构，支持深度学习推理过程在端侧异构计

算 系 统 中 的 高 效 应 用 . 最 后 ，基 于 FPGA（Field-
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Programmable Gate Array）硬件平台进行实验，与传统异

构计算系统下进行深度学习推理算子融合方法相比，

本文提出的扩张型算子融合优化方法和改进后的异构

计算架构，可以有效提升神经网络的推理速度 .
2　非一般类算子融合方法

2. 1　传统算子融合算法

2. 1. 1　算子融合覆盖率定义

深度学习类算法模型通过多层卷积神经网络执行

推理任务，通过不断地重复卷积、激活和池化的计算过

程实现多尺度特征提取 . 传统一般类型算子融合优化

的研究目标是减少深度学习算法计算过程对存储器的

频繁访问，改善中间特征数据在算子层之间的传输效

率，加速推理计算过程 . 其判别条件如下：（1）网络模型

中连续两个或两个以上的关系节点满足预设依赖关

系，如卷积→激活、卷积→池化、卷积→激活→池化等；

（2）对满足依赖关系的节点须同时映射在同一个运算

单元中 .
用 G = (VE)表示网络算子层节点与节点之间的关

系，其中，V是算子层节点的集合，如式（1）所示：

V ={vi|0 ≤ i ≤ num_layer - 1} （1）
其中，v0 是起始节点， vnum_layer + 1 是终止节点，num_layer
是网络层节点数量，节点 vi 用 (cls_funccls_pu) 表示，

cls_func和 cls_pu分别是节点的运算类型和运算载体 .
E是算子层关系集合，如式（2）所示：

E ={ej|0 ≤ j ≤ num_rls - 1} （2）
每个 ej用 (Vp Vn )表示连接的两个算子层节点 p 和

n，num_rls 是算子节点关系总数量 . 定义融合覆盖率，

如式（3）所示：

Rfusion = num_opd num_rls （3）
num_opd是被优化的关系边的数量，其中关系边的

数量直接对应相邻算子层切换过程中对存储访问的依

赖，被优化的关系边的数量越多，越能减少相邻算子层

对存储器的访问次数，进而减少数据在两个算子层之

间的等待时间，提升推理过程的运算效率 .
2. 1. 2　算子融合覆盖率分析

本文以图像分类算法VGG16和目标检测YOLOv5s
算法在硬件加速器NVDLA上部署为例，分析传统优化

策略对算法模型的融合覆盖率 .
（1）对于VGG16网络，其特征提取主干网络共包括

13个卷积层、13个激活层以及 5个池化层，共 31个算子

层，并以Convolution®ReLU和Convolution®ReLU®
MaxPooling的形式组成规律性迭代 . 这两种规律性

迭代与 2.1.1 节的常规算子融合依赖关系吻合，可直

接进行算子层融合优化，融合操作后 VGG16 特征提

取主干网络层算子关系数量由 31 个减少至 13 个，有

18 项算子层关系被优化，占总关系数量 41.9%，即

Rfusion = 41.9%.
（2）对于 YOLOv5s 网络的推理结构，其工作流

程 仍 以 串 行 逻 辑 依 赖 特 征 为 主 体 ，且 满 足

Convolution® Sigmoid® elewiseMul 形式组成的规律

性迭代的有 57组 . 其中，有 7组与 elewiseAdd算子组成

ResUnit结构、进一步有 10组与Concat算子组成CPS结

构 . 理想状态下，首先，将Convolution和Sigmoid与 elew⁃
iseMul进行算子融合操作，将生成新算子称为CSeM. 此

时，算子关系数量由 120个减少至 74个，有 114项算子

层关系被优化，占总关系数量 60.6%，算子融合覆盖率

为 Rfusion = 60.6%；其次，将融合范围扩展至 CPS 结构，

可以进一步使 Convolution 与 elewiseAdd 或 Concat 进行

算子融合操作，可实现算子数量由 118个减少至 57个，

即算子融合覆盖率可提升至69.6%，即Rfusion = 69.6%. 但

是，在以深度学习加速器（以NVDLA为例）为加速计算

核心的系统中，其不具备Sigmoid激活算子，导致算子融

合前提条件不满足，无法执行算子融合，即Rfusion = 0.
由此可见，运算单元内部可执行的算子运算种类

是决定推理运算效率的基础，算子功能缺失问题不仅

会影响加速计算过程的连续性，同时会影响网络模型

算子融合覆盖率 . 特别是在当前以规律性迭代为主要

特征的推理任务中，算子功能缺失问题对网络模型算

子融合覆盖率的影响则更为严重 . 而通过其他计算单

元补充该运算过程，又不能满足常规算子融合策略的

判别条件 . 因此，本文将诸如此类具有依赖关系且不能

通过传统算子融合方法进行计算过程加速优化的问

题，总结为需要研究一种非一般类算子融合方法，将判

别条件（2）扩展至可满足在不同计算单元之间实现算

子融合优化，实现理想状态下的算子合并对提升算子

融合覆盖率具有十分重要的意义 .
2. 2　非一般类算子融合优化方法

2. 2. 1　算子融合存储模型优化

随着网络模型的不断发展以及物联网端侧场景应

用的日益复杂化，局限在同一个计算单元内的计算过

程合并可能性也越来越小 . 根据 2.1节分析，在一般类

算子融合执行过程中，算子缺失是影响计算单元内部

实现算子合并和融合覆盖率的主要因素，算子融合覆

盖率越低，推理计算过程在不同计算单元之间的计算

过程切换越频繁，不仅会导致了计算延迟增加，也导致

了不必要的访问开销 . 本节将挖掘非一般类算子融合

的可能性，具体研究如何突破传统一般类算子融合的

局限性，将网络模型的计算过程可合并范围扩展至多

个不同计算单元，提高网络优化融合覆盖率，从而提升

端侧系统计算的高效性 .
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为了兼顾算子功能缺失问题以及对主控CPU执行

常规任务的效率问题，假设异构计算系统的计算核心

包括CPU、GPU和DLA，其中CPU主要负责完成常规计

算任务和过程控制类运算，GPU 主要负责配合 DLA 完

成深度学习算法模型中的补充算子功能运算 . 卷积算

子（conv2d）与激活算子（activate）的融合是一个最具代

表性的可融合神经网络关系节点，融合前的计算过程

分两步进行，如式（4）和式（5）所示：

ft_tmp = conv2d(inputweight) （4）
output = activate(ft_tmp) （5）

融合后计算过程如式（6）所示：

output = activate ( )conv2d(inputweight) （6）
图 1是以 GPU运算单元补充激活算子功能前后的

对比图，图中展示了将参与运算的特征数据、权重数据

存放在外部存储器时，融合前后的存储结构与数据流

动变化，不难看出，算子融合的技术优势在于：（1）可以

减少计算核心单元对外部存储器的访问次数，推理过

程中的中间结果的存放位置不是外部存储空间，而是

距离计算核心较近的本地存储区；（2）缩短数据传输的

延迟时间，减少高延迟存储器访问的等待；（3）减少对

CPU 的控制过程依赖 . 这种典型的算子融合策略在指

导具有规律性迭代的计算过程优化中，可以有效提升

计算的高效性 .

2. 2. 2　存储调度优化生成算法

由于多分支结构是当前主流卷积神经网络的另一

项主要结构特征，因而数据依赖关系也呈现出对远距

离数据的单向延迟需求 . 在 2.2.1节算子融合存储模型

优化思想下，本小节将继续研究如何生成存储模型的

调度分配算法 .
首先，定义并初始化系统中各类存储单元，如算法1

所示 .
（1）运算单元内部的高速缓存存储容量如式（7）

所示：

Buf ={bufpuID|0 ≤ puID ≤ PU_NUM - 1} （7）
其中，puID表示运算单元编号；PU_NUM表示系统中运

算单元数量；bufpuID则表示编号为 puID的运算单元可提

供的最大高速缓存容量，单位：Byte. 同时，以 freebufpuID
表示 puID的运算单元可提供的剩余高速缓存容量 . 初

始状态下，每个运算单元的内部空闲缓存容量即为其

最大容量 bufpuID. 在运行过程中，当收到存储分配请求

req_buf 时，如果满足 req_buf < freebufpuID 分配条件，则

执行存储分配；同时，更新剩余存储容量 freebufpuID 为
freebufpuID - req_buf.

（2）系统提供在片上存储容量如式（8）所示：

OnChip ={ramrID|0 ≤ rID ≤ RAM_NUM - 1} （8）
其中，rID 表示 RAM 存储模块编号；RAM_NUM 表示系

统中 RAM 存储模块数量；ramrID则表示编号为 rID 的存

储模块可提供的最大存储容量，单位：Byte. 同时，以

freeramrID表示 rID存储单元可提供的剩余存储容量 . 初

始状态下，每个片内共享存储模块容量即为其最大容

量 ramrID. 在运行过程中，当收到存储分配请求 req_ram
时，如果满足 req_ram < freeramrID分配条件，则执行存储

分配；同时，更新剩余存储容量 freeramrID 为 freeramrID -
req_ram.

（3）系统提供在片外存储容量如式（9）所示：

OffChip ={ddrdID|0 ≤ dID ≤ DDR_NUM - 1} （9）
其中，dID 表示外部存储器 DDR 编号；DDR_NUM 表示

系统中外部存储器 DDR 数量；ddrdID则表示编号为 dID
的存储模块可提供的最大存储容量，单位：Byte. 同时，

以 freeddrdID表示 dID存储单元可提供的剩余存储容量 .
初始状态下，每个片外共享存储模块容量即为其最大

容量 ddrdID. 在运行过程中，当收到存储分配请求

req_ddr时，如果满足 req_ddr < freeddrdID分配条件，则执

行存储分配；同时，更新剩余存储容量 freeddrdID 为

freeddrdID - req_ddr.

外部
存储

本地缓存 本地缓存本地缓存

计算
核心

本地
存储

DLA GPUCPU

特征数据 权重 其他
外部
存储

本地缓存 本地缓存 本地缓存

计算
核心

本地
存储

DLA GPU CPU

权重 其他特征数据

(a)　算子融合前的存储结构与数据流动                                      (b) 算子融合后的存储结构与数据流动    
图1　算子融合前后存储模型优化对比图
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其次，为每个融合后的算子节点建立内部节点之

间存储分配调度分配方案 . 区别于一般性算子融合方

法，结合本文 2.2节已讨论的改进算子融合方法形成的

融合新算子（简称 fusedNewOP）支持将一个连续的运算

过程分配在不同计算单元中进行，因此需要根据融合

后的算子 fusedNewOP生成三种存储分配调度队列 self⁃
Buf、sharedRAM和 sharedDDR.

如算法 2 描述，遍历每个 fusedNewOP 的运算过程

subOP i，查看当前运算过程和下一个后续运算过程

subOP i +1所映射的运算单元 . 首先，对于前后连续的算

子操作，算法需要分别获取前一个算子操作 prePUType
和下一个算子操作 nextPUType的处理单元类型以及两

个算子操作之间传递数据的预期存储需求 expMem. 其

次，算法根据前后算子操作的处理单元类型是否相同，

采取不同的存储分配优先级，具体地：情况 1，当所映射

的为同一个运算单元且满足 exp Mem < freebufpuID 时，

将 subOP i 和 subOP i + 1 的数据交换过程添加进 selfBuf队
列；否则，将 subOP i 和 subOP i + 1 的数据交换过程添加进

sharedRAM 队列 . 情况 2，当所映射的为不同运算单元

且满足 exp Mem < freeramrID 时，将 subOP i 和 subOP i + 1

的数据交换过程添加进 sharedRAM 队列；否则，将

subOP i 和 subOP i + 1 的数据交换过程添加进 sharedDDR
队列 . 同时，在每次队列添加后执行队列管理更新 . 通

过算法 1的存储分配策略，判断计算任务的上下文是否

发生跨计算单元的数据交换，以此来合理地进行存储

分配决策，尽可能优化数据访问的效率和数据搬运的

开销 .

根据多分支结构特征所带来的远距离数据依赖关

系，需要针对融合后的新算子之间进行存储管理二次

优化生成，从而实现将算子融合优化扩展至卷积神经

网络的完整推理过程，具体如算法3描述 .
第一步，生成分支节点集合，计算每个分支节点

branchNode 与其具有后向依赖关系节点的距离，即统

计每一个作为数据源的分支节点 s与目的节点 d之间的

融合新算子个数，记为 newOPCnt(sd). 第二步，统计节

点 s 到其节点 d之间的所有算子数量，获取涉及的算子

操作列表并遍历这个列表，累加所有操作的内存需求，

得到总的存储需求量为∑exp Mems® d. 具体存储分配

时，判断只有当∑exp Mems® d < freeramrID时，将当前分

支节点 branchNode的输出特征数据分配在系统的片上

RAM存储区中；否则，将当前分支节点 branchNode的输

出特征数据分配在系统的片外DDR存储区中 .
3　硬件架构设计

非一般类算子融合方法不改变原有算子层依赖关

系和运算表达式，是一种更符合计算过程加速推理的

算子融合优化调度方法 . 为了支持该方法的实现，本文

在传统异构计算系统的基础上，设计了一种更加高效

的异构计算架构模型和多层级共享存储规划方案，整

体架构如图2所示 .

算法1  存储单元初始化与容量更新算法

输入：

运算单元数量：PU_NUM
每个运算单元内部最大缓存容量：bufpuId
片上共享存储模块数量：RAM_NUM
每个片内共享存储模块可提供的最大存储容量：ramrId
片外共享存储模块数量：DDR_NUM
每个片外共享存储模块可提供的最大存储容量：ddrdId
输出：

每个运算单元内部空闲的缓存容量：freebufpuId
每个片内共享存储模块空闲的存储容量：freeramrId
每个片外共享存储模块空闲的存储容量：freeddrdId
Mem-init:
freebufpuID = bufpuID

freeramrID = ramrID

freeddrdID = ddrdID

Mem-update:
IF (req_buf < freebufpuID )

   freebufpuID = freebufpuID - req_buf

IF (req_ram < freeramrID )

   freeramrID = freeramrID - req_ram

IF (req_ddr < freeddrdID )

   freeddrdID = freeddrdID - req_ddr

算法2 融合算子内部存储管理分配

FOR (i = 0i < fusedNewOP_NUMBERi ++)

    prePUType = getPUType(subOP i )

   nextPUType = getPUType(subOPi + 1 )

      exp Mem = getMem Re q(subOP i subOP i + 1 )

      IF (prePUType == nextPUType)

       IF (exp Mem < freebufpuID ) 
          allocate(bufpuID )

          Mem - update(freebufpuID )

         ELSE IF (exp Mem < freeramrID )

     allocate(ramrID )

     Mem - update(freeramrID )

     ELSE IF (prePUType ¹ nextPUType)

       IF (exp Mem < freeramrID )

         allocate(ramrID )

         Mem - update(freeramrID )

       ELSE
        allocate(ddrdID )

        Mem - update(freeddrdID )
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3. 1　异构计算架构建模

本节将介绍针对异构计算平台的硬件设计方案，

包括异构计算核心电路建模与数据传输通路电路

建模 .
首先，本文提出一种由通用处理器CPU、GPU和深

度学习加速器 DLA 组成的异构算力核心，将优势互补

的运算单元进行集成可以有效弥补DLA算子缺失所导

致的算子融合率降低问题，为改进后的算子融合算法

提供基本的算力支持，提高算子融合的可行性 . 通过这

样一种系统级的紧耦合架构设计，CPU 作为主要过程

控制单元，负责完成样本图像的获取和输入、推理过程

计算子任务的调度以及推理结果的信息展示；深度学

习加速器 DLA 采用可配置算子模块化设计，负责完成

CNN网络卷积、池化等算子的加速计算；GPU采用可配

置多核设计，负责完成专用计算单元无法支持的算子

计算，如YOLOv5s中的 sigmoid、element-wise等运算 .

其次，以 CPU+GPU+DLA 组成的异构计算核心中，

为了支持网络推理过程中数据在不同计算单元之间的

灵活流动，各运算单元以及存储部件通过交叉总线单

元和系统总线形成两级互联 . 一方面，通过交叉总线单

元（switch）可以建立各功能部件的数据交换通路，支持

共享数据在不同计算单元之间的有序调，为确保数据

在系统中的流动不会造成冲突，从而优化数据访问延

迟 . 在设计中，交叉总线单元的带宽需求，如式（10）
所示：

exp BWswitch = ∑
0

PUNUM - 1

BWpuID （10）
其中 ，BWpuID 是计算单元 puID 的数据传输带宽 ；

PU_NUM是计算单元的数量 .
另一方面，为了在计算单元内部快速访问存储资

源，设计中引入了系统总线和 RAM 存储的连接 . 每个

计算单元通过系统总线可以访问最靠近的存储区域，

从而减少数据访问的延迟 . 在设计中，将计算单元 
puID内部系统总线的带宽需求表示，如式（11）所示：

exp BWpuID
sysbus =UnitNUMpuID ´BWlocal （11）

其中，UintNUMpuID 是计算单元 puID 中运算部件的数

量；BWlocal是每个运算部件的本地存储带宽需求 .
通过以上设计能够确保数据在不同计算单元之间

传输时有效避免出现瓶颈问题，可支持高效的数据流

动 . 在数据传输过程中，满足“数据即时到达，计算即刻

进行”的原则，有助于优化内存访问的时序，使得各计

算单元能够在最短的时间内访问所需数据 .
3. 2　多层级共享存储方案

为了支持前面第 2节所提出的算子融合优化方案，

同时遵循通过算子融合策略提升系统执行推理任务效

率的设计初衷 . 本文为异构计算平台设计了多层级共

享存储结构，将优化后的融合算子内部计算过程数据

交换以及远距离多分支融合算子间的数据交换映射到

不同层级的存储区域，如图3所示 .

算法3 融合算子间存储管理分配

FOR (i = 0i < numBranchNodesi ++) {
 int s = branchNodes[i]

 for (d = 0d < numBranchNodesd ++){
  if (s == d) continue;
  int newOPCnt = count_new_ops(sd)

  int totalMem Re q = 0

  int* newOPCnt = count_new_ops(sd)

  int len = newOps[0]

   for ( j = 1; j <= len; j ++)

               totalMem Re q + = get_memory_req ( )newOps[ j]       
               if (totalMem Re q < freeramrID )

       allocate_to_ram(s)

               else
                  allocate_to_ddr(s)

 }
}
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图2　异构计算系统整体架构图
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首先，存储结构设计是影响计算过程执行效率的

主要因素，影响性能的主要因素有访存次数和访存模

式，而单一的 BRAM（Block Random Access Memory）片

上存储体容易受到访问带宽的限制 . 因此，构建一种可

以支持两两设备间共享数据的存储架构，既可以满足

任意相邻计算过程的快速数据共享，又可以增加并行

计算过程的同时刻存储访问需求 . 具体地，设计中采用

可编程逻辑器件内部片内 BRAM 存储资源，建立异构

计算系统核心设备之间的局部共享数据存放区 . 以深

度学习加速器 DLA 为例，设计两个片上 BRAM 存储器

MemCPU-DLA、MemDLA-GPU，分别用于 DLA 与 CPU、DLA 与

GPU的共享数据存放 . 直观上看，通过两两设备间共享

数据存储区的建立，可以在外部共享存储 Global-Mem
和本地 X-BUF 之间建立数据高效传输的桥梁，每一组

两两设备间采用独立的访问接口，支持连续的计算过

程在运行中实现数据的预先存取，可以提高带宽、吞吐

量及流水计算的执行效率 .
其次，将各局部共享存储区进行统一编址管理，从

而减少内部总线互联复杂度 . 共享存储区大小分配采

用参数化设计，用参数 CMem［cpu-dla］、 CMem［dla-gpu］和 
CMem［cpu-gpu］分别表示异构计算系统三个共享区的存储

需求，具体存储容量分配取决于核心计算过程的中间

特征数据量以及计算所需的权重等参数数据 . 对于面向

深度学习加速应用的场景计算需求，int8和 int16是首选

数据类型，因此，BRAM位宽BWbram为8 bit或16 bit.
存储器空间地址按 1 K空间对齐，即BRAM低位地

址固定为 addLow =[9：0].
存储器局部片选用存储器空间地址高位判断，因

此，BRAM 高位地址为 addHigh =[AWH - 1：10]. 其中，

AWH是存储器高位地址总位宽，计算表达式如下：

AWH = é ùlog2CMem[cpu - dla] + é ùlog2CMem[dla - gpu]

      + é ùlog2CMem[cpu - gpu] .
图 4所示是本文所提出的算子融合方法对应的存

储分配与数据流模型，这里假设输入数据 input是前一

个运算过程的输出，由于它是一个远距离分支的中间

特征数据，因此存放在片外 DDRMem中 . 经过融合算法

后 Conv® Sig mo id® ElewiseMul 形成一个完整的跨

计算单元的新算子，其中计算过程 Conv映射在 DLA设

备中执行、Sigmoid 和 ElewiseMul 映射在 GPU 设备中执

行；中间特征数据①和中间特征数据④分配在片上局

部存储器 BramMem［dla-gpu］，中间特征数据②和中间特征

数据③分配于本地运算单元的内部 BUF 缓冲存储区

中 . 同理，对于输出特征数据仍需进一步根据它的后

继节点判断决定其存储位置 . 如此设计的优势在于：

（1）对于跨计算单元的运算过程，根据数据量和访问频

率进行判断，可以更有效地利用有限的片上高速存储

资源；（2）在同一个运算单元内部，高效利用本地内部

BUF存储区，进一步减少数据访问延迟，有助于提高整

体存储资源利用率；（3）通过合理的存储分配，达到优

化数据流传输路径的目的，明显减少了依赖 CPU 进行

数据调用和数据同步的时间开销，有助于保持计算过

程的连续性，提高整体推理过程运算效率 .

4　实验

为了证明本文提出的非一般类算子融合算法的有

效性和硬件架构设计方法的可行性，实验设计时选用

具有普遍性和代表性的计算机视觉深度学习网络模型

进行对比实验，通过消融实验验证非一般类算子融合

策略与具有多层级存储共享结构的异构计算系统的协

同效果，具体实验设计如下：

（1）基准实验，采用传统算子融合策略的 Tengine
框架和传统异构计算系统 .

（2）算法优化实验，采用本文提出的非一般类算子

融合策略和传统异构计算系统 .
（3）硬件优化实验，采用传统算子融合策略的 Ten⁃

gine 框架和具有多层级存储共享结构的异构计算
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图3　多层级存储建模
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图4　算子融合过程中的存储映射分配与数据流
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系统 .

（4）协同优化实验，采用本文提出的非一般类算子

融合策略和具有多层级存储共享结构的异构计算

系统 .
4. 1　实验平台建立

本文使用可配置性、灵活性更强的FPGA器件作为

硬件开发平台主体，FPGA 则选择 Xilinx 公司 ZYNQ 系

列芯片 .
首先，采用 FPGA 内嵌 ARM 软核作为异构计算系

统中的CPU处理器，使用Vivado开发环境，通过 IP核技

术调用FPGA内部集成硬件，选择开源硬件设计GPU处

理器和深度学习加速器，将 GPU 和 DLA 两种计算单元

集成在一块 FPGA逻辑器件内部 . 其中，深度学习加速

器选用 Nvidia公司开源的 NVDLA 设计，数据精度选择

8位定点数进行测试，核心的PE阵列大小配置为 32 × 8
的 MAC 阵列形式，卷积运算单元 CBUF 缓存的 Bank数

量为 32、CBUF 缓存的 Bank 宽度为 32、CBUF 缓存的

Bank深度为 128；GPU选用佐治亚理工大学开源的Vor⁃
tex GPU，是一款基于 RISC-V 指令集架构的开源通用

图形处理单元（GPGPU），配备 1 个计算集群（Cluster），

每个Cluster内包含 4个计算核心（Core），每个计算核心

支持 4 个 Warp 调度单元，每个 Warp 包含 4 个线程

（Thread），L2 Cache 缓存大小为 128 KB、L3 Cache 缓存

大小为 1 MB. 其次，片内局部共享存储器选择FPGA 芯

片内部集成的 BRAM，总容量为 1 MB；片外全局共享

存储器选择外部 DDR 存储器，总容量 1 GB. 再次，在

FPGA 内部选择使用 AXI 总线将各个运算单元和存储

区互联 . 最后，为了更精准地统计推理过程的时间开

销，本文专门设计硬件性能评测模块进行时间开销

统计 .
4. 2　消融实验测试情况

为验证本文提出的优化方法，实验选取了具有代

表性的目标检测网络 YOLOX-Nano 和 YOLOv5s. 在统

一硬件环境下（CPU 主频 1.6 GHz，NVDLA、GPU、存储

器访问以及 AXI 总线等 FPGA 部分逻辑设计工作频率

200 MHz），设计并开展了针对算法优化与硬件结构优

化的消融实验 . 实验对比涵盖了基准、单独算法优化、

单独硬件优化以及协同优化四种模式，并且对各实验

模式分别进行了数据结果统计 .
（1）基准实验

基准实验采用传统算子融合策略的 Tengine 框架

和传统异构计算系统，在该模式下，YOLOX-Nano 网络

模型的子图数量为 63个，YOLOv5s网络模型的子图数

量为241个 . 分别统计执行目标检测推理的结果数据统

计如表1所示，具体地，执行YOLOX-Nano网络执行总时

间为 1.318 s，其中，异构计算推理用时为 1.135 s；YO⁃
LOv5s网络执行总时间为 18.369 s，其中，异构计算推理

用时为15.088 s.
（2）算法优化实验

算法优化实验采用本文提出的非一般类算子融合

策略和传统异构计算系统，在该模式下，对于 YOLOX-

Nano网络模型子图数量可由 63个减少至 13个，实现算

子融合覆盖率为 79.4%；对于YOLOv5s网络模型子图数

量可由 241 个减少至 58 个，实现算子融合覆盖率为

75.1%. 分别统计执行目标检测推理的结果数据统计如

表 1 所示，具体地，执行 YOLOX-Nano 网络执行总时间

为 0.596 s，其中，异构计算推理用时为 0.482 s；YO⁃
LOv5s网络执行总时间为 7.654 s，其中，异构计算推理

用时为4.554 s.
（3）硬件优化实验

硬件优化实验采用传统算子融合策略的 Tengine
框架和具有多层级存储共享结构的异构计算系统，在

该模式下，各模型子图的中间特征数据可以在局部高

效共享存储区进行缓存 . 分别统计执行目标检测推理

的结果数据统计如表 1 所示，具体地，执行 YOLOX-

Nano网络执行总时间为 1.313 s，其中，异构计算推理用

时为 1.130 s；YOLOv5s 网络执行总时间为 18.318 s，其
中，异构计算推理用时为15.079 s.

（4）协同优化实验

协同优化实验采用本文提出的非一般类算子融合

策略和具有多层级存储共享结构的异构计算系统，在

该模式下已形成完整的算法优化与硬件优化协同 . 分

别统计执行目标检测推理的结果数据统计如表 1所示，

具体地，执行 YOLOX-Nano网络执行总时间为 0.538 s，
其中，异构计算推理用时为 0.424 s；YOLOv5s网络执行

的总时间为 7.491 s，其中，异构计算推理用时为

4.360 s.

4. 3　整体性能分析

根据消融实验结果数据统计，对比基准实验和协

同优化实验的性能变化，结果如表2所示 .
在YOLOX-Nano网络中，算子融合前模型子图数量

63个，采用本文提出的优化后的算子融合策略，主干推

理网络子图数量可减少至 13个，实现算子融合覆盖率

为 79.4%. 根 据 实 际 实 验 测 量 数 据 的 统 计 结 果 ，

表1　消融实验结果数据统计 单位：s

时间

推理

总执行

YOLOX-Nano
基准

1.135
1.318

算法

优化

0.482
0.596

硬件

优化

1.130
1.313

协同

优化

0.424
0.538

YOLOv5s
基准

15.088
18.369

算法

优化

4.554
7.654

硬件优

化

15.079
18.318

协同

优化

4.360
7.491
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YOLOX-Nano 网络执行总体性能提升为 59.22%，推理

计算部分的性能提升为 62.67%，整体运行加速比为

2.45，推理运算部分加速比为 2.68. 分别统计每个异构

调度子图的时间数据，经计算得出，在优化异构调度策

略作用下，融合后的 13个跨计算单元调度子图推理过

程性能均有提升，平均每个跨计算单元调度子图的计

算耗时可减少71.54%.
在 YOLOv5s 网络中，算子融合前模型子图数量

241 个，采用本文提出的优化后的算子融合策略，主干

推理网络子图数量可减少至 58个，实现算子融合覆盖

率为 75.1%. 根据实际实验测量数据的统计结果，YO⁃
LOv5s 网络执行总体性能提升为 59.22%，推理计算部

分的性能提升为 71.10%，整体运行加速比为 2.45，推理

运算部分加速比为 3.46. 分别统计每个异构调度子图

的时间数据，经计算得出，在优化异构调度策略作用

下，融合后的 58个跨计算单元调度子图推理过程性能

均有提升，平均每个跨计算单元调度子图的计算耗时

可减少 70.66%. 由此可见，采用本文提出的非一般类算

子融合策略以及具有多层级存储共享结构的异构计算

系统可有助于卷积神经网络整体运算加速的实现 .

4. 4　仿真性能分析

经仿真分析，如表 3所示，在保持 CPU主频不变的

情况下，将 NVDLA、GPU、存储器访问以及 AXI 总线等

FPGA 部分逻辑设计的工作频率假设提升至 1 GHz，以
此作为未来在ASIC实现中可能达到性能水平的推算与

评估 . 在该设定下，对于YOLOX-Nano的所有 Tensor数
据均可以分配在高速的片内存储空间中，主频提升的

作用效果能够体现在全部特征提取子图中 . 因此，推理

一个完整 YOLOX-Nano 网络，总运行时间可缩短至

0.283 s，异构计算推理用时可缩短至 0.088 s. 对于 YO⁃
LOv5 s而言，仅有部分Tensor数据可以分配在高速片内

存储空间中，主频提升的效果只作用于部分特征提取

计算子图 . 因此，推理一个完整 YOLOv5s网络，总运行

时间可缩短至 5.566 s，异构计算推理用时可缩短至

2.434 s.

5　结论

本文围绕提升网络模型推理加速性能展开研究 .
首先，本文分析了传统算子融合算法的局限性以及影

响算子融合效率的因素，提出一种非一般类的改进型

算子融合方法，使其可以实现跨计算单元执行计算过

程合并优化，提高算子融合覆盖率；该融合方法对任意

相互关联的算子层具有一定通用性，即适用于网络模

型中具有前后依赖关系且需要在计算单元之间实现快

速数据交换的运算过程 . 其次，本文在传统异构计算基

本架构基础之上，针对端侧异构计算平台进行了多层

级存储结构建模，为了可以更好地支持改进算子融合

策略，在可编程逻辑器件FPGA平台上进行了真实异构

计算平台搭建，通过共享存储与管理等逻辑功能设计

使得优化的算子融合策略与硬件计算架构更加契合 .
实验结果证明，本文提出的算子融合优化算法和改进

后的异构计算架构，可以减少对片外存储器的访问依

赖，有助于降低加速计算部件的运算过程执行时间，从

而有效减少深度学习算法模型的推理耗时 . 实验结果

表 明 ，针 对 YOLOX-Nano 的 完 整 推 理 过 程 可 实 现

59.22% 的计算速度提升，其中，推理计算性能提升为

62.67%；针对 YOLOv5s的完整推理过程可实现 59.22%
的计算速度提升，其中，推理计算性能提升为 71.10%.
文章以卷积神经网络运算为核心的目标检测任务为例

展开研究，但本文提出的方法不局限于此项单一任务，

同样可适用于语义分割、时序预测以及以 Transformer
为代表的其他任务网络 .
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