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摘　要：　人工智能（Artificial Intelligence，AI）技术的快速发展在丰富互联网内容生态的同时，也加剧了多模态虚

假新闻的广泛传播，特别是深度伪造技术的应用使得虚假信息在视觉与语义层面呈现出较高的逼真性，严重威胁网络

公共空间的信任体系 . 尽管现有的多模态虚假新闻检测技术已利用跨模态注意力机制及大语言模型（Large Language 
Models，LLMs）实现了多模态语义对齐与推理增强，但这些方法在特定场景下仍面临挑战 . 一方面，通用大模型存在

“幻觉”风险，且多局限于粗粒度的语义融合，难以精准捕捉图文实体间的不匹配冲突；另一方面，现有模型往往忽略了

对图像频域物理伪影及文本情感操纵信号的挖掘，导致其在面对生成式AI高保真的伪造内容时鉴别力受限 . 针对上

述问题，本文提出了一种基于多通道特征增强与图文相似度感知的图注意力网络（Multimodal Similarity-aware Graph 
Attention Network，MS-GAT）. 该方法首先设计了多通道特征提取模块，其利用双向编码器表征（Bidirectional Encoder 
Representations from Transformers，BERT）模型提取文本的深层语义与情感特征，并结合视觉 Transformer（Vision Trans⁃
former，ViT）获取图像空间特征，同时引入快速傅里叶变换（Fast Fourier Transform，FFT）捕捉图像频域中的异常伪影，并

通过自适应门控单元实现多通道特征的加权融合 . 在此基础上，本文构建了一个包含图文实体节点与模态枢纽节点的相

似度感知异构图，利用对比语言-图像预训练（Contrastive Language-Image Pre-training，CLIP）模型计算各节点在共享语义

空间中的相似度，并以此显式地建模图文间的细粒度关联 . 最后，模型利用图注意力网络（Graph Attention Network，GAT）
聚合邻域信息，通过注意力权重动态调整节点间的关联强度以聚焦图文不一致特征，并配合自适应的多任务损失函数解

决联合学习中的优化不平衡问题 . 所提方法在Weibo17和CFND数据集上的准确率分别达到94.5%和87.6%，各项关键

性能指标均优于现有主流基线 . 研究结果表明，本方法通过融合图文多通道特征与结构化推理机制，实现了对图文深

层语义冲突的捕捉，为提升多模态虚假新闻检测的可解释性与鲁棒性提供了新的视角与技术支撑 .
关键词：　虚假新闻检测；多模态融合；图文相似度感知；多通道特征提取；图注意力网络；异构图

基金项目：　国家重点研发计划（No.2022YFB3103103）；先进密码技术与系统安全四川省重点实验室开放课

题（No.SKLACSS-202404）；成都市重点研发项目（No.2023-XT00-00002-GX）；成都市重点研发支撑计划项目

（No.2024-YF05-01227-SN）
中图分类号：　TP391.1  　文献标识码：　A  　 文章编号：　0372-2112(2025)12-4614-16
电子学报URL:http://www.ejournal.org.cn　　　 　 DOI:10.12263/DZXB.20250650

Fake News Detection via Multi-Channel Feature Enhancement and 
Visual-Textual Similarity Awareness

ZHANG Shi-bin1,2,3, CAI Song-rui1,2,3,4, YANG Min2,3*, CHEN Shi-hang2,3

(1. College of Artificial Intelligence (Xin Gu Industrial College), Chengdu University of Information Technology, Chengdu, Sichuan 610225, China; 
2. School of Cybersecurity (Xin Gu Industrial College), Chengdu University of Information Technology, Chengdu, Sichuan 610225, China; 

3. Advanced Cryptography and System Security Key Laboratory of Sichuan Province, Chengdu, Sichuan 610225, China; 
4. SUGON Industrial Control and Security Center, Chengdu, Sichuan 610225, China)
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of deepfake technology renders false information highly realistic at both visual and semantic levels, posing a severe threat to 
the trust system of the online public sphere. Although existing multimodal fake news detection techniques have utilized 
cross-modal attention mechanisms and large language models (LLMs) to achieve multimodal semantic alignment and rea⁃
soning enhancement, these methods still face challenges in specific scenarios. On one hand, general-purpose large models 
are prone to “hallucination” risks and are often limited to coarse-grained semantic fusion, making it difficult to accurately 
capture mismatch conflicts between visual and textual entities. On the other hand, existing models often overlook the min⁃
ing of physical artifacts in the image frequency domain and emotional manipulation signals in the text, resulting in limited 
discrimination capability when facing high-fidelity fake content generated by generative AI. To address the aforementioned 
issues, this paper proposes a multimodal similarity-aware graph attention network (MS-GAT) based on multi-channel fea⁃
ture enhancement. The method first designs a multi-channel feature extraction module, utilizing the bidirectional encoder 
representations from transformers (BERT) model to extract deep semantic and emotional features of the text, combined with 
the vision transformer (ViT) to acquire image spatial features. Simultaneously, it introduces the fast Fourier transform (FFT) 
to capture anomalous artifacts in the image frequency domain and implements weighted fusion of multi-channel features 
through an adaptive gating unit. Building upon this, this paper constructs a similarity-aware heterogeneous graph containing 
visual-textual entity nodes and modality hub nodes. It utilizes the CLIP model to calculate the similarity of each node in a 
shared semantic space and thereby explicitly models the fine-grained associations between images and text. Finally, the 
model employs the graph attention network (GAT) to aggregate neighborhood information, dynamically adjusting the asso⁃
ciation strength between nodes via attention weights to focus on visual-textual inconsistency features, and incorporates an 
adaptive multi-task loss function to resolve the optimization imbalance problem in joint learning. The proposed method 
achieves accuracies of 94.5% and 87.6% on the Weibo17 and CFND datasets, respectively, with all key performance indica⁃
tors outperforming existing mainstream baselines. Research results indicate that by integrating multi-channel visual-textual 
features with structured reasoning mechanisms, the proposed method successfully captures deep semantic conflicts between 
images and text, providing a new perspective and technical support for enhancing the interpretability and robustness of mul⁃
timodal fake news detection.
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traction; graph attention network; heterogeneous graph
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1　引言

在当前的数字化浪潮中，社交媒体以其即时性与

开放性重塑了信息传播的方式，然而，这也为虚假新闻

的滋生与蔓延提供了便捷 . 虚假新闻通常指受特定利

益驱动而故意编造的欺骗性内容［1］. 此类信息的广泛

传播严重侵蚀了社会信任体系，并对公共秩序与社会

稳定构成了严峻挑战［2］. 因此，研究有效的虚假新闻检

测技术，对于及时阻断虚假新闻传播、塑造健康的网络

舆论生态具有重要的现实意义 .
随着多媒体技术的普及，图文结合的多模态形式

已逐渐成为虚假新闻传播的主要载体 . 视觉元素的介

入契合了受众“眼见为实”的认知心理，在增强内容煽

动性的同时，也加快了其在社交网络中的扩散［3］. 图 1
展示了多模态虚假新闻的四种典型形态 . 其中，图1（a）
~图 1（c）属于内容的直接伪造：图 1（a）为图文双重虚

假；图 1（b）虽文本属实，但图像包含明显的物理篡改痕

迹；图 1（c）的图像则来源真实，但配以虚假的文本描

述 . 相比之下，图 1（d）呈现出更为隐蔽的图文语义错

配，即图文素材各自虽未被篡改，但二者的组合却构建

了虚假的事实关联 . 这种“张冠李戴”式的跨模态语义

冲突，往往具有更高的隐蔽性与欺骗性 . 面对上述多样

化的伪造手段，早期主要依赖单一模态分析的检测方

法［4，5］显露出明显的局限性 . 具体而言，仅依赖文本语

义的分析方法［6，7］无法感知图 1（a）和图 1（b）中的视觉

篡改痕迹；而侧重图像取证的技术［8，9］不仅难以判定图

1（a）和图 1（c）中的文本虚构，在面对图 1（d）中素材真

实但图文语义逻辑冲突的隐蔽伪造时，更是难以奏效 .
鉴于单模态检测方法的固有限制，学术界和工业

界开始积极探索基于多模态融合的虚假新闻检测技

术［10~13］，并取得了显著进展 . 然而，随着生成式人工智

能和深度伪造技术的快速演进，虚假新闻的生成手段

日益复杂化和高保真化，现有的多模态检测方法在深

层特征挖掘与跨模态推理机制上显露出明显的局限

性，主要体现在以下两个方面 .
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首先，单纯依赖表层语义特征的融合策略已难以

应对高保真的伪造内容 . 现有主流方法［14，15］多侧重于

图文语义的拼接与加权，在面对细节造假的深度伪造

样本时鉴别力有限 . 研究表明，关键的伪造线索常隐匿

于底层的物理信号与情感特征之中［16，17］. 例如图像频

域中的异常伪影及文本中违背事实的情感煽动 . 然而，

当前多数方法尚未能有效整合这些多通道特征，导致

其在复杂语义混淆场景下的鲁棒性受限 .
其次，现有的跨模态融合策略缺乏显式的结构化

推理与细粒度对齐机制，难以捕捉不同模态实体间的

深层逻辑冲突 . 例如，验证“图像中的车辆”与“文本中

的事故描述”是否一致，依赖于模型对细粒度特征的推

理能力 . 尽管当前的注意力机制能够建立隐式关联，但

其缺乏明确的拓扑结构以显式建模模态内及模态间的

复杂交互 . 这种结构化推理的缺失不仅限制了检测精

度，也导致模型缺乏可解释性，难以满足实际应用对判

决依据透明度的需求 .
针对上述挑战，本文提出了一种基于多通道特征

增强与图文相似度感知的图注意力网络（Multimodal 
Similarity-aware Graph Attention Network，MS-GAT）. 该

方法首先设计了多通道特征提取机制，分别从图像空

间域与频域、文本语义与情感维度挖掘特征，旨在捕捉

隐藏的物理伪影与情感操纵痕迹 . 其次，针对跨模态推

理能力的不足，该方法通过计算图文实体的语义相似

度，构建了包含模态枢纽节点的异构图，将多模态融合

转化为节点间的信息聚合过程，并利用图注意力机制

自适应聚焦于图文语义不一致的关键路径 . 此外，模型

采用基于可学习参数的自适应多任务损失函数，自动

平衡各任务分支的优化贡献 . 实验结果显示，MS-GAT
在 Weibo17［18］和 CFND［19］数据集上的准确率分别达到

94.5% 和 87.6%，虚假新闻 F1 分数分别为 94.2% 和

84.5%，均优于现有基线方法 . 研究表明，该框架成功融

合了多通道深层特征与结构化推理机制，为多模态虚

假新闻检测提供了新的技术视角 .
本文的主要贡献归纳如下：

（1）提出了一种融合频域与情感维度的多通道特

征表示方法 . 该方法通过门控机制融合图像空间/频域

与文本语义/情感特征，有效弥补了传统方法仅依赖表

层语义的不足，为模型提供了更为全面且鲁棒的判别

依据 .
（2）构建了基于相似度感知的多模态异构图与

MS-GAT 检测框架 . 通过引入实体相似性连接与模态

枢纽节点，该框架实现了跨模态细粒度关联的显式推

理，在提升检测精度的同时显著增强了模型的可解

释性 .
（3）引入了自适应的多任务损失加权机制 . 该机制

利用可学习参数动态平衡不同模态信息与分类任务的

贡献，有效避免了人工调参的复杂性与潜在偏差，提升

了模型的泛化能力与训练效率 .
2　相关工作

伴随社交媒体的普及，虚假新闻的泛滥及其带来

的社会挑战日益凸显 . 为应对这一挑战，学术界与工业

界对虚假新闻检测技术展开了深入探索 . 本文遵循技

术演进脉络，从单模态与多模态检测两个维度对相关

研究进行综述 .
2. 1　单模态虚假新闻检测

传统虚假新闻检测主要基于单模态数据，根据信

息载体可分为文本、视觉及社交上下文三类技术路线 .
在文本检测领域，研究重点在于挖掘语言学特征

与语义表征［20］. 早期研究多采用支持向量机（Support 
Vector Machine，SVM）、朴素贝叶斯等模型处理词汇分

布及情感极性等手工特征［21，22］. 随后，循环神经网络

（Recurrent Neural Network，RNN）、长短期记忆网络

（Long Short-Term Memory，LSTM）及 Transformer 等深度

学习架构被广泛应用于捕捉长程语义依赖［23~25］. 例如，

Bahad 等人［25］利用双向长短期记忆网络（Bidirectional 
Long Short-Term Memory，Bi-LSTM）模型证明了序列建

模在上下文捕捉上优于卷积神经网络（Convolutional 
Neural Network，CNN）. 然而，纯文本方法难以验证内容

与视觉证据或外部事实的一致性 .
视觉检测技术主要涵盖语义表征与视觉取证两个

方向 . 前者利用视觉几何组（Visual Geometry Group，
VGG）、残差网络（Residual Network，ResNet）等提取图

像的高层语义，以识别特定的伪造模式；后者则通过分

析纹理、颜色直方图或误差水平来检测物理篡改痕

迹［8，9］. 目前，现有的视觉方法多侧重于空间域特征，在

   (a) 文本和图片都是虚假的        (b) 带有正常文本的虚假图片

   (c) 带有正常图片的虚假文本    (d) 图文语义不匹配

图1　多模态虚假新闻的四种典型形态
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应对生成式人工智能内容（Artificial Intelligence Gener⁃
ated Content，AIGC）这类高保真的图像时，鉴别能力仍

有待提升 .
社交上下文分析侧重于挖掘新闻传播的拓扑结

构，通常利用图神经网络（Graph Neural Network，GNN）
聚合用户交互与传播动力学特征［21］. 例如，Chang 等

人［26］通过构建全局注意力记忆网络来提取传播特征，

取得了良好的检测效果 . 尽管此类方法具有参考价

值，但其高度依赖社交互动数据，在新闻传播初期常

面临数据稀疏问题，且难以直接判断内容本身的真

实性 .
综上所述，单模态方法虽在特定场景下具备成效，

但其局限在于难以捕捉跨模态的关联特征与矛盾信

号 . 面对图文冲突或高保真虚假内容时，此类系统的检

测性能受限 . 因此，如何融合多源异构数据并构建跨模

态一致性分析框架，已成为当前研究的核心挑战 .
2. 2　多模态虚假新闻检测

鉴于社交媒体中大量虚假新闻以图文结合的形式

传播，且文本与图像之间的不一致性往往成为识别虚

假新闻的重要线索，多模态检测方法逐渐成为研究热

点 . 该类方法旨在联合分析来自不同模态的信息，以提

升虚假新闻检测的准确性和鲁棒性 .
2. 2. 1　基础融合策略与语义对齐

多模态虚假新闻检测的研究最初侧重于基础融合

策略 . 早期融合通过在输入层直接拼接文本与图像特

征构建统一向量，并交由分类器处理［27］；而晚期融合则

在各模态独立预测的基础上进行结果集成［28］. 虽然这

些方法逻辑直观，但早期融合难以消除特征空间的异

质性差异，晚期融合则缺乏模态间的深度交互，导致信

息利用效率受限 . 因此，中间层融合技术逐渐占据主

流，其中注意力机制被广泛应用于捕捉模态间的隐式

关联 . 例如，Wu 等人［15］提出的多模态协同注意力网

络，通过跨模态注意力机制整合图像空间特征与文本

语义特征，其检测效果优于传统的拼接方式 .
近年来，基于预训练模型的深层语义对齐技术得

到了广泛应用 . 随着双向编码器表征（Bidirectional En⁃
coder Representations from Transformers，BERT）模型与

视觉 Transformer（Vision Transformer，ViT）等单模态模

型的成熟，研究者利用此类架构提升了多模态特征的

提取效果 . 此外，CLIP 模型通过在海量图文对上进行

对比学习，展现了较强的跨模态对齐能力［29］. 大语言模

型（Large Language Model，LLM）与大规模视觉语言模型

（Large Vision-Language Model，LVLM）则通过指令微调

进一步增强了模型的逻辑推理能力［30~32］. 然而，此类方

法在虚假新闻检测场景中仍存在局限性：模型固有的

幻觉风险可能产生与事实不符的错误联想；同时，现有

方法多侧重于粗粒度语义对齐，难以精准捕捉图文间

深层的逻辑冲突，且对高保真伪造内容的鉴别能力有

待提升 .
2. 2. 2　多通道深层特征挖掘与表示

为了克服仅依赖表层语义特征的局限，当前研究

前沿正转向挖掘多通道深层特征，重点关注视觉频域

与文本情感两个维度，以捕捉伪造内容的物理痕迹与

心理倾向 .
在视觉频域分析方面，生成对抗网络（Generative 

Adversarial Network，GAN）与扩散模型生成的图像在空

间域已达到高度逼真的效果，CNN 难以有效识别其伪

造特征［33，34］. 然而，此类图像在频域往往残留特定的物

理伪影或压缩痕迹［35］. Jing 等人［36］提出了多模态渐进

式融合网络，利用 Transformer架构提取并融合频域、空

间及文本特征，增强了模型捕捉微细伪造痕迹的能力 .
此外，Wu等人［15］提出的多模态协同注意力网络同样引

入了图像频域信息，用以学习多模态特征间的相互依

赖关系 .
在情感特征分析方面，虚假新闻常利用强烈的煽

动性加速传播［37］. 研究发现，虚假内容往往包含较高比

例的负面情感词［38］. Ajao 等人［39］利用情感词典构建特

征以辅助检测新闻真实性 . Zhang等人［40］则通过建模新

闻发布者的情感与社交评论情感之间的关联，提升了

检测性能 . 然而，当前多数工作仍将情感分析视为独立

的下游任务或补充特征［41~43］，尚未建立起将情感信息

作为核心特征与语义、视觉信息深度协同的多通道

框架 .
2. 2. 3　基于图结构的细粒度推理与知识增强

为了克服现有方法在捕捉细粒度关联方面的不

足，基于GNN的显式推理已成为当前的研究重点，其核

心在于通过建模实体间的交互来揭示逻辑冲突 .
在外部知识增强方面，研究者通常利用实体对齐

技术引入语义关联以增强检测能力［44］. 例如，Fu 等

人［45］提出了一种基于知识图谱的多领域检测框架，通

过改进 BERT 并注入实体三元组来丰富新闻背景 . 然

而，此类方法高度依赖外部知识库的质量，面临实体链

接错误、知识库不完备及噪声干扰等挑战［46］. 为了突破

外部知识库的局限，近期研究转向构建基于内容的异

构图进行闭环推理 . 例如，Qian 等人［47］提出了知识感

知多模态自适应图卷积网络，将文本概念与视觉信息

联合建模；Qi等人［48］提出的实体增强的多模态假新闻

检测框架（Entity-cnhanced Multimodal FakE News Detec⁃
tion，EM-FEND）则引入视觉实体识别技术，通过增强跨

模态对齐提升了模型对噪声样本的鲁棒性 .
尽管上述方法在显式推理方面有所进展，但现有

的图结构建模仍存在局限性：一是多侧重于模态间的
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粗粒度连接，缺乏对多模态相似度差异的感知机制，导

致在面对传播噪声时推理能力受限；二是异构图尚未

实现多通道深层特征的融合 . 针对上述问题，本文提出

一种新的多模态虚假新闻检测框架 . 该框架通过构建

显式的跨模态实体关联图、融合多通道单模态特征并

引入相似度感知注意力机制，旨在实现更具可解释性

的信息融合与不一致性建模，从而提升检测性能 .
3　相关理论及问题定义

3. 1　图神经网络理论

GNN 是一类以图结构数据为输入、通过节点间信

息传递实现特征学习的深度模型［49］. 给定图G = (VE)，

其中 V为节点集合，E为边集合 . 节点特征矩阵表示为

XÎR |V| ´ F，其中 |V|是节点数量，F 是特征维度 . 图的连

接拓扑结构通常由邻接矩阵AÎ{01}|V| ´ |V|表示 .
GNN 的核心在于消息传递机制［50］，在第 k 层网络

（k ≥ 1）中，节点 vÎ V首先聚合其一跳邻居节点 uÎN (v)

在第 k−1 层的隐藏表示{h(k - 1)
u }生成聚合信息 a(k)

v ，其中

N (v)表示节点 v的一跳邻居集合；然后结合自身先前表

示{h(k - 1)
v }（对于 k=0，{h(0)

v }=Xv，即节点 v的原始特征）通

过更新函数得到新的隐藏表示{h(k)
v }. 聚合函数通常包

括求和、平均或最大操作，而更新函数一般为带有非线

性激活 σ(×)的仿射变换：

h(k)
v = σ ( )W (k) [h(k - 1)

v ‖a(k)
v ]+ b(k) （1）

其中，W (k)和 b(k)是可学习的权重矩阵和偏置向量，‖表

示向量连接操作 .
通过堆叠 k层消息传递，GNN能够捕获不同跳数的

拓扑特征 . 对于本研究涉及的多模态虚假新闻检测的

图级分类任务，模型需要将所有节点的最终表示汇聚

成一个单一的图级表示 hG. 这一过程通常通过对所有

节点表示求和、求平均等方式来实现 .
最终，图级表示hG被输入分类器以输出预测结果 .

GNN框架通过局部结构建模与全局信息汇聚，为处理复

杂图结构数据及实现多模态信息融合提供了理论支撑 .
3. 2　跨模态表示学习模型CLIP

CLIP 是一种基于对比学习的跨模态预训练模型，

旨在共享嵌入空间中学习文本与图像的联合表示 . 该

模型由文本编码器（text encoder）与图像编码器（image 
encoder）组成，通过在大规模图文对数据集上进行端到

端训练，实现跨模态特征的深度对齐［51］. 其训练目标是

最大化匹配图文对在嵌入空间中的相似度，同时最小

化非匹配对的相似度 .
经过预训练后，CLIP 模型能够为输入的文本 T 和

图 像 I 分 别 生 成 固 定 维 度 的 嵌 入 向 量 vT =
TextEncoder(T ) 和 vI = ImageEncoder(I). 这两个嵌入向

量位于同一个语义共享空间RD 中，其中 D为嵌入空间

的维度 . 文本与图像间的跨模态相似度通常通过计算

其对应嵌入向量的余弦相似度来衡量：

Similarity(TI)=
vT × vI‖vT‖‖vI‖ （2）

其中，vT × vI 表示向量点积；‖vT‖ 和 ‖vI‖ 表示向量的

L2范数 . CLIP模型计算的跨模态相似度能够量化文本

与图像内容在语义层面的一致性，这为本研究构建基

于相似度感知的图注意力网络提供了计算依据 .
3. 3　问题定义

本文研究的核心任务是多模态虚假新闻检测 . 该

任务旨在通过联合分析给定的文本与图像信息，判定

该信息实例是否为虚假内容 .
具体而言，给定包含N个样本的数据集D，其中第 i

个实例由文本内容Ti和相关的图像内容 Ii组成 . 假定文

本内容 Ti来自文本空间 T，图像内容 Ii来自图像空间 I.
数据集 D 可以形式化表示为 D = {(Ti Ii )}N

i = 1
. 每个信息

实例 (Ti Ii )关联一个真实的二元标签 yi = {01}，表示该

实例的真伪性 . 在本研究中，yi = 1 表示该信息为虚假

新闻，yi = 0表示该信息为真实新闻 .
假设存在一个未知但固定的数据分布P (TIy)，数

据集 D 中的实例 (Ti Ii yi)从中独立同分布采样获得 .
多模态虚假新闻检测的目标是学习一个分类模型 f，该
模型接收多模态输入 (Ti Ii ) 并输出一个预测标签

ŷi Î{01}或属于虚假类别的概率分数 p̂i Î[01]. 形式上，

该任务的目标是优化映射函数 f ：T ´ I® {01}或 f ：T ´

I® [01]，使得未见过的测试数据，其预测结果与真实

标签尽可能一致，从而实现分类性能的最优化 . 后续章

节将基于此定义，详细阐述本文提出的模型架构 .
4　模型介绍

4. 1　整体框架

本文提出一种名为多模态相似度感知图注意力网

络 MS-GAT 的多模态虚假新闻检测框架 . 该框架的核

心在于构建并处理一种能够显式建模图文细粒度语义

关联的异构图，以实现跨模态信息的深层交互 . 此外，

MS-GAT结合了基于多通道特征的单模态检测分支，构

建了一个联合学习框架 . 该框架通过跨模态图融合与

辅助单模态分析的协同作用，旨在提升检测系统的性

能及判别结果的可解释性 . 图 2展示了MS-GAT的总体

架构 .
MS-GAT框架主要由四个核心模块组成：多模态数

据预处理、多通道特征提取、多模态相似度感知异构图

构建及虚假新闻检测模块 . 后续各小节将对各模块的

功能原理与实现细节进行详细阐述 .
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4. 2　多模态数据预处理

本模块负责对原始多模态数据进行清洗、格式化

及实体识别 .
对于输入的文本内容T，该模块首先执行分词与清洗

等标准预处理操作，随后利用命名实体识别（Named Entity 
Recognition，NER）工具提取文本实体集合ET . 对于输入的

图像内容 I，该模块首先完成尺寸调整与像素归一化，并利

用光学字符识别（Optical Character Recognition，OCR）技

术提取图像中的嵌入文本，同时通过目标检测识别图像

的主要视觉对象 . 随后，NER工具被应用于OCR提取的

文字结果以识别图像中的文本实体 . 最后，该模块将识别

出的文本实体与视觉对象取并集，构成图像实体集合EI .
经过此阶段，模型获得了标准化的多模态数据，以

及用于后续构建图结构的文本实体集合ET和图像实体

集合EI .
4. 3　多通道特征提取

多通道特征提取模块旨在从文本与图像中挖掘关

键表征信息，并通过门控机制进行初步融合，为后续图

结构构建提供丰富的节点特征 .
在文本模态处理中，该模块分别提取语义特征与

情感特征 . 语义特征利用预训练的 Bert-base［52］模型获

取，用以捕捉上下文语义信息；情感特征则通过在情感

标注数据集上微调的BERT模型提取，捕捉文本所表达

的情感倾向 .

在图像模态处理中，该模块提取空间域特征与频

域特征 . 空间域特征采用预训练的ViT-base［53］获取，侧

重于图像空间特征的捕捉；频域特征通过快速傅里叶

变换（Fast Fourier Transform，FFT）处理图像得到，旨在

识别由于编辑或压缩产生的物理伪影 .
为整合各模态内部的多通道特征，本方法引入了

门控融合机制 . 该机制通过一个包含多层感知机与

Sigmoid激活函数的门控单元，学习生成动态权重以平

衡不同通道的贡献 . 形式上，设文本语义特征为 Tsem，

情感特征为Tsenti，门控单元输出权重为 gÎ [01]D
（D为

特征维度），融合后的文本特征Tf可表示为

Tf = gTsem + (1 - g)Tsenti （3）
其中，⊙表示元素乘法 . 该模块采用类似的门控机制融

合图像的空间域特征 Ispa与频域特征 Ifreq，得到融合图像

特征 If. 这种自适应融合策略能够根据输入内容动态调

整特征通道的重要性 . 融合后的特征向量不仅作为异

构图中模态枢纽节点的初始属性，还被直接输入至后

续单模态检测分支参与推理 .
4. 4　多模态相似度感知异构图构建

本模块负责将多模态信息转化为能够显式捕捉图

文细粒度跨模态关联的图结构 . 该异构图作为图注意

力网络（Graph Attention Network，GAT）［54］的输入，用于

指导信息在不同节点间的传播与聚合，其构建过程如

图3所示 .

图2　多模态相似度感知的图注意力网络结构图
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首先，该模块定义了图的节点集合 V. 节点代表

多模态信息中的关键信息点，分为三类：文本实体节

点 VT、图像实体节点 VI 及模态枢纽节点 VM ={Tf If }.
图的总节点数 |V| = |VT| + |VI| + 2. 文本实体和图像实

体的初始特征由预训练的 CLIP 模型进行提取，而模

态枢纽节点的初始特征则采用 4.3 节生成的融合特征

向量 .
其次，该模块通过边集合 E 反映节点间的关联强

度 . 边的权重 wij在 GAT 中用于指导信息聚合，其构建

核心在于捕捉跨模态相似性关联 . 对于任意两个实体

节点 ijÎ VT  VI，该模块计算其初始特征 h(0)
i 和 h(0)

j 之

间的余弦相似度：

Similarity(ij)=
h(0)

i × h(0)
j

 h(0)
i  h(0)

j

（4）
该计算在 CLIP 的共享嵌入空间中进行 . 基于此相

似度，该方法构建实体相似性边：对于文本实体对

ijÎ VT，若 Similarity(ij)> θ t，则在 i和 j之间添加权重为

wij = Similarity(ij)的无向边；对于图像实体对，采用阈

值 θ i进行类似处理 . 对于跨模态实体对，计算任意文本

实体 iÎ VT和图像实体 jÎ VI，若Similarity(ij)> θm，则建

立跨模态相似性边，权重设为wij = Similarity(ij).
此外，该图结构还包含连接实体与模态枢纽的边，

旨在将模态内的实体信息汇聚至枢纽节点 . 对于每个文

本实体 iÎVT，该模块将添加一条连接至文本枢纽Tf 的

无向边；对于每个图像实体 jÎVI，该模块将添加连接至

图像枢纽 If 的无向边 . 此类边的权重均设置为固定

值wm.
构 建 完 成 后 ，该 模 块 获 得 包 含 节 点 特 征 X =

{h(0)
v |vÎ V }、边索引及边权重 W = { }wij|(ij)Î E 的多模态

相似度感知异构图G. 该图通过细粒度语义相似性构建

连接，并通过模态枢纽加强信息汇聚，具体的构建步骤

如算法1所示 .

 注：图节点相似度矩阵中的Sij表示图像实体 i与文本实体 j特征的余弦相似度 .
图3　多模态相似度感知异构图构建过程

算法1 多模态相似度感知异构图的构建

输入: 文本实体集合ET={T1,T2,,TN}, 图像实体集合EI={I1,I2,,IN}, 
融合后的模态枢纽特征Tf、If, CLIP模型, 相似度阈值 θt、θi、θti, 枢
纽边权重wm
输出: 多模态相似度感知异构图G=(V,E), 图节点特征矩阵X

1.  // 步骤1:节点初始化与特征提取

2. VT←为ET中的每个实体Ti创建节点VTi

3. VI←为EI中的每个实体 Ij创建节点VIj
4. V←VT∪VI∪{Tf If}
5.  for 每个节点 v∈V do
6.   if v∈VT then X[v]←CLIP_text_encoder
7.   else if v∈VI then X[v]←CLIP_image_encoder
8.   else X[v]←{Tf If}
9.  end for
10.  // 步骤2:基于相似度的边构建

11.  E←∅  // 将边集合E初始化为空集

12.  for   每对节点(u,v)   in   (VT×VT)∪(VI×VI)∪(VT×VI) do
13.   s←cosine_similarity(X[u],X[v])
14.   if (u,v∈VT and s>θt) or (u,v∈VI and s>θi) or
           (u∈VT,v∈VI and s>θti) then
15.     E←E∪{ }(uvweight = s)

16.   end if
17.  end for
18.  // 步骤3:实体-模态枢纽边构建

19.  for 每个实体节点 v∈VT∪VI do
20.   E←E∪{ }( )v{Tf If }weight =wm

21.  end for
22.  return G = (V,E), X
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4. 5　虚假新闻检测

本节详细阐述模型并行处理的两个核心检测分

支：图检测分支和单模态检测分支 . 两个分支通过联合

损失函数进行端到端训练，以实现最终的分类预测 .
4. 5. 1　图检测分支

该分支利用多层图注意力网络在异构图 G上学习

节点表征 . GAT 通过注意力机制为邻居节点分配差异

化权重，以实现信息的高效聚合 . 对于图中的任意节点

v，其在第 l层的特征表示为h(l)
v . 从第 l层到第 l+1层的更

新过程如下 .
首先，该方法计算节点 v与其邻居节点 jÎNv之间的

注意力系数e(l)
vj，用以反映邻居节点对中心节点的重要性：

e(l)
vj = LeakyReLU ( )a(l)T [W (l)h(l)

v ||W (l)h(l)
j ] （5）

其中，W（l）是可学习的线性变换矩阵；a（l）T为前馈网络权

重向量；‖表示向量拼接操作 . 随后，该方法将预先构

建的相似性边权重 wij与注意力系数相加，赋予相似度

较高的邻居以更高的先验权重，并利用 Softmax函数完

成归一化，得到最终权重 α(l)
vj . 最后，根据计算出的权重

加权聚合邻居节点特征，并通过激活函数得到下一层

特征表示h(l + 1)
v ：

h(l + 1)
v = σ ( )∑

jÎNv

α(l)
vjW

(l)h(l)
j （6）

经过 L 层传播后，模型获得最终节点表示矩阵

H (L)={h(L)
v |vÎ V }. 随后，模型通过全局池化操作提取

图级特征 hG，并将其输入由两层全连接网络构成的多

层感知机（MultiLayer Perceptron，MLP）分类器，通过

Softmax函数输出图预测概率分布 ŷG.
4. 5. 2　单模态检测分支

为了捕捉在图构建过程中可能忽略的全局信息或

特定模态线索，本框架并行设置了文本与图像检测分

支 . 文本分支接收 4.3节生成的融合文本特征 Tf，通过

独立 MLP 与 Softmax 处理输出预测概率 ŷT. 类似地，图

像分支接收多通道图像特征 If，由独立 MLP 分类器输

出图像预测概率 ŷI .
4. 5. 3　联合学习与自适应加权损失

为动态平衡三个检测分支的贡献，本文采用基于

可学习参数的自适应加权损失函数 . 对于各分支输出，

模型计算其与真实标签 y 之间的交叉熵损失 L text，

L image，Lgraph . 总训练损失L total定义为

L total = ∑
jϵ{textimagegraph}

exp ( - λ j ) Lj + λ j （7）
其中，λ j 是与各损失项相关联的可学习参数，代表对应

任务的对数方差 . 该机制通过优化 λ j自动调整权重，当

对数方差较大时，该损失项的权重降低 . 额外的∑
j

λ j项

起到了正则化作用 . 通过最小化L total，模型能够自动评

估并调整各分支在训练中的权重，从而优化多模态虚

假新闻检测性能，避免了手动调参带来的不确定性 .
5　实验与分析

本节在多个公开数据集上对 MS-GAT 框架的检测

性能进行评估 . 通过与基线方法的对比实验验证模型

的有效性，利用消融实验探究关键组件的贡献，并结合

可视化案例分析模型的工作机制与可解释性 .
5. 1　数据集介绍

本研究选取 Weibo17 与 CFND 两个公开数据集进

行性能评估 . 这些数据集包含丰富的图文结合样本，且

标签标注过程严谨，能够代表现实网络环境下的虚假

新闻分布 .
Weibo17 数据集源自新浪微博平台 . 为了确保标

签的客观性与权威性，该数据集通过“微博辟谣”官方

系统收集了 2012年 5月至 2016年 1月期间的已验证谣

言；真实新闻则选取自新华社等权威机构发布的推文 .
CFND 是一个大规模、细粒度的中文多模态数据

集 . 其虚假新闻采集 6 个主流事实核查网站及社交平

台，真实新闻则源于 4个官方新闻门户，确保了数据来

源的可靠性 . 此外，该数据集通过专家标注与交叉验

证，将样本划分为疫情、健康等五大领域，反映了谣言

在不同领域的传播特征 .
在实验设置阶段，本研究将上述两个数据集按照

6∶2∶2的比例随机划分为训练集、验证集和测试集，分

别用于模型的训练、验证和最终性能评估 . Weibo17和

CFND数据集的详细统计信息如表1所示 .

5. 2　实验设置与评价指标

5. 2. 1　实验设置

本研究基于PyTorch深度学习框架实现MS-GAT模

型 . 所有实验均在搭载 NVIDIA GeForce RTX 4090D 
GPU 的硬件环境下运行 . 模型采用自适应矩估计（Adap⁃
tive Moment Estimation，Adam）优化器进行参数更新，初

始学习率设为5´ 10-3，训练过程总共迭代3个epoch.
模型训练的关键超参数设置如下：GAT 层数设置

为 1；注意力头数设置为 4；节点嵌入维度设置为 768；
Dropout 比率设置为 0.3；相似度阈值 θ t、θ i、θ ti 均设置为

0.6；模态连接权重wm设置为1.0；批次大小设置为20.
5. 2. 2　评价指标

为了全面评估模型的性能，本研究采用涵盖总体

性能与类级性能的二分类评价指标，包括准确率（Accu⁃

表1　数据集统计信息

数据集

Weibo17
CFND

新闻总数

9 402
26 665

虚假新闻数目

4 748
10 271

真实新闻数目

4 654
16 394

图片数目

9 402
26 665
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racy，Acc），以及针对每一类别的精确率（Precision，P）、

召回率（Recall，R）和 F1 分数（F1-score，F1）. 所有指标

均基于测试集上的真阳性（true positives，TP）、真阴性

（true negatives，TN）、假阳性（false positives，FP）和假阴

性（false negatives，FN）统计结果进行计算 .
准确率定义为模型正确预测的样本数占总样本数

的比例，用于反映模型的整体预测效能 . 针对真实新闻

与虚假新闻两类标签，本研究分别计算其类级指标：精

确率衡量模型预测为特定类别的样本中实际属于该类

别的比例；召回率反映该类别实际样本中被模型正确

识别的比例；F1分数则是精确率与召回率的调和平均

数，用于综合评价模型在特定类别上的性能平衡 . 实验

结果将报告测试集上的总体准确率，以及各类别对应

的精确率、召回率与F1分数 .
5. 3　对比试验

本节将 MS-GAT 模型与现有基线方法在多模态虚

假新闻检测任务中进行对比，旨在客观评估MS-GAT的

性能表现 .
5. 3. 1　基线方法

为评估本文所提模型的有效性，本研究选取了以

下5类代表性的基线方法 .
（1）单模态基线

此类方法仅利用文本或图像的单一维度信息，用

于验证多模态融合的必要性 .
（a）BERT［52］：该方法利用预训练的BERT提取文本

特征，并结合分类层进行判定 .
（b）ViT［53］：该方法利用预训练的 ViT 提取图像特

征，并结合分类层进行判定 .
（2）多模态融合基线

此类方法通过不同的对齐或融合策略结合图文信

息，是当前多模态检测的主流方法 .
（a）UniSMMC［55］：该方法结合聚合式与对齐式融合

策略构建联合表征，并提出一种基于弱监督的模态对

齐机制，通过将各单模态表征向具有正确预测的模态

对齐来学习可信特征 .
（b）MIAN［56］：该方法利用分层学习模块增强单模

态表征，通过跨模态交互模块与协同注意力机制建模

语义依赖，并引入逆向注意力机制以显式提取模态内

及模态间的不一致特征 .
（3）图融合基线

此类方法利用图神经网络显式建模新闻内容或社

交上下文间的复杂逻辑 .
（a）GAT［54］：该方法通过学习邻居节点的权重实现

图信息的动态聚合 .
（b）基 于视觉推理提示的跨模态对齐（Cross-

Modal Alignment with Visual Reasoning Prompting，CMA-

VRP）［57］：该方法从新闻实体构建多模态图，并利用

LLM与LVLM获取推理特征，最后通过图对比学习与融

合技术整合特征 .
（4）多通道特征融合基线

此类方法在跨模态融合前，预先从模态内部挖掘

多维度信息，以捕捉虚假新闻的特定信号 .
（a）基于分层社会注意力的双重情感特征（Hierar⁃

chical Social Attention-Dual Emotion Features，HSA-DEF）［40］：
该方法利用Bi-LSTM编码语义，采用层次化社会注意力

机制建模社交结构，并引入双重情感特征捕捉发布者

与受众间的心理差异 .
（b）多 模 态 协 同 注 意 力 网 络（Multimodal Co-

Attention Networks，MCAN）［15］：该方法同时提取图像的

空间域与频域特征，通过多个协同注意力层实现视觉

特征融合及其与文本特征的深度关联 .
（c）多模态渐进式融合网络（Multimodal Progres⁃

sive Fusion Network，MPFN）［36］：该方法利用 Swin Trans⁃
former提取空间信息，并结合VGG19提取频域信息，最

后通过多级融合策略处理图文表征 .
（5）大模型基线

此类方法利用大型预训练模型的上下文理解能力

进行推理，代表了当前的先进技术水平 .
（a）LLMs：本研究选取 Doubao1.6 与 Qwen3［31］作为

基线 . 该实验将新闻内容处理为纯文本格式，并利用模

型在海量数据中预训练所获得的上下文学习能力，直

接对新闻的真实性进行推理和判断 .
（b）NLIN［19］：该方法在预处理阶段通过 OCR 实现

图文转换，并结合实体链接构建背景知识；随后采用低

秩自适应（Low-Rank Adaptation，LoRA）微调的 LLM 编

码信息，并通过推理解码器输出判定结果 .
5. 3. 2 实验结果与分析

本研究将MS-GAT模型与 5.3.1节所述基线方法在

Weibo17和 CFND数据集上进行对比实验 . 表 2展示了

各方法在测试集上的性能结果 .
由表 2可知，本文所提出的MS-GAT模型在两个数

据集上的准确率及各类别 F1分数均优于对比方法，验

证了该框架在多模态虚假新闻检测任务中的有效性 .
在 Weibo17 数据集上，MS-GAT 的准确率达到

0.945，虚假新闻类别的 F1 分数为 0.942；在 CFND 数据

集上，其准确率为 0.876，虚假新闻 F1 分数为 0.845. 相

比之下，仅依赖单一模态的 BERT 与 ViT 模型表现一

般，证明了单模态特征在识别复杂伪造内容时的局限

性，而 MS-GAT 通过融合图文互补信息提升了检测

性能 .
在与多模态融合及图融合方法的对比中，MS-GAT

体现了细粒度推理的优势 . 尽管 MIAN 与 UniSMMC 利
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用注意力机制取得了良好效果，但MS-GAT通过构建异

构图实现了更深层的跨模态交互 . 此外，与同类图方法

CMA-VRP 相比，MS-GAT 引入的相似度感知机制与模

态枢纽节点能更精准地衡量模态间的语义一致性，增

强处理异构关系时的鲁棒性 .
与多通道特征基线的对比进一步验证了特征提取

策略的有效性 . 实验结果显示，侧重于情感特征的

HSA-DEF或侧重于频域特征的 MCAN 与 MPFN 均未达

到最优性能 . 这表明单一维度的深层特征挖掘存在局

限性：HSA-DEF 忽略了图像物理痕迹，而 MCAN 与

MPFN未能充分利用文本情感倾向 . MS-GAT通过整合

图像频域信息与文本情感特征，弥补了单一视角的不

足，从而能够识别更多类型的虚假新闻 .
最后，与大语言模型基线的对比验证了该方法的

优势 . 通用大模型在零样本设置下表现受限，难以捕捉

细微的伪造痕迹 . 与经过微调的NLIN相比，MS-GAT在

多个指标上仍具备优势 . 这可能是由于NLIN将多模态

信息统一映射至文本空间，导致图像细节与文本情感

特征在转换过程中发生损耗；而MS-GAT保留了多通道

原始特征并在图中进行显式交互，避免了过度简化带

来的信息缺失 .
5. 4　消融分析

本节通过在 Weibo17 与 CFND 数据集上进行消融

实验，评估MS-GAT框架中关键模块的贡献 . 本研究以

完整的MS-GAT模型为基准，通过构建 6种变体来考察

图结构推理、多通道特征、融合机制及优化策略对性能

的影响 .
本节设计了以下6种消融变体进行对比分析 .
（1）w/o Graph（移除图模块）：该变体移除了图构建

与 GAT 模块，直接将融合后的多模态特征输入全连接

层进行分类 .
（2）w/o Multi-channel（移除多通道特征）：该变体移

除了文本情感特征和图像频域特征，仅保留基础的文

本语义和图像空间域特征 .

表2　各方法在数据集上的性能对比

数据集

Weibo17

CFND

方法

BERT
ViT

UniSMMC
MIAN
GAT

CMA-VRP
HSA-DEF

MCAN
MPFN

Doubao 1.6
Qwen3
NLIN

本文方法

BERT
ViT

UniSMMC
MIAN
GAT

CMA-VRP
HSA-DEF

MCAN
MPFN

Doubao 1.6
Qwen3
NLIN

本文方法

准确率

0.857
0.778
0.935
0.936
0.871
0.938
0.913
0.899
0.838
0.770
0.639
0.922
0.945

0.828
0.782
0.858
0.859
0.823
0.866
0.839
0.845
0.824
0.779
0.675
0.874
0.876

虚假新闻

精确率

0.854
0.771
0.928
0.950
0.875
0.933
0.911
0.913
0.857
0.792
0.839
0.905
0.956

0.812
0.721
0.872

0.799
0.764
0.795
0.840
0.774
0.854
0.738
0.731
0.813
0.816

召回率

0.858
0.785
0.927
0.920
0.878
0.942

0.913
0.889
0.894
0.763
0.357
0.941
0.928
0.721
0.709
0.740
0.780
0.781
0.776
0.820
0.845
0.769
0.868
0.553
0.873
0.891

F1分数

0.856
0.778
0.927
0.935
0.877
0.941
0.912
0.901
0.889
0.777
0.501
0.923
0.942

0.764
0.715
0.801
0.829
0.773
0.785
0.830
0.808
0.809
0.798
0.630
0.842
0.845

真实新闻

精确率

0.861
0.786
0.929
0.923
0.881
0.929
0.915
0.884
0.873
0.747
0.583
0.940

0.931
0.837
0.819
0.851
0.833
0.861
0.861
0.850
0.897
0.802
0.839
0.641
0.917
0.918

召回率

0.857
0.772
0.930
0.952
0.877
0.906
0.913
0.909
0.863
0.778
0.929
0.903
0.958

0.895
0.828
0.932

0.823
0.849
0.868
0.830
0.845
0.875
0.691
0.796
0.874
0.891

F1分数

0.859
0.779
0.929
0.937
0.879
0.938
0.914
0.897
0.876
0.762
0.717
0.921
0.944

0.865
0.824
0.890
0.847
0.855
0.863
0.840
0.870
0.837
0.758
0.710
0.895
0.897

注：最好的结果用粗体表示，次好的结果用下划线表示 .
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（3）w/ Concat（移除门控融合机制）：该变体将单模

态内部的多通道特征融合方式从门控机制替换为简单

的特征拼接 .
（4）w/ GMU（替换为多模态门控单元）：该变体将门

控机制替换为经典的多模态门控单元（Gated Multi⁃
modal Unit，GMU）［58］，以对比不同门控机制对噪声特征

的过滤能力 .
（5）w/ Late Fusion（决策层融合）：该变体移除了所

有跨模态交互模块，独立利用文本和视觉分支进行预

测，并将输出概率的平均值作为最终判定结果 .

（6）w/o Adaptive Loss（移除自适应加权损失）：该变

体移除了基于可学习参数的损失加权机制，采用固定

的平均权重（1∶1）来组合图损失、文本损失与图像

损失 .
表 3展示了 MS-GAT及其 6种消融变体在 Weibo17

与CFND数据集上的性能表现 . 实验结果表明，移除或

修改框架中的关键模块均会导致不同程度的性能下

降，这验证了多模态异构图结构、多通道深层特征、门

控融合机制及自适应优化策略在虚假新闻检测任务中

的必要性 .

其中，w/ Late Fusion 变体的性能下降最为明显，证

明了简单的决策层集成难以捕捉细粒度的跨模态语义

冲突，而通过异构图实现的中间层深度融合对识别伪

造线索至关重要 . 移除图模块导致 CFND 数据集准确

率由 0.876降至 0.837，说明仅依靠特征提取并不充分，

利用GAT建立实体的显式逻辑关联能有效放大不一致

性信号 . 移除多通道特征导致两个数据集的准确率均

下降约 3.3%，证实了频域与情感特征在物理及心理维

度上能够弥补基础语义特征的盲区 . 在内部融合策略

对比中，w/ Concat 变体由于直接拼接异质特征引入了

噪声干扰，表现最差；而相比结构复杂的 GMU，本文设

计的门控机制通过减少冗余参数降低了过拟合风险，

提升了模型泛化能力 . 最后，移除自适应加权损失导致

性能下降，验证了动态调整多任务分支贡献在优化模

型收敛与平衡各项任务中的优势 .
5. 5　T-SNE可视化

为分析模型学习到的决策空间，本研究采用 t-分布

随机邻域嵌入（t-distributed Stochastic Neighbor Embed⁃

ding，t-SNE）［59］非线性降维技术，该技术将模型在测试

集上输出的高维对数几率映射至二维空间进行可视

化 . 图 4展示了Weibo17与CFND数据集测试样本输出

Logits的可视化结果 .
由图 4可见，尽管数据来源于两个不同的数据集，

经过 MS-GAT 模型处理后的样本输出对数几率在低维

空间就实现了对虚假新闻与真实新闻样本的区分 . 这

种映射过程形成了相对集中的簇结构，该分布情况表

明模型学习到了具备判别性的表征特征 . 同时，通过分

析不同数据集样本在簇内的分布情况，可以初步评估

模型的判别模式在跨数据集场景下的泛化能力 .
5. 6　参数分析

本节旨在探究 MS-GAT 模型中关键超参数对性能

的影响，以确定参数配置并解析其调控机制 . 本研究在

Weibo17数据集的验证集上采用控制变量法进行实验，

评估不同参数取值下准确率及F1分数的变化趋势 . 图5
展示了各项参数对模型性能的影响 .

表3　消融实验结果

数据集

Weibo17

CFND

方法

本文方法

w/o Graph
w/o Multi-channel

w/ Concat
w/ GMU

w/ Late Fusion
w/o Adaptive Loss

本文方法

w/o Graph
w/o Multi-channel

w/ Concat
w/ GMU

w/ Late Fusion
w/o Adaptive Loss

准确率

0.945

0.918
0.912
0.906
0.939
0.868
0.925
0.876

0.837
0.843
0.840
0.860
0.830
0.843

虚假新闻

精确率

0.956

0.925
0.918
0.910
0.948
0.871
0.932
0.816

0.760
0.769
0.779
0.795
0.806
0.782

召回率

0.928

0.903
0.898
0.892
0.924
0.855
0.911
0.891

0.842
0.847
0.817
0.857
0.735
0.821

F1分数

0.942

0.914
0.908
0.901
0.936
0.863
0.921
0.845

0.800
0.806
0.797
0.825
0.769
0.801

真实新闻

精确率

0.931

0.908
0.902
0.896
0.927
0.860
0.915
0.918

0.894
0.898
0.882
0.906
0.843
0.884

召回率

0.958

0.932
0.925
0.919
0.954
0.879
0.938
0.891

0.834
0.840
0.854
0.862
0.889
0.857

F1分数

0.944

0.920
0.913
0.907
0.940
0.869
0.926
0.897

0.863
0.868
0.868
0.883
0.865
0.870

注：最好的结果用粗体表示，次好的结果用下划线表示 .
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5. 6. 1 GAT层数

首先，本研究考察了GAT层数对性能的影响，结果

如图 5（a）所示 . 当 GAT 层数为 1 时，模型性能达到最

优 . 随着网络层数增加，性能呈现下降趋势；当层数达

到 4 层与 5 层时，准确率分别降至 0.695 与 0.570. 这种

现象主要归因于GNN中的过平滑问题：随着层数增加，

节点表征在多次聚合后趋于一致，导致特征区分度降

低 . 此外，过深的网络增加了参数量，提升了过拟合风

险 . 因此，本研究将GAT层数设定为1.
5. 6. 2 模态连接权重

其次，本研究分析了模态连接权重wm的影响，该参

数决定了实体节点与模态枢纽节点间的信息交互强

度 . 由图 5（b）可见，随着权重从 0.5增加到 1.0，模型性

能稳步提升并在 wm取 1 时达到最佳；当权重继续增至

1.5 时，各项指标均出现下降 . 这表明权重较低时模态

间交互不足，难以利用互补信息校正偏差；而权重过高

则会导致模态噪声过度传播，干扰真实性判断 . 因此，

本研究将wm设定为1.
5. 6. 3 相似度阈值

此外，本研究探讨了相似度阈值 θ t、θ i、θ ti 对模型的

影响，该阈值用于过滤低置信度的边，决定了图结构的

密度 . 由图 5（c）可见，随着阈值从 0.3 增加至 0.6，模型

性能呈波动上升趋势并在 0.6时达到最优 .当阈值较低

时，稠密的图结构引入了无关实体的语义噪声；而阈值

过高则导致图结构过度稀疏，阻碍了关键信息的跨模

态传递 . 因此，本研究将相似度阈值统一设定为0.6.

图5　MS-GAT模型在Weibo17验证集上的参数分析

图4　t-SNE可视化结果

4625



电 子 学 报 2025 年
5. 6. 4 Dropout率

最后，本研究考察了 Dropout率对模型泛化能力的

影响，由图 5（d）可见，随着 Dropout率从 0.1增加到 0.3，
模型性能逐步提升并在 0.3时达到最优；当比例继续增

加时，性能出现下滑 . 该结果说明适度的神经元丢弃能

有效抑制过拟合，但过高的比例会导致信息丢失 .  因
此，本研究将该参数设置为0.3.

综合以上参数分析结果，本文确定了MS-GAT模型

在 Weibo17 数据集上的最优超参数配置（GAT 层数为

1，模态连接权重为 1，相似度阈值为 0.6，Dropout 率为

0.3），并在最终的对比实验和消融分析中统一采用了这

组参数 .
5. 7　案例分析

本节通过具体案例展示 MS-GAT 框架的工作原理

与优势，重点分析其利用图结构识别图文冲突的能力 .
本研究从 CFND 数据集中选取一个典型样本进行深入

分析 . 图 6 展示了该虚假新闻案例的内容及其对应的

异构图结构示意图 .

如图6所示，该样本的文本内容为“缆车起火，17位

游客丧生”，属于具有煽动性的描述；然而，配图仅展示

了正常的索道缆车，并未出现火灾或事故迹象 . 此类案

例对单模态检测方法构成了挑战，因为文本在语义上

具有误导性，而图像在单一模态分析下表现正常 . 该样

本的真实标签为虚假新闻 .
MS-GAT模型准确地将该样本判定为虚假新闻 . 在

预处理阶段，模型首先识别出文本实体（如“缆车”“起

火”“丧生”）与图像实体（如“索道缆车”主体）. 在图构

建阶段，模型利用CLIP模型对实体特征进行编码，并计

算跨模态实体间的余弦相似度 . 若相似度低于阈值

0.6，则不建立对应的关联边 . 在本案例中，描述灾难的

文本实体（“起火”“丧生”）与图像实体（“索道缆车”）间

的语义相似度较低，导致跨模态关联缺失，从而产生不

一致性信号 . 在 GAT 处理阶段，模型通过聚合邻居节

点信息放大并融合该不一致性信号，使得多模态图检

测分支能够准确判定该案例为虚假内容 .
该案例验证了 MS-GAT 模型在捕捉细粒度图文不

一致性方面的能力 . 通过构建显式的跨模态实体关联

图并引入相似度感知机制，模型能够超越表层语义信

息，分析跨模态语义的一致性，从而识别此类典型的图

文不符虚假新闻 .

6　结论

多模态虚假新闻在社交平台上的快速传播对信息

环境治理构成了严峻挑战 . 针对现有方法在跨模态语

义关联建模与多模态信息融合方面的局限，本文提出

一种基于多通道特征增强与图文相似度感知的图注意

力网络MS-GAT. 该模型通过构建显式建模图文细粒度

语义关联的异构图，利用多通道特征提取模块捕获图

文深度特征，并引入相似度感知的图注意力机制实现

跨模态信息的动态融合，提升了检测性能与模型判别

结果的可解释性 . 在Weibo17与CFND两个公开数据集

上的实验结果表明，MS-GAT在准确率、F1分数等指标

上优于单模态模型、传统多模态融合方法及近期先进

模型 . 消融实验与可视化分析验证了模型关键组件的

有效性及其在跨数据集场景下的泛化能力 .
本文通过图结构建模为多模态虚假新闻检测提供

了新的研究视角，其显式的跨模态关联建模有助于揭

示图文内容间的语义一致性与矛盾性 . 然而，当前方法

仍受限于实体识别精度对图构建质量的影响，以及在

大规模数据场景下的计算效率问题 . 未来的研究工作

将重点探索更为鲁棒的跨模态实体链接方法，优化图

构建与处理技术以提升模型的扩展性，并尝试将本框

架应用于其他多模态内容分析任务，为社交平台信息

治理提供技术支撑 .

          注：节点（以实体名称标注）代表该实体经过多通道特征提取和CLIP编码后的特征向量 .
图6　多模态虚假新闻案例分析示意图
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