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面向工业无线确定性传输的多路径路由与调度
联合优化

陈荣均，王洪超*，王钦定，乔 凯，田伟康，杨 冬
（北京交通大学电子信息工程学院，北京 100044）

摘　要：　随着工业无线网络和无线通信技术的快速发展，无线网络的确定性传输已成为一个重要的研究方向。

然而，无线信道中的不确定因素，如多径衰落和同频干扰，给无线网络的确定性传输带来了诸多挑战。为了解决这些

问题，Internet工程任务组（Internet Engineering Task Force，IETF）提出了可靠可用无线（Reliable and Available Wireless，
RAW）架构，并在工业无线网络场景中使用时隙跳频（Time-Slotted Channel Hopping，TSCH）作为底层实现技术。为了

确保可靠性和严格的时延要求，RAW 设计了多种保障机制，包括通过数据包复制、消除与排序功能（Packet Replica⁃
tion， Elimination and Ordering Functions，PREOF）技术利用路径冗余提升传输的可靠性和确定性。然而，现有的调度方

案未充分考虑PREOF以及路由和调度的联合优化，导致时频资源分配时存在冗余和资源浪费，从而影响了网络对关

键流的调度能力。本文面向确定性流量传输的多路径路由与调度联合优化问题进行建模，并提出了一种基于分层强

化学习的资源分配算法（Herarchical Reinforcement Resource Allocation，HRRA）。其中，高层策略负责多路径路由的选

择，低层策略则基于高层策略的路由决策进行时频资源的分配，同时考虑PREOF在聚合节点对冗余包的删除。针对

拓扑规模的变化和流量的异构性，在高层策略引入图神经网络（Graph Neural Network，GNN）增强对输入特征的表征能

力。HRRA算法能够根据流的截止时间、可靠性等需求选择合适的动作，从而最大化调度流数量和资源利用效率。通

过这种跨层优化架构和对 PREOF的支持，HRRA不仅有效解决了资源冗余和调度能力不足的问题，还增强了对流的

确定性通信需求的支持。实验表明，相比于 DGRL+MWIS和 EDF-MO等基准算法，HRRA分别提升了 10.6% 和 36.6%
的调度能力，同时实现了更高的资源利用效率。
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Joint Optimization of Multipath Routing and Scheduling for Industrial 
Wireless Deterministic Transmission
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Abstract:　With the rapid development of industrial wireless networks and wireless communication technologies, de⁃
terministic transmission in wireless networks has emerged as an important research direction. However, the inherent uncer⁃
tainties of wireless channels, such as multipath fading and co-channel interference, pose significant challenges to achieving 
deterministic transmission. To address these challenges, the internet engineering task force (IETF) proposed the reliable and 
available wireless (RAW) architecture, which adopts time-slotted channel hopping (TSCH) as the underlying technology in 
industrial wireless network scenarios. In order to ensure reliability and stringent delay requirements, RAW incorporates a va⁃
riety of mechanisms, including the use of packet replication, elimination and ordering functions (PREOF) to exploit path re⁃
dundancy and thereby enhance transmission reliability and determinism. Nevertheless, existing scheduling schemes have 
not sufficiently considered PREOF or the joint optimization of routing and scheduling. This results in redundancy and ineffi⁃
cient resource allocation in the time-frequency domain, limiting the network’s ability to support critical flows. In this work, 
we formulate the joint optimization problem of multipath routing and scheduling for deterministic flow transmission and 
propose a hierarchical reinforcement learning-based resource allocation algorithm, termed hierarchical reinforcement re⁃
source allocation (HRRA). In HRRA, the high-level policy is responsible for selecting multipath routes, while the low-level 
policy allocates time-frequency resources based on the high-level routing decisions, explicitly accounting for the elimina⁃
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tion of redundant packets by PREOF at aggregation nodes. To address variations in topology size and heterogeneous traffic 
demands, a graph neural network (GNN) is integrated into the high-level policy to enhance feature representation. The HR⁃
RA algorithm selects appropriate actions according to flow requirements such as deadlines and reliability, thereby maximiz⁃
ing both the number of schedulable flows and overall resource utilization. Through this cross-layer optimization framework 
and explicit support for PREOF, HRRA not only mitigates redundancy and improves scheduling efficiency but also better 
supports deterministic communication requirements. Experimental results demonstrate that, compared to baseline schemes 
such as DGRL+MWIS and EDF-MO, HRRA improves scheduling capability by 10.6% and 36.6%, respectively, while 
achieving higher resource utilization.

Keywords:　 reliable and available wireless; packet replication, elimination and ordering functions; hierarchical rein⁃
forcement learning; graph neural network; network resource scheduling
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0　引言

随 着 工 业 物 联 网（Industrial Internet of Things，
IIoT）技术的快速发展，越来越多的应用场景依赖网

络通信实现实时数据传输和设备管理，如自动控制系

统和监控系统［1-2］。这些应用对时延和可靠性的要求

极为严格，通常需要确保数据包能够在严格的截止时

间之前到达，并且需要保证传输的高可靠性。如在预

测性维护场景中，系统需通过传感器数据实时分析设

备状态，通常要求端到端时延控制在 100~300 ms 之

间，且传输可靠性达到 99% 以上［3］。现有有线网络所

采 用 的 确 定 性 保 障 技 术 有 时 间 敏 感 网 络（Time-

Sensitive Networking，TSN）和确定性网络（Determinis⁃
tic Networking，DetNet）等。然而，与有线确定性网络

技术不同，无线通信信道给 IIoT 的确定性传输需求带

来了诸多挑战。无线环境中存在的不确定因素，如同

频干扰和多径衰落等，极易导致数据包丢失或传输错

误，从而影响确定性通信的稳定性和可靠性［4］。
为应对上述挑战，Internet 工程任务组（Internet 

Engineering Task Force，IETF）提出了可靠可用无线网

络（Reliable and Available Wireless，RAW）标 准 化 框

架，将 DetNet 的能力扩展至无线场景［5］。RAW 是基

于 OSI 模型第三层（Layer 3）的方案，旨在通过各类可

调度的无线链路实现确定性通信。为应对无线信道

中的不确定因素，RAW 设计了多种保障机制，包括数

据包复制-消除-有序转发（Packet Replication， Elimina⁃
tion and Ordering Functions，PREOF）、旁听转发（Over⁃
hearing）和冗余预留（Overprovisioning）等。其中，PREOF
是RAW架构的核心机制之一［6］，它通过在多条路径

上并行传输数据包，利用路径冗余换取可靠性的提

升。具体做法是在分离节点对数据包进行复制，并分

别沿多条路径发送。聚合节点接收各路径转发过来

的副本后，保留正确到达的包并删除冗余副本，再将

有效包继续转发。研究表明，PREOF 不仅能够有效

提高传输可靠性，而且缩短了端到端时延，因此尤为

适用于对确定性通信有严格要求的关键流量［7］。
在工业场景中，RAW采用IEEE 802.15.4-TSCH（Time-

Slotted Channel Hopping）作为底层实现技术，以提供

高效且具有确定性传输能力的无线通信解决方案［8］。
TSCH 通过将时间划分为多个固定的时隙，并在每个

时隙内采用不同的信道，将数据分配到时隙与信道组

成的 cell 资源块中进行传输。这种时隙调度再与信

道跳频结合，可有效避免信道干扰和碰撞，保证数据

传输的高可靠性与低时延。具体来说，TSCH 的时隙

机制确保了每个节点在特定的时隙内进行数据传输，

避免了不同节点之间的干扰。而信道跳频技术则通

过在多个信道之间切换，进一步提高了抗干扰能力，

确保了传输的可靠性。此外，TSCH 还通过为关键流

量分配专用时隙和资源预留的方式，提供了优先级调

度，从而实现了对不同流量的服务质量保障。这些特

性使得 TSCH 在实现 RAW 的过程中，能够满足 IIoT 对

确定性、可靠性和实时性的严格要求。

TSCH 的调度功能对于实现其确定性通信能力

至关重要，现有许多研究在这一方向开展研究工作。

6TiSCH 工作组提出了分布式调度功能最小调度函

数（Minimal Scheduling Function，MSF）［9］，这是首个具

备完整功能的调度算法，在实际部署中应用广泛。

MSF 依托 6top 协议在邻居节点之间进行协商，根据业

务负载的动态变化自适应增删 cell 资源。然而，由于

其采用随机方式分配 cell，生成的调度可能会产生冲

突，因此不适用于对时延要求严格的确定性通信场

景［10］。与之相比，集中式调度算法可以基于全网拓

扑和流量需求，确定性地分配 cell 资源，更适合提供

稳定且能够满足严格要求的流量传输［11-12］。TASA 是

一种经典的集中式调度算法，基于匹配和图着色技

术，为每对节点分配 cell 资源［13］。然而上述调度方案

都没有考虑多路径路由下的情况。ODeSe 是一种多

路径路由算法，基于 IIoT 系统中常用的低功耗有损网

络路由协议（Routing Protocol for Low-power and lossy 
networks，RPL）进行扩展［14］。结合自定义的集中式
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TSCH 调度算法，该研究实现了完整的路由与调度优

化。实验结果表明，与默认的 RPL 单路径算法相比，

该方案在可靠性、时延和能耗等方面表现更优，有效

实现了可靠性与能耗之间的平衡。然而，该方案虽然

基于多路径路由，却并未深入研究 PREOF 及其对调

度的影响。

传统的路由与调度分层优化方法（如 RPL+MSF）
由于缺乏信息交互和资源协同，无法有效保障流的确

定性传输，且调度能力有限。因此，许多研究通过跨

层优化来增强 TSCH 网络对确定性需求流的调度能

力。EDF-MO 是一种路由与调度联合优化方法［15］，其
中，MO 是一种贪婪启发式算法，旨在减少最短路径

路由中的路径重叠，EDF 则是一种截止优先调度算

法。通过将调度层的冲突约束提前嵌入路由层，MO
有效减少了路径上的冲突，结合 EDF 的时隙分配，形

成端到端的跨层联合优化，从而显著提升了流量调度

的能力。ILP3基于 TASA算法，利用整数线性规划（In⁃
teger Linear Programming，ILP），通过同时优化路由选

择和时隙信道分配实现了跨层联合优化［16］。通过引

入负载上界（即网络中根节点的最大负载）作为优化

目标，平衡全局的网络负载，以实现最小化网络负载

及平衡流量，并提高整体性能，从而提供跨层联合优

化的全局基准解。然而上述跨层优化方案都未考虑

多路径路由，也因此未在调度中支持 PREOF 功能。

随着深度强化学习（Deep Reinforcement Learning，
DRL）技术的快速发展，其在解决高维、动态、非线性

优化问题中已被证明具有良好的泛化能力与策略学

习优势，逐渐成为无线网络资源调度领域的重要工

具［17］。Li等人［18］面向飞行自组网（Flying Ad-hoc NET⁃
work，FANET）路由中高动态大规模场景下的低时延

与高能耗问题，提出了基于强化学习（Reinforcement 
Learning，RL）的能量感知快速路由决策方法。具体

而言，该方法利用无人机的本地观测信息构建多尺度

跨层状态向量，包括一跳邻居的电池剩余量、信道增

益与信噪比反馈、重广播计数以及一跳跳数和时延统

计，通过加权求和的效用函数在每跳同时学习“是否

转发”和离散的中继功率动作，从而联合优化数据帧

传输效率和能量消耗。该工作还引入了邻居选择优

先级和经验共享机制，增强了对路径质量的长期效用

估计与风险评估，在策略更新时进一步压缩状态空间

并缓解高动态下的量化误差。该方案能显著降低路

由振荡，加速策略收敛，并在保持高可靠传输的同时

获得更低的平均端到端时延和更少的能量消耗，从而

有效延长 FANET 网络生命周期并提升高移动速率场

景下的网络性能。HRL-TSCH 是一项代表性的分层

强化学习（Hierarchical Reinforcement Learning，HRL）

方案［19］，通过将 TSCH 调度过程拆分为高层与低层两

级策略，实现对动态信道质量的自适应调度优化。高

层策略在较粗时间尺度上执行链路级的资源控制，低

层策略在单个链路维度上选择具体的 cell 资源块，实

现细粒度的时隙与频率分配，实现了对能耗、时延和

带宽的优化。图神经网络（Graph Neural Networks，
GNN）凭借其在处理图结构数据、建模拓扑关系方面

的优势，已被广泛应用于多跳无线网络中的路径选择

与冲突感知问题［20-21］。Huang 等人［22］面向多跳无线

网络中路由路径选择的动态优化任务，提出了一种路

由控制方法 DGRL，利用图卷积网络（Graph Convolu⁃
tional Networks，GCN）提取网络全局拓扑与链路状态

特征，并结合 Actor-Critic 架构学习路径选择策略，旨

在在链路负载不均与拓扑变化的条件下，实现负载平

衡与端到端时延最小化，优化路径规划策略的稳定性

与效率。Zhao 等人［23］则聚焦于共享信道环境下的调

度优化问题，为提升在多链路干扰约束下的并行传输

能力，提出了一种基于图感知的 MWIS 调度器。该方

法通过 GCN 对冲突图进行结构嵌入，捕捉链路之间

的干扰关系，并借助贪婪搜索或图启发式方法近似求

解最大加权独立集问题，在保证冲突避免的前提下，

选出一组可并发调度的高优先级链路，从而提升整体

链路利用率与调度效率。然而，上述方案均聚焦于路

由或调度的单一任务优化，在系统建模上未考虑二者

之间的耦合关系，也缺乏用于支持路由、调度联合策

略学习的统一决策框架与协同优化机制。

综上所述，现有文献缺乏对路由与调度的联合优

化策略，且鲜有工作同时支持多路径路由传输与

PREOF 机制。当前多数研究采用不相交路径或多路

径独立传输模式，虽然简化了调度冲突处理，但往往

导致调度资源重复分配。在资源高度受限的 IIoT 环

境中，这类冗余调度不仅效率低下，更难以满足关键

业务对高可靠性与高资源利用率的严苛要求。此外，

现有方法多为分层优化架构，缺乏跨层协同机制，导

致路径选择与调度决策彼此独立，难以实现全局优

化，导致调度能力受限。为有效应对多路径转发中产

生的资源冗余，以及分层调度导致的性能瓶颈，亟需

设计一种面向确定性流量的联合调度方案，能够实现

路由与调度的跨层协同优化，支持多路径传输与

PREOF 机制，从而更好地满足 RAW 场景下对低时

延、高可靠性与高资源效率的调度需求。

路由与调度的联合优化属于典型的 NP-hard（NP
困难）组合优化问题，传统方法在求解过程中常面临

解空间庞大、计算复杂度高以及难以扩展至大规模网

络等挑战［24-25］。相比之下，DRL 具备处理高维动作空

间、适应动态环境与实现快速在线决策的能力，已在
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资源调度等任务中展现出显著优势［26］。DRL 不仅能

将主要计算前移至离线训练阶段，在在线阶段实现高

效推理，还能在有限计算开销下输出高质量甚至近似

最优的解，有效降低实时优化开销［27］。因此，本文引

入 DRL 框架求解联合路由与调度问题，采用 HRL 方

法将决策过程分为高层和低层两个阶段，高层策略负

责多路径路由选择，而低层策略基于高层策略的动作

进行时频和信道的分配。此外，考虑到不同拓扑规模

和异构流量，在高层策略中引入了 GNN，用于对拓扑

结构等非欧几里得数据进行特征提取。所提分层结

构显著增强了算法的适应性、探索与利用效率，从而

更好地应对不同拓扑的网络环境和复杂的调度需求。

对比基准算法 DGRL+MWIS 和 EDF-MO，所提分层强

化学习资源分配算法（Herarchical Reinforcement Re⁃
source Allocation，HRRA）提高了 10.6% 和 36.6% 的调

度成功率，以及 9.9% 和 35.1% 的资源利用效率。

本文的主要贡献如下。

（1）设计了一种支持 PREOF 机制的 TSCH 调度方

法，特别是在聚合节点避免为冗余数据包分配时频资

源造成的无效占用，为资源受限场景下的有效调度提

供了支持。

（2）形成了路由与调度的联合优化问题，在PREOF
支持下使用多路径路由，通过跨层协同优化路径选择

和时频资源分配，以最大化调度成功率和资源利用

效率，为解决确定性传输的优化调度问题奠定了基础。

（3）提出了面向确定性传输需求的 HRRA，可对

工业场景中的关键流进行高效调度并满足其确定性

需求。HRRA 引入 GNN 增强输入特征表征能力，因而

能够适应不同规模拓扑和异构流量。与基准算法相

比，HRRA 有效提高了调度成功率，并在 PREOF 支持

下提高了资源利用效率。

本文所有符号描述如表 1 所示。

1　系统模型和调度约束

1. 1　系统架构

本文聚焦于工业场景下的确定性流量传输，其

中，关键业务对通信性能提出了较高要求。以过程

自动化场景为例，传感器周期性地采集关键工艺参

数（如温度、压力、振动），并通过无线网络传输至控

制器或监控平台。此类应用通常要求数十毫秒级的

端到端时延以及接近 100% 的可靠性，以确保系统在

出现异常时能够及时响应。传统的分布式路由 RPL、
分布式调度 MSF 等，在提供严格的通信保障时面临

困难，而集中式资源调度因为具有全局信息、资源统

一调度避免冲突的优势，更适合提供确定性调度和稳

定的性能。本文采用如图 1 所示的集中式网络架构，

包含应用层、控制层和数据层 3 层。应用层承载用户

表1　符号描述

Table 1　Notations
符号

G

vm Î V
en Î E
P(v*s v*d )

p(v*s v*d )k

r(v*s v*d )

fh ÎF
v(hs)v(hd)

ph

dh

relh

plre

sf

O(vm )

I(vm )

S t
f (vm vn )

x(vm vn ) (ct)

sp
fh (vm vn )

δfh

含义

网络拓扑图

G中第m个节点和节点集合

G中第n条链路和链路集合

从节点 v*s到节点 v*d的可达路径集合

从节点 v*s到节点 v*d的第 k条路径

从节点 v*s到节点 v*d的多路径路由

第h个流和流的集合

流 fh的源节点和目的节点

流 fh的周期

流 fh的截止时间需求

流 fh的可靠性需求

链路 e的丢包率

时隙帧长度

发送端是 vm,接收端是其他节点的链路的集合

接收端是 vm,发送端是其他节点的链路的集合

时隙 t是否存在 cell分配给链路 (vm vn ),如果存在则为1,反之为0
时隙为 t信道为 c的资源块 (ct)上是否存在从 vm到 vn的传输,存在则为1,否则为0
流 fh在路径p上的链路 (vm vn )调度的时隙编号

分配的资源是否满足流 fh的确定性需求,满足为1,否则为0

71



电 子 学 报 2026 年
需求和各类应用，通过北向接口将用户需求传递给控

制层。控制层运行在本地或者云端，负责对网络信息

的收集分析，并通过 DRL 智能体进行包括路径选择

和 TSCH 调度的全局资源分配。数据层由普通传感

器和 Sink 节点两类传感器组成，所有传感器之间基于

IEEE802.15.4-TSCH 进行通信，此外，Sink 节点通过有

线接口与控制层直连。数据层定期向控制层反馈网

络状态信息，同时接收并部署控制层下发的资源调度

方案。在预定的无冲突资源调度方案下，数据层能够

实现确定性的端到端数据传输。

1. 2　网络模型

TSCH 网络可以建模为一个有向图 G(VE)，其中

V ={v1 v2 vM }表示网络节点的集合，E={e1 e2 eN }

表示节点之间链路的集合。用 en = (v1 v2 )表示发送节

点 v1和接收节点 v2之间的链路。p(vs vd )* ÎP表示一条源

节点为 vs，目的节点为 vd的路径，用排序的节点表示，例

如 p(vs vd )1 ={vs v2 vd }。在工业无线场景中，单路径

传输往往无法保障关键流的确定性传输需求，多路

径路由已被证明是一种有效的确定性保障技术。多路

径路由r(vs vd )定义为r(vs vd )={p(vs vd )1 p(vs vd )2 p(vs vd )k }，包

含多条从源节点 vs 到目的节点 vd 的路径，但这些路

径历经不同的中间节点或链路。传统的多路径路由

往往采用不相交的多条路径，这种方法要求多条路径

之间没有相交节点或者相交链路，在某些拓扑和流需

求情况下可行解较少，难以匹配合适的资源调度结

果。而且，这种方法往往占用更多节点和链路，对于

资源受限的 TSCH 网络是一种需要权衡的负担［11］。
因此，本文采用相交的多路径路由，多条路径之间共

享某些较高剩余能量的节点或者较高信道质量的链

路，在满足关键流的确定性传输需求的同时相比严格

不相交的多路径路由方案有更好的能耗表现。而且，

PREOF 支持相交的多路径路由在分离点的复制和聚

合点的删除，可进一步优化能耗性能。

TSCH 针对确定性传输场景设计，采用时分多址

与频分多址相结合的资源分配方式，实现时频二维资

源的 cell 调度。如图 1 所示，时隙与信道组成可调度

的最小单位 cell（由时隙偏移和信道偏移共同确定）。

调度表以时隙帧为周期运行，每个时隙帧包含固定数

量的时隙，时隙数和信道数可根据实际应用需求自定义

配置（典型配置为每个时隙帧包含 101个时隙，2.4 GHz
频段下可用 16 个信道）。时频资源块 cell 分为共享

cell 与专用 cell 两类。共享 cell 通过竞争方式占用资

源，而专用 cell 则为指定的发送方与接收方预留，避

免了竞争冲突，能够为点到点通信提供确定性保障。

本文采用集中式调度方法，由控制层统一管理并调度

专用 cell 资源，为关键业务流计算最优的时隙与信道

分配方案，最大限度减少冲突，提升确定性传输

性能。

在实际信道使用过程中，为应对无线信道中的多

径衰落及外部干扰，TSCH 引入了跳频机制。具体而

言，每个时隙的开始会进行信道的映射，计算方法

如下：

frequency = F [ ](ASN +Choffset )mod Nch （1）
其中，F[]为将信道编号映射为实际通信信道的映射

函数；绝对序列号（Absolute Sequence Number，ASN）为

时隙编号；Choffset 为信道偏移；Nch 为可用信道数；mod
表示取模操作。TSCH 网络通过全局统一的调度表进

行调度和数据传输，为不同链路分配专用的时隙与信

道资源。本文假设全网实现时钟同步，所有节点的时

隙编号保持同步一致。值得注意的是，跳频操作本质

上是对信道偏移与实际信道的统一映射，因此不会改

变调度表的确定性传输特性。资源调度算法只需专

注于时频二维资源的分配与管理，具体的信道分配则

由跳频机制在执行时统一映射到实际信道。本文将

针对关键流的传输进行路由与调度的跨层联合优化，

在提升流量调度成功率的同时优化能量利用效率。

1. 3　流量模型

本文考虑 |F| 个关键数据流，每个流 fh Î F包含一

个数据包，从源节点周期性生成，形成从普通节点到

Sink 节点的上行汇聚流量。但本文设计的调度算法

同样适用于从 Sink 到传感器等普通节点的下行数据

传 输 资 源 调 度 。 流 fh 的 特 征 用 6 元 组 表 示 ：

(vhs vhd rh ph dh relh )，其中，vhs 为源节点，vhd 为目的

节点；rh 为流 fh 的产生时间，ph 为流 fh 的周期，用时隙

数量表示，流 fh 由节点 vhs 周期性生成，因此生成时间

为 rh + ph*kk Î N0；截止时间通常设为周期的一定比

例，例如 dh = 0.8ph；relh 为流 fh 的端到端可靠性需求，

用包的到达率（Packet Delivery Ratio，PDR）表示。

应用层 控制层 数据层

用户需求

实时监控

网络管理

信
道
偏
移

时隙偏移网络运维

Sink 传感器

机械臂

机械设备

机器人

资源调度表

资源调度

强化学习
安全管理

cell

图1　系统架构

Figure 1　System architecture
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考虑 TSCH 网络以时隙帧的长度周期运行，为兼

容所有周期流的调度，设置时隙帧长度等于所有周期

ph 的最小公倍数，即 sf = LCM(ph )"fh Î F。

1. 4　可靠性模型

为确保关键流的可靠传输，所选多路径路由提供

的可靠性 Ppe*
需满足或超过流 fh 的可靠性需求 relh。

在多路径路由中，相交类型的多路径路由可靠性计算

比不相交类型的复杂，主要取决于多条路径之间相交

的方式。本文采用文献［28］中的可靠性模型描述相

交类型的多路径路由可靠性。

对于节点不相交类型的多路径路由，数据包端到

端的成功传输只需在其中一条路径上传输成功即可：

P series
pe*

= ∏
eÎ p(v*sv*d )k

(1 - plre ) （2）

P SP
pe*
= 1 - ∏

i = 1

N ( )1 - ∏
j = 1

M

P series
pe*

（3）
对于链路不相交类型的多路径路由，数据包端到

端的成功传输需要保证其在各段链路上都传输成功：

P parallel
pe*

= 1 - ∏
k = 1

|r(v*sv*d )|

(1 - P series
pe*

)

            = 1 - ∏
k = 1

|r(v*sv*d )|( )1 - ∏
eÎ p(v*sv*d )k

(1 - plre )  

（4）

P PS
pe*
= ∏

j = 1

M ( )1 - ∏
i = 1

N

P p
pe*

                      （5）
对于某些复杂情况下相交类型的多路径路由，其

可靠性介于使用上述两类方法计算的结果之间：

P PS
pe*

≤ P NSP
pe*

≤ P SP
pe*

（6）
∏
j = 1

M ( )1 - ∏
i = 1

N

P p
pe*

≤ P NSP
pe*

≤ 1 - ∏
i = 1

N ( )1 - ∏
j = 1

M

P series
pe*

 （7）
本文使用权重参数{αβ}={0.50.5}近似获取这种

情况下多路径路由的可靠性：

P NSP
pe*

= α ´Upper + β ´ Lower （8）
1. 5　约束条件

TSCH 网络的资源调度需要综合考虑多项约束条

件，如需满足关键流的确定性传输需求，满足节点半

双工传输约束等。

（1）半双工约束

所有节点只有一个处于半双工模式的无线收发

机，因此在同一个时隙内，节点只能选择发送或者接

收，即不能同时发送与接收：∑
(vm vn )ÎO(vm )

S t
fh

(vm vn )+ ∑
(vn vm )Î I(vm )

S t
fh

(vn vm )≤ 1

"(vm vn )Î V"fh ÎF"tÎ T
（9）

其中，O(vm ) 表示发送端是 vm，接收端是其他节点的

链路的集合；I(vm )表示接收端是 vm，发送端是其他节

点的链路的集合；S t
fh

(vm vn ) 表示在时隙 t 是否存在

cell 分配给链路 (vm vn )，如果存在则为 1，反之为 0；
S t

fh
(vn vm )表示链路 (vn vm )对应的资源分配情况。因

此，约束（9）表示同一个时隙 t 节点 vm 不能同时为发

送节点和接收节点。

（2）资源块约束

对于专用 cell 的调度，本文考虑一个 cell 只能调

度一个传输过程，不考虑旁听转发等 cell 复用情况：

"cÎ{12C}tÎ{12T}：∑
(vm vn )Î ε

x(vm vn ) (ct)≤ 1  （10）
其中，x(vm vn ) (ct)表示链路 (vm vn )在时隙为 t、信道为 c

的资源块 (ct)上传输。

（3）干扰约束

处于干扰范围的两条链路容易产生传输错误，影

响关键流的确定性调度。本文根据邻接节点干扰原

则，若两条链路 (vm vn )与 (vn vo )存在公共节点 vn，则

视为处于冲突范围，不能同时被分配到同一个 cell：
"vm vn vo (vm vn )Î E(vn vo )Î E
"ct：x(vm vn ) (ct)+ x(vn vo ) (ct)≤ 1

（11）
（4）聚合点转发时间约束

在多路径路由的聚合节点（如果不是目的节点），

由于不同路径存在传输时延差异，为确保确定性传

输，需要等待所有路径中最晚到达的包到达后再进行

转发调度，即转发 cell 的调度时间必须晚于所有路径

上包的最迟到达时间：
"fh ÎF"(vm vn )Î E
"pÎP f ：sp

fh (vm vn ) ≥ max
p′Î Pf

{sp′
fh (vm vn )} + 1 （12）

其中，sp
fh (vm vn ) 表示路径 p 上流 fh 在链路 (vm vn )调度的

时隙编号。

图 2 详细展示了这种情况下的转发时间约束情

况。从节点 v1 到节点 v5 有 3条路径，分别是 (v1 v2 v5 )，

(v1 v3 v5 ) 和 (v1 v4 v5 )。在 PREOF 功能的支持下，节

点 v1 对流 f1 进行复制转发，复制的流分别从节点 v2、

v3、v4 转发给节点 v5。聚合节点 v5 在数据包消除功能

（Packet Elimination Function，PEF）的支持下删除冗余

包，只保留一份包进行转发。假设副本在经过链路

（v1，v2）和（v1，v3）时分别经历节点故障和链路故障导

致包传输错误，在聚合节点 v5 为其调度转发 cell 将导

致资源浪费。因此，聚合节点 v5 在调度转发 cell 时，

需要将其预留在最晚到达包的时隙之后，约束（12）
确保了聚合点的转发时隙在最晚到达包时隙之后。

对于聚合节点 v5 的资源调度，现有研究未考虑 PEF 机

制对冗余包的删除，因此为多个冗余复制包同时预留

转发资源，造成资源浪费。本文考虑聚合节点保留一
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个正确的包进行转发并为其分配 cell，从而使调度算

法有效支持 PREOF。

2　示例与问题描述

本节首先以具体示例揭示现有多路径路由与资

源调度方案的局限性，进而简要概述本文提出的优化

思路，然后对所研究的优化问题进行形式化定义与

建模。

2. 1　问题背景示例

TSCH 网络通过为关键业务预留资源提供确定性

传输保障。由于单一路径难以满足高可靠性需求，因

此，多路径路由技术被广泛应用。PREOF 机制基于

相交类型的多路径路由，在分离点实现数据复制，在

聚合点进行冗余包的删除。然而，如果调度算法不支

持 PREOF，即在聚合点对冗余包删除以及相应转发

资源的调度，就会出现为已删除的冗余包分配多余

cell 的情况，导致网络可调度性降低、带宽与能耗资

源浪费。图 3（b）给出了这一问题的示例。在图 3（a）
所示的网络拓扑中，流 f1 在分离点 v1 被复制后分别经

两条路径 (v1 v2 v4 v6 v8 )，(v1 v3 v5 v6 v8 ) 传输，在调

度算法不兼容 PREOF 的情况下，聚合节点 v6 会为已

经删除的包分配冗余的 cell（橙色资源块），造成资

源的浪费。此外，现有调度方案通常采用分层设计，

即路由和调度分别独立完成，缺乏有效的信息交互

和联合优化。典型的 TSCH 网络采用 RPL 协议进行

路由选择，MSF 算法实现媒体访问控制（Media Ac⁃
cess Control，MAC）层调度，这种“层内调度”方式使

路由选择无法感知底层资源状态，导致所选路由难

以在 cell层面满足关键流的截止时间约束。图 3（b）
中展示了层内调度导致的这一问题：当选择的两

条路径为 (v1 v3 v5 v6 v8 ) 和 (v1 v3 v5 v7 v8 ) 时，层内

调度未考虑到链路（v1，v3）在时隙 0 上的资源紧张

情况（假设 cell（0，0）存在其他传输占用），因此路

径 (v1 v3 v5 v6 v8 )的传输端到端时延超过了包的截止

时间需求。在上述多路径传输过程中，PREOF 机制

本身引入的操作开销较小［28-29］，且通过如 MRA 等基

于序列号的维护算法［6，30］，可进一步降低其计算与存

储负担，从而有效减轻对端到端传输时延的影响。因

此，在实际调度中可忽略该部分带来的开销，问题重

点聚焦于如何高效组织多路径路由与 cell 资源的调

度 分 配 。 针 对 这 一 问 题 ，本 文 提 出 了 一 种 支 持

PREOF 机制的跨层调度方法，如图 3（b）所示。该方

法在聚合点联合优化路由与二层 cell 分配，兼容

PREOF 尤其是在聚合点支持 PEF，对冗余包进行删

除，可有效提升网络的可调度性并节约无线资源。

为解决上述示例中现有方案的不足，并提升

TSCH 调度的可调度性与能量效率，本节对跨层优化

的资源调度问题进行建模，并在后文提出优化算法加
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以求解。

2. 2　问题描述

在 TSCH 网络中，路由与调度的资源分配通过将

链路映射到 cell 来实现。满足调度约束和流需求的

情况下，各跳的 cell 分配级联构成流的端到端资源分

配。本文将该过程建模为一个跨层资源分配优化问

题，联合考虑基于 PREOF 的多路径路由选择与时频

资源调度 cell 分配的协同优化，以最大化成功调度流

的数量，在此基础上最大化资源利用效率。资源利用

效率定义为成功调度流数量与占用 cell 数量的比值。

max∑
h = 1

H

δfh
（13）

max η =
Nflow

Ncell

=
∑
h = 1

H

δfh

∑
(uv)ÎE

∑
c = 1

C ∑
t = 1

T

x(uv) (ct)
（14）

s.t. （9）（10）（11）（12）
Ppe*

≥ relh "fh ÎF （15）
d(vhs vhd ) ≤ dh "fh ÎF （16）

其中，目标函数（13）最大化成功调度流数量，（14）最

大化资源利用效率；约束（9）~（12）用于规范 cell 的分

配，确保无竞争的资源调度，保证关键流传输的确定

性；约束（15）保证满足流的可靠性需求；约束（16）保

证满足流的时延需求。

上述问题涉及跨层的路由选择与资源调度，变量

众多且约束复杂，属于典型的组合优化问题，已被证

明为 NP-Hard。即便采用启发式算法，也往往面临计

算复杂度高、耗时长的困境。近年来，DRL 因无需先

验环境知识与完整系统模型，已广泛应用于通信网络

中的资源优化、流量调度与路由等问题。DRL 智能体

能够通过与环境的持续交互，自动提取特征并学习策

略，从而近似获得最优决策。

3　算法设计

本节围绕 HRRA 算法展开详细设计，包括整体架

构设计、GNN 模型构建，以及基于 GNN 的 HRL 模型设

计，从而阐释算法在多路径路由与调度联合优化中的

实现思路。

3. 1　架构设计

为实现高效的 TSCH 资源分配并保证确定性流量

的传输，DRL 智能体通过“试错-反馈”的方式，在状态

s Î S与动作 a ÎA之间学习最优映射，以最大化累计

奖励R。然而，多路径路由选择与 cell 分配构成的联

合优化属于典型的组合难题，直接以单层 DRL 求解

往往难以收敛。对此，HRL 提供了合适的框架［19］：使
高层策略负责多路径路由选择，低层策略根据高层决

策的路由为各跳分配 cell 资源。HRL 通过将原本耦

合的联合动作空间划分为两个更小的子空间，分别由

高层与低层策略独立决策，相比单层结构中需对路由

与调度进行一体化决策的方式，至少减少了一个线性

量级的动作维度［31］。随着网络规模、候选路径数量

或时隙帧长度的增长，这种分层结构带来的维度压缩

优势将进一步放大。因此，这种两层策略以交替迭代

的方式进行训练可有效降低搜索维度并提升收敛效

率。同时考虑到网络拓扑属于非欧几何结构，且流量

特性异构，为提高模型对复杂状态的表征与泛化能

力，本文在高层策略中引入 GNN 提取输入状态特

征［32］，形成基于 GNN 的 HRL 方法 HRRA。HRRA 通

过 DRL 提升了对大规模状态空间的搜索能力，同时

利用 GNN 增强模型泛化能力，可实现对多路径路由

与调度的跨层联合优化。

3. 2　GNN模型设计

网络拓扑本质上属于图结构数据，传统 DRL 在

处理此类数据时存在两方面不足：一是无法充分利用

节点间的拓扑关系，导致性能提升受限；二是传统前

馈神经网络的输入维度固定，当模型在某一固定规模

拓扑上训练后，一旦节点数量或结构发生变化，模型

难以识别并适应新的网络，从而缺乏泛化能力。为了

解决上述问题，GNN 被设计用于处理图结构数据。

因此，本文在 HRL 的高层策略中采用基于 GNN 的结

构以提取网络拓扑特征。GNN 通过多层局部消息传

递与逐层信息聚合，能够捕获节点间的复杂关联并生

成高层次拓扑表示。具体而言，本文选用广泛应用的

消息传递神经网络（Message Passing Neural Network，
MPNN）对图结构数据进行编码，为高层策略提供输

入特征。通过 GNN 对拓扑信息的有效提取，便于后

续高层策略的多路径路由动作构建。

MPNN 通过迭代的消息传递机制在节点之间传播

和聚合消息，主要包括消息传递、聚合更新和读出 3个

部分设计。在消息传递阶段，首先需对节点和边特征

进行嵌入以便后续特征传递。对每个节点vm，其初始特征

向量定义为 xvm
=[srch dsth d͂s (vm ) d͂t (vm )

~
slack h (vm )]T。

其中，srch dsth Î[01]分别表示 vm 是否为当前流 fh 的源

节点或目的节点；d͂s (vm )和d͂t (vm ) 为到源节点和目的

节点的最短跳数并按图直径归一化；
~
slack h (vm )=

max{ }0 dh - T̂h (vm ) 表示相对于 fh 截止时间 dh 的时间

裕度。然后通过线性映射h(0)
m = Wxm + b投影为隐藏向量

h(0)
m Î Rd，得到初始的隐藏向量。边的初始特征向量e(mn)

定义为 e(mn) = [
~
plr

(vm vn )

~
cap

(vm vn )
t͂earliest(vm vn )

~
betw (vm vn ) ]

T。

其中，
~
plr

(vm vn )
为链路的丢包率；

~
cap

(vm vn )
为可用 cell 占

总 cell 的比例，表示链路 (vm vn ) 上 cell 的可用性；
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t͂earliest(vm vn ) 表示最早可用时隙；
~
betw (vm vn ) 为链路介数中

心性，具体定义为对于所有 (srcdst)对，计算 k 个备选

路径（比如 k 个最短路径）中，每跳链路被经过的比

例。该特征反映链路在多路径选择中的重要性，该值

越高，表明该链路更可能成为流量聚集的关键链路。

此特征的引入有助于 GNN 捕捉到网络中潜在的资源

瓶颈，从而提升路由决策的全局最优性。和节点特征

一样，将边特征经过线性映射 e(0)
(mn) = Wee(mn) + be 嵌入

为统一维度 d，便于后续消息融合。MPNN 利用迭代

的消息传递算法在节点间传播消息。在消息传递阶

段，消息传递过程重复 T 次。具体而言，在第 t 次迭代

时，节点 vm 从邻居节点 vn 收到隐藏状态 h(t - 1)
n ，然后利

用消息函数将这些消息和自己的隐藏状态 h(t - 1)
m 进行

结合。对于每一条从邻居节点 vn ÎN (vm )指向 vm 的

边 (vn vm )计算消息向量：

m(t)
n®m =m (h(t - 1)

n h(t - 1)
m e(t - 1)

(nm)) （17）
其中，h(t - 1)

n 和 h(t - 1)
m 分别是上一层邻居节点 vn 和节点

vm 的隐藏向量，e(t - 1)
(nm) 是上一层边的隐藏向量。消息函

数 m(×)由前馈神经网络实现。

在消息聚合阶段，为了进一步增强模型对关键链

路的关注，本文采用图注意力网络（Graph Attention 
Network，GAT）对邻居节点的特征信息进行加权聚

合。为进一步增强模型对关键链路的关注能力，GAT
在消息聚合阶段引入了可学习的注意力机制，使模型

能够根据邻居节点的重要性动态调整其信息贡献。

例如，当某条链路的丢包率显著低于其他邻居链路

时，GAT 会赋予其更高的注意力权重，从而增强其在

节点状态更新过程中的影响力。该机制有助于模型

识别出对全局可靠性更关键的局部结构信息。具体

而言，对于节点 vm，GAT 会针对其每个邻居节点 vn 计

算注意力权重系数 α(t)
n ® m 来表示节点 vn 通过边 (vn vm )

对节点 vm 的重要性：

α(t)
n®m =

exp{ }LeakyReLU ( )wT[ ]h(t - 1)
m ‖h(t - 1)

n ‖e(nm)

∑
kÎN (vm )

exp{ }LeakyReLU ( )wT[ ]h(t - 1)
m ‖h(t - 1)

k ‖e(km)

（18）
其中，[×|| ×]表示向量级联，w 为可训练参数向量。计算

得到所有 αn ® m 后，节点 vm 对所有邻居的消息通过聚

合函数 a(*)进行聚合生成信息 M (t)
m ：

M (t)
m = a [m (h(t - 1)

m h(t - 1)
n ) | vn ÎN (vm ) ] （19）

常见聚合函数包括求和、求平均和取最大值等。

这里使用求和进行聚合：

M (t)
m = ∑

vn ÎN (vm )

α(t)
n®m m(t)

n®m （20）

在状态更新阶段，节点 vm 将自身上一层表示与

聚合后的消息融合，得到在第 t层的新表示：

h(t)
m = fm(h(t - 1)

m M (t)
m ) （21）

其中，fm 是节点更新函数，可用多层感知机（Multi⁃
layer Perceptron，MLP）实现。具体来说，将节点 vm 原

有表示 h(t - 1)
m 与聚合消息 M (t)

m 拼接，经过非线性变换得

到更新后的 h(t)
m。为了稳定训练，每层更新后加入激

活函数（如 ReLU）和归一化操作。经过 T 层消息传递

后，每个节点的表示 h(T )
m 包含了其 T 跳邻域内的拓扑

和状态信息。一般设置 T 等于 2 或 3，使节点能获取

源和宿周围的局部拓扑信息以及中间跳的链路质量

信息，从而在隐藏向量中隐含的编码潜在路径的可

靠性。

完成 T 层消息传递后，获得每个节点的最终隐藏

表示 h(T )
m ，以及在消息传递过程中融合了边特征的邻

居关系。考虑到决策目标是在边上输出评分，即判断

哪些链路应被选入路由路径集合，设计输出层以边为

单位进行评分。具体地，对于任意边 (vm vn )Î E，利用

其两端节点的最终表示和边自身特征来计算评分：

s(mn)= fo(h(T )
m h(T )

n e(T )
(mn)) （22）

其中，fo 是输出层的评分函数。将 h(T )
m 与 h(T )

n 以及边特

征 e(mn) 拼接成一个向量，然后通过全连接网络映射为

标量分数 s(mn)。此分数经过 Sigmoid 激活函数压缩到

0~1 区间，表示链路 (vm vn )作为路由的一条候选边的

备选概率。

图 4 展示了链路之间的消息传递过程，对应的伪

代码在算法 1 中展示。

3. 3　基于GNN的分层强化学习模型

本节将介绍基于 GNN 的 HRL 模型。首先对所提

出的方法进行整体概述，然后分别从高层策略和低层

策略阐述状态、动作与奖励的设计，最后介绍模型的

训练过程。

图4　MPNN结构

Figure 4　MPNN architecture
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3. 3. 1　算法概述

为应对路由与调度联合优化中复杂性与可扩展

性的挑战，本文采用分层强化学习框架，如图 5 所示

（红色实线展示高层和低层的交互过程），将多路径

路由选择建模为高层策略，将时频资源分配建模为低

层策略，并通过两层策略的协同迭代实现整体优化。

在保证 IIoT 关键流严格时延与可靠性需求的前提下，

该框架旨在最大化可调度流数量与资源利用效率。

高层策略的多路径路由选择和低层策略的调度决策

结果作为动作反馈给环境，环境模拟基于 PREOF 机

制的多路径传输过程，并动态维护与传输性能相关的

统计信息，进而生成奖励信号反馈至高层与低层策

略，用于共同优化路径选择与资源分配策略。通过这

种反馈机制，实现对 PREOF 机制的自适应支持。具

体实现中，利用深度强化学习的试错式累积奖励机制

以探索最优资源分配策略，同时在高层策略中结合

GNN 以提取网络拓扑的高阶特征，从而提升对复杂

状态空间的搜索能力，并增强模型在不同拓扑规模下

的泛化性能。

3. 3. 2　高层策略

高层策略 πh 负责为当前流 fh 选择多路径路由。

在每个调度周期开始时，系统首先根据各流的端到端

时延需求对流集合进行排序，优先为截止期限更近的

流分配资源。然后 GNN 对网络当前状态特征进行提

取，输出网络特征嵌入，结合当前网络调度状态和当

前流的需求信息，构成高层策略的状态空间。具体而

言，高层策略 πh 的状态空间定义如下：

Sπh
= {sπh

= ( ŝĤR)} （23）
其中，ŝ Î R |E| 表示归一化的链路评分向量，由 GNN 对

网络状态当前拓扑与流需求等因素综合计算后输出

得到，其中每一个分量反映当前边 e 作为候选多路径

路由组成部分的优劣程度，作为高层策略 πh 动作选

择的依据。Ĥ Î R |T| ´ |C| 表示归一化的 TSCH 调度表矩

阵，其中 |T| 表示时隙数，|C| 表示信道数。虽然高层策

略并不直接调度 cell 的资源分配，但是调度表提供当

前资源分配的全局视图，帮助高层策略 πh 判断哪些

节点或链路的负载较高、可用资源较少，从而引导高

层策略 πh 选择更可能满足确定性传输需求的路由。

R 表示当前调度流的可靠性传输需求。每个时间步

t，高层策略从 GNN 和环境获取状态 sπh
。

高层策略 πh 将基于当前状态 sπh
选择多路径路

由。高层策略 πh 的动作空间A定义为

Aπh
=

ì
í
î

ïï

ïïïï

ü
ý
þ

ïïïï

ïïïï

aπh
= rh ={p1 p2 pi pj }  |rh| ≤ K |

"i ¹ jpi ¹ pj 0 < |pi  pj| <min{ }|pi||pj|
（24）

其中，每个动作 aπh
表示为流 fh 从 srch 到 dsth 选择 K 条

部分相交的多路径路由；pi ¹ pj 表示任意两条路径不

完全重叠；0 < |pi  pj| < min{ }|pi||pj| 保证多路径之间

具有路径冗余以提升可靠性，同时允许部分重叠节省

能耗且增加可调度性。低层策略 πl 将基于高层策略

πh 选择的动作为流 fh 经过的链路进行时频资源的

调度。

为了奖励高层策略 πh 选择满足流 fh 可靠性传输

需求以及能耗更低的多路径路由，定义惩罚动作集

Pπh
。不满足可靠性需求的动作Pπh un_rel Ì Pπh

定义为

Pπh un_rel = { }aπh
| aπh

ÎAπh
PDR ( )aπh

< relh （25）
其中，PDR(aπh

)< relh 表示所选多路径路由不满足流 fh

图5　HRRA算法框架图

Figure 5　Framework of the HRRA algorithm

算法11  MPNN消息传递算法

输入：网络拓扑G(VE)

节点嵌入向量h(0)
m

边嵌入向量 e(0)
(mn)

迭代次数T

输出：边评分 s(mn)

1. FOR 训练轮次小于 T DO
2. FOR e(mn)Î E DO
3. 消息向量

m(t)
n®m =m (h(t - 1)

n h(t - 1)
m e(t - 1)

(mn))
4. 消息聚合

    M (t + 1)
m = ∑

vn ÎN (vm )

α(t)
n®m m(t)

n®m

5. 节点更新

    h(t + 1)
m = fm(h(t)

m M
(t + 1)
m )

6. END
7. END
8. 读出函数进行边评分

s(mn)= fo(h(T )
m h(T )

n e(T )
(mn))
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的可靠性传输需求。第二种惩罚动作集 Pπh dis Ì Pπh

为完全不相交的多路径路由。PREOF 支持相交的多

路径路由在聚合点进行冗余数据包的删除，在满足流

量确定性传输需求的同时，这一功能可降低能耗，有

效支持 PREOF 在资源受限的 TSCH 网络中的应用。

因此，高层策略 πh 对不相交的多路径路由进行惩罚，

从而奖励选择部分相交的多路径路由。这种惩罚动

作集表示为

Pπh dis= { }aπh
| aπh

ÎAπh
"pi pjÎaπh

i¹ j pipj=Æ   （26）
其中，"pi pj Î aπh

i ¹ jpi  pj = Æ 表示多路径路由的

路径完全不相交，这种类型的多路径路由能耗较高，

因此视为惩罚动作。综上两种惩罚动作，惩罚动作集

表示为Pπh
={pπh

| pπh
Î P πh un_rel  P πh dis }。

当策略 πh 选择的动作属于惩罚动作集 pπh
Î Pπh

时，episode 将立即停止，并接收惩罚 ψπh
。当 agent 成

功完成所有流量的调度时，也会到达终止状态。因

此，策略 πh 的即时奖励 r 定义为

rπh
(sπh

aπh
)=

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

ψπh
 if aπh

ÎPπh

M ×δfh
+

δfh

∑
(uv)ÎE

∑
c=1

C ∑
t=1

T

x(uv) (ct)+ϵ
 otherwise

（27）
其中，δfh

表示当前流 fh 是否被成功调度，若满足则取

1，否则为 0。第二项为资源利用效率目标，ϵ为防止

分母为 0 的极小正数。常数 M（如取 100）保证在同等

能效条件下，优先最大化成功调度流数量，确保第一

目标优先。资源利用效率作为第二目标，仅在成功调

度流数量相同时进一步优化。

高层策略 πh 需要根据低层策略 πl 对流 fh 的资源

分配结果，综合评估流 fh 的需求是否满足，不仅鼓励

满足端到端需求、成功调度的流量，也激励在保证确

定性需求的前提下实现更高的资源利用效率。通过

最大化累计奖励R引导 agent 找到最优策略：

π *
h = arg maxπh

R = arg maxπh
∑
t = 0

T

λt rπh( sπh
aπh ) （28）

其中，λ是折扣因子，控制未来奖励的影响程度。

上述为高层策略状态空间、动作空间和奖励函数

的设计。

3. 3. 3　低层策略

低层策略 πl 负责依据高层策略 πh 选择的多路径

路由方案，为每条路径上的链路逐跳进行 cell 资源调

度。低层策略 πl 状态空间定义如下：

Sπl
= {sπl

= (Rh ĤD)} （29）

其中，Rh 表示高层策略 πh 为当前流 fh 选择的多路径

路由；Ĥ表示当前 TSCH 调度表的占用状态矩阵，反

映网络当前 cell 的分配情况；D 表示当前流 fh 的端到

端时延需求。

低层策略 πl 每个时间步从环境中获取上述状态，

以链路为单位，从源节点逐跳向目的节点轮询执行

cell 分配动作。具体而言，动作空间定义为

Aπle
= {aπle

| aπle
ÎHs.t.(9)(10)(11)} （30）

其中，H是所有可能的 cell 集合 h = (tc)。为了确保所

选 cell 能够满足网络调度的基本约束，每个动作 aπle

必须满足半双工约束（9）、资源块唯一约束（10）和干

扰约束（11），这些筛选操作可通过简单的集合查找

与位掩码判断高效实现，并在每次资源分配后进行增

量更新，其计算复杂度与候选 cell 数量呈线性关系，

且不依赖于整个二维时隙帧的规模。

为提升训练早期的收敛效率，引入预期时延概

念。基于目前已完成的部分链路调度，估算最短剩余

传输延迟，若当前调度依然可能在截止时间内完成传

输，则给予正奖励；反之，给予负反馈，引导低层策略

规避不可达动作。对于当前动作 aπle
，其对应的时隙

为 ζaπle

，对于当前调度路径 p Î Rh 剩余未调度条数为

Lrem
p ，因此当前路径上最早到达时间为 d̂ (i)

p = ζnow + Lrem
p ，

如果这个时间已经大于截止时间需求 D，显然这个路

径上的后续调度无法满足流 fh 的确定性需求，给予其

负奖励值。因此低层策略 πl 的即时奖励 r 定义为

rπl_im
(sπl

aπl
)=

ì
í
î

ïï

ïï

ψπl
 if d̂ (i)

p ≤ D

-ψπl
 otherwise

（31）
当低层策略 πl 完成对多路径路由 Rh 的全部链路

的 cell 调度后，会根据延迟约束给予延迟奖励，具体

约束包括：聚合节点转发约束（12）和端到端截止时

间约束（16）。若未满足延迟约束，则给予显著的负

奖励 αψπl
，否则给予适当的正向奖励，以激励策略在

满足基本约束的同时优化延迟性能。因此惩罚动作

集定义为

Pπl delay = { }aπl
| aπl

ÎAπl
 aπl

⊨ (12)(16) （32）
延迟奖励因此定义为

rπ l_delay
(sπl

aπl
)=

ì
í
î

αψπl
 if aπl

ÎPπl

α otherwise
（33）

其中，α为权重参数。

最终每个时间步的总奖励包括即时奖励和延迟

奖励两部分，即在 episode 未结束时只考虑即时奖励；

episode 结束时，再将延迟奖励纳入总奖励中，确保奖

励能够准确反馈策略的长期表现。因此，总奖励定
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义为

r(sa)= r im (sa)+ Iepisode_end × rdelay (sa) （34）
其中，Iepisode_end 为指示函数，仅在 episode 结束时取 1，
否则为 0。
3. 3. 4　模型训练

算法 2 和算法 3 展示了 HRRA 的整体流程。考虑

在大规模动作空间及动态可行动作集场景下所展现

出的良好训练稳定性与优化效率，HRRA 选择采用近

端 策 略 优 化（Proximal Policy Optimization，PPO）算

法［33］。尽管 HRRA 的结构可兼容其他 DRL 方法，但

PPO 更适用于本任务中的层次策略建模与高效收敛

需求。具体流程而言，将分层强化学习划分为高层

（路由）和低层（调度）两级策略，并对两级策略分别

优化以实现协同收敛。算法 2 描述训练阶段的数据

收集与交互过程。训练开始时，分别初始化高层和低

层的网络参数与相关缓冲区。每个训练轮次，首先按

截止时间对流集合排序，然后利用 GNN 提取流的拓

扑与业务特征并构造高层状态。高层策略据此生成

动作集合并选择多路径路由动作，确定该流的路径集

合。在此基础上，低层依据高层输出的路径、当前调

度状态和流需求逐跳分配 cell 资源，直到该流所有链

路完成调度。交互过程中，高层与低层各自将轨迹存

入缓冲区。每轮交互结束后，调用算法 3 对高层与低

层策略分别进行 PPO 批量更新。随着训练迭代，两级

策略协同改进，最终在满足关键流确定性（时延和可

靠性）约束的同时，实现高效的 TSCH 资源利用与稳

定收敛。

4　性能评估

4. 1　测试环境

本节基于仿真软件模拟了关键流在工业无线网

络场景中的传输调度，对 HRRA 算法进行训练，并对

所提算法和基准方案在仿真软件中进行了调度结果

的运行和评估。本节目标是通过路径选择和 cell 资
源的分配，满足关键数据流确定性传输需求，包括端

到端的时延约束和可靠性需求。因此本节对比了不

同拓扑规模和流量数量下各算法的性能表现。首先，

实验采用网格拓扑，节点规模设为 20~100 个，其中，

单个汇聚节点负责数据收集，其余节点既能发送数据

也能中继转发。考虑到实际工业场景中普遍存在的

无线干扰与环境不确定性，本文在仿真中将每条链路

的可靠性设为 0.7~0.95 范围内的随机值，以更真实地

反映链路质量的动态波动。对于关键流的传输，单条

路径通常无法满足其可靠性需求，因此需要为其分配

多条路径，通过路径冗余传输提升传输可靠性。其

次，为模拟流量的突发性与异构性，实验设置中 70%

为具有不同周期和截止时间的关键流，剩余 30% 为

背景流量。考虑到典型工业互联网场景对时延和可

靠性的要求［34-35］，实验中关键流的周期设置为［8，
10，15，20］个时隙，可靠性指标为 0.99。背景流量包

括事件驱动流量和尽力而为流量：事件驱动流量模拟

突发事件，采用泊松过程生成 (λ = 0.1)；尽力而为流量

采用随机生成方式，模拟网络中的常规流量。实验针

对关键流进行路由和调度，模拟不同算法在资源受限

情况下对关键流需求的保障能力。在 MAC 层，TSCH
网络配置如下：时隙时长为 10 ms，时隙帧长度由关键

流的周期决定，可用信道为 16 个。在 HRRA 算法中，

低层策略使用带有注意力机制的 MLP，高层策略采用

3 层 GAT 作为拓扑特征编码结构。根据实验测试结

果（如表 2 所示）和现有文献研究［36-37］，使用 2 层 GAT
时，由于感受野有限，难以充分捕获多跳 TSCH 网络

中长路径的结构信息；而 4 层 GAT 则容易引发典型的

算法2 HRRA多路径路由和调度算法-训练流程

输入：网络拓扑G，关键流集合F，奖励的权重β，折扣因子 γ，探索

参数 ϵmax，ϵmin，ϵdecay，训练轮次H，批量大小F
输出：满足关键流确定性调度的多路径路由和调度的最优策略

πh πl

初始化高层策略参数 θH和低层策略参数 θL

初始化缓存,初始化探索率 ϵ¬ ϵmax

1. FOR 训练轮次小于H DO
2.  重置环境并初始化调度表H与流集合F
3.  按照截止时间优先给流排序

F¬ sort_by_deadline(F )

4.  FOR 流 fÎF DO
5.  获取高层状态 sπh

= ( ŜĤR)
6.  选择多路径路由动作aπh

={p1 p2 pK }

7.  WHILE f满足可靠性需求且调度表能满足带宽需求 DO
8.   获取低层状态 sπl

= (Rh ĤD)
9. 通过动作掩码生成可行动作集合

Aπle
= {aπle

| aπle
ÎHs.t.(9)(10)(11)}

10.   选择动作aπl
ÎAπle

进行 cell分配

11.   获得即时奖励 rπl
，转移到下一状态 s′πl

12.   存储低层的轨迹 (sπl
aπl

rπl
s′πl

)

13.  END
14.  计算高层奖励 rπh

( f )= (1 - β)× I( f )+ β ×EE( f )，转移到下一状态

s′πh

15.  存储高层的轨迹 (sπh
aπh

rπh
s′πh

)

16. END
17. 调用算法3进行策略更新

18. 更新探索率 ϵ¬max(ϵmin  ϵ × ϵdecay )

19.END
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过平滑问题，并伴随梯度震荡，导致节点表示趋于一

致，从而削弱路由判别能力。相比之下，3 层 GAT 在

特征表达能力与训练稳定性之间实现了更优平衡。

训练过程中，使用 PPO 算法，学习率为 3 ´ 10-4，折扣

因子为 0.99，训练共进行 10 000 个 episode，批次大小

为 64。其余网络参数和算法参数设置如表 3 所示。

仿真在工作站环境进行，硬件配置为 AMD R9 5950X 
CPU @ 3.40 GHz，软件环境基于 TSCH 离散时间仿真

器 6TiSCH Simulator［38］（develop 分支）、Python3.11 和

PyTorch2.7.1。

本文基准方案设置如下：

（1）RPL+MSF［9］。其中，RPL 是 LLN 标准单路径

路由，结合 MSF 进行分布式最小时隙分配。该方案

为业界常用的分层设计基准方案。

（2）ODeSe+TASA［14］。其中，ODeSe 基于 RPL 进行

了多父节点的扩展，为流选择多条传输路径；TASA 则

是经典的集中式按流量需求分配时隙算法。实验将

两者结合形成典型的多路径路由与调度的分层决策

方案。

（3）EDF-MO［15］。该方案基于最小重叠（Minimal-
Overlap，MO）单路径路由选择以降低中继节点重叠，

配合最早截止优先（Earliest-Deadline-First，EDF）策略

分配时隙资源，形成启发式跨层优化方案。

（4）ILP3+TASA［16］。该方案在 TASA 基础上改进，

将单路径路由选择与时频资源分配统一建模为一个

ILP 线性规划问题并联合求解，从而实现跨层优化。

（5）DGRL+MWIS［22-23］。该方案结合了 DGRL 路

由器与 MWIS 调度器。其中，DGRL 利用 GCN 编码全

局网络拓扑，并基于 DDPG 框架生成集中式路由策

略；MWIS 调度器则通过 GCN 对冲突图进行表征学

习，结合启发式图搜索算法，实现干扰约束下的高效

时隙分配。实验将两者结合形成分层 DRL 方案。

在实验中，随机生成背景流与关键流需求，各方

案对关键流进行资源分配计算，然后对所有结果进行

评估。评估主要针对成功调度流数量、端到端时延和

资源利用效率指标。成功调度指对关键流的资源分

配同时满足其时延约束和可靠性需求；端到端时延展

示所有成功调度流（即满足确定性需求下）的时延传

输情况；资源利用效率指成功调度流数量与其占用

cell 数量的比值，用于反映调度效率。

表2　不同层数GAT训练结果

Table 2　Training results of GAT with different numbers of layers
GAT层数

2层

3层

4层

路由准确率/%
86.1
90.3
87.5

训练稳定性

稳定

稳定

梯度震荡、过平滑

表3　网络和模型参数设置

Table 3　Network and model parameter settings
网络参数值

网络节点数

每场景测试次数

链路可靠性

流量设置

数量

周期/时隙

截止期限/周期

可靠性需求

TSCH设置

时隙长度/ms
时隙帧长度/时隙数

信道数量

最大重传次数

模型参数值

学习率

折扣因子

episode数量

批次大小

[20, 40, 60, 80, 100]
20

[0.7, 0.95]

[500~3 750]
[8, 10, 15, 20]

0.8
0.99

10
120
16
3

3 ´ 10-4

0.99
10 000

64

算法3 HRRA策略更新

输入：高层轨迹缓存,低层轨迹缓存,批量阈值BH BL,迭代次数

KH KL,学习率αH αL,裁剪参数 ϵ

输出：更新后的策略参数 θH θL

1.IF 高层轨迹长度大于BH THEN
2. 计算高层优势 ÂH及旧策略概率π old

H

3. FOR 迭代次数小于KHDO
4.  计算比值 r =

πH (aH| sH )

π old
H (aH| sH )

5.  计算剪切目标损失LH =E[ ]min(rÂH  clip(r1 - ϵ1 + ϵ)ÂH )

6.  更新参数 θH ¬ θH + αHÑθH
LH

7. END
8. 清空高层轨迹缓存

9.END
10.IF低层轨迹长度大于BLTHEN
11. 计算低层优势 ÂL及旧策略概率π old

L

12. FOR迭代次数小于KLDO
13.  计算比值 r =

πL (aL| sL )

π old
L (aL| sL )

14.  计算剪切目标损失LL =E[ ]min(rÂL  clip(r1 - ϵ1 + ϵ)ÂL )

15.  更新参数 θL ¬ θL + αLÑθL
LL

16. END
17. 清空低层轨迹缓存

18.END
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4. 2　实验结果与分析

（1）调度成功率。图 6 展示了不同网络规模下各

算法的调度成功率。在所有拓扑规模下 HRRA 方案

均取得最高值。在同一规模内，DGRL+MWIS 性能仅

次于 HRRA，其次是 ODeSe+TASA、EDF-MO 和 ILP3+
TASA，RPL+MSF 性能表现最差。这是由于 HRRA 采

用支持 PREOF 的多路径路由和路由与调度的跨层优

化，多路径路由在多条路径上并行传输同一数据流，

更能满足关键流对时延和可靠性的确定性需求。跨

层优化协同路由和调度信息，对路由和调度进行优化

决策，因此 HRRA 性能相比单路径路由和分层优化更

具优势。DGRL+MWIS 方案中 DGRL 路由器能感知拓

扑和链路队列信息，MWIS 调度器可以有效避免链路

冲突，因此效果优于 ODeSe+TASA。但是其路由与调

度的分层优化，没有反馈机制，在路径分布过度集中

的情况下，调度仍可能因冲突而牺牲部分任务，因此

效果整体弱于 HRRA。ODeSe+TASA 基于多路径路

由，但其缺乏路由与调度的协同机制，性能弱于

HRRA 和 DGRL+MWIS。EDF-MO 和 ILP3+TASA 均为

基于单路径路由的联合优化方法，性能表现相近。

RPL+MSF 基于单路径路由，且路由与调度分开决策，

因此在保障确定性传输能力方面表现最差。值得注

意的是，随着节点数量从 20 增至 100，HRRA 相较于

基准算法的优势显著增加。这是由于网络规模的增

加，调度搜索空间与冲突组合呈指数增长，而 HRRA
的跨层联合优化可将路由和 cell 分配进行协同计算，

在大规模场景中更能发挥优势。相比于 DGRL+
MWIS 和 EDF-MO，HRRA 方案在 100 节点规模的拓扑

下，分别增加了 10.6% 和 36.6% 的调度成功率。

当前实验将截止时间设置为流周期的 0.8 倍，旨

在确保所有方法在具备基本可调度性的前提下进行

公平比较。我们进一步测试了将该比例依次压缩至

0.7、0.6 和 0.5，实验结果如图 7 所示。可以看到，

HRRA 在不同截止时间比例下始终保持性能优势，且

在约束严格的场景中（如图 7（c）的 0.5 倍），HRRA 的

相对提升幅度进一步扩大，体现出其在高约束条件下

更强的资源适配能力。当截止时间与周期的比值持

续减小时，等价于绝对截止上限不断收紧，该上限并非

由算法自身决定，而是由网络物理结构、时隙帧长度、

路径跳数和可用 cell数共同约束。因此，HRRA的时延

适配上限由可行调度的物理下界决定，而在所有物理

允许的截止时间范围内，HRRA通过跨层马尔可夫决策

过程建模和细粒度 cell分配策略，能够在更大的可行时

间窗口内持续获得优于基准算法的性能。

（2）端到端时延。图 8 展示了在 80 节点拓扑中，

在不同流数量下各算法的调度时延表现。随着流数

量从 240 增加到 1 200，网络资源占用与调度冲突不

断增加，所有算法的端到端时延均呈上升趋势。整体

而言，HRRA 在全部流数量场景下始终保持最低时

延。HRRA 通过跨层策略协同优化和多路径传输机

制，有效缓解拥塞并缩短关键流传输路径，从而实现

更优的时延控制。DGRL+MWIS 方案中，DGRL 路由

器具备图感知能力，可根据拓扑结构和队列状态优化

路径选择，避免流量集中；MWIS 调度器则通过 GCN
提升冲突图上独立集的选择质量，从而增强并发调度

能力，降低链路排队与冲突延迟。ODeSe+TASA 同样

利用多路径路由，通过空间冗余并行转发部分关键流，

实现一定程度的时延降低。相比之下，单路径方案

（EDF-MO、ILP3+TASA和RPL+MSF）在丢包场景中只能

依赖链路重传保障可靠性，导致端到端时延显著上升。

当流数量达到 1 200 条时，HRRA 的平均时延相比

DGRL+MWIS 和 EDF-MO 分别降低了 9.88% 与 25.5%，

显示出其跨层联合优化在高负载条件下的显著优势。

（3）资源利用效率。图 9 展示了不同网络规模下

各 算 法 在 关 键 流 调 度 中 的 资 源 利 用 效 率 表 现 。

DGRL+MWIS 通过基于图神经网络的最大独立集优

化算法，在冲突图约束下高效筛选可并发传输的链路

集合，有效减少资源碎片和时隙浪费，从而提高资源

利用率。ODeSe+TASA 依赖多路径冗余传输增强可

靠性，但未对资源冗余进行有效控制，存在一定的重

复调度开销。单路径方案（EDF-MO、ILP3+TASA 和

RPL+MSF）则需通过频繁的链路重传保障可靠性，在

流密度较高时导致大量无效或重复的 cell 分配，资源

利用效率显著下降。相比之下，HRRA 在所有网络规

模下始终保持最高的资源利用率，这是由于 HRRA 在

路由和调度联合优化的框架下引入了对 PREOF 的支

持，PREOF 能够有效删除冗余数据，而联合优化则能

够合理运用相交的多路径结构组成路由，从而在充分

利用和分配 cell 资源的基础上，实现更高的资源利用

效率。测试结果表明在 100 节点场景中，HRRA 平均

/%

图6　调度成功率结果

Figure 6　Scheduling success ratio results
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资源利用效率相比于 DGRL+MWIS 方案和 EDF-MO 算

法分别提升了 9.9% 和 35.1%。

（4）聚合点副本消除。PREOF 机制在多路径传

输中，在分离节点进行数据包的复制和转发，在聚合

节点汇聚各路径到达的包并删除冗余，从而减少 cell
浪费并提高资源利用效率。HRRA 通过跨层联合优

化路由与调度，并在 cell 资源调度时支持 PREOF，能
够在多路径路由下实现高效的资源利用。然而现有

研究尚无面向 PREOF 的调度机制，实际实现为将同

一数据流在多条路径上的传输视为若干独立数据流，

为其独立分配 cell 资源。为评估 PREOF 对关键流调

度成功率的影响，本文测试了“无 PREOF”和“有

PREOF”的消融实验。在 HRRA 中关闭 PREOF 功能

模拟未支持 PREOF 的调度方法构成对比算法，记为

HRRA-Ind（HRRA-Independent Flow）。HRRA和HRRA-

Ind 共在 24 个场景中进行了测试。拓扑规模为 40、
60、80 节点，根据节点规模和仿真经验，流数量分别

设置为 120-600、180-900、240-1 200、300-1 500。图 10
的测试结果表明，相比于 HRRA-Ind，HRRA 在全部场

景中均有更高的调度成功率。而且随着流数量的增

加，HRRA 的优势更明显。这是由于网络负载增加加

剧了调度资源之间的竞争，PREOF 通过消除冗余为

/%
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+1
0.
8%

(a) 0.7
(a) 0.7

/%

+9
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+2
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(b) 0.6
(b) 0.6
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图7　调度成功率在不同截止时间/周期倍数情况下的结果

Figure 7　Scheduling success ratio results under different deadline/peri⁃
od multiples

/m
s

图8　时延结果

Figure 8　Delay results
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1%

+9
.9
%

图9　资源利用效率结果

Figure 9　Resource utilization efficiency results
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关键流释放更多可用资源，从而容纳更多关键流的确

定性传输。相比于 HRRA-Ind，HRRA 在 80 节点 1 200
流的情况下调度成功率提高了 4.1%。

5　结束语

本文针对工业无线网络中的确定性传输需求，在

TSCH 调度方法中考虑 PREOF 机制，提出了一个多路

径路由与调度的联合优化问题。由于该问题具有

NP-hard 的复杂性，本文设计了一种基于 GNN 的分层

强化学习算法 HRRA。该算法能够为 IIoT 中关键流

的确定性传输与高效资源利用提供支持。在 HRRA
中，GNN 提升了对网络拓扑特征的表达能力，为高层

策略的路由决策奠定基础。高层策略负责多路径路

由选择，低层策略则进行无线资源块的分配，二者通

过迭代优化实现最优调度。实验结果表明，HRRA 在

满足端到端确定性需求的同时，通过跨层联合优化显

著提升了调度成功率和传输性能，并在 PREOF 支持

下有效降低了冗余包转发，提升了资源利用效率。

HRRA 借助基于 GAT 的拓扑编码，对网络结构变化具

有天然的适应能力。根据算法设计与运行机制，

HRRA 在动态拓扑场景中依然能够保持性能优势。

针对节点增删与拓扑动态下的实验验证，将在未来工

作中进一步补充。另外，将进一步探索 HRRA 在分布

式部署和可扩展性方面的改进，并优化其在实时运行

场景下的性能表现。
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