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面向空天地一体化的多模态知识增强
卫星智能计算方法
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摘　要：　随着空天地一体化体系的快速发展，卫星端智能计算逐渐成为支撑遥感感知、态势分析与应急决策的

重要技术基础，但其同时面临星载算力与存储受限、多模态异构数据噪声复杂以及任务语义动态变化等挑战。现有多

模态融合方法多强调视觉-文本对齐或大模型驱动推理，知识图谱方法强调结构化语义建模，但二者大多面向地面高

算力环境设计，缺乏面向卫星边缘计算场景的统一部署机制。针对上述问题，本文提出一种面向空天地一体化的知识

引导多模态模块化卫星网络（Knowledge-guided Multi-Modal Modular Satellite Network，KM³-SatNet）。与直接引入全局

知识图谱或采用固定融合结构的既有方法不同，本文围绕“任务相关知识裁剪-知识约束鲁棒融合-预算感知动态推理-

端云协同自适应部署”开展一体化设计：首先构建卫星任务知识图谱，并通过语义匹配、关系感知扩展与个性化PageR⁃
ank实现动态知识子图抽取；其次设计知识约束门控融合机制，在视觉、文本与知识之间建立可解释的动态交互约束；

进一步提出模块化可裁剪推理结构与算力感知控制器，实现星载预算约束下的自适应模块选择；最后给出考虑链路波

动与中断回退的端云协同优化策略。在多模态遥感任务数据集上的实验结果表明，与典型多模态融合模型相比，本文

方法在目标识别任务上精度提高 6.3%，在灾害场景识别任务上提高 5.8%，同时相较于轻量级遥感多模态大语言模型

（Remote Sensing Multimodal Large Language Model Lite，RS-MLLM-Lite）参数量减少 50.0%，相较于 Swin-L，参数量减少

98.7%，推理时延降低 67.7%。结果表明，KM³-SatNet能够在保持较高精度的同时兼顾模型规模、时延、能耗与鲁棒性，

适用于卫星边缘环境下的多模态智能计算部署。
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Knowledge-Guided Multi-Modal Modular Satellite Network for 
Space-Air-Ground Integrated Intelligent Satellite Computing

LI Qian, WANG Shangguang*

(State Key Laboratory of Networking and Switching Technology, Beijing University of Posts and Telecommunications, 
Beijing 100876, China)

Abstract:　 With the rapid development of space-air-ground integrated systems, intelligent on-board satellite 
computing has become an important technical foundation for supporting remote sensing perception, situation analysis, and 
emergency decision making. However, it faces several challenges, including limited on-board computing power and storage, 
complex noise in multimodal heterogeneous data, and dynamic changes in task semantics. Existing multimodal fusion 
methods mainly emphasize vision-text alignment or large-model-driven reasoning, while knowledge graph methods focus 
on structured semantic modeling. Most of these methods are designed for ground-side high-performance computing 
environments and lack a unified deployment mechanism for satellite edge computing scenarios. To address these problems, 
this paper proposes a knowledge-guided multi-modal modular satellite network (KM³ -SatNet) for space-air-ground 
integrated systems. Different from existing methods that directly introduce a global knowledge graph or adopt a fixed fusion 
structure, this paper develops an integrated design around “task-related knowledge pruning, knowledge-constrained robust 
fusion, budget-aware dynamic reasoning, and edge-cloud collaborative adaptive deployment”. First, a satellite task 
knowledge graph is constructed, and dynamic knowledge subgraph extraction is achieved through semantic matching, 
relation-aware expansion, and personalized PageRank. Second, a knowledge-constrained gated fusion mechanism is 
designed to establish interpretable dynamic interaction constraints among vision, text, and knowledge. Furthermore, a 
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modular and prunable inference structure and a computing-power-aware controller are proposed to realize adaptive module 
selection under on-board budget constraints. Finally, an edge-cloud collaborative optimization strategy considering link 
fluctuation and interruption fallback is presented. Experimental results on multimodal remote sensing task datasets show 
that, compared with typical multimodal fusion models, the proposed method improves accuracy by 6.3% on the object 
recognition task and by 5.8% on the disaster scene recognition task. Meanwhile, compared with the lightweight remote 
sensing multimodal large language model lite (RS-MLLM-Lite), the number of model parameters is reduced by 50.0%; 
compared with Swin-L, the number of parameters is reduced by 98.7%, and inference latency is reduced by 67.7%. The 
results demonstrate that KM³-SatNet can maintain high accuracy while balancing model scale, latency, energy consumption, 
and robustness, making it suitable for multimodal intelligent computing deployment in satellite edge environments.

Keywords:　space-air-ground integration; satellite computing; multimodal fusion; knowledge enhancement; task rea⁃
soning; edge-cloud collaboration
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0　引言

空天地一体化信息系统的高速发展，推动卫星从

传统数据采集平台向在轨智能处理节点演进，在洪水

监测、灾害损失评估、应急指挥决策等重大民生与国

防场景中，已成为不可或缺的技术支撑。其中，城市

洪水精细分割作为灾害监测的核心任务，其结果直接

服务于风险等级判定与应急资源调度，是保障人民生

命财产安全的关键数据基础［1］。与地面算力充足、链

路稳定的计算环境不同，卫星端存在显著的资源约束

特征，低轨卫星单节点算力受限，显著低于地面高端

GPU（Graphics Processing Unit）的 数 十 至 数 百 TOPS
（Tera Operations Per Second）算力水平，星地链路带宽

有限且具有时变特性，同时遥感任务需求随监测场景

动态变化。传统依赖大规模深度学习模型的智能分

析方法，因计算开销高、实时性差等问题难以直接迁

移至星载环境，因此，构建兼顾推理精度与星载算

力、存储、时延约束的在轨智能计算框架，已成为空

天地一体化智能计算领域的迫切需求［2-3］。
城市洪水精细分割任务的核心难点在于异常水

体的精准判别。在光学、合成孔径雷达（Synthetic Ap⁃
erture Radar，SAR）遥感图像中，正常河道扩张、水库

水位动态变化与小面积真实洪水区域的水体特征高

度相似，这使得模型极易出现两类关键误差：一是将

正常水体变化误判为灾害洪水区域，二是漏检小尺度

真实淹没区域，最终导致分割结果失准并引发应急决

策偏移。而现有方法难以融合永久水体地理属性、水

体时序变化信息、地形空间结构语义等多维度知识开

展精准推理，进一步加剧了上述问题。如图 1 所示，

在洪水精细分割任务中，现有模型普遍面临“规模 -

性能”的两难冲突。以双分支 Swin-L 为代表的大模型

（5.8 亿参数）虽精度潜力高，但推理时延达 2.7 s
（RTX3090），完全无法在轨部署，且易将正常河道扩

张误检为洪水、受云层干扰误检为无洪水区域；以Dee⁃

pLabV3+（MobileNetV2）为代表的轻量化模型（220万参

数）虽推理时延仅 0.5 s，却存在小面积真实洪水漏

检、无法区分水位变化与洪水的问题。

近年来，多模态融合与大模型技术显著提升了遥

感图像分割与场景理解能力，但现有方法大多面向地

面高算力环境设计，在星载边缘计算场景中的适配性

仍然不足。以双分支 Swin-L 为代表的多模态 Trans⁃
former 模型［4］，虽然能够取得较高分割精度，但模型

规模达到 5.8 亿参数，推理时延在高端 GPU 环境下仍

超过 2 s，难以满足卫星端实时推理需求；以 Deep⁃
LabV3+（MobileNetV2）为代表的轻量化模型［5］，虽然

在参数规模和时延方面更适合星载部署，但由于缺

乏领域知识约束，在云遮挡、SAR 相干斑和水体语义

混淆等复杂条件下，容易出现小尺度洪水漏检以及

正常水位变化与异常洪水扩张难以区分的问题，模

型鲁棒性和语义判别能力仍然受限。进一步分析现

有研究可以发现，其在星载端应用中主要存在三方面

不足。首先，现有多模态融合方法（如 Cross-Attention、
RS-MLLM 等）［6-7］主要关注视觉-文本特征对齐与语义

图1　洪水精细分割任务中的模型规模-性能冲突示意图(RTX3090
环境下推理)

    Figure 1　Model size-performance conflict in fine-grained flood 
segmentation under the RTX3090 inference environment
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增强，但通常默认算力和存储资源相对充足，缺乏针

对星载场景中云层遮挡、光照突变、SAR 噪声等复杂

干扰的鲁棒机制，且模型参数量和推理开销普遍较

大。其次，现有知识图谱方法［8-9］虽能够提供结构化

先验，但多采用全局图谱直接参与推理，缺少面向具

体任务的知识筛选与裁剪机制，因而容易引入无关知

识并增加额外计算负担，难以适应卫星端受限的算力

与存储条件。最后，现有星地端云协同策略［10-11］更多

侧重任务卸载与资源分配，尚未充分考虑多模态知识

增强推理过程中的模块依赖关系和链路时变特性，因

而难以在保证推理连续性的同时实现精度、时延与能

耗的统一优化。此外，已有星载智能计算方法大多采

用固定推理结构［12］，缺乏根据实时预算、任务需求和

输入数据质量动态调整推理路径的能力，难以实现性

能与开销之间的自适应平衡。

基于上述分析，本文关注的核心问题是：在星载

端算力、存储和时延均受到严格约束的条件下，如何

实现任务语义约束、多模态鲁棒融合以及推理过程自

适应调度的一体化设计。围绕这一问题，本文提出面

向空天地一体化场景的知识引导多模态模块化卫星

网 络（Knowledge-guided Multi-modal Modular Satellite 
Network，KM³-SatNet）。与现有方法相比，本文的主要

区别不在于简单叠加知识图谱、多模态融合和端云协

同模块，而在于面向星载部署约束，构建了一种统一

的任务驱动推理框架。具体而言：其一，本文提出任

务驱动的动态知识子图构建机制，通过任务语义匹

配、关系感知扩展与个性化 PageRank 压缩，将知识使

用方式由全局图谱推理转化为任务相关子图推理，从

而在降低推理开销的同时提高知识约束的有效性；其

二，本文提出知识约束的双粒度门控融合机制，以任

务知识为条件，同时对视觉 Token 保留和跨模态交互

强度进行约束，从而抑制云遮挡、SAR 相干斑等噪声

引起的错误关联，提升多模态语义融合的鲁棒性；其

三，本文提出预算感知的模块化可裁剪推理与端云协

同优化机制，通过轻量化控制器根据实时算力预算、

任务需求和链路状态动态选择推理结构与执行位置，

实现精度、时延与能耗的协同平衡。在多模态遥感任

务数据集上的实验结果表明，KM³-SatNet 在多模态遥

感目标识别任务中精度提升 6.3%，在灾害场景识别

任务中提升 5.8%；同时，相较于轻量级遥感多模态大

语言模型（Remote Sensing Multimodal Large Language 
Model Lite，RS-MLLM-Lite），模型参数量减少 50.0%；

相较于 Swin-L，参数量减少 98.7%，推理时延降低

67.7%。在云遮挡、噪声干扰和光照变化等复杂条件

下，模型平均精度衰减率仅为 4.5%，存储占用控制在

50 MB 以内。上述结果表明，本文方法能够在保持较

高推理精度的同时显著降低资源消耗，为受限星载环

境中的多模态知识增强智能计算提供了一种可部署

的技术路径。

1　相关工作

1. 1　卫星智能计算与多模态融合方法

卫星智能计算的核心目标是在星载算力、存储和

时延受限条件下，实现遥感任务的高精度与高鲁棒性

推理。早期研究主要围绕轻量化网络、模型剪枝、量

化和硬件加速展开，常借助 MobileNet、ShuffleNet 等骨

干支撑土地覆盖分类和基础目标检测等在轨任

务［13-16］。随着空天地一体化体系的发展，单源遥感信

息已难以满足灾害监测和复杂场景理解需求，多模态

融合逐渐成为提升遥感智能计算性能的重要路径［6］。
现有多模态遥感方法主要包括特征级融合和决策级

融合。其中特征拼接、跨注意力（Cross-Attention）等方

法能够联合建模光学与 SAR 等多源信息，并在地面

高算力环境下取得较好效果。然而，这类方法在星载

边缘场景中仍面临明显局限：一是云层遮挡、SAR 相

干斑和光照变化等噪声会破坏跨模态对齐质量，导致

融合特征失真［17-19］；二是不同模态的成像机理差异会

加剧语义鸿沟［20］；三是复杂融合结构通常伴随较高

计算与存储开销，难以满足星载端实时部署需求。近

年来，遥感多模态大语言模型（RS-MLLM）进一步推

动了高层语义理解研究，并在洪水、地震等灾害监测

任务中展现出潜力［4］。但现有 RS-MLLM 多面向地面

或云端环境，参数规模大、部署成本高，即使经过轻

量化压缩，也普遍缺乏与遥感领域先验知识的深度

结合，因而仍难有效处理“正常水体变化与异常洪水

扩张混淆”以及“复杂噪声条件下语义失真”等问题。

此外，现有研究虽在云去除、图像配准等预处理方面

取得进展［18-19，21-22］，并通过多模态数据集缓解了数据

异构性问题［23］，部分语义分割方法也取得了较好性

能［24-25］，但总体上仍缺乏面向星载约束的端到端一体

化设计，尚未系统解决精度、鲁棒性与资源开销之间

的平衡问题。综上，现有卫星智能计算与多模态融

合研究仍主要服务于地面高资源环境，缺乏面向星

载边缘场景的知识引导型轻量化融合框架，尚难在

严格算力与时延约束下实现复杂噪声条件中的稳健

语义推理。

1. 2　知识图谱推理与端云协同方法

知识图谱推理通过显式建模实体、属性和关系提

升遥感推理的可解释性与逻辑一致性，星地端云协同

通过联合调度星载端与地面端资源突破单星算力上

限。在知识图谱推理方面，现有研究已应用于卫星任

务规划和遥感地物解译等问题［3，26-31］。传统方法多
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直接基于全局知识图谱开展推理，虽然能够引入结构

化先验，但迁移到星载端时存在明显不足：其一，全

局图谱规模较大，额外计算与存储开销难以被星载平

台承受；其二，缺乏任务驱动的知识筛选与压缩机

制，易引入无关知识并干扰推理；其三，知识表示与

多模态特征融合之间耦合不足，尚难有效缓解遥感数

据中的噪声干扰与语义模糊问题。近年来，大语言模

型与知识图谱融合为遥感推理提供了新思路，并在卫

星集群任务规划等场景中表现出一定优势［12］，但这

类方法同样依赖较强算力支持，尚未形成适用于星载

环境的轻量化统一设计。在星地端云协同方面，现有

研究主要聚焦任务卸载和资源分配。针对低轨卫星

高速移动、链路时变和能源受限等特点，已有方法构

建了时延—能耗联合模型，并提出卫星协作卸载、能

量感知卸载和区域自适应卸载等策略，以缓解单星计

算压力［32-37］。在资源优化方面，双层博弈、资源聚类、

联邦学习等方法被用于联合配置通信与计算资源，从

而提升资源利用率［38-41］；数字孪生与星地融合网络为

协同调度提供了动态优化手段［5，42-43］，深度强化学习

则被用于处理卫星移动性带来的资源管理问题［44-45］。
然而，现有端云协同方法大多面向通用计算卸载，尚

未充分考虑多模态知识增强推理中的模块依赖关系、

知识子图协同传输需求以及链路退化场景下的鲁棒

执行问题，因此难以实现精度、时延和能耗的联合优

化。总体来看，现有知识图谱推理与星地端云协同研

究尚未形成面向星载场景的统一框架：前者缺少任务

驱动轻量知识使用机制，后者缺少与多模态知识增强

推理深度耦合协同设计。本文正是在这一基础上，进

一步探索面向空天地一体化场景的知识引导多模态

模块化卫星智能计算方法。

2　问题定义

卫星端多模态知识增强推理任务以空天地一体

化卫星智能计算需求为导向，核心是基于多模态遥感

数据与领域先验知识实现精准、高效的在轨语义推

理，为遥感感知、灾害监测等核心任务提供技术支

撑，其输入与输出可通过以下空间定义精准刻画。视

觉 Token 索引记为 n，文本 Token 索引记为 m，知识实

体索引记为 v，关系类型索引记为 r，模块索引记为 k；

任务语义向量记为 z t，实体嵌入与关系嵌入分别记为

ev 和 er，模块配置向量记为 c，星载实时预算记为 B。

卫星端智能计算任务的输入空间为 X = Xvis ´ X txt ´
Gall，其中 Xvis = x1 x2 xn 为多模态视觉遥感数据集

合 ，包 含 光 学 图 像 、SAR 图 像 等 ，单 幅 图 像 记 为

x Î Xvis，分辨率为 H ´ W；X txt = T1 T2 Tm 为自然语

言任务指令集合，单条指令记为 T = w1 w2 wk（wi

为分词词汇），用于表征任务语义需求（如“洪水区域

精细分割”“建筑目标检测”）；Qall = (ZRC)为全局卫

星任务知识图谱，Z为实体集合（如洪水、永久水体、

低洼区），R 为关系集合（如 caused_by、related_to），

C Í Z ´ R ´ Z 为三元组边集合，承载遥感领域先验知

识。设任务输出空间为Y，根据卫星遥感任务类型分

为两类。若为目标识别任务，y Î Y 为目标边界框与

类别标签的集合，即 y = (b1 c1 )(b2 c2 )(bn cn )，其

中 bi 为目标边界框坐标，ci 为目标类别。若为灾害场

景识别/分割任务，y Î Y 为像素级语义标签矩阵（分

割）或场景类别标签（分类），分割任务中 y Î RH ´ W，每

个像素值对应语义类别（如洪水、正常水体、建筑）。

卫星端智能计算的核心映射关系为在资源约束下，学

习映射函数 f：X ® Y，实现从多模态输入与全局知识

图谱到任务推理结果的精准映射。

3　KM³-SatNet方法

针对空天地一体化星载端的算力、存储、时延硬

约束，以及多模态遥感数据噪声干扰、知识利用效率

低、推理结构无法动态适配等核心问题，本文提出知

识引导多模态模块化卫星网络（KM³-SatNet）。该网

络整体架构如图 2 所示，由输入层、感知层、知识层、

推理层和部署层组成，各层协同实现“多模态输入→
知识增强→动态推理→端云协同”的端到端在轨智能

推理，在满足星载资源约束的前提下，提升遥感任务

推理精度与鲁棒性。其中，输入层接收多模态遥感数

据与任务文本指令；感知层完成视觉与文本特征的轻

量化提取；知识层基于任务语义构建动态知识子图，

提供领域先验约束；推理层通过知识约束门控融合与

模块化推理单元完成精准任务决策；部署层结合端云

协同机制实现算力自适应优化，确保模型适配星载边

缘计算环境。

3. 1　任务驱动的动态知识子图构建

星载端算力与存储资源受限，无法直接采用全局

卫星任务知识图谱开展推理，且不同卫星遥感任务

（如洪水灾害监测、航道异常检测）的知识需求存在

显著差异，无关知识会增加计算开销并导致推理偏

差。为此，本文提出任务驱动的动态知识子图构建机

制，核心目标是从全局知识图谱中精准提取与当前任

务强相关的局部知识单元，构建“任务专用”的轻量

化知识子图，将知识推理由全局图谱推理转化为任务

子图推理，在保证知识支撑有效性的前提下，降低推

理复杂度，适配星载资源约束。该机制围绕“语义锚

定-关联检索-结构裁剪”三步展开，整体流程如图 3 所

示（以洪水场景为例）。
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3. 1. 1　任务语义向量建模

任务语义向量建模是动态知识子图构建的基础，

其核心是将非结构化自然语言任务指令转化为结构

化、可计算的低维语义向量，为全局知识图谱的语义

匹配提供统一度量基准，同时适配星载端的计算效率

需求。给定自然语言任务文本指令 T = w1 w2 wk，

其中 wi 为任务指令中的分词词汇，为兼顾星载端的

计算效率与语义表示的准确性，采用轻量化预训练文

本编码器 f text (×)对任务文本进行上下文语义编码，生

成初始任务语义向量：

注：该架构由知识引导推理、在线部署与星地端云协同优化三大核心模块构成，通过任务驱动的动态知识子图构建、知识约束门控融合、模块化

可裁剪推理及端云协同优化，实现星载端多模态知识增强推理的精度与算力平衡。M0表示基础感知模块，M1表示任务驱动动态知识子图构

建，M2表示知识约束门控融合，M3表示结构化推理，M4表示因果/关系一致性校验，M5表示时空一致性增强。预算感知控制器根据实时算力预

算、任务等级和链路状态，在“轻量星端模式”和“高精度协同模式”之间动态切换。

图2　KM³-SatNet整体架构示意图

Figure 2　Overall architecture of KM3-SatNet

注：图中构建洪水语义、永久水体知识、地形约束、水位规则四大知识域，定义核心实体与语义关系，设计异常洪水推理规则，为在轨洪水精细分割提

供结构化知识约束，支撑动态知识子图的构建与后续推理。

图3　洪水场景下卫星任务知识图谱结构与推理规则示意图

Figure 3　Structure and reasoning rules of the satellite task knowledge graph (subgraph) in flood scenarios
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z t = f text (T )ÎRdt （1）
其中，dt 为语义向量的嵌入维度，轻量化编码器的设

计可有效降低星载端的编码计算开销，同时保留任务

指令的核心语义信息。卫星边缘环境下的遥感任务

推理对语义表示的稳定性与鲁棒性要求较高，初始语

义向量易受文本表述形式、分词误差等因素影响，出

现向量分布离散的问题，进而降低后续语义匹配的准

确性。为此，对初始任务语义向量进行 L2 归一化与

温度缩放联合处理，得到标准化任务语义向量：

z͂ t =
z t

 z t 2

×
1
τ

（2）
其中，τ为温度系数（取值范围为 0.1~1.0），用于调节

语义向量分布的“锐化”程度。当 τ减小时，向量间的

语义区分度提升，可增强后续语义匹配 τ的精准性；

当 τ增大时，向量分布更平滑，可提升匹配过程的抗

干扰能力。该标准化处理既消除了向量尺度差异对

语义匹配的影响，又通过温度系数的灵活调节，实现

了语义表示区分性与鲁棒性的平衡，使任务语义向量

能够精准刻画任务的核心语义约束，成为后续子图检

索与裁剪的有效驱动信号。标准化后的任务语义向

量将与全局知识图谱的实体/关系嵌入空间进行对

齐，为后续计算任务与知识图谱实体间的语义相似

度、筛选任务相关实体奠定基础，是实现“任务语义-

知识图谱”关联的关键桥梁。

3. 1. 2　全局知识图谱语义匹配机制

设全局卫星任务知识图谱为 Q = (ZRrel C)，其中 
Z 为图谱中的实体集合，涵盖卫星任务相关的目标、

场景、操作、属性等各类知识实体，Rrel 为实体间的关

系类型集合，表征实体间的语义关联，C Í Z ´ Rrel ´ Z

为三元组边集合，是知识图谱的基本语义单元。全局

知识图谱语义匹配机制的核心是建立任务语义向量

与知识图谱实体关系的语义关联，通过语义相似度计

算与结构化扩展，筛选出与任务强相关的实体和关系

集合，为构建任务子图提供基础要素。为实现知识图

谱实体与关系的数值化表示，使其能够与任务语义向

量进行定量的语义相似度计算，对全局知识图谱中的

每个实体 v Î Z 与关系 r Î Rrel 进行低维嵌入学习，得

到嵌入向量：

ev ÎRdk er ÎRdk （3）
其中，dk 为知识嵌入维度，与后续任务语义向量的映

射维度保持一致。考虑到卫星端的计算资源约束，选

用计算开销低、训练效率高的 TransE 模型作为知识嵌

入方法，该模型通过将实体与关系映射到同一低维空

间，利用向量的平移不变性刻画实体间的语义关系，

其能量函数为

ϕ ( )hrt =  eh + er - e t 2
（4）

其中，(hrt ) Î C 为知识图谱中的正采样三元组。为

提升嵌入学习的效果，采用基于间隔的排序损失对模

型进行训练，训练损失函数为

Lkg =å [ ]γ + ϕ ( )hrt - ϕ ( )h′rt′
+ ( )hrt ÎC

（5）
其中，(h′rt′ )为负采样三元组，通过随机替换正三元

组的头实体或尾实体生成；γ为间隔超参数（取值为

1.0~2.0），用于区分正、负三元组的能量值；[×]+ =max(×0)

为 ReLU 函数，仅当负三元组的能量值小于正三元组

时计算损失。该训练方式可使正三元组的向量平移

关系更贴合实际语义，负三元组则远离合理的语义空

间，从而保证实体关系嵌入向量的语义表征能力。

任务语义向量的嵌入维度 dt 与知识图谱实体关

系的嵌入维度 dk 通常不一致，无法直接进行语义相

似度计算，因此需引入可训练线性映射层，实现任务

语义空间到知识图谱语义空间的精准投影与维度对

齐，映射过程为

q t =Wq z͂ t Wq ÎRdk ´ dt （6）
其中，Wq 为线性映射矩阵，通过端云协同训练进行优

化，使映射后的任务语义向量 q t Î Rdk 能够在知识图

谱语 O (|V|dk )，难以满足卫星端的实时性要求。种子

实体检索的核心是筛选与当前任务语义强相关的实

体，作为后续子图扩展的起点。采用余弦相似度计算

映射后任务语义向量 q t 与每个实体嵌入向量 ev 的语

义相似度，相似度公式为

s ( )v|t = ( )q t × ev

( )|q t|2 × |ev|2
（7）

选取相似度最高的 Top-K 个实体作为种子实体

集合 St（K 为超参数，根据星载存储约束取值为 5~
20）。若采用朴素计算方式，该过程需遍历全局所有

实体，时间复杂度为 O(|V |dk )，难以满足星载端实时

性要求。为此，引入近似最近邻（Approximate Nearest 
Neighbor，ANN）索引算法［星载端部署轻量化 FAISS
（Facebook AI Similarity Search）压缩索引］对实体嵌入

向量建立索引，并配合常数次向量距离计算。星载端

可部署轻量化的压缩索引，或仅保留候选域索引，在

保证检索精度的前提下，进一步降低星载端的内存占

用与计算代价，适配边缘计算的实时性要求。

仅依靠种子实体集合无法完整表征任务的知识

关联结构，易丢失实体间的关键语义关系，导致任务

子图的知识表达不完整。为此，以种子实体集合 Z t

为起点，在全局知识图谱中进行 H-hop 邻域扩展，挖

掘种子实体的关联实体，得到候选节点集合：

Z cand
t =N (H ) (Z t ) （8）
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其中：N (H ) (×) 为 H-hop 邻域算子，表示从种子实体出

发，遍历距离为 H 步的所有关联实体；H 为扩展步长

超参数，需根据任务的知识关联复杂度合理设置。

邻域扩展过程中易引入与任务无关的关系和边，

造成候选子图的规模冗余，因此需引入关系门控机制

对候选边进行筛选，抑制无关关系的干扰。首先由任

务语义向量预测每种关系的任务相关重要性，得到关

系门控权重：

ar (t)= σ(w T
r q t )Î(01) （9）

其中：σ(×) 为 Sigmoid 激活函数，将权重映射至 (01) 区

间；wr 为关系 r 的可训练参数，用于刻画任务语义与

关系间的关联程度。关系门控权重越大，表示该关系

与当前+任务的语义相关性越强，应予以保留；反之

则应弱化或剔除。基于关系门控权重与实体语义相

关性得分，对候选边 (urv)Î C Ç (Z cand
t ´ R ´ Z cand

t ) 定

义任务相关综合权重，综合考量关系与实体的任务相

关性：

w(urv|t)= ar (t)×
s(u|t)+ s(v|t)

2
（10）

保留综合权重最高的 Top-M 条边（M 为超参数，

用于控制初步任务子图的边规模，取值为 20~50），构

成初步任务子图的边集合 E 0
t 。通过关系感知的结构

扩展与边筛选，既保证了任务子图的知识结构完整

性，又有效剔除了无关边，实现了候选子图规模的初

步约束。星端侧使用压缩 FAISS 索引完成实体 ANN
检索，Top-K 种子实体数 K 在 5~20 内搜索。候选子图

通过 H-hop 扩展（H Î 1  4）与（Personalized PageRank）
Top-M 边筛选（M Î 20  60）得到，随后采用 PPR 选择

Top-L 节点（L Î 10  30，重启概率 η Î 0.2  0.4），保证

了知识覆盖、计算代价与实时性之间的平衡。

3. 1. 3　动态子图压缩

通过上述步骤得到的候选子图 (Z cand
t Z 0

t )仍可能

存在部分冗余节点，需进一步进行精细化裁剪，将子

图规模严格约束在卫星端可承受的范围内，同时通过

复杂度分析验证方法在星载端的可部署性。为实现

对候选子图的精细化裁剪，引入任务驱动的个性化

PageRank（PPR）算法对候选节点进行二次筛选，该算

法以任务相关的种子实体为重启节点，通过图上的随

机游走挖掘与种子实体关联紧密的节点，能够在保留

任务核心知识的前提下，实现子图规模的有效压缩。

设 A t 为候选子图的行归一化邻接矩阵，s t 为重启

分布向量，对种子实体集合 Z t 中的节点赋予均匀的

重启概率，其余节点重启概率为 0；η Î(01)为重启概

率超参数，表示随机游走过程中回到种子实体的概

率。个性化 PageRank 的迭代公式为

p t = (1 - η)AT
t pt + ηs t （11）

其中，p t 为节点的重要性得分向量，迭代至收敛后，得

分越高的节点表示与种子实体的关联越紧密，与当前

任务的语义相关性越强。

选取 p t 中值最大的 Top-L 个节点作为最终任务子

图的实体集合 Z t，并从初步边集合 R0
t 中筛选出两个

端点均属于 Z t 的边，构成最终任务子图的边集合 R t，

最终得到任务驱动的动态知识子图：

Q t = ( )Z t C t C t = { }( )urv ÎC 0
t | uvÎ Z t （12）

3. 2　知识约束门控的多模态融合

多模态数据（光学图像、SAR 图像、任务文本、知

识图谱）的协同分析是卫星遥感任务精准推理的核

心，但真实遥感数据常伴随云层遮挡、SAR 相干斑、光

照突变等复杂噪声，易导致多模态特征融合失真，影

响推理精度。传统跨模态注意力主要依据内容相似

性进行对齐，缺乏“哪些视觉 Token 值得保留、哪些交

互应被削弱”的外部任务先验。本文以任务语义和动

态知识子图为条件，分别在 Token 选择和交互矩阵两

层施加知识约束，其中，Token 级门控面向严格实时

预算，矩阵级门控面向算力相对充足的边缘/云端场

景，两者并非简单的替代关系，而是预算自适应的互

补设计。为此，本文提出知识约束门控的多模态融合

框架，利用任务知识图谱的先验语义与结构约束，构

建动态门控机制，主动抑制视觉噪声干扰，强化学术

特征与视觉特征的有效交互，在星载资源受限环境下

实现稳健、精准的多模态语义理解。该框架基于模块

化设计，分为多模态特征表示、知识引导门控矩阵生

成、知识约束融合机制三个部分。

3. 2. 1　多模态特征表示

为适配星载端的轻量化部署需求，框架采用模块

化设计对输入的遥感图像、任务文本和动态生成的任

务子图进行独立编码，生成统一语义空间下的多模态

特征向量，为后续融合奠定基础。输入数据包括原始

遥感图像 x、自然语言任务指令 T 以及由 3.1 节生成的

任务驱动知识子图 Q t。针对遥感图像的局部纹理与

全局语义特征，采用轻量化视觉编码器 fv(·)对输入图

像 x 进行处理，将其分割为固定数量的图像 Patch 并

映 射 为 高 维 语 义 向 量 ，输 出 视 觉 特 征 序 列 V =
fv( x) Î RN ´ d，其中 N 为视觉 Token 的数量，d 为特征嵌

入维度。同样，针对任务文本指令的语义内涵，利用

轻量化文本编码器 fl(·)对文本 T 进行编码，生成文本

特征序列 L = fl(T ) Î RM ´ d，其中 M 为文本 Token 的数

量。视觉与文本编码器均选用轻量化预训练模型，通

过参数共享或知识蒸馏策略，确保在推理阶段具备

低延迟、高计算效率的特性。知识子图 Q t 承载了任

务相关的结构化语义信息，为将其融入融合框架，采
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用 关 系 图 卷 积 网 络（Relational Graph Convolutional 
Network， R-GCN）作为子图编码器。R-GCN 能够显式

建模知识图谱中不同类型关系的贡献，有效区分实体

间的关联强弱，其核心传播规则为

H ( )l + 1 = ϕ ( )∑
rÎR

∑
 uÎNr( )v

1
cvr

W ( )l
r h( )l

u （13）
其中，H (0) = {ev}v Î Vt

为知识子图中实体的初始嵌入向

量，R 为关系类型集合，Nr (v)为实体 v 在关系 r 下的邻

居实体，cvr 为归一化常数以稳定训练，W (l)
r 为关系 r

对应的可训练权重矩阵，ϕ(×) 为非线性激活函数

GELU。通过 Lg 层信息传递，最终得到表征知识子图

语义与结构的知识特征序列 K = H ( )Lg Î RP ´ d，其中

P = | Z t |为知识子图中的实体数量，K 中的每个向量

对应一个知识实体的语义表示。为实现多模态特征

的高效交互与门控控制，进一步计算各模态的全局摘

要向量。通过对各模态特征序列取平均，得到能够表

征整体语义倾向的聚合向量：

v̄ =
1
N∑

i = 1

N

V i l̄ =
1
M∑

j = 1

M

L j  k̄ =
1
P ∑

p = 1

P

Kp （14）
视觉、文本、知识的全局摘要向量 v̄ i、l̄、k̄ 分别浓

缩了对应模态的核心语义信息，将作为门控生成的关

键引导信号，实现跨模态的语义对齐与交互控制。

3. 2. 2　知识引导门控矩阵生成

多模态融合的核心挑战是在抑制噪声的同时，强

化有效特征交互。本文设计的知识引导门控机制，以

任务知识（任务语义与图谱结构约束）为主导，动态

决定视觉 Token 与文本/知识 Token 的交互强度，屏蔽

噪声带来的无效特征关联。基于模态全局摘要构建

知识引导查询向量，以此为基准生成动态门控权重，

结合星载算力约束，设计两种不同复杂度的门控生成

策略，适配不同部署场景。

门控生成的核心逻辑是基于模态全局摘要，构建

知识引导查询向量，以此为基准对视觉 Token 或跨模

态 Token 对生成动态门控权重。具体构造知识引导

查询向量 g t = Wg[ l̄；k̄ ] Î Rd，其中 Wg 为可训练的投

影矩阵，[ l̄；k̄ ]表示将文本与知识全局摘要向量进

行拼接。该向量融合了任务文本语义与知识图谱

结构信息，能够精准反映当前任务的核心关注点，

为特征交互提供权威的语义引导。基于 gt 设计两

种不同复杂度的门控生成策略，以适配不同的星载

算力场景。

针对星载端算力严格受限的场景，采用 Token 级

门控，仅对每个视觉 Token 的重要性进行独立评估，

实现快速筛选。具体操作是，将每个视觉 TokenV i 与

知识引导查询向量 gt 拼接，通过 Sigmoid 激活函数生

成门控值，表征该视觉 Token 参与后续交互的必

要性：

m i = σ ( )w T
m [V i；g t ] Î(01) （15）

所有视觉 Token 的门控值构成门控向量 m Î RN。

门控值接近 1 的 Token 被判定为与任务强相关，保留

并参与后续交互；门控值接近 0 的 Token 则被视为噪

声或无关信息，进行弱化或抑制。该策略计算开销极

低，仅涉及向量拼接与单层感知机计算，能够在星载

端实现实时推理。

对于地面站或具备较强算力的边缘节点，为实现

更精细、更鲁棒的交互控制，采用交互矩阵门控。该

策略不仅对视觉 Token 进行筛选，还对视觉与文本知

识 Token 之间的两两交互关系进行显式建模与加权，

从而构建全局的交互约束门控矩阵 G：

G = σ ( ( )VW1 ( )LW2

T

d
+ (VW3 ) g T

t ) Î(01)N ´M      （16）

该公式由两部分组成，第一部分 ( )VW1 ( )LW2

T

d

是标准的跨模态注意力分数，衡量视觉与文本 Token
间的固有相关性；第二部分 (VW3 ) g T

t 则引入了知识引

导查询向量 g t 的偏置调制，实现知识对交互关系的动

态注入。通过 Sigmoid 激活，矩阵 G 中的每个元素 G ij

均表示第 i 个视觉 Token 与第 j 个文本 Token 间的交互

强度权重。矩阵门控能够精细地抑制噪声特征间的

无效关联，同时强化关键语义特征间的关联，显著提

升融合精度。星载终端默认采用轻量的 Token 级门

控以保证推理速度，地面服务器或算力充足的边缘节

点则启用交互矩阵门控，以换取更优的融合性能。

3. 2. 3　知识约束融合机制

基于生成的门控权重，构建知识约束的门控跨模

态注意力融合机制。该机制以视觉特征为主体，契合

遥感任务中图像信息为核心的特点，将文本指令与知

识图谱作为语义约束条件，通过门控注意力实现多模

态特征的深度融合，最终输出增强后的视觉特征，用

于下游的任务预测（如目标检测、场景分类）。对视

觉、文本与知识特征进行线性投影，生成查询、键、值

向量。为简化计算并突出视觉主体，将文本与知识特

征拼接作为条件信息，构建统一的上下文键值对

[ L；K ]。标准跨模态注意力的计算为

A = softmax ( (VWQ ) ( )[L；K]WK

T

d )
O =A( )[L；K]WV

（17）
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其中：WQ WK WV 为可训练的投影矩阵；A 为注意力

权重矩阵，表征视觉特征对上下文信息的关注程度；

O 为融合得到的上下文语义特征。

结合两种门控策略，设计两种门控注入方案，适

配不同星载算力约束。首先是 Token 门控。直接将

Token 级门控向量 m 作用于融合后的上下文特征 O，

对每个视觉 Token 的融合结果进行加权增强。增强

后的视觉特征 V 'i = V i + mi ´ O i，通过门控值 mi 动态调

节每个视觉 Token 对上下文信息的吸收量，对高相关

性 Token 增强其语义表达，对噪声 Token 则抑制其融

合贡献，实现轻量化的知识约束。其次是矩阵门控。

针对交互矩阵门控场景，将门控矩阵 G 作为注意力权

重的约束因子，进行逐元素加权。由于知识子图实体

数量 P 与文本 Token 数量 M 可能不一致，需对门控矩

阵进行维度扩展或采用关系权重 ar (t)进行适配。门

控注意力权重的计算为

A′=Normalize ( )AG （18）
其中：为哈达玛积（Hadamard Product），实现逐元素

的精准约束；Normalize 为行归一化操作，确保调整后

的注意力权重仍为合法的概率分布。最终，利用门控

注意力权重 A′进行特征融合，得到增强视觉特征：

V ′=V +A′( )[L；K]WV （19）
该方式通过全局交互矩阵的约束，从整体上优化

了跨模态特征的关联模式，有效屏蔽了噪声干扰，确

保特征融合完全遵循任务知识的引导。经过知识约

束融合得到的增强视觉特征 V ′，融合了视觉表象、任

务语义与知识结构的多层信息，具备更强的抗干扰性

与语义表征能力。

将 V ′输入至特定的任务头（分割任务采用轻量

化 U-Net 头，检测任务采用 YOLOv8-tiny 头），即可完

成下游遥感任务的预测，输出最终的推理结果。

3. 3　面向卫星边缘环境下的模块化可裁剪推理

卫星边缘计算场景具有算力资源极度受限（低轨

卫星单节点算力通常不超过 10 TOPS）、任务负载动

态波动、应用场景需求异构的核心特征，存储资源需

控制在百兆级规模，无法支撑完整大规模多模态模型

的在轨推理。传统多模态融合模型采用固定化网络

结构，不具备根据算力资源与任务需求动态调整的能

力，难以适配卫星边缘环境的实际工程要求。为此，

本文提出面向卫星边缘环境的模块化可裁剪推理结

构，将端到端推理流程解耦为功能独立、可插拔、可

配置的子模块，结合算力感知的动态模块选择机制，

实现推理性能与计算开销的动态平衡，适配星载端动

态资源约束与异构任务需求。模块化可裁剪结构采

用“离线标定+在线动态选择”的混合机制。离线阶

段对各模块不同配置下的 FLOPs、显存占用和推理时

延进行标定，形成可调用的模块配置库，在线阶段由

轻量化控制器依据实时预算和任务等级选择执行路

径，因此预编译的是模块库，运行时动态变化的是模

块组合、门控粒度与端云切分点。

3. 3. 1　模块划分策略

模块划分遵循功能独立、低耦合、高内聚、可裁剪

的原则，结合卫星遥感多模态推理的任务流程，将整

体推理结构拆分为一组标准化的可插拔模块集合，各

模块承担单一核心功能，且模块间仅通过标准化的特

征接口进行交互，既支持单模块内部的精细化配置，

也支持多模块的灵活组合，适配不同任务场景与算力

条件。具体模块划分及功能定义如下：

（1）M0 基础感知模块。作为推理结构的基础模

块，包含轻量化视觉编码器与轻量化文本编码器，核

心功能为对遥感图像与任务文本指令进行基础特征

提取，输出统一维度的视觉 Token与文本 Token特征序

列，是所有推理任务的必选模块，其内部可通过调整编

码器的层数、通道数、Token分辨率实现轻量化配置。

（2）M1 知识子图构建模块。承接 3.1 节的核心逻

辑，包含 Top-K 种子实体检索、H-hop 关系感知扩展及

可选的个性化 PPR 子图压缩功能，核心功能为根据任

务语义从全局知识图谱中抽取动态知识子图，输出任

务相关的知识实体嵌入特征，支持通过调整 Top-K、

H-hop、Top-M 等超参数控制子图规模与计算开销。

（3）M2 知识约束门控融合模块。承接 3.2 节的核

心逻辑，包含 Token 级门控与矩阵级门控两种融合模

式，核心功能为实现视觉、文本、知识多模态特征的

知识约束融合，输出增强后的视觉特征序列，支持两

种门控模式的二选一，且可通过调整门控层的维度、

激活方式实现轻量化。

（4）M3结构化推理模块。基于图神经网络R-GCN
实现知识特征的结构化推理，核心功能为挖掘知识子

图中实体间的深层语义关联，强化知识特征对多模态

推理的引导作用，其内部可通过调整 R-GCN 的层数、

隐藏层维度、邻居采样数实现裁剪，是对知识推理精

度有要求任务的可选模块。

（5）M4 因果/关系一致性模块。针对洪水、地震

等灾害场景的强语义约束需求设计，核心功能为基于

知识图谱的因果关系规则，对多模态推理结果进行一

致性校验，剔除不符合因果逻辑的错误预测。

（6）M5 时空一致性模块。针对多时相遥感监测

任务设计，核心功能为利用时序遥感数据的空间相关

性与时间连续性，对单帧推理结果进行时空平滑与补

全，提升动态监测任务的推理稳定性。

3. 3. 2　计算预算建模

计算预算建模的核心目标是对各模块不同配置
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下的计算、存储与时延代价进行量化表征，构建统一

的代价评估体系，为动态模块选择提供可量化的算力

约束依据。该建模过程基于离线标定+在线适配的

思路，先通过离线实验测得各模块不同配置下的硬件

代价指标，再通过加权融合构建统一的代价函数，最

后结合星载端实时算力状态设定全局预算约束。对

每个模块的任意配置，通过星载硬件平台的离线实测

与数值估计，得到三个核心代价指标。计算代价

FLOPm(wm )模块在该配置下完成一次推理所需的浮

点运算数，表征计算量大小。存储代价 Memm(wm )模
块在该配置下推理过程中所需的实时存储容量（含参

数存储与特征存储），表征对星载存储资源的占用。

时延代价 Latencym (wm )模块在该配置下完成一次

推理的实际耗时，直接表征对实时性的影响。由于计

算、存储、时延三个代价指标的量纲不同，且不同星

载硬件平台对各指标的敏感程度存在差异（如部分平

台算力紧缺，部分平台存储紧缺），引入可由星载平

台离线标定的权重系数 α + β + γ = 1，对三个指标进行

加权融合，构建模块统一代价函数：

Cm( )wm = α × FLOPm( )wm + β ×Memm( )wm

+γ ×Latencym( )wm       
（20）

其中，权重系数根据星载平台的资源瓶颈进行标定：

若平台算力受限，增大 α；若存储受限，增大 β；若对实

时性要求极高，增大 g。该函数将多维度的硬件代价

转化为单一标量值，实现不同模块、不同配置代价的

统一量化比较。任务推理的模块配置向量为 w =

{wm}m Î N，则整体推理结构的总计算代价为各模块代

价之和 ∑
m Î N

Cm( )ωm ，令 B 为星载端当前可用算力预

算，该预算并非固定值，而是由星载平台的实时状

态动态决定，包括电源剩余电量、设备温控状态、任

务优先级等：电源电量低时降低 B，高优先级任务

时适当提高 B，温控超标时限制 B。为保证模型在

星 载 端 的 可 部 署 性 ，满 足 全 局 算 力 预 算 约 束 ∑
m Î N

Cm( )ωm ≤ B，该约束为后续动态模块选择设定了

明确的算力边界，确保选择的模块组合及配置不超出

星载端实时资源承载能力。

3. 3. 3　动态模块选择机制

为在算力预算约束下，自适应选择最优的模块配

置向量 w，实现推理精度与计算开销的折中，本文引

入轻量化控制器（Controller）作为决策核心。该控制

器以任务语义、输入数据质量、链路状态与实时算力

预算为输入，通过端到端的训练学习动态选择策略，

自动输出各模块的启用概率与配置分布，无需人工干

预，适配卫星边缘环境的动态变化特性。控制器的决

策 依 据 为 融 合 多 维 度 信 息 的 状 态 特 征 向 量 s =

[ z̄ t；q img；R link；B ]，该向量整合了任务、数据、链路、资

源四大核心维度的信息，全面表征当前推理任务的整

体场景，其中 z̄ t 为 3.1.1 节中标准化后的任务语义向

量，表征任务的核心语义需求与精度要求，q img 为遥

感图像的质量指标向量，包含云遮挡比例、图像对比

度、目标清晰度等量化指标，表征输入数据的质量与

推理难度。R link 为当前星地链路的速率估计值，表征

星地协同的通信条件，B 为当前星载端的可用算力预

算，表征资源约束边界。状态特征向量通过标准化处

理后输入控制器，确保各维度信息的量纲统一，为控

制器的精准决策提供基础。控制器采用轻量化的多

层感知机（MLP）实现，避免因控制器自身计算开销过

大影响星载推理效率，其核心为参数化的决策函数

fθ (×)（θ为控制器的可训练参数）。控制器以状态特征

向量 s 为输入，通过 Softmax 激活函数输出各模块不同

配置的概率分布：

πθ(ωm| s ) = softmax ( fθ( s) ) （21）
其中，πθ(wm| s )表示在当前状态特征 s 下，选择模块 m

的配置 wm 的条件概率。该概率分布既表征了各模块

配置的选择优先级，也为后续的随机采样与端到端训

练提供了概率基础。控制器的训练目标为在算力预

算约束下，实现推理任务损失最小化与计算代价不超

限的双重目标，通过构建联合损失函数，实现控制器

与推理模块的端到端协同训练。具体训练目标为最

小化以下期望损失：

minθNet Eω  πθ[ ]L task( )ω + λ × max ( )0åCm( )ωm - Bm

（22）
其中，L task (ω)为推理任务损失（目标检测的交并比损

失、场景分类的交叉熵损失），由模块配置向量 ω决

定，表征推理精度。第二项为预算违约惩罚项，λ为

惩罚系数，当总计算代价超出算力预算时，该项输出

正的惩罚值，且超出越多惩罚越大，当总计算代价未

超限时，该项为 0，确保模型严格遵守算力约束。

Eω  πθ
表示对基于控制器概率分布 πθ采样的所有模块

配置向量ω求期望，保证训练的鲁棒性。由于模块配

置为离散值，无法直接通过梯度下降进行优化，本文

采用 Gumbel-Softmax 重参数化技巧对离散配置进行

连续近似，将离散的随机采样过程转化为可微的计算

过程，实现控制器与推理模块的端到端梯度回传与联

合优化。在星载端的实际推理阶段，控制器无需进行

概率采样，直接根据状态特征向量 s 输出概率最大的

模块配置向量ω作为当前任务的最优推理结构，该过

程计算开销极低，可在星载端实时完成，满足卫星边

缘计算的实时性要求。
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3. 4　端云协同优化策略

卫星边缘环境存在算力稀缺、星地链路带宽有限

且时变的问题，单一星载轻量化推理难以满足高复杂

度遥感任务的精度要求，纯云端推理则因星地通信时

延过高而损失实时性并增加星载发射能耗。为此，本

文提出端云协同优化策略，基于模块依赖关系进行任

务合理分解，通过星载端与云端的算力协同、数据交

互，在遵循星载算力预算约束的前提下，联合优化推

理精度、时延与能耗三大目标，实现星载与云端资源

的优势互补。该策略通过任务分解、通信开销建模、

两阶段联合优化三步实现，完成星载端与云端的推理

流程协同。端云协同是性能增强机制，而非星端推理

的前提条件。星端保留轻量化本地模型、压缩索引和

任务子图生成能力，当链路波动或中断时，系统立即

回退到仅星端执行的轻量链路，待链路恢复后再重新

评估是否触发协同推理。决策权划分遵循星端实时

决策为主、地面离线更新为辅的原则。

3. 4. 1　任务分解策略

端云协同的前提是对整体推理任务进行合理分

解与卸载，而 KM3-SatNet 的推理模块遵循严格的功能

依赖顺序（基础感知→知识子图构建→多模态融合→
结构化推理→任务头预测），前序模块的输出为后序

模块的输入，若随意卸载模块会导致中间特征传输断

裂、推理流程失效。为此，本文提出基于模块依赖的

切分点任务分解策略，核心原则为仅在推理流程的关

键特征输出节点设置可切分点，将推理任务划分为星

载前段子任务与云端后段子任务，保证星地协同推理

的流程连续性与特征可传输性。

ym =
ì
í
î

0星载执行

1云端执行
（23）

卸载变量的取值并非独立，而是由选定的可切分

点唯一确定。若选择切分点 p，则切分点之前的所有

模块卸载变量为 0（星载执行），切分点之后的所有模

块卸载变量为 1（云端执行）。通过该切分点-卸载变

量的映射关系，将离散的模块卸载决策转化为对可切

分点的选择，大幅降低了决策复杂度，同时从根本上

避免了因模块乱序卸载导致的推理流程失效问题。

3. 4. 2　通信开销建模

星地之间的中间特征传输是端云协同的核心开

销来源，其传输时延与发射能耗直接决定了端云协同

的实际效果，若通信开销过高，会抵消云端算力带来

的性能提升。为此，本文针对可切分点的特征传输过

程，构建星地通信开销量化模型，分别对传输时延与

发射能耗进行精准建模，并引入特征压缩策略降低传

输代价，适配星地链路的低带宽特性。

对于选定的可切分点 p，设其需上传的中间特征

为 Fp，特征的二进制存储大小为 | Fp |（单位：bit），当前

星地链路的实际传输速率为 vR（单位：bps，由卫星轨

道、大气环境动态决定），星地通信的固定往返时延

为 Trtt（单位：s，包含信号传播、地面站处理等固定耗

时）。则该切分点下的星地通信时延为

Tcomm( )p =
|| Fp

vR

+ Trtt （24）
该模型表明，通信时延由可变传输时延（与特征

大小正相关、与链路速率负相关）和固定往返时延两

部分组成，其中可变传输时延是端云协同优化的主要

调控对象。卫星的星上能源由太阳能电池与储能电

池提供，星地通信的射频发射能耗是星载能耗的重要

组成部分，需进行严格管控。针对切分点 p 的特征传

输过程，设卫星射频发射功率为 P tx，则该切分点下的

星地传输发射能耗为

E tx( )p = P tx ×
|| Fp

vR

（25）
发射能耗与特征传输时间正相关，降低特征传输

量或提升链路速率均可有效减少发射能耗，契合卫星

的低能耗设计要求。为进一步降低星地通信的时延

与能耗代价，在特征传输前引入轻量特征压缩策略，

通过量化、稀疏化等无监督/轻监督压缩方法，在尽量

保留特征语义信息的前提下，对中间特征 Fp 压缩处

理，压缩后特征大小为

|| Fp ¬ ρ × || Fp 0 < ρ ≤ 1 （26）
其中，ρ为压缩比，ρ越小表示压缩程度越高，传输代

价越低，但可能带来一定的特征信息损失。工程实现

中，可根据任务对精度的要求动态调整压缩比：对精

度要求高的任务采用高压缩比（ρ接近 1），对实时性

要求高的任务采用低压缩比（ρ偏小），实现特征传输

代价与推理精度的平衡。星载端采用轻量化压缩算

法，避免压缩过程引入额外的计算开销，云端则对应

采用解压算法恢复特征，保证推理流程的连续性。

3. 4. 3　两阶段启发式联合优化机制

端云协同的优化目标为在满足星载算力预算、切

分点选择规则的前提下，实现推理精度最大化、端云

总时延最小化、星载总能耗最小化。由于优化变量包

含离散的切分点选择、模块配置向量与连续的特征压

缩比，属于混合整数优化问题，传统凸优化方法难以

求解。为此，提出两阶段启发式联合优化机制，将复

杂多目标优化分解为两个串行单目标优化子问题，在

保证优化效果的同时降低计算复杂度，适配星载端实

时决策需求。首先构建端云协同的多目标优化函数，

将精度、时延、能耗三大目标统一为一个全局最小化

目标，具体形式为
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min L task (ω)+ μ × T (ωy)+ ν ×E(ωy) （27）
其 中 ，L task (ω) 为 推 理 任 务 损 失 ，表 征 推 理 精 度 ，

损 失 越小精度越高，T (ωy)= ∑
m

[ (1 - ym )T edge
m (wm )+

]ymT cloud
m (wm ) + Tcomm (p) 为端云总时延，包含星载模块

推理时延、云端模块推理时延与星地通信时延。

-E(wy)=∑
m

[ ](1- ym )E edge
m (wm )+ ym E tx

m (wm ) 为星载总能

耗，包含星载模块推理能耗与星地特征传输的发射能耗。

针对上述混合整数优化问题，本文采用两阶段启

发式算法进行求解，将模块配置优化与切分点选择进

行解耦，分阶段完成全局优化任务。

第一阶段：星载算力约束下的模块配置优化。在

星载实时算力预算 B的严格约束下，控制器综合任务

语义向量、图像质量指标、星地链路状态及实时资源

剩余等多维环境特征，自动完成对所有推理模块的最

优裁剪配置决策。通过端到端训练的轻量化控制器，

能够在毫秒级时间内快速生成满足算力约束的最优模

块配置向量ω*。该阶段的优化目标在于星载推理精

度与计算代价之间的动态平衡，确保模型在资源受限

的星载边缘环境下仍能保持高效的推理响应速度。

第二阶段：切分点的时延最优选择。在获取满足

算力约束的最优模块配置向量 ω* 后，本阶段将优化

目标聚焦于端云总时延的最小化。时延是提高端云

协同推理效率的核心瓶颈，因此通过比较不同卸载策

略下的总时延，选择最优实施方案。首先，针对每一

个可选切分点 p Î P，分别计算两种不同部署模式下

的总推理时延。纯星载推理时延为 Tedge_all (ω*)，该模

式表示所有推理模块均在星载端执行，无需进行星地

数据传输，总时延即为星载端所有模块的推理耗时之

和。端云协同推理时延为 Tedge_part (ω*p)+ Tcomm (p)+

Tcloud (p)，该模式包含三部分时延，Tedge_part (ω*p) 为切

分点 p 之前星载模块的推理时延，Tcomm (p)为星载与

云端之间的中间特征传输通信时延，Tcloud (p)为切分

点 p 之后云端模块的推理时延。随后，遍历所有可切

分点，计算对应的端云协同推理时延，并与纯星载推

理时延进行对比。最终选择总时延最小的部署方案

作为最优决策。若纯星载推理时延最小，则选择不进

行任务卸载，所有模块全部在星载端执行。若某一切

分点对应的端云协同推理时延最小，则将该切分点确

定为最优切分点 P*，并根据切分点与卸载变量的映

射关系，确定所有模块的最优卸载决策 y*
m。

4　实验

4. 1　数据集和评价指标

本文采用公开数据集+自建数据集的组合方式，

构建两大实验数据集，覆盖卫星遥感典型任务场景，

所有遥感图像均为 512×512 分辨率，包含光学图像与

SAR 图像（Sentinel-1/2 卫星数据），并配套自然语言任

务指令与人工标注标签，具体信息如表 1 所示，自建

灾害场景识别数据集统计信息如表 2 所示。

自建灾害场景识别数据集基于 Sentinel-1/2 卫星

的实际遥感数据构建，覆盖我国长江流域、黄河流域

等洪水高发区域，包含正常水体、河道扩张、小面积

洪水、大面积洪水等典型场景，同时加入不同程度的

表1　实验数据集详细信息

Table 1　Details of the experimental datasets
数据集名称

多模态遥感目标识别

数据集

灾害场景识别数据集

(自建)

数据类型

光学+SAR+
任务文本

光学+SAR+
任务文本

样本规模

10万张图像、

5万条指令

5万张图像、

2万条指令

任务类型

目标检测(建筑、道路、水体、船舶)
二分类(正常场景/灾害场景)、

洪水精细分割

标注方式

边界框标注

(mAP评价)
像素级标注

(IoU/Dice评价)
表2　自建灾害场景识别数据集统计信息

Table 2　Statistics of the self-built disaster scene recognition dataset
统计项

灾害事件数

总图像数

文本指令数

分类样本分布

分割样本分布

标注一致率

训练/验证/测试事件数

数值

1 248
50 000
20 000

正常场景26 800、灾害场景23 200
小面积洪水7 400、大面积洪水6 100、河道扩张易混淆

5 500、无有效淹没3 200
分类96.8%、边界框91.2%、分割掩膜Dice 93.4%

874/249/125

说明

按事件级去重后的独立灾害事件数量

通过光学/SAR配对与样本清洗后保留的有效图像样本

由检测/分类/分割模板生成并经人工抽检校核的指令

场景级二分类样本统计

参与像素级掩膜标注的主要样本类型

双人交叉标注后的一致率与专家复核结果

按7:2:1划分,并结合地区与季节分层抽样
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云遮挡、光照变化、SAR 相干斑噪声等干扰，贴近卫星

遥感的实际数据特征，为鲁棒性实验提供数据支撑。

所有数据集按 7∶2∶1 的比例划分为训练集、验证集与

测试集，训练过程采用数据增强（随机裁剪、翻转、亮

度调整、噪声添加）提升模型的泛化能力。针对不同

的遥感任务，选取精度、模型规模、推理性能、鲁棒性

四大类核心评价指标，全面量化模型的性能。目标识

别任务指标为平均精度均值（mAP@0.5），表示 IoU 阈

值为 0.5 时所有类别的平均检测精度；灾害场景识别

任务指标为分类准确率（Acc）、洪水分割交并比

（IoU）、Dice 相似系数（Dice），均为越高越好；模型规

模指标为参数量（Params）、浮点运算数（FLOPs），均

为越低越好；推理性能指标为推理时延（Latency，单

位：ms）、星载端能耗（Energy，单位：J），均为越低越好；

鲁棒性指标为不同干扰条件下（云遮挡、噪声、光照

变化）的精度衰减率（Accuracy Decay Rate，ADR），

ADR 越低表示鲁棒性越强，ADR=（精度无干扰-精度

有干扰）/精度无干扰×100%。自建灾害场景识别数

据集以 Sentinel-1/2 时空配对样本为基础，结合灾害事

件清单和区域水文信息构建候选事件池，随后按照

“光学/SAR 配对-任务文本生成-双人交叉标注-专家

复核 -质量控制 -事件级划分”的流程形成最终数据

集。标注阶段采用“双人独立标注+冲突复判+专家

抽检”的策略，像素级分割样本的一致率达到 93.4%，

并通过地区/季节分层划分避免空间泄漏。自建灾害

场景数据集构建与质量控制流程见图 4。

如图 4 所示，自建灾害场景识别数据集采用“多

源获取-模态配对-文本生成-标注质检-事件级划分”

的流程构建。首先，在数据来源方面，综合利用 Senti⁃
nel-1/2 遥感影像、灾害事件清单以及区域水文与地形

信息，获取覆盖典型灾害场景的多源样本。其次，在

模态配对阶段，按照统一的观测时间窗和地理范围对

光学与 SAR 样本进行时空对齐，并剔除严重云污染、

几何失配或质量异常的样本，以保证多模态数据的一

致性与可用性。在任务文本构建方面，依据目标检

测、场景分类和洪水分割等不同任务模板自动生成文

本指令，并通过人工抽检与语义一致性校核，确保文

本描述与样本内容匹配。标注阶段采用“双人交叉标

注+专家复核”的质量控制机制，其中边界框、场景标

签和像素级掩膜均由两名标注员独立完成，对存在分

歧的样本交由领域专家进行复判。最后，在数据划分

上采用事件级训练集、验证集和测试集划分策略，按

照 7∶2∶1 的比例，并结合地区和季节进行分层抽样，

以避免同一灾害事件泄漏到不同子集，从而提高实验

评估的真实性与可靠性。

4. 2　卫星遥感任务知识图谱

卫星遥感任务知识图谱（Satellite Remote Sensing 
task Knowledge Graph，SRS-KG）为面向空天地一体化

遥感任务的领域专用知识图谱，整体包含实体类型

12 类、实体总数 1 863 个、关系类型 8 类、有效三元

组 7 528 条，核心覆盖洪水监测、建筑 /船舶 /道路目

标识别、植被监测、地震灾害评估四大典型卫星遥

感任务场景，典型遥感场景的知识域扩展示例如表 3
所示。

          注：该流程展示了数据来源、模态配对、任务文本生成、双人交叉标注、专家复核与事件级划分等关键环节。

图4　自建灾害场景数据集构建与质量控制流程

Figure 4　Construction and quality control process of the self-built disaster scene dataset

表3　典型遥感场景的知识域扩展示例

Table 3　Examples of knowledge-domain expansion for typical remote sensing scenarios
场景类型

洪水监测

建筑/道路识别

植被监测

地震灾害评估

核心实体

洪水、永久水体、低洼区、降雨事件

建筑、道路、桥梁、阴影区域

植被覆盖、旱情、土壤湿度、作物类型

建筑损毁、废墟、道路阻断、次生灾害

关键关系

caused_by、has_attr、related_to
adjacent_to、support_by、occluded_by

correlated_with、affected_by
caused_by、part_of、related_to

迁移注意事项

重点约束异常水体与正常水位变化的区分

需控制高密度城市纹理导致的误检扩散

需引入季节性和地区差异,避免静态规则失效

应强化事件级因果链与灾后时序变化约束

2752



第 6 期 李 倩等：面向空天地一体化的多模态知识增强卫星智能计算方法

构建数据源采用权威领域知识库+标注遥感数据

集+行业标准规范 多源融合方式，具体包括：（1）遥感

领域知识库（如 Remote Sensing Knowledge Base、地理

空间知识图谱 GeoKG）；（2）公开遥感标注数据集

（Sentinel-1/2 标注集、高分卫星数据集、xView2 灾害数

据集［46-47］）；（3）行业标准（《卫星遥感洪涝灾害监测

技术规范》［45］、《航天遥感图像解译规范》［48］）；（4）领

域核心文献（近 5 年遥感多模态融合、灾害监测相关

顶刊/顶会论文）；（5）自建灾害场景标注数据集中的

语义关联信息。SRS-KG 并非仅服务于洪水场景，还

覆盖建筑/船舶/道路目标识别、植被监测和地震灾害

评估等典型任务。对其他任务，读者可按照任务本体

定义-实体/关系 schema 设计-多源知识采集-规则与专

家校核-任务驱动子图抽取的流程扩展知识图谱。实

体抽取采用规则+深度学习联合抽取方法。首先基

于遥感领域关键词表、正则表达式完成规则化粗抽

取，再采用轻量命名实体识别模型对非结构化文本

（任务指令、文献、行业规范）进行精细化抽取，最后

经领域专家人工校验去重，最终确定 12 类核心实体，

各类别实体数量与定义如表 4 所示。

SRS-KG 的关系为实体间的语义关联与逻辑关

联，基于遥感任务推理逻辑划分为 8 类核心关系，所

有关系均经领域专家定义语义约束规则，确保三元组

的逻辑合理性，关系类型、定义及三元组数量如表 5
所示，且所有关系均为有向关系，明确头实体与尾实

体的语义指向。

表4　SRS-KG实体类型统计信息

Table 4　Statistics of SRS-KG entity types
实体类型

遥感目标

场景类型

数据类型

地理属性

语义属性

任务类型

推理规则

噪声类型

传感器类型

地理区域

处理方法

评价指标

数量/个
426
158
63

327
289
45
56
39
78

198
126
58

核心定义

卫星遥感任务中需识别/分割的核心地理要素

遥感任务对应的地理场景/灾害场景

遥感任务涉及的多模态数据类型

遥感目标/场景的空间/地理特征

遥感目标/场景的语义特征/状态特征

卫星端核心智能计算任务

遥感任务的领域先验推理逻辑

遥感数据中的典型干扰噪声

采集遥感数据的卫星传感器

典型遥感监测地理区域/灾害高发区域

遥感数据/任务的基础处理方法

遥感任务推理结果的核心评价指标

典型示例

洪水、建筑、船舶、道路、植被

城市洪涝、河道扩张、地震废墟

光学图像、SAR图像、时序数据

低洼区、永久水体、高坡度区

异常扩张、淹没、正常水位

精细分割、目标检测、场景分类

水位超阈值判定异常、低洼区易积水

云遮挡、SAR相干斑、光照变化

Sentinel-1 SAR、高分二号光学传感器

长江流域、黄河流域、华北平原

云去除、特征融合、语义分割

IoU、mAP、分类准确率

表5　SRS-KG关系类型统计信息

Table 5　Statistics of SRS-KG relation types
关系类型

属于(belong_to)
具有属性(has_attr)

因果关系(caused_by)

相关关联(related_to)

数据支撑(data_support)

适用方法(apply_method)

存在噪声(have_noise)

监测区域(monitor_area)

三元组

数量/条
892

1 658
986

1 257

763

685

526

771

核心定义

子实体归属于父实体的类别关联

实体具有的地理/语义属性关联

实体间的因果逻辑关联(结果→
因果关系→原因)

实体间的非因果语义关联,相互关联

但无明确因果

数据类型为某任务/目标/场景提供

数据支撑

某任务/目标适用的遥感数据处理方法

某数据类型/场景存在的典型干扰噪声

某任务/目标的典型监测地理区域

典型三元组示例

洪水→属于→遥感目标;城市洪涝→属于→场景类型

低洼区→具有属性→易积水;洪水→具有属性→异常水体

城市洪涝→caused_by→强降雨;水体异常→caused_by→
河道扩张

SAR图像→related_to→洪水监测;云遮挡→related_to→
光学图像

光学图像→data_support→建筑检测;时序数据→
data_support→水位变化监测

洪水分割→apply_method→语义分割;云遮挡→
apply_method→云去除

光学图像→have_noise→光照变化;SAR图像→
have_noise→相干斑

洪水监测→monitor_area→长江流域;植被监测→
monitor_area→华北平原
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搭建星载端模拟平台与云端平台，模拟空天地一

体化的实际计算环境，硬件参数如表 6 所示。采用

AdamW 优化器，学习率初始值为 1 ´ 10-4，学习率衰减

策略为余弦退火，批次大小（Batch Size）星载端为 8，
云端为 32，训练轮数为 100，权重衰减为 1 ´ 10-5，早停

策略（Patience=10）防止过拟合。所有模型均采用 8位

量化进行轻量化处理，星载端推理为单张图像推理，

云端推理为批量推理（Batch Size=16）；端云协同的星

地链路速率按 1/5/10 Mbps 分档测试，特征压缩比按

0.2/0.5/0.8动态调整。温度系数 τ的取值范围为（0，1］，

目标识别任务最优值为 0.3，灾害场景识别（洪水分割）

任务最优值为 0.2，设置依据为遥感任务语义区分度要

求高，τ可增强语义匹配精准性，预实验显示 τ > 0.2 时

匹配鲁棒性下降，τ > 0.4 时精准性降低；知识子图扩展

步长 H 为正整数，目标识别任务最优值为 2，洪水分割

任务最优值为 3，因目标识别知识关联简单，2-hop即可

覆盖核心知识，而洪水分割涉及多维度因果关联，需

3-hop实现完整知识覆盖，且H ≥ 4时子图规模会超出星

载端存储约束；PPR 重启概率 η的取值范围为（0，1），

目标识别任务最优值为 0.2，洪水分割任务最优值为

0.3，重启概率越大，子图越聚焦种子实体，洪水分割需

兼顾种子实体与关联属性实体，故 η略大，预实验显示

η在 0.2~0.3 范围内时子图性价比最高；惩罚系数 λ的

取值范围为 1~10，目标识别任务最优值为 5，洪水分割

任务最优值为 6，主要用于保证算力预算约束的严格

性，灾害任务对精度要求更高。因此，λ略大以避免超

预算，且实验表明 λ > 8 时模型易过度裁剪导致精度

骤降；计算代价权重 α的取值范围为 0~1，目标识别任

务最优值为 0.4，洪水分割任务最优值为 0.35，目标识

别对推理速度要求更高，故α略大，且需满足α+ β+ γ= 1

的约束，权重分配遵循星载端“算力>存储>时延”的资

源敏感程度；存储代价权重 β的取值范围为 0~1，两大

任务最优值均为 0.35，因两类任务对存储约束均为百

兆级，该取值可适配星载端存储≤512 MB的硬约束；时

延代价权重 γ的取值范围为 0~1，目标识别任务最优值

为 0.25，洪水分割任务最优值为 0.3，洪水分割作为应

急任务，对时延实时性要求更高，故 γ略大，可满足星

载端推理时延≤100 ms的工程要求；种子实体数量K为

正整数，目标识别任务最优值为 5，洪水分割任务最优

值为 8，目标识别核心种子实体较少，5 个即可覆盖核

心需求，而洪水分割涉及洪水、永久水体、低洼区等多

个核心实体，需 8 个种子实体才能保证知识覆盖的完

整性；子图边保留数 M 为正整数，目标识别任务最优

值为 20，洪水分割任务最优值为 30，该取值与扩展步

长相匹配，洪水分割子图关联更复杂，需保留更多边，

且所有取值均能保证子图存储≤10 MB，适配星载端存

储约束；子图节点保留数 L为正整数，目标识别任务最

优值为 15，洪水分割任务最优值为 25，结合实验可知，

该取值在保证知识完整性的前提下，可使子图推理计

算开销≤0.05 TOPS，符合星载端算力约束要求。默认

视觉编码器采用 4-stage 轻量骨干，文本编码器采用

DistilBERT-base 的前 6 层并将输出统一投影到 256 维

共享空间，知识子图编码器使用 2 层。部署测试中统

一采用 8-bit 量化。

4. 3　对比模型

选取当前卫星遥感、多模态融合、知识增强及近

期代表性方法共 8 种模型作为对比基线，并按输入模

态、模型规模与部署目标分为三类：（1）轻量星端模

型：DeepLabV3+（MobileNetV2）［5］、YOLOv8-nano［49］；
（2）多 模 态 融 合/遥 感 大 模 型 ：Swin-L+CrossAtten⁃
tion［50］、RS-MLLM-Lite、EarthGPT-X［7］、LAMF-Net［51］；
（3）知 识 增 强 模 型 ：ViT-B + KGAT［9］。 其 中 ，

EarthGPT-X［7］为 2025 年 代 表 性 遥 感 空 间 MLLM，

LAMF-Net［51］为 2026 年轻量自适应多模态融合方法。

为保证比较公平性，主比较对象优先选择输入模态、

部署目标和资源约束条件与本文接近的方法；对于参

数规模显著更大、主要服务于地面高算力环境的方

法，仅作为参考比较，不将其作为唯一主结论依据。

4. 4　主实验

多模态遥感目标识别任务的对比实验结果如表 7
所示，本文提出的 KM³-SatNet 在精度、模型规模、推理

性能上均取得最优综合表现。KM³-SatNet的 mAP@0.5
达到 92.6%，相较于最优对比模型 RS-MLLM-Lite 提升

6.3%，相较于轻量化模型 YOLOv8-nano 提升 10.2%，验

证了知识增强与多模态门控融合的有效性。KM³-Sat⁃
Net 参数量仅为 7.8 × 10⁶，FLOPs 为 1.2 × 10⁹，相较于

大规模模型 Swin-L+CrossAttention（参数量 5.80 × 108，
FLOPs 2.56 × 1011），参数量减少 98.7%，FLOPs 减少

表6　实验硬件平台参数

Table 6　Experimental hardware platform parameters
平台类型

星载端模拟平台

云端平台

硬件配置

ARM Cortex-A72 4核、4 GB LPDDR4、
Mali-G52 GPU

Intel i9-13900K、64 GB DDR5、
NVIDIA RTX4090

算力/性能指标

算力0.5 TOPS、存储≤512 MB、

功耗5 W
算力1 000+ TOPS、存储1 TB、

带宽10 Gbps

适用场景

星载端推理、模块裁剪、

端云协同决策

模型训练、云端推理、

端云协同验证
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99.5%。KM³-SatNet 星载端推理时延为 9.2 ms，能耗为

0.046 J，相 较 于 RS-MLLM-Lite（时 延 28.5 ms，能 耗

0.142 J），时延降低 67.7%，能耗降低 67.6%。灾害场

景识别任务的对比实验结果如表 8 所示，包含分类准

确率（Acc）、洪水分割 IoU/Dice、推理性能三大维度，

本文方法同样表现最优。KM³-SatNet 灾害场景分类

Acc 达到 94.5%，相较于 RS-MLLM-Lite 提升 5.8%；洪

水分割 IoU 达到 89.2%，Dice 达到 93.8%，分别提升

6.1% 与 5.7%，有效解决了正常河道扩张误检、小面积

洪水漏检的问题。 KM³-SatNet 星载端推理时延为

8.8 ms ，能耗为 0.044 J，相较于轻量化模型 Deep⁃
LabV3+（MobileNetV2），精度大幅提升的同时，时延与

能耗仅小幅增加，完全满足星载端的实时性与低能耗

要求。KM³-SatNet 模型参数量 7.8 × 10⁶，远低于星载

端存储约束（≤512 MB），推理时延≤10 ms，满足星载

端实时推理需求（≤100 ms），验证了本文方法的工程

可部署性。与EarthGPT-X和LAMF-Net相比，KM³-SatNet
在保持更高精度的同时显著降低参数量、星载端时延

与能耗，更符合受限星载环境的部署需求。实验结果

验证了本文提出的 KM³-SatNet 方法通过任务驱动的

动态知识子图构建与知识约束门控融合，引入遥感

领域先验知识，有效抑制了视觉噪声干扰，解决了传

统模型的误检、漏检问题，大幅提升了推理精度。通

过模块化可裁剪结构、轻量化编码器、特征量化压缩

等策略，在保证精度的前提下，将模型参数量与计

算开销控制在星载端可承受范围内，实现了精度与

算力的平衡。模型在星载端模拟平台上的推理时延

≤10 ms，能耗≤0.05 J，参数量≤8 × 10⁶，完全满足低轨

卫星的算力、存储、能耗约束，具备实际工程部署

价值。

4. 5　消融实验

为验证 KM³-SatNet 各核心模块的有效性，设计消

融实验，依次移除/关闭各核心模块，在灾害场景识别

任务（洪水分割 IoU）上进行测试，结果如表 9 所示。

由表 9 可知，各核心模块均对模型性能有显著提

升。知识子图构建模块（M1）IoU 提升 6.5%，证明任

务驱动的动态知识子图能够为推理提供有效的领域

先验知识，减少无关知识干扰。知识约束门控融合模

块（M2）IoU 进一步提升 5.3%，验证了知识约束门控

机制能够有效实现多模态特征的鲁棒融合，抑制视觉

噪声，强化关键语义特征的交互。结构化推理模块

（M3）IoU提升 1.6%，小幅提升精度的同时仅增加 1.0 ms
时延，证明结构化推理能够挖掘知识子图的深层语义

关联，进一步提升推理精度。因果/时空一致性模块

表7　多模态遥感目标识别任务对比实验结果

Table 7　Comparison results on multimodal remote sensing object recognition
模型

DeepLabV3+(MobileNetV2)
YOLOv8-nano

Swin-L + CrossAttention
ViT-B + KGAT
RS-MLLM-Lite

EarthGPT-X
LAMF-Net

KM³-SatNet(无知识增强)
KM³-SatNet(本文方法)

mAP@0.5/%
78.5
82.4
88.9
87.2
86.3
85.7
85.9
89.5
92.6

参数量

2.2 × 106

3.6 × 106

5.8 × 108

1.285 × 108

1.56 × 107

4.12 × 108

1.24 × 107

6.5 × 106

7.8 × 106

FLOPs
5 × 108

8 × 108

2.56 × 1011

3.26 × 1010

2.8 × 104

1.68 × 1011

3.1 × 109

1.0 × 109

1.2 × 109

星载端时延/ms
5.1
6.8

278.3
45.2
28.5

198.6
12.6
7.5
9.2

星载端能耗/J
0.026
0.034
1.391
0.226
0.142
0.993
0.063
0.038
0.046

表8　灾害场景识别任务对比实验结果

Table 8　Comparison results on disaster scene recognition
模型

DeepLabV3+(MobileNetV2)
YOLOv8-nano

Swin-L + CrossAttention
ViT-B + KGAT
RS-MLLM-Lite

EarthGPT-X
LAMF-Net

KM³-SatNet(无知识增强)
KM³-SatNet(本文方法)

分类Acc/%
82.3
84.6
90.2
89.5
88.7
87.5
88.1
91.2
94.5

分割 IoU/%
76.5
78.2
85.6
84.3
83.1
82.4
82.8
86.5
89.2

分割Dice/%
81.2
83.5
90.1
89.2
88.1
87.2
87.9
91.0
93.8

星载端时延/ms
5.0
6.5

265.4
42.6
27.8

191.8
11.9
7.2
8.8

星载端能耗/J
0.025
0.033
1.327
0.213
0.139
0.959
0.060
0.036
0.044
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（M4/M5）对洪水分割 IoU 无明显提升，但能有效降低

异常值比例，提升推理结果的稳定性，适用于灾害监

测的实际场景。端云协同优化模块对星载端推理精

度与时延无影响，但其核心价值在于为高复杂度任务

提供云端算力支撑，实现精度与实时性的动态平衡。

消融实验结果表明，KM³-SatNet 的各核心模块设计具

有必要性与合理性，模块间的协同作用实现了精度与

算力的最优平衡。除模块级消融外，进一步补充了知

识使用方式与门控策略的细粒度替换实验，结果如表10
所示。

动态任务子图优于静态全局图谱，说明任务相关

知识裁剪能够在降低冗余知识干扰的同时保持更好

的精度—时延平衡。知识条件化门控优于标准跨模

态注意力，说明引入任务语义与知识先验后能够有效

抑制错误的跨模态关联。Token 门控和矩阵门控分别

适用于严格实时预算与算力相对充足的场景。完整

模型在精度—时延折中上最优。

4. 6　复杂度分析

为进一步验证 KM³-SatNet 在星载端的可部署性，

对模型的时间复杂度与空间复杂度进行定量分析，并

与对比模型进行对比，结果如图 5 所示。

本文方法的时间复杂度为 O (N + K )，远低于传

统 Transformer 模型的 O (N 2 log N ) 与 O (N 2 )，因为通

过动态知识子图构建将知识推理复杂度从全局图谱

的 O (K total)降至任务子图的 O (K ) (K ≤ 20)，同时采用

轻量化编码器降低视觉特征提取复杂度，实现了线性

时间复杂度。本文方法的空间复杂度为 O (N + K )，
仅需存储视觉 Token、知识子图实体特征，无需存储

大规模注意力矩阵，星载端存储占用仅为 45.2 MB，远

低于星载端存储约束（≤512 MB）。本文方法的星载

端推理吞吐量达到 113.6 FPS（每秒处理图像数），远

高于大规模模型与知识增强模型，满足星载端实时推

理的吞吐量要求。复杂度分析结果进一步验证了

KM³-SatNet 的轻量化设计能够有效降低模型的计算

复杂度。

4. 7　鲁棒性实验

为验证 KM³-SatNet 在卫星遥感实际复杂环境中

的鲁棒性，设计鲁棒性实验，在灾害场景识别任务中

加入“云遮挡（0%~80%）、SAR 相干斑噪声（0~0.5）、光

照变化（0.2~1.8）”三种典型干扰，测试不同模型的精

度衰减率（ADR），结果如图 6 所示。

本文方法在三种典型干扰条件下的平均精度衰

减率仅为 4.5%，远低于所有对比模型，相较于最优对

比模型 RS-MLLM-Lite（平均 ADR 10.6%），鲁棒性提升

57.5%，验证了知识约束门控融合机制能够有效抑制

遥感数据的噪声干扰，提升模型的环境适应性。在

SAR 相干斑噪声干扰下，本文方法的 ADR 仅为 5.2%，

表现最优，证明知识图谱中的 SAR 数据特征知识能

够为模型提供有效的噪声抑制先验；在云遮挡干扰

下，ADR 为 4.5%，证明知识约束能够引导模型聚焦于

核心语义特征，减少云遮挡带来的特征缺失影响。对

比 KM³-SatNet（无知识增强），本文方法的平均 ADR 从

8.2% 降至 4.5%，证明知识增强是提升模型鲁棒性的

关键因素，领域先验知识能够有效弥补遥感数据的噪

声与缺失。

表9　KM³-SatNet消融实验结果（洪水分割 IoU）
Table 9　Ablation results of KM³-SatNet on flood segmentation IoU

模型变体

基础模型

+M1
+M1+M2

+M1+M2+M3
+M1+M2+M3+M4/M5
KM³-SatNet(本文方法)

核心模块配置

仅M0(基础感知模块)
基础模型+知识子图构建

基础模型+M1+知识约束门控融合

基础模型+M1+M2+结构化推理

基础模型+全模块

全模块+端云协同优化

IoU/%
75.8
82.3
87.6
89.2
89.2
89.2

精度变化/%
—

+6.5
+5.3
+1.6

0
0

星载端时延/ms
4.5
6.2
7.8
8.8
8.8
8.8

时延变化/ms
—

+1.7
+1.6
+1.0

0
0

表10　知识子图与门控策略的细粒度消融/替换结果（洪水分割任务）

Table 10　Fine-grained ablation and replacement results for knowledge subgraphs and gating strategies on flood segmentation
模型变体

A1
A2
A3
A4
A5

A6(完整模型)

知识使用方式

不使用知识图谱

静态全局图谱

动态任务子图

动态任务子图

动态任务子图

动态任务子图

门控策略

标准跨模态注意力

标准跨模态注意力

无门控,仅标准注意力

仅Token门控

仅矩阵门控

预算自适应双粒度门控

IoU/%
81.7
86.4
85.9
88.6
89.0
89.2

星载端时延/ms
7.1

12.8
8.9
7.8
9.6
8.8
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4. 8　端云协同优化实验结果与分析

为验证端云协同优化策略的有效性，在不同星地

链路速率下，测试 KM³-SatNet 在灾害场景识别任务中

的端云总时延、星载总能耗与推理精度，结果如图 7
所示。

在不同链路速率下，本文的端云协同优化策略

（动态特征压缩）相较于无优化策略，端云总时延降

低，星载总能耗降低，验证了特征压缩策略能够有效

降低星地通信开销。在链路速率≥1 Mbps 时，精度损

失均≤0.9%，在链路速率≥5 Mbps 时，精度损失≤0.5%，

实现了通信代价与推理精度的平衡，证明轻量特征压

缩策略能够在降低传输代价的同时，最大程度保留特

征语义信息。通过动态调整压缩比 ρ，模型能够适应

不同的星地链路状态，在高带宽时追求高精度，在低

带宽时保证实时性，验证了端云协同优化策略的动态

适配性。端云协同实验结果表明，本文提出的端云协

同优化策略能够有效实现星载端与云端的算力协同，

在保证推理精度的前提下，大幅降低端云总时延与星

载总能耗，提升模型在空天地一体化场景中的适

应性。

4. 9　关键超参数敏感性实验与分析

选取温度系数 τ、扩展步长 H、PPR 重启概率 η、惩

罚系数 λ等对模型性能影响最显著的超参数，开展敏

感性实验，实验结果如图 8 所示。

以灾害场景识别（洪水分割）任务为基准，固定其

他超参数为最优值，单独调整目标超参数的取值，测

试洪水分割 IoU（精度指标）、星载端推理时延（实时

性指标）、子图存储占用（存储指标） 三大核心指标的

变化规律。

（1）温度系数 τ敏感性分析

温度系数 τ取值范围［0.1，0.2，0.3，0.4，0.5，0.6］。

当 τ = 0.1~0.2 时，洪水分割 IoU 维持在 88.5%~89.2% 的

高值，语义匹配精准性高，几乎无无关实体被抽取。

当 τ = 0.3~0.4 时，IoU 降至 86.2%~88.0%，因语义区分

度下降，少量无关实体（如正常湖泊）被纳入子图。

当 τ ≥ 0.5 时，IoU 骤降至 80% 以下，语义匹配失效，大

(a) 星载端存储占用对比

(a) Onboard storage footprint comparison
(b) 星载端推理吞吐量对比

(b) Onboard inference throughput comparison
图5　星载端存储占用与推理吞吐量对比

Figure 5　Comparison of onboard storage footprint and inference throughput

图6　不同干扰条件下模型的鲁棒性对比

Figure 6　Robustness comparison of models under different interference conditions
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量无关知识引入导致推理偏差。时延与存储指标随 τ

变化无明显波动（波动≤0.2 ms、≤0.5 MB）。遥感任务

需设置小 τ（0.2~0.3），优先保证语义匹配精准性，对

实时性与存储无显著影响。

（2）扩展步长H敏感性分析

扩展步长 H 取值范围［1，2，3，4，5］。当 H = 1 时，

(a) 温度系数影响

(a) Effect of temperature coefficient

(c) PPR重启概率影响

(c) Effect of PPR restart probability

(b) 扩展步长影响

(b) Effect of expansion step size

(d) 惩罚系数影响

(d) Effect of penalty coefficient
图8　关键超参数对洪水分割 IoU、推理时延及子图存储占用的敏感性分析

Figure 8　Sensitivity analysis of key hyperparameters with respect to flood segmentation IoU, inference latency, and subgraph storage footprint

图7　不同链路速率下端云协同优化实验结果

Figure 7　Edge-cloud collaborative optimization results under different satellite-ground link rates
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IoU 仅为 82.5%，知识子图过于精简，缺失洪水分割的

核心因果关联（如强降雨→洪水）。当 H = 3 时，IoU 从

86.8% 提升至 89.2%，知识子图覆盖完整的洪水分割

领域知识，时延从 6.5 ms 升至 8.8 ms，存储从 8.2 MB
升至 12.5 MB，均在星载端约束内。当 H = 4 时，IoU 微

升至 89.3%（提升 0.1%），但时延骤升至 15.6 ms，存储

升至 28.3 MB，性价比极低。当 H = 5 时，子图规模超

限（存储>50 MB），星载端无法部署。根据任务知识

关联复杂度选择 H，简单任务（目标识别）取 2，复杂

任务（洪水分割）取 3，H ≥ 4 时存在明显的精度-算力

失衡。

（3）PPR重启概率η敏感性分析

PPR 重启概率 η取值范围［0.1，0.2，0.3，0.4，0.5］。

当 η = 0.1 时，IoU 为 85.6%，随机游走过远，子图引入

大量无关实体（如地理区域下的非洪水区域）。当 η =

0.2~0.3 时，IoU 升至 88.0%~89.2%，子图聚焦种子实体

且保留核心关联实体，时延与存储稳定。当 η ≥ 0.4

时，IoU 逐渐下降（87.5%~86.0%），因随机游走过度聚

焦种子实体，缺失重要的关联属性实体（如低洼区、

水位阈值）。η的最优取值为 0.2~0.3，实现种子实体

聚焦与关联知识完整的平衡，过大或过小均会导致精

度下降。

（4）惩罚系数 λ敏感性分析

惩罚系数 λ取值范围［2，4，6，8，10］。当 λ = 2~4

时，算力预算约束宽松，模型未进行有效裁剪，IoU 为

89.2%~89.3%，但时延升至 12.5~10.2 ms，超出部分星

载端的时延要求。当 λ = 6 时，IoU 保持 89.2%，时延

8.8 ms，存储 12.5 MB，实现精度与算力的最优平衡。

当 λ = 8~10 时，算力预算约束过严，模型过度裁剪，

IoU 骤降至 82.0%~78.5%，虽时延降至 7.0~6.5 ms，但
精度损失不可接受。惩罚系数需适中（5~6），兼顾算

力约束的严格性与模型精度，避免过松或过严。

5　结束语

本文针对空天地一体化背景下卫星端多模态智

能计算面临的算力受限、多模态数据噪声复杂、任务

语义动态变化、端云协同开销高等核心问题，提出了

知识引导的多模态模块化卫星网络 KM³-SatNet。提

出任务驱动的动态知识子图构建机制，构建了卫星遥

感任务知识图谱（SRS-KG），通过语义匹配、结构扩展

与 PPR 压缩，实现与当前任务强相关的知识子图抽

取，将知识推理复杂度从全局图谱降至任务子图，有

效降低了计算开销与无关知识干扰。设计知识约束

门控的多模态融合框架，引入知识图谱的先验语义约

束，构建 Token 级/矩阵级双模式门控机制，实现多模

态特征的鲁棒融合，有效抑制了遥感数据的噪声干

扰，提升了模型的语义判别能力与鲁棒性。提出模块

化可裁剪推理结构，将推理流程解耦为功能独立的可

插拔模块，设计算力感知的轻量化控制器，实现模块

配置的自适应选择，严格遵循星载端的算力与存储约

束，实现了推理性能与计算开销的动态平衡。提出端

云协同优化策略，基于模块依赖关系设置可切分点，

构建星地通信开销模型与两阶段启发式联合优化机

制，实现星载端与云端的算力协同，在保证精度的前

提下，大幅降低端云总时延与星载总能耗，提升了模

型在空天地一体化场景中的适应性。大量实验结果

表明，KM³-SatNet 在多模态遥感目标识别任务中精度

提升 6.3%，在灾害场景识别任务中精度提升 5.8%，同

时模型参数量减少，推理时延降低，在复杂干扰条件

下的平均精度衰减率仅为 4.5%。
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