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摘 要： 由于多智能体所处环境动态变化，并且单个智能体的决策也会影响其他智能体，这使得单智能体深度

强化学习算法难以在多智能体环境中保持稳定 . 为了适应多智能体环境，本文利用集中训练和分散执行框架

Cen‑tralized Training with Decentralized Execution(CTDE)，对单智能体深度强化学习算法Soft Actor‑Critic(SAC)进行了改

进，引入智能体通信机制，构建Multi‑Agent Soft Actor‑Critic(MASAC)算法. MASAC中智能体共享观察信息和历史经验，

有效减少了环境不稳定性对算法造成的影响.最后，本文在协同以及协同竞争混合的任务中，对MASAC算法性能进行

了实验分析，结果表明MASAC相对于SAC在多智能体环境中具有更好的稳定性.
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Abstract： Due to the dynamic change of multi-agent environment, and the decision of single agent will affect other
agents, it is difficult for the deep reinforcement learning algorithm of single agent to maintain stability in multi-agent envi⁃
ronment. In order to adapt to multi-agent environment, this paper uses centralized training and decentralized execution
framework (CTDE) to improve single agent deep reinforcement learning algorithm soft actor-critic (SAC). By introducing
agent communication mechanism, in multi-agent soft actor-critic (MASAC), agents share observation information and his⁃
torical experience, which effectively reduces the impact of environmental instability on the algorithm. Finally, in the task of
cooperation and cooperation and competition, the performance of MASAC algorithm is analyzed experimentally. The re⁃
sults show that MASAC has better stability than SAC in multi-agent environment.
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1 引言

强化学习和深度学习相结合，形成的深度强化学

习方法，近些年得到了快速的发展和应用 . 深度强化学

习受到广泛关注源于DeepMind开发的围棋博弈人工智

能AlphaGO［1］以较大优势战胜了人类的顶尖围棋选手，

而在随后不到两年的时间里，升级后的AlphaGo Zero［2］
就以 100：0的战绩击败了AlphaGO. 深度强化学习可以

应用于众多领域，在视频图像处理领域，深度强化学习

在物体检测［3］、视频对话［4］、图像视频［5，6］获取等方面取

得了长足的发展 . 在机器人控制领域，将深度强化学习

和机器人相结合［7］，实现了机器人从视觉输入到动作输

出的学习 .
深度强化学习在单智能体领域的成功应用，也推

动了其在多智能体环境中的发展 . 深度强化学习利用

端到端的学习方法，可以帮助智能体在多智能体环境

中，进行有效的决策 . 但是对于多智能体环境，如果直
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接将单智能体深度强化学习算法应用到每个智能体的

决策，会使得智能体始终处于不稳定的环境中［8，9］. 所
有智能体在环境中不断交互，导致环境对于每个智能

体而言都是不断变化的 . 为了解决这个问题，研究中通

常利用集中训练和分散执行框架（CTDE），将单智能体

深度强化学习算法扩展到多智能体环境中 . 文献［10］
提出COMA算法，将 actor‑critic算法扩展到多智能体环

境中 . COMA使用集中的所有智能体共享的 critic网络，

在训练时 critic网络的输入为所有智能体的行为信息和

环境中可以获得的所有状态信息，而在执行时，actor网
络只需要利用自身观察即可做出决策 . Lowe等人通过

每个智能体学习一个单独的 critic网络解决了复杂混合

环境中，智能体的学习问题，提出了MADDPG算法［11］.
MADDPG基于 DDPG算法，使用确定性策略函数作为

actor网络 . 独立的 critic网络使得MADDPG在合作、竞

争以及两者混合的环境中均有较好表现 .
本文在深度强化学习算法Soft Actor‑Critic（SAC）［12］

的基础上展开研究，提出了多智能体深度强化学习算

法MASAC. 不同于 COMA，MASAC使用最大熵值的优

化目标使得算法变得更加稳定 . 它与COMA使用单一

critic网络前向传播所有智能体动作的Q值有所区别，

MASAC中每个智能体使用独立的 critic网络计算所有

状态和动作的Q值，使得算法可以应用在协同和竞争

混合的环境中 . MADDPG没有考虑智能体模型之间的

通信，研究中MASAC使用独立的通信设备实现模型之

间的通信，构建一种在 CTDE基础上的通信模型 . 同
时，每个智能体可以使用GRU原理学习在通信设备中

表示与环境交互的历史经验，以便分享给其它智能体 .
MADDPG使用确定性策略，而本文使用随机性策略拟

合 actor网络，随机性策略更容易训练，并且具有更高的

稳定性 . 在协同或协同和竞争混合的环境中，MASAC
均有较好的表现 .
2 Soft Actor‑Critic模型

SAC不同于传统以最大化智能体回报为目标的传

统算法，SAC同时最大化智能体回报和动作的熵值 .在
策略函数和价值函数中最大熵具有不同的作用 .在策

略函数中，它可以防止智能体的策略过早收敛于局部

最优解 .在价值函数中，增加智能体动作的熵［13］，可以

鼓励智能体探索，使得算法更加稳定 .最大化熵值算法

SAC的优化目标为，

J (π ) =∑
t = 0

T Ε( )st，at ∼ ρπ
é
ër (st，at) + λH (π ( ⋅ |st))ùû （1）

其中，E为数学期望，T为智能体每轮与环境交互的总

时间步数，st，at分别为 t时刻智能体的状态和动作，ρπ是

策略π下轨迹 (st，at)的分布，r (st，at)为智能体执行动作

at获得的奖励 . H ( ⋅ )用于计算策略π的熵值，λ用于控

制更关注熵还是奖励 . SAC通过最小化KL散度更新 ac‑
tor网络，需要最小化如下目标：

Jπ (θ) = Ε st ∼ D，at ∼ πθ
é
ë
êλ log (πθ (at | st)) - Qβ (st，at)ùûú （2）

st，at分别为 t时刻智能体的状态和动作，θ为智能

体 actor网络πθ的参数，β为 critic网络Qβ的参数，D为存

储训练样本的经验回放池 . Jπ (θ)中的期望可以通过在

经验回放池D中取出样本 st进行近似计算 . 为了提高

算法的稳定性，Qβ (st，at)中 at是经过对随机策略πθ进

行采样得到的，因此整个过程对于参数 θ是不可微的，

导致πθ的参数无法通过反向传播更新 . 为了能够使用

随机梯度方法最小化 Jπ (θ)，可以利用重参数的方法将

采样过程移出计算图 . 当使用正态分布进行采样，通过

输入服从某个分布的随机噪声 ξ，原本的采样过程就

变为：

a͂θ (st，ξ) = tanh (μθ (st) + σθ (st)⊙ξ) （3）
a͂θ (st，ξ)为πθ (·| st)得到的智能体动作概率分布中

一个样本，μθ、σθ分别为均值和标准差，tanh用于保证智

能体动作的输出值被限制在一定范围 . 经过重参数后，

得到的优化目标为：

Jπ (θ) = Ε éëêλ log (πθ (a͂θ (st，ξ)| st)) - Qβ (st，a͂θ (st，ξ))ùûú （4）
随机噪声 ξ服从分布N，根据最大熵原则，通过最

小化贝尔曼误差 JQ (β)可以对 critic网络进行更新：

JQ (β) = E st，at，rt，st + 1~D éëê
1
2 (Qβ ( st，at ) - y) 2ù

û
ú （5）

其中，

y = r ( st，at ) + A( st + 1，at + 1 ) （6）
A( st + 1，at + 1 ) = γΕ éëQβ̄ (st + 1，at + 1) - λ log (πθ (at + 1|st + 1))ùû

（7）
(st，at，rt，st + 1)为从经验缓冲池 D中取出的样本元

组，动作 at + 1可以利用 actor网络生成的概率分布得到，

at + 1 ∼ πθ ( |· st + 1)，β̄为目标 critic网络Qβ̄的参数 .
3 基于SAC的MASAC网络模型设计

为了稳定环境，本文将单智能体深度强化学习算

法 SAC采用 CTDE框架进行拓展，在训练中 critic网络

加入其它智能体的观察和动作作为额外信息，以保证

环境对于每一个智能体都是稳定的，而在执行时，actor
网络依然只需要使用智能体的私有观察进行决策 .

假设环境中共有N个智能体，智能体的 actor网络

为 π = {π1，…，πN}，每 个 actor 网 络
   的 参 数 为 θ =
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{θ1，…，θN}，使用πθi
表示参数为 θi的 actor网络πi，同样，

使用Qβi表示参数为 βi的 critic网络Qi. 那么根据CTDE
框架和 SAC，得到智能体 i更新 actor网络需要最小化目

标 Jπi (θi)：
Jπi (θi) = Εx ∼ D，a͂ ∼ πθ

é
ë
êλ log (πθi (a͂i | oi)) - Qβi (x，a͂)ù

û
ú （8）

其中，经验回放池D用于存储智能体的状态 x、行为 a、
奖励 r和下一个状态 x′，使用四元组 (x，a，r，x′ )作为D

中的一条存储，其中，x = (o1，…，oN)、a = (a1，…，aN)、r =
(r1，…，rN)、x′ = (o1 ′，…，oN ′). 每个智能体使用一个独立

的 critic网络Qβi ( x，a͂ )，输入为从经验回放池D中取样得

到的所有智能体的观察 x和动作 a͂ = {a͂1，...，a͂N}，为了增

加智能体训练的稳定性，使用当前智能体的策略生成

a͂i，a͂i ∼ πθi ( |· oi). 输出为智能体 i动作 a͂i的Q值 . 由于

每个智能体分别具有一个Qβi，因此其可以根据环境的

需要拥有不同形式的奖励函数，使其可以适应不同的

环境，包括协同或协同和竞争两者相混合的环境 . 分散

执行的 actor网络πθi (·|oi)仅需利用其自身的观察 oi，即

可得到动作的概率分布，智能体通过对得到的概率分

布采样获得具体执行的动作 a͂i. 同样利用重参数的采

样方法可以得到该目标的可微形式：

Jπi (θi) = Ε éëêλ log (πθi (a͂i | oi)) - Qβi (x，a͂)ù
û
ú （9）

其中 x ∼ D，为了保证在进行采样后依然是可微的，设置

a͂i = a͂θi (oi，ξ)，ξ ∼ N (0，1)，对动作概率分布πθi (·| oi)进
行采样操作 . Jπi (θi)中的期望可以通过从经验回放池D

采样并进行近似计算，采用随机梯度下降方法即可实

现对智能体 i的 actor网络进行更新 .
智能体 i的 critic网络参数 βi可以通过最小化智能

体 i的贝尔曼误差 JQ (βi)进行更新：

JQ (βi) = Ex，a，r，x′ ∼ D éëê
1
2 (Q

βi ( x，a ) - y) 2ù
û
ú （10）

其中，

y = ri + γΕa′ ∼ πθ
é
ë
êQβ̄i (x′，a′) - λ log (πθ̄i

(a′i|o′i))ùûú （11）
其中，β̄i为智能体 i的目标 critic网络Qβ̄i的参数，与 SAC
不同，为了稳定智能体的学习效果，在智能体中增加目

标 actor网络πθ̄i
，θ̄i为智能体 i的目标 actor网络πθ̄i

的参

数 . 在经验回放池D中进行随机采样得到固定批量的样

本对JQ (βi)进行近似计算，其中智能体 i通过将下一个状

态的观察 oi′输入目标 actor网络πθ̄i
，然后根据得到的动

作概率分布进行采样得到智能体的下一个动作ai′.

如图 1所示，类似于DQN中的评估网络和目标网

络，MASAC中智能体 i具有 4个深度神经网络，分别为

actor网络和 critic网络以及目标 actor网络和目标 critic
网络 . 在训练过程中，只对 actor网络和 critic网络进行

训练，而目标 actor网络和目标 critic网络用于稳定 actor
网络和 critic网络的学习效果 . actor网络和目标 actor网
络分别利用智能体自身的当前观察 oi和下一个状态的

观察 oi′，生成当前动作和目标动作 . critic网络的输入

为当前所有智能体的观察 x和动作a，输出为智能体 i动
作的Q值Qi，目标 critic网络的输入为下个状态智能体

的观察 x′ 和动作 a′，输出为智能体 i目标动作的 Q值

T_Qi. 同时，每次 actor网络和 critic网络参数更新后，需

要对目标 actor和目标 critic网络进行软更新，用于保证

算法的稳定运行：

θ̄i = τθi + (1 - τ ) θ̄i （12）
β̄i = τβi + (1 - τ ) β̄i （13）

其中，τ为控制目标网络软更新的超参数 .

4 基于通信设备的MASAC通信模型设计

CTDE框架中，MASAC使用独立的 critic网络，不涉

及智能体的参数共享，因此无法利用智能体之间的反

向传播，实现智能体之间的通信［14］.
本文引入了一种可以在基于CTDE的MASAC中进

行信息共享的通信机制 . 该机制通过使用所有智能体

可以共享的通信设备，解决智能体之间的通信问题 . 智
能体利用门机制和GRU的原理学习如何在通信设备中

进行信息表示，将私有观察或历史经验有效地传达给

其它智能体，同时需要对其它智能体存入设备的内容

进行解码，帮助其改进自身策略［15，16］.
4. 1 MASAC中基于通信设备的通信机制

如图 2所示，将通信设备定义为M，用于存储智能

体的通信消息m，其中m ∈ RM. 每个智能体的 actor网络

	x,a,r,x�U

图1 MASAC网络模型
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不再仅仅依赖于其自身的观察，而是同时输入通信消

息m和私有观察，即 oi × M ↦ ai. 环境中每个智能体在

执行动作之前，都需要进行读操作，访问设备M，获取

其它智能体留下的消息 . 读取消息后，智能体执行写操

作，根据自身观察和消息m更新设备M的内容，具体操

作如图2所示 .

（1） 编码操作

智能体 i在收到私有观察oi后，对其进行编码操作：

e i = φθei (oi) （14）
其中，φθei 是参数为 θei 的多层感知器（Multilayer Percep‑
tron，MLP），编码操作是后续读操作和写操作的基础 .

（2） 读操作

对当前观察进行编码后，智能体 i执行读取操作，

通过提取和解释m，获取之前智能体存入的相关信息 .
由于在不同的状态中，智能体可以对编码 e i进行不同的

解释，因此首先对编码在 e i中的信息进行解释和提取生

成向量h i，
h i = W h

i e i （15）
其中W h

i 表示对编码 e i进行特征提取的需要进行学习的

参数矩阵 . 智能体 i私有观察的编码 e i、编码解释向量

h i和当前m中分别包含不同类型的信息，这些信息共同

用作学习选通机制 k i的输入：

k i = σ (W k
i [ e i，h i，m ] ) （16）

式中，σ ( ⋅ )是 Sigmoid函数，[ e i，h i，m ]表示将三个向量

连接在一起 . k i 的值用作权重提取并解释向量 m的

内容，

d i = m⊙k i （17）
其中⊙表示哈达马积，k i取（0，1）中的值，对当前存储

在 m中的值分别赋予不同的权重，从而完成信息的

读取 .
从读操作中可以看出，每个智能体都拥有不同的

可学习的参数矩阵W h
i 和W k

i ，因此每个智能体可以根据

当前状态或观察对m进行不同的解释 . 在读操作中，输

出结果d i依赖于 e i和m，将参数矩阵W h
i 和W k

i 归一化为

参数 θdi = {W h
i，W

k
i }，可以得到

d i = φθdi (e i，m) （18）
其中，φθdi 为参数为 θdi 的神经网络 .

（3） 写操作

写入阶段，本文使用类似GRU中的方法更新m. 首
先使用m和编码 e i获取控制重置门控 r i和控制更新门

控 z i的状态，分别使用权重矩阵W r
i 和W z

i 生成 r i和 z i，

r i = σ (W r
i [m，e i ] ) （19）

z i = σ (W z
i [m，e i ] ) （20）

得到重置门控信号 r i之后，利用 r i重置m，得到 r i′，
r i′ = r i⊙m （21）

通过将 r i′和 e i连接，通过 tanh激活函数将数据放

缩到（-1，1）之间，

m͂ = tanh (W m͂
i [ r i′，e i ] ) （22）

W m͂
i 为可学习的权重矩阵，用于选取需要记忆的内

容 . 更新记忆阶段，使用控制更新的门控 z i通过如果如

下方式对m进行更新：

m′ = z i⊙m + (1 - z i)⊙m͂ （23）
如图 3所示，不同于LSTM这里 z i既充当了遗忘门，

又充当了记忆门的功能，当 z i的值接近 1时，代表记忆

下来的数据越多，当 z i接近于 0时，代表遗忘的越多 .
z i⊙m表示对历史状态的选择性遗忘，这里 z i就充当了

遗忘门的作用 . (1 - z i)⊙m͂表示对当前状态 m͂的选择

性记忆，(1 - z i)充当了记忆门的作用 .

每个智能体根据各自的权重矩阵W r
i、W

z
i 和W m͂

i 生

成的m′，用于更新通信设备M，从而使得其它智能体都

能够获得该更新信息 . 新的m′依赖于智能体的编码 e i
和 m，因此将权重矩阵 W r

i、W
z
i 和 W m͂

i 归一化为 θwi =
{W r

i，W
z
i，W

m͂
i }，写操作可表示为

m′ = φθwi (e i，m) （24）

图3 写操作模型

o ao a

图2 MASAC中的通信模型
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φθwi 为参数为 θwi 的神经网络 .
4. 2 基于通信机制的actor网络结构

智能体在完成读操作和写操作之后，便可以利用

读操作生成的 d i、写操作对m更新后得到的m′以及智

能体私有观察的编码 e i，生成动作的概率分布，即

πθi (ai | oi，m) = φaθai (d i，m′，e i) （25）
其中φaθai 是参数为 θai 的神经网络 . 智能体读取得到的内

容d i和m更新后得到的内容m′均依赖于m和 e i，而 e i依
赖于 oi，因此可以得到 actor网络πθi

的表达式为，

πθi (ai | oi，m)
= φaθai (d i，m′，e i)
= φaθai (φθdi (e i，m)，φθwi (e i，m)，e i)

（26）

构建完成智能体之间通信后，可以得到完整的

MASAC算法 .
5 仿真实验

为了评价MASAC算法在多智能体环境中的表现，

研究中利用多智能体深度强化学习环境Grounded Com‑
munication Environment（GCE）进行仿真实验，采用基于

GCE多个包含协同或协同和竞争两者混合的环境对

MASAC进行评价 .
5. 1 实验设置

本文实验采用的深度学习框架为 pytorch. actor中
编码操作采用由 256个神经单元组成的单层MLP完

成，m和 h i的维度为 200. critic网络的隐藏层共 3层，每

层的神经元个数为 128. 实验中采用的训练优化器为

AdamOptimizer，actor网络和 critic网络的学习速率设置

为 0. 001，更新目标网络的超参数 τ设置为 0. 01，奖励

折扣γ设置为0. 95，参数λ设置为0. 2.
5. 2 MASAC在不同环境中的稳定性分析

单智能体深度强化学习算法 SAC在多智能体环境

中独立地训练每个智能体，而不考虑环境的动态性，而

MASAC利用 CTDE中集中训练方式和通信机制，可以

提高算法稳定性 . 实验中主要用到环境为协同通信环

境（Cooperative Communication，CC）和同时包含协同和

竞争的环境physical deception.
CC是一个多智能体合作的环境，环境中主要包含

两个智能体，speaker和 listener，以及 3个不同颜色的地

标组成 . speaker可以获得和 listener相同颜色的地标

（目标地标）位置，并学习以通信的方式将 listener引领

到该位置，两者通过 listener到目标地标距离的远近获

得共享奖励 .
使用集中学习算法MASAC和分散学习算法 SAC

在协同环境CC中对比，智能体训练过程中获得的奖励

如图4所示 .

在CC环境中，智能体共训练了 25000轮 . 如图 4所
示，MASAC在训练到 5000轮时，已经达到收敛状态，而

SAC在训练 17000轮后逐渐趋于稳定 . 无论是算法收

敛效果，还是智能体获得的奖励，集中学习的算法MA‑
SAC均优于分散学习的算法SAC.

实验中对训练 25000轮后的智能体，在 CC环境中

测试了 1000轮，并对结果进行了统计，包括智能体到达

目标的概率和距离目标的平均距离 .
如表 1所示，由MASAC训练的 listener虽然掌握了

目标地标的位置信息，但由于 listener的动作是经过对

随机策略函数生成的概率分布随机采样得到的，所以

并不是每次都朝着正确的地标方向移动，因此到达目

标的概率为 87. 5%. 同样对于 SAC，由于相对随机的动

作，智能体虽然不知道目标位置，到达目标的概率仍有

19. 3%，但与MASAC到达目标的概率相差68. 2%.

通过有效的集中训练和通信机制，同样可以使

MASAC在同时包含竞争和合作的更加复杂的环境中进

行训练 . 实验中引入同时包含竞争和合作的环境 physi‑
cal deception测试算法性能 . 如图 5所示，physical de‑
ception中的 2个蓝色智能体学习通过合作到达 2个地

标（绿色和黑色小球）中的其中一个，环境中的另一个

粉色智能体也希望到达该目标，从而获得奖励，但是粉

色智能体不知道哪个地标是目标地标，当粉色智能体

接近目标地标时，蓝色智能体会受到惩罚 .
在 physical deception中，分别利用MASAC训练蓝

色智能体和粉色智能体 . 如图 5，分别截取了在训练达

到 20000轮 t=5和 t=30时实验环境的截图，在实验环境

图4 CC环境不同算法获得的奖励

表1 智能体到达目标的概率和距离目标的平均距离

算法

MASAC
SAC

到达目标的概率

87. 5%
19. 3%

平均距离

0. 126
0. 437
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中，粉色智能体和蓝色智能体有相同的目标，蓝色智能

体知道目标地标的颜色，因此粉色智能体需要学会根

据蓝色智能体的位置判断目标地标颜色 . 如图 6所示，

在训练 20000轮后，蓝色智能体已经学会利用占据目标

地标的方法，减少粉色智能体到达目标地标的概率，提

高其身获得的奖励 .

蓝色智能体获得的奖励会随着粉红色智能体靠近

目标地标而变少，可以看到此时两个蓝色智能体并未

真正实现协同 . 随着训练的进行，当训练次数达到

60000轮时，分别截取了 t=5和 t=30的实验画面 .

如图 7，粉色智能体靠近目标地标时，蓝色智能体

会受到惩罚，而蓝色智能体的奖励为其中一个智能体

到达目标地标即可获得最大奖励，并且粉色智能体不

知道目标地标的位置，因此蓝色智能体逐渐在MASAC
的训练中学会协同方法，通过覆盖环境中的两个地标，

迷惑粉色对手，使其无法分辨出目标地标位置，从而减

少惩罚，获得更多奖励 .
以上的实验作为测试MASAC在不同环境中的稳

定性，可以看到，相比于 SAC，MASAC在 CTDE框架和

有效的通信机制的作用下，在不同环境中均具有较好

的表现 .

6 总结

本文将深度强化学习算法 SAC通过 CTDE框架扩

展为多智能体深度强化学习算法MASAC，并且构建了

智能体之间的通信机制 . MASAC帮助智能体实现了观

察信息和历史经验的共享，使其能够在多智能体环境

中取得更好的表现，同时有效减少了多智能体环境的

不稳定性对算法造成的影响 . 实验表明，在协同或者协

同和竞争两者兼有的环境中，MASAC均比 SAC取得了

更好的训练效果 .
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