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摘 要： 面向心脏疾病计算机辅助诊断，本文提出一种基于一维卷积神经网络和循环神经网络混合深度学习结

构的心音分析方法 . 本结构首先利用卷积神经网络学习心脏病症在心音信号上的表征，然后通过循环神经网络处理

心音信号中的时序信息进行分类，在提升心音分类正确率的同时，大幅度降低了网络参数 . 为验证本深度学习结构所

学特征的有效性，除已有的成人心音数据集外，本文还专门构建了一个面向婴幼儿先天性心脏病的心音数据集，并通

过端到端的类别响应图证明了本方法在室缺诊断时学习到的心音信号特征符合临床医师的心音听诊经验 . 实验结果

表明，本文方法能在 3 153例成人心音数据分类上达到 92.56%的正确率，在 528例婴幼儿心音数据分类上达到 97.48%
正确率，模型参数仅有0.05 M.
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Abstract： For the computer-aided heart disease diagnosis, this paper proposes a method of heart sound analysis
based on the mixed structure of one-dimensional convolutional neural network and recurrent neural network. The proposed
structure uses the convolutional neural network to learn the representation of heart disease on the heart sound signal, and
then processes the time sequence information in the heart sound signal through the recurrent neural network for classifica⁃
tion, which greatly reduces the network parameters while improving the accuracy of heart sound classification. The experi⁃
mental results show that the proposed method can achieve the accuracy of 92.56% on the classification of 3153 cases of nor⁃
mal and abnormal heart sounds for adults, and 97.48% on the classification of 528 cases of normal and abnormal heart
sounds for infants and children. The parameter of the proposed method is 0.05M, which is suitable for portable application
situations.

Key words： heart sound analysis；one-dimensional convolutional neural network；recurrent neural network；class ac⁃
tivation map

1 引言

心血管病（Cardiovascular Disease，CVD）是目前世

界上较常见的一类疾病 . 当前全世界每年有1 770万人

死于心血管疾病 . 预计到 2030年每年因心血管疾病死

亡的人数将增加至 2 300万人 . 快速准确地对心血管疾

病做出诊断有着重大的意义 . 心脏的生理状况在不同
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模态的心脏相关信号上都有所反应，如超声（Ultra⁃
sound）、心音图（PhonoCardioGram，PCG）、心电图（Elec⁃
troCardioGraph，ECG）和心脏振动描记图（Cardioplegia）
等 . 心音听诊作为心脏声音信号分析方法，不仅方便快

捷，而且具有非侵入性，是一种可以被广泛应用于心血

管疾病诊断的方法 . 然而，心音听诊的准确性严重依赖

医生的技能和主观经验，而这些技能和主观经验需要

医生从长期的听诊经验中获得 . 因此，迫切需要一种客

观、高效的针对心音的辅助分析工具 . 目前，基于生物

信号处理和人工智能技术的心音自动分析正成为一个

热门的研究点，有望在临床诊断上应用，从而减少昂贵

和耗时的人工检查 .
基于人工智能技术的计算机辅助心音分析中，心

音数据集的构建是关键，目前存在的公开心音数据集

数量相对较少，并且大部分数据集中的心音质量和数

量都不足以达到训练分类模型（特别是深度学习模型）

的要求 . 在 2016年，PhysioNet/CinC 2016国际会议上［1］

首次公开了一个超过 3 000条心音信号的大规模心音

数据集，且每条心音信号的长度在 5~120 s之间 . 但深

度学习模型对心音数据质量要求极高，现有的心音数

据集还存在着如下的问题：（1）数据集的规模依旧不

够，仍然无法满足深度学习模型的数据规模的要求；

（2）该数据集中的心音记录的标签仅有正常和异常，还

需更为具体的心脏疾病类别标记；（3）由于病理原因，

成人和婴幼儿的心脏病种类不同，婴幼儿的心脏疾病

以先天性心脏病居多，应分开建立成人和婴幼儿的心

音数据集 .
现有的计算机辅助心音分析方法通常由心音分

割、特征提取和分类器训练 3个步骤组成 . 心音分割作

为心音分析中的第一步，分割效果的好坏一定程度上

将影响后续步骤的效果 . 心音分割在对心音信号进行

降采样、去噪等预处理之后，根据心音的周期性，通过

心音分割算法，将心音信号分割成一系列重复的心动

周期 . 相关研究总结了现有的心音分割方法，将各类方

法大体上分为 4类［2~6］. Springer等人［7］提出的基于隐马

尔科夫的心音分割方法，训练出了能够高效分割出包

含完整心动周期的心音片段的模型，但该模型在遇到

较长的心音周期和异常的窦性心律时，会出现分割错

误的情况 . 近年来，随着心音数据的积累，一些基于深

度学习的方法［8~10］被陆续提出 . Chen等人［8］引入了梅

尔频谱系数对心音信号进行识别，再通过深度神经网

络和K-means聚类结合的方法对得到的心音特征进行

分类 . Messner等人［9］提取了心音中的幅度谱以及包络

特征 . Renna等人［10］提取心音中的包络特征，作为卷积

神经网络（Convolutional Neural Network，CNN）的输入，

实现了心音的分割 . 然而，为了准确地分割心音信号，

大多数的心音分割算法都需要同步心电图作为参考信

号，带来了心音信号与心电信号同步获取困难的问题 .
另外，由于心音信号的分割标记非常困难，而心音信号

分割的效果会一定程度上影响后级辅助诊断的准确

率，如何训练有效的心音分割模型以提升准确率，是现

有心音分析模型所面临的现实问题 .
在心音信号被分割成心音片段之后，利用不同的

特征提取方法提取心音信号中的有效特征，再由提取

到的特征训练分类器进行心音分类 . 现有的心音信号

特征提取方法主要包括时域特征、频域特征和时频域

特征，如短时傅里叶变换（STFT）［11，12］和小波变换［6，13］

等 . 后级分类器的选择主要取决于所选取的特征类型

和心音信号本身的特性，常用的分类器有人工神经网

络（ANN）［4］、支持向量机（SVM）［5］、K-最近邻分类器

（K-NN）［6］、隐马尔可夫模型（HMM）［7］等 . 虽然传统的

基于特征提取的心音分类方法有使用简单、训练速度

快等特点，但存在着需要比较复杂的前处理和后处理

过程、实际应用中鲁棒性不足等问题 . 近年来，深度学

习的方法在许多应用领域都取得了巨大的进展，一些

研究者开始探索基于深度学习的心音分析方法 . 基于

深度学习的心音分析方法是一种端到端的方法，特征

提取和后续的分类都在同一个框架中完成，常采用的

模型有卷积神经网络（CNN）、循环神经网络（RNN）
等［14］. 而在文献［15~17］中，一维的心音信号首先被转

化成二维信号然后送入二维 CNN进行特征提取和分

类 . 其中，Dominguez-Morales等人［15］使用神经形态听觉

传感器（Neuromorphic Auditory Sensor，NAS）等硬件设

备将心音信号转化成声波图（sonagram）；Rubin等人［16］

将心音信号转化为二维梅尔频谱系数（MFFCs）；Nil⁃
anon等人［17］将一维心音信号转化成了功率谱密度

（Power Spectral Density，PSD）. 另外，也有研究者提出

了将深度学习与传统特征提取相结合的方法，如 Pote
等人［18］集成了一维 CNN和使用了时域、频域特征的

Adaboost共同决策最终的分类结果 . 虽然现有的深度

学习模型在心音分析上取得了一定的效果，但还存在

模型复杂、参数量大、训练和分类时间长等问题 . 如何

设计一种参数量低、分类效果好、可以应用于便携式场

合的心音深度学习模型具有十分重要且现实的意义 .
针对上述问题，本文提出了一种基于一维 CNN和

RNN混合深度学习结构的心音分析方法，除了已有的

成人心音数据集外，还构建了一个面向婴幼儿先天性

心脏疾病的心音数据集来验证本文方法的有效性 . 本
文方法首先通过滑动窗口将心音信号分割成片段作为

深度学习模型的输入；然后，构建了一个基于一维CNN
和RNN串联的混合深度学习模型，利用CNN学习心音

信号的生理和病理特征，通过RNN提取所学习特征的
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上下文关联信息，对心音片段进行分类诊断；最后，使

用投票机制将心音片段的结果转换成心音信号的诊断

结果 . 本方法具有在极低的参数量的情况下保证较高

的准确率的优势，适合应用于便携式场合 . 为验证本文

所提出的模型在室间隔缺损疾病的诊断中是否利用了

有效的生理和病理特征，从可视化模型的类别响应图

（Class Activation Map，CAM）角度出发，探索深度学习

模型在室间隔缺损疾病智能辅助诊断领域的可解

释性 .

2 基于一维卷积神经网络和循环神经网络

串联的心音分析方法

本节将具体阐述基于一维 CNN和 RNN串联的心

音分析方法 . 首先介绍心音信号的预处理和一种固定

长度的心音分割方法，接着详细描述提出的一维 CNN
和RNN串联结构，之后给出将片段级结果转化为记录

级诊断结果的决策规则，最后给出基于类别响应图的

心音深度学习模型的可解释性方法，具体流程如图 1
所示 .

2. 1 心音信号预处理与分割

将原始的一维心音信号通过短时傅里叶变换转化

为梅尔频率倒谱系数、功率谱密度等二维时频特征表

示，是当前心音分类算法中最常采用的方式 . 这种方式

通常能够很好地提取出声音里的一些特征，但是需要

额外的转化操作和许多需要人为优化的超参数，这将

带来额外的计算负担和超参数优化负担 . 为了克服以

上的问题，本方法直接用一维原始心音信号作为网络

的输入 . 由于心音分割的效果在一定程度上影响后续

的分类性能，而现有的心音分割模型很难实现精确、快

速的分割，本文的方法中采取一种更为简单、直接的分

割方法，利用滑动窗口将不同长度心音信号分割成固

定长度的心音片段，分割后的每条心音片段的标签与

所属心音信号的标签相同 .
2. 2 一维卷积神经网络与循环神经网络串联混合

网络模型

本文方法将分割后的心音片段作为网络模型的

输入，然后，构建一个基于一维卷积神经网络和循环

神经网络串联的混合模型，结合卷积神经网络提取局

部特征与循环神经网络提取上下文关联信息的优势，

对心音片段自动提取特征并分类，网络结构如图 2
所示 .

本文方法使用了 3个卷积层用以提取心音信号的

局部特征，每层特征图的个数分别是 24，48和 96. 第一

层使用大小为 1×15的卷积核，在前期采用较大的卷积

核，有利于提取较长时间片段的特征，使得模型有更好

的时序处理能力 . 为了兼顾模型轻量化的特性，后 2层
使用 1×7大小的卷积核，后期采用较小的卷积核，使得

模型能够在有效学习特征的同时降低模型的参数 . 紧

跟卷积层的是最大池化层，池化的大小为 3，步长为 2，
在卷积层之后通过最大池化层对心音信号进行数据压

缩，有助于后续循环神经网络的处理 . 与传统的基于

CNN的心音分析方法相比，本文方法中使用到的 CNN
有网络结构简单、参数量低、有较强的时序处理能力等

优势 .
心音信号作为一种时间序列，内部存在一些与时

图1 心音分类方法总体流程图

图2 一维卷积神经网络和循环神经网络串联网络结构图
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序相关的特征，仅仅使用卷积神经网络难以提取到相

关的时序信息 . 因此本文在使用卷积神经网络从原始

的心音片段中学习到相对局部的特征之后，使用循环

神经网络提取心音片段中的时序关联特征，例如在心

音听诊中在某一个心动周期当中出现了一些异常，但

是医生并不能凭借仅出现一次的异常进行判断，需要

集合前面及后面的心动周期的情况进行诊断，而在深

度学习网络模型中，需要用到序列前后的关联信息进

行判断，在这方面循环神经网络有很好的表现 . 本文使

用一种变形的RNN，即长短时记忆神经网络（LSTM）提

取心音中的时序特征 . 首先通过 3个卷积层来减少输

入信号的频率方差，经过卷积神经网络的输出输入到

循环神经网络的向量是一个二维向量，维度分别是时

间长度以及特征图的个数 . 原始的心音信号是一个通

道数为 1的一维信号，其维度就是心音信号的时间长

度，心音信号是根据时间连续采集的，因此在时间的维

度上信号是平滑的 . 经过卷积神经网络处理之后，心音

信号的特征图个数发生了变化，但卷积神经网络的卷

积操作是沿着心音信号的时间轴进行的，因此心音信

号在时间轴进行了压缩 . 由卷积神经网络输出的向量

的维度是时间长度和特征图的个数 .
本方法使用 5层 LSTM结构，每一层有 20个单元 .

在训练时 LSTM展开 20个时间步，如图 2所示，输入

LSTM结构的共有 96个特征图，设输入的每个特征图的

时间长度为N，沿着时间维度将其划分为 20组，每组有

96个时间长度为 N/20的特征图，同一组的特征图都是

由同一段时间长度的心音信号经过不同的卷积核操作

得到，因此同一组的特征图在时间维度上是一致的，每

组依次输入到 LSTM当中进行处理，LSTM根据每组特

征对最终结果的影响程度，选择是否将当前的特征输

入到下一个时间步当中 . 对于每个时间步要同时考虑

传入的特征和上一个时间步传递下来的内容，从而得

到当前时间步的计算结果 . 最后将 LSTM的输出经过

批标准化（Batch Normalization）以及非线性激活（Relu）
等操作后输出到全连接层，通过 softmax函数得到各个

类的概率，最终得到心音片段的结果 .
对于心音异常往往会反复出现在多个心动周期当

中这一特点，本文在设计网络模型时着重利用较长时

间中包含了相当数量的心动周期的特征，主要通过前

级使用较大的卷积核实现 . 本方法中使用的是 1×15的
卷积核，有利于模型更好地处理时序信息 . 后级则使用

1×7的小卷积核，在保证有较好的特征提取能力之外，

相比大卷积核有降低模型参数量等优势 . 本文模型为

处理心音中时序特征引入了 LSTM，针对心音数据的特

点，这是因为将 LSTM的时间步设置得很小，仅有 20个
单元，这在以往的心音辅助诊断模型中是很少见的，将

LSTM的时间步设置较小，则对于每个时间步内的心音

长度较长，其中会包括多个完整的心动周期 . LSTM共

有 5层结构，能够充分利用时序信息 . 在模型的前级使

用的一维卷积神经网络当中使用预先激活的策略，简

而言之，就是将批标准化和非线性激活等操作放在卷

积操作之前，有助于模型的正则化以及加快拟合的

速度 .
2. 3 最终决策规则

本方法的最终目的是对心音信号进行分类，因此

使用一维 CNN和RNN串联混合网络结构对心音片段

的诊断结果需要转换为记录级的结果 . 考虑到医生在

临床上进行心音听诊不会单凭某个心动周期的异常进

行诊断，而往往是发现某个心动周期的异常之后会继

续看接下来的心动周期中是否还存在异常，如果异常

出现次数较多才会做出判断 . 本文使用投票机制，通过

心音分割将一段心音信号分割成多个心音片段，再通

过神经网络对每个心音片段进行分类 . 如图 3所示，统

计一段心音信号中所有片段被诊断的类别，如果异常

的类别多于正常的类别则该心音信号诊断为异常，否

则诊断为正常 .

2. 4 最终决策规则基于CAM的心音深度学习模型

可解释性分析方法

对于常见的CAM生成方法来说，假设串联混合神

经网络结构输出的特征图为 SÎR1 ´H ´K，其中 1 ´H 为

空间尺寸，K为通道数，将特征图送进一个全局池化层

（GAP），后续的全连接层和 softmax层进行 C个类别的

心音分类，第 k个特征图平均池化后的结果表示为

Sk (i)=
∑

i

Sk (i)

1 ´H
； k = 01K - 1 （1）

其中，Sk (i)为第 k个通道的特征图 Sk 中的第 i个元素，i
的取值为 0到特征图的长度 . 同时，全连接的权值矩阵

可以被表示为 W fc ÎRK ´C. 因此，对于目标类别 c，第 c
个 softmax节点的输入 yfc

c 可以被定义为

yfc
c =∑

k = 0

K - 1

Sk ×W
fc

kc =
∑

i
∑
k = 0

K - 1

Sk (i)×W fc
kc

1 ´H
（2）

其中，W fc
kc ÎR 表示权值矩阵 W fc 中第 k行、第 c列的元

素 . 对类别 c可视化的类别响应图Afc
c 可以被定义为

Afc
c (i)=∑

k = 0

K - 1

Sk (i)×W fc
kc （3）

图3 心音片段投票机制示意图
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那么 yfc
c =∑

i

Afc
c (i)，其中 Afc

c 直接体现了第 i个元素在将

心音分类为类别 c的影响程度 . 这样的可视化方式虽

然可以产生类别响应图，但是在网络正向传播后需要

额外的步骤才能得到，需要修改网络结构并对模型进

行重新训练，这样的方式应用很不方便 . 本文采用一种

更为方便的方式，无需进行结构上的调整，如图 4所示，

通过梯度的全局平均来计算每个特征图的权重 . 第 k
个特征图对类别 c的权重可通过式（4）计算：

αc
k =
∑

i
∑

j

¶yc

¶Ak
ij

Z
（4）

其中，Z为特征图像素个数；yc 是对应类别 c的分数；Ak
ij

表示第 k个特征图中（i，j）位置的像素值，i的取值为0到
特征图的长度，j的取值为0到特征图的宽度 . 求得类别

对所有权重值的权重后，求特征图和对应权重的加权

和就能得到类别响应图，即

Lc =RELU (∑k

αc
k Ak) （5）

3 实验结果与分析

3. 1 数据集

3. 1. 1 PhysioNet/Cinc 2016心音数据集

PhysioNet/CinC 2016心音数据集首次公布于2016年
举办的心脏病学挑战赛（PhysioNet/CinC 2016），总共包

含来自 764个患者的长度在 5~120 s之间共 3 153条心

音记录 . 心音记录的标签有正常和异常两类 . 标签为

正常的心音记录采集自健康人；标签为异常的心音记

录采集自被诊断为心血管疾病的患者，所患心脏病的

种类主要为冠状动脉疾病 .
3. 1. 2 婴幼儿心音数据集

深度学习在心音分析领域应用和发展受限的首要

原因是训练数据缺乏 . 尤其在面向婴幼儿先天性心脏

疾病的心音分析领域，目前没有公开的婴幼儿心音数

据集 . 基于这一情况，本文构建了一个包含心音信号、

对应标签和个体年龄的婴幼儿先天性心脏病心音数据

集，使基于深度学习的婴幼儿心音分析成为了可能 . 所
有的心音数据由合作儿童医院的专业医生从 137名年

龄为 1个月至 12岁之间的婴幼儿个体中采集，手工裁

剪了心音中类似父母对话、小儿啼哭等噪声片段［14］. 最
终数据集保留了 528条婴幼儿心音数据，每条心音持续

时间为 3~249 s，并用最后确诊的疾病类型作为每条心

音信号的标签 . 心音标签分为正常、心房间隔缺损、心

室间隔缺损、同时含有心房间隔缺损与心室间隔缺损、

法洛四联症以及其他心血管相关疾病 . 所有小儿心音

数据都是使用采样率为 44.1 kHz、精度为 16位的 Thin⁃
klabs one数字听诊器在临床环境中采集［14］.
3. 1. 3 婴幼儿室间隔缺损心音数据集

室间隔缺损是最常见的先天性心脏病 . 在婴幼儿

心音分析中，目前没有公开的特定心脏疾病的数据集，

对特定的心脏疾病的研究和诊断产生了巨大的阻碍 .
因此，本文从新构建的婴幼儿心音数据集中挑选出室

间隔缺损和正常的样本，从而构建了针对室间隔缺损

疾病的心音数据集，为婴幼儿室间隔缺损疾病的专业

化诊断提供了数据基础 . 该数据集共有 348条心音数

据，分为正常个体和室间隔缺损患者两类，两类标签的

数据量相对平衡 .
3. 2 评价指标

本文使用了多种评价指标来验证对比方法的性

能，分别是准确率（Accuracy，Acc）、查准率（Precession，
Pr）、敏感性（Sensitivity，Se）、特异性（Specificity，Sp）、总

体得分（Overall score，Score）和神经网络中可训练参数

的数量（Parameters，Params）. 总体得分为 PhysioNet/
CinC 2016中使用的评价指标，为敏感度和特异性的平

均值，用来衡量方法的综合诊断能力 .
3. 3 本文算法的实验效果

3. 3. 1 本文算法实验细节

本文算法在单个NVIDIA 2080Ti显卡环境下进行，

所提出的混合神经网络在 TensorFlow深度学习框架上

实现，并使用十折交叉验证的方法进行实验 . 本文算法

使用了加权因子为 0.25的加权交叉熵作为损失函数，

用以解决存在的数据不平衡的问题，选取带Nesterov动
量为 0.9的随机梯度下降（SGD）对加权交叉熵进行优

化 . 训练数据的批大小设置为 64，早停法训练 80个
epoch. 训练的初始学习率为 5×10-4，通过指数衰减策略

调整学习率，模型最终收敛 . 表 1给出了本文提出的混

合神经网络的具体配置 .
3. 3. 2 在 PhysioNet/Cinc 2016心音数据集上的对比

实验

为了证明本方法的有效性，本文主要与两类方

法进行比较：基于 CNN的心音分类方法（1-D CNN［14］，
MFCC-CNN［16］，PSD-CNN［17］，AdaBoost-CNN［18］，DGRE［19］，
1-D Clique［20］），以及基于手工提取特征的心音分类方法

（SS-PLSR［2］和 SSTD［11］）. 与这些方法对比的实验结果

图4 端到端的类别响应图生成示意图
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如表 2所示，从中可以发现本文方法的心音诊断的特异

性是最好的，同时在准确率和总分上也取得了较好的

成绩，最重要的是，与其他几种用于心音诊断的基于卷

积神经网络的方法相比，本方法使用的参数量是最

少的，仅为 0.05 M，对设备资源的需求最低 . 从表 2中
可以看出MFCC-CNN也有很好的诊断能力，但是在该

方法中首先需要进行信号的维度转换，同时很难保

证在这样的信号转换的过程中不会丢失一些重要

的生理特征，与本方法相比参数量超过 200倍 . 而对

于 1-D Clique，该网络结构较为复杂，参数量是本文方

法的 3倍以上，心音诊断耗时长，且很容易产生过拟合

的问题 . 在传统的手工提取特征的方法中，需要将心音

信号精确地分割为完整的心动周期，因此心音分割效

果的好坏直接影响这类方法的诊断效果 . 而本文方法

在不需要精确分割的情况下仍然能取得很好的诊断效

果，这反映了本方法具有较高的特征提取和表示能力，

不需要对心音进行精细地分割，就能够实现自动地特

征提取并高效分类 .

3. 3. 3 在婴幼儿心音数据集上的对比实验

为了进一步验证本方法在婴幼儿心音数据集上的有

效性，本文对3. 1. 2节中所介绍的婴幼儿心音数据集中与

其他基于CNN的心音诊断方法进行了对比实验. AdaBoost-
CNN，DGRE，SS-PLSR和SS-TD等模型未找到公开源代码，

因此在婴幼儿心音数据集的对比实验中不加入上述模

型 . 如表3所示所有指标，本方法均取得了最优结果 .

3. 4 评价指标面向婴幼儿室间隔缺损的心音分析

和模型可解释性

由于不同的心脏疾病的病理特征是不同的，为探

索本文提出的模型在心音分析上是否学习到了有效的

生理和病理特征，本文选择了在先天性心脏疾病中占

比较大的室间隔缺损疾病来进行可解释性分析 . 面向

婴幼儿室间隔缺损的心音分析模型在 3. 3. 3节所训练

的模型基础上进行迁移学习，使模型能够拟合 3. 1. 3节
的婴幼儿室间隔缺损心音数据集 . 同时也与其他的基

于卷积神经网络的心音诊断方法进行了对比实验，1-D
Clique模型较为复杂，在婴幼儿室间隔缺损疾病的心音

数据集上发生了过拟合，因此在对比实验中没有加入

1-D Clique. 从表 4所示的对比实验结果可以看到本方

法在除查准率和敏感性以外所有指标上都取得了最好

的结果，在查准率和敏感性这两列指标上取得次好

表1 神经网络结构具体配置

层类型

输入

卷积层1
池化层1
卷积层2
池化层2
卷积层3
LSTM层

分类器

输出大小

1×6 000×1
1×2 993×24
1×1 495×24
1×744×48
1×371×48
1×182×96
1×182×20

2

配置

—

卷积核大小15,步长2
最大池化大小3,步长2
卷积核大小7,步长2

最大池化大小3,步长2
卷积核大小7,步长2
5层,时间步大小20

批标准化,非线性激活,全连接层

表2 在PhysioNet/Cinc 2016数据集上进行心音诊断的对比实验结果

评价指标

精确分割

ACC
Pr(正常)
Pr(异常)
Se
Sp
Score
Params

1-D CNN
否

0.893 3
0.936 4
0.739 6
0.760 8
0.928 2
0.844 5
0.19 M

MFCC
是

0.933 1
0.935 8
0.853 6
0.826 6
0.951 6
0.889 1
12.41 M

PSD-CNN
否

0.890 5
0.949 4
0.710 3
0.815 0
0.910 2
0.862 6
0.24 M

AdaBoost
是

—

—

—

0.88
0.82
0.85
—

1-D Clique
否

0.932 8
0.962 7
0.829 0
0.862 1
0.951 6
0.906 9
0.19 M

DGRE
否

—

—

—

0.83
0.96
0.90
—

SS-PLSR
是

—

0.95
0.82
—

—

—

—

SS-TD
是

—

0.92
0.88
—

—

—

—

Proposed
否

0.929 6
0.946 7
0.857
0.799 2
0.963 7
0.881 4
0.05 M

表3 在婴幼儿心音数据集上进行心音诊断的对比实验结果

评价指标

精确分割

ACC
Pr(正常)
Pr(异常)
Se
Sp
Score
Params

1-D CNN
否

0.911 0
0.925 8
0.909 2
0.960 9
0.810 6
0.885 8
0.19 M

MFCC
是

0.923 3
0.911 4
0.932 2
0.955 8
0.882 5
0.919 2
12.41 M

PSD-NN
否

0.856 6
0.888 2
0.842 2
0.959 7
0.664 4
0.812 1
0.24 M

1-D lique
否

0.916 8
0.889 6
0.936 6
0.934 0
0.891 7
0.912 9
0.19 M

Proposed
否

0.974 8
0.973 5
0.985 4
0.994 8
0.951 4
0.973 1
0.05 M

表4 在婴幼儿室间隔缺损疾病心音数据集上进行心音诊断

的对比实验结果

评价指标

精确分割

ACC
Pr(正常)
Pr(异常)
Se
Sp
Score
Params

1-D CNN
否

0.922 6
0.891 7
0.969 7
0.963 7
0.890 2
0.926 9
0.19 M

MFCC
是

0.962 4
0.957 8
0.959 1
0.953 1
0.961 3
0.957 2
12.41 M

PSD-CNN
否

0.905 1
0.876 9
0.935 7
0.937 9
0.882 4
0.910 2
0.24 M

Proposed
否

0.967 6
0.978 9
0.969 3
0.957 8
0.978 5
0.968 1
0.05 M
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结果 .
为进一步验证本文模型在室间隔缺损疾病诊断上

的可解释性，利用 2. 4节介绍的基于 CAM的心音深度

学习模型可解释性分析方法对本文模型进行了分析，

标记出心音模型提取出的有效的生理和病理特征区

域［21，22］. 如图 5所示，类别响应图中红色部分表示响应

值高，红色区域对神经网络的最终的诊断有较大的贡

献，而蓝色部分表示响应值低，对神经网络的诊断影响

较小 . 如图5（a）所示，该心音片段的标签为室间隔缺损

疾病，而本文方法对其预测的标签也是室间隔缺损疾

病，图中红色区域为响应值较高的区域，即对模型将其

预测为室间隔缺损疾病的贡献较大 .

图 5中呈现的热度图的结果和医生在临床上心音

听诊的两个规律是一致的 . 第一个规律是医生在室间

隔缺损疾病的临床诊断中主要是依据第一心音、第二

心音尤其是舒张期是否存在杂音判断的，图 5（a）中该

片段中部分第一心音、第二心音，以及舒张期呈现红

色，特别是舒张期呈现红色的区域较多，符合这一规

律 . 第二个规律是在心脏呈现病变时，异常往往不止在

心音的其中某一个节拍中才能够听到 . 而图 5（a）中可

以看到在诊断为室间隔缺损疾病的这个心音片段中有

多个心动周期都出现了异常的情况 .
而对于被模型预测为正常的心音片段的类别响应

图，如图 5（b）所示，该片段的标签为正常心音，而模型

对其的预测标签也是正常的，可以看到和被诊断为室

间隔缺损疾病的心音片段类别响应图不同的是，该片

段的类别响应图大部分区域均呈现红色，即对于预测

为正常的心音片段整体区域均对最终的预测有较大的

贡献 .
模型诊断结果呈现出的类别响应图与医生诊断室

间隔缺损疾病的心音听诊规律是一致的，也从另一个

角度证明了本文模型学习到了有效的生理和病理特征

从而完成了心音听诊 .
4 总结

本文提出了一种基于一维卷积神经网络与循环神

经网络混合的心音分析方法，利用卷积神经网络提取

特征的能力结合循环神经网络处理时序信息的能力，

能够在极低参数量的情况下实现较好的诊断效果 . 该
方法无需进行精确的心音分割，精简了心音处理流

程 . 同时本文对室间隔缺损疾病的心音诊断进行了可

解释性的探索，利用了心音特定区域的生理和病理特

征，和医生的心音听诊的规律一致，证明了本方法的有

效性 .
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