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一种基于深度学习的动态社交网络用户对齐方法

王飞扬，冀鹏欣，孙 笠，危 倩，李 根，张忠宝
（北京邮电大学计算机学院，北京 100876）

摘 要： 社交网络对齐旨在从不同的社交网络中识别出属于同一自然人的社交账户 . 现有的相关研究大多着

眼于静态社交网络的对齐上，然而，社交网络是动态发展的 . 本文观察到，这种动态性可以揭示出更多的决定性模式，

从而更有利于社交网络的对齐，这种现象促使本文在动态场景中重新思考这个问题 . 于是，本文利用社交网络的动态

性，设计一个深度学习架构来解决动态社交网络的对齐问题，其称为DeepDSA（Deep learning based Dynamic Social net⁃
work Alignment method）. 首先设计一个深度序列模型来分别捕捉社交网络结构和属性的动态性；其次，对于每一个社

交网络，通过保持相同用户结构和属性之间的相关性来融合二元动态，得到原始的综合嵌入表示；最后，以半监督的方

式进行空间变换学习，并将每个网络的原始嵌入投影到一个目标子空间中，在该子空间中自然人是唯一表示的 . 本文

在真实世界的数据集上进行大量的实验，证明DeepDSA方法相较于目前的主流算法提升了10%的对齐效果 .
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A Deep Learning Based Dynamic Social Network Alignment Method

WANG Fei-yang，JI Peng-xin，SUN Li，WEI Qian，LI Gen，ZHANG Zhong-bao
（Department of Computer Science，Beijing University of Posts and Telecommunications，Beijing 100876，China）

Abstract： Social network alignment aims to identify social accounts belonging to the same natural person from dif⁃
ferent social networks. Most of the existing related researches focus on the alignment of static social networks. However, so⁃
cial networks are dynamically evolving. We observe that dynamics can reveal more discriminative patterns and thus can
benefit social network alignment. This phenomenon motivates us to rethink this issue in dynamic scenarios. Therefore, we
propose to leverage the dynamics of social networks and design a deep learning architecture to address the dynamic social
network alignment problem, termed as DeepDSA. Specifically, we first design a deep sequence model to capture the dynam⁃
ics of social network structure and attributes respectively. For each social network, we merged binary dynamics by maintain⁃
ing the correlation between structure and attributes of the same user to obtain the original comprehensive embeddings. We
finally perform spatial transformation learning in a semi-supervised manner, and project the original embedding of each net⁃
work into a target subspace in which a natural person is uniquely represented. We conduct extensive experiments on real-
world datasets and demonstrate the proposed DeepDSA achieves 10% improvement of precision against the current main⁃
stream algorithm.
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1 引言

近年来，随着社交网络的不断涌现和普及，人们逐

渐开始参与多个社交网络平台，享受多样的社交服务 .
社交网络对齐问题应运而生，即在不同的社交网络中

识别属于同一自然人的社交账户 . 社交网络对齐可以

支持广泛的应用，如链接预测、异常检测和跨域推荐

等 . 总体而言，社交网络的对齐为跨社交网络的广度学

习铺平了道路，越来越受到学术界和工业界的关注 . 大
多现有的方法［1~18］研究的是静态社交网络间的对齐，它

们仅考虑一个快照中的网络特性 . 然而，社交网络本质

上是高度动态，并且不断发展的 . DNA（Dynamic Net⁃
work Alignment）［19］考虑了网络拓扑结构的动态演化，但
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忽略了同样很有价值的属性特征 . 事实上，一个人在社

交网络中会不断地改变他的朋友列表并更新文本或位

置，这种动态性揭示了静态场景中被忽略的用户的行

为模式 . 在同一时段，不同社交网络中的同一自然人往

往会表现出相似的行为，根据行为出现的时期，本文可

以把静态网络中难以区分的用户区别开来 . 图 1给出

了一个动态网络对齐与静态网络对齐的对比实例 . 不
同颜色的图表示不同的社交网络，每个结点都是一个

社交帐号 . 连接不同网络间结点的垂直黑线表示结点

之间的对应关系，即 a和 a'是已知的对齐结点 . 靠近每

个结点的虚线框表示该用户的主题或关键字，展示了

社交帐户的属性 . 箭头展示了社交网络随时间的动态

演化 . 仅考虑第一个快照，网络 A中的 b，c和网络 B中

的 b'，c'行为均相同，静态对齐方法无法区分网络B中 b

和 c的对齐结点 . 然而，在第二个快照中，b和 c在结构

上表现不同 . 进一步地，它们在第三个快照中的属性方

面仍存在差异 . 同时，b的行为总是与 b'相同，c和 c'也

一致 . 因此，本文可以非常肯定地说，账户 b 和 b'属于

同一自然人，而账户 c和 c'属于另一自然人 . 静态社交

网络是一个仅关注用户在某一阶段的结构和属性的快

照，而动态社交网络则是考虑整个时间轴上的信息，从

而使用户的行为模式更加清晰 . 通过捕获用户的动态

行为模式，本文可以使个体的表示更加精确和有判别

性，从而对实现对齐有所裨益 .

上述观察结果促使本文重新思考动态情境下的社

交网络对齐 . 然而，在利用社交网络的动态性进行对齐

方面仍然存在3个主要挑战 .
（1）如何对每个用户的动态模式进行建模？用户

的行为总是随着动态社交网络的演化而变化，因此用

户的动态模式是复杂的，而浅层模型由于其有限的表

现形式很难捕捉到网络的高度非线性的动态模式 .
（2）如何有效融合结构和属性的动态性？社交网

络通常有两个特性，即结构和属性 . 结构描述了社交网

络用户之间的关系，包含了用户间社交互动的规律 . 属
性，例如名称、文本和位置等，通常展示用户的主题或

偏好 . 因此，此挑战的关键在于如何有效地融合结构和

属性的动态性，以获得全面的网络嵌入表示 .
（3）如何设计对齐算法？在静态网络中亦很难获

取一组具有相同使用者的账号，更不用说在动态场景

中了 . 此外，一个用户很可能在不同的网络中与不同的

好友联系，并在社交网络中为了不同的目的做出不同

的行为 . 缺乏标签数据和网络间普遍存在的差异性，使

得这一问题更具挑战性 .
为了解决上述问题，本文设计了一个深度架构来解

决动态社交网络对齐问题，称为DeepDSA（Deep learning
based Dynamic Social network Alignment method）.

在DeepDSA中，本文提出了一种用于复杂动态性

建模的深度神经模型 . 用户在不同快照上具有特定的

特征，这些快照自然地形成一个时间序列 . 因此，本文

提出了一个基于门控循环单元（Gated Recurrent Unit，
GRU）的序列模型，分别用于对每个社交网络的结构和

属性的动态性进行建模 . 具体地说，本文设计了一个

GRU编码器来对结构或属性的动态特征进行建模，并

将每次的输出反馈到解码器中对结构或属性进行预

测 . 序列预测任务总是存在一个交叉依赖的问题，即当

前特征可能主要受间接的历史而不是直接前继的影

响［20］. 因此，针对这一问题，本文在神经模型的核心部

分设计了一个注意力机制，并将每个时间阶段的隐藏

状态作为相应的动态性表示 .
对于第二个挑战，本文通过分别保持每个社交网

络相同用户结构和属性之间的相关性来融合此二元动

态性 . 具体来说，首先将前一个问题得到的每个时间阶

段的结构表示通过时间衰减效应进行合并得到结构嵌

入表示，属性特征亦然 . 然后，对于每个社交网络，通过

保持同一用户的结构和属性之间的相关性，对每个用

户施加约束 . 结构特征和属性特征分别描述了用户的

不同部分，它们相互补充，使用户更具可判别性 . 为了

将结构和属性结合在一起，对每个用户结构和属性的

联合概率进行最大似然估计 . 最后，将结构嵌入和属性

嵌入结合起来，作为每个用户的原始的综合嵌入表示 .
对于第三个挑战，在子空间学习的启发下，本文以

半监督的方式进行空间变换学习，并将每个网络的原

始嵌入投影到一个目标子空间中，在此子空间中每个

自然人均有唯一的表达 . 由于普遍存在的网络间差异

性，直接在原始嵌入空间中进行相似性度量可能是不

合适的 . 每一个特定的网络都容易产生不同的偏移，每

个用户的本质可能在原始空间中被隐藏 . 因此，空间转

换可以展现用户的本质，以便更好地对齐 . 具体地说，

利用一个前馈神经网络来拟合变换，并利用部分的已

知标签用户以半监督的方式进行空间变换学习 .
本文所提出的DeepDSA方法的优点在于，它具有

强大的非线性学习能力，能够捕捉复杂的结构和属性

图1 利用结构和属性的动态社交网络对齐样例
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的动态性，并对整体结构进行统一优化，以自然地对用

户的本质特征进行建模 .
为了评估所提出的DeepDSA方法，本文首先通过

构建一系列网络快照（通过收集的时间戳）来仿真现实

世界中的动态社交网络 . 然后，本文在真实数据集上进

行了广泛的实验，并证明了所提出的DeepDSA方法的

明显优势 .
本文的主要创新点如下：

（1）同时运用结构和属性特征，解决动态场景下社

交网络对齐问题；

（2）设计了一个统一的深度神经结构DeepDSA，提
出了一个来捕捉用户结构和属性的复杂动态性的深度

神经模型，从而实现社交网络的对齐，并对整个框架联

合优化学习；

（3）在真实数据集上进行了大量的实验，实验结果

证明了所提出的DeepDSA方法存在明显的优越性 .
2 相关工作与预备知识

2. 1 相关工作

社交网络用户对齐问题，是指在不同的社交网络

中识别出属于同一个人的社交账号，由Zafarani等人［14］

提出 . Zhang等人［16］提出了基于能量的模型 COSNET
（Connecting Heterogeneous Social Networks），通过考虑

本地和全局一致性来链接用户身份 . COSNET首先提取

基于距离的轮廓特征和基于邻域的网络特征，然后使

用聚合算法获得局部一致性 . Su等人［7］设计了一个约

束的双重嵌入模型，将社交网络的对齐问题转化为一

个统一的优化问题，将多个社交网络嵌入到一个公共

的潜在空间中进行协调 . Mu等人［21］提出“潜在用户空

间”的概念，以建模潜在真实用户与其在各种社交平台

上观察到的投影之间的关系，从而使真实用户越相似，

则其在潜在用户空间中的画像越接近 . Man等人［6］采用

基于嵌入的网络特征将社交网络结构映射到低维空

间，基于用户身份的潜在特征提出了一种投影方法 .
Liu等人［5］提出的 IONE（Input-Output Network Embed⁃
ding）方法提取基于嵌入的网络特征，同时学习每个用

户的拓扑结构，种子的对齐用户对约束着社交关系网

络结构的上下文传递 . Zhou等人［3］提出了半监督的端

到端方法DeepLink，对网络进行采样，并学习将网络节

点编码成矢量表示，以捕获局部和全局网络结构，进而

利用这些结构通过深度神经网络对结点进行对齐 .
几乎所有现有方法均聚焦在静态场景下的社交网

络用户对齐而忽略了社交网络固有的动态性 . Sun等
人［19］嵌入了结构的局部和全局动态性并提出了 DNA
方法，通过矩阵分解，提出了通过嵌入空间相互作用的

统一优化方法来构造公共空间，并设计了交替优化算

法来逼近局部最优，但是其忽略了同样有价值的属性

动态性 .
2. 2 问题定义

在动态场景中，本文考虑带有时间戳的社交网

络的结构和属性 . 如图 1所示，本文将网络分割成

片，并在时域中构造一系列的图快照 . 每个快照都

反映了当前时间片中网络的特征 . 把一个动态的社

交网络定义为 G = (VSA)，其中，V = {v1 v2 vn}，S =

{S1 S2 ST}和 A = {A1 A2 AT}，分别表示结点集、

结构集和属性集 . 对于每个 iÎ [1T ]，S i ÎRn ´ ds 和

A i ÎRn ´ da 分别是第 i时间片中每个用户的结构特征矩

阵和属性特征矩阵 .
考虑到两个动态的社交网络 Gs 和 G t，在不失一般

性的前提下，已知两个网络间的部分对齐账号作为标

签数据 . 本文引入了一个对齐结点对的集合 Pst =

{(vs v t) |vs Î V s v t Î V t}，其中每个对齐结点对 (vs v t)表
示Gs中的账号 vs和G t中的账号 v t在现实中属于同一自

然人 .
本文总结了论文中的主要符号（见表 1）并将研究

问题正式定义如下 .

定义定义1 动态社交网络用户对齐问题 . 给定两个动

态社交网络，即源网络Gs 和目标网络G t 以及一组已知

对齐结点 Pst，动态社交网络对齐的问题旨在为每个社

交账户找到两个映射函数Φs 和Φ t，其将社交账号映射

至真实归属自然人，即Φs(vs) =Φ t(vt )当且仅当 (vs v t)
在Pst中存在 .
2. 3 门控循环单元

如图 2所示，门控循环单元（GRU）是循环神经网络

（Recurrent Neural Networks，RNN）的另一个变体，与基

本的长短期记忆网络（Long Short-Term Memory net⁃
works，LSTM）相比，它能更好地将序列数据历史的信息

连接到本文的问题［22］中 . GRU将输入和遗忘门耦合到

更新门中，以避免长期依赖性问题 . 最后，它的输出门

表1 主要符号和定义

符号

G

V

S

A

P

U

Q

I

M

β, γ

定义

动态社交网络

用户集合

结构特征集合

属性特征集合

已知对齐结点集合

嵌入矩阵

空间映射矩阵

指示矩阵

负指示矩阵

模型参数
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（称为重置门）只对块输入的循环连接进行门控 . 具体

来说，本文将每个时间切片的结构或属性特征依次输

入GRU单元，并获得相应的输出 . GRU单元在第 t步的

计算流程如下：

z t = σ (Wz[h t - 1 x t ] ) r t = σ (Wr[h t - 1 x t ] )
h͂ t = tanh (W [ r th t - 1 x t ] ) h t = (1 - z t)h t - 1 + z th͂ t （1）
其中，x t 是第 t 时刻的特征输入，h t - 1 和 h t 是隐藏状态

同时也是上一步和当前步骤的输出，σ表示 sigmoid函
数，表示Hadamard积 . GRU可以通过逐步地更新具

有历史和当前特征的单元状态，自然地对序列输入

进行建模并捕捉动态性 . 在每个步骤 t 中，细胞接收

先前的隐藏状态 h t - 1 和当前的输入 x t，以获得当前的

输出 h t. 重置门通过 r t 确定 h t - 1 对新内存 h͂ t 的权重 .
另外，更新门通过 z t 确定 h t - 1 到下一步的传输量是

多少 .

3 DeepDSA
如图 3所示，为了解决动态社交网络用户对齐问

题，本文提出DeepDSA模型 . 首先，将动态网络划分为

T 个切片，分别构造每个切片的结构和属性特征 . 其
次，设计一个基于GRU的序列模型，利用注意力机制分

别对结构和属性的动态性进行建模 . 然后，对结构和属

性进行融合，得到每个用户的嵌入表示 . 最后，利用空

间变换，将用户嵌入由正交初始化矩阵 Q 控制的子空

间中 .
3. 1 动态性建模

如图 3（a）所示，社交网络中的一个结点，通常有两

种特征：结构和属性 . 结构显示用户之间的链接 . 如果

存在关注/被关注关系，则两个用户是链接的，这意味着

他们彼此很接近 . 另外，属性揭示了社交网络的部分固

有特征 . 特定于某个用户，属性特征的覆盖范围很广，

例如，名称、文本和位置 . 此外，社交网络的结构和属性

都表现出高度的动态性，因为用户总是在添加/删除彼

此之间的链接同时更新文本或位置，这会体现出有价

值的附加信息，并且蕴含了静态社交网络中忽略的动

态行为模式 . 因此，本文提出的模型旨在捕捉结构和属

性的丰富动态性 .
本文首先将动态网络划分为T个切片，分别构造每

个切片的结构特征和属性特征 . 对于结构特征，一个简

单而直接的方法是利用二进制邻接矩阵，其中对于每

个MÎRn ´ n ijÎ [1n]，如果用户 i和用户 j之间存在链

接，则元素 M ij 为 1，否则为 0. 进一步地，利用 Deep⁃
Walk中的随机游走［23，24］来保持高阶的临近性 . Deep⁃
Walk已经被证明实际上是一种近似特征矩阵S i的采样

方法：

S i = log
-
R i +

-
R i

2
+ + -R i

k

k
（2）

其中，
-
R i是第 i个时间片的行规范化邻接矩阵，k表示阶

数，每个 R ij 表示顶点 vi 以固定步数随机走到顶点 vj 的

平均概率的对数 .

图2 GRU细胞的内部结构

（a） 输入 （b） 建模 （c） 对齐

图3 DeepDSA模型图
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对于属性特征，本文使用用户的文本并对文本进

行矢量表示 . 本文中亦将位置名称视为文本 . 一种直

接的方法是词袋（Bag Of Words，BOW）模型，但其表示

效果通常很差，因为 BOW忽略了许多文本的表示信

息，如单词的顺序 . 潜在狄利克雷分配（Latent Dirichlet
Allocation，LDA）也是一种常见的主题建模技术（从文

本中提取主题/关键词），但它很难训练，且结果也很难

评估 . 因此，本文采用 Doc2vec［25］，一种无监督的学习

算法，它可以学习可变长度的文本片段（如句子和文

档）的矢量表示 . 具体来说，本文利用分布式词袋（Dis⁃
tributed Bag Of Words version of Paragraph Vector，
PVDBOW）算法，如图 4所示，文本/文档由内容词和位

置词组成，文本向量用于预测其自身的单词 . Doc2vec
受到单词表示学习方法的启发，对于一个文本，它的向

量表示被用来预测其自身的单词 . 实际上，这意味着在

每次梯度下降的迭代中，本文都会采样一个文本窗口，

然后从文本窗口中随机抽取一个单词，并在给定文本

向量的情况下形成一个分类任务［25］. 值得一提的是，本

文总是会采样到文本的位置词，因为位置信息对于用

户画像来说是非常简明和决定性的特性 . 在每个时间

片中，通过取每个用户的文本向量的平均值来构造特

征矩阵A.

对于每个社交网络，本文从结构和属性 2个角度对

网络的动态性进行建模 . 由于结构与属性建模过程基

本相同，本文仅以结构动态性建模部分为例，属性动态

性建模过程同理可得 .
如图 3（b）所示，在将动态网络分割成 T片后，构造

一 组 结 构 特 征 S = {S1 S2 ST}. 对 于 iÎ [1T ] 和

mÎ [1n]，sm
i 是 S i 的第 m 行，表示第 i 时间片上第 m 个

用户的特征 . 鉴于 GRU内在的对序列的动态建模能

力，本文使用GRU编码器来收集每个用户 m 的序列特

征 Sm = {sm
1 s

m
2 sm

T}，并 保 留 相 应 的 输 出 H m =

{hm
1 h

m
2 hm

T}. 然后将H m 输入到GRU解码器中，对结

构进行预测，即 Sm 可以由{hm
1 h

m
2 hm

T}重构 . 其背后

的依据在于，个人在社交网络中的结构演化是确定性

的而不是随机的，并且当前的结构受到历史因素的影

响［26，27］. 此建模模型对于属性特征同样适用，依据在于

用户的主题或关键字总是平滑地发展并且历史信息被

用来动态地建模用户画像［28］.
此外，序列预测通常存在交叉依赖问题［20］. 当前

的特征可能主要是受间接历史而不是直接前继历史

所影响 . 例如，社交网络用户可能在某个时间点结交

新朋友并对某个新话题感兴趣，这会受到其老朋友而

不是最近结识的朋友的影响 . 因此，本文利用注意力

机制来解决交叉依赖问题 . 在第 i步，构造 e i 替代 h i 作

为特征，这是通过学习所有历史信息的综合效应而获

得的：

e i =∑
j = 1

i

ᾶ ij h j

s.t.∑
j = 1

i

ᾶ ij = 1 （3）
其中，ᾶ i={ᾶ i1 ᾶ i2 ᾶ ii }衡量历史信息对当前第 i时刻

的贡献 . 之后e i被输入解码器以进行结构预测 . 如图3（b）
所示，本文还应用了掩码［29］，以确保 ᾶ ij 仅由先前的输

入和解码器的上一状态pi - 1确定，具体公式如下：

α ij = vT tanh (W [ p i - 1 h j ] ) jÎ [1i ] （4）
ᾶ i = softmax (α i) （5）

其中，α i ={α i1 α i2 α ii }衡量当前和历史之间的联系，

而W是参数矩阵 . 序列预测约束了自动编码器模型捕

捉结构的动态模式 .
如图 3（b）所示，给定输入 S和A以及相应的解码器

预测结果 Ŝ = {Ŝ2 Ŝ3 ŜT + 1}和 Â = {Â2 Â3 ÂT + 1}，
本文将GRU自动编码器的重建误差最小化如下：

Ld =∑
i = 2

T

 S i - Ŝ i

2

F
+  A i - Â i

2

F
（6）

3. 2 二元动态性融合

利用上述模型，本文分别捕获了每个社交网络结

构和属性的动态性 . 然而，接下来关键的任务是要有效

地融合这两个方面的特征，以考虑互补信息，从而得到

每个用户的全面嵌入表示 .
本文首先将序列模型捕捉到的动态性与时间衰减

效应相结合，分别构造结构（us）和属性（ua）的嵌入表

示 . 对于结构嵌入，具体表示为

us =∑
k = 1

T

exp ( - (T - k ) ) ek （7）
其中，时间最临近的特征由于包含了更多的信息而获

得了更大的贡献值 . ua同理可得 .
为了融合结构和属性，一个简单的方法是直接拼

接us和ua，但不能保证这两种特性之间的一致性［30］. 此

图4 学习文本向量的框架
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外，本文期望通过有效地融合结构信息和属性信息，更

准确地描述用户，并强调用户间的独特性和差异，以服

务于接下来的对齐任务 . 因此，本文利用结构和属性之

间的联合概率，最大化同一用户的两种特征的似然概

率 . 联合概率和目标函数给定如下：

p (u i
s u

j
a ) = 1

1 + exp ( )-u i
s

T × u i
a

（8）
Lf = -∑

vi Î V

log p ( )u i
s u

i
a

+∑
vi Î V
∑

vj Î V ∖{vi }

log p ( )u i
s u

j
a

（9）

本文最大化同一用户的对数似然，同时最小化不

同用户间的结构-属性的对数似然 . 抑制所有不同用户

间的对数似然会施加一个过于严格的约束，即具有高

度临近性的用户会被疏离，并带来大量的计算消耗 . 因
此，本文采用负采样［27］方法 . 根据结点的度分布

pn(v) µ d 3 4
v ，其中 dv 是 v的度，抽样到当前为止从未与 v

有过链接的负采样用户 . 重写目标函数如下：

Lf = -∑
vi Î V

log p ( )u i
s u

i
a +∑

vi Î V
∑
k = 1

K

Evk  pn( )v log p ( )u i
s u

k
a

（10）
其中，k是根据 pn(v)抽样的负采样用户数 . 利用目标函

数将 us 和 ua 连接起来，作为每个网络中每个用户的综

合嵌入u.
3. 3 利用动态性对齐

对源网络 Gs 和目标网络 G t 进行上述的动态嵌入

表示后，一种简单的方法是直接测量网络间结点表示

的相似度 . 该方法的实质是将嵌入结点看作原始空间

中的结点，并最小化属于同一自然人的结点之间的距

离 . 然而，一个人在社交网络中出于不同的目的可能会

有不同的行为 . 在一个网络中，某项特征可能得到增

强，但在另一个网络中却被隐藏 . 例如，一个人可能总

是在源网络中分享他对音乐的兴趣，而在目标网络中

很少或从不分享音乐 . 此外，由于社交网络的高度复杂

性，某些特征信息可能会在整个空间中弥散 . 例如，有

人在源网络分享了他的长城之旅和他品尝的饺子 . 同
时期，他在目标网络中关注了一个中国账号，并分享了

一段京剧 . 这些行为虽然不尽相同，但都显示出他与中

国有关，蕴含了潜在的相似性 . 网络间普遍的差异使得

直接的相似性度量变得困难和不可行 .
如图 3（c）所示，为了解决这个问题，本文首先学习

空间变换，将原始空间变换为目标子空间 . 然后将原始

数据投影到目标子空间，利用部分监督信息度量网络

结点间的相似性 . 具体地说，找到一个空间变换 Q，并

将各网络的原始嵌入空间投影到一个公共的目标子空

间中，在该子空间中，属于同一自然人的账号表示尽可

能接近 . 因此，目标函数给定如下：

Xs =QUs  X t =QU t （11）
La = -  M st Xs -M ts X t

2

F
+  I st Xs - I ts X t

2

F
（12）

其中，Us 和 U t 分别是源网络和目标网络的嵌入矩阵 .
从已知对齐结点对集合 Ust 中引入一对指示矩阵

{I st I ts }，其中 I st ÎR ||Ust ´N s

，I ts ÎR ||Ust ´N t

，|Ust |表示对齐

结点对的数量 . 指示矩阵 I st 定义为 é
ë
I1 I2  I ||Ust

ù
û

T

，其

行向量 Ii ÎRN s

是一个只有一个元素、值为 1的二进制

向量 . 此元素的位置是指示要对齐的相应行，相同的规

则适用于 I ts. 类似地，本文采用负采样，对于每个源网

络账号，选择目标网络中概率较小的一个对齐结点作

为负采样，并引入负指示矩阵{M st M ts }.
通过空间变换Q，本文减少了网络间行为不同的特

性的权重 . 此外，通过原始坐标基的复杂旋转和融合，

揭示了自然人与网络平台无关的真实特征，对实现对

齐大有裨益 .
3. 4 总体目标

算法 1总结了DeepDSA方法的总体流程 . 整个损

失函数的定义如下：

min L = (Ls
d + L t

d ) + β (Ls
f + L t

f ) + γLa （13）
其中，Ls

d和L t
d分别表示源网络和目标网络的目标函数，

如式（6）所示，并且相同的规则适用于式（10）所示的 Ls
f

和L t
f . β和 γ是控制权衡的超参数 . 为了稳定地训练，首

先分别预训练 Ld 和 Lf . 然后利用 Q 进行正交初始化，

以统一的方式学习整个框架 . 本文使用RMSProp（Root
Mean Square Prop）优化器优化整个框架 .
算法算法1 DeepDSA方法方法

输入输入:源动态网络 Gs,目标动态网络 G t,对齐结点对集合 Pst,时间片

数 t,模型参数β和 γ,学习率 r

输出输出:用于对齐的结果矩阵Xs和X t

1. FOR对每个动态网络G DO
2. 将网络分为T个时间片;
3. 为每个切片 i生成结构特征S i和属性特征A i作为模型输入;
4. FOR G 中每个用户 v DO
5. 采样关于 v的负样本;
6. END FOR
7. 通过预训练Ld和Lf生成嵌入矩阵U;
8. END FOR
9.生成指示矩阵 I和负指示矩阵M;
10.用正交初始化生成映射矩阵Q;
11. WHILE尚未收敛DO
12. 训练式(13)
13.通过Q生成用于对齐的结果矩阵X;
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3. 5 时间复杂度

假设源网络和目标网络的账号个数为 n，网络分为

T个时间片，嵌入维度为 d. 首先进行动态性建模，GRU
细胞包含三个门，故编码器的时间复杂度为O(3Tnd 3 )，

解码器相对于编码器加入了注意力机制，故其时间复

杂度为O(3Tnd 3 + T 2nd). 其次是二元动态性融合，其首

先将动态性与时间衰减效应相结合，然后计算联合概

率 密 度 ，同 时 进 行 k 次 负 采 样 ，时 间 复 杂 度 为

O (Tnd 2 (1 + k)). 最后在子空间进行对齐，具体步骤为空

间变换和缩小距离，其时间复杂度为 O(nd 3 + 2nd). 省
略常数后，总的时间复杂度为O(Tnd(T + d 2 + kd)).
4 实验

4. 1 数据集

本文的数据集基于经典数据集 Twitter-Foursquare
数据集（TF）［3，5，7，31］和自采样数据集豆瓣Online-Offline.
Twitter和 Foursquare网络分别有 5 167和 5 240个账号，

2 858组已知的对齐结点对作为标签数据，然而，TF数据

集不包含动态特征，并且获取同时具有动态信息和对齐

信息的社交网络数据并不是易事 . 本文以TF用户列表

作为种子，对具有动态的结构和属性特征的账号列表进

行抓取 . 此外，为了验证算法在大规模社交网络中的有

效性，本文还爬取了豆瓣社区网站 . 豆瓣用户包括线上

活动账号（Online）和线下活动账号（Offline），其中线上

活动账号 34 737个，线下活动账号 34 076个，同时在线

上和线下活动的账号有33 158个，本文将豆瓣用户间的

关联作为结构信息，将豆瓣用户的评论作为属性信息 .
在收集数据的同时将数据产生的时间记录下来作为

时间戳 . 在构建网络快照时，根据时间戳把处于同一

时段的数据放到同一个快照中，从而还原真实世界中

动态的社交网络 . 例如，如果两个用户在某一时间段

内有联系，则他们在对应快照中存在着边，最终这些

边构成了快照中的结构信息；同时，用户在同一时间

段内的所有评论将生成快照中的属性信息 . 数据集的

统计信息见表2.

4. 2 实验设置

对于所提出的 DeepDSA方法，本文以 3个月为间

隔生成 5个快照，并根据时间戳将信息分配到相应的快

照中 . 将式（2）中的结构特征的阶数和式（10）中的每个

账号的负样本数目分别设置为 4和 5. 使用学习率为

0.001的RMSProp优化器对整个框架进行优化，式（13）
中的超参数 β和 γ分别为 0.5和 1. 将预训练迭代次数

（算法 1中的第 7行）设置为 1 000以稳定训练 . 使用一

个正交初始化的一层 10个神经元的前向神经网络作

为空间变换器 Q. 本文选择 COSNET［16］，MASTER［7］，
ULink［21］，PALE［6］，IONE［5］，DeepLink［3］和 DNA［19］作为

对比方法 . 所有对比方法的实验设置都是在原始文献

的基础上实现的 . 为了公平对比，所有对比方法的嵌入

维度为 128，DeepDSA中结构和属性的嵌入维度均

为64.
通过随机删除账号生成不同的重叠率的数据集 .

重叠率 λ用
2NS

NT +NF

衡量，其中 NS，NT 和 NF 分别是标签

数据、Twitter用户和Foursquare用户的数量 .
4. 3 性能指标

本文使用2种主要指标 .
•Precision@k：其由

1
NA
∑
i = 1

NA

Ii {success@k}求得，其

中 I i{success@k}指示前 k 项的候选列表中是否存在

（命中）真实对齐账号，NA 表示测试集中的标签数据

数目 .
•MAP@k：其由

1
NA
∑
i = 1

NA 1
Rank i

求得，其中 Rank i 表示

前 k 项的候选列表中存在真实对齐账号的排名，NA 的

定义同 Precision@k. MAP以非线性方式突出强调了命

中候选的排名 .
指标值越高表示该方法的对齐效果越好 .

4. 4 实验结果

本文重复每个实验 10次并计算平均结果，实验结

果如下 .
对齐效果对齐效果 . 图 5展示了 50%重叠率的 TF数据集 k

值从 1到 30的比较结果，图 6展示了 50%重叠率的豆瓣

数据集 k值从 1到 100的比较结果 . 可以发现，在 TF数
据集 k = 30 时，DeepDSA的精度接近 80%，而其他方法

的精度为 30%~66%，这表示本文的方法比最好的对比

方法精度仍提高了10%，在豆瓣数据集中同样如此 . 图7
展示了 TF数据集 k = 5 时重叠率 λ值从 10到 50的比较

结果 . 在这些对比中，DeepDSA和DNA在精度和 MAP

方面始终优于其他比较方法，这是动态性作用的有力

证明 . 所有的对比方法均存在对社交账户表示的局限

性，不可避免地会丢失网络动态中丰富的信息 . Deep⁃
DSA构造了一个目标子空间来建模潜在的真实自然人

画像，把不同社交账户映射在同一目标子空间中进行

对齐，而其他方法，例如 IONE中的链接亦或 PALE和

DeepLink中的映射，则无法显示用于对齐的现实自然

表2 数据集统计信息

数据集

Twitter
Foursquare
Online
Offline

节点

7 440
6 771
34 737
34 076

链接

72 658
69 350
1 294 814
1 228 485

文本

3 467 472
289 674
155 296
101 648

对齐数

3 896

33 158
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人的真实画像 . DeepDSA以及MASTER和 COSNET在

大多数情况下由于同时利用了结构信息和属性信息而

表现得更好，而其他方法则仅利用了结构（如 IONE）或

属性（如ULINK）. 此外，与传统方法相比，DeepLink由
于具有深度模型的表示能力而表现得相对较好 . 需要

强调的是，本文固定了图 5和图 6中的 λ值以及图 7中
的 k值 . 在接下来的实验中，仍采用 λ和 k的固定值 . 事
实上，DeepDSA在不同的设置下总是表现得更好 . 综上

所述，DeepDSA在考虑动态性的基础上，很好地对社交

网络的综合信息进行了建模 .

图7 TF数据集不同重叠率 λ下的实验结果

图6 豆瓣数据集不同 k值下的实验结果

图5 TF数据集不同 k值下的实验结果
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训练率的影响训练率的影响 . 图 8展示了 TF数据集训练率 η对

对齐结果的影响 . 当 η的值从 1%增加到 3%时，Deep⁃
DSA的性能会显著提高，随后当 η超过 3%时会饱和 .
在重叠率为 50%的 TF数据集上，仅考虑少量的监督信

息，DeepDSA在 Precision 和 MAP 方面都表现得更好 .

此结果是符合期望的，因为在DeepDSA中，动态性是以

无监督的方式编码，也就是说，本文可以在没有监督的

情况下获得嵌入空间 . 另外，通过少量的标签数据即可

将原始嵌入空间进行对齐，学得空间变换 . 总之，实验

结果验证了DeepDSA强大的学习能力 .

动态性的影响动态性的影响 . 图 5展示了 TF数据集下DeepDSA
采用 5个快照（间隔 3个月）的对齐效果 . 进一步，改变

快照的时间频率和数量来聚焦于社交网络的动态特

性，以研究动态特性如何影响网络对齐 . 图 9展示了

DeepDSA在各种动态网络设置下的性能 . 当快照的频

率或数量超过一定的阈值时，Precision 和 MAP 性能趋

于饱和甚至下降 . 其关键在于，从结构和属性信息中提

取的用户动态行为模式具有高度的辨别能力，因为它

主要与用户跨社交网络行为的动机和模式相关，这一

论点在社会心理学研究中已得到了支撑［26］. 例如，一个

用户通常会在几周内扩大或缩小一次他的朋友列表，

而社交网络可能会在几个月内揭示出这种行为 . 因此，

当快照的时间频率与这种行为模式一致或者快照的数

量足以捕获该行为模式时，性能往往更好 . 然而，过于

冗余的信息并不能进一步促进对齐，还可能引入噪声，

导致性能的下降 .

嵌入维度的影响嵌入维度的影响 . 合适的嵌入维度对结果也有着

不可或缺的影响 . 本文将维度从 10升至 300，并在图 10
中展示了 Precision 和 MAP. COSNET在本图中没有被

列出，因为其是在不对用户进行嵌入表示的情况下实

现的对齐 . 当维度较低时，每种方法对这两种度量的性

能都是不理想的，并且随着维度的增加而趋于上升 . 当
维度超过某个阈值时，性能开始下降 . 然而，其中Deep⁃
DSA始终优于所有对比方法 .

结构结构、、属属性和时间的影响性和时间的影响 . 图 11展示了结构、属性

和时间 3个方面对用户嵌入和用户对齐产生的影响 .

图8 TF数据集不同训练率η下的实验结果

图9 TF数据集不同快照设置下的实验结果
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DeepDSA模型的输入包含n个切片以及各个切片的结构

特征和属性特征，本文略微修改模型，分别去除模型输

入中的结构信息、属性信息以及时间信息（不按照时间

进行切片），得到的结果如图11所示 . 可以发现，包含结

构、属性和时间信息的模型表现最好，没有属性信息的模

型次之，没有时间信息的模型表现中等，没有结构信息的

模型表现最差 . 这同样也暗合了图6中各方法的实验结

果，DNA没有属性信息，其表现次于DeepDSA；MASTER
和COSNET没有时间信息，其表现中等；IONE和PALE只
有结构信息，表现较差；ULINK只有属性信息，表现最差 .

5 结论

本文同时利用结构信息和属性信息解决动态社

交网络对齐问题 . 事实上，社交网络中的动态性蕴含

了一种有很强判别性的模式，这对实现网络对齐大

有裨益 . 然而，在网络中揭示这种动态模式是一个巨

大的挑战 . 为了填补这一研究上的空白，本文设计了

DeepDSA方法来模拟社交网络中的丰富动态性，利用

结构和属性信息来实现网络对齐 . 具体来说，在

DeepDSA方法中，为了捕捉网络的动态特性，本文设

计了一个深度神经模型来嵌入和融合结构动态性和

属性动态性，以获得更精确的网络表示 . 为了缓解网

络间普遍存在的差异性，本文学习了一个由少量监督

信息引导的空间变换，在目标子空间中属于同一自然

人的账号彼此临近 . 本文在真实的数据集上进行了大

量的实验，实验结果表明DeepDSA明显优于现有的对齐

方法 .
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