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基于流式分析的大规模网络重叠社区发现算法

李 辉，张建朋，陈福才
（信息工程大学信息技术研究所，河南郑州 450002）

摘 要： 为了提高在大规模网络中发现社区的效率，提出一种基于流式分析的大规模网络重叠社区发现算法

（Streaming-based Overlapping Community Detection algorithm，SOCD）. 算法对网络中的边进行流式处理，每次只处理一

条边且每条边仅被处理一次 . 根据节点的度、节点对社区的贡献度以及节点移动前后社区间连边数量的变化等信息

对节点进行划分 . 在人工合成网络和真实大规模网络上的一系列实验表明，SOCD算法在时间消耗和内存占用上具有

较大的优势，比传统方法快 10倍以上，且具有较强的鲁棒性，能够在线性时间和空间复杂度下高效、准确地挖掘网络

中的重叠社区结构 .
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A Streaming-Based Overlapping Community Detection Algorithm in
Large-Scale Network

LI Hui，ZHANG Jian-peng，CHEN Fu-cai
（Institute of Information Technology，Information Engineering University，Zhengzhou，Henan 450002，China）

Abstract： To improve the efficiency of community detection in large-scale network, a sstreaming-based overlapping
community detection algorithm(SOCD) is proposed. SOCD processes the edges in a streaming fashion and handles one
edge at a time, and each edge is processed only once. The algorithm discovers the community based on the degree of node,
the contribution of node to the community, and the change of the number of connected edges between communities. Exten⁃
sive experiments on synthetic networks and real large-scale networks show that SOCD has great advantages in time con⁃
sumptions and memory footprints. It is more than 10 times faster than traditional methods and has strong robustness. It can ef⁃
ficiently and accurately mine the overlapping community structures in the network under linear time and space complexity.

Key words： community detection；overlapping community；large-scale network；streaming analysis；node contri⁃
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1 引言

复杂网络普遍存在于物理自然世界和人类社会之

中，近些年来受到了人们的广泛关注 . 复杂网络可以将

各个领域的实体以及实体之间的关系进行抽象 . 复杂

网络虽然形态各异，但仍然表现出高度的有序性和组

织性，呈现出明显的社区结构 . 一个良好的社区应该具

有内部连接紧密、外部连接稀疏的特性 . 利用网络拓扑

中所蕴含的信息从网络中发现模块化的结构则被称为

社区发现，也被称为图聚类或社区检测 . 社区发现对复

杂网络的拓扑分析、功能分析和行为预测具有重要的

理论意义和实践价值 . 早期的社区发现算法主要将节

点划分到单个社区 . 然而，真实网络中的社区经常相互

重叠，一个节点可以属于多个社区，这些重叠节点对信

息的传播和网络的演化具有重要价值［1］. 一方面，重叠

节点具有“多面性”，对重叠节点的挖掘有利于更全面

地了解节点的特性 . 另一方面，重叠节点是社区间的桥

梁，对社区间的交互和社区演化能够发挥关键作用 . 因
此，识别出这些重叠社区对理解真实网络的结构和功

能具有重要意义 .
近些年来，众多社区发现算法相继被提出来解决
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各个领域的实际问题，如基于模块度优化［2］、基于局部

扩展［3，4］、基于图表示学习［5］等算法 . 然而，随着互联网

的发展，网络的规模越来越大，已有的很多算法在计算

时间和内存消耗上都无法对如此规模巨大的网络进行

处理 . 目前，解决网络数据规模过大问题主要有 2种思

路 . 一是采用并行算法［6，7］，利用多个集群来加速运算，

将原有的一些经典算法进行改进以适应分布式运算，

但这种方法需要大量的计算资源 . 二是基于流式分

析［8，9］，核心思想是以流的方法对网络中的边进行单遍

扫描处理，每条边只需处理一次，不需要一次性将整个

网络读入内存，时间复杂度和空间复杂度都较低，适

用于处理大规模网络 . 然而，文献［8］所提算法需要

先验信息，使得算法实用性不高 . 文献［9］利用的网

络结构信息较少，算法精度有待进一步提升，且不支

持重叠社区的检测 . 为了解决上述存在的问题，本文提

出一种基于流式分析的大规模网络重叠社区发现算法

（Streaming-based Overlapping Community Detection algo⁃
rithm，SOCD）. 本文主要贡献包括：

（1）算法通过对网络中的每条边进行单遍扫描处

理，每条边仅被处理一次，拥有线性的时间和空间复杂

度，无需任何先验信息，能够快速地挖掘出大规模网络中

隐藏的社区结构，并且可以识别出网络中的重叠社区；

（2）算法引入节点的贡献度来衡量节点与社区之间

的紧密程度，并且与节点移动前后社区之间的连边数量

等信息共同指导节点的划分，提高了社区划分的精度；

（3）在人工合成网络以及 6个大规模真实网络上的

实验结果表明了 SOCD算法的高效性和鲁棒性，SOCD
算法在运算时间上具有较大的优势，相较于非流式算

法，SOCD算法要快 10倍以上，并且在大规模网络上能

够取得近似甚至更好的社区划分精度 .
2 相关工作

随着社交网络、物联网的兴起，网络的规模呈爆炸

式增长，已有的许多算法无法有效处理这些规模庞大

的网络 . 近些年，一种新的解决方案被提出用来解决网

络规模过大的问题，即以流的方式对网络进行处理 . 基
于流式方法的核心思想是对网络中的边进行单遍扫描

处理［10］，无需一次性将整个网络读入内存，拥有较低的

时间和空间复杂度，能够提升在大规模网络中挖掘社

区的效率 . Yun等人［11］提出了一种空间消耗随网络线

性增长的算法来解决内存限制的问题 . 该算法首先构

建网络的邻接矩阵，然后顺序读取邻接矩阵的列向量

进行处理，通过对邻接矩阵的部分信息进行局部谱聚

类，从而对节点进行划分 . 算法无需一次性处理整个邻

接矩阵，只需顺序的读取邻接矩阵的列向量进行运算

即可 . 算法所需内存小，但需要提前构建网络的邻接矩

阵且较为耗时 . Liakos等人［8］提出了基于种子集扩展的

流式社区发现算法 . 算法通过流的方式读取网络中的

每条边并进行处理，在时间窗口内，通过种子向外扩

张，然后对社区进行剪枝以保证社区的质量，并且能够

自动确定社区的大小 . 算法具有较高的计算效率，通过

特殊的数据结构，所需空间与网络规模成正比 . 但是算

法需要提前指定社区的个数，这使得实用性大大降低 .
Hollocou等人［9］提出了线性流式的社区发现算法 . 算法

基于社区内边的数量要远大于社区之间边的数量的特

性，认为在网络中随机的选取一条边，这条边是社区内

的边的概率要远大于是社区间边的概率 . 因此，当网络

中的边以随机的顺序到达，算法根据边到达的先后顺

序以及节点的度信息来判定是社区内的边还是社区间

的边 . 算法以流的方式处理每一条边且每条边只处理

一次，可以快速处理大规模网络并且所需内存小 . 但算

法仅通过节点度大小来判断节点的移动，处理规则过

于简单，会造成很多错误的移动，并且该算法只能挖掘

出非重叠社区 .
针对以上流式算法存在的问题，本文提出了一种基

于流式分析的大规模网络重叠社区发现算法（SOCD）.
算法在2个方面进行优化以解决上述问题 . 一是保证算

法在具有线性计算复杂度的情况下利用更多的信息对

每条边进行处理，提高社区划分的质量 . 二是将其扩展

到重叠社区领域以挖掘出真实网络中存在的大量重叠

社区结构 . 本文定义了节点的贡献度来量化节点与社区

的紧密程度，并且与节点的度信息以及节点移动前后社

区之间连边数量的变化信息来对每条边进行处理，更加

合理地对节点进行划分，提高社区划分的精度 . 同时，算

法可以根据节点信息识别出网络中的重叠节点 .
3 算法描述

3. 1 相关定义

节点的贡献度 . 节点 v对社区C的贡献度定义为

Conv
C =

|| N v
C

|| N ( )v
（1）

其中，| N v
C |表示节点 v 的邻居节点在社区 C中的数量，

| N (v) |表示节点 v的邻居节点数量 . Conv
C越大，表示节点

v 对社区 C的贡献值越大，节点 v 与社区 C的联系越

紧密 .
给定网络 G (VE )，V 是网络中的节点集，EÍV ´V

代表网络中的边集，N = |V |表示网络中节点的数量，M =
| E |表示边的数量 . 假定AÎVBÎV，给出以下定义：

e ( A) = {(uv) Î E：uÍ A or vÍ A} （2）
e ( AB) = {(uv) Î E：uÍ A and vÍ B} （3）

-
A = V\A （4）
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由以上定义可知 e(AA)Í e(A).
假定CÌ V为要挖掘的社区，随机不重复地从网络

中选取边，定义从 e (C ) 中最先选取的 k 条边属于

e (CC )为事件 Intrak(C )，则此事件的概率为

P [ Intrak(C ) ] =∏
l = 0

k - 1 || e ( )CC - l

|| e ( )C - l
=∏

l = 0

k - 1

( )1 - ϕl( )C （5）
其中

ϕl(C ) = || e ( )CC̄

|| e ( )CC + || e ( )CC̄ - l
（6）

当 l 较小时，ϕl(C )非常接近社区 C的连通度（con⁃
ductance）ϕ (C )，

φ (C ) = || e ( )CC̄

|| e ( )CC + || e ( )CC̄
（7）

根据社区的性质，一个良好的社区应该内部连接

紧密，外部连接稀疏，具有较低的连通度 . 因此，当C为

一个良好的社区时，l取较小值，则最先选择的 k条边有

更大概率是社区内的边 .
3. 2 基于流式分析的大规模网络重叠社区发现

算法

算法在处理每一条边 e = (uv)时，如果两端的节点

在一个社区之内，则对此条边不做处理 . 如果两端节点

位于不同社区，则需要对两端节点的社区归属重新判

定 . 在文献［9］中，根据 du 和 dv 是否小于阈值D来进行

判定 . 如果 du 或 dv 大于给定的阈值D，算法认为节点 u
或 v在之前已被处理过多次，大概率是社区间的边，则

不做处理；否则，将度小的节点移动到度大的节点所在

的社区 . 在实验中发现，仅利用节点的度信息来判断节

点的社区归属会造成一些错误 . 这样的判定准则太过

简单，利用的信息太少，会在节点移动的过程中使移动

方向发生错误，造成节点 u本应该从社区A移动到社区

B，但实际却是节点 v从社区B移动到了社区 A. 这个错

误的移动不仅损害了两个社区的质量，还会对后续节

点的划分造成错误累计，从而使得整个网络的社区划

分精度不高 . 发生这种问题的主要原因在于仅利用节

点的度信息无法准确衡量节点与社区之间的紧密程

度，无法准确判断移动方向 . 基于以上问题，本文定义

节点贡献度来衡量节点与社区的紧密程度 . 由贡献度

定义可知，节点 u在社区C中的邻居节点越多，则节点 u
与社区C的联系越紧密，对社区的贡献度也越大，有着

更大的概率被划分到社区C中 . 因此，在判断节点移动

方向时不仅需要考虑节点的度信息，还需要考虑节点

对每个社区的贡献度大小 . 由社区的特性可知，一个社

区内部连接越紧密，外部连接越稀疏，则社区的质量越

高 . 节点在移动的过程中会造成两个社区间连边的数

量的变化，为了提高发现社区的质量，期望节点移动后

社区之间的连边数量变少 . 综上所述，在判断节点的移

动方向时，需要将节点的度、节点对每个社区的贡献度

以及移动前后社区之间连边数量的变化等信息考虑在

内 . 这样可以更加精细地对节点进行划分，降低节点划

分的错误率 .
如图 1所示，当一条新的连边（2，4）到达时，若仅根

据节点度信息来移动，则节点 2应该移动到节点 4所
在的社区 . 但是很显然，这破坏了社区 D的结构，而

且使得社区 D和社区 C之间的连边增多 . 这是因为，

虽然节点 4的度比节点 2的度大，但是节点 2的邻居

节点都在社区 D内部，而节点 4的邻居节点只有 1个
在社区C，节点 2与社区D的紧密程度要大于节点 4与
社区C之间的紧密程度 . 为了解决上述问题，本文采用

度信息来判断节点是否需要移动，用节点对社区的贡献

度以及移动前后社区间的连边数量变化来判断节点的

移动方向 .

本文所提 SOCD算法的处理过程如算法 1所示 . 算
法的输入为网络的边的序列以及阈值D，在实验中阈值

D取网络中节点度的众数，阈值D的选取会在后续内容

进行探讨 . 为了能够随机读取网络中的边，首先将网络

中边的顺序打乱，并对所有节点进行初始化 . 当读取一

条新的边 e = (uv)时，节点 u和 v的度增加 1. 如果其中

一个节点的度为 1，则将其加入到另一个节点所在的社

区；如果都为 1，则将两个节点划分到一个社区，这样可

以避免孤立节点的小社区 . 如果 du 和 dv 都小于或等于

D，则需要考虑节点是否为重叠节点以及节点是否需要

移动并判断移动方向 . 此处需要衡量两个指标：一是节

点对每个社区的贡献度，节点对社区的贡献度越大，节

点与社区之间的联系越紧密，在移动时应将贡献度小

的节点移动到贡献度大的节点所在的社区；二是节点

移动前后两个社区之间连边数量的变化，连边数量越

少，社区的质量越高，因此应该使移动后社区之间的连

边数量比移动前社区间的连边数量少 . 根据这两个指

图1 一条新边到来时的处理示意图
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标，对每一条新来的边进行节点划分 .
首先计算节点 u和 v 对各自社区的贡献度，若

Conu
C >Conv

C，根据贡献度指标应将节点 v移动到节点 u
所在的社区，但还需要考虑移动前后社区之间连边数

量的变化 . 定义节点移动后社区间连边数量与移动前

社区间连边数量的差值为DN. 如果DN < 0，说明此移动

方向使两个社区之间的连边数量变少，让两个指标都

得到了优化，提升了社区的质量 . 如果 DN > 0，则说明

节点 v有较多邻居节点在其他社区 . 根据社区的性质，

节点v大概率是一个重叠节点，因此把节点v作为重叠节

点并加入到 u所在的社区 . 如果Conu
C =Conv

C，若移动前

后DN < 0，使社区间的连边数量变少，则说明也是一个正

向的移动；若DN = 0，那么移动前后对两个目标都没有得

到优化，因此不做任何处理 . 由以上的判断准则，可以对

网络中的每一条边进行处理并对节点进行划分 .
3. 3 复杂度分析

SOCD算法的运算时间主要包括三部分 . 第一部分

计算阈值D，阈值D为网络中节点度的众数，只需要将

所有的边扫描一遍，时间复杂度为O（M）；第二部分是

将网络中边的顺序随机化，复杂度为O（M）；第三部分

是算法的核心处理过程，算法流式的对每一条边进行

处理，时间复杂度为O（M）. 因此，SOCD算法总的时间

复杂度为O（M）. 相较于其他算法，SOCD降低了时间复

杂度，能够快速处理大规模网络 . 算法对每条边进行处

理时，仅需比较节点的度、节点对社区的贡献度以及节

点移动前后社区间连边数量的变化，这些信息计算简

单，可以非常快速地完成 . 这使得算法可以在极短的时

间内对每条边进行处理 . SOCD算法的运行时间与边的

数量成线性关系，随着网络规模的持续增长，算法仍能

快速地对其进行处理 .
对于算法的空间复杂度，计算节点度的众数时需

要大小为 n的数组，复杂度为O（N）；算法在处理每一条

边时，需要存储每个节点当前的度数，复杂度为O（N）；

需要存储节点当前所在社区的编号，复杂度为O（N）；

需要存储节点对当前所在社区的社区贡献度，复杂度

为 O（N）；还需要存储每个社区内的边，复杂度为 O
（M）. 因此，SOCD算法总的空间复杂度为O（N+M），表

明了算法拥有线性的空间复杂度 .
4 实验评估

为了验证本文所提 SOCD算法的有效性和高效性，

分别采用不同规模的人工合成网络以及真实世界的大

规模网络来进行实验，并与其他几种高效算法进行对

比实验 . 实验环境为：Ubuntu16.04操作系统，Intel（R）
Xeon（R）CPU E5-2620 v4 @ 2.10 GHz，128 GB内存的

服务器，算法实现为Python 3.6.

4. 1 对比算法

为了评估本文提出算法的性能，将本文算法与其

他 6种高效算法进行了对比，其中既有非重叠社区算法

也有重叠社区算法，既有流式算法也有非流式算法 .
4. 1. 1 非重叠社区发现算法

Louvain［2］：基于模块度优化的高效算法 .
4. 1. 2 重叠社区发现算法

CoEuS［8］：基于流式的局部扩展社区发现算法 .
BigClam［12］：基于非负矩阵分解的重叠社区发现

算法 .
OCSC（Overlap Compact Structure Community detec⁃

tion algorithm）［13］：基于结构紧密性的重叠社区发现算

法，可分布式并行处理大规模网络 .
CommunityGAN［14］：基于生成对抗网络的社区发现

算法，通过模体级（motif-level）生成器和判别器之间的

竞争，迭代地对学习到的向量进行优化并输出最终的

社区结构 .
LCDNN（Local Community Detection algorithm based

on NGC Nodes）［4］：基于节点中心性的社区发现算法，通

过局部扩展来挖掘网络中的重叠社区 .

算法算法1 基于流式分析的大规模网络重叠社区发现算法基于流式分析的大规模网络重叠社区发现算法(SOCD)

输入输入:网络中边的序列 e ={e1 e2 em },阈值D

输出输出:社区集合C ={C1 C2 Cn }

1. 随机打乱网络中边的顺序

2. FOR all nodes i=1,2,…,n, di = 0, ci = i AND Con i
c = 0

3. FOR j=1,…,|E| DO
4. (u,v)=jth edge of E
5. du = du + 1 AND dv = dv + 1

6. IF du = 1 THEN Cv ¬Cu

7. END IF
8. ELSE IF dv = 1 THEN Cu ¬Cv

9. END IF
10. ELSE IF du ≤D AND dv ≤D THEN
11. 计算DN

12. IF Conu
C >Conv

C AND DN ≤ 0 THEN Cu ¬Cv

13. END IF
14. IF Conu

C >Conv
C AND DN > 0 THEN

15. 节点 v 是重叠的节点,并将 v 添加到社区Cu

16. END IF
17. IF Conu

C =Conv
C AND DN = 0 THEN

18. PASS
19. END IF
20. IF Conu

C =Conv
C AND DN < 0 THEN Cu ¬Cv

21. END IF
22. END IF
23. END FOR
24. RETURN C
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4. 2 数据集

为了评估算法的性能，分别将 7种算法在人工合成

网络以及真实网络上进行对比实验 .
4. 2. 1 人工合成网络

采用 LRF-benchmark基准程序［15］生成两组人工合

成网络D1和D2. D1用来测试算法在不同规模网络数

据集下的性能，详细参数如表 1所示 . 其中，N表示网络

的节点数，k表示网络的平均度，on表示网络中重叠节

点的比例，μ表示混淆系数，μ越小说明网络的社区结构

越明显 . D2为了验证 SOCD算法的鲁棒性，生成了不同

混淆系数下的网络，其中N=100 000，k=20，μ为0.1~0.7.

4. 2. 2 真实网络

使用斯坦福大学社交网络分析项目（Stanford Net⁃
work Analysis Platform，SNAP）提供的 6个公开的真实网

络对算法进行实验评估，这些网络包括商品共同购买

网络（Amazon）、科研协作网络（DBLP）以及社交网络

（YouTube，LiveJournal，Orkut，Friendster）. 这些网络的

规模从三十万节点到六千万节点，从一百万条边到 2亿
条边，每一个网络都带有节点真实的社区标签 . 这些大

规模且带有标签的数据集可以很好地测试算法的性

能，网络的特征如表2所示 .

4. 3 评价指标

由于上述网络节点的社区标签已知，因此采用有

监督的 2个评价指标平均 F1-Score和扩展的归一化互

信息ENMI来评估算法性能 .
F1-Score通常用来评价分类结果的好坏 . 它综合

考虑了精确率（precision）和召回率（recall），可以用来衡

量检测到的社区与真实社区之间的差异 . 给定一个检

测到的社区Cf和真实社区Ct，F1-Score定义如下：

F1(Cf Ct ) = 2
Precision ( )Cf Ct ´Recall ( )Cf Ct

Precision ( )Cf Ct +Recall ( )Cf Ct

（8）
其中，

Precision (Cf Ct ) = ||Cf ÇCt

Cf

（9）

Recall (Cf Ct ) = ||Cf ÇCt

Ct

（10）
社 区 发 现 算 法 将 网 络 划 分 为 K 个 社 区 ，其

中 ，Cf = {C1 C2 CK}，真 实 的 社 区 划 分 Ct =

{C1 C2 CL}，定义算法划分社区的F1-Score为
F1(Cf Ct ) = 1

K∑k = 1

K

max
1 ≤ l ≤ L

F1( )Ck Cl （11）
平均F1-Score为
-
F1 (Cf Ct ) = 1

2
F1(Cf Ct ) + 1

2
F1(Ct Cf ) （12）

平均F1-Score越大，说明算法的精度越高，检测到

的社区与真实社区越相近 .
ENMI是基于信息熵的评价指标，用于量化 2个社

区之间的相似程度 . 取值［0，1］，ENMI越大，表示发现

的社区与真实社区越接近 .
4. 4 实验结果

4. 4. 1 人工合成网络实验结果

图 2展示了 SOCD算法和其他 6种算法在不同规模

合成网络上的实验结果，其中 BigClam和 Community⁃
GAN算法计算复杂度较高，在节点为 100万的网络上

12小时内未运算出结果 . 通过图 2可以发现，随着网络

规模的增加，算法的准确度呈下降趋势 . 在网络规模从

1 000增加到10 000时，准确度只是稍微下降，当规模增

加到十万甚至一百万时，准确度有一个明显的下降 . 这
个结果与文献［16］的结论一致，算法的精度随着混淆

系数以及网络规模的增大而下降 . 这主要是由于使用

的LFR基准图参数会造成分辨率极限和视野极限从而

造成性能下降 . 从图中还可以看出，在网络规模较小

时，SOCD算法的平均F1-Score值要比传统的方法精度

低，但两者相差并不悬殊 . 随着网络规模逐渐增大，

SOCD算法的平均F1-Score和传统的方法较为接近；这

表明在大规模网络上，相较于传统算法，SOCD算法能

取得近似的结果 .
图 3展示了 SOCD算法在不同混淆系数下的实验

结果，由图中可以看出，随着混淆系数 μ不断增大，网络

的社区结构愈发的不明显，SOCD的精度在下降 . 当 μ <

0.4时，算法精度缓慢下降，当 μ > 0.4时，算法精度才开

始有一个较大的下降；这说明了 SOCD算法具有较强的

鲁棒性 . 综上，通过在合成网络上进行的一系列实验，

表1 人工合成网络D1参数

N

1 000
10 000
100 000
1 000 000

k

15
15
15
15

on
0.1
0.1
0.1
0.1

μ

0.1
0.1
0.1
0.1

表2 6个大规模真实网络的特征

数据集

Amazon
DBLP
YouTube
LiveJournal
Orkut

Friendster

节点数

334 863
317 080
1 134 890
3 997 962
3 072 441
65 608 366

连边数

925 872
1 049 866
2 987 624
34 681 189
117 185 083
1 806 067 135

平均

度

5.52
6.62
5.26
17.34
76.28
55.06

平均集

聚系数

0.396 7
0.632 4
0.080 8
0.284 3
0.166 6
0.162 3

社区数

75 149
13 477
8 385

287 512
6 288 363
957 154
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证明了SOCD算法的有效性和鲁棒性 .

4. 4. 2 真实网络上的实验结果

表 3列出了 SOCD算法和其他算法在 6个大规模真

实网络上运行的时间，表格中标“—”的数据对应执行

时间超过 12小时未返回结果的算法 . 由表可知，SOCD
算法处理 100万条边只需要 18 s，处理 1.8亿条边大约

需要 7个小时，这是非常高效的 . 当网络规模到达一定

程度时，常规的方法就无法在有限的时间内返回结果，

而本文算法可以很快速地将这些大规模网络进行处

理，挖掘出其中的社区，这说明了本文算法在处理大规

模网络时具有巨大的时间优势 . 而基于流式的局部扩

展算法 CoEuS只在前 4个数据集上运算出结果，无法

在 12个小时内在剩下的大规模网络中返回结果，这主

要因为CoEuS的时间复杂度与社区个数以及连边数量

成正比 . 表 2中 6个数据集的社区个数和连边数量相

差较大，特别是 Orkut数据集的社区个数以及 Friend⁃
ster数据集的连边数量都远大于其他数据集，导致

CoEuS没能在规定时间返回结果 . 但相较于非流式的

局部扩展算法 LCDNN，采用流式的 CoEuS算法极大地

提升了运算速度，这表明了以流的方式对网络进行处

理的高效性 .
图 4显示了 7种算法在不同边的规模下的运行时

间 . 由图中可知，SOCD算法运行时间至少比非流式方

法快一个数量级，且与边的规模成线性关系 . 这是因为

SOCD算法降低了时间复杂度，所以计算速度能够有数

量级的提升 .

图 5和图 6分别展示了 SOCD算法和其他算法在 6
个真实大规模网络上社区划分的平均 F1-Score和
ENMI. 从图中可以看出，在Amazon数据集上，Commu⁃
nityGAN算法有着最好的实验效果，这是因为Communi⁃

tyGAN利用生成对抗网络能够更好地提取网络的特征，

但是模型预训练和训练时间较长，没办法处理较大规模

的网络 . 当网络的规模增大到1亿条边时，就只有SOCD
算法和并行算法OCSC能够在有限的时间内返回结果 .

图2 不同规模的合成网络上的准确度比较

图3 不同μ值下SOCD算法的精度

图4 不同边规模下算法的运行时间

表3 算法在大规模真实网络上的运行时间

网络

Amazon
DBLP
YouTube
LiveJournal
Orkut

Friendster

SOCD
16.8 s
18.3 s
49.2 s
10.0 min
33.0 min
7.2 h

OCSC
2.1 min
2.5 min
7.9 min
1.3 h
4.1 h
—

Louvain
2.5 min
4.7 min
10.8 min
3.6 h
—

—

CoEuS
2.8 min
33.4 s
2.5 min
6.4 h
—

—

LCDNN
19.8 min
26.2 min
1.2 h
—

—

—

BigClam
47.6 min
1.0 h
—

—

—

—

CommunityGAN
2.2 h
3.1 h
—

—

—

—
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并行算法OCSC设置了 8个集群，但在 12个小时内仍然

没能成功处理Friendster数据集，这是因为分布式算法对

效率的提升是有限的，当集群规模到达一定数量时，继

续增加集群数量也无法提升效率，而 SOCD算法可以高

效的挖掘出Friendster网络中的社区结构 . 从图中还可

以发现，SOCD算法在YouTube，LiveJournal以及Orkut数
据集上与分布式算法OCSC的准确率较为接近，在You⁃
Tube，LiveJournal数据集上还要优于Louvain算法 . 而基

于流式的局部算法CoEuS在大幅提高运算效率的情况

下还可以取得与OCSC和LCDNN近似的结果，这都说明

了对大规模网络进行流式处理的巨大优势 . 综上所述，

基于流式分析的SOCD算法具有线性的时间复杂度，在

处理大规模网络上具有很大的时间优势，并且能够和

非流式算法获得近似甚至更优的社区划分结果 .

4. 5 参数D敏感性分析

在处理每一条边的过程中，根据阈值D来决定节

点是否需要移动 . 当 D较小时，会将大社区划分为多

个小社区，极端情况D=1时，每个社区仅包含 2个节点；

当D太大时，算法对社区间的边不敏感，会造成挖掘出

的社区质量下降 . 因此，D与网络中的度分布有着很大

的关系，可以考虑从以下几个选项来选择此参数 .
平均度：D = d_avg，网络中节点度的平均值，在实

验中四舍五入取整 .
中位度：D = d_med，网络中节点度的中位数 .
众数度：D = d_ mod e，网络中节点度的众数 .
定 义 Q (D) =

F1( )D

max ( )F1( )D'
为 参 数 对 应 社 区

的 相 对 质 量 比 ，其 中 D = {d_avgd_medd_ mod e}，
max F1(D') =max ( )F1( )d_avg F1( )d_med F1( )d_ mod e .

在 2个真实网络以及 2个合成网络上的实验结果

如图 7所示，由图中可知，除了在N=100 000网络上众

数度对应的社区质量不是最高，在其他网络上都是最

优 . 因此，选择网络中节点度的众数作为阈值D可以获

得更优的结果 .

5 结束语

针对网络数据规模庞大的问题，本文提出了一种基

于流式分析的大规模网络重叠社区发现算法（SOCD）.
该算法定义了节点对社区的贡献度来量化节点与社区

之间的紧密程度，并利用社区间的连边数量等信息来共

同指导节点的划分 . 算法拥有线性的时间和空间复杂

度，能够快速地挖掘出大规模网络中隐藏的社区结构 .
在合成网络和真实网络上的实验结果表明了SOCD算法

具有较强的鲁棒性和较高的运算效率，并且能够挖掘出

网络中的重叠社区 . 相较于非流式算法，SOCD要快 10
倍以上，这是由于算法降低了时间复杂度，运算时间与

边的规模成线性关系，所以能够处理大规模甚至超大规

模的网络；并且 SOCD算法可以和非流式算法获得相近

甚至更优的社区划分 . 可以看到，网络的规模越大，

SOCD算法的优势就越显著 .

图5 算法在真实网络上的平均F1-Score

图6 算法在真实网络上的ENMI

图7 D的不同选择对应的相对质量Q
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