
第 10期
2022年10月

电 子 学 报
ACTA ELECTRONICA SINICA

Vol. 50 No.10
Oct. 2022

基于自适应层信息熵的卷积神经网络压缩

魏钰轩，陈 莹
（江南大学轻工过程先进控制教育部重点实验室，江苏无锡 214122）

摘 要： 网络剪枝是一种有效的卷积神经网络压缩方法 . 多数现有压缩方法因迭代剪枝了“不重要”的网络结

构，一方面破坏了网络结构的信息整体性，另一方面其迭代操作耗费了大量的计算资源与时间 . 为了解决上述问题，

论文从网络结构全局考虑，提出基于自适应层信息熵的卷积神经网络压缩方法 . 首先，在获取压缩网络结构的过程

中，本文设计了一种端到端的结构化网络剪枝方案，将卷积层看作一个整体，利用层信息熵之间的关联性直接确定各

卷积层过滤器的保留率，避免迭代剪枝训练造成的信息损失 . 其次，对剪裁后的网络进行重训练时，综合考虑压缩过

程中使用的层信息熵指标，通过对卷积层与批归一化（Batch Normalization，BN）层进行自适应联合嫁接，让网络学习到

更多的信息，提升网络性能 . 针对 3种主流网络在不同的数据集上进行了实验，验证了所提方法的有效性与优越性 .
例如在CIFAR-10上，针对ResNet-56，相比于基线网络，在计算量压缩 36.2%的情况下，本文方法准确率提升了 1%；针

对ResNet-110，在计算量压缩 52.4%的情况下，本文方法准确率提升了 1.42%；针对轻量型网络MobileNetV2，在计算量

压缩55.2%的情况下，本文方法准确率提升了1.29%.
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Abstract： Network pruning has proven to be an effective approach to compress convolutional neural network
(CNN). However, most existing CNN compression methods iteratively prune the "least important" filters, which not only de⁃
stroys the information integrity of network structures, but also results in significant computation cost due to the iterative op⁃
eration. To solve the problems, a convolutional neural network compression method based on adaptive layer entropy(ALE)
is proposed, considering a global network structure. Firstly, an end-to-end network pruning strategy is designed, in which
the retention rate of each convolutional layer filter is directly determined based on the entropy correlation between layers.
The pruning strategy takes the convolutional layer as a whole, which decreases the information loss and computation cost of
iterative pruning. Then, an adaptive joint grafting method, in which both convolutional and batch normalization(BN) layers
are considered, is presented for the pruned network retraining to learn more information from the network. The layer entro⁃
pies used in the compression are also utilized for the grafting. Experiments are conducted on different benchmarks and three
popular networks, which demonstrate the efficiency and superiority of the proposed ALE over other methods. For the exper⁃
iments on CIFAR-10, ALE achieves 36.2%, 52.4% and 55.2% pruned rate in FLOPs for ResNet-56, ResNet-110 and Mo⁃
bileNetV2 while with increase of 1%, 1.42%, 1.29% accuracy respectively.
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1 引言

机器学习模型的复杂度与其学习能力息息相关 .
为了在目标分类、检测与识别任务中取得更突出的表

现［1~3］，常采用更深更宽的卷积神经网络（Convolutional
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Neural Network，CNN）. 然而，这些方法急剧增加了网络

的计算量和参数量，同时，由于移动嵌入式设备计算能

力有限、存储不足，这些CNN模型很难部署在嵌入式设

备上 . 为了解决这一问题，将 CNN模型压缩受到了人

们的广泛关注 .
模型压缩方法主要分为以下几种：网络剪枝［4］、参

数量化［5］、知识蒸馏［6］、低秩分解［7］以及紧凑型网络设

计［8］. 网络剪枝因具有以下 2个优点而获得了广泛关

注：（1）网络剪枝与低秩分解、参数量化等其他模型

压缩方法正交，可以综合使用从而获得更好的表现；

（2）网络剪枝可以被应用于任何复杂的卷积神经网络

结构，包括 residual block［9］，inception module［10］等 .
网络剪枝分为非结构化剪枝与结构化剪枝 . 非结

构化剪枝又称为细粒度剪枝，通过剪枝网络的神经元

来压缩网络，剪枝某个神经元就是将该神经元的值设

置为 0，本质上是一种稀疏化的过程 . 这种方法可以通

过稀疏化存储方式减少内存占用，压缩网络存储体积，

但没有减少计算量 . 同时，这种剪枝方式会导致不规则

的内存访问，对网络的在线推理效率产生负面影响，需

要特殊的软硬件进行加速 . 例如，Miguel等［11］将剪枝权

重后最小化损失问题转化为优化问题 . Han等［12］将权

重绝对值大小作为剪枝不重要权重的指标 .
结构化剪枝是一种移除网络中整个冗余特征图或

过滤器的网络剪枝方法，剪枝后的网络受到各种离线

深度学习平台的支持 . 尽管相对于非结构化剪枝，结构

化剪枝压缩率较低，但结构化剪枝可以降低模型在设

备上的内存占用，减少网络的计算量，加速网络推理 .
根据是否依赖训练数据，结构化剪枝方法分为数据依

赖型和数据独立型 2种 . 数据依赖型需要使用训练数

据来选择哪些过滤器进行剪枝 . 例如，Wen等［13］提出组

稀疏化的概念，将 l21正则化作用于过滤器，训练生成带

类别标签的稀疏化网络；Luo等［14］利用网络下一层的统

计信息来指导过滤器剪枝；Wang等［15］采用特征图空间

聚类的方法来剪枝每个卷积层的特征图和过滤器 . 数
据独立型的剪枝不依赖网络训练数据 . 例如，Li等［16］采
用权重绝对值的方法来衡量网络结构的重要性，然后

采用贪心算法移除权重绝对值小的部分；Ye等［17］利用

BN层的缩放输出强迫网络更加稀疏；Zhuo等［18］对过滤

器进行谱聚类来挑选冗余过滤器 .
上面提到的这些方法通常采用多步优化、逐层迭

代剪枝的方案，再通过大量重训练恢复网络精度 . 寻找

最佳网络结构时，逐层剪枝与训练，低效耗时 . Ye等［17］

重新思考了“Smaller-Norm-Less-Important（SNLI）”准则

在通道剪枝中使用的必要性，认为不使用该准则也能

获得好的结果 . He等［19］指出SNLI准则的使用存在诸多

局限 . Liu等［20］认为，网络结构决定网络性能 . 利用逐

层迭代剪枝方式，没有考虑到被剪枝网络层与层结构

的整体性和网络全局信息的关联性，使得压缩后的网

络结构通常是次优的方案，即使经过大量的重训练也

无法获得更好的表现 . 近年来，人们研究表明［21~23］，从
网络全局出发，综合考虑网络结构之间的关联性能获

得更好的性能 . Lin等［21］利用生成对抗学习，通过努力

对齐基线网络与生成器网络的输出，每轮训练直接剪

枝整个网络中的冗余结构 . Lin等［22］利用智能群算法寻

找网络最优结构，同样是通过每轮训练寻找全局网络

结构 . 虽然这些端到端迭代方案在每次剪枝过程中考

虑了剪枝后网络各层结构的整体性与关联性，但在获

取第一个剪枝网络结构时，网络各层过滤器被剪枝的

个数是随机的，破坏了原始网络与被剪枝网络相同层

之间的关联性，需要经过少量的重训练来尽量恢复被

剪枝网络不同层之间信息的关联性，然而仅经过少量

的重训练，各结构之间信息关联性重建不够完全，在此

基础上，采用各种优化方法寻求压缩网络结构，会导致

在下一次更新时，形成“次优方案迭代次优方案”. 同
时，不论是逐层迭代剪枝还是端到端迭代剪枝，剪枝过

程与微调过程缺少联系，未能建立二者的联合机制，进

而影响模型压缩表现 .
为了解决迭代剪枝出现的问题，本文提出一种基

于自适应层信息熵（Adaptive Layer Entropy，ALE）的模

型压缩方法，该方法利用层信息熵建立模型剪枝过程

中剪枝与重训练的联系，这是一种不需要迭代剪枝的

端到端结构化剪枝方案：首先，利用预训练模型的层信

息熵直接确定剪枝网络结构，避免迭代剪枝；重训练

时，基于层信息熵建立卷积层与 BN层的联合嫁接机

制，丰富网络信息，获得性能优良的剪枝网络 . ALE适

用于不同的网络结构与网络深度，可以根据不同硬件

限制和压缩需求快速获取满足要求的模型 . 本文的主

要贡献有以下3点：

（1）提出一种基于自适应层信息熵的卷积神经网

络压缩方法，利用层信息熵之间的关联性直接确定各

卷积层过滤器的保留率，避免迭代剪枝训练造成的信

息损失；

（2）利用层信息熵建立模型剪枝过程中剪枝与重

训练的联系，通过对卷积层与批归一化层进行自适应

联合嫁接，增加网络中学习到的信息多样性，提升剪枝

后模型微调的精度；

（3）针对 3种主流卷积神经网络，在 3个标准分类

数据集和 2个行人重识别数据集上进行了实验，均验证

了所提方法的有效性与优越性，尤其是在具有短连接

的网络结构中，如 ResNet与MobileNetV2，均获得了优

异表现 .
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2 网络剪枝总体方案

2. 1 迭代剪枝过程及问题分析

网络剪枝的过程主要包括 2种：逐层迭代剪枝和端

到端迭代剪枝 . 逐层迭代剪枝过程如图 1所示：首先，

训练初始化网络，选取精度最高的模型作为预训练网

络；然后，利用算法逐层衡量网络中各结构的重要性，

裁减掉算法认为该层不重要的部分，剩余的部分形成

新的网络结构，并通过少量重训练恢复剪枝后的网络

精度，每层网络剪枝时通常需要重复多次该步骤，以实

现在尽可能小的精度损失下裁剪更多的网络结构；最

后，将剪枝后网络结构进行大量重训练，恢复网络

精度 .

上述剪枝算法每次只针对网络的某一层进行剪

枝，剪枝整个网络需要耗费大量的计算资源与时间，同

时也没有考虑到网络层与层结构之间的整体性 . 为了

解决这些问题，端到端迭代剪枝方式成为近些年的研

究热点，其过程如图 2所示，该过程最大的创新在于算

法直接将剪枝扩大到全局网络结构，在每次更新网络

结构时，利用各种优化方法同时对所有层的网络结构

进行更新，这种方法考虑了全局网络信息的整体性，在

寻找网络结构的过程中需要耗费的资源相对于逐层迭

代剪枝方案要少一些 .

然而，端到端迭代剪枝方案每次更新网络结构时，

仅通过少量重训练，在尚未重建好网络性能的情况下

使用各种优化方法，极易形成“次优方案迭代次优方

案”的情况 . 不论是逐层迭代剪枝方案还是端到端迭代

剪枝方案，在首次改变网络结构后，均破坏了耗费大量

资源训练得到的预训练模型信息的整体性，在之后的

迭代剪枝过程中，预训练模型的作用微乎其微 . 同时，

在该剪枝方案中，寻找网络结构与微调之间为分离的

2个过程，二者之间缺少联系的纽带，将破坏剪枝方案

在优化过程中的整体性 .
2. 2 ALE总体流程

为了解决上述迭代剪枝出现的问题，本文提出一

种端到端的结构化网络剪枝方案，通过层信息熵直接

获取剪枝后网络结构，再利用层信息熵进行联合嫁接

重训练，建立起模型剪枝过程中剪枝与重训练的联系，

适用于不同的网络结构与网络深度，可以根据不同硬

件限制和压缩需求快速获取满足要求的模型，其整体

架构如图3所示 . ALE方法主要包括以下2部分内容 .
（1）基于层信息熵确定被剪枝的网络结构：利用预

训练网络的模型参数，通过网络层信息熵之间的大小

关系确定各卷积层过滤器个数的保留率，形成被剪枝

的网络 .
（2）基于层信息熵联合嫁接恢复网络精度：对剪枝

后的网络并行重训练，利用层信息熵之间的大小关系，

每轮更新时，将并行训练的网络相同卷积层与 BN层，

通过自适应联合嫁接的方法，提升剪枝后的网络精度 .

该方法利用层信息熵将网络剪枝与重训练联系起

来，剪枝过程中，ALE依据层信息熵指标获取被压缩的

网络结构，被剪枝的网络损失了部分信息，但在联合嫁

接重训练过程中，针对被压缩的网络结构，依据层信息

熵指标进行自适应联合嫁接，让被压缩的网络获取丰

富的信息，恢复网络精度 . ALE是一种不需要迭代剪枝

的端到端结构化剪枝方案，将更多的计算资源用作提

升剪枝后网络精度的训练 .
3 ALE具体实施方案

本文提出一种基于自适应层信息熵的模型压缩方

法 ALE，表 1中给出了 ALE方法中主要符号定义及

描述 .

图1 逐层迭代剪枝过程

图2 端到端迭代剪枝过程

图3 ALE总体流程框架

表1 ALE中符号定义及描述

符号

N
L

ci

Wi

H (·)
β

SE
BE

描述

卷积神经网络模型

卷积层个数

第 i层过滤器个数

第 i层网络的权重

信息熵

自适应嫁接系数

最小信息熵

最大信息熵

符号

OHS

αmax

HS

αi

Ni _l1

Ni _b1

pi
k

c
i

描述

模型原始层信息熵区间

卷积层过滤器最大保留率

模型层信息熵区间

第 i层过滤器保留率

网络Ni的卷积第一层

网络Ni的BN第一层

W i落在第 k份区间的概率

剪枝后第 i层过滤器的个数
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3. 1 层信息熵

假设一个卷积神经网络模型 N有 L个卷积层，用
C = (c1 c2 cL ) 表示各卷积层过滤器个数的组合，

W i ÎRNi ´Ni + 1 ´K ´K 表示第 i层网络的权重，则第 i层网络
权重的信息熵定义如下：

H (Wi ) = -∑
k = 1

B

pi
klog2 pi

k （1）
其中，第 i层网络权重 Wi 范围被等分成 B份，落在第 k
份区间的可能性用 pi

k 表示，H (Wi )越小，说明这一层权

重的变化越小，信息量越少，可压缩的比率越大 . 大量
优秀的工作表明，将信息熵引入神经网络衡量网络权
重的变化是可取的 . Meng等［24］提出基于网络卷积层信
息熵的方法提升网络精度；Luo等［25］逐个计算过滤器的
信息熵，迭代剪枝信息熵小的过滤器；Li等［26］利用核稀

疏性与熵来解释卷积神经网络压缩的可行性 .
在获取网络预训练模型的过程中，发现网络相同

层信息熵大小在迭代过程中大小趋于稳定，且不同层

信息熵大小比例关系渐进平稳 . 以网络 ResNet-56在
CIFAR-100上为例，使用初始 ResNet-56网络，直接在

CIFAR-100上训练 100轮，每轮保存一个模型参数，分

别计算各残差块中第一层的信息熵，每十轮计算一次

层信息熵均值与标准差，如图 4所示，图中 shortcut_i表
示ResNet-56第 i个残差块中的第一层，横坐标表示迭

代轮数，纵坐标表示层信息熵大小，五角星点表示

shortcut_i每十轮层信息熵平均值，竖线表示该点处的

标准差 . ResNet-56中有 27个残差块，为了更好地反应

整个网络的信息熵分布情况，每间隔 3个残差块选取一

次进行分析 .

从图 4中可以看出，当网络迭代次数较少时，各层

信息熵在迭代过程中变化较大，而随着网络迭代次数

的增加，层信息熵标准差逐渐趋于 0，模型层信息熵

逐渐趋于稳定 . 也就是说，网络需经过多轮迭代才能

构建稳定的层信息熵 . 迭代剪枝方案在迭代更新网

络结构时通常只训练 1轮［21］或 2轮［22］，在网络尚未构

建好稳定的层信息熵关系的情况下，迭代更新网络

结构通常会导致“次优方案迭代次优方案”. 若训练

多轮后再利用优化方法进行更新网络结构来避免这

个问题，则需要耗费大量的计算资源 . 为此，本文考

虑层信息熵关系的鲁棒性以及网络构建层信息熵的

能力，提出一种基于自适应层信息熵的模型压缩方

法，利用层信息熵建立模型剪枝过程中剪枝与重训练

的联系，这是一种不需要迭代剪枝的端到端结构化剪

枝方案 .

3. 2 获取压缩模型

为了更好地衡量网络各层之间的信息量大小关

系，将网络各层信息熵放在一起进行定量分析，利用层

信息熵之间的大小关系确定网络各层过滤器个数的保

留率，其过程如图 5所示 . 首先，根据式（1）得到网络各

卷积层的信息熵，然后，分别找到其中最小的信息熵 SE
和最大的信息熵 BE，定义模型原始层信息熵区间

OHS =[SE BE]. 确定各卷积层过滤器个数最大保留率

αmax Î {10%20%100%}，图 5取 αmax = 80% 为例 . 为
了更好地体现每层权重信息熵与选取的 αmax 之间的关

系，对模型原始层信息熵区间OHS进行扩充，定义模型

层信息熵区间HS为

HS = é
ë
SE - (BE - SE) ( )10 ´ αmax 

ù
ûBE + (BE - SE) ( )10 ´ αmax （2）

图4 ResNet-56在CIFAR-100上层信息熵变化过程
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将模型层信息熵区间 HS 分成 10 ´ α等份，每份区

间用HSα表示，则网络各层过滤器保留率表示为

αi = é
ê

ù
úH ( )W i ÎHSα （3）

其中 é ù* 表示返回所取区间上端点处的保留率，

αi Î {10%20%αmax}表示第 i层过滤器个数保留率，

则压缩后的网络各层过滤器个数可以表示为 C'=
(α1c1 α2c2 αLcL ). αi 的最小值即为各卷积层过滤器

个数的最小保留率，文中默认层最小保留率为 10%，关

于最小保留率的分析详见4.3.2节 .

为了更好地阐释整个压缩过程，以常规连续卷积

为例，剪枝过程如图 6所示，由基线网络求取各卷积层

的信息熵，然后利用式（1）、式（2）、式（3）求取各卷积层

过滤器个数的保留率，当某层过滤器个数与层保留率

相乘的结果为小数时，采用向上取整的方法得到该层

过滤器最终保留的个数 . 剪枝后的网络，第 i层特征图

的个数等于第（i-1）层过滤器的个数，第（i-1）层每个过

滤器的通道数等于第（i-1）层特征图的个数 . 需要注意

的是，剪枝后的网络结构是根据各卷积层过滤器的保

留率直接得到，并不是从基线网络中继承某结构或某

结构参数 .
针对具有短连接的网络，本文采用相同的压缩方

式，以ResNet和MobileNetV2为例，两者的短连接块均

采用“1 ´ 1® 3 ´ 3® 1 ´ 1”卷积，同时通过短连接将输

出与输入相加的模式，区别在于ResNet采用先降维再

升维，属于“沙漏型”结构，MobileNetV2采用先升维再

降维，属于“纺锤形”结构 . 具有短连接块的最后一层不

参与压缩，短连接上的卷积不参与压缩，如图 7所示，图

中 ci 和 c′i 分别表示剪枝前后网络中过滤器的个数，c′i =
ci ´ αi；c2 ´ c1 ´ 1 ´ 1表示卷积层有 c2 个过滤器，每个过

滤器有 c1个卷积核，每个卷积核的尺寸为1 ´ 1.

3. 3 自适应联合嫁接

模型压缩的本质是压缩网络，提升精度 . 在 3.2节，

利用层信息熵之间的大小关系获取了压缩后的网络结

构，本节的重点是提升压缩后的网络精度 . Meng等［24］

首次提出基于信息熵自适应嫁接卷积层参数的方法提

升网络精度，但没有考虑到BN层对网络剪枝的影响 .
受文献［27］的启发，本文综合考虑压缩过程的层信息

熵指标，通过对卷积层与BN层建立多网络自适应联合

嫁接，对剪枝后的网络并行重训练 . 利用层信息熵之间

的大小关系，每轮更新时，将并行训练的网络相同卷积

层与 BN层进行自适应联合嫁接，提升压缩后的网络

精度 .
以剪枝后并行训练 2个网络的第一层为例，这 2个

网络具有相同的结构，迭代相同的轮数，为了增加网络

中学习到的信息多样性，可设置初始学习率不一致，学

习率衰减方式不一致，采用随机初始化网络参数等方

法 . 卷积层与 BN层的联合嫁接方法如图 8所示，每轮

训练完成后，将 N1 _l1 与 N1 _b1 的参数分别嫁接到网络

N2 _l1 和 N2 _b1 中，两者的嫁接过程完全一致，以 N2 _l1

为例，嫁接过程的权重更新方式为

W N2

1 = βW N2

1 + (1 - β)W N1

1 ，0 < β < 1 （4）

图5 网络各层过滤器保留率获取过程

图6 压缩网络结构的过程

图7 具有短连接块的网络压缩方法

图8 联合嫁接示意图
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自适应嫁接系数的大小主要取决于嫁接网络对应

层信息熵的大小 . 以图 8中卷积层为例，当 H (W N2

1 ) =
H (W N1

1 )时，嫁接后 W N2

1 应是嫁接前 W N2

1 与 W N1

1 的平均

值 ，即 β = 0.5. 当 H (W N2

1 ) >H (W N1

1 ) 时 ，β > 0.5，

H (W N2

1 ) <H (W N1

1 )时，β < 0.5，且自适应嫁接系数的大

小应具有中心对称的性质 . 同样的网络结构即使在同

一数据集上训练时，由于网络初始化参数不同，以及采

用随机梯度下降优化带来的随机性，网络训练一轮后，

对应层信息熵的大小可能会存在较大差异 . 但即使在

这种情况下，嫁接后的网络也应该包含原网络自身权

重信息，因此，β的取值范围应进一步缩小 . 据此，自适

应嫁接系数β定义为

β =A ´ (arctan (c ´ (H (W N2

i ) -H (W N1

i ) ) ) ) + 0.5 （5）
其中，A和 c是常数 . 图 9所示为根据式（5）所设计的 β

随 H (W N2

i ) -H (W N1

i )的变化曲线图，可以看出，该 β定

义满足上述条件 .

嫁接后的网络可以从不同的网络权重中获取更多

的信息，达到提升网络精度的目的 . 需要注意的是，当

只并行嫁接 2个网络时采用 2个网络互相嫁接的策略，

使用多网络嫁接时采用顺序成闭环的嫁接方式，如图10
所示，箭头方向表示网络嫁接方向 .
4 实验分析

为了验证本文方法ALE的有效性，针对当下主流

网络VGGNet，ResNet以及轻量级网络MobileNetV2，在
3 个标准分类数据集 CIFAR-10［28］，CIFAR-100［28］和
SVHN［29］上，以及 2个行人重识别数据集Market1501［30］
和 DukeMTMC-ReID（Duke）［31］上进行了实验 . CIFAR-

10与 CIFAR-100均包含 60 000张大小为 32×32的三通

道彩色图像，其中 CIFAR-10包括 10个类别，训练集

50 000张图片，测试集 10 000张图片；CIFAR-100包括

100个类别，每个类包含 600张图片，每类各有 500张训

练图片和 100张测试图片 . SVHN是一个真实的街景门

牌号数据集，包括 73 257张训练图片和 26 032张测试

图片，每张图片包含阿拉伯数字“0~9”十个类别 . Mar⁃
ket1501包括 1 501个行人、32 668个检测到的行人矩形

框，训练集有 751个人、12 936张图像，测试集有 750个
人、19 732张图像 . Duke数据集是一个大规模标记的多

目标多摄像头行人跟踪高清视频数据集，具有 7 000多
个单摄像机轨迹和2 700多个独立人物 .
4. 1 实验设置

实验环境为 PyTorch-1.2.0 框架，Python3.6，2 张

NVIDIA GTX1080TI 11GB显卡 .
具体实验设置信息为得到剪枝后的网络模型，采

用顺序成闭环的多网络嫁接方式嫁接 6个网络进行训

练，随机初始化各个网络权重，采用随机梯度下降优化

算法，余弦退火学习率衰减方式，计算自适应嫁接系数β

公式中，常数A = 0.4 π，c = 500. 在标准分类数据集上，

初始学习率均为 0.1，批大小为 64，采用交叉熵损失，训

练 200轮，在行人重识别数据集上，初始学习率均为

0.035，批大小为32，采用 softmax损失，训练120轮 .
本文中提供 3个算法评价指标：准确率（Accu⁃

racy）用来衡量网络的任务表现；计算量（Floating-
point Operations per second，FLOPs），表示网络前向传

播时需要进行的加法操作和乘法操作的次数，用来衡

量网络前向推理速度；参数量（parameters）用来衡量网

络复杂度 .
为了更好地验证ALE方法的优越性，本文引入近

年来模型压缩领域其他方法进行对比，如 PF［16］，
SSS［32］，HRank［33］，GAL［21］，LEGR［34］，NISP［35］，Hinge［36］，
KSE［26］，FPGM［19］，ABC［22］和C-SGD［4］.
4. 2 方法比较及分析

在CIFAR-10数据集上，表 2~表 5分别提供了网络

ResNet-56，ResNet-110，VGGNet和MobileNetV2的实验

结果 .“M”表示百万，ALE-αmax 中的 αmax 表示网络每层

过滤器个数的最大保留率 .

图9 自适应嫁接系数β变化关系图

图10 多网络联合嫁接示意图
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由表 2可以看到，ALE在计算量压缩率为 36.2%的

情况下，准确率相比于基线网络提升了 1个百分点 . 相
比于GAL-0.6和NISP，ALE方法在压缩率大致相同时，

准确率提升了约 1个百分点 . 相比于HRank2和KSE，
在计算量压缩率提升了 10个百分点的情况下，准确率

依然提升了0.4个百分点 . PF算法通过实验找出网络模

型的“敏感层”，即裁剪该层对网络输出影响较大，然后

在裁剪过程中对这些层不进行裁剪，表中PF-A表示“敏

感层”为［16，20，38，54］，PF-B表示“敏感层”为［16，18，
20，34，38，54］. 表 2中 LEGR1与 LEGR2为同一篇论文

LEGR中提供的 2组不同压缩率下的结果，HRank1与
HRank2为同一篇论文HRank中提供的 2组不同压缩率

下的结果，SSS为复现的结果 .

由表 3可以看到，ALE在计算量压缩率为 52.4%的

情况下，准确率相比于基线网络提升了1.42个百分点，据

我们所知，此为目前模型压缩方法中最佳表现 . 相比于

FPGM，在计算量压缩率大致相同的情况下，ALE方法准确

率提升了1.18个百分点 . 相比于HRank，在计算量压缩率

提高了5个百分点的情况下，准确率提升了1个百分点 .
由表 4可以看到，相比于HRank与 LEGR，ALE在

压缩率和准确率方面均取得了更好的表现 . 相比于

SSS，ALE方法在大幅提高压缩率的同时，准确率仅下

降不到 0.2个百分点 . 相比于GAL，当GAL超参数为 0.1
时（GAL-0. 1），ALE方法在大幅提高压缩率的同时，准

确率下降不到 1个百分点；当 GAL超参数为 0.2时

（GAL-0.2），ALE-80%在参数压缩率提高了 6个百分点

的情况下，精度依然提高了近1个百分点 .

为了进一步证明方法的鲁棒性，在轻量型网络Mo⁃
bileNetV2上进行了验证，如表 5所示，可以发现，计算

量压缩 55.2%时，模型准确率反而提升了 1.29个百分

点，计算量压缩率超过 64%时，该方法依旧可以获得比

基线网络更好的准确率 . 轻量型网络中，ALE方法依旧

可以获得良好的效果 .

在 CIFAR-100数据集上，网络ResNet-56的实验结

果如表 6所示，相比于PF-A与PF-B，ALE在计算量与参

数量的压缩率均更高的情况下，准确率更高 .
在 SVHN数据集上，网络 ResNet-56与 ResNet-110

的实验结果如表 7所示，为了更好地比较，对GAL方法

表4 VGGNet在CIFAR-10上结果

模型

VGGNet
SSS[32]

GAL-0.1[21]
HRank1[33]
HRank2[33]
ALE-90%
LEGR[34]
GAL-0.2[21]
ALE-80%

准确率

93.96%
93.02%
93.42%
92.34%
91.23%
92.85%
92.40%
91.89%
92.81%

计算量(压缩率)
313.74M(0.0%)
183.13M(42.3%)
171.89M(45.2%)
108.61M(65.4%)
73.70M(76.5%)
71.29M(77.28%)
70.30M(77.6%)
65.85M(79.0%)
60.23M(80.88%)

参数量(压缩率)
14.95M(0.0%)
3.93M(73.7%)
2.67M(82.2%)
2.64M(82.3%)
1.78M(88.2%)
2.87M(80.8%)

---

3.35M(77.6%)
2.46M(83.6%)

表5 MobileNetV2在CIFAR-10上结果

模型

MobileNetV2
ALE-90%
ALE-70%

准确率

92.25%
93.54%
92.79%

计算量(压缩率)
91.15M(0.0%)
40.86M(55.2%)
32.66M(64.2%)

参数量(压缩率)
2.26M(0.0%)
0.94M(58.4%)
0.83M(63.3%)

表6 ResNet-56在CIFAR-100上结果

模型

ResNet-56
PF-A[16]
PF-B[16]
ALE-90%
ALE-80%

准确率

71.92%
70.42%
69.95%
70.91%
70.72%

计算量(压缩率)
125.49M(0.0%)
112.44M(10.4%)
90.85M(27.6%)
64.77M(48.4%)
57.97M(53.8%)

参数量(压缩率)
0.85M(0.0%)
0.77M(9.4%)
0.73M(13.7%)
0.53M(37.7%)
0.47M(44.7%)

表2 ResNet-56在CIFAR-10上结果

模型

ResNet-56
PF-A[16]
PF-B[16]
SSS[32]

HRank1[33]
LEGR1[34]
NISP[35]

ALE-100%
GAL-0.6[21]
HRank2[33]
Hinge[36]
KSE[26]
FPGM[19]

LEGR2[34]
ABC-70%[22]

ALE-60%
C-SGD[4]

准确率

93.26%
93.10%
93.06%
93.39%
93.52%
94.10%
93.01%
94.26%
93.38%
93.17%
93.69%
93.23%
93.26%
93.70%
93.23%
93.64%
93.31%

计算量(压缩率)
125.49M(0.0%)
112.00M(10.7%)
90.90M(27.6%)
89.35M(28.8%)
88.72M(29.3%)
87.80M(30.0%)
81.00M(35.5%)
80.10M(36.2%)
78.30M(37.6%)
62.72M(50.0%)
62.72M(50.0%)
60.00M(50.0%)
59.40M(52.6%)
58.90M(53.1%)
58.54M(54.1%)
49.53M(60.5%)
49.13M(60.85%)

参数量(压缩率)
0.85M(0.0%)
0.77M(9.4%)
0.73M(14.1%)
0.59M(30.6%)
0.71M(16.8%)

0.49M(42.4%)
0.54M(32.9%)
0.75M(11.8%)
0.49M(42.4%)
0.44M(51.27%)
0.43M(49.4%)

0.39M(54.2%)
0.36M(57.6%)

表3 ResNet-110在CIFAR-10上结果

模型

ResNet-110
GAL-0.1[21]
NISP[35]
GAL-0.5[21]
FPGM[19]

ALE-80%
HRank[33]
ALE-60%
ABC-60%[22]

准确率

93.50%
93.59%
93.32%
92.74%
93.74%
94.92%
93.36%
94.36%
93.58%

计算量(压缩率)
252.89M(0.0%)
205.7M(18.7%)
143.35M(43.3%)
130.20M(48.5%)
121.00M(52.2%)
120.29M(52.4%)
105.70M(58.2%)
92.68M(63.4%)
89.87M(64.5%)

参数量(压缩率)
1.72M(0.0%)
1.65M(4.07%)

0.95M(44.8%)

0.89M(48.3%)
0.70M(59.3%)
0.69M(59.9%)
0.56M(67.4%)
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在 SVHN上进行了实验，可以看到，ResNet-56在计算量

与参数量压缩率均约为 60%时，准确率相比于基线网

络提升了 0.14%. 相比于GAL，ALE方法在计算量与参

数量压缩率对比为 41.4% vs. 60.0%，34.1% vs. 58.8%
情况下，准确率高了 0.7%. ResNet-110在准确率一致的

情况下，ALE方法的计算量与参数量的压缩率均更高 .

为了更好地验证ALE方法的有效性和可扩展性，

本文增加了在行人重识别数据集Market1501和 Duke
上的实验，网络ResNet-50的实验结果如表 8和表 9所
示，可以看到，在 2个数据集上，计算量与参数量在均压

缩超过一半时，mAP指标与Rank1指标均只是稍有下

降，验证了ALE方法不仅适用于分类任务，同样适用于

其他任务 .

4. 3 消融实验

4. 3. 1 ALE参数分析

ALE中通过超参数 αmax 调整网络压缩率，选取

ResNet-56在 CIFAR-10上的实验结果来分析最大保留

率 αmax 对网络性能的影响 . 为了更好地说明 αmax 的影

响，针对同一预训练模型，相同压缩方法（除αmax选取不

同，其他均一致）进行实验 . 结果如图 11所示，不难发

现，随着最大保留率αmax的增加，模型准确率逐渐上升，

计算量与参数量的压缩率逐渐降低，网络在不同压缩

率情况下，任务精度均取得了良好的表现，说明ALE方

法具有良好的鲁棒性 . 本文中，均综合考虑模型准确率

与计算量的压缩率来选取结果，例如，选取ALE-60%作

为实验结果呈现在表2中 .

相同层网络信息熵越大，说明该层学习到的信息

越丰富 . 为了更好地验证网络压缩前后层信息熵大小

关系的变化，选取MobileNetV2在 CIFAR-10上最大保

留率为 90%的剪枝重训练模型，计算被压缩的卷积层

信息熵，并与压缩前的基线模型进行对比，如图 12所
示，黄色折线表示剪枝后的模型，蓝色线表示基线模

型，可以发现，相比于剪枝前的网络，剪枝后的网络

层信息熵普遍增加，说明网络确实裁减了冗余的过

滤器 .

本节针对不同网络在不同数据集上进行了实验，

对比了剪枝前后网络信息熵的变化情况，验证了ALE
方法的有效性，通过对最大保留率 αmax 的分析，验证了

ALE方法的鲁棒性 .
4. 3. 2 ALE各模块必要性分析

本文提出了一种基于层信息熵的自适应联合嫁接

方法，为了证明此方法相比于剪枝后直接训练以及直

接嫁接卷积层的优越性，在数据集 CIFAR-10与 SVHN
上针对不同网络进行了验证，实验设置除嫁接部分不

表7 ResNet-56和ResNet-110在SVHN上结果

模型

ResNet-56
GAL-0.6[21]
ALE-60%
ResNet-110
GAL-0.06[21]
ALE-60%

准确率

96.38%
95.82%
96.52%
96.36%
96.63%
96.65%

计算量(压缩率)
125.49M(0.0%)
73.58M(41.4%)
50.17M(60.0%)
252.89M(0.0%)
120.77M(52.2%)
98.50M(61.1%)

参数量(压缩率)
0.85M(0.0%)
0.56M(34.1%)
0.35M(58.8%)
1.72M(0.0%)
0.83M(51.7%)
0.71M(58.7%)

表8 ResNet-50在Market1501上结果

模型

ResNet-50

ALE-90%

ALE-80%

mAP

65.1%

62.2%

61.5%

Rank1

84.1%

82.1%

81.7%

计算量

(压缩率)
4087.14M
(0.0%)
1577.95M
(61.4%)
1419.49M
(65.3%)

参数量

(压缩率)
24.99M
(0.0%)
8.28M
(66.9%)
7.48M
(70.1%)

表9 ResNet-50在Duke上结果

模型

ResNet-50

ALE-90%

ALE-80%

mAP

52.3%

51.7%

51.0%

Rank1

72.1%

71.1%

70.5%

计算量

(压缩率)
4087.14M
(0.0%)
1639.11M
(59.9%)
1508.50M
(63.1%)

参数量

(压缩率)
24.89M
(0.0%)
7.41M
(70.2%)
7.22M
(71.0%)

图11 ResNet-56在CIFAR-10上最大保留率αmax对网络性能的影响

图12 MobileNetV2在CIFAR-10上压缩前后层信息熵关系比较
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同外，其余均一致 . 实验结果如图 13所示，其中，纵坐

标表示错误率，横坐标“VGG-C10”表示在 CIFAR-10上
VGGNet的实验结果 . 可以发现，在被压缩的网络结构

一致的情况下，采用联合嫁接的方式在所有任务上均

获得了最好的准确率表现 .

本文在剪枝前需要加载网络预训练权重，为了更

好地说明不同轮数的预训练权重对ALE剪枝方法的影

响，在信息熵变化较大的阶段，每隔 5个 epoch选取一次

权重，针对信息熵变化较小的阶段，每隔 30个 epoch选
取一次权重，以 ResNet-56在 CIFAR-100上为例，选取

第 5，10，15，20，30，60，90，120，150轮的权重进行实验，

采用的最大保留率均为 80%，其中采用第 120轮权重与

采用精度最高的预训练轮数权重（122轮）剪枝后的网

络结构完全一致，实验结果如表 10所示，表中 ALE-

90%-122表示最大保留率为 90%，采用第 122轮预训练

权重 . 从表 10中可以看出，采用前 30轮预训练权重，

ALE方法表现相对较差，30轮之后的预训练权重，ALE
方法均能有较好的表现，甚至使用第 90轮的预训练权

重能获得相对于选取最高精度的预训练权重剪枝后表

现更好 . 从总体效果以及实用性角度，本文使用统一的

选取指标，即以最高精度的预训练轮数的权重进行

剪枝 .
ALE算法默认的层最小保留率为 10%，本文中所

有的结果均是建立在此基础上的 . 为了更好地验证最

小保留率为 10%的合理性，本文对不同的网络在

CIFAR-10上进行了实验，实验结果如表 11所示，表中

20%-ALE-60%表示最小保留率为 20%，最大保留率为

60%，在其他实验参数设置均一致的情况下，发现随着

层最小保留率的增大，网络剪枝量变小，但网络精度并

没有明显提升，综合考虑网络精度与剪枝量 2个指标，

本文不将层最小保留率作为超参数 .
为了更好地说明自适应联合嫁接的优越性，本文

在数据集 CIFAR-10上对网络 ResNet-110进行了不同

嫁接网络个数的实验，实验结果如表 12所示 . 由实验

发现，自适应联合嫁接方法有着极大的优越性，增加网

络嫁接的个数，准确率基本在逐渐增加，增加幅度在变

缓，实际应用时可以综合考虑硬件资源以及准确率需

求来选择网络嫁接个数 .

本文 3.2节在进行网络剪枝时对信息熵区间进行

了扩充，为验证扩充信息熵区间的必要性，对是否对其

进行扩充在数据集CIFAR-10上进行了实验对比，其结

果如表 13所示 . 从表中可以看到，无论是否进行扩充，

本文方法均能完成剪枝，且取得很好的效果，但通过对

信息熵进行扩充，能在保持压缩率的同时，得到更高的

识别准确率 .

表12 嫁接网络个数的影响

模型

ResNet-110

ALE-80%

嫁接个数

1
2
3
4
5
6

准确率

93.50%
93.39%
93.86%
94.55%
94.21%
94.71%
94.92%

图13 嫁接对比实验结果

表10 ResNet-56在CIFAR-100上结果

模型

ResNet-56
ALE-80%-10
ALE-80%-15
ALE-90%-122
ALE-80%-60
ALE-80%-20
ALE-80%-90
ALE-80%-30
ALE-80%-122
ALE-80%-150
ALE-80%-5

准确率

71.92%
69.31%
70.06%
70.91%
70.48%
70.26%
70.93%
70.19%
70.72%
70.65%
69.17%

计算量(压缩率)
125.49M(0.0%)
69.93M(44.3%)
68.31M(45.6%)
64.77M(48.4%)
63.74M(49.2%)
61.97M(50.6%)
61.67M(50.9%)
61.50M(51.0%)
57.97M(53.8%)
55.35M(55.9%)
50.32M(59.9%)

参数量(压缩率)
0.85M(0.0%)
0.52M(38.8%)
0.53M(37.7%)
0.53M(37.7%)
0.48M(43.5%)
0.50M(41.2%)
0.49M(42.4%)
0.47M(44.7%)
0.47M(44.7%)
0.44M(48.2%)
0.36M(57.6%)

表11 层最小保留率的影响

模型

ResNet-56
ALE-60%

20%-ALE-60%
ResNet-110
ALE-80%

20%-ALE-80%
MobileNetV2
ALE-90%

20%- ALE-90%

准确率

93.26%
93.64%
93.50%
93.50%
94.92%
94.55%
92.25%
93.54%
94.11%

计算量(压缩率)
125.49M(0.0%)
49.53M(60.5%)
52.80M(57.9%)
252.89M(0.0%)
120.29M(52.4%)
131.50M(48.0%)
91.15M(0.0%)
40.86M(55.2%)
46.20M(49.3%)

参数量(压缩

率)
0.85M(0.0%)
0.36M(57.6%)
0.37M(56.5%)
1.72M(0.0%)
0.89M(48.3%)
0.96M(44.2%)
2.26M(0.0%)
0.94M(58.4%)
1.08M(52.2%)
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5 总结

本文提出一种基于自适应层信息熵的模型压缩方

法，利用层信息熵之间的关联性确定各层过滤器的保留

率，得到被压缩的网络结构后，通过基于层信息熵的自适

应联合嫁接方法来恢复网络精度 . 本方法不仅在常见的

主流网络VGGNet和ResNet中取得良好的表现，在轻量

型网络MobileNetV2中也取得了很好的效果，此外，此方

法具有可扩展性，实验证明，ALE方法不仅在分类领域有

效，在行人重识别领域同样获得了良好的表现 . 未来将结

合迁移学习，综合考虑任务准确率和压缩率指标，努力实

现在不同数据集上剪枝出一种具有相同网络结构的模

型，从而减少模型压缩过程中需要耗费的计算资源 .
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