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　　摘　要：　车辆再识别旨在从多个摄像机拍摄的图像中识别出同一车辆．本文提出了一种对群三元组损失函数，
以特征中心点替代均值，并将对群思想和三元组损失相结合，优化了困难样本的识别．车辆再识别过程中，对群损失函
数的训练过程扩大了样本规模，增加了计算量，且传统对群损失函数无法准确处理困难正样本．为此，提出了一种特征
聚类对群三元组损失函数．本方法采用正样本特征聚类中心并改进了三元组损失函数的设计，从而优化了对群损失函
数．在不扩增输入样本数量的同时提升了算法处理困难样本的能力．实验表明，与主流车辆再识别算法相比，本方法可
有效提升车辆再识别的准确率．
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１　引言
　　随着监控摄像机规模的不断扩大，监控网络中任
何一个摄像头都无法完整覆盖整个监控环境，因此在

不同摄像头中锁定有违法嫌疑车辆的需求牵引了车辆

再识别技术的深入研究．车辆再识别算法利用监控系
统抓取的车辆图片所包含的表观信息，运用机器视觉

中的特征提取方法提取图像包含的表观特征，然后通

过机器学习中的度量学习方法对提取到的不同图像的

表观特征进行相似度的评估并判断不同图片是否拍摄

的同一辆汽车．
根据特征提取方法应用对象的不同，可以将此方

法细分为基于全局表观信息的车辆再识别方法和基于

局部表观信息的车辆再识别方法．基于全局表观信息
的车辆再识别方法［１～６］特点是提取到的表观特征包含

了车辆全身所有部位的信息，更能反映不同图片中车

辆的整体相似程度．文献［５］提出了一种叫深度相关距
离学习（ＤｅｅｐＲｅｌａｔｉｖｅＤｉｓｔａｎｃｅＬｅａｒｎｉｎｇ，ＤＲＤＬ）的方法，
通过改进传统三元组损失为对群损失更好的扩大类间

差异缩小类内差异，并结合细粒度车型分类构成混合
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网络框架来实现车辆再识别的目标．但是基于对群损
失的方法，依然存在传统三元组损失的缺点，即扩大了

训练过程输入样本数，消耗大量计算资源且随数据集

规模的扩大问题越显著，另外其对于区分困难样本组

依然缺乏解决力．文献［７］提出了一种由粗到细的排序
损失去学习一个结构化的嵌入式特征来更好解决车辆

再识别问题．但是存在着仅利用全局特征缺乏针对性
和处理困难样本能力待提高的问题．文献［３］提出了一
种应用颜色直方图、ＨＯＧ特征并使用 ＳＶＭ作为车辆匹
配识别器的车辆再识别方法．文献［６］应用了行人再识
别领域一种基于深度学习的能从不同领域数据中学习

到一种一般性鲁棒特征的特征提取方法 ＤＧＤ［８］，并据
此完成全局表观特征的提取实现车辆的再识别．文献
［４］提出了一种由ＳＩＦＴ特征、颜色名及ＧｏｏｇＬｅＮｅｔ特征
组成的全局表观特征ＦＡＣＴ来实现车辆再识别的方法．
文献［２］提出了一种名为 ＳｉａｍｅｓｅＶｉｓｕａｌ的应用孪生网
络根据全局表观信息来获取车辆表观相似度的车辆再

识别方法．
基于局部表观信息的车辆再识别方法［６，７］是指特

征提取方法的应用对象为图片的各个局部的车辆再识

别方法，它的特点是提取到的表观特征只包含了人工

选取的某些车辆局部位置的信息，因为加入了人类知

识的辅助使得提取到的表观特征更符合人类对车辆特

性的认知．但是如果具备区分力的信息出现在人工选
取局部区域之外，那么此种方法提取的表观特征也就

失去了区分力．文献［７］通过自选的２０个车辆局部位
置并抽取其特征，再结合全局特征形成方向不变性特

征来衡量车辆差异，来达到车辆再识别目的．但是自选
的２０个车辆局部位置需要人工对数据集进行二次标
注，增加了大量人工成本削弱了现实可行性，针对困难

样本组也缺乏较好的自动化处理能力．文献［６］应用行
人再识别领域一种克服视角及光照变化的局部特征

ＬＯＭＯ［９］来完成车辆再识别任务．
此外，对于融合时空信息的车辆再识别［１０，１１］，虽然

时空信息修正可以提高车辆再识别精度，但是由于标

注困难等问题，现有数据集大多没有包含时空信息，因

此利用时空信息解决车辆再识别问题不具有普遍性，

无法应用于超大规模场景中．基于局部信息的车辆再
识别［１２，１３］同样需要局部特征区域的标注信息，且算法

复杂度相对更高．
由于实际场景中存在大量表观上极为相似的同型

号的不同车辆，而且同一辆车拍摄得到的图片又因拍

摄角度环境光照等影响其表观上的相似度．故存在不
同车辆图片的表观特征向量在特征空间中相距较近，

而同一车辆的特征向量在特征空间中相距较远，即正

样本与负样本在特征空间的聚散关系不明晰．

因此，提高处理困难样本的能力是车辆再识别算

法优化的核心目标．为优化车辆再识别算法，提升其处
理困难样本的能力，鉴于深度学习在特征自动提取的

强势表现，本论文以全局表观信息的车辆再识别为基

础，通过样本聚类取代样本均值，优化对群的损失函数，

并将对群的设计融入到三元组损失函数中，构造了基

于特征聚类对群三元组损失的车辆再识别方法，有效

地提升了困难样本的再识别准确率．

２　相关工作与问题分析
　　对于基于全局表观信息的车辆再识别算法，根据
采用的损失函数的不同，存在着不同的车辆再识别算

法．为了研究如何更好地优化正负样本在特征空间中
的聚散关系，本节主要针对其中表现优秀的基于对群

损失的车辆再识别算法的现状进行介绍，分析其中还

存在的问题并给出相应的解决思路．
２１　相关工作介绍

图１即为基于对群损失的车辆再识别算法的框架
示意图．算法使用卷积神经网络来提取每一张图片的
特征，并使用对群损失替换三元组损失使得训练过程

更加稳定且能加快收敛速度．

不同于三元组输入的方式，训练使用对群损失的

卷积神经网络时，输入由两组不同的图片集组成，一个

是正样本集一个是负样本集．正样本集 Ｘｐ＝｛ｘｐ１，…，
ｘｐＮｐ｝包含 Ｎ

ｐ张拥有相同类别的图片，负样本集 Ｘｎ＝
｛ｘｎ１，…，ｘ

ｎ
Ｎｎ｝包含 Ｎ

ｎ张不同类别的图片．通常，在欧氏
特征空间中属于相同类别的样本应该位于一个相同的

特征中心的附近，因此正样本集中的样本在特征空间

中应该共同组成一个聚集群．而负样本集中的样本在
特征空间中应当相对远离这个聚集群，于是就形成了

一个对群的形势，图２展示了这样的一个理想情形．
另一方面，对群损失采用了与三元组损失相同的

设计思想，即在特征空间中样本的类内距离应当小于

类间距离．不过对群损失在具体设计上相对于三元组
有两个主要不同点．第一，在选取计算距离所需的标准
值时，对群损失使用的是一个由正样本特征算术均值

代表的聚集群中心，而不像三元组损失那样使用的是

５４４２
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随机选取的一个正样本；第二，对群损失函数的定义是

基于多样本的而不是像三元组损失那样基于三个样

本．上述设计可以确保在反向传播阶段样本的移动方
向正确，同时使得所有离特征中心不够近的正样本尽

可能的向特征中心靠拢．
２２　存在问题与解决思路

基于表观信息的车辆再识别方法中的基于对群损

失的车辆再识别方法，在三元组损失设计思想的基础

上优化了标准值的选取并创新性地提出了基于对群结

构的损失函数设计最终提升了车辆再识别准确率．但
是基于对群损失的方法［５］还是存在着和三元组损失类

似的缺点，即扩大了训练过程输入样本数．因此这一方
法将会消耗大量的计算资源且随训练集数据规模的扩

大问题越显著．另外，该方法设计的对群损失也存在问
题．对群损失将特征空间中正样本的特征向量求算术
均值，并将这一个均值视为正样本的标准值来作为衡

量是否同一辆汽车的度量．也就是说，一个样本图片经
过抽取特征，当这一特征向量在特征空间中离上述标

准值距离越近就表示这一样本和上述标准值代表的车

辆越可能是同一辆车．但是简单的求算术均值得到的
标准值并不能很好的代表一辆汽车在表观上的本质特

征．另外，对群损失函数的设计并没有将困难正样本的
情形考虑进去，因此也使得该方法对于困难样本的区

分能力不足．
通过上述对基于对群损失的车辆再识别方法的分

析，可将其存在的问题归纳为如下两点：

（１）取一组正样本特征向量的算术均值作为正样
本的标准值，即正样本特征中心的选取，并不能很好地

度量这组正样本从属汽车的表观特征的本质，制约了

车辆再识别准确率的提升．
（２）对群损失函数的设计在训练过程中扩大了样

本输入数量增加计算量且没有考虑样本集中最不相像

的正样本即困难正样本的情形，消耗计算资源过大且

对困难正样本的处理能力不足．
针对现有的基于对群损失的车辆再识别方法中存

在的上述问题，本论文在后续部分提出了相应解决

思路：

（１）针对正样本特征中心不能很好地度量这组正
样本从属汽车的表观特征本质的问题，增加考虑正样

本内自身存在差异的情况，不是简单取算术平均值来

抹平正样本内差异．本文提出基于聚类的正样本特征
中心选取方法．通过观察监控汽车图片等实例发现正
对车头视角与正对车尾视角差异最大，且基本不存在

正对车辆侧面的情形．于是在设计正样本特征中心时，
先将正样本做二分类取此两类中心位置间合适位置为

正样本特征中心来代表一辆汽车的度量本质，以优化

正样本特征中心的选取．
（２）针对对群损失函数在训练过程中扩大了样本

输入数量增加计算量且没有考虑困难正样本情形的问

题，借助行人再识别技术中的改进三元组损失设计思

路［１４］来解决训练过程输入样本过大和未考虑困难正样

本的问题，提出了特征聚类对群三元组损失函数来优

化损失函数设计，使得离正样本特征中心最远的正样

本向正样本特征中心靠拢的同时最具欺骗性的负样

本，即离正样本特征中心最近的负样本，离正样本特征

中心尽可能的远，从而提升处理困难样本的能力．

３　基于特征聚类对群三元组损失的车辆再识
别算法

３１　基于聚类的正样本特征中心选取方法
针对基于对群损失的车辆再识别方法选取正样本

特征向量算术均值作为正样本特征中心不能很好地度

量汽车表观特征本质的问题，本节给出一种基于聚类

的正样本特征中心选取方法来优化正样本特征中心的

选取．
利用监控车辆图片中正对车头视角与正对车尾视

角差异最大的特点．首先，利用无监督的 ＫＭｅａｎｓ［１５］算
法将输入训练的一组正样本集做聚类簇数 Ｋ＝２的划
分；其次，将各簇的特征向量的算术均值作为簇中心；最

后，根据簇内正样本个数比值情况确定了一个的正样

本特征中心，使得簇内样本个数越多正样本特征中心

就越靠近此簇中心．
现有方法［５］采取对输入正样本组所有特征向量计

算算术均值，其中心点可作如下表示

ｃｐ ＝１
Ｎｐ∑

Ｎｐ

ｉ
ｆ（ｘｐｉ） （１）

其中，ｃｐ表示中心点，Ｎｐ表示正样本图片数量，ｘｐｉ表示
第ｉ张正样本，ｆ（ｘ）表示图片ｘ的神经网络特征表示．

本文采用的优化方法可以由下三式表示出优化后

的正样本特征中心．

Ｅ＝∑
２

ｉ＝１
∑
ｘ∈Ｃｉ
‖ｘ－ｍｉ‖

２
２ （２）

ｍｉ＝
１
Ｃｉ∑ｘ∈Ｃｉｘ （３）

６４４２
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ｃｐｉ＝
（αμｉ１＋βμｉ２）

α＋β
（４）

具体获取正样本特征中心的过程可以描述为：首

先，输入一组车辆图像，利用深度卷积神经网络提取其

视觉表观特征向量 Ｆ＝（Ｆ１，Ｆ２，…，Ｆｉ，…，ＦＮ），Ｆｉ＝
（Ｆｉ１，Ｆｉ２，…，ＦｉＭ），其中 Ｎ为车辆的总数目，Ｍ为同一
车辆不同图像的数目．其次，对每个车辆的所有图像的
视觉表观特征向量 Ｆｉ＝（Ｆｉ１，Ｆｉ２，…，ＦｉＭ），ｉ＝１，２，…，
Ｎ，运用 ＫＭｅａｎｓ算法将其划分为２个聚类，得到两个

聚类中心μｉ１和μｉ２．最后，利用公式ｃ
ｐ
ｉ＝
（αμｉ１＋βμｉ２）

α＋β
，

ｉ＝１，２，…，Ｎ计算每一车辆的正样本特征中心ｃｐｉ，ｉ＝１，
２，…，Ｎ，其中α和β为聚类中心加权系数，满足 ＮＣ１β
＝ＮＣ２α，ＮＣ１和 ＮＣ２表示两个聚类包含的样本个数，以
保证正样本特征中心总是靠近大簇的中心，更好地代

表车辆图像组的主要表观特征．
３２　特征聚类对群三元组损失函数

针对基于对群损失的车辆再识别方法在训练过程

中扩大了样本输入数量增加计算量且没有考虑困难正

样本情形的问题，本节给出一种特征聚类对群三元组

损失函数来优化对群损失函数．
本文借用行人再识别技术中的改进三元组损失设

计思路［１４］，即让在特征空间离正样本标准值最远的正

样本特征向量尽可能的向标准值靠拢的同时让离正样

本标准值最近的负样本特征向量尽可能地远离正样本

标准值，改进了现有方法中的对群损失，最终得到特征

聚类对群三元组损失函数来增强本文算法处理困难样

本的能力．图 ３为特征聚类对群三元组损失设计示
意图．

对群损失函数［５］可由下式表示

　Ｌ（Ｗ，Ｘｐ，Ｘｎ）＝∑
Ｎｐ

ｉ

１
２

{ｍａｘ０，‖ｆ（ｘｐｉ）－ｃ
ｐ‖２

２

＋α－‖ｆ（ｘｎ）－ｃ
ｐ‖ }２２ （５）

其中，Ｗ表示模型权重，Ｘｐ表示正样本集，Ｘｎ表示负样
本集，ｘｎ表示离中心点最近的负样本，ｃ

ｐ即为式（１）中
表示的一组正样本特征向量的算术均值．整个对群损
失函数的工作机制是，首先输入一组同属于一个 ＩＤ的
正样本车辆图片和同样数量的一组随机抽取的其他任

意ＩＤ车辆图片构成的负样本一同组成一个对群，然后
选取这个对群中正样本特征向量算术均值为正样本标

准值，训练的过程就是在特征空间让离正样本标准值

最远的正样本特征向量尽可能的向标准值靠拢的同时

让离正样本标准值最近的负样本特征向量尽可能地远

离正样本标准值．
行人再识别技术中的改进三元组损失函数［１４］可由

下式表示．

Ｌ（θ；Ｘ）＝∑
Ｎ

ｉ＝１
∑
Ｍ

ａ＝１
{ｍａｘ０，ｍａｘ

ｑ＝１，…，Ｍ
｛‖ｆθ（ｘ

ｐ
ｉｑ）－ｆθ（ｘ

ｐ
ｉａ）‖２｝

－ｍｉｎ
ｊ＝１，…，Ｎ
ｒ＝１，…，Ｍ
ｊ≠ｉ

｛‖ｆθ（ｘ
ｎ
ｊｒ）－ｆθ（ｘ

ｎ
ｉａ）‖２｝ }＋ｍ （６）

其中，θ表示模型权重，Ｘ表示一个 Ｂａｔｃｈ包含的样本
集，Ｎ是不同行人种类数目，Ｍ是从属于同一行人的图
片数目，ＮＭ即等于一个 Ｂａｔｃｈ包含的样本集的图片
数量，ｆθ（ｘｉａ）是作为标准值的第ｉ类第ａ张图片的特征
向量，ｆθ（ｘ

ｐ
ｉｑ）是作为正样本的第ｉ类第ｑ张图片的特征

向量，ｆθ（ｘ
ｎ
ｊｒ）是作为负样本的第 ｊ类第 ｒ张图片的特征

向量．整个改进三元组损失函数的工作机制是，输入一
个Ｂａｔｃｈ的样本集并让每张图片做一次标准值，当一张
图片做标准值时找出同ＩＤ其他图片离它最远的图片和
一个Ｂａｔｃｈ样本集中离它最近的那张其他 ＩＤ图片，训
练过程就是在特征空间让离标准值最远的正样本离标

准值尽可能近的同时让离标准值最近的负样本尽可能

地远离标准值．
本文采用的特征聚类对群三元组损失函数可以由

下式表示．其设计思路是结合对群结构优于三元组结
构的特点［５］及改进三元组损失充分挖掘困难样本信息

且不用扩大数据输入规模的特点，集成了一个优于对

群损失函数的特征聚类对群三元组损失函数．

Ｌ（Ｗ，Ｆ）＝∑
Ｎ

ｉ＝１
∑
Ｍ

ｌ＝１

１
２

{ｍａｘ０，ｍａｘ
ｌ＝１，…，Ｍ

｛‖Ｆｐｉｌ－ｃ
ｐ
ｉ‖２｝

－ ｍｉｎ
ｌ＝１，…，Ｍ
ｉ＝１，…，Ｎ

｛‖Ｆｎｉｌ－ｃ
ｐ
ｉ‖２｝ }＋ｍ （７）

其中 Ｗ 为更新后的深度卷积神经网络参数，Ｆ＝
（Ｆ１，Ｆ２，…，Ｆｉ，…，ＦＮ），Ｆｉ＝（Ｆｉ１，Ｆｉ２，…，ＦｉＭ）为车辆
表观特征，Ｎ为车辆的总数目，Ｍ为同一车辆不同图像
的数目，Ｆｐｉｌ是第ｉ正样本集合的第 ｌ个特征向量，Ｆ

ｎ
ｉｌ是

第ｉ个负样本集合的第 ｌ个特征向量，ｎ表示此特征向
量属于负样本，ｐ表示此特征向量属于正样本，ｍ是离
正样本特征中心最远的正样本与正样本特征中心欧氏

距离的平方与离正样本特征中心最近的正样本与正样

本特征中心欧氏距离的平方的差值的最小边距．整个
特征聚类对群三元组损失函数的工作机制是，输入一

７４４２
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个Ｂａｔｃｈ的样本集并使用基于聚类的正样本特征中心
方法求得正样本特征中心并令其作为标准值，当某一

ＩＤ的一组正样本的特征中心做标准值时找出同 ＩＤ其
他图片离它最远的图片和一个 Ｂａｔｃｈ样本集中离它最
近的那张其他ＩＤ图片，训练过程就是在特征空间让离
标准值最远的正样本离标准值尽可能近的同时让离标

准值最近的负样本尽可能地远离标准值．
３３　基于特征聚类对群三元组损失的车辆再识别

算法描述

基于特征聚类对群三元组损失函数的车辆再识别

算法与当前主流的基于对群损失函数的方法相比，可

以较好地提升处理困难样本的能力，并且适用于道路

监控场景应用中的车辆再识别．
本论文算法可做如下简要描述：首先，利用无监督

的ＫＭｅａｎｓ算法将输入训练的一组正样本集聚成２类；
其次，将各簇的特征向量的算术均值作为簇中心；然后，

根据簇内正样本个数比值情况，选定正样本特征向量

的中心ｃｐｉ其中ｉ＝１，２，…，Ｎ，Ｎ为车辆的总数目；由此，
利用正样本特征中心ｃｐｉ设计得到特征聚类对群三元组
损失函数Ｌ（Ｗ，Ｆ）并结合 ＲｅｓＮｅｔ深度卷积神经网络，
完成对网络模型的训练后获取车辆表观特征Ｆ，将查询
车辆图片表观特征与目标库车辆图片表观特征欧氏距

离值从小到大排序，按照距离值越小与待识别车辆身

份相同概率越大的规则完成对两幅图片是否属于同一

辆汽车的判定．其中算法主要涉及了一个无监督聚类
算法和一个主流的深度神经网络模型，即 ＫＭｅａｎｓ算
法［１５］和ＲｅｓＮｅｔ网络模型［１６］，本节将对他们逐一做出介

绍并给出基于特征聚类对群三元组损失函数的车辆再

识别算法的详细流程．图４是基于特征聚类对群三元组
损失函数的车辆再识别算法示意图．图的含义是通过
将不同车辆图片输入到应用了特征聚类对群三元组损

失训练好的的卷积神经网络，获得不同车辆的表观特

征再求特征间的欧氏距离并以此作为车辆的相似度来

衡量车辆的相似性．

３．３．１　基于ＫＭｅａｎｓ算法的车辆样本集聚类
ＫＭｅａｎｓ算法于１９５７年提出，是一种主流的无监

督聚类分析方法常用于数据挖掘领域．本文采用 Ｋ
Ｍｅａｎｓ算法来完成对车辆图片样本集自动划分为主要
包含车头信息图片和主要包含车尾信息图片的两个样

本集合的目标．
ＫＭｅａｎｓ算法可描述为输入样本集Ｄ＝｛ｘ１，ｘ２，…，

ｘｍ｝和聚类簇数 ｋ，获得划分后簇集合 Ｃ＝｛Ｃ１，Ｃ２，…，

Ｃｋ｝要求满足平方误差 Ｅ＝∑
ｋ

ｉ＝１
∑
ｘ∈Ｃｉ
‖ｘ－μｉ‖

２
２取得最

小值，其中μｉ是簇 Ｃｉ内样本向量的均值．因为这个问
题是一个ＮＰ难的，所以在求解过程中往往仅使用贪心
策略获得近似解．此求解流程可描述为：步骤１，从样本
集中随机选取 ｋ个样本作为簇中心；步骤２，当一个样
本与某簇中心距离最小时即被划分至此簇；步骤３，重
新计算簇中心 μｉ；步骤４，重复执行步骤２、３直到簇中
心保持不变；步骤５，输出簇划分．

本文利用 ＫＭｅａｎｓ算法在特征空间对车辆图片做
二分类并利用获取的两个簇中心求解新的正样本特征

中心，帮助设计了特征聚类对群三元组损失函数．具体
设计过程在３１和３２节已作出说明．图５展示了使用
ＫＭｅａｎｓ算法做二分类的情形．

３．３．２　ＲｅｓＮｅｔ网络模型
ＲｅｓＮｅｔ网络模型于２０１５年提出，因其简单实用及

在分类任务中的出色效果，被广泛应用于检测、分割、识

别等机器视觉领域．本文采用 ＲｅｓＮｅｔ网络模型来提出
车辆表观特征．

ＲｅｓＮｅｔ的提出是为了解决以往深度神经网络存在
随着网络加深训练集准确率下降的退化问题．ＲｅｓＮｅｔ

８４４２



第　１２　期 吴燕雄：基于特征聚类对群三元组损失的车辆再识别

网络模型是在 ＶＧＧ１９网络模型的基础上修改而来．其
改动主要体现在使用步长为２的卷积做下采样，并将全
连接层改为全局平均池化层．ＲｅｓＮｅｔ网络模型的一个
设计原则是：为了保持网络层的复杂度，当特征图大小

减小一半时，将特征图数量增加一倍．另外 ＲｅｓＮｅｔ网络
模型通过抄近路机制引入了残差单元，如图６所示，为
网络获得了残差学习的能力．ＲｅｓＮｅｔ使用的残差单元
有两种，一种对应图左侧的两层网络，一种对应图右侧

的三层网络．对于１８和３４层的 ＲｅｓＮｅｔ网络模型采用
两层网络进行残差学习，对于更深的网络模型采用三

层网络进行残差学习．总结来说，ＲｅｓＮｅｔ网络模型通过
残差学习从根本上解决了深度神经网络的退化问题，

为训练出更深的优良网络模型提供了途径．本文应用
ＲｅｓＮｅｔ网络模型来提取车辆图片的表观特征．
３．３．３　详细的算法流程

首先，利用 ＲｅｓＮｅｔ深度卷积神经网络提取车辆表
观特征，对同一车辆的正样本图像采用基于聚类的正

样本特征中心选取方法，获得每个车辆的正样本特征

中心ｃｐｉ，其中ｉ＝１，２，…，Ｎ，Ｎ为车辆的总数目．具体步
骤如下：

步骤１　对于输入车辆图像，利用深度卷积神经网
络提取其视觉表观特征向量 Ｆ＝（Ｆ１，Ｆ２，…，Ｆｉ，…，
ＦＮ），Ｆｉ＝（Ｆｉ１，Ｆｉ２，…，ＦｉＭ），其中Ｎ为车辆的总数目，Ｍ
为同一车辆不同图像的数目；

步骤２　对每个车辆所有图像的视觉表观特征向
量Ｆｉ＝（Ｆｉ１，Ｆｉ２，…，ＦｉＭ），ｉ＝１，２，…，Ｎ，运用 ＫＭｅａｎｓ
算法将其聚为两类，两个聚类中心分别为 μｉ１和 μｉ２，ｉ＝
１，２，…，Ｎ；

步骤３　利用公式ｃｐｉ＝
（αμｉ１＋βμｉ２）

α＋β
，ｉ＝１，２，…，

Ｎ，计算每一车辆的正样本特征中心 ｃｐｉ，ｉ＝１，２，…，Ｎ，
其中α和β为聚类中心加权系数，满足 ＮＣ１β＝ＮＣ２
α，ＮＣ１和ＮＣ２表示两个聚类包含的样本个数，以保证正样
本特征中心总是靠近大簇的中心，更好地代表车辆图

像组的主要表观特征．
其次，使用正样本特征中心ｃｐｉ，设计特征聚类对群三

元组损失函数Ｌ（Ｗ，Ｆ），对深度卷积神经网络参数进行
重新训练，得到新的网络模型及车辆表观特征Ｆ，其中Ｗ
为更新后的深度卷积神经网络参数．具体步骤如下：

步骤１　利用正样本特征中心 ｃｐｉ设计得到特征聚

类对群三元组损失函数 Ｌ（Ｗ，Ｆ）＝∑
Ｎ

ｉ＝１
∑
Ｍ

ｌ＝１

１
２

{ｍａｘ ０，

ｍａｘ
ｌ＝１，…，Ｍ

｛‖Ｆｐｉｌ－ｃ
ｐ
ｉ‖

２
２｝－ ｍｉｎｌ＝１，…，Ｍ

ｉ＝１，…，Ｎ

｛‖Ｆｎｉｌ－ｃ
ｐ
ｉ‖

２
２｝＋ }ｍ ，其

中Ｎ为车辆的总数目，Ｍ为同一车辆不同图像的数目，
Ｆｐｉｌ是第ｉ正样本集合的第 ｌ个特征向量，Ｆ

ｎ
ｉｌ是第 ｉ个负

样本集合的第ｌ个特征向量，ｎ表示此特征向量属于负
样本，ｐ表示此特征向量属于正样本，ｍ是离正样本特
征中心最远的正样本与正样本特征中心欧氏距离的平

方与离正样本特征中心最近的正样本与正样本特征中

心欧氏距离的平方的差值的最小边距．
步骤２　基于特征聚类对群三元组损失函数对神

经网络进行训练，更新网络参数Ｗ．
步骤３　得到新的网络模型并提取车辆图片新的

表观特征Ｆ．
最后，通过对待识别图像和数据库中车辆图像与提

取到的表观特征Ｆ计算欧式距离，衡量不同车辆图像与
待识别图像的表观相似度Ｄｖ，依照欧氏距离越小其为同
一辆车的概率越大的规则，完成对车辆的再识别．

４　实验结果与分析
　　本节对本论文提出的基于特征聚类对群三元组损
失的车辆再识别算法性能进行评价．首先介绍了本论
文的实验环境及训练配置，接着对基于特征聚类对群

三元组损失的车辆再识别算法的有效性进行了验证，

最后将本论文算法与其他车辆再识别算法进行对比．
４１　实验环境及训练配置

实验环境为：ＧｅＦｏｒｃｅＧＴＸ１０８０Ｔｉ显卡，１１ＧＢ显
存，ＩｎｔｅｌＣｏｒｅｉ７处理器，３６ＧＨｚ主频，６４ＧＢ内存；平台
为Ｕｂｕｎｔｕ１６０４，Ｃｕｄａ９０，ｃｕｄｎｎ７０５．

训练配置为：采用ＡＤＡＭ优化器；在ＶｅＲｉ７７６［１７］数
据集上总共训练１５０个 ｅｐｏｃｈｓ，ｍｉｎｉｂａｔｃｈ大小为１４４，
一个ｂａｔｃｈ包含２４种ＩＤ，每个ＩＤ包含６张图片，样本规
格为１２８×２５６；在ＶｅｈｉｃｌｅＩＤ［５］数据集上总共训练８０个
ｅｐｏｃｈｓ；ｍｉｎｉｂａｔｃｈ大小为２８８，一个ｂａｔｃｈ包含４８种ＩＤ，
每个ＩＤ包含６张图片，样本规格为１２８×２５６；采用Ｒｅｓ
Ｎｅｔ５０预训练模型，ｌａｓｔ＿ｃｏｎｖ＿ｓｔｒｉｄｅ设置为 １或采用
ＶＧＧ１６预训练模型；未将特征归一为单位长度；只使用
了水平翻转来做数据扩充．

实验中训练集和测试集均采用两个通用数据集中

的默认设置．其中 ＶｅＲｉ７７６数据集将所有７７６辆不同
车辆中的５７６辆车的３７７８１张图片作为训练集，将剩余
２００辆车的１１５７９张图片作为测试集．表１中的小样本
集、中样本集、大样本集指最常用的车辆再识别数据集

之一ＶｅｈｉｃｌｅＩＤ数据集中三种不同大小的测试集．Ｖｅｈｉ
ｃｌｅＩＤ数据集分为三种不同大小的测试集，分别包含８００
辆车的７３３２张图片、１６００辆车的 １２９９５张图片、２４００
辆车的２００３８张图片．测试集划分如表 １所示．三种数
据集均为测试集，因此采用同样的训练模型．

基础网络模型可采用 ＶＧＧ、ＧｏｏｇＬｅＮｅｔ、ＲｅｓＮｅｔ、
ＤｅｎｓｅＮｅｔ等任何一种基础模型．对比算法中采用原方法的
基础网络模型，本文算法采用ＲｅｓＮｅｔ５０作为与训练模型．

９４４２
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表１　ＶｅｈｉｃｌｅＩＤ数据集中的测试集结构

测试集规模 小样本集 中样本集 大样本集

图库图片数量 ８００ １６００ ２４００

查询图片数量 ６５３２ １１３９５ １７６３８

４２　算法有效性验证
为了对本论文提出的特征聚类对群三元组损失函

数的有效性进行验证，本文设计了下面的验证实验．实
验采用ｔｏｐ１和ｔｏｐ５命中率为评价指标．本文沿用 ＣＣＬ
表示，本文所提出的方法使用 ＣＦＣＥＴＬ来表示，其中特
征聚类的改进为 ＦＣ，对群三元组损失函数的改进为
ＣＣＴＬ．实验结果如表２所示．

表２　特征聚类对群三元组损失有效性实验

命中率 小样本集 中样本集 大样本集

ＶＧＧ＋ＴｒｉｐｌｅｔＬｏｓｓ［５］

ＶＧＧ＋ＣＣＬ［５］

ＶＧＧ＋ＣＣＬ＋ＦＣ
ＶＧＧ＋ＣＣＴＬ
ＶＧＧ＋ＣＦＣＥＴＬ

Ｔｏｐ１

０４０４
０４３６
０４３７
０４４０
０４４９

０３５４
０３７０
０３７３
０３８０
０３８７

０３１９
０３２９
０３３１
０３３７
０３４２

ＶＧＧ＋ＴｒｉｐｌｅｔＬｏｓｓ［５］

ＶＧＧ＋ＣＣＬ［５］

ＶＧＧ＋ＣＣＬ＋ＦＣ
ＶＧＧ＋ＣＣＴＬ
ＶＧＧ＋ＣＦＣＥＴＬ

Ｔｏｐ５

０６１７
０６４２
０６５７
０６７０
０６８５

０５４６
０５７１
０５８３
０５９１
０６１２

０５０３
０５３３
０５４４
０５６２
０５７５

　　如表２所示，特征聚类对群三元组损失的车辆再识
别算法在车辆再识别应用中能获得更好的性能．ｔｏｐ１和
ｔｏｐ５分别提升１３％ ～１７％、４１％ ～４３％了．说明了
使用本论文提出的基于聚类的正样本特征中心选取方

法的特征聚类对群三元组损失函数，是优于随机选取

一个正样本作为标准值的三元组损失及应用正样本算

术均值作为标准值的对群损失的．因此，本论文提出的
基于聚类的正样本中心能够更好地度量汽车表观特征

本质及特征聚类对群三元组损失能更好处理困难样

本，从而有效提升车辆再识别准确率．
４３　与其他算法对比

前面的实验验证了基于特征聚类对群三元组损失

的车辆再识别算法的有效性，下面的实验将对基于特

征聚类对群三元组损失的车辆再识别算法和五种当前

基于表观信息的车辆再识别算法 ＬＯＭＯ［９］、ＤＧＤ［８］、
ＦＡＣＴ［４］、ＳｉａｍｅｓｅＶｉｓｕａｌ［２］、ＶＧＧ＋ＣＣＬ［５］在 ＶｅＲｉ７７６［１７］

和ＶｅｈｉｃｌｅＩＤ［５］数据上进行比较．本文按照车辆与行人
再识别领域惯例，如文献［２，５，６］等，采用 ｍＡＰ、Ｔｏｐ１、
Ｔｏｐ５和ＣＭＣ曲线作为性能评价指标，ｍＡＰ和 ＣＭＣ曲
线中包含了对查全率的评估．

（１）基于ＬＯＭＯ的车辆再识别算法．ＬＯＭＯ是行人再
识别领域提出的一种人工提取的局部特征，致力于解决

行人再识别领域中经常出现的视角及光照变化的问题．
（２）ＤＧＤ算法．此算法是一种基于深度学习的特征

提取方法，可以从不同领域数据中学习到一般性的鲁

棒的特征．通过在 ＶｅＲｉ７７６［１７］及 ＶｅｈｉｃｌｅＩＤ［５］数据集上
做再训练，获得一个适用于提取车辆特征的网络模型．

（３）基于ＦＡＣＴ的车辆再识别算法．此算法是联合
领域中的一种区分车辆的方法，ＦＡＣＴ由 ＳＩＦＴ特征、颜
色名及ＧｏｏｇＬｅＮｅｔ特征组成的．

（４）ＶＧＧ＋ＣＣＬ算法，即基于对群损失的车辆再识
别算法．此算法通过将再识别领域流行的三元组损失
改进为对群损失，并结合 ＶＧＧ深度神经网络模型来提
取车辆图片的表观特征．

（５）ＳｉａｍｅｓｅＶｉｓｕａｌ算法．此算法使用分类用交叉熵
损失来计算一对车辆图片的视觉相似度，完成对车辆

表观特征的学习．
实验采用 ｔｏｐ１和 ｔｏｐ５命中率及累积匹配曲线图

ＣＭＣ作为评价指标．实验结果如表３及图７所示，图中
图７（ａ）为对比算法的 ＣＭＣ曲线图，图７（ｂ）为本文算
法的ＣＭＣ曲线图．图８和图９展示了部分实验效果．图
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８展示的是基于特征聚类对群三元组损失的车辆再识
别算法在 ＶｅＲｉ７７６［１７］数据上的部分实验效果．第一列
为查询图片，图片带虚线边框表示和查询图片属于同

一辆车，图片带粗实线边框表示和查询图片不属于同

一辆车．图９是在 ＶｅｈｉｃｌｅＩＤ［５］数据集上车实验效果．方
框线型表示含义与图 ８相同，需要说明的是 Ｖｅｈｉ
ｃｌｅＩＤ［５］数据集的图库图片里每一辆车只有一张图片，
所以最相似的前五张图片最多有一张是和查询图片属

于同一辆车的．可以看出实验效果不错．
本文基于特征聚类对群三元组损失的车辆再识别

算法分别在ＶｅＲｉ７７６数据集［１７］和ＶｅｈｉｃｌｅＩＤ数据集［５］上进

行了测试，通过观察ｍＡＰ、ｔｏｐ１、ｔｏｐ５评价指标，本文算法在
ＶｅＲｉ７７６数据集上比ｔｏｐ１性能最好的ＳｉａｍｅｓｅＶｉｓｕａｌ算法
的ｔｏｐ１提升了１３１１％，比 ｔｏｐ５性能最好的ＤＧＤ算法的
ｔｏｐ５提升了７２１％，ｍＡＰ只比最高的ＳｉａｍｅｓｅＶｉｓｕａｌ算法
稍稍下降，在ＶｅｈｉｃｌｅＩＤ数据集的小样本集上比四个主流算
法中最高的ｔｏｐ１、ｔｏｐ５分别提升了０１８％、７５７％．由此说
明本论文提出的基于特征聚类对群三元组损失的车辆再

识别算法获取的车辆表观特征的精确性相比其他算法是

更优的，从而有效提升了车辆再识别准确率．
表３　基于表观信息的车辆再识别算法对比实验

ＶｅＲｉ７７６数据集［１７］ ＶｅｈｉｃｌｅＩＤ数据集［５］

对比

方法

Ｑｕｅｒｙ＝１６７８Ｔｅｓｔ＝１１５７９ 配置 小样本集 中样本集 大样本集

ｍＡＰ Ｔｏｐ１ Ｔｏｐ５ 方法 Ｔｏｐ１ Ｔｏｐ５ Ｔｏｐ１ Ｔｏｐ５ Ｔｏｐ１ Ｔｏｐ５

ＬＯＭＯ
ＤＧＤ
ＦＡＣＴ

ＳｉａｍｅｓｅＶｉｓｕａｌ
ＲｅｓＮｅｔ＋ＣＦＣＥＴＬ

９７８
１７９２
１８７３
２９４８
２９３２

２３８７
５０７０
５１８５
４１１２
５４２３

３９１４
６７５２
６７１６
６０３１
７４７３

ＬＯＭＯ
ＤＧＤ
ＦＡＣＴ

ＶＧＧ＋ＣＣＬ
ＲｅｓＮｅｔ＋ＣＦＣＥＴＬ

１９７６
４４８０
４９５３
４３６２
４９７１

３２０１
６６２８
６８０７
６４８４
７５６４

１８８５
４０２５
４４５９
３９９４
４３７６

２９１８
６５３１
６４５７
６２９８
６７９１

１５３２
３７３３
３９９２
３５６８
３８２３

２５２９
５７８２
６０３２
５６２４
６３０５

５　结论
　　针对仅基于表观信息的车辆再识别方法中基于对
群损失的方法存在着训练过程扩大了样本输入数量增

加计算量的缺点及对群损失中没有考虑困难正样本情

形且对标准值项的设计过于简单的问题，本论文提出

了一种基于特征聚类对群三元组损失的车辆再识别算

法．首先，利用深度卷积神经网络提取车辆表观特征，
对正样本车辆图片采用基于聚类的正样本特征中心选

取方法，获得正样本特征中心．其次，使用正样本特征
中心设计特征聚类对群三元组损失函数，不扩增输入

样本数量，更新深度卷积神经网络参数，得到新的网络

模型及新的车辆表观特征，将查询车辆图片表观特征

与目标库车辆图片表观特征欧氏距离值从小到大排

序，按照距离值越小与待识别车辆身份相同概率越大

的规则完成对两幅图片是否属于同一辆汽车的判定．
实验结果表明本论文提出的基于特征聚类对群三元组

损失的车辆再识别算法在处理困难样本上是优于基于

对群损失的车辆再识别算法的．同时，在当前主流的
ＶｅＲｉ７７６数据集和 ＶｅｈｉｃｌｅＩＤ数据上，与当前五种基于
表观信息的车辆再识别算法进行了比较，论文算法相

比于当前主流的基于表观信息的车辆再识别算法能更

好地提升再识别的准确率．
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