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基于核协同表示与鉴别投影的

辐射源调制识别

李东瑾，杨瑞娟，李晓柏，董睿杰
（中国人民解放军空军预警学院，湖北武汉４３００１９）

　　摘　要：　针对辐射源识别中的特征稳定性不高和低信噪比环境适应性不足等问题，提出了一种基于二次时频分
布、核协同表示与鉴别投影的识别方法．首先，通过时频变换、稀疏域降噪和二次特征提取的预处理算法降低噪声干扰
和特征冗余，以获取高稳定性的二次时频分布特征；然后，采用核协同表示和鉴别投影思想进行降维学习和字典学习，

以提升数据低维表征和类间鉴别能力；最后，通过离线训练完成系统优化并用于分类验证．仿真结果表明，二次时频分
布特征具备较高稳定性，识别方法具备较强鲁棒性、时效性和适应性；当信噪比为 －１０ｄＢ时，该方法对８类辐射源信
号的整体平均识别率达到９６８８％．
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１　引言
　　在现代电磁频谱对抗域，辐射源调制识别为提升
系统无源增益和保障任务精准化实施提供重要支撑．
该技术的实现依赖于特征工程和分类器模型，各类非

线性特征变换和机器学习技术因而在研究早期备受青

睐［１］．近年来，卷积神经网络（ＣＮＮ，ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌ

Ｎｅｔｗｏｒｋ）等智能调制识别算法表现出极强的竞争力［２］．
综合来看，常规识别方式难以有效兼顾环境适应性和

时效性；智能识别方式显著降低了人为影响和特征需

求，但依赖于大数据样本．实际应用中，数据容量通常难
以满足深度学习需求，特征工程与分类器相结合方式

在缓解样本容量需求等方面仍具备较大优势．基于此，
本文充分考虑特征稳定性和分类时效性，从特征工程
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和分类器角度出发进行联合设计：（１）特征工程部分．
时频特征具备较高辨识度，采用计算复杂度较低的短

时傅里叶变换（ＳＴＦＴ，ＳｈｏｒｔＴｉｍｅＦｏｕｒｉｅｒＴｒａｎｓｆｏｒｍ）获取
初始特征，并通过算法设计降低噪声与冗余信息影响；

（２）分类器部分．稀疏表示和字典学习［３］分类方式能够

有效挖掘数据内在特征，在认知无线电等领域得到广

泛应用．文献［４］将其用于辐射源识别，但存在计算复
杂度高等问题；文献［５］采用协同表示分类增强分类时
效性，但其判别能力受限于未优化字典．判别设计和字
典学习能够增强判别能力，因而衍生出标签一致性 Ｋ
ＳＶＤ（ＬＣＫＳＶＤ，ＬａｂｅｌＣｏｎｓｉｓｔｅｎｔＫＳＶＤ）等［６］字典分类

方式．此外，低维判别和非线性表征是实现高效判别的
关键因素［７～９］．基于此，本文综合核协同表示和鉴别投
影进行联合识别算法设计，以强化类间差异性并实现

非线性空间的低维判别．
本文所提联合识别算法的主要功能如下：（１）二次时

频分布（ＳＴＦＤ）特征提取，通过ＳＴＦＴ处理获取初始特征
并利用时频域稀疏性完成降噪，采用信号子空间系数优

化方法完成二次特征提取；（２）基于核协同表示和鉴别投
影（ＫＣＲＤＰ）的分类识别，利用Ｆｉｓｈｅｒ准则构建目标函数，
采用小批量随机梯度下降法（ＭＳＧＤ）进行优化．

２　辐射源信号ＳＴＦＤ特征提取

２１　信号模型
高斯白噪声环境下截获辐射源单脉冲序列为

ｘ（ｋ）＝Ａｅｘｐ（ｊ（２πｆ０ｋ＋φ（ｋ）））＋ｎ（ｋ） （１）
其中，Ａ为幅度信息，ｆ０为信号载频，ｎ为高斯白噪声干
扰项，φ为脉内调制信息．ＮＬＦＭ满足φ（ｋ）＝πβ１ｋ

２／τ＋
２πβ２ｋ

３／３τ２，τ为脉冲宽度；Ｆｒａｎｋ满足 φ（ｋ）＝２π（ｋ－
ｋ（ｍｏｄＭ））［ｋ（ｍｏｄＭ）］／Ｍ，Ｍ为步进频率．本文主要考
虑单载频信号（ＳＣＳ，ＳｉｎｇｌｅＣａｒｒｉｅｒＳｉｇｎａｌ）、ＢＦＳＫ、ＱＦＳＫ、
ＬＦＭ、ＮＬＦＭ、ＢＰＳＫ、ＱＰＳＫ、Ｆｒａｎｋ八种调制方式．
２２　ＳＴＦＴ时频特征与降噪

ＳＴＦＴ对局部特征和整体结构具备较稳定表征能力
且时效性较高．离散域短时傅里叶变换为

ＳＴＦＴｘ（ｍ１，ｎ１）＝∑
Ｎ－１

ｋ＝０
ｘ（ｋ）

·ｈ（ｋ－ｍ１）ｅｘｐ －ｊ
２πｎ１
Ｎ( )ｋ （２）

其中，ｍ１、ｎ１分别为时域、频域索引，Ｎ为傅里叶变换长
度，ｈ为Ｎ／４长度的Ｈａｍｍｉｎｇ窗函数共轭．

不同采样率和信号参数下时频空间分布存在较大

差异，直接处理往往存在较大冗余，尤其不利于窄带信

号识别．因此采用图１所示流程提取 ＳＴＦＤ特征，降噪
和二次特征提取用于降低特征中噪声干扰和信息冗

余．具体降噪处理流程如下：

（１）构建滤波系数矩阵 Ｆｍ×ｎ＝［ｆ１，ｆ２，…，ｆｎ］，初
始值为Ｆｍ×ｎ＝Ａｍ×ｎ，Ａｍ×ｎ为原始时频信号；

（２）列信号ｆｊ（ｊ∈［１，ｎ］）对应局部频域维特征，具
备较强稀疏性．设 μｊ为列向量 ｆｊ的最大值，逐列进行如
下归一化处理

ｆｊ＝
ｆｊ
μｊ

（３）

（３）滤波系数优化．选取函数ｇ（ｘ）＝ｘ３进行如下系
数稀疏化表示

Ｆｉｊ＝
ｇ（Ｆｉｊ）， Ｆｉｊ≥ａｊ
０， Ｆｉｊ＜ａ{

ｊ

，　ｉ∈［１，ｍ］，ｊ∈［１，ｎ］（４）

其中，ａｊ为列向量ｆｊ的均值．由于ｇ（ｘ）收敛较快，重复式
步骤（２）、（３）两次即完成优化；

（４）降噪后时频信号更新为 珟Ａ＝Ａ⊙Ｆ，其中⊙为
Ｈａｄａｍａｒｄ积．随后将信号统一调整为珟ＡＭ×Ｍ．

２３　二次特征提取
引入信号子空间系数对冗余信息进行定量描述，

并采用滑窗检测机制进行系数优化，获取信号子空间

位置并降低信息冗余．
（１）定义γＦ为频域投影的子空间权重系数，用于表

征频率分布的能量差异．设 ｉ、ｊ分别为时域、频域索
引，则

γＦ（ｊ）＝∑
Ｍ

ｉ＝１

珟Ａｊｉ，ｊ∈［１，Ｍ］ （５）

（２）对γＦ进行归一化处理．进一步考虑信号分布连
续性，引入滑窗检测机制，则

珘γ（ｐ，ｋ）＝ ∑
ｐτ１

ｑ＝（ｐ－１）τ１＋１

１
τ１
γＦ（ｑ）ｈ１（ｐ－ｑ） （６）

其中，ｈ１为窗宽为τ１的单位矩形窗函数，ｐ∈［１，Ｍ／τ１］为
窗索引，ｋ∈［１，τ１］为窗内索引且珘γ（ｐ，ｋ）＝珘γ（ｐ，１），滑窗
检测结果为珘γＦ＝［珘γ

Ｔ
１，珘γ

Ｔ
２，…，珘γ

Ｔ
Ｌ］，珘γ

Ｔ
ｉ为珘γ的第ｉ行元素

且Ｌ＝Ｍ／τ１，多窗检测时对珘γＦ求加权平均．
（３）为增强稳定性，引入时域投影的子空间占空比

６９６１
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系数ηＴ表征信号连续性和占比状态，运用二值化数据
进行运算．利用 珟ＡＭ×Ｍ初始化窗索引 ｐ∈［１，Ｍ／τ１］内的
二值化时频分布珟Ａｐ，并以珟Ａｐ的过零均值μｐ为门限进行
数据二值量化，则

Ａ′ｐ（ｑ，ｉ）＝
１， Ａ′ｐ（ｑ，ｉ）＞μｐ
０， Ａ′ｐ（ｑ，ｉ）≤μ{

ｐ

（７）

其中，ｑ∈［（ｐ－１）τ１＋１，ｐτ１］．状态累积量ｆ（ｐ，ｉ）表示为

ｆ（ｐ，ｉ）＝ ∑
ｐτ１

ｑ＝（ｐ－１）τ１＋１
Ａ′ｐ（ｑ，ｉ）ｈ１（ｐ－ｑ） （８）

随后，对窗［（ｐ－１）τ１＋１，ｐτ１］内信号在各时域位置ｉ∈
［１，Ｍ］处信号的有无状态ｗ（ｐ，ｉ）进行定量描述，即

ｗ（ｐ，ｉ）＝
１， ｆ（ｐ，ｉ）＞０
０， ｆ（ｐ，ｉ）≤{ ０

（９）

窗内信号在时域投影空间ｋ∈［１，Ｍ］的占空比系数为

ηＴ（ｐ，ｋ）＝
１
Ｍ∑

Ｍ

ｉ＝１
ｗ（ｐ，ｉ） （１０）

ηＴ（ｐ，ｋ）在窗内含整个信号子空间时为１，仅含噪声子
空间时为０滑窗检测结果为η′Ｔ ＝［η

Ｔ
１，η

Ｔ
２，…，η

Ｔ
Ｌ］，η

Ｔ
ｉ

为ηＴ的第ｉ行元素，多窗检测对η′Ｔ求加权平均．
（４）γ′Ｆ与η′Ｔ分别从频域投影和时域投影角度反映

了信号主体信息，分别对 γ′Ｆ和 η′Ｔ进行最值归一化处理
后，信号子空间位置分布函数Ｓ为

Ｓ（ｊ）＝γＦ（ｊ）·γ′Ｆ（ｊ）·η′Ｔ（ｊ） （１１）
对Ｓ进行最值归一化处理．以其均值μｓ为门限得到信号
子空间的位置分布为［Ｓｍｉｎ，Ｓｍａｘ］，即

Ｓｍｉｎ＝ａｒｇｍｉｎｊ（Ｓ（ｊ）＞μｓ）

Ｓｍａｘ＝ａｒｇｍｉｎｊ（Ｓ（ｊ）＞μｓ{ ）
（１２）

此时，截取时频空间中信号子空间即可降低冗余信息．
将二次特征数据 Ａｓ进行标准化处理，统一调整为
珟ＡＭ１×Ｍ１后输出．若 Ｓｍａｘ－Ｓｍｉｎ＜Ｍ１，则 Ａｓ＝珟Ａ（Ｓｍ１：Ｓｍ２，
１：Ｍ）且 Ｓｍ２＝ｍｉｎ（ｍａｘ（Ｓｍ１＋Ｍ，Ｓｍａｘ＋δ），Ｍ），Ｓｍ１＝
ｍｉｎ（Ｓｍｉｎ，δ）且满足 δ＝（Ｍ１－Ｓｍａｘ－１＋Ｓｍｉｎ）／２；若
Ｓｍａｘ－Ｓｍｉｎ≥Ｍ１，则Ａｓ＝珟Ａ（Ｓｍｉｎ：Ｓｍａｘ，１：Ｍ）．

设置Ｍ＝６００、Ｍ１＝６０，系数优化时选取不同尺度
窗结合方式，对应窗宽分别为５０、１０，窗加权系数为２／３
和１／３以－５ｄＢ条件下 ＮＬＦＭ信号为例，对应各阶段
特征如图１所示．二次特征提取部分的红线对应二次特
征数据位置Ｓｍ１和Ｓｍ２．二次特征提取使得冗余降低，更
多强细节特征得以保留．

３　基于核协同表示与鉴别投影的识别系统

３１　ＫＣＲＤＰ信号模型
设ｌ维特征空间任意样本为 ｙ∈Ｒｌ，Ｃ类辐射源信

号的样本表示为 Ｘ＝［Ｘ１，Ｘ２，…，ＸＣ］∈Ｒ
ｌ×Ｍ，Ｘｉ为第 ｉ

类样本数据且样本量为 Ｍｉ．字典表示为 Ｄ＝［Ｄ１，Ｄ２，

…，ＤＣ］∈Ｒ
ｌ×Ｎ，Ｄｉ为第ｉ类子字典且字典原子数为Ｎｉ，ｙ

为任意样本．ＣＲＣ模型为
Ｊ＝ａｒｇｍｉｎ

Ｄ，α
‖ｙ－Ｄα‖２

Ｆ＋λ‖α‖
２
Ｆ （１３）

式中：α∈ＲＮ为编码系数，λ为正则化参数．引入鉴别投
影矩阵Ｐ＝［ｐ１，ｐ２，…，ｐｍ］∈Ｒ

ｌ×ｍ实现特征降维，引入

核映射增强特征非线性，对应ＫＣＲＤＰ模型为
Ｊ＝ａｒｇｍｉｎ

Ｐ，Ｄ，α
‖ＰＴφ（ｙ）－ＰＴφ（Ｄ）α‖２

Ｆ＋λ‖α‖
２
Ｆ （１４）

式中：φ（·）为隐式核函数．Ｐ和 Ｄ均可利用核样本张
成空间的基原子进行线性表示．设Ｑ∈ＲＭ×ｍ为伪随机变
换矩阵，则Ｐ＝φ（Ｘ）Ｑ．核字典φ（Ｄ）可表示为φ（Ｄ）＝
φ（Ｘ）Ａ，其中φ（Ｄｉ）＝φ（Ｘｉ）Ａｉ为第 ｉ类核子字典，Ａ∈
ＲＭ×Ｎ为字典系数矩阵．Ａ由子字典系数矩阵 Ａｉ按对角
形式排列构成．代入式（１４）得到
　Ｊ＝ａｒｇｍｉｎ

Ｑ，Ａ，α
‖ＱＴＫＸｙ－Ｑ

ＴＫＸＡα‖
２
Ｆ＋λ‖α‖

２
Ｆ （１５）

式中：Ｋ（·）为核表示，ＫＸｙ＝Ｋ（Ｘ，ｙ）＝φ（Ｘ）
Ｔφ（ｙ），ＫＸ

＝φ（Ｘ）Ｔφ（Ｘ）为半正定矩阵．ｙ的编码系数为
珘α＝（ＡＴＫＴＸＱＱ

ＴＫＸＡ＋λＩ）
－１ＡＴＫＴＸＱＱ

ＴＫＸｙ （１６）
式中：珘α＝［珘α１；珘α２；…；珘αＣ］∈Ｒ

Ｎ为编码系数，珘αｉ为第 ｉ类
编码系数．ｙ的对应误差表示和分类结果分别为

ｅｉ（ｙ）＝‖Ｑ
ＴＫＸｙ－Ｑ

ＴＫＸＸｉＡｉ珘αｉ‖
２
Ｆ ‖珘αｉ‖

２
Ｆ

Ｉｄ（ｙ）＝ａｒｇｍｉｎ
ｉ
｛ｅｉ｝ （１７）

设 珘Ｅｃ和 珘Ｅｄ分别为正确分类、最易错分类对应的类
内重构误差，ｄ对应错分类中的最小误差类，则

ｄ＝ａｒｇｍｉｎ
ｋ
珘Ｅｋ　ｓ．ｔ．ｋ≠ｃ

珘Ｅｋ＝‖ＱＴＫＸｘ－Ｑ
ＴＫＸＸｋＡｋ珘αｋ‖

２{
Ｆ

（１８）

增大ｃ和ｄ类差异性有助于提升鉴别能力．借鉴 Ｆｉｓｈｅｒ
判别［８，９］等思想设计的ＫＣＲＤＰ模型为

ＪＢ（Ｑ，Ａ）＝ａｒｇｍｉｎＱ，Ａ
１
Ｂ∑

Ｃ

ｉ＝１
∑
Ｂｉ

ｊ＝
(

１
Ｓβ（Ｒ（ｘｉ，ｊ））＋

λ‖珘α（ｉ，ｊ）‖２ )Ｆ （１９）

其中，ｘｉ，ｊ∈Ｒ
ｌ对应第 ｉ类第 ｊ个训练样本，Ｂ＝∑

Ｃ

ｉ＝１
Ｂｉ为

批量训练参数，Ｂｉ为第 ｉ类数据的样本量．选择 ｓｉｇｍｏｉｄ
函数Ｓβ（ｘ）＝１／（１＋ｅ

β（１－ｘ））进行误差量化，β为斜率参
数．类内、最近类间差异性量化函数定义为

Ｒ（ｘ）＝
珘Ｅｃ
珘Ｅｄ

（２０）

其中，Ｒ（ｘ）为１时对应临界状态 珘Ｅｃ＝珘Ｅｄ，此外主要分两
种情况：（１）珘Ｅｃ＜珘Ｅｄ时，Ｒ（ｘ）较小，误分类概率降低；
（２）珘Ｅｃ＞珘Ｅｄ时，Ｒ（ｘ）较大，易误分为ｄ类，利用ＭＳＧＤ对
其进行误差修正．
３２　ＫＣＲＤＰ模型优化

损失函数ＪＢ（Ｑ，Ａ）的梯度表示为

ｇＱ ＝
１
Ｂ∑ｉ∑ｊ Ｓ′β（ｚ）ｚ

!Ｑ
珘Ｅｃｉ，ｊ
珘Ｅｃｉ，ｊ

－
!Ｑ
珘Ｅｄｉ，ｊ
珘Ｅｄｉ，

( )
ｊ
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ｇＡ ＝
１
Ｂ∑ｉ∑ｊ Ｓ′β（ｚ）ｚ

!Ａ
珘Ｅｃｉ，ｊ
珘Ｅｃｉ，ｊ

－
!Ａ
珘Ｅｄｉ，ｊ
珘Ｅｄｉ，

( )
ｊ

Ｓ′β（ｚ）＝βｅ
β（１－ｚ） （１＋ｅβ（１－ｚ））２ （２１）

其中，ｚ＝Ｒ（ｘｉ，ｊ），忽略编码系数影响，则
　

!Ｑ
珘Ｅｇ ＝２（Ｋ（Ｘ，ｘ）－Ｋ（Ｘ，Ｘｇ）Ａｇ珘αｇ）

·（ＱＴＫ（Ｘ，ｘ）－ＱＴＫ（Ｘ，Ｘｇ）Ａｇ珘αｇ）
Ｔ

　
!Ａ
珘Ｅｇ ＝－２ＫＴ（Ｘ，Ｘｇ）Ｑ

·（ＱＴＫ（Ｘ，ｘ）－ＱＴＫ（Ｘ，Ｘ）Ａｇ珘αｇ）珘α
Ｔ
ｇ （２２）

求得批量数据的梯度表示后，Ｑ和Ａ更新方式为
Ｑ（ｔ）＝Ｑ（ｔ－１）＋Ｕ（ｔ）
Ａ（ｔ）＝Ａ（ｔ－１）＋Ｖ（ｔ）
Ｕ（ｔ）＝αＱＵ（ｔ－１）－γｇＱ
Ｖ（ｔ）＝αＡＶ（ｔ－１）－ηｇ

{
Ａ

（２３）

其中，αＱ和 αＡ为动量因子，γ和 η为学习率．采用批量
学习策略时，取γ＝Ｂγ０／Ｃ、η＝Ｂη０／Ｃ，γ０和η０为初始学
习率．具体求解过程如算法１所示．

算法１　基于ＭＳＧＤ的ＫＣＲＤＰ算法

输入：训练样本，模型参数和终止条件．
初始化：利用高斯随机矩阵初始化字典系数矩阵 Ａ，利用 ＫＰＣＡ算法

初始化伪随机变换矩阵Ｑ，设迭代次数ｔ＝０
　重复执行
　　　随机打乱样本顺序，将数据集划分为ＮＵＭ批次；
　　　ｆｏｒｉ＝１：ＮＵＭｄｏ
　　　　利用式（１６）计算编码系数 珘α（ｔ），利用式（１８）获取对应最近

错分类别ｄ（ｔ）；
　　　　利用式（２１）和（２２）计算梯度变量ｇ（ｔ）Ｑ 和ｇ

（ｔ）
Ａ ；

　　　　利用式（２３）更新Ｑ（ｔ）和Ａ（ｔ）；
　　　ｅｎｄｆｏｒ
　　　ｔ＝ｔ＋１；
　直到收敛
输出：Ｑ和Ａ．

３３　基于ＫＣＲＤＰ的辐射源调制识别
基于ＫＣＲＤＰ的辐射源调制识别系统如图２所示，

模型优化在离线训练阶段完成，对应流程为：首先提取

信号ＳＴＦＤ特征数据并完成向量化表示，所得训练样本
集送至ＫＣＲＤＰ并利用算法１完成优化．测试阶段采用
无监督方式完成，利用相同处理流程所得的测试数据

集送至ＫＣＲＤＰ进行性能验证，利用式（１７）进行误差计
算和预测类别判定．

４　仿真与分析

４１　实验环境
充分考虑信号多样性，信号参数如表１所示，其中

Ｕ表示区间内数据的均匀随机分布，采样总时长 Ｔ为
１０μｓ，采样频率为２００ＭＨｚ并以此为表１频率项的参考

频率．ＱＰＳＫ和ＱＦＳＫ的码序列为‘３，１，０，０，２，１，０，３，０，
２，１，２，３’、‘０，０，２，１，１，３，３，２，１，２，３’或‘３，０，１，２，２，１，
３’．测试环境如下：数据集在 －１２～１０ｄＢ（步长２ｄＢ）信
噪比条件下生成，各信噪比下单类信号样本为２００，样
本容量为１９２００本文设置两种数据集用于验证：（１）
数据集Ａ１用于不同信噪比下模型的独立训练与测试，
训练集由数据集中各信噪比下每类随机抽取的１００样
本构成，各信噪比下训练和测试样本容量均为８００；（２）
数据集Ａ２用于验证预处理算法及统一识别模型的有
效性．训练集在１０ｄＢ条件下随机生成，容量为１６００，测
试集为上述整个数据集．计算机配置为 ＣＰＵｉ７９７５０Ｈ，
６ＧＢＧＰＵ（ＮＶＩＤＩＡＧｅＦｏｒｃｅＲＴＸ２０６０），内存 １６ＧＢ，仿
真环境为ＭａｔｌａｂＲ２０１９ｂ．

表１　信号参数设置

信号类型 参数名称 取值范围

ＳＣＳ
载频

信号持续时间

Ｕ［１／４０，１／５］
Ｕ［Ｔ／２，Ｔ］

ＢＦＳＫ

跳频巴克码长度 ｛７，１１，１３｝
基频 Ｕ［１／４０，１／８］

频率间隔 Ｕ［１／４０，１／１０］
信号持续时间 Ｕ［Ｔ／２，Ｔ］

ＱＦＳＫ

跳频码长度 ｛７，１１，１３｝
基频 Ｕ［１／４０，３／４０］

频率间隔 Ｕ［１／４０，１／２０］
信号持续时间 Ｕ［Ｔ／２，Ｔ］

ＬＦＭ
初始频率 Ｕ［１／４０，１／８］
带宽 Ｕ［１／４０，１／１０］

信号持续时间 Ｕ［Ｔ／２，Ｔ］

ＮＬＦＭ

初始频率 Ｕ［１／４０，１／８］
调制参数β１ Ｕ［１／４０，１／２０］
调制参数β２ Ｕ［１／４０，１／２０］
信号持续时间 Ｕ［Ｔ／２，Ｔ］

ＢＰＳＫ
巴克码长度 ｛７，１１，１３｝
载频 Ｕ［３／２０，１／５］

码元内载波周期 ［２０，２３］

ＱＰＳＫ
码序列长度 ｛７，１１，１３｝
载频 Ｕ［３／２０，１／５］

码元内载波周期 ［２０，２３］

Ｆｒａｎｋ
步进频率 ［５，８］
载频 Ｕ［３／２０，１／５］

码元内载波周期 ｛４，５，６｝
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４２　参数设置
降噪及系数优化参数同第２节，为减少细节特征失

真，ＳＴＦＤ特征标准输出维度为６０×６０，向量化特征维
度为３６００Ａ１数据集用于参数验证，正则参数 λ为
００１，核函数选择 Ｇａｕｓｓｉａｎ函数，终止条件为迭代误差
小于０００１或达到最大迭代次数１０，ＭＳＧＤ中动量因子
αＱ和αＡ均为０５，其余参数为β＝１０、γ０＝１、η０＝０００１、
Ｂ＝４００、降维参数 ｍ＝３００、各子字典原子数相同均为
Ｎ０＝１００实际应用时，字典原子数、降维参数、学习率
参数更为重要，其余部分参数对识别性能的影响分析

如下：（１）斜率参数 β能够灵活调节 Ｓβ（ｘ）平滑程度和
梯度权值，β越小收敛越慢；β越大收敛速度越快，但易
陷入饱和区．批量训练时，梯度平均方式能够有效降低
陷入饱和区概率，取 β∈［５，１０］性能较好；（２）批量计
算方式降低了小样本计算引入的梯度方向不确定性和

计算开销．批量参数Ｂ较小时效性不强，较大时稳定性
下降，本文设置适中值Ｂ＝２００

学习率一定程度影响识别性能，取 γ０∈［００１，１］
且η０∈［０００１，１］，不同学习率参数下的整体平均识别
率如图３所示．结果表明：当γ０和η０均为１时梯度更新
的稳定性较低，识别性能相对较差；其余条件下识别性

能相当且均能有效收敛．实际应用时，选择适中的学习
率即可，本文设置γ０＝１、η０＝０００１

子字典原子数Ｎ０和降维参数ｍ较大程度影响子字
典的类内表征和类间辨识能力，合理降低 Ｎ０和 ｍ有利
于降低特征冗余和计算复杂度．选取 Ｎ０∈［５０，２００］与
ｍ∈［５０，５００］进行测试，不同 Ｎ０与 ｍ对应识别性能如
图４所示．图４（ａ）为 Ｎ０与 ｍ对整体平均识别率影响，
Ｎ０≥１００且ｍ≥１００时性能较优，Ｎ０较小时字典表征能
力不足，ｍ较小时特征辨识度不高．图４（ｂ）为各信噪比
下平均测试时间受参数 Ｎ０与 ｍ影响情况，参数与测试
时间保持正相关关系，随着Ｎ０与ｍ增大，计算复杂度逐
渐增大．综合考虑识别率与计算复杂度，子字典原子数
和降维参数和分别设为Ｎ０＝１００、ｍ＝３００

４３　实验结果对比
４３１　特征稳定性分析

特征稳定性直接影响识别性能，选择数据集 Ａ１中
－４ｄＢ环境数据进行测试，每类数据随机选择１００个样
本，采用ＴＳＮＥ算法［１０］进行特征可视化处理，结果如图

５所示．特征预处理阶段共包含 ＳＴＦＴ时频特征、降噪处
理后ＤＳＴＦＴ特征和ＳＴＦＤ特征三种特征．对比 ＴＳＮＥ二
维特征图得出：初始 ＳＴＦＴ特征类内聚集性较差且类间
距离较小，其中ＢＰＳＫ、ＱＰＳＫ和 ＳＣＳ信号类间辨识度相
对较低；降噪后ＤＳＴＦＴ特征在特征图上的表现与 ＳＴＦＴ
特征差异性不大；ＳＴＦＤ特征具备较高的类内聚集性和
类间辨识度．为验证预处理算法有效性并分析其性能
增益，引入文献［２］的预处理算法提取ＳＴＦＴＴＦＩ特征进
行对比．数据集Ａ１和 Ａ２上的测试结果如图６所示．综
合对比四类特征下的识别性能得出：ＳＴＦＴ特征受噪声
影响较大，降噪等预处理方式能够有效改善低信噪比

环境下识别性能；本文降噪处理方式有效抑制了噪声
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干扰，但引入了一定程度信息损失，在高信噪比条件下

（例如Ａ２数据集下０ｄＢ以上环境）识别性能受到影响；
ＳＴＦＤ特征进一步降低了特征冗余，使得细节特征更为

稳定，识别性能整体较优；文献［２］的 ＳＴＦＴＴＦＩ特征在
－２ｄＢ以上环境较为稳定，优于 ＳＴＦＴ特征和 ＤＳＴＦＴ特
征，但低信噪比环境适应性不佳．

　　综合对比分析得出：（１）Ａ２数据集仅利用１０ｄＢ训
练集优化系统，取得了与 Ａ１相当的识别性能，降低了
系统冗余，间接表明了特征预处理算法的有效性和对

系统冗余的改善能力；（２）Ａ１数据集下，针对各信噪比
环境进行模型独立训练方式更具针对性，模型可自动

学习噪声背景下的特征．但需要较高精度信噪比估计；
（３）Ａ２数据集下，系统性能依赖于特征预处理算法，
ＳＴＦＤ特征具备较高稳定性，在 －４ｄＢ以下环境明显优
于文献［２］的预处理方式．实际应用中，针对低信噪比
环境样本难获取、系统冗余不宜过高等情况，利用高信

噪比数据完成系统优化可行性更高，具备应用价值．

４３２　不同识别算法对比
为验证本文 ＫＣＲＤＰ识别方法的综合性能，选用数

据集Ａ１与ＳＴＦＤ特征进行测试，并与如下方式进行对
比：（１）Ｋ最近邻（ＫＮＮ，ＫＮｅａｒｅｓｔＮｅｉｇｈｂｏｒ）；（２）ＳＶＭ；
（３）ＬＣＫＳＶＤ［６］；（４）ＣＮＮ［２］；（５）随机投影与压缩协作
表示（ＲＰＣＣＲ，ＲａｎｄｏｍＰｒｏｊｅｃｔｉｏｎａｎｄＣｏｍｐｒｅｓｓｉｖｅｌｙＣｏｌ
ｌａｂｏｒａｔｉｖｅＲｅｐｒｅｓｅｎｔａｔｉｏｎ）［５］．其中，ＫＮＮ最近邻参数为
４，ＳＶＭ选择径向基核函数；ＬＣＫＳＶＤ中稀疏度为１２，
稀疏编码项和分类判别项系数分别为４、２，子字典原子
数均为１００；ＣＮＮ结构同文献［２］，采用 Ａｄａｍ算法优
化，最大迭代５０次，初始学习率为０００１，批量参数为
１２８，一阶及二阶矩估计分别为 ０９、０９９９，扰动项为
１ｅ－８；ＲＰＣＣＲ降维参数和正则参数同ＫＣＲＤＰ．

各类算法的识别结果如图７所示，其识别性能均
随信噪比保持递增趋势．图７（ａ）中，ＳＴＦＤ特征具备较
高稳定性，各方式均取得了优于８４％的识别率且差异
性相对较小．当信噪比大于 －４ｄＢ时，识别效果基本趋
于稳定．其中，ＫＣＲＤＰ性能最优，较其余方式在 －１２ｄＢ
时能够获得约２％ ～７％的性能增益．图７（ｂ）中，ＳＴＦＴ
特征稳定性较低，各方式的性能差异较明显．其中，
ＫＣＲＤＰ和ＣＮＮ方式的性能较优，ＫＣＲＤＰ方式仅在 －
４ｄＢ时弱于 ＣＮＮ方式．综合分析表明，ＳＴＦＤ特征具备
较高稳定性，ＫＣＲＤＰ方式具备较优的识别性能．
　　选取－１０ｄＢ信噪比环境，按表１顺序将信号依次记
为Ｓ１～Ｓ８，ＫＣＲＤＰ方式下各信号识别结果如表２所示．
其中，ＢＦＳＫ和 ＱＦＳＫ存在一定程度混淆；ＬＦＭ和 ＮＬＦＭ
相似度较高，混淆程度相对较大．综合来看，整体平均识
别率达到９６８８％，系统对低信噪比环境适应性较强．
４３３　系统鲁棒性分析

为分析系统在小样本训练集下的鲁棒性，选择

［－１２，－１０，－８］ｄＢ信噪比环境数据进行测试．每个
信噪比下的测试样本为每类５０个；训练样本量对应每
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个信噪比每类３０～１５０个（间隔３０）．识别结果循环十
次取平均，得到图８所示三种不同信噪比环境下训练
样本量与识别率关系曲线．当训练数据量为３０个样本
时，－１２ｄＢ环境下识别率约为８２７５％；随着训练数据
量增加，识别率呈递增趋势，当训练样本量达到１５０时，
识别率均高于９０％，表明系统具备较强鲁棒性，能够有
效适应小样本数据集．

表２　－１０ｄＢ条件下辐射源识别混淆矩阵（单位：％）

Ｓ１ Ｓ２ Ｓ３ Ｓ４ Ｓ５ Ｓ６ Ｓ７ Ｓ８
Ｓ１ １００ ０ ０ ０ ０ ０ ０ ０
Ｓ２ １ ９７ ２ ０ ０ ０ ０ ０
Ｓ３ ０ １ ９９ ０ ０ ０ ０ ０
Ｓ４ ０ １ ０ ９４ ４ ０ ０ １
Ｓ５ ０ ０ １ ６ ９３ ０ ０ ０
Ｓ６ ０ ０ ０ ０ ０ １００ ０ ０
Ｓ７ １ ０ ０ ０ ０ ４ ９３ ２
Ｓ８ ０ １ ０ ０ ０ ０ ０ ９９

４３４　系统复杂度分析
计算复杂度是衡量系统性能的重要指标．预处理

阶段，ＳＴＦＴ的时效性受采样序列长度和窗长度影响，降
噪时效性主要受原始时频信号维度影响，ＳＴＦＤ的时效
性主要受窗宽和输出特征维度影响．选择１０ｄＢ环境数
据进行测试，单个样本在 ＳＴＦＴ、降噪和 ＳＴＦＤ处理各阶
段的平均时耗分别为 ０１４５０ｓ、００１６７ｓ和００２３５ｓ．其
中，时频变换计算复杂度更高，特征预处理需要一定的

计算复杂度以提高特征稳定性．分类阶段，选用数据集
Ａ１和ＳＴＦＤ特征进行测试，仿真条件同４３２节，训练
时间和测试时间均为单个信噪比环境下的平均运行时

间，除ＣＮＮ外均在ＣＰＵ上测试，具体结果如表３所示．
其中，ＫＮＮ和ＳＶＭ方式训练耗时较短，但测试过程时
效性一般；ＬＣＫＳＶＤ测试时效性较优；ＣＮＮ给出了ＧＰＵ
和ＣＰＵ两种环境下的计算复杂度，ＧＰＵ具备较高时效
性，测试时间仅次于 ＲＰＣＣＲ和 ＫＣＲＤＰ方式；ＲＰＣＣＲ
无需字典学习，其２优化形式的分类时效性较高．相比
而言，本文ＫＣＲＤＰ的训练过程涉及优化迭代，需一定
计算复杂度，但鉴别投影与 ２优化形式降低了测试复
杂度，保证了测试时间最优．监督学习方式的优化过程
一般通过离线学习完成，训练阶段耗时可暂不考虑，系

统时效性取决于测试时间．综合对比识别结果及计算
复杂度，本文方式在识别准确率和识别效率上均具备

一定优势．
表３　不同识别方式计算复杂度对比

识别算法 训练时间／ｓ 测试时间／ｓ

ＫＮＮ ００４３５ ０４４６６

ＳＶＭ ０７９２１ ０１９４６

ＬＣＫＳＶＤ ３８１８７３ ０１１５０

ＣＮＮ（ＣＰＵ） ３４５０７５ ０４０７３

ＣＮＮ（ＧＰＵ） ７５９１２ ０１００７

ＲＰＣＣＲ ０ ００９１７

ＫＣＲＤＰ １２１８２４ ００７６４
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５　结论
　　本文提出了一种基于核协同表示与鉴别投影的分
类识别系统，充分考虑了特征稳定性与分类时效性，通

过时频变换、降噪及二次特征处理强化特征差异，利用

ＫＣＲＤＰ实现特征高效降维和分类识别．在两种不同数
据集设置下，仿真验证了 ＳＴＦＤ特征的稳定性和
ＫＣＲＤＰ识别方式的有效性．实验结果表明，ＫＣＲＤＰ在
识别率和测试时效性方面均表现出一定优势，具备较

强的鲁棒性和时效性，能够有效适应低信噪比环境和

数据样本容量变化．此外，当实际应用中难以获取低信
噪比环境下样本时，可利用高信噪比训练集完成系统

优化．
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