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　　摘　要：　图像超分辨率重建（ＳｕｐｅｒｒｅｓｏｌｕｔｉｏｎＲｅｃｏｎｓｔｒｕｃｔｉｏｎ，ＳＲ）是由一张或多张低分辨率图像得到高分辨率图
像的过程．近年来，ＳＲ技术不断发展，在许多领域被广泛应用．本文在回顾ＳＲ技术发展历史的基础上，全面综述了ＳＲ
技术在各个时期的代表性方法，重点介绍了基于深度学习的图像超分辨率工作．我们从模型类型、网络结构、信息传递
方式等方面对各种算法进行了详细评述，并对比了其优缺点．最后探讨了图像超分辨率技术未来的发展方向．
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１　引言
　　图像超分辨率重建（ＳｕｐｅｒｒｅｓｏｌｕｔｉｏｎＲｅｃｏｎｓｔｒｕｃｔｉｏｎ，
ＳＲ）是指采用图像处理和机器学习技术，从同一场景中
已有的一张或多张低分辨率（ＬｏｗＲｅｓｏｌｕｔｉｏｎ，ＬＲ）图像
构建高分辨率（ＨｉｇｈＲｅｓｏｌｕｔｉｏｎ，ＨＲ）图像的技术［１］．图
像ＳＲ在医学影像分析［２］、安全监控［３］、遥感成像［４］等

领域有广泛应用．图像 ＳＲ最早在１９６４年和１９６８年分
别由 Ｈａｒｒｉｓ［５］和 Ｇｏｏｄｍａｎ［６］提出，他们的方法被称为
ＨａｒｒｉｓＧｏｏｄｍａｎ频谱外推法．１９８４年，Ｔｓａｉ和 Ｈｕａｎｇ［７］等
人提出在频域中由 ＬＲ图像序列复原 ＨＲ图像的方法
后，ＳＲ技术逐渐引起人们注意并被广泛研究．从Ｔｓａｉ和
Ｈｕａｎｇ开创性工作以来，人们陆续提出了各种ＳＲ技术，
包括频域到空域的方法，以及从信号处理到机器学习

的方法．２０１４年左右，随着深度学习的兴起，人们将深
度学习技术用于ＳＲ问题，提出了一系列基于深度学习
的ＳＲ方法，逐步提升了ＳＲ算法的性能．图１展示了图
像ＳＲ研究工作的发展路线．

传统图像ＳＲ算法包括基于重构和基于样例学习
的方法，这些方法普遍难以恢复高频细节信息，导致重

建图像模糊且计算复杂、实时性不高等问题，不适用于

大放大因子（如 ×４、×８）的要求．为解决这些问题，近
年来人们将深度学习用于图像 ＳＲ中．如今，基于深度
学习的图像ＳＲ已逐渐成为主流方法．

随着对ＳＲ问题研究的深入，大量方法不断涌现．
一些学者相继对该领域工作进行了综述．早期综述文
章［８～１０］主要总结了传统 ＳＲ算法，综述了常用 ＳＲ算法
及当时的研究成果，由于深度学习尚未用于 ＳＲ领域，
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因此这些综述没有涉及基于深度学习的 ＳＲ算法．近期
工作［１１～１４］对基于深度学习的ＳＲ技术进行了综述，但涉
及算法较少，分类不够全面．本文在上述工作基础上，对
图像ＳＲ研究的发展进行了系统的总结（整体框架见图

２）．在传统方法基础上，重点补充了最新基于深度学习
图像ＳＲ技术的研究成果，希望为相关领域的后续研究
提供有益参考．

２　图像ＳＲ的主要方法
　　如图２所示，按算法原理，我们将基于图像的 ＳＲ
方法分为基于重构的方法、基于样例学习的方法和基

于深度学习的方法三大类．目前，基于深度学习的 ＳＲ
算法是该领域的研究热点．

２１　基于重构的方法
基于重构的图像ＳＲ通常要对ＬＲ图像序列进行亚

像素精度对齐，得到高低分辨率图像间的运动偏移量，

构建观测模型中的空间运动参数，并应用不同的约束

条件求解 ＨＲ图像．基于重构的图像 ＳＲ方法主要可分
为频域法和空域法两大类．
２１１　频域法

１９８４年，Ｔｓａｉ和Ｈｕａｎｇ［７］首次提出了在频域内提高
图像分辨率的思想，在假定 ＬＲ图像生成模型后，分别
对ＬＲ图像和原始ＨＲ图像进行傅里叶变换，在频域中
建立起二者之间的线性关系，重建出 ＨＲ图像．该方法

假设图像中不存在运动模糊和观测噪声，同时忽略了

光学系统的点扩散函数，因此只适合理想图像退化模

型．后续改进算法分别采用递归最小二乘法［１５］、离散

ＤＣＴ变换［１６］和小波变换［１７，１８］消除图像中的观测噪声、

空间模糊和相对物体运动，有效提高了重建图像质量，

并加快了算法速度．
频域重建方法简单，运行速度快，但该方法处理复

杂退化模型的能力有限且难以加入先验知识．
２１２　空域法

空域法对影响图像成像效果的空域因素（如光学

模糊、运动模糊等）建模．因此，更接近实际应用情况．
常用的空域 ＳＲ方法主要包括非均匀采样内插法
（ＮＵＩ）［１９］、基于迭代反投影（ＩＢＰ）的方法［２０］、基于最大

后验概率（ＭＡＰ）的方法［２１，２２］、基于凸集投影（ＰＯＣＳ）的
方法［２３］和基于ＭＡＰＰＯＣＳ的混合算法［２４］等．
２２　基于样例学习的方法

基于样例学习的方法利用先验知识，通过给定的样

例训练得到ＬＲ与ＨＲ图像之间的映射关系，进行ＨＲ图
像的重建．该类方法包括训练集构建、特征学习和高频细
节重建等三个步骤．训练集构建通过对ＨＲ图像进行降
采样等降质操作得到对应的ＬＲ图像；特征学习则学习
ＬＲ→ＨＲ图像的映射关系；高频细节重建根据学习到的
ＬＲ→ＨＲ图像映射关系，从 ＬＲ图像中恢复出ＨＲ图像．
根据训练样本库来源及匹配特征域的不同，可分为基于

图像自相似性、基于邻域嵌入和基于稀疏表示的方法．在
基于图像自相似性的方法中，训练样本集来自输入图像

本身．在基于邻域嵌入和基于稀疏表示的方法中，训练样
本集来自外部数据库，与输入图像无关．
２２１　基于图像自相似性的方法

该方法假设图像局部内容及结构在不同尺度间或

同一尺度内反复出现．训练集样本通常由对输入图像
做多尺度变换得到的不同分辨率下的图像组成．

Ｆｒｅｅｍａｎ等人［２５］认为两个相似的 ＬＲ图像块对应

８０４１
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的ＨＲ图像块也应相似，两个相邻ＨＲ图像块重叠部分
的像素值应该一致．他们使用马尔科夫网络分别对
ＨＲ、ＬＲ图像对之间，相邻ＨＲ图像块之间进行建模，对
输入的ＬＲ图像搜索拼接得到对应的 ＨＲ图像．Ｇｌａｓｎｅｒ
等人［２６］将同一尺度下图像自相似性和跨尺度的图像相

似性相结合，通过搜索—粘贴的方式逐级放大图像，填

充高频细节，实现高分辨率重建．
２２２　基于邻域嵌入的方法

该方法［２７］假设 ＨＲ图像与其对应的 ＬＲ图像块在
特征空间中具有相似的局部流形，并用样例图像块对

输入图像进行拟合，通过样例 ＬＲ图像块训练得到拟合
系数，并将该拟合系数用于 ＨＲ图像重建．利用邻域嵌
入结合其它约束条件，如最小二乘算法，局部线性嵌入

和非负最小二乘法得到一组权值，使得 ＬＲ图像与其在
样本中对应的Ｋ个最近邻图像块加权得到的 ＬＲ图像
误差最小，对ＨＲ图像块应用这组系数进行加权即可得
到重建的ＨＲ图像．

邻域嵌入法对样本集依赖性小，缺点在于最近邻

图像块数目Ｋ需人为选定．
２２３　基于稀疏表示的方法

基于稀疏表示的方法［２８，２９］通过稀疏分解将图像变

换到稀疏域，并假设样本库中 ＬＲＨＲ图像对共享同一
稀疏系数．对输入的ＬＲ图像利用 ＬＲ字典计算其稀疏
系数，将同样的系数应用于 ＨＲ字典上生成 ＨＲ特征，
得到最终的重建ＨＲ图像．稀疏表示法克服了邻域嵌入
法需要确定最近邻图像块数目的缺点，可扩展性强，对

噪声不敏感，但重建图像质量和计算复杂度均与字典

大小相关．当字典不够完备时，图像边缘细节较模糊．

３　基于深度学习的图像ＳＲ

　　２０１４年Ｄｏｎｇ等人［３０］提出一个含三个卷积层的网

络
!

ＳＲＣＮＮ（ＳｕｐｅｒＲｅｓｏｌｕｔｉｏｎＣＮＮ），首次将深度学习
用于图像ＳＲ．此后，基于深度学习的 ＳＲ网络不断出现
并改进．如图３所示，我们根据网络类型将基于深度学
习的图像ＳＲ方法分为基于卷积神经网络（ＣＮＮ）的 ＳＲ
方法和基于其它深度学习模型的 ＳＲ方法．其中使用
ＣＮＮ结构的ＳＲ方法，可进一步分为基于 ＳＲＣＮＮ及其
改进算法的网络、基于先验知识的网络、基于残差结构

的网络和基于密集连接的网络．有些网络如 Ｍｅｍ
Ｎｅｔ［３１］、ＲＤＮ［３２］则同时借鉴了残差结构和密集连接，而
基于残差结构的 ＳＲ方法中又包含了基于生成对抗网
络（ＧｅｎｅｒａｔｉｖｅＡｄｖｅｒｓａｒｉａｌＮｅｔ，ＧＡＮ）的ＳＲ方法．
３１　基于ＳＲＣＮＮ及其改进算法

ＳＲＣＮＮ［３０］借鉴了基于稀疏编码的图像ＳＲ思想，通
过卷积操作完成图像块提取、特征非线性映射和重建

过程三个步骤，其网络结构如图４所示．首先通过双三

次线性插值将ＬＲ图像插值到 ＨＲ图像尺寸作为输入．
第一层卷积对图像密集采样，得到一系列图像块，每个

图像块表示成一个高维向量，这些高维向量组成 ｎ１个
特征图；第二层卷积将表示ＬＲ图像的ｎ１个特征图非线
性映射到表示ＨＲ图像的ｎ２个特征图；第三层卷积采用
全连接方式将预测的ＨＲ图像块整合起来生成一张ＨＲ
图像．

ＳＲＣＮＮ将真实ＨＲ图像和重建 ＨＲ图像间的均方
误差（ＭＳＥ）作为损失函数（式（１）所示）训练网络

Ｌ（θ）＝１ｎ∑
ｎ

ｉ＝１
‖Ｆ（Ｙｉ；θ）－Ｘｉ‖

２ （１）

式中，Ｌ（θ）为损失函数，θ为网络优化参数，ｎ为训练样
本数量，Ｙｉ为训练集中第 ｉ幅 ＬＲ图像，Ｆ（Ｙｉ；θ）为由 Ｙｉ
映射得到的ＨＲ图像，Ｘｉ为第ｉ幅真实ＨＲ图像．

虽然ＳＲＣＮＮ在图像重建质量和速度上均优于传
统方法，但存在以下问题：①没有利用任何先验知识；
②只适用于单放大因子的图像 ＳＲ，针对不同的放大因
子，网络模型需要重新训练；③由于输入需要先插值至
目标尺寸大小，整个图像重建过程均在 ＨＲ空间中进
行，导致计算量大，训练速度慢；④网络比较浅，结构简
单，卷积核感受野较小（１３×１３）不能很好地利用图像
上下文信息．

针对ＳＲＣＮＮ需要将 ＬＲ图像先放大至 ＨＲ空间学
习ＬＲ→ＨＲ特征映射，造成计算量大、重建时间长的缺
点，ＥＳＰＣＮＮ（ＥｆｆｉｃｉｅｎｔＳｕｂＰｉｘｅｌＣＮＮ）［３３］和 ＦＳＲＣＮＮ
（ＦａｓｔＳｕｐｅｒＲｅｓｏｌｕｔｉｏｎｂｙＣＮＮ）［３４］算法直接将 ＬＲ图像
送入网络提取特征，并学习ＨＲ特征图．不同之处在于，
ＥＳＰＣＮＮ利用增加卷积核数量和亚像素卷积得到 ＨＲ
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特征图，并通过通道重组得到 ＨＲ图像．而 ＦＳＲＣＮＮ使
用更小的卷积核和更多的映射层改变特征维数，实现

多通道非线性映射和特征融合，最后通过反卷积层得

到ＨＲ图像．实验结果表明，ＥＳＰＣＮＮ能取得与 ＳＲＣＮＮ
相当的重建质量，ＦＳＲＣＮＮ的重建质量较ＳＲＣＮＮ略好．
但两种算法的重建时间仅为 ＳＲＣＮＮ的 １／１０（ＥＳＰＣ
ＮＮ）和１／３８（ＦＳＲＣＮＮ）．

３２　基于先验知识的图像ＳＲ网络
针对ＳＲＣＮＮ算法未能充分利用领域及先验知识

的缺点，人们陆续提出改进方法，用图像梯度、边缘、稀

疏性和自相似性等先验知识指导网络设计，使重建图

像具有丰富的高频细节和更好的视觉效果．
（１）ＳＲＣＮＮＰｒ
ＳＲＣＮＮＰｒ［３５］利用图像边缘先验信息和不同尺度

间的图像自相似特性进行图像多尺度放大．输入的 ＬＲ
图像同时经过多个放大因子对应的网络实现多任务学

习，图像在不同尺度间的自相似性使得网络可以进行

权值共享，缓解参数过多的问题．网络末端卷积层用于
提取重建图像的边缘特征．在 ＳＲＣＮＮ损失函数的基础
上，通过添加重建图像的梯度信息和目标ＨＲ图像梯度
信息一致的约束条件来引入图像边缘梯度先验．整个
网络损失函数由重建损失 Ｌｏｓｓｓ和梯度信息损失 Ｌｏｓｓｐｒ
两部分组成，如式（２）所示，其中α是权重系数．

Ｌｏｓｓ＝Ｌｏｓｓｓ＋αＬｏｓｓｐｒ （２）
将先验知识和特征提取相结合是 ＳＲＣＮＮＰｒ方法

的创新之处．但领域先验知识对重建图像质量提升有
限，如何实现高质量的高放大倍数图像重建是 ＳＲＣＮＮ
Ｐｒ需要解决的问题．

（２）ＳＣＮ
ＳＣＮ（ＳｐａｒｓｅＣｏｄｉｎｇＢａｓｅｄＮｅｔｗｏｒｋ）［３６］通过神经网

络实现基于稀疏编码的图像ＳＲ．它利用ＬＩＳＴＡ（Ｌｅａｒｎｅｄ
ＩｔｅｒａｔｉｖｅＳｈｒｉｎｋａｇｅａｎｄＴｈｒｅｓｈｏｌｄｉｎｇＡｌｇｏｒｉｔｈｍ）将基于稀
疏表示的ＳＲ方法中的稀疏表示、映射和重建三个模块
纳入同一个稀疏编码网络 ＳＣＮ中，并通过级联 ＳＣＮ实
现任意尺度的图像放大．

ＳＣＮ的思想与传统基于稀疏编码的 ＳＲ方法完全
一致，但使用深度网络实现并进行训练，避免了传统稀

疏编码方法需要大量优化计算的缺点．相比 ＳＲＣＮＮ这
类基于数据驱动的网络，稀疏编码网络的每一层都具

有清楚的物理意义，可解释性强，通过 ＬＩＳＴＡ子网络结
构加入图像的先验知识可以使得重建图像有更好的视

觉效果．
（３）ＤＥＧＲＥＥ
ＤＥＧＲＥＥ（ＤｅｅｐＥｄｇｅＧｕｉｄｅｄＲｅｃｕｒｒｅｎｔＲｅｓｉｄｕａｌ

Ｎｅｔｗｏｒｋ）是 Ｙａｎｇ等人［３７］提出的一种加入边缘先验知

识的深度残差网络．该网络包含四个部分：①ＬＲ边缘
提取层，提取图像边缘作为先验信息，将 ＬＲ图像及其
边缘特征图输入网络；②递归残差网络，将图像分解为
边缘、纹理等成分，作为不同的子频带；③ＨＲ边缘预测
层，实现各成分的重建；④残差子带融合层，将各子频
带的重建信息融合生成ＨＲ图像．

网络的损失函数由边缘损失和重建损失组成，均

采用均方误差形式．ＤＥＧＲＥＥ将自然图像先验信息融
入到图像ＳＲ中，可以更好地恢复细节，获得更好的视
觉效果，但网络复杂，运行速度慢．在大放大因子下，重
建效果不好．
３３　基于残差结构的图像ＳＲ方法

一般而言，网络越深越宽，其感受野越大，能利用

的上下文信息越多，学习能力及层次特征表征能力也

越强．近年来，越来越多学者尝试在加深网络的同时使
用跳连接来增强网络的特征学习能力，应用残差学习，

梯度裁剪，参数共享等策略解决深度网络参数量大，不

易收敛以及梯度爆炸／梯度消失等问题．我们根据网络
中残差学习方式的不同、层间信息传递的不同以及实

现多尺度放大方法的不同对各种基于残差结构的图像

ＳＲ方法进行梳理．
３３１　基于不同残差学习的方法

（１）ＶＤＳＲ
ＶＤＳＲ（ＶｅｒｙＤｅｅｐＣＮＮｆｏｒＳＲ）［３８］是首个将残差结

构用于图像ＳＲ问题的深度网络．该方法认为 ＬＲ图像
携带的低频信息与ＨＲ图像的低频信息相近，因此只需
学习ＨＲ图像和 ＬＲ图像之间的高频残差信息即可．
ＶＤＳＲ网络结构如图５所示，它将插值后得到具有目标
尺寸大小的 ＬＲ图像输入网络，再将这个图像与网络学
到的残差相加得到最终的ＨＲ重建图像．

ＶＤＳＲ的创新之处在于：
（Ｉ）网络深度增加至２０层．感受野由 ＳＲＣＮＮ中的

１３×１３变为４１×４１，网络能利用更多的上下文信息来
预测图像细节．

（ＩＩ）将残差学习融入 ＳＲ问题．残差图像比较稀
疏，极大减轻了网络计算负担，加快了收敛速度．ＶＤＳＲ
还应用自适应梯度裁剪，将梯度限制在某一范围内，避

免了梯度爆炸问题．
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（ＩＩＩ）ＶＤＳＲ将不同放大倍数的图像混合在一起训
练，使得模型可以解决不同放大倍数的图像ＳＲ问题．

（２）ＤＲＲＮ
ＶＤＳＲ的基本思想来源于全局残差学习，ＤＲＣＮ

（ＤｅｅｐＲｅｃｕｒｓｉｖｅＲｅｓｉｄｕａｌＮｅｔｗｏｒｋｆｏｒＳＲ）［３９］将全局残
差学习与单权重的递归学习以及多目标优化结合起

来，Ｔａｉ等人［４０］受 ＶＤＳＲ和 ＤＲＣＮ的启发，提出了一种
结合多路径模式的局部残差学习和全局残差学习以及

多权重递归学习的 ＳＲ方法———ＤＲＲＮ．该网络一共５２
层，相较于 ＶＤＳＲ的２０层网络结构，网络规模更大，计
算更复杂，重建图像质量提升不显著．

（３）ＲＣＡＮ
输入图像含有丰富的低频信息，现有基于 ＣＮＮ

的 ＳＲ网络无区别地对待这些信息的每个通道，缺乏
跨特征通道的区分学习能力，限制了网络的表达能

力．因此，Ｚｈａｎｇ等人［４１］提出了一个加入通道注意力

机制的 ４００层残差网络 ＲＣＡＮ（ＲｅｓｉｄｕａｌＣｈａｎｎｅｌＡｔ
ｔｅｎｔｉｏｎＮｅｔｗｏｒｋｓ），ＲＣＡＮ是首个将注意力机制应用于
ＳＲ问题的网络．为了缓解深度网络的训练难度，
ＲＣＡＮ采用 ＲＩＲ（ＲｅｓｉｄｕａｌＩｎＲｅｓｉｄｕａｌ）结构，ＲＩＲ由１０
个残差块组通过一个长跳连接连接，缓解了信息传递

负担，并能学习粗粒度残差信息，稳定训练过程．每个
残差组由２０个残差模块通过短跳连接相连，使网络
的主要部分学习 ＬＲ的高频特征，残差模块中加入通
道注意力机制使 ＲＣＡＮ可以自适应地学习更多有用
的通道特征．结果表明，加入通道注意力机制可以将
ＰＳＮＲ均值提升约０４ｄＢ．
３３２　基于不同信息传递的方法

这类方法主要利用层间、尺度间信息流动加强不

同层级和尺度的特征学习，以提高重建图像的质量．
（１）ＤＲＣＮ
ＤＲＣＮ（ＤｅｅｐｌｙＲｅｃｕｒｓｉｖｅＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｔｗｏｒｋ）［３９］

将递归神经网络和残差学习应用于图像 ＳＲ中，整个模
型分为三个模块：①嵌入网络———用于特征提取；②推
理网络———使用递归结构加强层间信息传递和上下文

信息联系，学习 ＨＲ图像与 ＬＲ图像的残差，恢复图像
的高频部分；③重建网络———将每一层的卷积结果和
输入图像相加可得一个重建结果，对所有卷积做相同

操作可得到多个重建结果，再把它们加权平均可以得

到最终的输出．在网络结构上，ＤＲＣＮ中递归层之间参
数共享，可有效减少网络参数，同时用递归监督方法缓

解梯度消失／爆炸问题，在训练过程中，将每个递归层
的输出误差和总输出误差之和作为网络目标函数．

（２）ＤＳＲＮ
Ｌｉａｏ和Ｐｏｇｇｉｏ等人［４２］证明了一个权重共享的残差

网络等同于一个浅层循环神经网络（ＲＮＮ）．基于此，
Ｈａｎ等人［４３］发现包含ＤＲＣＮ和ＤＲＲＮ可以统一等效成
一个只将ＬＲ空间信息传递到 ＨＲ空间的单状态 ＲＮＮ
网络．为了能同时利用 ＬＲ和 ＨＲ空间的特征，文献
［４３］提出一种双状态循环网络———ＤＳＲＮ（ＤｕａｌＳｔａｔｅ
ＲｅｃｕｒｒｅｎｔＮｅｔｗｏｒｋ）．ＤＳＲＮ中信息流动方向包括 ＬＲ→
ＨＲ、ＨＲ→ＬＲ、ＨＲ→ＨＲ和 ＬＲ→ＬＲ四个方向，这种设计
加强了不同分辨率之间的信息共享．实验结果表明，使
用参数共享后的网络重建图像 ＰＳＮＲ提高０２ｄＢ，双状
态循环网络比单状态循环网络提高０３ｄＢ左右，且重
建图像有更好的视觉效果，这也表明加强不同分辨率

图像间的信息传递，充分利用不同分辨率下的分层特

征有助于更好地恢复图像的高频细节，这一点和文献

［３２，４４，４５］中算法核心思想相吻合，只是实现方式
不同．
３３３　基于多尺度重建的方法

上述两类方法都是单放大因子模型，无法得到不

同放大因子的重建图像．基于残差网络的多尺度图像
ＳＲ方法主要包括３种．

（１）ＬａｐＳＲＮ
ＳＲＣＮＮ中需要将ＬＲ图像插值放大到理想分辨率

尺寸输入网络，增加了计算开销，也会导致重建伪影．
ＥＳＰＣＮＮ［３３］中使用亚像素卷积层替换插值，但简单的浅
层网络并不能很好地学到 ＬＲ→ＨＲ图像间的复杂映
射．文献［４６］提出了一个基于拉普拉斯金字塔模型的
网络结构ＬａｐＳＲＮ（ＬａｐｌａｃｉａｎＰｙｒａｍｉｄＮｅｔｗｏｒｋｓｆｏｒＳＲ）．
如图 ６所示，ＬａｐＳＲＮ通过残差学习和逐级放大恢复
ＨＲ图像．每个放大模块完成两倍上采样操作，这些放
大模块结构相同，模块间参数共享，模块级联完成逐级

放大，做高倍上采样的同时，也能得到中间低倍上采样

结果的输出．
为了避免Ｌ２型损失函数带来的边缘平滑和模糊

问题，ＬａｐＳＲＮ中使用式（３）所示的 ｃｈａｒｂｏｎｎｉｅｒ损失
函数．

　Ｌ（^ｙ，ｙ，θ）＝１Ｎ∑
Ｎ

ｉ＝１
∑
Ｌ

ｓ＝１
ρ（^ｙ（ｉ）ｓ －ｙ

（ｉ）
ｓ ）

＝１Ｎ∑
Ｎ

ｉ＝１
∑
Ｌ

ｓ＝１
ρ（（^ｙ（ｉ）ｓ －ｘ

（ｉ）
ｓ ）－ｒ

（ｉ）
ｓ ） （３）

其中：Ｎ是图像数目；Ｌ是总的级数；ρ是 Ｃｈａｒｂｏｎｎｉｅｒ惩
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罚函数；ｓ是级联层数；^ｙ（ｉ）ｓ 是第 ｓ级第 ｉ张重建图像；
ｙ（ｉ）ｓ 是第 ｓ级的真实 ＨＲ图像；ｘ

（ｉ）
ｓ 是第 ｓ级第 ｉ张 ＬＲ

图像；ｒ（ｉ）ｓ 是学习到的第ｓ级第ｉ张ＨＲ图像和 ＬＲ图像
之间的残差．

（２）ＥＤＳＲ／ＭＤＳＲ
文献［４７］去除残差块中的批归一化（ＢＮ）层，设计

了一个用于单尺度 ＳＲ的模型———ＥＤＳＲ（Ｅｎｈａｎｃｅｄ
ＤｅｅｐＲｅｓｉｄｕａｌＮｅｔｗｏｒｋｓｆｏｒＳＲ）和多尺度 ＳＲ的模
型———ＭＤＳＲ．

　　训练ＥＤＳＲ时，先训练低倍数的上采样模型，接着用
低倍数下上采样模型得到的预训练模型初始化高倍数的

上采样模型，从而减少高倍数上采样模型的训练时间，同

时训练结果也更好．ＭＤＳＲ是一个能同时进行不同上采
样倍数放大的网络，ＭＤＳＲ中间部分和ＥＤＳＲ一样，只是
在网络前面添加了不同放大倍数的预训练模型来匹配不

同放大倍数的情况．在网络最后，将不同倍数的上采样结
构平行排列获得不同倍数的输出结果．

（３）ＭＳＲＮ
ＭＳＲＮ（ＭｕｌｔｉＳｃａｌｅＲｅｓｉｄｕａｌＮｅｔｗｏｒｋ）［４４］是一种可

以利用多尺度分层特征，进行任意尺度放大的图像 ＳＲ
网络，如图７所示．网络分为两部分：

（Ｉ）特征提取部分．由多尺度残差模块 ＭＳＲＢ和分
层特征融合ＨＦＦＳ模块组成．ＭＳＲＢ完成多尺度特征融
合，每个ＭＳＲＢ单元使用局部残差学习减少计算复杂
度，利用１×１卷积核组成瓶颈层提取各层特征中的有
用信息，实现层次特征融合．

（ＩＩ）重建部分．完成图像的放大，ｐｉｘｅｌｓｈｕｆｆｌｅ层使
该网络能完成图像任意尺度的放大．当使用８个 ＭＳＲＢ
模块时，实验效果和 ＥＤＳＲ方法相当，但网络参数只有
后者的１／７．

表１从网络特点和算法优点两方面比较了基于残
差结构的网络．

表１　基于残差结构的网络对比

算法 网络特点 算法优点

ＶＤＳＲ［３８］ 全局残差学习 加深网络，增加图像感受野；残差缓解训练负担

ＤＲＲＮ［４０］ 局部残差学习＋全局残差学习＋多权重递归学习 加深网络，提升重建图像质量

ＲＣＡＮ［４１］ 残差学习＋通道注意力机制 自适应地学习更多有用的通道特征

ＬａｐＳＲＮ［４６］ 基于拉普拉斯金字塔模型；Ｌ２型损失函数 多放大因子逐级放大；解决边缘平滑和模糊问题

ＥＤＳＲ／ＭＤＳＲ［４７］ 用单尺度预训练模型加快多尺度模型训练 去除残差块中ＢＮ层，提升了训练速度；多尺度放大

ＭＳＲＮ［４４］ 多尺度特征融合 利用多尺度下图像分层特征，实现图像任意放大

ＤＲＣＮ［３９］ 递归网络＋全局残差学习，加强层间信息传递 递归层间参数共享，有效减少网络参数，加强信息传递

ＤＳＲＮ［４３］ 采用循环卷积网络传递ＬＲ和ＨＲ之间信息 加强不同分辨率图像之间的信息传递
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３４　基于密集连接的图像ＳＲ方法
２０１６年，Ｈｕａｎｇ等人［４８］提出密集连接网络———

ＤｅｎｓｅＮｅｔ，ＤｅｎｓｅＮｅｔ的基本思路与 ＲｅｓＮｅｔ一致，但它的
组成单元是密集块．密集块通过将所有卷积层的特征
以串接方式连接起来，有效减轻了网络梯度消失的问

题、并加强了层间特征的传播．此外，ＤｅｎｓｅＮｅｔ通过特
征在通道上的连接实现特征重用，这些特点让

ＤｅｎｓｅＮｅｔ在参数和计算成本更少的情形下实现比 Ｒｅｓ
Ｎｅｔ更优的性能．ＤｅｎｓｅＮｅｔ的出现为 ＳＲ问题的研究注
入了新活力．

（１）ＳＲＤｅｎｓｅＮｅｔ
ＳＲＤｅｎｓｅＮｅｔ（ＤｅｎｓｅＮｅｔｆｏｒＳＲ）［４５］首次将密集块结

构应用到 ＳＲ问题上．ＳＲＤｅｎｓｅＮｅｔ可以分成四个部分，
其网络结构如图８所示．首先由一个卷积层提取 ＬＲ图
像的低层特征，然后多个密集块通过密集跳连接，将前

面密集块的特征传递到后面密集块，逐级学习高层特

征，并由反卷积层对图像进行上采样，最后通过一个卷

积层生成高分辨率输出．该网络优点在于，通过不同层
之间的密集跳连接，实现不同深度层次互补特征的共

享，从而进一步提升重建图像质量．

　　（２）ＭｅｍＮｅｔ
ＭｅｍＮｅｔ（ＤｅｅｐＰｅｒｓｉｓｔｅｎｔＭｅｍｏｒｙＮｅｔｗｏｒｋ）模型［３１］

是一个由递归单元和门控单元组成的内存块作为基本

单元的深度持续记忆网络．它采用全局密集连接，相较
于ＳＲＤｅｎｓｅＮｅｔ的局部密集连接，ＭｅｍＮｅｔ考虑了前面状
态／层对后续状态／层的影响，解决了深度网络中的长
期依赖问题．ＭｅｍＮｅｔ的缺点在于前面层到后面层的直
接连接，限制了长期连接的能力，使得局部信息不能完

全被利用．
（３）ＲＤＮ
考虑到之前的模型（ＶＤＳＲ，ＤＲＣＮ，ＭｅｍＮｅｔ等）没

有充分利用ＬＲ图像的分层特征，文献［３２］提出了一种
结合局部残差学习和全局残差学习，能充分利用所有

层信息的网络———ＲＤＮ（ＲｅｓｉｄｕａｌＤｅｎｓｅＮｅｔｗｏｒｋｆｏｒ
ＳＲ）．该网络使用一系列串联的残差密集块提取并融合
局部特征，建立连续记忆机制，最大程度地保留前面一

层的信息，传递层间信息，对获得的局部特征进行全局

融合，自适应地学习得到全局密集分层特征．
由于ＢＮ层会消耗大量内存单元，增加计算复杂

度，池化层会丢弃像素级信息．因此，ＲＤＮ中取消了 ＢＮ
层和池化层．该网络能对不同退化模型得到的 ＬＲ图像
进行高分辨率重建，得到不错的重建效果．
３５　基于残差结构与基于密集连接结构的网络

比较

在基于残差结构的 ＶＤＳＲ和基于密集连接的 ＳＲ

ＤｅｎｓｅＮｅｔ模型基础上，各种新的网络陆续出现．总体
而言，相关工作集中在三个方面：前期工作通过增加

网络深度提升性能．研究如何在增加网络深度的同
时，减少网络参数，加快网络训练速度．这类网络（如
ＶＤＳＲ，ＤＲＣＮ）的层间信息流动性差，没有充分挖掘图
像不同层次的特征，但重建速度和质量比 ＳＲＣＮＮ好；
第二类方法在增加网络深度的同时，从网络内部模块

间的连接、模块各层的连接方式（跳连接、密集连接和

密集跳连接）和不同层次特征的融合方式（局部和全

局残差学习）着手，加强网络内部信息的流动性，充分

利用不同尺寸和层次的图像信息，获取高频特征重建

ＨＲ图像．典型例子如 ＲＤＮ的基本模块内部密集连
接，模块间局部信息和全局信息融合．这类网络结构
较复杂，参数较多，计算复杂度高；第三类方法将新的

学习机制引入现有网络框架中，如 ＲＣＡＮ将注意力机
制用于残差网络，采用 ＲＩＲ结构，结合长跳连接和短
跳连接提高重建图像质量．表 ２从网络输入、基本模
块、模块间连接关系、是否包含残差学习、层间信息流

动性和网络复杂度等方面，比较了基于残差学习和基

于密集连接的 ＳＲ网络．可以看出，从 ＶＤＳＲ，ＤＲＣＮ，
ＤＲＲＮ，ＳＲＤｅｎｓｅＮｅｔ，ＭｅｍＮｅｔ，ＲＤＮ到 ＲＣＡＮ，网络结构
越来越复杂，网络内部层间的信息流动性逐步提高，

不同层次间的信息被充分利用，同时重建图像质量也

逐步提升．
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表２　基于残差学习与基于密集连接类型的网络比较

算法 网络输入 基本模块 模块间连接方式 残差学习 层间信息流动性 网络复杂度

ＶＤＳＲ［３８］ ＬＲ＋双三次插值 卷积层 串联 是 差 一般（２０层）
ＤＲＣＮ［３９］ ＬＲ＋双三次插值 卷积层 串联 是 差 一般（２０层）
ＤＲＲＮ［４０］ ＬＲ＋双三次插值 残差单元 串联 是 差 较复杂（５２层）

ＳＲＤｅｎｓｅＮｅｔ［４５］ ＬＲ＋双三次插值 密集块 密集跳连接 否 较好 较复杂（６８层）
ＭｅｍＮｅｔ［３１］ ＬＲ＋双三次插值 内存块 密集连接 是 好 复杂（８０层）
ＲＤＮ［３２］ ＬＲ 残差密集块 级联 是 很好 很复杂（１４９层）

ＲＣＡＮ［４１］ ＬＲ
加入通道注意力

机制的残差单元
串联，短跳连接 是 好 很复杂（４００层）

３６　基于ＧＡＮ的ＳＲ方法
近年来ＧＡＮ在图像生成领域中取得了巨大的成

功，越来越多学者尝试将 ＧＡＮ用于图像 ＳＲ任务，希望
生成高质量的ＨＲ重建图像．基于 ＧＡＮ的 ＳＲ方法中，
网络内部都使用了残差模块，因此我们将基于 ＧＡＮ的
ＳＲ方法统一并入基于残差结构的 ＳＲ方法中．根据算
法内容，我们将其分为四大类（如图９所示）：①大放大
因子下图像 ＳＲ的 ＧＡＮ网络；②加入先验知识的 ＧＡＮ
网络；③学习复杂退化模型的 ＧＡＮ网络；④实现传统
ＳＲ方法的ＧＡＮ网络．

３６１　基于ＧＡＮ的ＳＲ网络模型
（１）大放大因子下图像ＳＲ的ＧＡＮ模型
大部分传统重建方法和基于深度学习的重建方法

通常在网络前端或末端进行放大，这种方式适合于较

小的放大因子（如放大因子为２～３），当放大因子提高
到４～８倍时，重建效果不理想．人们提出了一些实现大
放大因子下图像ＳＲ的ＧＡＮ网络模型．

（ａ）ＳＲＧＡＮ
Ｌｅｄｉｇ［４９］等人提出 ＳＲＧＡＮ（ＧＡＮｆｏｒＳＲ）来恢复 ４

倍上采样因子图像的高频细节．ＳＲＧＡＮ由 Ｇ（Ｇｅｎｅｒａ

ｔｏｒ）网和 Ｄ（Ｄｉｓｃｒｉｍｉｎａｔｏｒ）网组成．Ｇ网是一个残差网
络，通过ＬＲ图像生成 ＨＲ图像，由 Ｄ网判断输入图像
是由Ｇ网生成的，还是数据库中的真实图像．当Ｇ网和
Ｄ网达到博弈平衡时，该网络即可用于ＳＲ．

ＳＲＧＡＮ使用式（４）所示的感知损失函数ｌＳＲ，感知损
失由内容损失ｌＳＲＸ 和对抗损失ｌ

ＳＲ
Ｇｅｎ两部分组成．内容损失

部分与文献［５０］中的特征重建损失完全一致．对抗损失
关注纹理细节，使得生成网络的输出更接近自然图像．

ｌＳＲ＝ｌＳＲＸ ＋１０
－３ｌＳＲＧｅｎ （４）

实验结果表明ＳＲＧＡＮ在４倍上采样因子时，其重
建图像的平均 ＰＳＮＲ值较 ＳＲＣＮＮ降低 １ｄＢ左右，较
ＤＲＣＮ降低１３～２ｄＢ左右，但图像的纹理细节更丰富
逼真，视觉效果更好．该方法缺点在于网络结构复杂，
需要训练两个网络，训练过程较长．

（ｂ）ＰｒｏＧＡＮ
图像ＳＲ过程是图像恢复高频细节并放大的过程，

逐级放大重建是图像 ＳＲ常用的策略，如 ＬａｐＳＲＮ［４６］每
次实现２倍放大，直至实现４倍、８倍高放大倍数的图
像重建．文献［５１］将逐级重建思想和 ＧＡＮ结合起来，
提出了一种基于渐进式 ＧＡＮ的图像多尺度逐级 ＳＲ网
络———ＰｒｏＧＡＮ（ＰｒｏｇｒｅｓｓｉｖｅＧＡＮ），有效实现了高倍数
的图像ＳＲ，同时ＰｒｏＧＡＮ重建图像的ＰＳＮＲ值比同类逐
级重建网络ＬａｐＳＲＮ平均提高００５～０１３ｄＢ．

（２）基于先验知识的ＧＡＮ模型
这类方法将包括物体结构或分割信息的先验知识

融入网络或损失函数构造中，各网络的损失函数也在

ＳＲＧＡＮ感知损失函数的基础上，综合考虑基于像素、高
层次特征和先验知识的各类损失，从而更好地提升重

建图像的纹理或细节逼真度．基于先验知识的 ＧＡＮ模
型ＳＲ方法主要包括两种．

（ａ）ＳＦＴＧＡＮ
ＳＲＧＡＮ通过感知损失获得包含丰富细节的 ＨＲ重

建图像，因为没有加入先验知识，这些细节可能并不真

实．文献［５２］提出了一种考虑类别先验的 ＳＲ重建网
络———ＳＦＴＧＡＮ（ＧＡＮｗｉｔｈＳｐａｔｉａｌＦｅａｔｕｒｅＴｒａｎｓｆｏｒｍｆｏｒ
ＳＲ）．该网络也是一种基于残差学习的 ＧＡＮ，生成器由
条件网络和ＳＲ重建网络组成．条件网络将表达语义先
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验类别的语义分割概率图作为输入，实时生成空间特

征变换层，共享语义先验知识，利用类别先验知识恢复

出与所属语义类别特征一致的纹理．判别器不但要判
断生成图像是否真实，还需要预测输入的类别信息．通
过实验，作者验证了加入类别先验信息可以恢复出更

真实的图像纹理细节．
（ｂ）ＦＳＲＮｅｔ
文献［５３］将人脸先验知识加入网络，设计了人脸

ＳＲ网络———ＦＳＲＮｅｔ（ＦａｃｅＳＲｗｉｔｈＦａｃｉａｌＰｒｉｏｒｓ），整个
网络由生成器和判别器两部分组成，生成器网络首先

恢复出粗精度的 ＨＲ图像，然后分别进入细粒度图像
ＳＲ编码器提取图像特征，进入先验估计网络估计人脸
特征点和分割信息先验知识，最后汇总至细粒度 ＳＲ解
码网络中，重构出目标 ＳＲ图像．ＦＳＲＮｅｔ判别器的损失
函数ＬＦＳＲＮｅｔ如式（５）所示，在特征损失函数 ｌｐ和 ＧＡＮ损
失ｌＧＡＮ线性组合（权重系数分别为 γｐ和 γＧＡＮ）的基础上
加入了人脸先验损失ｌＦ．人脸特征的先验知识能明显提
升人脸图像ＳＲ质量．相比人脸特征点先验，分割先验
知识包含更多信息，更能显著影响网络性能，而且全局

分割图往往比局部分割图更有用．
ＬＦＳＲＮｅｔ＝ｌＦ＋γＧＡＮｌＧＡＮ＋γｐｌｐ （５）

（３）学习复杂退化模型的ＧＡＮ
一般用于图像 ＳＲ的 ＬＲ训练集，是通过对 ＨＲ图

像进行下采样得到的，该过程可视为理想的退化模型．
而自然图像的退化过程往往更复杂且未知，为适应复

杂退化模型的ＳＲ问题，文献［５４］提出了一种维度拉伸
策略，将退化过程的两个关键因素（即模糊核和噪声水

平）作为网络输入，使得单个卷积 ＳＲ网络可以处理多
个甚至是不均匀退化类型的ＳＲ模型．文献［５５］使用一
个基于ＧＡＮ结构的 ＳＲ方法解决该问题．该网络由一
个学习 ＨＲ图像退化为 ＬＲ图像的 ＧＡＮ（ＨｉｇｈｔｏＬｏｗ
ＧＡＮ）和一个学习从 ＬＲ图像重建 ＨＲ图像的 ＧＡＮ
（ＬｏｗｔｏＨｉｇｈＧＡＮ）组成．首先用不配对的ＬＲ、ＨＲ图像
训练ＨｉｇｈｔｏＬｏｗＧＡＮ，学习图像的退化过程．训练完成
后，将ＬＲ图像和与之对应的 ＨＲ图像作为 ＬｏｗｔｏＨｉｇｈ
ＧＡＮ网络的输入完成图像ＳＲ．两个网络的损失函数均
由ＧＡＮ损失和基于像素的损失经过线性加权构成．

（４）与传统ＳＲ方法相结合的ＧＡＮ模型
传统ＭＡＰ算法必须利用图像先验知识对图像分布建

模，但图像分布往往不可预知，导致建模困难且模型不准

确导致重建图像质量不佳．文献［５６］提出了一种将ＧＡＮ
模型与传统ＭＡＰ算法相结合的ＳＲ方法———ＡｆｆＧＡＮ（Ａｆ
ｆｉｎｅＰｒｏｊｅｃｔｅｄＧＡＮ），将极大似然估计问题转化为求解重构
图像分布ｑθ与真实ＨＲ图像分布ｐＹ的ＫＬ散度－ＫＬ［ｑθ‖
ｐＹ］的极小值问题，并最小化ＧＡＮ损失函数．训练时通过对
样本加入实例噪声增加ＧＡＮ模型训练的稳定性．

３７　基于其它深度学习的ＳＲ方法
ＣＮＮ被广泛应用于图像 ＳＲ问题中，与此同时，也

有学者提出将受限玻尔兹曼机（ＲＢＭ），深度信念网络
（ＤＢＮ），自编码器（ＡＥ）等深度学习模型用于图像ＳＲ．

文献［５７］提出一种使用 ＲＢＭ训练稀疏字典，进行
图像ＳＲ的方法．其中ＲＢＭ的可见层由ＬＲ、ＨＲ图像块
构成，隐藏层代表 ＬＲ、ＨＲ图像字典对共享的稀疏系
数，通过极大似然估计得到字典元素．该方法的本质仍
是稀疏表示［２８］，只是将字典构造和训练过程通过 ＲＢＭ
完成，是传统方法和深度学习方法的结合．

将多层ＲＢＭ堆叠起来可构成 ＤＢＮ．Ｚｈｏｕ等人［５８］

利用ＤＢＮ的层次结构学习 ＬＲ，ＨＲ图像之间的非线性
映射关系，通过训练和重建两个步骤完成图像ＳＲ．在训
练过程中，将ＨＲ图像分解成多个图像块并变换到ＤＣＴ
域，得到的二维ＤＣＴ系数用于训练ＤＢＮ．重建时，将ＬＲ
图像插值到目标尺寸后分解为图像块，变换到ＤＣＴ域，
利用训练好的 ＤＢＮ恢复丢失的高频信息．最后通过
ＤＣＴ逆变换重建ＨＲ图像．

文献［５９］提出了一种基于堆协同局部自编码实现
图像逐级放大的网络———ＤＮＣ（ＤｅｅｐＮｅｔｗｏｒｋＣａｓｃａｄｅ）．
该方法在多尺度图像块中进行非局部自相似搜索，增强

输入图像块的高频纹理细节，抑制噪声，整合重叠图像块

的兼容性．文献［６０］提出了由对称的卷积层反卷积层构
成的极深层残差自编码器网络 ＲＥＤ（ＲｅｓｉｄｕａｌＥｎｃｏｄｅｒ
ＤｅｃｏｄｅｒＮｅｔｗｏｒｋｓ）．ＲＥＤ中每个卷积层和反卷积层间使
用跳线连接，解决梯度消失问题．卷积层获取图像的抽象
内容，反卷积层放大特征尺寸并恢复图像细节．

４　讨论与分析
　　从 ＳＲＣＮＮ诞生以来，各种基于深度学习的 ＳＲ方
法不断涌现，比较总结上述各种代表性的 ＳＲ方法，我
们可以发现：

（１）在网络选择上，基于ＣＮＮ的ＳＲ方法仍然是目前
深度学习在ＳＲ应用中的主流方法，也有部分学者尝试使
用ＲＢＭ、ＤＢＮ和ＡＥ等其它深度学习模型进行图像ＳＲ．

（２）从网络设计和训练策略来看，基于 ＣＮＮ的 ＳＲ
方法从ＳＲＣＮＮ开始，到基于残差结构的ＶＤＳＲ和基于密
集连接的ＳＲＤｅｎｓｅＮｅｔ，再到基于ＧＡＮ的ＳＲ方法，网络结
构朝着更深、更宽、连接更复杂的趋势发展．深度网络能
够充分利用图像上下文信息，扩大卷积感受野，提取图像

高层语义特征．复杂的连接形式便于加强层间信息传递
和特征传播，充分利用图像的层次特征，但会带来训练

慢，难收敛等问题．针对上述问题，通常可使用跳连接、密
集连接、残差学习、梯度裁剪和参数共享等策略减轻网络

负担，加快学习速度，缓解梯度消失和爆炸．
（３）在网络输入层，一般方法将 ＬＲ图像或经过上
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采样的ＬＲ图像输入网络．将后者输入网络会导致整个
网络的运算在ＨＲ空间中进行，不仅增加了网络运算复
杂度，也会使重建图像边缘模糊，丢失细节特征．

（４）针对多放大倍数下的 ＨＲ图像重建问题，现有
模型主要通过以下四种方法解决．

（ａ）训练不同放大因子对应的子网络，得到不同放
大因子下的重建图像．该方法的缺点是训练好的网络
只适用于固定放大因子的 ＳＲ任务，当放大因子变化
时，整个网络要重新训练．

（ｂ）在网络末端加入并调整反卷积层和 ｐｉｘｅｌｓｈｕｆ
ｆｌｅ层（如ＦＳＲＣＮＮ和 ＭＳＲＮ）或加入亚像素卷积层（如
ＥＳＰＣＮＮ，ＭＤＳＲ，ＲＤＮ和ＲＣＡＮ），对重建图像进行不同
倍数放大．

（ｃ）采用级联结构，通过逐级放大形式得到不同放
大倍数的重建图像 （如 ＳＣＮ，ＬａｐＳＲＮ，ＰｒｏＧＡＮ和
ＤＮＣ）．

（ｄ）上述方法都只能实现整数倍数的图像放大，为
实现任意倍数的图像ＳＲ，Ｍａｏ等人［６１］引入元学习构造

ＭｅｔａＵｐｓｃａｌｅＭｏｄｕｌｅ代替传统放大模块，并嵌入到 ＭＤ
ＳＲ，ＲＤＮ和ＲＣＡＮ等网络结构中，实现了由单一模型进
行任意尺度的图像ＳＲ．

（５）领域先验知识可以指导设计基于深度学习的
ＳＲ．如ＳＲＣＮＮＰｒ、ＬａｐＳＲＮ、ＤＮＣ等方法利用图像不同

尺度间的自相似性来恢复图像高频细节，实现图像逐

级ＳＲ．而ＳＣＮ、ＳＦＴＧＡＮ和 ＦＳＲＮｅｔ等方法在子网络构
造中分别加入稀疏先验，类别先验及人脸特征先验知

识来指导 ＳＲ．ＳＲＣＮＮＰｒ则利用图像梯度先验知识，设
计边缘损失和纹理损失函数，指导网络训练．

（６）融合领域先验知识和深度学习框架的 ＳＲ方法
比单纯使用基于数据驱动的深度学习 ＳＲ方法能获得
更符合人眼视觉特性，更合理的重建ＨＲ图像．

（７）大部分网络的损失函数是基于像素差异的 Ｌ１
型、Ｌ２型损失函数．Ｌ１型损失函数收敛性比 Ｌ２型好，
针对 Ｌ２型损失函数带来的振铃现象，ＬａｐＳＲＮ提出使
用ｃｈａｒｂｏｎｎｉｅｒ损失函数代替 Ｌ２型损失函数，获得了更
好的图像细节．基于像素差异的损失函数并不能反映
重建图像和真实图像间的主观感知差异，基于 ＧＡＮ的
ＳＲ方法中普遍结合感知损失函数，生成高质量的重建
图像并获得视觉效果的提升．

表３比较了不同放大因子下，一些典型图像 ＳＲ方
法在Ｓｅｔ５、Ｓｅｔ１４、ＢＳＤ１００、Ｕｒｂａｎ１００测试集上的实验结
果，实验结果均取自相关文献．其中，ＳＣ和ＮＥ＋ＬＬＥ分
别是基于稀疏编码和基于流形学习的传统图像 ＳＲ算
法，ＲＥＤ是基于自编码器网络的深度学习 ＳＲ算法，其
余算法都是基于ＣＮＮ的深度学习ＳＲ算法．

表３　各种典型图像超分辨率重建方法实验结果（ＰＳＮＲ／ＳＳＩＭ）的比较

数据集 Ｓｅｔ５ Ｓｅｔ１４ ＢＳＤ１００ Ｕｒｂａｎ１００

算法 性能指标 ×２ ×３ ×４ ×２ ×３ ×４ ×２ ×３ ×４ ×２ ×３ ×４

传统

方法

Ｂｉｃｕｂｉｃ［３０］
ＰＳＮＲ ３３６６ ３０３９ ２８４２ ３０２４ ２７５５ ２６００ ２９５６ ２７２１ ２５９６ ２６８８ ２４４６ ２３１４
ＳＳＩＭ ０９２９９ ０８６８２ ０８１０４ ０８６８８ ０７７４２ ０７０２７ ０８４３１ ０７３８５ ０６６７５ ０８４０３ ０７３４９ ０６５７７

ＳＣ［２８］
ＰＳＮＲ — ３１４２ — — ２８３１ — — — — — — —

ＳＳＩＭ — ０８８２１ — — ０７９５４ — — — — — — —

ＮＥ＋ＬＬＥ［２７］
ＰＳＮＲ ３５７７ ３１８４ ２９６１ ３１７６ ２８６０ ２６８１ — — — — — —

ＳＳＩＭ ０９４９０ ０８９５６ ０８４０２ ０８９９３ ０８０７６ ０７３３１ — — — — — —

深度

学习

方法

ＳＲＣＮＮ［３０］

ＶＤＳＲ［３８］

ＤＲＣＮ［３９］

ＬａｐＳＲＮ［４６］

ＳＲＧＡＮ［４９］

ＲＥＤ［５９］

ＭＤＳＲ［４７］

ＲＤＮ［３２］

ＰＳＮＲ ３６６６ ３２７５ ３０４８ ３２４２ ２９２８ ２７４９ ３１３６ ２８４１ ２６９０ ２９５０ ２６２４ ２４５２
ＳＳＩＭ ０９５４２ ０９０９０ ０８６２８ ０９０６３ ０８２０９ ０７５０３ ０８８７９ ０７８６３ ０７１０１ ０８９４６ ０７９８９ ０７２２１
ＰＳＮＲ ３７５３ ３３８２ ３１５３ ３３０４ ２９７６ ２８０２ ３０７６ ２７１４ ２５１８ ３０７６ ２７１４ ２５１８
ＳＳＩＭ ０９５８７ ０９２２６ ０８８５４ ０９１１８ ０８３１１ ０７６７０ ０９１４０ ０８２７９ ０７５２４ ０９１４０ ０８２７９ ０７５２４
ＰＳＮＲ ３７６３ ３３８２ ３１５３ ３３０４ ２９７６ ２８０２ ３１８５ ２８８０ ２７２３ ３０７６ ２７１４ ２５１８
ＳＳＩＭ ０９５８８ ０９２２６ ０８８５４ ０９１１８ ０８３１１ ０７６７０ ０８９４２ ０７９６３ ０７２３３ ０９１４０ ０８２７９ ０７５２４
ＰＳＮＲ ３７５２ ３３８２ ３１５４ ３３０８ ２９７９ ２８１９ ３１８０ ２８８２ ２７３２ ３０４１ ２７０７ ２５２１
ＳＳＩＭ ０９５９１ ０９２２７ ０８８５５ ０９１３０ ０８３２０ ０７７２０ ０８９５０ ０７９７３ ０７２８０ ０９１０１ ０８２７２ ０７５５３
ＰＳＮＲ — — ３２０５ — — ２８５３ — — ２７５７ — — ２６０７
ＳＳＩＭ — — ０８９１０ — — ０７８０４ — — ０７３５４ ０７８３９
ＰＳＮＲ ３７６６９ ３３８２ ３１５１ ３２９４ ２９６１ ２７８６ ３１９９ ２８９３ ２７４０ — — —

ＳＳＩＭ ０９５９９ ０９２３０ ０８８６９ ０９１４４ ０８３４１ ０７７１８ ０８９７４ ０７９９４ ０７２９０ —

ＰＳＮＲ ３８１１ ３８１１ ３２５０ ３３８５ ３０４４ ２８７２ ３２２９ ２９２５ ２７７２ ３２８４ ２８７９ ２６６７
ＳＳＩＭ ０９６０２ ０９６０２ ０８９７３ ０９１９８ ０８４５２ ０７８５７ ０９００７ ０８０９１ ０７４１８ ０９３４７ ０８６５５ ０８０４１
ＰＳＮＲ ３８２４ ３４７１ ３２４７ ３４０１ ３０５７ ２８８１ ３２３４ ２９２６ ２７７２ ３２８９ ２８８０ ２６６１
ＳＳＩＭ ０９６１４ ０９２９６ ０８９９０ ０９２１２ ０８４６８ ０７８７１ ０９０１７ ０８０９３ ０７４１９ ０９３５３ ０８６５３ ０８０２８
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　　由结果可见，基于深度学习的方法较基于流形学
习和稀疏编码等传统方法在图像重建质量上有较大提

升．就基于深度学习的 ＳＲ方法而言，图像自身的领域
先验知识对提高重建图像质量具有十分重要的指导作

用．ＲＤＮ将密集连接、跳连接、局部特征融合和全局特
征融合整合起来，形成了一个复杂的网络，它充分利用

图像各层次特征，在多数情况下取得了最好的重建效

果，这也验证了网络越深，内部信息流动性越好，越有

利于提升图像ＳＲ质量．

５　总结与展望
　　图像ＳＲ问题经历了基于重构、基于样例学习和基
于深度学习的三个发展阶段．目前，基于深度学习（特
别是以ＣＮＮ为代表）的ＳＲ方法逐渐成为主流方法．基
于深度学习的 ＳＲ方法在模型选择、网络结构设计、领
域先验知识引入和损失函数优化等方面不断创新．尽
管图像ＳＲ研究取得了较大进展，但仍存在以下问题需
要解决：

（１）网络选择和设计．目前大部分基于深度学习的
ＳＲ方法采用ＣＮＮ模型，如何将其它深度学习模型用于
图像ＳＲ值得探索．此外，一般来说网络结构越深，重建
效果越好，但也会导致训练困难，不易收敛等问题．如
何权衡网络的复杂性和重建图像质量的矛盾是需要进

一步研究的问题．
（２）如何更有效地将特定应用场合中的领域知识、

先验知识和深度学习框架结合起来，提升现有基于深

度学习的图像ＳＲ重建性能是值得探索的方向．领域和
先验知识是人类在相关领域经过长期研究得到的正确

知识和经验，具有重要的指导意义．而深度学习能充分
利用大数据训练模型，自动提取和选择ＳＲ问题中有用
的特征，学习 ＬＲ到 ＨＲ的非线性映射．若能充分利用
领域和先验知识指导深度学习模型，不仅可以提取富

含上下文信息的高层语义特征，进而学习更复杂的 ＬＲ
到ＨＲ映射关系，也能保证这种映射关系的合理性，从
而进一步提高基于深度学习的 ＳＲ模型的重建性能和
可解释性．

（３）如何将新型学习机制引入图像 ＳＲ．注意力机
制在自然语言处理、目标检测和分类等领域取得了成

功．最近，Ｚｈａｎｇ等人［４１］将通道注意力机制引入 ＳＲ问
题，验证了通道注意力机制有利于图像恢复．如何将一
种或多种注意力机制和现有网络结构相结合，并应用

于ＳＲ问题是有潜力的研究方向之一．
（４）目前多数ＳＲ方法通过对ＨＲ图像下采样得到

ＬＲ图像来模拟自然情况下图像退化过程，而实际应用
中的ＬＲ图像通常存在运动变形、光学模糊、降采样和
噪声污染等多种复杂降质因素．如何学习得到可以处

理复杂图像退化模型的网络有待探讨．
（５）无论是传统样例学习方法，还是基于深度学习

的图像ＳＲ都是属于有监督的学习方法．在很多实际应
用中，很难事先找到对应的ＨＲ图像．因此，探索基于弱
监督学习和无监督学习的图像 ＳＲ方法是未来图像 ＳＲ
技术发展的方向之一．
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ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ２００４）［Ｃ］．ＵＳＡ：ＩＥＥＥ，
２００４．ＩＩ．

［２８］ＹａｎｇＪ，ＷｒｉｇｈｔＪ，ＨｕａｎｇＴＳ，ｅｔａｌ．Ｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ
ｖｉａｓｐａｒｓｅｒｅｐｒｅｓｅｎｔａｔｉｏｎ［Ｊ］．ＩＥＥＥ ＴｒａｎｓｏｎＩｍａｇｅ
Ｐｒｏｃｅｓｓ，２０１０，１９（１１）：２８６１－２８７３．

［２９］詹曙，方琪，杨福猛，常乐乐，闫婷．基于耦合特征空间
下改进字典学习的图像超分辨率重建［Ｊ］．电子学报，
２０１６，４４（５）：１１８９－１１９５．
ＺＨＡＮＳｈｕ，ＦＡＮＧＱｉ，ＹＡＮＧＦｕｍｅｎｇ，ＣＨＡＮＧＬｅｌｅ，
ＹＡＮＴｉｎｇ．Ｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎｒｅｃｏｎｓｔｒｕｃｔｉｏｎｖｉａｉｍ
ｐｒｏｖｅｄｄｉｃｔｉｏｎａｒｙｌｅａｒｎｉｎｇｂａｓｅｄｏｎｃｏｕｐｌｅｄｆｅａｔｕｒｅｓｐａｃｅ
［Ｊ］．ＡｃｔａＥｌｅｃｔｒｏｎｉｃａＳｉｎｉｃａ，２０１６，４４（５）：１１８９－１１９５．
（ｉｎＣｈｉｎｅｓｅ）

［３０］ＤｏｎｇＣ，ＬｏｙＣＣ，ＨｅＫ，ｅｔａｌ．Ｌｅａｒｎｉｎｇａｄｅｅｐｃｏｎｖｏｌｕ
ｔｉｏｎａｌｎｅｔｗｏｒｋｆｏｒｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ａ］．Ｅｕｒｏｐｅａｎ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．Ｓｐｒｉｎｇｅｒ，Ｃｈａｍ，
２０１４．１８４－１９９．

［３１］ＴａｉＹ，ＹａｎｇＪ，ＬｉｕＸ，ｅｔａｌ．ＭｅｍＮｅｔ：Ａｐｅｒｓｉｓｔｅｎｔｍｅｍｏｒｙ
ｎｅｔｗｏｒｋｆｏｒｉｍａｇｅｒｅｓｔｏｒａｔｉｏｎ［Ａ］．ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１７．
４５４９－４５５７．

［３２］ＺｈａｎｇＹ，ＴｉａｎＹ，ＫｏｎｇＹ，ｅｔａｌ．Ｒｅｓｉｄｕａｌｄｅｎｓｅｎｅｔｗｏｒｋ
ｆｏｒｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ａ］．ＴｈｅＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎ
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ）［Ｃ］．
ＵＳＡ：ＩＥＥＥ，２０１８．ＤＯＩ：１０．１１０９／ＣＶＰＲ．２０１８．００２６２．

［３３］ＳｈｉＷ，ＣａｂａｌｌｅｒｏＪ，Ｈｕｓｚáｒ，Ｆｅｒｅｎｃ，ｅｔａｌ．Ｒｅａｌｔｉｍｅｓｉｎｇｌｅ
ｉｍａｇｅａｎｄｖｉｄｅｏｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎｕｓｉｎｇａｎｅｆｆｉｃｉｅｎｔｓｕｂ
ｐｉｘｅｌｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ［Ａ］．２０１６ＩＥＥＥＣｏｎ
ｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ
（ＣＶＰＲ）［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１６．ＤＯＩ：１０．１１０９／ＣＶＰＲ．
２０１６．２０７．

［３４］ＤｏｎｇＣ，ＬｏｙＣＣ，ＴａｎｇＸ．Ａｃｃｅｌｅｒａｔｉｎｇｔｈｅｓｕｐｅｒｒｅｓｏｌｕ
ｔｉｏｎｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ［Ａ］．ＥｕｒｏｐｅａｎＣｏｎｆｅｒ
ｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．Ｓｐｒｉｎｇｅｒ，Ｃｈａｍ，２０１６．３９１
－４０７．

［３５］ＬｉａｎｇＹ，ＷａｎｇＪ，ＺｈｏｕＳ，ｅｔａｌ．Ｉｎｃｏｒｐｏｒａｔｉｎｇｉｍａｇｅｐｒｉ
ｏｒｓｗｉｔｈｄｅｅｐｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓｆｏｒｉｍａｇｅｓｕ
ｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ｊ］．Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，２０１６，１９４：３４０－３４７．

［３６］ＷａｎｇＺ，ＬｉｕＤ，ＹａｎｇＪ，ｅｔａｌ．Ｄｅｅｐｎｅｔｗｏｒｋｓｆｏｒｉｍａｇｅ
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ｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎｗｉｔｈｓｐａｒｓｅｐｒｉｏｒ［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．
ＵＳＡ：ＩＥＥＥ，２０１５．３７０－３７８．

［３７］ＹａｎｇＷ，ＦｅｎｇＪ，ＹａｎｇＪ，ｅｔａｌ．Ｄｅｅｐｅｄｇｅｇｕｉｄｅｄｒｅｃｕｒｒｅｎｔ
ｒｅｓｉｄｕａｌｌｅａｒｎｉｎｇｆｏｒｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ｊ］．ＩＥＥＥ
ＴｒａｎｓａｃｔｉｏｎｓｏｎＩｍａｇｅＰｒｏｃｅｓｓｉｎｇ，２０１７，２６（１２）：５８９５
－５９０７．

［３８］ＫｉｍＪ，ＫｗｏｎＬｅｅＪ，ＭｕＬｅｅＫ．Ａｃｃｕｒａｔｅｉｍａｇｅｓｕｐｅｒｒｅｓ
ｏｌｕｔｉｏｎｕｓｉｎｇｖｅｒｙｄｅｅｐｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ［Ａ］．Ｐｒｏ
ｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄ
ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１６．１６４６－１６５４．

［３９］ＫｉｍＪ，ＬｅｅＪＫ，ＬｅｅＫＭ．Ｄｅｅｐｌｙｒｅｃｕｒｓｉｖｅｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｔｗｏｒｋｆｏｒｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ａ］．ＣｏｍｐｕｔｅｒＶｉｓｉｏｎ
ａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１６．１６３７
－１６４５．

［４０］ＴａｉＹ，ＹａｎｇＪ，ＬｉｕＸ．Ｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎｖｉａｄｅｅｐｒｅ
ｃｕｒｓｉｖｅｒｅｓｉｄｕａｌｎｅｔｗｏｒｋ［Ａ］．ＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍ
ｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥ
ＣｏｍｐｕｔｅｒＳｏｃｉｅｔｙ，２０１７．２７９０－２７９８．

［４１］ＺｈａｎｇＹ，ＬｉＫ，ＬｉＫ，ｅｔａｌ．Ｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎｕｓｉｎｇ
ｖｅｒｙｄｅｅｐｒｅｓｉｄｕａｌｃｈａｎｎｅｌａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋｓ［Ａ］．Ｐｒｏ
ｃｅｅｄｉｎｇｓｏｆｔｈｅＥｕｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ
（ＥＣＣＶ）［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１８．２８６－３０１．

［４２］ＬｉａｏＱ，ＰｏｇｇｉｏＴ．Ｂｒｉｄｇｉｎｇｔｈｅｇａｐｓｂｅｔｗｅｅｎｒｅｓｉｄｕａｌ
ｌｅａｒｎｉｎｇ，ｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋｓａｎｄｖｉｓｕａｌｃｏｒｔｅｘ［Ｊ］．
ａｒＸｉｖＰｒｅｐｒｉｎｔ，２０１６，ａｒＸｉｖ：１６０４．０３６４０．

［４３］ＨａｎＷ，ＣｈａｎｇＳ，ＬｉｕＤ，ｅｔａｌ．Ｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎｖｉａ
ｄｕａｌｓｔａｔｅｒｅｃｕｒｒｅｎｔｎｅｔｗｏｒｋｓ［Ｊ］．ａｒＸｉｖＰｒｅｐｒｉｎｔ，２０１８，
ａｒＸｉｖ：１８０５．０２７０４．

［４４］ＬｉＪ，ＦａｎｇＦ，ＭｅｉＫ，ｅｔａｌ．Ｍｕｌｔｉｓｃａｌｅｒｅｓｉｄｕａｌｎｅｔｗｏｒｋｆｏｒ
ｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ａ］．ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＥｕｒｏｐｅａｎ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ（ＥＣＣＶ）［Ｃ］．ＵＳＡ：
ＩＥＥＥ，２０１８．５１７－５３２．

［４５］ＴｏｎｇＴ，ＬｉＧ，ＬｉｕＸ，ｅｔａｌ．Ｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎｕｓｉｎｇ
ｄｅｎｓｅｓｋｉｐｃｏｎｎｅｃｔｉｏｎｓ［Ａ］．ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒ
ｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥＣｏｍｐｕｔｅｒＳｏ
ｃｉｅｔｙ，２０１７．４８０９－４８１７．

［４６］ＬａｉＷ Ｓ，ＨｕａｎｇＪＢ，ＡｈｕｊａＮ，ｅｔａｌ．Ｄｅｅｐｌａｐｌａｃｉａｎｐｙｒａ
ｍｉｄｎｅｔｗｏｒｋｓｆｏｒｆａｓｔａｎｄａｃｃｕｒａｔｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ａ］．
ＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇ
ｎｉｔｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥＣｏｍｐｕｔｅｒＳｏｃｉｅｔｙ，２０１７．５８３５
－５８４３．

［４７］ＬｉｍＢ，ＳｏｎＳ，ＫｉｍＨ，ｅｔａｌ．Ｅｎｈａｎｃｅｄｄｅｅｐｒｅｓｉｄｕａｌｎｅｔ
ｗｏｒｋｓｆｏｒｓｉｎｇｌｅｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ａ］．Ｃｏｍｐｕｔｅｒ
ＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎＷｏｒｋｓｈｏｐｓ［Ｃ］．ＵＳＡ：
ＩＥＥＥ，２０１７．１１３２－１１４０．

［４８］ＨｕａｎｇＧ，ＬｉｕＺ，ＶａｎＤｅｒＭａａｔｅｎＬ，ｅｔａｌ．Ｄｅｎｓｅｌｙｃｏｎ
ｎｅｃｔｅｄｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇ

ｎｉｔｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１７．４７００－４７０８．
［４９］ＬｅｄｉｇＣ，ＴｈｅｉｓＬ，ＨｕｓｚａｒＦ，ｅｔａｌ．Ｐｈｏｔｏｒｅａｌｉｓｔｉｃｓｉｎｇｌｅ

ｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎｕｓｉｎｇａｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔ
ｗｏｒｋ［Ｊ］．ａｒＸｉｖＰｒｅｐｒｉｎｔ，２０１６，ａｒＸｉｖ：１６０９．０４８０２．

［５０］ＪｏｈｎｓｏｎＪ，ＡｌａｈｉＡ，ＦｅｉＦｅｉＬ．Ｐｅｒｃｅｐｔｕａｌｌｏｓｓｅｓｆｏｒｒｅａｌ
ｔｉｍｅｓｔｙｌｅｔｒａｎｓｆｅｒａｎｄｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ａ］．Ｅｕｒｏｐｅａｎ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．Ｓｐｒｉｎｇｅｒ，Ｃｈａｍ，
２０１６．６９４－７１１．

［５１］ＷａｎｇＹ，ＰｅｒａｚｚｉＦ，ＭｃＷｉｌｌｉａｍｓＢ，ｅｔａｌ．Ａｆｕｌｌｙｐｒｏｇｒｅｓ
ｓｉｖｅａｐｐｒｏａｃｈｔｏｓｉｎｇｌｅｉｍａｇｅｓｕｐｅｒｒｅｓｏｌｕｔｉｏｎ［Ｊ］．ａｒＸｉｖ
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