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　　摘　要：　随着网络表示学习技术的发展，在网络结构信息的基础上，越来越多的研究者考虑融入额外辅助信息来提升
网络表示效果．针对现有网络表示学习方法中对于多属性特征融合缺乏冲突判别与评价指标的问题，本文在已有研究基础
上，提出一种基于ＤＳ证据理论的网络表示融合方法．本方法首先通过ＳＶＭ算法给出不同属性信息对融合表示结果的支持
度，然后利用证据组合规则计算网络表示学习中的融合评价指标，并依据混淆矩阵考虑各类别在节点分类中的局部可信度．
在３类数据集上的仿真实验表明：本方法对于检测网络表示融合中的冲突，提高表示融合效果具有一定的指导意义．
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１　引言

　　表示学习［１］也称特征学习，是当前机器学习研究

领域的一个重要研究方向．表示学习的目标是通过对
数据表达形式的变化，使数据所包含的信息更加容易

被提取和分析．例如在文本表示学习中，通过对文本共
现情景的自动学习得到词向量［２］，这种低维度的表示

向量能够有效反映词语之间的语义关系．而网络表示
学习（ＮｅｔｗｏｒｋＲｅｐｒｅｓｅｎｔａｔｉｏｎＬｅａｒｎｉｎｇ，ＮＲＬ）或者称网络
嵌入（ＮｅｔｗｏｒｋＥｍｂｅｄｄｉｎｇ，ＮＥ）就是将网络这种非结构
化的数据嵌入到低维空间中，用低维向量来表征网络

中的节点和连边，或者整个网络，并以此为输入应用到

节点分类、链路预测、社区发现［３］等网络分析任务中．

当前针对复杂网络的表示学习模型大多根据网络结

构特征或者内容特征进行节点的表示学习［４］．为了获得
更优的网络表示，研究者们普遍采用在生成网络表示的

过程中融合更多外部信息的方法，如ＴＡＤＷ［５］（ＴｅｘｔＡｓｓｏ
ｃｉａｔｅＤｅｅｐＷａｌｋ）和ＣＡＮＥ［６］（ＣｏｎｔｅｘｔＡｗａｒｅＮｅｔｗｏｒｋＥｍ
ｂｅｄｄｉｎｇ）算法是将节点文本信息融入网络表示学习，作为
网络结构信息的补充，增强网络节点表示的分类效果．
Ｃｈｅｎ等人提出一种混合群组标签信息的网络表示学习
增强算法ＧＥＮＥ［７］（ＧｒｏｕｐＥｎｈａｎｃｅｄＮｅｔｗｏｒｋＥｍｂｅｄｄｉｎｇ），
该算法通过在随机游走序列中添加包含节点标签信息的

标签节点，实现网络结构信息与标签信息的融合；Ｓａｎｄｒｏ
等人［８］则将社区信息融入网络表示学习中，通过社区嵌

入向量与节点嵌入向量的相互影响提高网络表示的准确
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性．但上述利用外部信息提高网络表示分类准确性的方
法，往往忽视了现实场景中信息来源的差异性与不可靠

性，多源信息相互验证可以提升网络表示的性能，但信息

冲突也可能会降低融合效果，而当前网络表示学习中针

对多属性特征融合的冲突判别与评价指标问题研究还不

足．网络表示学习中特征融合的实质是基于不同类别特
征信息的多元变量决策问题，ＤＳ证据理论（Ｄｅｍｐｓｔｅｒ
Ｓｈａｆｅｒｅｖｉｄｅｎｃｅｔｈｅｏｒｙ）作为对概率论的推广，既可以处理
数据的不确定性，也能应对数据的多义性，对本文的网络

表示融合问题具有一定的借鉴意义．由此，本文在已有网
络表示模型［９］的基础上，提出一种基于ＤＳ证据理论的
网络表示学习融合方法，将不同网络特征间的融合冲突

问题转化为不同类别的后验概率计算问题，利用证据组

合规则实现节点特征冲突程度的量化，并在后验概率计

算中根据混淆矩阵考虑各类别在分类中的局部可信度，

对分类结果进一步优化．

２　问题描述及相关定义

２１　基本定义
ＤＳ证据理论又称为ＤＳ理论，它是一种处理不确

定性问题的完整理论［１０］，将 ＤＳ证据理论用于网络表
示学习的特征融合问题是一种新的尝试．本文在此给
出基本的符号解释和定义．

定义１　基本概率分配（ＢａｓｉｃＰｒｏｂａｂｉｌｉｔｙＡｓｓｉｇｎ
ｍｅｎｔ，ＢＰＡ）　设 Θ为识别框架，Θ＝｛θ１，θ２，…，θｎ｝是
一个非空的有限子集，其中的元素两两互斥，Θ中包含
了所有可能的命题，映射ｍ：２Θ→［０，１］满足以下条件：
　　　　　　ｍ（）＝０

０
"

ｍ（Ａ）
"

１，ＡΘ

∑
ＡΘ
ｍ（Ａ）＝１ （１）

则ｍ称为辨识框架 Θ上的基本概率赋值函数，也称为
ｍａｓｓ函数．

定义２　Ｄｅｍｐｓｔｅｒ组合规则　对于ＡΘ，识别框
架Θ上有限个ｍａｓｓ函数ｍ１，ｍ２，…，ｍｎ的合成规则为：

（ｍ１ｍ２…ｍｎ）（Ａ）＝
１
Ｋ ∑

Ａ１∩Ａ２∩…∩Ａｎ＝Ａ
ｍ１（Ａ１）

　　　　　　　　　　·ｍ２（Ａ２）…ｍｎ（Ａｎ） （２）
其中，

Ｋ＝ ∑
Ａ１∩Ａ２∩…∩Ａｎ≠

ｍ１（Ａ１）·ｍ２（Ａ２）…ｍｎ（Ａｎ）

＝１－ ∑
Ａ１∩Ａ２∩…∩Ａｎ＝

ｍ１（Ａ１）·ｍ２（Ａ２）…ｍｎ（Ａｎ） （３）

其中Ｋ为归一化因子，１Ｋ反映了证据的冲突程度．
定义３　信息网络表示学习［１１］　将信息网络记为

Ｇ＝（Ｖ，Ｅ，Ｄ，Ｃ），Ｖ是节点集合，Ｅ是边的集合，Ｄ是各
节点的文本属性信息集合，Ｃ是节点类标签集合．网络
的邻接矩阵定义为 Ａ∈ＲＲ Ｖ × Ｖ

，其中 Ａｉｊ＝１如果（ｖｉ，
ｖｊ）∈Ｅ，否则Ａｉｊ＝０．网络表示学习的目标是学习映射函
数ｆ：νｉ→ｙｉ∈ＲＲ

ｄ，并且ｄ Ｖ，使每个节点ｖ∈Ｖ学习出
一个实数向量．

定义４　网络表示融合　本文中网络表示融合指
通过表示学习得到的节点特征向量如何实现 Ｌ３上融
合［１２］（Ｌ１数据层、Ｌ２特征层、Ｌ３决策级）．如图１所示，
以文献网络为例，输入的网络数据包含网络结构信息、

节点文本信息和节点标签信息，输出为实现了结构与

文本信息融合的网络节点表示［１３］．

５５８



电　　子　　学　　报 ２０２０年

２２　网络用户特征表示的构建
本节利用向量表示网络用户的不同类别特征，不

同特征在用户分类结果上的差异程度反映特征间的冲

突大小，由此可以将不同网络特征间的融合冲突问题

转化为不同类别的后验概率计算问题，然后通过 ＤＳ
证据理论度量不同特征间的冲突程度，对于冲突较大

的特征，可以根据用户需求制定合理的融合策略．在不

同类别特征向量表示的构建过程中，本节以用户属性

特征和网络结构特征为例进行阐述．对于网络结构特
征，可以通过常用的网络表示学习方法，如 Ｄｅｅｐ
Ｗａｌｋ［１４］、ＬＩＮＥ［１５］或 Ｎｏｄｅ２ｖｅｃ［１６］算法得出；对于用户属
性特征，可通过词向量方法进行构建；用户节点的类别

集合为Ｃ＝｛ｃ１，ｃ２，…，ｃｎ｝，其中ｎ为节点从属的类别个
数，网络用户特征表示的构建过程如图２所示．

３　基于证据理论的网络表示融合方法

３１　模型框架
本文提出的基于证据理论的网络表示融合方法的模

型框架如图３所示，将用户ｖｉ网络结构特征表示为Ｘｖｉ＝

（ｘ１，ｘ２，…，ｘｄ），用户ｖｉ属性特征表示为Ｙｖｉ＝（ｙ１，ｙ２，…，

ｙｋ）；用户节点的类别集合为Ｃ＝｛ｃ１，ｃ２，…，ｃｎ｝，可视为
证据理论中的识别框架Θ＝｛ｃ１，ｃ２，…，ｃｎ｝，其中ｎ为网
络节点的类别数．本方法首先根据各特征的输入数据构
造基本概率赋值函数，然后根据用户的网络结构特征，计

算得到用户类别的后验概率分布为Ｐ（Ｘｖｉ）＝｛ｍｘ（ｃ１），

ｍｘ（ｃ２），…，ｍｘ（ｃｎ）｝，其中ｍｘ（ｃｉ）为根据特征Ｘ计算得
到的用户ｖｉ属于类别ｃｉ的概率；根据用户属性特征表示
计算得到的用户类别后验概率分布为Ｐ（Ｙｖｉ）＝｛ｍｙ（ｃ１），

ｍｙ（ｃ２），…，ｍｙ（ｃｎ）｝，其中ｍｙ（ｃｉ）为根据特征Ｙ计算得
到的用户ｖｉ属于类别ｃｉ的概率．最后根据上述各类别的
概率分配函数，定义融合指数Ｆ如下：

Ｆ＝∑
ｎ

ｉ＝１
ｍｘ（ｃｉ）·ｍｙ（ｃｉ） （４）

其中，Ｃ１∩Ｃ２…∩Ｃｎ＝，１－Ｆ反映了单个用户分类中
两类特征Ｘ，Ｙ的冲突程度；融合指数值越高，表明两类
特征对用户归属同一类别的支持度越高，反之则表明

两类特征对用户归属同一类别的支持度低．用户特征

融合后归属类别ｃｉ的概率为：

（ｍｘｍｙ）（｛ｃｉ｝）＝
１
Ｆ ∑Ｂ∩Ｃ＝｛ｃｉ｝ｍｘ（Ｂ）·ｍｙ（Ｃ）

＝１Ｆ·ｍｘ（ｃｉ）·ｍｙ（ｃｉ） （５）

当融合的特征类别由２类推广到 Ｚ类（Ｚ２）时，
融合指数的计算方法及融合后类别归属概率如下，其

中ｍｊ代表第ｊ种类型的用户特征：

　　Ｆ＝∑
ｎ

ｉ＝１
∏
Ｚ

ｊ＝１
ｍｊ（ｃｉ）（ｍ１ｍ２…ｍｚ）（｛ｃｉ｝）

＝１Ｆ ∑
Ａ１∩Ａ２∩…∩Ａｚ＝｛ｃｉ｝

ｍ１（Ａ１）·ｍ２（Ａ２）…ｍｚ（Ａｚ）

（６）
由此，根据融合指数大小设置一定阈值，即可找出

网络多源信息融合中的高冲突节点，判定引入额外信

息对用户分类效果是提升还是降低．本文结合支持向
量机（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，ＳＶＭ）方法与 ＤＳ证据理
论［１７］进行决策融合实验，计算不同属性特征融合后的

用户分类结果．标准 ＳＶＭ算法输出的是测试样本的类
别标签，而本文基于证据理论进行网络表示融合中，需

要计算用户归属不同类别的后验概率值得到基本可信

度函数（ｍａｓｓ函数），下节将介绍如何将 ＳＶＭ输出转换
为后验概率值的输出．
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３２　非线性ＳＶＭ的后验概率计算
将标准ＳＶＭ输出的类别标签映射为后验概率输

出，Ｐｌａｔｔ等人［１８］在二分类 ＳＶＭ中给出了相关计算方
法，ＳＶＭ的标准输出如下式所示：

ｙ＝ｓｉｇｎ（ｆ（ｘ））＝ｓｉｇｎ（αｉｙｉ（ｘ·ｘｉ）＋ｂ
） （７）

针对二分类的情况，应用Ｓｉｇｍｏｉｄ函数将ＳＶＭ的输
出值映射到［０，１］之间：

Ｐｒ（ｙ＝１｜ｘ）≈ＰＡ，Ｂ（ｆ（ｘ））＝
１

１＋ｅｘｐ（Ａｆ（ｘ）＋Ｂ）（８）

其中ｆ（ｘ）为标准的ＳＶＭ输出结果，Ｐｒ（ｙ＝１｜ｘ）是在输
出值为ｆ（ｘ）的条件下分类正确的概率．Ａ和 Ｂ是参数
值，可通过计算参数集的最小负对数似然值来求解．

ｍｉｎ
ｚ＝（Ａ，Ｂ）

Ｆ（ｚ）＝－∑
ｌ

ｉ＝１
（ｔｉｌｏｇ（ｐｉ）＋（１－ｔｉ）ｌｏｇ（１－ｐｉ））

（９）
其中ｐｉ，ｔｉ值如下：

ｐｉ＝ＰＡ，Ｂ（ｆｉ）＝ｐ（ｙｉ＝１｜ｘｉ） （１０）

ｔｉ＝

Ｎ＋＋１
Ｎ＋＋２

， ｉｆｙｉ＝＋１

１
Ｎ－＋２

， ｉｆｙｉ{ ＝－１
，ｉ＝１，…，ｌ （１１）

其中Ｎ＋是ｙｉ＝＋１的样本数量，Ｎ－是 ｙｉ＝－１的样本
数量．对于本文的多分类问题，利用多个二分类器组合
投票的方式可以近似计算该分类的后验概率输出．

　　　Ｐ（ｉ｜ｘ）＝
∑
ｎ

ｊ＝１，ｊ≠ｉ
ｐｉｊ（ｉ｜ｊ；ｘ）

∑
ｎ

ｋ＝１
∑
ｎ

ｊ＝１，ｊ≠ｋ
ｐｋｊ（ｋ｜ｊ；ｘ）

＝ ２
ｎ（ｎ－１）∑

ｎ

ｊ＝１，ｊ≠ｉ
ｐｉｊ（ｉ｜ｊ；ｘ） （１２）

其中，ｐｉｊ（ｉ｜ｊ；ｘ）表示由第 ｉ类和第 ｊ类组合的二分类计
算得到的样本属于第ｉ类的后验概率．
３３　基于混淆矩阵的后验概率校正

由于用户在不同社交网络中填写个人属性信息或

建立通联关系中存在差异［１９］，并且不同特征对于不同

类别目标的表征能力也不同，因此通过不同特征获得

的用户类别预测需要综合考虑错判为其他类的概率，

同时估计到分类器对各个目标类别的识别可靠性，本

文采用混淆矩阵来估计各特征的局部识别可信度，利

用混淆矩阵对分类器的局部可信度进行描述，在构造

分类器的基本概率分配时进行加权校正，理论上可以

使得网络表示融合效果更优．假设用户类别数为 ｋ，待
识别数据集中共有 Ｎ个样本，每个类别分别含有 Ｎｉ（ｉ
＝１，２，…，ｋ）个样本，分类后的混淆矩阵 Ｃ一般表
示为：

Ｃ＝

ｃ１１ ｃ１２ … ｃ１ｋ
ｃ２１ ｃ２２ … ｃ２ｋ
  ｃｉｊ 
ｃｋ１ ｃｋ２ … ｃ











ｋｋ

（１３）

其中，ｃｉｊ表示Ｃｉ类被分类器判断成Ｃｊ类的样本数量．混
淆矩阵中元素的行下标对应目标的真实类别，列下标

对应分类器输出的类别，对角元素表示各类别能够被

分类器正确识别的样本数量，非对角元素表示发生错

误判断的样本数量．混淆矩阵的行向量代表了类别 Ｃｉ
的对象在进行分类时对各类别的倾向性．针对当前网
络表示的分类问题，根据混淆矩阵可知，当分类器输出

类别Ｃｊ时，当前样本的真实类别Ｃｉ的概率为：

ＰＣ（Ｃｉ｜Ｃｊ）＝
ｃｉｊ

∑
ｋ

ｊ＝１
ｃｉｊ

（１４）

将ＰＣ（Ｃｉ｜Ｃｊ）记作ＰＣ（Ｃｉ），则ＰＣ（Ｃｉ）可视为当前目标
ｘ属于Ｃｉ类的支持度．由此，将 ＰＣ（Ｃｉ）定义为分类器
关于类别ｉ的局部可信度．当对样本ｘ输出一个真实类
别的判决结果 Ｃｉ时，我们对这个结果的可信度为
ＰＣ（Ｃｉ），则分类器给出的ｘ属于 Ｃｉ类的基本概率赋值
ｍ（Ｃｉ）为：

ｍ（Ｃｉ）＝Ｐｉ×ＰＣ（Ｃｉ） （１５）

７５８



电　　子　　学　　报 ２０２０年

其中Ｐｉ为ＳＶＭ输出的属于 Ｃｉ类的后验概率，ＰＣ（Ｃｉ）
为由混淆矩阵提供的局部可信度信息．对于每个分类
器经上式加权融合校正后得到的基本概率赋值，再利

用证据理论的组合规则融合得到最终的识别结果．

４　实验与结果

４１　数据集及对比算法
本文利用文献［１３］中给出的 ＣｉｔｅＳｅｅｒＭ１０、Ｃｏｒａ、

ＤＢＬＰ数据集测试本文提出的方法，ＣｉｔｅＳｅｅｒＭ１０数据
集包含１０，３１０篇论文，７７，２１８条连边，１０个类别标签．
Ｃｏｒａ数据集包含２，７０８篇论文，５，４２９条连边，７个类别
标签．ＤＢＬＰ数据集包含６０，７４４篇论文，５２，８９０条边，４
个类别标签．对比算法包括 Ｄｏｃ２ｖｅｃ［２］算法：使用神经
网络模型将文本内容信息转化为分布式向量．Ｄｅｅｐ
Ｗａｌｋ［１４］算法：使用神经网络模型将网络结构信息转化
为网络表示向量．Ｄ２Ｖ＋ＤＷ算法：本文采用将 Ｄｏｃ２ｖｅｃ
和ＤｅｅｐＷａｌｋ算法生成的表示向量进行拼接的方法．

４２　实验与结果
对于网络表示融合中的结果评价问题，本实验中

采用的评价指标为准确率、召回率和 Ｆ１值，并设计了３
类实验验证提出的网络表示融合方法的可行性和有效

性．网络表示融合实验的参数设置如下：采用的表示向
量维度为１００，实验结果在１０次实验中取均值；Ｄｅｅｐ
Ｗａｌｋ算法中随机游走长度为 ８，游走次数为 ２０次；
Ｄｏｃ２ｖｅｃ算法中参与训练的最小词频为３，滑动窗口大
小为５．实验结果如表 １、２、３所示，表中分别展示了
Ｄｏｃ２ｖｅｃ算法、Ｄｅｅｐｗａｌｋ算法、Ｄ２Ｖ＋ＤＷ算法的分类准
确率，其中ＤＳｆｕｓｉｏｎ表示不添加基于混淆矩阵修正的
决策融合方法准确率，ＤＳｆｕｓｉｏｎ＋表示添加了基于混
淆矩阵修正的决策融合方法准确率；Ｃｏｎｆｌｉｃｔ值表示应
用Ｄｏｃ２ｖｅｃ算法与ＤｅｅｐＷａｌｋ算法在节点分类结果上不
一致的比例；Ｉｍｐｒｏｖｅｍｅｎｔ值表示 ＤＳｆｕｓｉｏｎ＋算法相比
于Ｄ２Ｖ＋ＤＷ算法的准确率提升比率．

表１　ＤＢＬＰ数据集上的节点分类准确率

λ Ｄｏｃ２ｖｅｃ Ｄｅｅｐｗａｌｋ Ｄ２Ｖ＋ＤＷ ＤＳｆｕｓｉｏｎ ＤＳｆｕｓｉｏｎ＋ Ｉｍｐｒｏｖｅｍｅｎｔ Ｃｏｎｆｌｉｃｔ

０２ ０７２７６ ０５３３８ ０７５７５ ０７５８２ ０７７１２ １８％ ０５２４２

０４ ０７３４３ ０５３９８ ０７６５６ ０７６６０ ０７８０３ １９％ ０５３０３

０６ ０７３５４ ０５３８０ ０７６９１ ０７６６２ ０７８７２ ２４％ ０５２８９

０８ ０７４２５ ０５３４８ ０７７６８ ０７７２９ ０７９５４ ２４％ ０５２９１

表２　Ｍ１０数据集上的节点分类准确率

λ Ｄｏｃ２ｖｅｃ Ｄｅｅｐｗａｌｋ Ｄ２Ｖ＋ＤＷ ＤＳｆｕｓｉｏｎ ＤＳｆｕｓｉｏｎ＋ Ｉｍｐｒｏｖｅｍｅｎｔ Ｃｏｎｆｌｉｃｔ

０２ ０５６８７ ０４８７９ ０６３３６ ０６７２１ ０６７８４ ７１％ ０３７９１

０４ ０５９４４ ０５２８４ ０６７８３ ０７０８４ ０７１２１ ５０％ ０４０６６

０６ ０６０２８ ０５３７１ ０７０１７ ０７２７７ ０７２９７ ４０％ ０４０９５

０８ ０６１４９ ０５７１２ ０７３４７ ０７５４６ ０７６０２ ３５％ ０４４０８

表３　Ｃｏｒａ数据集上的节点分类准确率

λ Ｄｏｃ２ｖｅｃ Ｄｅｅｐｗａｌｋ Ｄ２Ｖ＋ＤＷ ＤＳｆｕｓｉｏｎ ＤＳｆｕｓｉｏｎ＋ Ｉｍｐｒｏｖｅｍｅｎｔ Ｃｏｎｆｌｉｃｔ

０２ ０６６０２ ０６２６９ ０７４４４ ０７６８２ ０７７０２ ３５％ ０６００３

０４ ０７５６５ ０７００１ ０８０８５ ０８１１６ ０８１３４ １０％ ０６３０７

０６ ０７６１５ ０７２４２ ０８２０３ ０８３３８ ０８４２１ ２７％ ０６４４０

０８ ０７８３２ ０７２２３ ０８３０７ ０８３７４ ０８４５６ １８％ ０６５２３

　　实验１研究不同训练比例 λ下各算法的分类性
能．在ＤＢＬＰ数据集上进行多标签分类实验的仿真结果
如表１所示，由表可知，多特征信息融合方法（Ｄ２Ｖ＋
ＤＷ＼ＤＳｆｕｓｉｏｎ＼ＤＳｆｕｓｉｏｎ＋）的准确度优于仅利用任意
单一特征（Ｄｏｃ２ｖｅｃ＼ＤｅｅｐＷａｌｋ）的分类准确度，证明了
特征融合的优势与必要性；在算法复杂度上，Ｄ２Ｖ＋ＤＷ
采用先将特征向量进行拼接然后分类器分类的方式，

而ＤＳｆｕｓｉｏｎ和ＤＳｆｕｓｉｏｎ＋方法先利用各个特征向量
计算类别归属，然后对分类结果进行融合判别，三种方

法的算法复杂度接近（在同一量级），实际运算时间上

ＤＳｆｕｓｉｏｎ＋方法略高，但 ＤＳｆｕｓｉｏｎ和 ＤＳｆｕｓｉｏｎ＋方
法对数据噪声的鲁棒性更强，分类准确率更高．同时从
实验结果看出：（１）属性特征较网络结构特征在用户分
类中的效果更显著，分类精度更高；（２）通过添加混淆
矩阵的校正，可以使得ＤＳ融合方法在ＤＢＬＰ数据集上
的分类准确率有进一步的提升．通过进一步分析实验
中混淆矩阵可知，该数据集下错分类别较为集中，因此

根据混淆矩阵设置不同的局部可信度用于纠偏可以取

得一定的效果．在Ｍ１０、Ｃｏｒａ数据集上进行多标签分类
实验的结果如表２、表３所示．从结果可知：（１）该数据
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集上属性特征与网络结构特征在用户分类中的效果相

差不大，原因是 Ｍ１０和 Ｃｏｒａ网络中连边数量更多，结
构更加紧密，网络结构特征的效果更突出；（２）基于ＤＳ
证据理论融合的方法优于将表示向量进行拼接的方

法，同时拼接方法的计算复杂度更高．此外，添加混淆
矩阵校正的方法，在此两类数据集上效果并不明显，因

为该混淆矩阵中错误类别分布较为均匀，添加修正对

最终结果的影响不大，该方法对于错误类别中有明显

错分某类偏好的数据集会有更好的效果．
实验２中分析了特征冲突与分类准确率的关系

曲线．如图４所示，随着训练样本数量的增加，冲突比
例（Ｃｏｎｆｌｉｃｔ值）有一定提升．从各算法的准确率曲线
可知，由于数据中噪声干扰的存在，识别错误的样例

存在交叉，即每种特征都有自己擅长区分的样例，关

键在于选择最适合的特征进行分类，特征融合后的分

类准确率有一定提升．本文方法根据混淆矩阵对后验
概率进行校正，确定容易错分的类别，从而设置不同

的局部可信度权值用于纠偏，可以起到一定的提升效

果．实验３分析节点融合指数 Ｆ与融合分类结果的关
系，即统计数据集中各节点融合指数 Ｆ值对应下的分
类结果（正确或错误）准确率．从图５可以看出，在一定
范围内，随着融合指数Ｆ的增大，分类正确的比例逐渐
上升，融合指数与融合结果中分类正确的比例呈现一

定的正相关关系．同时，在分类实验中通过去除部分高
冲突节点后，也能获得分类准确率的一定提升．在实际
应用中，可以对此类数据噪声干扰下的冲突难分节点

进行人工判别，为后续应用任务做好预处理工作．

５　结束语
　　在引入外部信息增强网络表示学习算法效果的研
究基础上，本文重点分析了多源网络表示信息融合中

的特征冲突问题，提出一种基于证据理论的网络表示

融合方法，有效提升了节点分类任务中的准确率．多源
信息融合方法作为有效提升网络表示学习性能的重要

途径，在处理新实体的稀疏表示问题上具有一定优势，

但目前仍处于起步阶段，后续仍具有广阔的研究前景．
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