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　　摘　要：　目前众多的研究者通常直接将标签置信度矩阵作为先验知识直接加入到分类模型中，并没有考虑未标
注先验知识对标签集质量的影响．基于此，引入非平衡参数的方法，将先验知识获得的基础置信度矩阵进行非平衡化，
从而提出一种非平衡化的标签补全的核极限学习机多标签学习算法（ＫＥＬＭＮｅＬＣ）：首先使用信息熵计算标签之间的
相关关系得到标签置信度矩阵，然后利用非平衡参数方法对基础的标签置信度矩阵进行改进，构建出一个非平衡的标

签补全矩阵，最后为了学习获得更加准确的标签置信度矩阵，将非平衡化的标签补全矩阵与核极限学习机进行联合学

习，依此解决多标签分类问题．提出的算法在公开的多个基准多标签数据集中的实验结果表明，ＫＥＬＭＮｅＬＣ算法较其
他对比的多标签学习算法有一定优势，使用统计假设检验进一步说明所提出算法的有效性．
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１　引言

　　多标签学习［１］是处理具有丰富语义的真实世界对

象的主要学习框架之一．而大多数多标签学习方法认

为标签间是互相独立的，忽略了标签间的相关性．例如
Ｚｈｏｕ［２］等提出的多标签懒惰学习算法（ＭＬＫＮＮ）．然
而，真实世界中的标签和标签间存在一定的关联性．如
何充分利用标签间的相关性，构造强泛化性能的系统
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是多标签分类学习算法的关键之一．
基于此，许多学者提出了相关算法．Ｅｌｉｓｓｅｅｆｆ［３］等提

出一种核技术多标签算法 ＲａｎｋＳＶＭ，利用最大间隔准
则策略来适应多标签学习．张敏灵［４］等提出基于标签

类属属性多标签学习算法 ＬＩＦＴ，为每个标签生成专属
特征．信息熵［５］等相关信息论知识也被广泛应用到标

签相关性研究当中．基于该理论，Ｌｅｅ［６］等提出了一种基
于ＣＣ（ＣｌａｓｓｉｆｉｅｒＣｈａｉｎｓ）算法的多标签学习方法，利用
条件熵设计出使标签间的相关性最大化的多标签学习

方法．但包括上述算法在内的大多数算法均忽视了未
知标签集与已知标签集的相互影响．

实际上，在多标记学习数据集中，标签集中的已知

标签数不应大于未知标签，否则对象的多标签就失去

意义．但是不可否认在未知标签中可能包含了大量有
价值信息，正如关于对“异常”研究那样．基于这种考
虑，本文引入非平衡参数，提出非平衡化标签置信度矩

阵计算方法．首先利用标签之间的信息熵来衡量标签
之间关系的强弱获得基础标签置信度矩阵，然后提出

非平衡化标签置信度矩阵计算方法，获得数据集中更

准确的标签置信度矩阵，最后利用标签置信度矩阵对

初始的不完全标签矩阵进行增强补全．
同时，为了将多标签分类和标签相关性进行联合

学习，选择合适的分类器模型，直接关系到算法的性能

和效率．由黄广斌［７］等提出的极限学习机（Ｅｘｔｒｅｍｅ
ＬｅａｒｎｉｎｇＭａｃｈｉｎｅ，ＥＬＭ）分类器模型具有训练速度快，
泛化能力强等优点，许多学者将其引入到分类，回归和

聚类等学习方法［８～１０］中，取得了不错的效果．例如，
Ｌｕｏ［１１］等使用核 ＥＬＭ算法处理多标签问题，通过核函
数代替隐藏层映射保证网络的稳定性，但是该算法并

没有考虑标签间的相关性．
因此本文选择核 ＥＬＭ作为分类器模型，将非平衡

化标签补全矩阵和核ＥＬＭ算法联合起来构建新的多标
签分类模型，提出基于非平衡化标签补全的多标签核

极限学习机算法（ｍｕｌｔｉｌａｂｅｌｌｅａｒｎｉｎｇｏｆＫｅｒｎｅｌＥｘｔｒｅｍｅ
ＬｅａｒｎｉｎｇＭａｃｈｉｎｅｗｉｔｈＮｏｎｅｑｕｉｌｉｂｒｉｕｍＬａｂｅｌＣｏｍｐｌｅｔｉｏｎ，
ＫＥＬＭＮｅＬＣ）．ＫＥＬＭＮｅＬＣ算法在多个公开的多标签
数据集上的实验和统计假设检验，证实了考虑标签间

相关性来提升算法的合理性．

２　非平衡化标签补全矩阵建模过程

２１　多标签理论及其信息熵度量
定义１　样本特征矩阵 Ｘ＝［ｘ１，…，ｘＮ］

Ｔ，其中 Ｎ
表示训练集中样本的数目，ｘｉ∈Ｒ

ｄ表示对应的第ｉ个样
本的特征向量，ｄ表示训练集中特征的维度．Ｙ＝
［ｙ１，…，ｙＮ］

Ｔ表示样本所对应的标签 矩 阵，ｙｉ＝
｛１，－１｝ｋ表示第ｉ个样本的标签值，其中ｋ表示标签的

数目．则含有Ｎ个样本的多标签训练集可以表示为：
Ｄ＝｛（ｘｉ，Ｙｉ）１!ｉ!Ｎ，ｘｉ∈Ｒ

ｄ，Ｙｉ＝｛１，－１｝
ｋ｝（１）

　　定义２　设集合Ａ＝｛ａ１，…，ａｍ｝，ｐ（ａｉ）为元素ａｉ的
先验概率，则集合Ａ的信息熵为：

Ｉ（Ａ）＝－∑
ｎ

ｉ＝１
ｐ（ａｉ）ｌｏｇ２ｐ（ａｉ） （２）

定义３　设集合Ａ＝｛ａ１，…，ａｍ｝，集合Ｂ＝｛ｂ１，…，
ｂｎ｝，则在给定集合Ａ条件下集合Ｂ的条件熵为：

Ｉ（ＢＡ）＝－∑
ｍ

ｉ＝１
∑
ｎ

ｊ＝１
Ｉ（ｂｊ ａｉ） （３）

其中，Ｉ（ｂｊ ａｉ）条件信息量，记为：
Ｉ（ｂｊ ａｉ）＝－ｐ（ａｉｂｊ）ｌｏｇ２ｐ（ｂｊ ａｉ） （４）

２２　非平衡化标签补全矩阵建模
真实世界中许多有价值的信息蕴含在未知标签集

中，利用未知标签与已知标签间关系来分析标签间的

关系能得到更多有价值的信息．把“Ｍｉｓｓｉｎｇ”补全方法
应用到多标签的学习，也仅仅考虑已知标签集合间的

影响［１２］．基于这种考虑，依据式（４）计算每个样本标签
集合中未知标签和已知标签元素间的条件信息量，得

到基础标签置信度矩阵，即：

ａｉｊ＝１／Ｉ（ｌｊ ｌｉ），ｂｉｊ＝１／Ｉｌｊ ｌ( )ｉ
其中，ｌｉ和ｌｉ分别表示为ｙｉ值为“１”，和ｙｉ值为“－１”，ｉ＝
１，…，ｋ，ｊ＝１，…，ｋ且ｉ≠ｊ．不可否认在未知标签中可能
包含了大量有价值信息，正如关于对“异常”研究那样．
受其启发，增加未知相关标签的权重，这有利于缺省标

签的补全．基于此，本文引入非平衡参数α，通过对基础
标签置信度矩阵ａｉｊ权重的减少和 ｂｉｊ权重增大提出非平
衡化的标签置信度矩阵计算方法：

ＭＭｉｊ＝－α×ａｉｊ＋（１－α）×ｂｉｊ （５）
受标签传播依赖思想启发［１３］定义如下的非平衡化

标签补全矩阵： Ｙ
∧
＝Ｙ×Ｍ （６）

非平衡化标签补全矩阵算法，如算法１所示：

算法１　非平衡化标签补全矩阵算法

输入：训练样本标签矩阵Ｙ，非平衡参数α；

输出：非平衡化标签补全矩阵Ｙ
∧
；

（１）Ｙ＝｛Ｙｉ ｉ＝１，…，ｋ｝
（２）ｆｏｒｅａｃｈｌｉ，ｌｊ
（３）　Ｗｈｉｌｅｉ≠ｊ
（４）　　　ａｉｊ＝１／Ｉ（ｌｊ ｌｉ）ｂｉｊ＝１／Ｉｌｊ ｌ( )ｉ ／利用式（４）分别计

算得出ａｉｊ和ｂｉｊ／
（５）　　　ｉｆｉ＝ｊ
（６）　　　ａｉｊ＝ｂｉｊ＝１；／将对角线元素置为１／
（７）　　　 ｅｎｄ
（８）　 ｅｎｄ
（９）Ｍｉｊ＝－α×ａｉｊ＋（１－α）×ｂｉｊ；／利用式（５）求出置信度矩

阵／

０２７
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（１０）ｅｎｄ

（１１）Ｙ
∧
＝Ｙ×Ｍ／利用式（６）求出非平衡化标签补全矩阵／

（１２）ｒｅｔｕｒｎＹ
∧
／返回非平衡化标签补全矩阵／

３　非平衡化标签补全的极限学习机算法建模

３１　极限学习机理论
ＥＬＭ算法是一种快速的前馈单隐藏层神经网络学

习算法，过程中无需对网络权重和偏置进行任何迭代

调整，与传统的神经网络算法相比它的训练速度快，泛

化能力强．
定义４　设有 Ｎ个随机样本｛（Ｘｉ，Ｙｉ）｝，其中 ｉ＝

｛１，２，…，Ｎ｝，Ｘｉ ＝ ［ｘｉ１，ｘｉ１，…，ｘｉｎ］
Ｔ，Ｙｉ ＝

［ｙｉ１，ｙｉ２，…，ｙｉｍ］
Ｔ则对于具有Ｌ个隐藏节点的单隐藏层

神经网络形式化定义为：

∑
Ｌ

ｉ＝１
βｉｇｉ（Ｘｊ）＝∑

Ｌ

ｉ＝１
βｉｇ（ωｉ·Ｘｊ＋ｂｉ）＝ｏｊ （７）

在式（７）中，βｉ＝［βｉ１，βｉ２，…，βｉｍ］
Ｔ表示输出权重，

ｇ（ｘ）为激活函数，ωｉ＝［ωｉ１，ωｉ２，…，ωｉｍ］
Ｔ为输入权重，

ｂｉ表示为第ｉ个隐藏神经元的偏置，“·”表示为点积．
定义５　对于单隐藏层神经网络的目标是输出误

差最小，表示为：

∑
Ｎ

ｊ＝１
‖ｏｊ－ｙｊ‖＝０ （８）

定义６　通过式（６）和（７）可知在确定 βｉ，ωｉ和 ｂｉ
时可得到：

∑
Ｌ

ｉ＝１
βｉｇ（ωｉ·Ｘｊ＋ｂｉ）＝ｙｊ，ｊ＝１，２，…，Ｎ （９）

式（９）用矩阵表示为：
Ｈβ＝Ｙ （１０）

３２　标签补全的极限学习机多标签算法
设多标签训练数据集 Ｄ＝｛（ｘｉ，Ｙｉ）１!ｉ!Ｎ｝，利

用函数ｈ（ｘｉ）将ｘｉ从输入空间映射到 Ｌ维特征空间，Ｙｉ
为与ｘｉ对应的一组输出标签．对于一个新的待分类对象

ｘ，先通过算法１得到非平衡化标签补全矩阵Ｙ
∧
，再自动

学习获得权重调整非平衡化标签置信度矩阵，得到标

签置信度矩阵 Ｍ，最后结合核极限学习机理论模型，
将非平衡化的标签间置信度矩阵Ｍ加入到该模型中来
预测标签集合：

Ｍ ＝Ｍ×β１

ｓ．ｔ：Ｙ
∧
＝Ｙ×Ｍ

（１１）

由式（１０）和（１１）可以得到：
Ｙ×Ｍ×β１＝Ｈβ２

β２β
－１
１ ＝Ｈ

Ｙ
∧

（１２）
设β＝β２β

－１
１ ，则多标签ＥＬＭ的输出函数ｆｌ（ｘ）为：

ｆｌ（ｘ）＝Ｈβ＝
ｈ（ｘ１）


ｈ（ｘＮ









）Ｎ×Ｌ

βＴ１


βＴ









Ｌ

（１３）

由式（１２）可以得到：

β＝ＨＹ
∧
；

ｓ．ｔ：Ｈ＝ＨＴ（ＨＨＴ）－１
（１４）

其中ＨＨＴ是非奇异矩阵，Ｈ是Ｈ的ＭｏｏｒｅＰｅｎｒｏｓｅ广义
逆矩阵．根据岭回归理论，在 ＨＨＴ对角线上加上正则项
Ｃ，可提高算法的稳定性和泛化能力．则式（１３）最小化
目标为：

ｍｉｎＬｆ＝‖β‖
２＋Ｃ∑

Ｎ

ｉ＝１
‖ξｉ‖

２；

ｓ．ｔ：ξｉ＝Ｙｉ－ｆｌ（ｘｉ），ｉ＝１，２，…，Ｎ

（１５）

根据 ＫＫＴ条件（ＫａｒｕｓｈＫｕｈｎＴｕｃｋｅｒ，ＫＫＴ），隐藏
输出权重β表示为：

β＝ＨＴ（ＥＣ＋ＨＨ
Ｔ）

－１

Ｙ
∧

（１６）

此时多标签输入函数表示为：

ｆｌ（ｘ）＝Ｈβ＝ＨＨ
Ｔ（
Ｅ
Ｃ＋ＨＨ

Ｔ）
－１

Ｙ
∧

（１７）

在传统的ＥＬＭ算法中计算结果容易受到随机设定
值的影响．为此引入核矩阵解决这一问题：

ΩＥＬＭ＝ＨＨ
Ｔ：ΩＥＬＭ（ｉ，ｊ）＝ｈ（ｘｉ，ｘｊ）；

Ｋ（ｘｉ，ｘｊ）＝ｅｘｐ（－γ‖ｘｉ－ｘｊ‖）
（１８）

根据式（１８），可以得出 ＨＨＴ＝
Ｋ（ｘ，ｘ１）


Ｋ（ｘ，ｘＮ









）

Ｔ

，则式

（１７）表示为：

ｆｌ（ｘ）＝ｈ（ｘ）Ｈ
Ｔ（
Ｅ
Ｃ＋ＨＨ

Ｔ）－１Ｙ
∧

＝
Ｋ（ｘ，ｘ１）


Ｋ（ｘ，ｘＮ









）
（
Ｅ
Ｃ＋ΩＥＬＭ）

－１Ｙ
∧

（１９）

最小化目标函数表示为：

ｆＳＳＥ＝∑
Ｎ

ｉ
‖ｆｌ（ｘｉ）－Ｙｉ‖

２ （２０）

非平衡化标签补全的多标签核极限学习机（

ＫＥＬＭＮｅＬＣ）算法，如算法２所示：

算法 ２　基于非平衡化标签补全的多标签核极限学习机（ＫＥＬＭ
ＮｅＬＣ）算法

输入：多标签训练数据集Ｄ＝｛（ｘｉ，Ｙｉ） １!ｉ!Ｎ｝，测试数据集 Ｄ ＝
｛（ｘｊ，Ｙｊ） １!ｊ!Ｔ｝，正则项Ｃ，核参数σ，非平衡参数α；
输出：预测标签Ｙ；
（１）Ｙ＝｛Ｙｉ ｉ＝１，…，ｋ｝／Ｄ中的训练标签矩阵／
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（２）ｆｏｒｅａｃｈＹｉ∈Ｒｋ

（３）　Ｍ／根据算法１得出标签置信度矩阵Ｍ／
（４）ｅｎｄ

（５）Ｙ
∧
＝Ｙ×Ｍ；／根据式（６）得出标签补全矩阵／

（６）ｆｏｒｅａｃｈｘｉ∈Ｒｄ

（７）　ΩＥＬＭ＝ｅｘｐ（－‖ｘｉ‖２／σ）；／通过式（１８），特征核映射／
（８）ｅｎｄ

（９）β＝（ＥＣ＋ΩＥＬＭ（ｉ））
－１Ｙ
∧
；／通过式（１６）和（２０），求解出输出权

重／
（１０）ｆｏｒｅａｃｈｘｉ∈Ｒｄ

（１１）　ｆｏｒｅａｃｈｘｊ∈Ｒｄ

（１２）　　ΩＥＬＭ（ｉ，ｊ）＝ｅｘｐ（－‖ｘｉ－ｘｊ‖２／σ）；
（１３）　ｅｎｄ
（１４）ｅｎｄ

（１５）ｆｌ（ｘｊ）＝ΩＥＬＭ（ｉ，ｊ）β２β－１１ ；／测试集预测标签结果／
（１６）Ｙ ＝｛ｙｊ ｆｌ（ｘｊ）＞０，ｊ＝１，…，Ｔ｝；／当预测值 ｆｌ（ｘｊ）＞０表
示该标签存在／
（１７）ｒｅｔｕｒｎＹ

４　实验及其结果分析

４１　实验数据集描述
本文选取ＮａｔｕｒａｌＳｃｅｎｅ，Ｅｍｏｔｉｏｎｓ，ＹａｈｏｏＷｅｂＰａｇｅｓ

（包含 １１个子数据集）共 １３个数据集．其中 Ｎａｔｕｒａｌ
Ｓｃｅｎｅ，Ｅｍｏｔｉｏｎｓ来自 ｈｔｔｐ：／／ｍｕｌａｎ．ｓｏｕｒｃｅｆｏｒｇｅ．ｎｅｔ／ｄａｔａ
ｓｅｔｓｍｌｃ．ｈｔｍｌ．ＹａｈｏｏＷｅｂＰａｇｅｓ来自 ｈｔｔｐ：／／ｗｗｗ．ｋｅｃｌ．
ｎｔｔ．ｃｏ．ｊｐ／ａｓ／ｍｅｍｂｅｒｓ／ｕｅｄａ／ｙａｈｏｏ．ｔａｒ．具体描述见表１

表１　多标签数据集的详细描述

数据集 训练集 测试集 标签数 属性数 平均标签个数 标签密度 所属领域

Ｅｍｏｔｉｏｎｓ ３９１ ２０２ ６ ７２ １８６８ ０３１１ Ｍｕｓｉｃ

ＮａｔｕｒａｌＳｃｅｎｅ １０００ １０００ ５ ２９４ １２３６ ０２４７ Ｉｍａｇｅｓ

Ａｒｔｓ ２０００ ３０００ ２６ ４６２ １６３６ ００６３ Ｔｅｘｔ

Ｂｕｓｉｎｅｓｓ ２０００ ３０００ ３０ ４３８ １５８８ ００５３ Ｔｅｘｔ

Ｃｏｍｐｕｔｅｒｓ ２０００ ３０００ ３３ ６８１ １５０８ ００４６ Ｔｅｘｔ

Ｅｄｕｃａｔｉｏｎ ２０００ ３０００ ３３ ５５０ １４６１ ００４４ Ｔｅｘｔ

Ｅｎｔｅｒｔａｉｎｍｅｎｔ ２０００ ３０００ ２１ ６４０ １４２０ ００６８ Ｔｅｘｔ

Ｈｅａｌｔｈ ２０００ ３０００ ３２ ６１２ １６６３ ００５２ Ｔｅｘｔ

Ｒｅｃｒｅａｔｉｏｎ ２０００ ３０００ ２２ ６０６ １４２３ ００６５ Ｔｅｘｔ

Ｒｅｆｅｒｅｎｃｅ ２０００ ３０００ ３３ ７９３ １１６９ ００３５ Ｔｅｘｔ

Ｓｃｉｅｎｃｅ ２０００ ３０００ ４０ ７４３ １４５１ ００３６ Ｔｅｘｔ

Ｓｏｃｉａｌ ２０００ ３０００ ３９ １０４７ １２８３ ００３３ Ｔｅｘｔ

Ｓｏｃｉｅｔｙ ２０００ ３０００ ２６ ４６２ １６９２ ００６３ Ｔｅｘｔ

４２　评价指标及算法相关参数设置
本文选取常用的 ５种评价准则，即 ＡｖｅｒａｇｅＰｒｅｃｉ

ｓｉｏｎ，ＣｏＶｅｒａｇｅ，ＨａｍｍｉｎｇＬｏｓｓ，ＯｎｅＥｒｒｏｒ和 Ｒａｎｋｉｎｇ
Ｌｏｓｓ［１４］来综合评价多标签学习算法的性能．分别简写
为：ＡＰ↑、ＣＶ↓、ＨＬ↓、ＯＥ↓和 ＲＬ↓．其中↑表示指标
数值越高越好，↓表示指标数值越低越好．将 ＫＥＬＭ
ＮｅＬＣ算法与 ＲＥＬＭ（ＲｅｇｕｌａｒｉｚｅｄＥＬＭ）［１５］，ＭＬＫＮＮ，
ＬＩＦＴ，ＲａｎｋＳＶＭ和 ＭＬＦＥ（Ｆｅａｔｕｒｅｉｎｄｕｃｅｄｌａｂｅｌｉｎｇｉｎｆｏｒ
ｍａｔｉｏｎＥｎｒｉｃｈｍｅｎｔｆｏｒＭｕｌｔｉｌａｂｅｌＬｅａｒｎｉｎｇ，ＭＬＦＥ）［１６］５
种常用算法做对比实验．在 ＫＥＬＭＮｅＬＣ算法中正则化
系数Ｃ＝１，核函数选择 ＲＢＦ，核参数设在［１，５］间，非
平衡化参数设在［０，０５］间．在 ＲＥＬＭ算法中正则化系
数Ｃ＝１，隐藏层神经元个数设为１００在ＭＬＫＮＮ算法
中近邻个数设为１０和平滑参数设为１在ＬＩＦＴ算法中
参数ｒ＝０１，核函数选择Ｌｉｎｅａｒ．在ＲａｎｋＳｖｍ中，代价参

数设为１，核函数选择ＲＢＦ．在 ＭＬＦＥ算法中，核函数选
择ＲＢＦ，核参数 β１，β２和 β３选自｛１，２，…，１０｝，｛１，１０，
１５｝和｛１，１０｝分别在训练集上进行交叉验证．为了提高
算法的准确率，检验算法稳定性把每个算法都运行１０
次，并给出平均值（ｍｅａｎ）和标准差（ｓｔａｎｄａｒｄｄｅｖｉａ
ｔｉｏｎ）．
４３　实验结果与分析

表２到表４给出了本文算法和其他５种算法在１３
个数据集上的实验结果．其中表２给出每个算法在 Ｙａ
ｈｏｏＷｅｂＰａｇｅｓ的１１个网页数据集上各评价指标的平
均实验结果和标准差，最好的结果加粗表示．在 Ｅｍｏ
ｔｉｏｎｓ和 ＮａｔｕｒａｌＳｃｅｎｅ数据集上最好的实验结果加粗显
示，如表３和表４所示．（注：在表３和表４中 ±０表明
该算法稳定，运行１０次结果没有变化）
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表２　雅虎网页数据集测试结果

算法 ＡＰ↑ ＣＶ↓ ＨＬ↓ ＯＥ↓ ＲＬ↓

ＫＥＬＭＮｅＬＣ ０７０２６±００８５９ ３５３８８±１０８９１ ００３７８±００１３０ ０３６５６±０１１２７ ００８０９±００３３０

ＲＥＬＭ ０６９０４±００８８９ ４４９３８±１３１７８ ００３８７±００１３０ ０３７６８±０１１５０ ０１０２３±００３６６

ＭＬＫＮＮ ０６２４８±０１１６６ ４０９７５±１２３７２ ００４３２±００１４４ ０４７１４±０１５７４ ０１０２４±００４５３

ＬＩＦＴ ０６９１７±００９１０ ３６２６０±１１６４４ ００３８５±００１２８ ０３８０９±０１１９２ ００８４１±００３４０

ＲａｎｋＳＶＭ ０６２５８±００９９８ ３８６３７±１１３４０ ００４８６±００１４５ ０４９５５±０１３６９ ００９１７±００３２４

ＭＬＦＥ ０６７８０±００９３１ ４７４９２±１３３４３ ００３９８±００１３７ ０３８７１±０１２０６ ０１１０５±００３７５

表３　情感数据集测试结果

算法 ＡＰ↑ ＣＶ↓ ＨＬ↓ ＯＥ↓ ＲＬ↓

ＫＥＬＭＮｅＬＣ ０８００８±０ １８４６５±０ ０２０７９±０ ０２７７２±０ ０１５９９±０

ＲＥＬＭ ０７６４０±００１６２ ２０９６５±００７３３ ０２３８１±０００６９ ０３２８７±００３０８ ０２０２０±００１４３

ＭＬＫＮＮ ０７８０８±０ １９１５８±０ ０２１３７±０ ０３３１７±０ ０１７２９±０

ＬＩＦＴ ０７４３０±０００７５ ２１８８１±００３２９ ０２４０４±０００７９ ０３６３９±００１７０ ０２２９２±０００８２

ＲａｎｋＳＶＭ ０７５０３±０ ２２４２６±０ ０２９４６±０ ０３１６８±０ ０２２４４±０

ＭＬＦＥ ０７８２２±０ １９７０３±０ ０２４５９±０ ０３０６９±０ ０１８０３±０

表４　自然场景数据集测试结果

算法 ＡＰ↑ ＣＶ↓ ＨＬ↓ ＯＥ↓ ＲＬ↓

ＫＥＬＭＮｅＬＣ ０８２８５±０ ０８１６０±０ ０１７２４±０ ０２７１０±０ ０１３６６±０

ＲＥＬＭ ０７５３１±０００６５ １０８９２±００２７１ ０１９９１±０００４６ ０３８５２±００１０７ ０２０５７±０００６２

ＭＬＫＮＮ ０７６１５±０ １０６８０±０ ０１８３６±０ ０３６７０±０ ０１９８２±０

ＬＩＦＴ ０８０７１±０００３７ ０８９２７±００１４３ ０１６５４±０００１７ ０３００２±０００５９ ０１５５１±０００３１

ＲａｎｋＳＶＭ ０７６８９±０ １０５５０±０ ０１８５４±０ ０３５００±０ ０１９６５±０

ＭＬＦＥ ０８１６６±０ ０８４４０±００１４３ ０１６２４±０ ０２９１０±０ ０１４５２±０

　　实验结果说明：在雅虎１１个网页数据集上平均结
果如表２所示，在各个评价指标下的总体实验结果均
值均于其他５种对比算法．从表３中可以看出，在Ｅｍｏ
ｔｉｏｎｓ数据集上 ＫＥＬＭＮｅＬＣ算法５种评价指标明显优
于其他算法；在表 ４中 Ｎａｔｕｒａｓｃｅｎｅ数据集上，ＫＥＬＭ
ＮｅＬＣ算法仅在海明损失指标上性能排第三，其他指标
均为最优．
４４　非平衡化标签补全与其它分类算法结合

为了验证非平衡化标签补全算法的合理性，本文

选取了ＲＥＬＭ算法和改编的 ｋ近邻（ＫＮＮ）算法与算法
１结合，分别得到ＲＥＬＭＮｅＬＣ算法和ＫＮＮＮｅＬＣ算法．
数据集选择 Ｂｕｓｉｎｅｓｓ和 Ｅｍｏｔｉｏｎｓ。ＲＥＬＭＮｅＬＣ算法和
ＲＥＬＭ算法中的正则化系数 Ｃ＝１，隐藏层神经元个数
设为１００ＫＮＮＮｅＬＣ算法和 ＫＮＮ算法中近邻数设为
１０实验结果如表５和表６所示，数据集上最好的实验
结果加粗显示：

表５　Ｂｕｓｉｎｅｓｓ数据集测试结果

算法 ＡＰ↑ ＣＶ↓ ＨＬ↓ ＯＥ↓ ＲＬ↓

ＲＥＬＭＮｅＬＣ ０８６８７±０００２３ ２４０５３±００３６２ ００２７５±００００２ ０１２７７±０００３１ ００４０９±００００９

ＲＥＬＭ ０８６７４±０００１３ ２８５９９±００７９８ ００２７８±００００２ ０１３１６±０００１５ ００５０５±０００１９

ＫＮＮＮｅＬＣ ０８７１９±０ ２３９５７±０ ００３００±０ ０１２３３±０ ００４０８±０

ＫＮＮ ０８６２７±０ ３９２６７±０ ００２９７±０ ０１１８７±０ ０１００５±０
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表６　Ｅｍｏｔｉｏｎｓ数据集测试结果

算法 ＡＰ↑ ＣＶ↓ ＨＬ↓ ＯＥ↓ ＲＬ↓

ＲＥＬＭＮｅＬＣ ０７６７２±００１３６ ２０１２９±００９１７ ０２４０７±００１３７ ０３３５１±００１７５ ０１９２６±００１５６

ＲＥＬＭ ０７６１４±００１３８ ２１２６７±０１１２７ ０２４２２±００１３４ ０３３８１±００２７０ ０２０７１±００１９３

ＫＮＮＮｅＬＣ ０７９８４±０ １８８１２±０ ０２０１３±０ ０２８７１±０ ０１６９５±０

ＫＮＮ ０７９１３±０ １９０１０±０ ０２００５±０ ０２９２１±０ ０２０１９±０

　　从表５和表６中可以看出，ＲＥＬＭＮｅＬＣ和 ＫＮＮ
ＮｅＬＣ算法在５种多标签评价指标上与 ＲＥＬＭ和 ＫＮＮ
算法算法相比均占优．ＲＥＬＭ和 ＫＮＮ算法与非平衡化
标签补全结合后整体性能有所提升但不能互相促进学

习，导致分类性能基本相当．

５　统计假设检验

　　本文采用显著性水平５％的 Ｎｅｍｅｎｙｉ检验［１７，１８］，当

两个对比算法在所有数据集上的平均排序的差值小于

等于临界差值（ｃｒｉｔｉｃａｌｄｉｆｆｅｒｅｎｃｅ，简称 ＣＤ），认为这两

个算法没有显著性差异．图１给出了在不同评价指标
下的各算法间的比较，其中最上行为临界值 ＣＤ＝
２０９１，对于没有显著性差异的算法用彩色实线相连，
各评价指标子图中从左到右，算法性能依次降低．

从图１可以发现：对于 ＫＥＬＭＮｅＬＣ算法，在６８％
的情况下，在统计上优于其它算法，３２％情况下与其他
算法没有显著差异．其次是 ＬＩＦＴ算法，在３６％的情况
下，在统计上优于其它算法．第三是 ＲＥＬＭ算法，在
１６％的情况下优于其它算法．

６　结束语
　　在多标签分类学习中，标签间相关关系的研究是
不可忽略的重要因素．为了充分利用这一关系，本文引
入非平衡参数，提出一种非平衡化标签补全核极限学

习机多标签学习算法 ＫＥＬＭＮｅＬＣ．将非平衡化标签补
全和核ＥＬＭ进行联合学习得到统一的学习框架，从而
预测未知样本标签集合．实验结果充分证明了本文提

出的ＫＥＬＭＮｅＬＣ算法的有效性、稳定性和标签间相关
关系语义的合理性．
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