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基于域与样例平衡的多源迁移学习方法

季鼎承，蒋亦樟，王士同
（江南大学数字媒体学院，江苏无锡２１４１２２）

　　摘　要：　针对如何有效使用多源域的决策知识去预测目标域样例标签的问题，提出一种平衡域与样例信息的多
源迁移学习算法．为实现上述目的，本文提出了一种基于域与样例平衡的多源迁移学习方法（ＭｕｌｔｉｓｏｕｒｃｅＴｒａｎｓｆｅｒ
ＬｅａｒｎｉｎｇｂｙＢａｌａｎｃｉｎｇｂｏｔｈＤｏｍａｉｎｓａｎｄＩｎｓｔａｎｃｅｓ，ＭＴＬＢＤＩ）．该方法的基本思想是将域层面和样例层面的双加权平衡
项嵌入到迁移学习的原始目标函数中，然后利用交替优化技术对提出的目标函数进行有效求解．在文本和图像数据集
上的大量实验表明，该方法在分类精度方面确实优于现有的多源迁移学习方法ＭＣＣＳＶＭ（ＭｕｌｔｉｐｌｅＣｏｎｖｅｘＣｏｍｂｉｎａｔｉｏｎ
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１　引言
　　单源迁移学习在单一源域和目标域相似但不同的
学习场景中取得了许多成果．然而，现实中对目标数据
的学习，往往存在多种、多样的源域数据，如果仅利用单

个源域信息来学习，不但限制了学习算法的性能，而且

造成了学习资源的浪费．因此，近来一些迁移学习方
法［１～３］提出利用多源域的多样化数据来学习鲁棒性更

好的分类器．参考文献［４］的综述，可将多源迁移学习
方法分成两类．第一类方法考虑将不同源域学得的基
分类器进行加权组合，代表算法有：ＭＣＣＳＶＭ［５］和 Ａ
ＳＶＭ［６］．第二类方法进一步考虑了对无标目标数据信息
的利用，代表算法有：ＣＰＭＤＡ（ＣｏｎｄｉｔｉｏｎａｌＰｒｏｂａｂｉｌｉｔｙ
ｂａｓｅｄＭｕｌｔｉｓｏｕｒｃｅＤｏｍａｉｎＡｄａｐｔａｔｉｏｎ）［７］、ＤＡＭ［８］及ＤＳＭ
（ＤｏｍａｉｎＳｅｌｅｃｔｉｏｎＭａｃｈｉｎｅ）［２］．与单源迁移学习方法相
比，上述的多源迁移学习方法都只考虑了域层面的迁
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移不平衡性，而忽略了样例层面的迁移不平衡性．这样
做忽视了对于域层面信息和样例层面信息的同时利

用，导致迁移信息的利用不充分．
为解决两种层面迁移不平衡问题，本文提出一种

平衡域与样例信息的多源迁移算法ＭＴＬＢＤＩ．在样例层
面，采用一种新的加权策略：针对目标域，首先从各源域

分别训练出分类器（源分类器），并对目标数据进行预

测．然后，定义类分布下的分类置信度，置信度越高，表
明目标样例与源域越近，则使用相应的源分类器能更

准确地预测目标样例类别．对于各个源域，将所有的源
域样例作为 Ｕｎｉｖｅｒｓｕｍ数据［９］来引导目标分类面的确

定．利用上面定义的分类置信度来衡量 Ｕｎｉｖｅｒｓｕｍ数据
距离目标分类面的接近程度，给予接近目标分类面的

Ｕｎｉｖｅｒｓｕｍ数据较高的权值，以便于获取最佳的分类平
面．在域层面，提出一种软加权指数，通过对每个源域按
各自的迁移重要性来进行加权，实现与目标域的合理

适配，该指数与模糊聚类算法 ＦＣＭ（ＦｕｚｚｙＣＭｅａｎｓ）［１０］

的模糊指数类似，能有效控制目标函数凹凸性．综上，本
文将这两种加权方法统称为双加权策略．进一步地，通
过将双加权策略与基于 ε不敏感损失的稀疏正则项相
结合，可提高算法的预测效率，并避免了对大规模矩阵

求逆．最后，通过在文本和图像分类数据集上的实验结
果，一定程度上反应了本文工作的有效性．

２　多源迁移学习方法

２．１　问题定义
本文考察多源迁移学习问题，形式化多个源域和

一个目标域的多源迁移模型，其中源域数据完全标注，

目标域数据少量标注．给定 Ｍ个源域，其中第 ｒ个源域

为ＤＳｒ {＝ （ｘＳｒｉ，ｙ
Ｓｒ
ｉ }） ＮＳｒ

ｉ＝１
，ｘＳｒｉ 和 ｙ

Ｓｒ
ｉ 分别为该源域中第 ｉ

个样例及标签．全体源域样例总数为ＮＳ＝∑
Ｍ

ｒ＝１
ＮＳｒ．类似

地，目标域 ＤＧ由无标样例 ＤＧｕ {＝ ｘＧ}ｉ ＮＧｕ

ｉ＝１
和标签样例

ＤＧｌ {＝ ｘＧｉ，ｙ
Ｇ}ｉ ＮＧｕ＋ＮＧｌ

ｉ＝ＮＧｕ＋１
构成，共有样例 ＮＧ＝ＮＧｕ ＋ＮＧｌ个．

源域及目标域的样例总数为 Ｎ＝ＮＧ＋ＮＳ．记 Ｍ个源分
{类器 ｆＳｒ（ｘ }） Ｍ

ｒ＝１分别由各源域训练得到，可为任意的

有监督或迁移学习分类器．目标分类器为 ｆＧ（ｘ）＝ｗＴ
（ｘ）＋ｂ，其中ｗ和ｂ为分类器参数，（ｘ）是从原特征空
间映射到再生核希尔伯特空间的函数．
２．２　学习模型

基于双加权策略、Ｕｎｉｖｅｒｓｕｍ数据、ε不敏感损失及
结构风险最小化，本文提出ＭＴＬＢＤＩ算法．该算法的目
标函数为：
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其中，γ＝［γ１，…，γＭ］
Ｔ，ｍ（＞１）为加权指数，λＡ、λＢ、λＣ

和λＤ为非负正则化参数．
下面详细给出式（１）每一项的具体含义．
式（１）中的第１项是关于目标域无标样例的双加

权损失．其中，（γｒ）
ｍ用于度量第 ｒ个源域关于目标域

的迁移重要性，并满足下列约束：

∑
Ｍ

ｒ＝１
γｒ＝１，　γｒ＞０ （２）

显然，０＜γｒ＜１（ｒ＝１，…，Ｍ）．加权指数 ｍ用于控制目
标函数的凹凸性及各源域的迁移重要性程度．类似
ＦＣＭ，当 ｍ＞１时，ＭＴＬＢＤＩ算法可采用交替优化策略
来求解．

ｆＧ（ｘＧｉ）和ｆ
Ｓｒ（ｘＧｉ）分别表示目标分类器和第ｒ个源

分类器对第 ｉ个目标样例的预测．相应地，ρＧｒｉ 用于度量
ｆＳｒ（ｘＧｉ）对ｆ

Ｇ（ｘＧｉ）逼近准确性的置信度，即对（ｆ
Ｇ（ｘＧｉ）－

ｆＳｒ（ｘＧｉ））进行加权．ρ
Ｇｒ
ｉ的具体定义如下：

ρＧｒｉ＝τ
（ｃ）
Ｇｒｅ

－σＧｒｚ
（ｃ）
Ｇｒ，ｉ υＧ （３）

其中，σＧｒ为尺度因子，υＧ为标准化因子．记 Ｄ
（ｃ）
Ｓｒ

{＝ ｘＳｒｉ：
ｙＳｒｉ ＝ｃ∧（ｘ

Ｓｒ
ｉ，ｙ

Ｓｒ
ｉ）∈ＤＳ}

ｒ
表示第 ｒ个源域中类标为 ｃ的

样例集合，Ｄ（ｃ）Ｇｒ {＝ ｘＧｉ：ｆ
Ｓｒ（ｘＧｉ）＝ｃ∧ｘ

Ｇ
ｉ∈ＤＧ }

ｕ
表示采用

第ｒ个源分类器预测类别为 ｃ的目标域无标样例集合．
将Ｄ（ｃ）Ｓｒ 看作一类，Ｄ

（ｃ）
Ｇｒ
看作另一类，使用两者进行训练，

可得到分类超平面 Ｈ（Ｄ（ｃ）Ｓｒ，Ｄ
（ｃ）
Ｇｒ
）．定义 ｚ（ｃ）Ｇｒ，ｉ为 Ｄ

（ｃ）
Ｇｒ
中目

标样例ｘＧｉ到超平面 Ｈ（Ｄ
（ｃ）
Ｓｒ
，Ｄ（ｃ）Ｇｒ）的符号距离．当符号

距离 ｚ（ｃ）Ｇｒ，ｉ越小时，目标样例 ｘ
Ｇ
ｉ越接近第 ｒ个源域，第 ｒ

个源分类器越能准确预测该目标样例，则分类置信度

权重 ρＧｒｉ 越大．为了缓解源分类器生成的目标样例类别
ｆＳｒ（ｘＧｉ）不均衡问题，定义因子τ

（ｃ）
Ｇｒ
＝ＮＧｕ ｜Ｄ（ｃ）Ｇｒ｜．

式（１）中的第２项是关于源域样例的 Ｕｎｉｖｅｒｓｕｍ正
则项，本文采用与目标样例分布不同但相关的各源域

样例作为Ｕｎｉｖｅｒｓｕｍ数据．Ｕｎｉｖｅｒｓｕｍ数据可用于增强分
类面的区分度，它既与所考虑的分类问题相关但又不

属于当中的任一类别．为了能最大程度区分各类数据，
设定Ｕｎｉｖｅｒｓｕｍ数据的类别为０．文献［１１］指出不是所
有的Ｕｎｉｖｅｒｓｕｍ数据都能正确引导分类面的确定，提出
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Ｕｎｉｖｅｒｓｕｍ数据中靠近分类面附近的样例对分类性能会
有帮助．对于本文的迁移学习场景，Ｕｎｉｖｅｒｓｕｍ数据中越
接近目标域的样例，越靠近目标分类面，越能正确引导

分类面的确立．Ｕｎｉｖｅｒｓｕｍ样例 ｘＳｒｉ 接近目标域的程度，
可通过权重ρＳｒｉ来衡量．借鉴式（３）ρ

Ｇｒ
ｉ 的定义，给出 ρ

Ｓｒ
ｉ

的定义：

ρＳｒｉ＝τ
（ｃ）
Ｓｒ ｅ

－σＳｒｚ
（ｃ）
Ｓｒ，ｉ υＳｒ （４）

其中，σＳｒ为尺度因子，υＳｒ为标准化因子，τ
（ｃ）
Ｓｒ ＝ＮＳｒ

｜Ｄ（ｃ）Ｓｒ｜，ｚ
（ｃ）
Ｓｒ，ｉ为Ｄ

（ｃ）
Ｓｒ
中样例ｘＳｒｉ到超平面Ｈ（Ｄ

（ｃ）
Ｓｒ ，Ｄ

（ｃ）
Ｇｒ）的

符号距离．
式（１）中的第３项是关于目标域标签样例的正则

项．使用目标分类器对目标域标签样例 ＤＧｌ的预测
ｆＧ（ｘＧｉ）来逼近标签样例对应的真实类标ｙ

Ｇ
ｉ．

式（１）中的第４项是 Ｌ２正则项，用于控制目标分
类器ｆＧ（ｘ）的复杂度，并预防ｆＧ（ｘ）过拟合．

式（１）中的第 ５项为 ε不敏感损失正则项，其中

ε（ｔ）＝
｜ｔ｜－ε， ｉｆ｜ｔ｜＞ε
０，{ ｏｔｈｅｒｗｉｓｅ

用于增强目标分类器的稀

疏表示，以及避免对大型逆矩阵进行数值求解．其中，第
５项中的首项表示目标样例的ε不敏感损失，末项表示
Ｕｎｉｖｅｒｓｕｍ数据的ε不敏感损失．

式（１）中的γ是对域信息迁移重要性程度的衡量，
ρＧｒｉ是对目标样例迁移重要性程度的衡量，ρ

Ｓｒ
ｉ 是对 Ｕｎｉ

ｖｅｒｓｕｍ样例迁移重要性程度的衡量，本文在 ＭＴＬＢＤＩ
算法中将通过交替优化策略来对域与样例的迁移信息

进行适配平衡．
２．３　优化算法

本节提出ＭＴＬＢＤＩ算法来对式（１）求解．令 ΦＧ为
［（ｘＧ１），…，（ｘ

Ｇ
ＮＧ）］

Ｔ，ΦＳｒ为［（ｘ
Ｓｒ
１），…，（ｘ

Ｓｒ
｛ＮＳｒ
）］Ｔ，Φ＝

［ΦＴＧ，Φ
Ｔ
Ｓ１，…，Φ

Ｔ
ＳＭ］

Ｔ＝［Φ１，…，ΦＮ］
Ｔ．定义 Ｋ＝ΦΦＴ为

Ｎ×Ｎ规模的核矩阵．由于 ε是非平滑的，对式（１）引
入长度为Ｎ的拉格朗日乘子α、α、η和 η，可得下面
的优化问题：

ｍｉｎＪｍ（γ，ｆ
Ｇ，ｗ，ｂ，ξ，ξ，α，α，η，η）＝

∑
Ｍ

ｒ＝１
（γｒ）

ｍ（ｆＧｕ －ｆ
Ｇ
Ｇｒ）

ＴＰＧｒ（ｆ
Ｇ
ｕ －ｆ

Ｇ
Ｇｒ）

＋λＡ∑
Ｍ

ｒ＝１
（ｆＧＳｒ）

ＴＰＳｒ（ｆ
Ｇ
Ｓｒ
）

＋λＢ ｆ
Ｇ
ｌ －ｙ

Ｇ
ｌ
２＋λＣ ｗ

２＋λＤ１
Ｔ
Ｎ（ξ＋ξ

）

－αＴ（ε＋ξ＋ｆＧ－Φｗ－ｂ）－ηＴξ
－αＴ（ε＋ξ －ｆＧ＋Φｗ＋ｂ）－ηＴξ

ｓ．ｔ．　∑
Ｍ

ｒ＝１
γｒ＝１，　γｒ＞０

（５）

其中，ｂ＝ｂ×１Ｎ，１Ｎ为全１列向量，ε为偏差，ξ和ξ
为松

弛变量，且长度均为Ｎ．预测向量ｆＧｕ、ｆ
Ｇ
ｌ、ｆ

Ｇ
Ｓｒ、ｆ

Ｇ
Ｇｒ、ｙ

Ｇ
ｌ和 ｆ

Ｇ

分别表示［ｆＧ（ｘＧ１），…，ｆ
Ｇ（ｘＧＮＧｕ）］

Ｔ、［ｆＧ（ｘＧＮＧｕ＋１），…，
ｆＧ（ｘＧＮＧ）］

Ｔ、［ｆＧ （ｘＳｒ１），…，ｆＧ（ｘＳｒＮＳｒ）］
Ｔ、［ｆＳｒ （ｘＧ１ ），…，

ｆＳｒ（ｘＧＮＧｕ）］
Ｔ、［ｙＧＮＧｕ＋１，…，ｙ

Ｇ
ＮＧ］

Ｔ和［（ｆＧｕ）
Ｔ，（ｆＧｌ）

Ｔ，（ｆＧＳ１）
Ｔ，

…，（ｆＧＳＭ）
Ｔ］Ｔ．权值向量 ρＧｒ和 ρＳｒ分别为［ρＧｒ１，…，ρ

ＧｒＮＧｕ］
Ｔ

和［ρ
Ｓｒ

１
，…，ρＳｒ

ＮＳｒ
］Ｔ．并且，ＰＧｒ和 ＰＳｒ分别表示 ｄｉａｇ（ρ

Ｇｒ）

和ｄｉａｇ（ρＳｒ）．
定义０ＮＳ为长度ＮＳ的全０列向量，１ＮＧｌ为长度ＮＧｌ的

全１列向量，０Ｎ为长度Ｎ的全０列向量，珓ｙ
Ｇｒ为［（ｆＧＧｒ）

Ｔ，

（ｙＧｌ）
Ｔ，０ＴＮＳ］

Ｔ，ρＳ为［（ρＳ１）Ｔ，（ρＳ２）Ｔ，…，（ρＳＭ）Ｔ］Ｔ，ρｒ

[
＝

（ρＧｒ）Ｔ，λＢ ∑
Ｍ

ｒ＝１
（γｒ）

ｍ１ＴＮＧｌ，λＢ ∑
Ｍ

ｒ＝１
（γｒ）

ｍ（ρＳ） ]Ｔ Ｔ

，

ｑｉ 为 ∑
Ｍ

ｒ＝１
［（γｒ）

ｍρｒｉ珓ｙ
Ｇｒ
ｉ ］ ∑

Ｍ

ｔ＝１
［（γｔ）

ｍρｔｉ］，ｖｉ 为

１∑
Ｍ

ｒ＝１
［２（γｒ）

ｍρｒｉ］，ｑ为［ｑ１，…，ｑＮ］
Ｔ，Ｖ为 ｄｉａｇ（ｖ１，…，

ｖＮ）．结合上面的符号定义，下面建立式（１）优化问题的
必要条件，然后由此条件给出ＭＴＬＢＤＩ算法：
　　定理１　 {对于任意的目标域或源域样例 ｘ}ｉ

Ｎ
ｉ＝１，

当且仅当：

γｒ＝１ ∑
Ｍ

ｔ＝１

（ｆＧｕ －ｆ
Ｇ
Ｇｒ
）ＴＰＧｒ（ｆ

Ｇ
ｕ －ｆ

Ｇ
Ｇｒ
）

（ｆＧｕ －ｆ
Ｇ
Ｇｔ
）ＴＰＧｔ（ｆ

Ｇ
ｕ －ｆ

Ｇ
Ｇｔ

[ ]）
１／（ｍ－１）

（６）

和 ｆＧ（ｘ）＝ ∑
ｉ：αｉ－αｉ≠０

（αｉ －αｉ）Ｋ（ｘｉ，ｘ） （２λＣ）＋ｂ（７）

ｗ＝ΦＴ（α －α）／（２λＣ） （８）
ｂ＝１ＴＮ（ｆ

Ｇ＋ε－Φｗ）／Ｎ （９）
其中，α和α须满足

ｍｉｎ
α，α
（α－α）Ｔ（Ｖ／２＋Ｋ／（４λＣ））（α－α

）

　　　＋ｑＴ（α－α）＋εＴ（α＋α）

ｓ．ｔ．　
（α－α）Ｔ１Ｎ＝０

０Ｎ≤α，α
≤λＤ１{

Ｎ

（１０）

时，γ、ｆＧ（ｘ）、ｗ和ｂ为式（１）的局部最优解．
　　证明　为证明式（６）成立，假设 ｆＧ（ｘ）、ｗ和 ｂ不

变，则问题变为在约束条件∑
Ｍ

ｒ＝１
γｒ＝１下，Ｊｍ（γ，ｆ

Ｇ（ｘ），

ｗ，ｂ）关于γ的最优化问题．引入拉格朗日乘子 μ后，本
问题等价于下面的无约束最小化问题：

ｍｉｎＪｍ（γ，μ）＝∑
Ｍ

ｒ＝１
（γｒ）

ｍ（ｆＧｕ －ｆ
Ｇ
Ｇｒ
）ＴＰＧｒ（ｆ

Ｇ
ｕ －ｆ

Ｇ
Ｇｒ
）

＋ (μ ∑
Ｍ

ｒ＝１
γｒ )－１ ＋λＡ∑

Ｍ

ｒ＝１
（ｆＧＳｒ）

ＴＰＳｒ（ｆ
Ｇ
Ｓｒ
）

＋λＢ ｆ
Ｇ
ｌ －ｙ

Ｇ
ｌ
２＋λＣ ｗ

２

＋λＤ∑
Ｎ

ｉ＝１
ε（ｗ

ＴΦｉ＋ｂ－ｆ
Ｇ
ｉ） （１１）

对式（１１）求关于γ和μ的一阶偏导并置０，可得式（６）．

４９６
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为证明式（７）～（９）成立，假设 γ不变，则式（１）优
化问题等价于下面的无约束优化问题：

ｍｉｎＪｍ（ｆ
Ｇ，ｗ，ｂ，ξ，ξ，α，α，η，η）＝

∑
Ｍ

ｒ＝１
（γｒ）

ｍ（ｆＧ－珓ｙＧｒ）ＴＰｒ（ｆ
Ｇ－珓ｙＧｒ）

＋λＣ ｗ
２＋λＤ１

Ｔ
Ｎ（ξ＋ξ

）

－αＴ（ε＋ξ＋ｆＧ－Φｗ－ｂ）－ηＴξ
－αＴ（ε＋ξ －ｆＧ＋Φｗ＋ｂ）－ηＴξ

（１２）

其中，Ｐｒ为ｄｉａｇ（ρ
ｒ）．对式（１２）求关于ｆＧ、ｗ、ｂ、ξ和 ξ

的一阶偏导并置０，可得式（７）～（１０）．综上所述，定理
１证毕．

如果将式（１０）中的（Ｖ／２＋Ｋ／（４λＣ））部分看作核
矩阵，则与经典的支持向量回归机（ＳＶＲ）对偶问题的形
式一 致，因 此 可 采 用 经 典 的 ＳＶＲ 工 具 包 （如
ＬＩＢＳＶＭ［１２］）来解决式（１０）的优化问题．值得注意的是，
如果不使用 ε不敏感损失正则项，在假设 γ不变的条
件下，式（１）问题等价于：

ｍｉｎＪｍ（ｗ，ｂ）＝∑
Ｍ

ｒ＝１
（γｒ）

ｍ（Φｗ＋ｂ－珓ｙＧｒ）Ｔ　　　　

　Ｐｒ（Φｗ＋ｂ－珓ｙ
Ｇｒ）＋λＣ ｗ

２ （１３）
对上式求关于ｗ和ｂ的一阶偏导并置０，可得式（１３）优
化问题对应的解：

ｗ (＝ ∑
Ｍ

ｒ＝１
（γｒ）

ｍΦＴＰｒΦ＋λＣ )Ｉ －１

　　 [· ∑
Ｍ

ｒ＝１
（γｒ）

ｍΦＴＰｒ（珓ｙ
Ｇｒ－ｂ ]）

ｂ (＝ ∑
Ｍ

ｒ＝１
（γｒ）

ｍＰ )ｒ － [１ ∑
Ｍ

ｒ＝１
（γｒ）

ｍＰｒ珓ｙ
Ｇ ]ｒ －Φ













ｗ

（１４）
显然式（１４）的解是非稀疏的，并且参数 ｗ，ｂ的计算涉
及到矩阵求逆．当矩阵规模较大时，使用式（１４）来求解
是不可取的，利用ＬＵ分解计算式（１４）的逆矩阵问题需
要时间复杂度 Ｏ（Ｎ３）．通过定理１可知，利用 ＬＩＢＳＶＭ
计算式（１０）的优化问题需要时间复杂度 Ｏ（Ｎ２．３）．因
此，采用ε不敏感损失的目标函数可以降低计算量．

ＭＴＬＢＤＩ算法是建立在必要条件（６）、（７）、（８）和
（９）基础上的．具体流程见算法１．

算法１　ＭＴＬＢＤＩ

输入：给定Ｍ个源域ＤＳｒ＝｛（ｘ
Ｓｒ
ｉ，ｙ

Ｓｒ
ｉ）｝

ＮＳｒ
ｉ＝１，ｒ＝１…Ｍ及目标域

中无标样例 ＤＧｕ ＝｛ｘ
Ｇ
ｉ｝

ＮＧｕ
ｉ＝１，标签样例 ＤＧｌ＝｛ｘ

Ｇ
ｉ，

ｙＧｉ｝
ＮＧ
ｉ＝ＮＧｕ＋１．

输出：输出目标分类器ｆＧ（ｘ）＝ｗＴ（ｘ）＋ｂ．
Ｓｔｅｐ１　对每个源域ＤＳｒ，用ＤＳｒ去训练源分类器ｆ

Ｓｒ（ｘ），
得到无标样例ＤＧｕ关于ｆ

Ｓｒ（ｘ）的预测ｆＧＧｒ．

Ｓｔｅｐ２　对ＤＧｕ和ｆ
Ｇ
Ｇｒ，由式（３）计算ρ

Ｇｒ．
Ｓｔｅｐ３　对每个源域ＤＳｒ，由式（４）计算ρ

Ｓｒ．
Ｓｔｅｐ４　选择核函数Ｋ（ｘｉ，ｘｊ）并计算核矩阵Ｋ {为 Ｋｉｊ＝

Ｋ（ｘｉ，ｘｊ }） Ｎ
ｉ＝１
Ｎ
ｊ＝１．

Ｓｔｅｐ５　设定ｍ∈（１，∞），初始化 γ（０）使其满足∑
Ｍ

ｒ＝１
γｒ

（０）＝１约束．
Ｓｔｅｐ６　当迭代次数为ｌ（ｌ＝０，１，２，…）时，通过式（１０）

和ＳＶＲ工具包（如 ＬＩＢＳＶＭ）求解参数 ｆＧ（ｌ）、
ｗ（ｌ）和ｂ（ｌ）．

Ｓｔｅｐ７　通过式（６）将 γ（ｌ） {＝ γ（ｌ）}ｒ
Ｍ
ｒ＝１更新为 γ

（ｌ＋１）

{
＝

γ（ｌ＋１）}ｒ
Ｍ
ｒ＝１．

Ｓｔｅｐ８　若 γ（ｌ＋１）－γ（ｌ） ＜ζ（ζ为一极小常数，本文取
１０－６），则停止算法；否则，令 ｌ＝ｌ＋１，返回
Ｓｔｅｐ６．

２．４　算法收敛性分析
本节证明：假设ｂ不变的情况下，通过交替计算，目

标函数Ｊｍ（γ，ｆ
Ｇ，ｗ）将减小或保持不变，即 Ｊｍ（γ

（ｌ＋１），

ｆＧ（ｌ＋１），ｗ（ｌ＋１））≤Ｊｍ（γ
（ｌ），ｆＧ（ｌ），ｗ（ｌ））．为了证明该性质，

下面先引入引理１、引理２和引理３．
　　引理１　令 （γ）＝Ｊｍ（γ，ｆ

Ｇ，ｗ），其中 ｆＧ和 ｗ不
变，则γ为（γ）局部最优解的充要条件是，γ由式（６）
计算得到．
　　证明　必要性已在定理１中证完．下面证明充分
性．先根据式（６）计算γ，然后计算 （γ）的 Ｍ×Ｍ阶海
森矩阵Ｕγ＝［ｕｔ，ｒ（γ）］．由式（１），有：
ｕｔ，ｒ（γ）＝［（γ）／γｒ］／γｔ

＝
ｍ（ｍ－１）（γｔ）

ｍ－２（ｆＧｕ －ｆ
Ｇ
Ｇｒ
）ＴＰＧｒ（ｆ

Ｇ
ｕ －ｆ

Ｇ
Ｇｒ
），

　　　　　　　　　　　　　　　　ｔ＝ｒ
０，

{
　　　　　　　　　　　　　ｏｔｈｅｒｗｉｓｅ

（１５）
式（１５）中，海森矩阵 Ｕγ是正定的，从而说明式（６）是
（γ）局部最优解的充分条件．

同理可得引理２和引理３．
　　引理２　令 （ｆＧ）＝Ｊｍ（γ，ｆ

Ｇ，ｗ），其中 γ和 ｗ不
变，则ｆＧ为（ｆＧ）局部最优解的充要条件是，ｆＧ是由式
（７）计算得到的．
　　引理３　令 Ω（ｗ）＝Ｊｍ（γ，ｆ

Ｇ，ｗ），其中 γ和 ｆＧ不
变，则ｗ为Ω（ｗ）局部最优解的充要条件是，ｗ是由式
（８）计算得到的．
　　定理 ２　令 γ（ｌ）、ｆＧ（ｌ）和 ｗ（ｌ）是通过算法Ｓｔｅｐ６和
Ｓｔｅｐ７计算得到的序列，则对于所有ｌ＝０，１，２，…，有：

Ｊｍ（γ
（ｌ＋１），ｆＧ（ｌ＋１），ｗ（ｌ＋１））≤Ｊｍ（γ

（ｌ），ｆＧ（ｌ），ｗ（ｌ））
（１６）

　　证明　由引理１、引理２和引理３可得：

５９６
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Ｊｍ（γ
（ｌ＋１），ｆＧ（ｌ＋１），ｗ（ｌ＋１））≤Ｊｍ（γ

（ｌ＋１），ｆＧ（ｌ＋１），ｗ（ｌ））
（１７）

Ｊｍ（γ
（ｌ＋１），ｆＧ（ｌ＋１），ｗ（ｌ））≤Ｊｍ（γ

（ｌ＋１），ｆＧ（ｌ），ｗ（ｌ））
（１８）

Ｊｍ（γ
（ｌ＋１），ｆＧ（ｌ），ｗ（ｌ））≤Ｊｍ（γ

（ｌ），ｆＧ（ｌ），ｗ（ｌ）） （１９）
合并式（１７）、（１８）和（１９），即可得式（１６）．
因此，假设ｂ不变的情况下，目标函数Ｊｍ在迭代过

程中能保持单调递减，并且有下界０．

３　实验结果与分析

３．１　实验设置
为了评估所提出的 ＭＴＬＢＤＩ算法的性能，本文在

文本集 ＴｗｅｎｔｙＮｅｗｓｇｒｏｕｐｓ［８］和 ＥｍａｉｌＳｐａｍ［８］和图像集
ＰＩＥ［１３］、ＣＯＩＬ２０［１４］、Ｏｆｆｉｃ＋Ｃａｌｔｅｃｈ［１５］，共 ５个多源迁移
学习数据集上进行实验．限于文章篇幅，本文从全部数
据集的１７个多源迁移任务中选取９个任务给出实验结
果，并进行分析．

对于 ＴｗｅｎｔｙＮｅｗｓｇｒｏｕｐｓ和 ＥｍａｉｌＳｐａｍ数据集，本
文采用与文献［８］相同的构造方法．ＴｗｅｎｔｙＮｅｗｓｇｒｏｕｐｓ
数据集中２个任务组具体为ｒｅｃｖｓｓｃｉ（ＮＧＴ１）、ｃｏｍｐｖｓ
ｒｅｃ（ＮＧＴ２）．在ＥｍａｉｌＳｐａｍ数据集中，将个人收件箱的
３个数据集作为源域，将公共收件箱的数据集作为目标
域．对于文本集，每次实验随机选取２０个目标样例作为
目标域标签样例，即每类选取１０个标签样例．

对于Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ数据集，实验中选取３个子集
作为源域，剩余的子集作为目标域，构造２个多源迁移任
务ＣＤＷ→Ａ（ＯＣＴ１）、ＡＤＷ→Ｃ（ＯＣＴ２）．每次实验随机选
取８０个目标样例作为目标域标签样例，即每类选取８个
标签样例．实验采用与文献［１４］相同方式来对ＣＯＩＬ２０数
据集的进行预处理．将该数据集划分为四个不相交的子
集：Ｃ１、Ｃ２、Ｃ３、Ｃ４．选取３个子集作为源域，剩余的子集作
为目标域，构造２个多源迁移任务 Ｃ２Ｃ３Ｃ４→Ｃ１（ＣＯＩＬ
Ｔ１）、Ｃ１Ｃ３Ｃ４→Ｃ２（ＣＯＩＬＴ２）．每次实验随机选取６０个目
标样例作为目标域标签样例，即每类选取３个标签样例．
实验采用与文献［１３］相同方式来对ＰＩＥ数据集的进行预
处理，选取ＰＩＥ数据集中５个不同的人脸朝向作为子集，
即Ｐ１（Ｃ０５）、Ｐ２（Ｃ０７）、Ｐ３（Ｃ０９）、Ｐ４（Ｃ２７）、Ｐ５（Ｃ２９）．使
用４个子集作为源域，剩余的子集作为目标域，构造２个
多源迁移任务Ｐ２Ｐ３Ｐ４Ｐ５→Ｐ１（ＰＩＥＴ１）、Ｐ１Ｐ３Ｐ４Ｐ５→Ｐ２
（ＰＩＥＴ２）．每次实验随机选取２０４个目标样例作为目标
域标签样例，即每类选取３个标签样例．

在本文实验中，将ＭＴＬＢＤＩ算法与监督学习算法支
持向量机（ＳＶＭ）［１２］，单源迁移学习算法ＦＲ（ＦｅａｔｕｒｅＲｅｐ
ｌｉｃａｔｉｏｎ）［１６］，以及５个多源迁移学习算法ＭＣＣＳＶＭ［５］、Ａ
ＳＶＭ［６］、ＭｕｌｔｉＫＭＭ［５］、ＤＡＭ［８］进行对比．参考文献［５，８，
１３，１４，１７］，对实验中各算法的参数进行网格寻优．ＳＶＭ

采用ＬＩＢＳＶＭ工具包实现，正则项参数通过遍历｛０００１，
００１，０１，１，１０，１００，１０００｝来设置．对于 ＦＲ，正则项参数
通过遍历δ∈｛０００１，００１，０１，１，１０，１００，１０００｝来设置．
对于 ＭＣＣＳＶＭ，其正则项参数通过遍历 λ∈｛０００１，
００１，０１，１，１０，１００，１０００｝来设置．对于ＭｕｌｔｉＫＭＭ，其参
数α通过遍历｛００１，０１，１，１０，１００｝来设置，参数λ通过
遍历｛０００１，００１，０１，１，１０，１００，１０００｝来设置．对于
ＤＡＭ，其参数 λＣ通过遍历｛０００１，００１，０１，１，１０，１００，
１０００｝来设置，参数 λＬ和 λＤ通过遍历｛００１，０１，１，１０，
１００｝来设置，ＭＭＤ中的参数β根据实验数据集的不同以
满足最佳结果来设定．对于 ＡＳＶＭ，其参数通过遍历
｛０００１，００１，０１，１，１０，１００，１０００｝来设置．对于本文算法
ＭＴＬＢＤＩ在实验中的参数设置如下，固定ｍ＝２、λＡ＝１、
λＢ＝１、λＣ＝１和ε＝０１，参数λＤ通过遍历｛０００１，００１，
０１，１，１０，１００，１０００｝来设置．对于上述核方法，线性核被
用于文本数据集，高斯核被用于图像数据集．根据文献
［１３］，高斯核的带宽参数设定为所有训练数据间欧氏距
离平均值的倒数．实验采用测试数据（即目标域无标数
据）准确率作为评价指标．
３．２　实验结果

本节给出学习算法ＭＴＬＢＤＩ以及６种基准算法在
关于文本、图像的９个多源迁移学习任务上的准确率．
在实验中，对于每个算法在各任务上重复运行１０次，并
在表 １公布它们的均值及标准差．其中，ＭＴＬＢＤＩ在
ＴｗｅｎｔｙＮｅｗｓｇｒｏｕｐｓ数据集中使用 ＳＶＭ作为源分类器，
在 ＥｍａｉｌＳｐａｍ、Ｏｆｆｉｃ＋Ｃａｌｔｅｃｈ和 ＰＩＥ数据集中使用
ＭＣＣＳＶＭ作为源分类器，在 ＣＯＩＬ数据集中使用 Ａ
ＳＶＭ作为源分类器．

首先，根据表１的结果，可以发现所有的迁移学习
方法性能都优于非迁移的经典 ＳＶＭ分类器，这说明了
知识迁移对于文本和图像数据的跨领域识别的有效

性．此外，由于传统的监督学习算法，如 ＳＶＭ，其模型的
构造假设是不同域的数据具有相同的分布，这使得此

类算法在用于迁移学习环境时效果并不理想．而本文
提出的ＭＴＬＢＤＩ算法考虑到了利用源域数据作为 Ｕｎｉ
ｖｅｒｓｕｍ数据并兼顾平衡了域层面和样例层面的迁移信
息．因此，可以看到ＭＴＬＢＤＩ算法在９个迁移任务中均
显著优于ＳＶＭ算法．

其次，从所有实验的均值来看，多源迁移学习算法

中的三个（即 ＭｕｌｔｉＫＭＭ，ＤＡＭ和 ＭＴＬＢＤＩ）优于单源
迁移学习算法ＦＲ．这是因为多源迁移学习方法考虑到
了对每个源域进行有效适配，进而避免了对各源域进

行蛮力的迁移．
最后，与多源迁移学习方法相比，ＭＴＬＢＤＩ算法在

绝大多数数据集上优于其他的多源学习方法．这也从
侧面验证了软加权指数 ｍ可以获取更为理想的权重，
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进而更好地评估出各源域对目标域的迁移重要性．此
外，可以看到如果不考虑软加权指数 ｍ和样例层面的
加权ρｒ时，式（１）中的第一项与 ＤＡＭ算法中所提出的
域依赖正则项是相类似的．而表 ４的实验结果表明，
ＭＴＬＢＤＩ算法在９个多源迁移任务中有８个优于 ＤＡＭ
算法，这说明双加权策略使得 ＭＴＬＢＤＩ算法在处理多
源迁移学习任务时更为有效．而与其它多源迁移学习
方法相比，ＭＴＬＢＤＩ算法在绝大多数任务上也取得的
最佳的实验结果，这进一步说明了多源迁移学习中对

域与样例信息进行平衡的重要性．
表１　实验数据集的平均分类准确率及标准差（％）

任务 ＳＶＭ ＦＲ
ＭＣＣ
ＳＶＭ

Ｍｕｌｔｉ
ＫＭＭ

ＤＡＭ ＡＳＶＭ
ＭＴＬ
ＢＤＩ

ＮＧＴ１
９１．９５
（０．０６）

９１．１９
（１．５４）

８９．１６
（０．８４）

９３．４２
（０．２５）

８９．７４
（０．２３）

９２．７２
（０．３４）

９４．７５
（０．２６）

ＮＧＴ２
８７．７９
（０．１０）

９３．７９
（０．９９）

９２．０３
（０．９１）

９５．５８
（０．１２）

９５．３９
（０．１１）

９０．００
（０．５９）

９８．０７
（０．２０）

Ｅｍａｉｌ
Ｓｐａｍ

６１．０２
（０．０４）

７５．２６
（１．３４）

６９．２９
（１．６１）

６９．３１
（１．２８）

７５．１１
（１．９８）

７２．６５
（１．１３）

７９．２１
（２．３１）

ＯＣＴ１
４９．６３
（１．３５）

５５．８７
（１．２６）

５０．７３
（１．１９）

５３．７９
（０．９５）

５６．３４
（１．２１）

５５．５５
（１．６２）

５８．５６
（１．４２）

ＯＣＴ２
４１．３７
（０．９７）

４３．３９
（１．１８）

４２．８７
（１．２２）

４７．０３
（１．５５）

４６．７９
（１．３７）

４５．８８
（１．４８）

５０．２６
（１．７２）

ＣＯＩＬＴ１
７８．８２
（２．４８）

８１．６５
（２．０６）

８４．３５
（２．１６）

９６．２０
（２．０２）

８９．８３
（１．７７）

８８．８２
（１．４８）

９６．３５
（２．１４）

ＣＯＩＬＴ２
７９．６２
（１．９５）

８２．２８
（２．５５）

８４．５０
（１．５１）

９３．３２
（１．８１）

８７．７３
（２．１８）

９０．０９
（１．３８）

９４．３５
（１．２９）

ＰＩＥＴ１
５１．３０
（２．６７）

８３．６２
（２．３０）

５７．５４
（０．５３）

８３．２０
（０．９３）

７７．１６
（１．２９）

７３．３７
（１．３３）

７１．６７
（１．３２）

ＰＩＥＴ２
６３．１５
（２．４９）

８２．７６
（２．７０）

７３．８１
（１．１８）

８４．３１
（１．８０）

７８．４２
（２．１９）

７５．４４
（１．７１）

８６．７２
（１．３８）

平均值 ６７．１８ ７６．６５ ７１．５９ ７９．５７ ７７．３９ ７６．０６ ８１．１０

３．３　算法运行性能分析
若设定算法１的源分类器和分类超平面 Ｈ（Ｄ（ｃ）Ｓｒ，

Ｄ（ｃ）Ｇｒ）均为支持向量机，则算法１中 Ｓｔｅｐ１的时间复杂

度为 Ｏ（∑
Ｍ

ｒ＝１
Ｎ２．３Ｓｒ），Ｓｔｅｐ２和 Ｓｔｅｐ３的时间复杂度为

Ｏ（∑
Ｍ

ｒ＝１
∑
Ｃ

ｃ＝１
（｜Ｄ（ｃ）Ｓｒ ｜＋｜Ｄ

（ｃ）
Ｇｒ ｜）

２．３），Ｓｔｅｐ４的时间复杂度

为Ｏ（Ｎ２），Ｓｔｅｐ５的时间复杂度为 Ｏ（Ｍ）．设定 ＭＴＬ
ＢＤＩ算法最终迭代次数为ｔ、软加权指数 ｍ取２，则 Ｓｔｅｐ
６至Ｓｔｅｐ８的时间复杂度为 Ｏ（ｔ（Ｎ２．３＋Ｍ２Ｎ＋Ｍ））．由
于与样例总数 Ｎ相比，源域的个数 Ｍ较小．因此，
Ｏ（ｔＮ２．３）主要决定了算法的总体时间复杂度．也就是
说，两个主要因素即最大迭代次数 ｔ和运算数据的规模
Ｎ，决定了ＭＴＬＢＤＩ方法的时间复杂度．

时间复杂性实验验证了上面的分析．本文分别从

ＴｗｅｎｔｙＮｅｗｓｇｒｏｕｐｓ、ＥｍａｉｌＳｐａｍ、Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ、ＣＯＩＬ和
ＰＩＥ上随机选择一个任务运行所有算法，来分析时间复
杂度，实验结果如表２所示．可以看出，ＭＴＬＢＤＩ算法在
规模较大的目标域数据集上表现出相当长的运行时间，

例如ＮＧ（Ｔ１）、ＥｍａｉｌＳｐａｍ和ＰＩＥ（Ｔ１）．与绝大多数基准
算法相比，本文的算法ＭＴＬＢＤＩ时间复杂度的结果并不
显得突出，这与本文算法需要同时兼顾域与样例迁移信

息的适配、花费时间对全部Ｕｎｉｖｅｒｓｕｍ数据进行计算以及
所采用的交替优化策略需要多次迭代才收敛有关．

表２　实验数据的平均运行时间及标准差（单位：ｓ）

任务 ＳＶＭ ＦＲ
ＭＣＣ
ＳＶＭ

Ｍｕｌｔｉ
ＫＭＭ

ＤＡＭ
Ａ
ＳＶＭ

ＭＴＬ
ＢＤＩ

ＮＧ
（Ｔ１）

２．５７
（０．２３）

４．７８
（０．０４）

２．８６
（０．１３）

９．２３
（０．０４）

６．９７
（０．１５）

４．３７
（０．１０）

１８８．４６
（１４．７５）

Ｅｍａｉｌ
Ｓｐａｍ

５．４９
（０．０７）

１９．７６
（０．３０）

６．５０
（０．２３）

２５．７１
（１．３２）

１９．１６
（０．７４）

１２．６８
（０．８０）

４５１．４６
（１６．９１）

ＯＣ
（Ｔ１）

０．５１
（０．０２）

０．７６
（０．０２）

０．４１
（０．０３）

０．９２
（０．０２）

７．８４
（０．０４）

０．６９
（０．０３）

１５．７３
（１．０６）

ＣＯＩＬ
（Ｔ１）

０．４３
（０．１０）

０．６４
（０．０６）

０．３３
（０．０４）

０．５３
（０．０１）

０．６７
（０．０３）

０．６０
（０．０５）

６．７８
（０．７７）

ＰＩＥ
（Ｔ１）

１２．３０
（３．６３）

２２．９９
（０．９７）

１４．０３
（０．１０）

１８１．７２
（２３．１７）

３４．９０
（１．６５）

２８．４３
（１．２７）

２０１．５２
（１０．１３）

３．４　收敛性分析
为了验证算法的实际收敛性，本文分别从 Ｔｗｅｎｔｙ

Ｎｅｗｓｇｒｏｕｐｓ数据集、Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ数据集和 ＰＩＥ数据
集中选取一个分类任务，实验后得到目标函数的收敛

趋势图，如图１所示．可以看到随着迭代次数的增加，目
标函数值在迭代１０次后呈现平稳趋势不再明显变化，
并收敛到局部最优解．
３．５　参数敏感性分析

对于ＭＴＬＢＤＩ算法，本文分别从ＴｗｅｎｔｙＮｅｗｓｇｒｏｕｐｓ
数据集、Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ数据集和 ＰＩＥ数据集选取一个
分类任务，观察参数λＡ、λＣ、λＤ和ｍ的敏感性，如图２～
５所示．可以看出，λＡ∈［１，１０］，λＣ∈［０１，５］，λＤ∈［１，
１００］及ｍ∈［１５，２５］较为合理．
３．６　源域选择对算法性能的影响

这里实验性地考察域层面上的加权对算法性能的影

响．具体地，本文采用文本数据集ＴｗｅｎｔｙＮｅｗｓｇｒｏｕｐｓ和图
像数据集Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ的全部任务来进行实验．在实
验中，先运行一遍ＭＴＬＢＤＩ算法，公布各源域的权值，然
后剔除掉权值最小的源域．对剩下的源域再执行一遍
ＭＴＬＢＤＩ算法，将这次的精度与之前的精度进行了对比，
如表３所示．可以看到，进行实验的７个任务中，有５个任
务在通过源域剔除后，精度不同程度的得到了提升，一定

程度说明了源域选择对算法精度是重要的．因此，如何在
本文算法的基础上进一步设计出具有源域选择机制的加

权策略，将是本文下一阶段的研究方向．
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表３　源域选择对算法性能的影响

任务 ＮＧＴ１ ＮＧＴ２ ＮＧＴ３ ＯＣＴ１ ＯＣＴ２ ＯＣＴ３ ＯＣＴ４

源域１权重 ０．１２４９ ０．０７８４ ０．１６６６ ０．４０４４ ０．３５９４ ０．０４７４ ０．２４７８
源域２权重 ０．１３１２ ０．１１２２ ０．１５１３ ０．２６６２ ０．２８９７ ０．０５１２ ０．２３７７
源域３权重 ０．７４３９ ０．８０９３ ０．６８２１ ０．３２９４ ０．３５０９ ０．９０１３ ０．５１４５
原始精度 ９４．６８ ９７．７６ ９４．５４ ５８．４３ ５０．９１ ７９．２２ ７５．８１

源域剔除后精度 ９４．４７ ９７．５５ ９５．８４ ６０．９３ ５４．５５ ８１．８２ ７６．７４

４　结论
　　本文就多源迁移学习中存在的域层面迁移不平衡性
和样例层面迁移不平衡性这两个方面进行了讨论．首先，
在样例层面提出一种新的加权策略，分别对目标数据和

源域数据进行加权迁移适配．其次，在域层面提出一种软
加权指数，通过交替优化策略对每个源域按各自的迁移

重要性进行加权，实现与目标域的适配．进一步，这两种
加权方法与基于ε不敏感损失的稀疏正则项相结合，得
出一种新的多源迁移算法ＭＴＬＢＤＩ．该算法的优势是考
察了多源迁移学习中多种必要的学习准则，并可采用包

括监督模型和迁移模型在内的任何类型的分类器作为源

分类器．在９个文本、图像多源迁移任务的系统实验证明
了本文方法相对于其他方法的优势．
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