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基于主成分分析与深度神经网络的

快速噪声水平估计算法

徐少平，李崇禧，林官喜，唐玲，胡凌燕
（南昌大学信息工程学院，江西南昌３３００３１）

　　摘　要：　鉴于从噪声图像分解获得的原生图块集合的协方差矩阵前若干个特征值（按照升序排序）与图像噪声
水平值具有强相关性，提出了一种基于主成分分析和深度神经网络的快速噪声水平估计算法．该算法首先选用原生图
块集合协方差矩阵前若干个特征值构成刻画图像噪声水平高低的特征矢量，然后在大量有代表性且已标定噪声水平

值的噪声图像集合上利用深度神经网络训练预测模型以实现将特征矢量直接映射为噪声水平值，最后为获得更高的

预测准确性，采用粗精预测模型相结合的两步预测方式实现．实验表明：文中算法在各个噪声级别上都具有稳定的预
测准确性，且执行效率非常高，作为降噪算法的前置预处理模块具有更好的综合优势．

关键词：　图像降噪；噪声水平估计；主成分分析；深度神经网络；粗精结合策略
中图分类号：　ＴＰ３９１　　　文献标识码：　Ａ　　　文章编号：　０３７２２１１２（２０１９）０２０２７４０８
电子学报ＵＲＬ：ｈｔｔｐ：／／ｗｗｗ．ｅｊｏｕｒｎａｌ．ｏｒｇ．ｃｎ　 ＤＯＩ：１０．３９６９／ｊ．ｉｓｓｎ．０３７２２１１２．２０１９．０２．００３

ＦａｓｔＩｍａｇｅＮｏｉｓｅＬｅｖｅｌＥｓｔｉｍａｔｉｏｎＡｌｇｏｒｉｔｈｍ
ＢａｓｅｄｏｎＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓａｎｄＤｅｅｐＮｅｕｒａｌＮｅｔｗｏｒｋ

ＸＵＳｈａｏｐｉｎｇ，ＬＩＣｈｏｎｇｘｉ，ＬＩＮＧｕａｎｘｉ，ＴＡＮＧＹｉｌｉｎｇ，ＨＵＬｉｎｇｙａｎ
（ＳｃｈｏｏｌｏｆＩｎｆｏｒｍａｔｉｏｎＥｎｇｉｎｅｅｒｉｎｇ，ＮａｎｃｈａｎｇＵｎｉｖｅｒｓｉｔｙ，Ｎａｎｃｈａｎｇ，Ｊｉａｎｇｘｉ３３００３１，Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ：　Ｃｏｎｓｉｄｅｒｉｎｇｔｈｅｆａｃｔｔｈａｔｔｈｅｒｅｅｘｉｓｔｓｔｈｅｓｔｒｏｎｇｃｏｒｒｅｌａｔｉｏｎｂｅｔｗｅｅｎｔｈｅｆｉｒｓｔｓｅｖｅｒａｌｅｉｇｅｎｖａｌｕｅｓ（ｉｎａｓｃｅｎｄ
ｉｎｇｏｒｄｅｒ）ｏｆｔｈｅｃｏｖａｒｉａｎｃｅｍａｔｒｉｘｏｆｔｈｅｒａｗｐａｔｃｈｅｓｅｘｔｒａｃｔｅｄｆｒｏｍａｎｏｉｓｙｉｍａｇｅａｎｄｉｔｓｎｏｉｓｅｌｅｖｅｌ，ｗｅｐｒｏｐｏｓｅｄａｎｏｖｅｌ
ｆａｓｔｍｕｌｔｉｐｌｅｉｍａｇｅｂａｓｅｄｎｏｉｓｅｌｅｖｅｌｅｓｔｉｍａｔｉｏｎ（ＦＭＮＬＥ）ａｌｇｏｒｉｔｈｍｕｓｉｎｇｔｈｅｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔａｎａｌｙｓｉｓ（ＰＣＡ）ａｎｄｔｈｅ
ｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋ（ＤＮＮ）．Ｓｐｅｃｉｆｉｃａｌｌｙ，ｗｅｓｅｌｅｃｔｅｄｔｈｅｆｉｒｓｔｓｅｖｅｒａｌｅｉｇｅｎｖａｌｕｅｓｏｆｔｈｅｒａｗｐａｔｃｈｅｓｔｏｆｏｒｍａｆｅａｔｕｒｅｖｅｃ
ｔｏｒｃｈａｒａｃｔｅｒｉｚｉｎｇｔｈｅｎｏｉｓｅｌｅｖｅｌｏｆａｎｉｍａｇｅ．Ｔｈｅｎ，ｗｅｅｍｐｌｏｙｅｄｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋｔｏｔｒａｉｎａｎｅｓｔｉｍａｔｉｏｎｍｏｄｅｌｏｎａ
ｌａｒｇｅｎｕｍｂｅｒｏｆｒｅｐｒｅｓｅｎｔａｔｉｖｅｎａｔｕｒａｌｉｍａｇｅｓｃｏｒｒｕｐｔｅｄｗｉｔｈｋｎｏｗｎｎｏｉｓｅｌｅｖｅｌｓ，ｂｙｗｈｉｃｈｔｈｅｆｅａｔｕｒｅｖｅｃｔｏｒｃａｎｂｅｄｉｒｅｃｔｌｙ
ｍａｐｐｅｄｉｎｔｏｔｈｅｃｏｒｒｅｓｐｏｎｄｉｎｇｎｏｉｓｅｌｅｖｅｌ．Ｔｏｏｂｔａｉｎｈｉｇｈｅｒｅｓｔｉｍａｔｉｏｎａｃｃｕｒａｃｙ，ａｔｗｏｓｔｅｐｅｓｔｉｍａｔｉｏｎｓｔｒａｔｅｇｙｗａｓａｄｏｐｔｅｄ．
Ｅｘｔｅｎｓｉｖｅｅｘｐｅｒｉｍｅｎｔｓｓｈｏｗｔｈａｔ，ｔｈｅｅｓｔｉｍａｔｉｏｎａｃｃｕｒａｃｙｏｆｔｈｅｐｒｏｐｏｓｅｄａｌｇｏｒｉｔｈｍｉｓｓｔａｂｌｅａｔｅａｃｈｎｏｉｓｅｌｅｖｅｌｗｉｔｈｇｏｏｄ
ｅｆｆｉｃｉｅｎｃｙ，ｄｅｍｏｎｓｔｒａｔｉｎｇａｂｅｔｔｅｒｃｏｍｐｒｅｈｅｎｓｉｖｅａｄｖａｎｔａｇｅａｓｔｈｅｐｒｅｐｒｏｃｅｓｓｉｎｇｍｏｄｕｌｅｆｏｒｄｅｎｏｉｓｉｎｇａｌｇｏｒｉｔｈｍｓ．
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１　引言
　　大多数图像降噪（ＩｍａｇｅＤｅｎｏｉｓｉｎｇ）算法的性能在
不同程度上依赖于对噪声图像中噪声水平值的准确估

计［１～７］，因此噪声水平估计（ＮｏｉｓｅＬｅｖｅｌＥｓｔｉｍａｔｉｏｎ，
ＮＬＥ）算法一直以来都受到了众多学者的关注［１，６，７］．早
期，研究者们基于小波变换［８］、掩模邻域求和［９］、区域

分割［１０］、峰度（Ｋｕｒｔｏｓｉｓ）值不变性［１１］、奇异值分解［１２］等

技术路线提出了很多具有代表性的 ＮＬＥ算法，这些
ＮＬＥ算法的预测准确率以目前发展水平来看已不能令
人满意．然而，近年来以 Ｐｙａｔｙｋｈ算法［１３］和 Ｌｉｕ算法［１４］

为代表的基于主成分分析（ＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙ
ｓｉｓ，ＰＣＡ）的ＮＬＥ算法在噪声预测准确性方面取得了较
大的进展．相比已提出的各类 ＮＬＥ算法，Ｐｙａｔｙｋｈ算法
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和Ｌｉｕ算法在噪声估计的准确度上有了很大提升，但由
于需要通过迭代执行方式从原生图块（ＲａｗＰａｔｃｈｅｓ）集
合中筛选出同质图块（ＨｏｍｏｇｅｎｏｕｓＰａｔｃｈｅｓ）子集，导致
执行时间比较长．近期，Ｃｕｉ等人［１５］提出了一种基于噪

声水平累积（ＮｏｉｓｅＬｅｖｅｌＡｃｃｕｍｕｌａｔｉｏｎ，ＮＬＡ）指数的
ＮＬＥ算法．该算法通过将不同亮度范围（ＩｎｔｅｎｓｉｔｙＩｎｔｅｒ
ｖａｌ）的 ＮＬＡ指数整合起来估计噪声图像的噪声水平
值，比Ｐｙａｔｙｋｈ算法在某些噪声水平段上的预测准确率
要好，但是其执行时间大约是Ｐｙａｔｙｋｈ算法的两倍［１５］．

现有的ＮＬＥ算法多是基于所谓的单张噪声图像的
实现策略（ＳｉｎｇｌｅＩｍａｇｅｂａｓｅｄＮＬＥ，ＳＮＬＥ），由于仅有噪
声图像本身信息可以利用，所以这些算法不得不设计

相当复杂的算法流程以实现噪声水平值的准确估计，

导致执行时间过长，从而严重拖累降噪主算法的执行

效率．近年来，笔者基于多张图像（ＭｕｌｔｉｐｌｅＩｍａｇｅｂａｓｅｄ
ＮＬＥ，ＭＮＬＥ）的实现策略，在具有代表性的噪声图像集
上提取若干噪声水平感知特征值（ＮｏｉｓｅＬｅｖｅｌＡｗａｒｅ
Ｆｅａｔｕｒｅｓ，ＮＬＡＦ）并构建预测模型将这些特征值映射为
噪声水平值，探索从另外一个方向解决上述 ＳＮＬＥ算法
中存在的问题［１，７］．文献［１］和［７］的研究表明：提高
ＭＮＬＥ类算法预测准确性的途径可从提取描述能力更
强的ＮＬＡＦ特征和构建映射能力更好的预测模型入手．

为了获得一种在预测准确性和计算效率两方面的综

合性能俱佳的ＭＮＬＥ算法，本文试图利用这些原生图块
集合协方差矩阵的前若干个特征值（按照升序排列）与图

像中的噪声水平值强相关性，采用深度神经网络（Ｄｅｅｐ
ＮｅｕｒａｌＮｅｔｗｏｒｋ，ＤＮＮ）在具有代表性且已知噪声水平值的
噪声图像集上训练预测模型，然后利用所训练的预测模

型直接将原生图块集合协方差矩阵的若干特征值（构成

矢量形式）映射为图像的噪声水平值，从而获得一种新的

快速噪声水平估计（ＦａｓｔＭｕｌｔｉｐｌｅＩｍａｇｅＢａｓｅｄＮｏｉｓｅＬｅｖｅｌ
Ｅｓｔｉｍａｔｉｏｎ，ＦＭＮＬＥ）算法．此外，为了获得更高的预测准
确率，采用粗精结合的两步预测方式完成评估过程．相对
于现有算法，ＦＭＮＬＥ算法在预测准确性和执行效率两个
方面展现出更好的综合优势，更具实用价值．

２　现有工作

２１　基于主成分分析的ＮＬＥ算法
对于任意给定的一张大小为 Ｍ×Ｎ的噪声图像 Ｉ，

可以以滑动窗口方式逐像素点扫描各个像素点获取原

生图块集合ｙ＝｛ｙｉ｝
ｓ
ｉ＝１∈ＲＲ

ｒ×ｓ，ｙ包含ｓ＝（Ｍ－ｄ＋１）（Ｎ
－ｄ＋１）个大小为ｒ＝ｄ×ｄ的图块．为便于描述，这些图
块中像素点的亮度值具有下面的关系：

ｙｉ＝ｘｉ＋ｎｉ （１）
其中，ｘｉ为第ｉ个无噪声（原图像）图块，ｎｉ∈ＲＲ

ｒ×１为均值

为０、方差为σ２ｎ的高斯噪声Ｎ（０，σ
２
ｎ），ｙｉ为相应的噪声

图块．当Ｉ受Ｎ（０，σ２ｎ）分布的高斯噪声干扰时，ｎｉ则服
从均值为０、方差为 σ２ｎＩ的高斯分布 Ｎ（０，σ

２
ｎＩ）．基于原

生图块集合ｙ，它的协方差矩阵可以由下式计算：

Σｙ ＝
１
ｓ∑

ｓ

ｉ＝１
（ｙｉ－μ）（ｙｉ－μ）

Ｔ （２）

其中，μ＝１ｓ∑
ｓ

ｔ＝１
ｙｉ．类似地，无噪声的图块集合 ｘ＝

｛ｘｉ｝
ｓ
ｉ＝１∈ＲＲ

ｒ×ｓ的协方差矩阵可以用下式计算：

Σｘ＝
１
ｓ∑

ｓ

ｉ＝１
（ｘｉ－μ）（ｘｉ－μ）

Ｔ （３）

根据文献［１３］和文献［１４］可知：
λｍｉｎ Σ( )ｙ ＝λｍｉｎ（Σｘ）＋σ

２
ｎ （４）

其中，Σｙ为噪声图块集合协方差矩阵，Σｘ为对应的无
噪声图块集合的协方差矩阵，λｍｉｎ（Σｙ）和 λｍｉｎ（Σｘ）分别
为矩阵Σｙ和Σｘ的最小特征值．如果无噪声图块集合已
知，则根据公式（４）很容易得到噪声水平值．但是，实际
上无噪声图块集合的协方差矩阵的最小特征值是无法

获得的．尽管如此，找到相对平滑的区域（即所谓的同
质区域），这时无噪声图块集合ｘ的λｍｉｎ（Σｘ）近似为零，
那么公式（４）可以改写为：

σ^２ｎ＝λｍｉｎ（Σ珋ｙ） （５）
其中，珋ｙ是 ｙ集合中由所谓同质图块构成的集合．公式
（５）表明同质图块集合协方差矩阵的最小特征值等于
噪声水平值，因此从原生图块集合中筛选出同质图块

子集是基于ＰＣＡ的ＮＬＥ算法的关键步骤．
２２　筛选同质图块子集

Ｐｙａｔｙｋｈ算法［１３］通过公式（６）所描述的约束条件从
原生图块集合ｙ筛选同质图块构成集合 珋ｙ：

λｍ＋１－λ１＜
Ｔσ２

珋槡ｓ
（６）

其中，λ１!λ２!…!λｒ是图块集合 珋ｙ协方差矩阵所有的
特征值（按照从小到大排序），Ｔ是阈值，珋ｓ是珋ｙ集合的基
数，λｍ＋１是与最小特征值λ１间隔ｍ个位置的特征值．这
里σ是噪声水平值，被设定为约束条件中的已知量，而
它正是所需要求解的噪声水平值．为此，Ｐｙａｔｙｋｈ算法采
用迭代逼近的方法获得最佳的 珋ｙ图块子集合．

Ｌｉｕ算法［１４］采用了一种基于图像梯度矩阵的弱纹

理强度τ作为筛选条件来确定图块集合 珋ｙ：

τ＝σ２Ｆ－１ δ，
Ｎ２

２，
２
Ｎ２
ｔｒ（ＤＴｈＤｈ＋Ｄ

Ｔ
ｖＤｖ( )） （７）

其中，Ｆ－１（δ，α，β）是逆Ｇａｍｍａ累积分布函数，α是形状
参数，β是尺度参数，δ是置信水平参数，Ｎ２是图块中像
素点的个数，Ｄｈ、Ｄｖ是用于梯度滤波的两个矩阵，σ是
噪声水平值．从公式（７）可知，选择同质图块的阈值 τ
实际上是给定的置信水平 δ和噪声水平值 σ的一个函
数，而σ值正是需要求解的值，所以 Ｌｉｕ算法也需采用

５７２
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迭代算法求解噪声水平值．
２３　存在的问题

虽然 Ｐｙａｔｙｋｈ算法［１３］和 Ｌｉｕ算法［１４］的预测准确性

比较高，但他们复杂的筛选同质图块集合 珋ｙ子集的过程
导致他们在执行效率方面的性能都不能令人满意，从

而严重影响后继降噪主算法的性能，亟待改进．

３　ＦＭＮＬＥ算法

３１　特征值与噪声水平相关性
基于文献［１６］中的９０张和１０张从互联网随机选

取的图像构成测试图像集．对这些图像分别加上 ０～
１００，步长为５的高斯噪声，然后提取每张噪声图像原生
图块集合的协方差矩阵的特征值．参照 Ｌｉｕ算法的设
置，本文提取的原生图块大小为８×８，这样原生图块集
合协方差矩阵的大小为６４×６４，其特征值为λ１!λ２!…
!λ６４．限于篇幅，这里仅以最小和最大的特征值（λ１和

λ６４）为例来说明特征值与噪声水平值之间的相关性．
由表１，表２可知：（１）随着噪声水平的逐渐增大，

特征值也发生相应的变化，表１中各行特征值与第一行
真实噪声水平值之间的皮尔森线性相关系数（Ｐｅａｒｓｏｎ
ＬｉｎｅａｒＣｏｒｒｅｌａｔｉｏｎＣｏｅｆｆｉｃｉｅｎｔ，ＰＬＣＣ）几乎均在 ０９９以
上，表明λ１与噪声水平值之间存在高度相关性．其主要
的原因是协方差矩阵经过 ＰＣＡ变换后，其前若干个较
小的特征值主要体现的是图像中的噪声信号，所以相

关性好，尤以 λ１表现得最为显著；（２）在表２中，λ６４与
噪声水平值的相关性很低，都在０７以下．其主要的原
因是协方差矩阵经过 ＰＣＡ变换后，其后若干个较大的
特征值主要体现的是图像内容信号，与噪声信号的相

关性低，尤以λ６４表现得最为显著．总之，从噪声图像分
解得到的原生图块集合的协方差矩阵前若干个特征值

与噪声水平之间具有显著的相关性．

表１　５张噪声图像原生图块协方差矩阵的λ１特征值与噪声水平值的相关性

图像编号
噪声水平

５ １０ １５ ２０ ４０ ６０ ８０ １００
相关系数

１ ４８１ ９０８ １３２１ １７７２ ３４８６ ５１７２ ６９７３ ８４９０ ０９９９９

２ ４５２ ８７８ １２９２ １７２８ ３３８８ ５０９０ ６８１１ ８６４５ ０９９９８

３ ４６７ ８８９ １３３０ １７４４ ３４９３ ５２１５ ６７７９ ８５６９ ０９９９８

４ ５０３ ９２３ １３６４ １８０８ ３４８５ ５２０７ ６８６１ ８４８９ ０９９９９

５ ４８７ ９１７ １３２４ １７９１ ３５０５ ５１７２ ６８０７ ８６１７ ０９９９８

表２　５张图像原生图块协方差矩阵的λ６４特征值与噪声水平值的相关性

图像编号
噪声水平

５ １０ １５ ２０ ４０ ６０ ８０ １００
相关系数

１ ４２７１２ ４１６２７ ４３７５５ ４４７３９ ４３３０９ ４４６５３ ４２３２８ ４５０９３ ０４００４

２ １６３１４ １４７３６ １５５４６ １４３３７ １４５５３ １５５０５ １６５８９ １７９７３ ０６８２３

３ ４２３１２ ３９４１８ ４１０６５ ４０８２２ ４５１７６ ４０８７３ ３７６８４ ４４２８０ ０１００１

４ ８２２１５ ８２４９４ ８２１４７ ７８２７５ ８４６３０ ８０５８２ ８０３１８ ７９３２２ ０４００７

５ ２３０７０ ２１５１０ ２１８９５ ２１４７６ １９９１７ ２３５７８ ２２５４０ ２５７５６ ０６１４５

３２　噪声水平值映射
假设有ｎ张用于训练的噪声图像，第ｋ张训练图像

记为Ｉｋ，该图像被施加已知噪声水平值为σｋ的噪声．相
应的特征矢量记为ＦｋＩ＝（λ１，…，λｍ），ｍ!

３２（文中在实
现中最多考虑使用协方差矩阵的前３２个特征值构成
特征矢量，根据下文实验数据最终确定使用前１６个特
征值）．它的映射目标，即该噪声图像的噪声水平值记
为σｋ．给定训练数据｛（Ｆ

１
Ｉ，σ１），…，（Ｆ

ｎ
Ｉ，σｎ）｝ＦＦ×ＲＲ，

训练的目标是从所有训练数据中找到一个函数（预测

模型）Ψ（ＦｋＩ），在该预测模型映射下所获得的预测值与
目标值σｋ之间的误差尽可能小．

这里，利用若干层受限波尔曼机（ＲｅｓｔｒｉｃｔｅｄＢｏｌｔｚ
ｍａｎＭａｃｈｉｎｅ，ＲＢＭ）和１层回归层（ＲｅｇｒｅｓｓｉｏｎＬａｙｅｒ）构

建ＤＮＮ深度神经网络．ＲＢＭ是一种无向图模型，在输
入层（可见）和隐藏层（表示特征）之间包含无向对称连

接，而层内节点相互之间则无连接．假设输入层用 ｈｋ－１

表示，那么隐藏层为 ｈｋ，ｋ＝２，３，４，…．这里，输入层和
隐藏层的概念是相对的．由于 ＲＢＭ是依次堆叠的，当
前层作为前一层的隐藏层，同时也是下一层的输入层．
在基于ＲＢＭ构建的ＤＮＮ深度网络中，输入层和输出层
联合配置的能量被定义为：

　　　Ｅ（ｈｋ－１，ｈｋ；θ）＝－∑
Ｈｋ－１

ｉ＝１
∑
Ｈｋ

ｊ＝１
ωｉｊｈ

ｋ－１
ｉ ｈ

ｋ
ｊ

－∑
Ｈｋ－１

ｉ＝１
ｂｉｈ

ｋ－１
ｉ －∑

Ｈｋ

ｊ＝１
ｃｊｈ

ｋ
ｊ （８）

其中，θ＝（ｗ，ｂ，ｃ）为模型的参数，ωｉｊ为层 ｈ
ｋ－１中的可视

６７２
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节点ｉ和层ｈｋ的隐藏节点ｊ的连接权值．ｂｉ和ｃｊ分别为
节点ｉ和 ｊ的偏置值．在 ＲＢＭ网络中，输出单元在给定
输入状态的条件下是独立的．当给出输入数据向量
（ＤａｔａＶｅｃｔｏｒ）时，可以获得来自后验分布的无偏样本，
可以表示为：

Ｐ（ｈ｜ｖ）＝∏ｉ
Ｐ（ｈｉ｜ｖ） （９）

由于ｈｉ∈｛０，１｝，则条件分布概率可以定义为：

ｐ（ｈｋｊ＝１｜ｈ
ｋ－１；θ）＝φ ∑

Ｈｋ－１

ｉ＝１
ωｉｊｈ

ｋ－１
ｊ ＋ｃ( )ｊ （１０）

ｐ（ｈｋ－１ｉ ＝１｜ｈｋ；θ）＝φ∑
Ｈｋ

ｊ＝１
ωｉｊｈ

ｋ
ｊ＋ｂ( )ｉ （１１）

其中，φ（ｔ）＝（１＋ｅ－ｔ）－１．由公式（８～１１）可知，两层之
间的权重和每层的偏置值决定能量Ｅ，这个值在给定训
练集合条件的最小化是确定网络参数的关键．ＤＮＮ深
度神经网络模型的训练过程中分为两步：（１）无监督的
预训练阶段．利用 Ｇ．Ｈｉｎｔｏｎ提出的对比散度（Ｃｏｎｓｔｒａｓ
ｔｉｖｅＤｉｖｅｒｇｅｎｃｅ，ＣＤ）方法［１７］逐层训练 ＲＢＭ网络，更新
每一层模型参数θ＝（ｗ，ｂ，ｃ）．（２）有监督的微调阶段．
以预测误差为优化目标函数，利用反向传播学习算法

来调整ＤＮＮ网络各层的模型参数．预测误差定义为

φ^＝ａｒｇｍｉｎ∑
ｎ

ｋ＝１
（σｋ－φ（ｇｋ））

２
（１２）

其中，ｇｋ和σｉ分别表示关于特征矢量 Ｆ
ｋ
Ｉ在经过多个

ＲＢＭ层映射后在最后一个隐藏层的输出值（特征向
量）和相应的噪声水平值，φ是回归层的核函数．这个
阶段主要任务是利用反向传播方法对各个 ＲＢＭ层的
模型参数进行微调，使得 ＤＮＮ网络所预测的噪声水平
值尽可能与真实值的误差最小．

理论上讲，文中所提出的 ＤＮＮ网络可以通过堆叠
更多的ＲＢＭ层构成更深的网络结构从而提高预测模
型的准确性．但实验数据表明通过增加隐含层层数进

一步提升预测准确性的空间不大，反而会导致在网络

训练收敛速度和执行效率下降．因此，仅选用具有３层
ＲＢＭ的网络结构．为了确定各层最适宜的节点个数，首
先构建具有不同隐含层节点个数的网络模型并在训练

图像集合上采用文献［１８］中所提出的训练算法完成训
练．然后对５０张 ＢＳＤ５００数据库［１９］图像施加不同的噪

声水平值的噪声干扰，最后利用各个已训练好不同配

置的映射模型对他们的噪声水平值进行估计，计算所

有图像上不同噪声水平值下的估计值与真值的均方根

误差（ＲｏｏｔＭｅａｎＳｑｕａｒｅＥｒｒｏｒ，ＲＭＳＥ），列在表３中．限
于篇幅，只列出部分具有代表性的隐含节点个数组合

情况，最优３个值加粗表示．基于表３中的数据，文中最
终采用隐含层各层节点个数分别设置为（８，４，２）的３
层ＲＢＭ构建映射模型．需要说明的是：上述各映射模
型的网络都是通过离线形式完成训练的，对最终算法

执行时间其实影响不大．
３３　特征矢量维数的确定

选择常用的ＢＳＤ５００数据库［１９］中的５０张图像作为
测试数据集，对这些图像加入０～１００，步长为５的高斯
噪声，得到１０５０张失真的图像作为测试图像集合；另外
同样在训练图像数据集合中也施加相同的噪声水平

值，然后分别采用前４、８、１６、２４和３２个特征值构成特
征矢量作为输入训练 ＤＮＮ预测网络模型，用所训练的
模型对测试图像集合中图像的噪声进行预测，计算噪

声估计值与真值之间ＲＭＳＥ，然后依据 ＲＭＳＥ大小确定
最优的维数．限于篇幅，仅给出部分具有代表性的噪声
水平值下的 ＲＭＳＥ数据，列在表 ４中．从表 ４可知，
ＲＭＳＥ在取前１６个特征值的时候整体上比取其它维数
要小（虽然低于１５和高于８０时效果不是最好的，但是
离最优值相差不大）．

表３　网络隐含层节点个数的选取对噪声水平估计准确性的影响及其训练网络所需时间

各个隐含层节点的数
噪声水平

５ １０ １５ ２０ ４０ ６０ ８０ １００
均值 时间（ｓ）

１４，７，２ １８６１ １８８４ １７０６ １４４８ １１５２ １３６０ １０２５ ０１６ １３０６ ３２９０１

１３，７，２ ２０６ ２５１ ２９５ ３７８ ５３１ ０６４ ３１４ ０１５ ２５７ ３３８３５

１２，６，３ ０８０ ０５７ ０５３ ０５３ １５９ ２０９ ４４８ ０２６ １３６ ３１２１８

１１，７，４ ２０７ １６７ １０５ ０７１ ０９９ １０７ ０５０ １２３ １１６ ３７０６５

１１，５，２ ４５５ ６３９ ６８４ ７５１ １０２８ ２４７ ６５２ ００３ ５５７ ３７００２

１０，７，２ ４５６ ７２１ ８４８ ９５３ １３６７ １５０８ ７６４ ７１６ ９１７ ３６３５５

１０，５，３ １５１ １３０ ０８７ ０６１ ０９０ １３１ ２１０ ０５０ １１４ ３４８８６

９，６，２ ２２９ ４９９ ７６１ ９４９ １１２１ １０１３ ６２７ ０３８ １４５ ３３４９４

８，５，３ １４６ １００ ０７０ ０５６ １２０ ３４１ ３０８ ０２２ ６５４ ３５４８２

８，４，２ １７２ ０９４ ０５７ ０６４ ０５２ ０５５ ０８１ ０９２ ０８３ ３４６２７

７７２
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表４　采用不同维数训练的预测模型在测试图像集合上所预测结果与真值之间的均方根误差

维数
噪声水平

５ １０ １５ ２０ ４０ ６０ ８０ １００

４ １０８ ０５７ ０５１ ０６８ ０９６ ０８５ ０７４ ０９６

８ １４７ ０９５ ０５７ ０５０ ０７６ ０７０ １１０ ０７１

１６ １５５ ０７２ ０４５ ０４８ ０６１ ０６８ ０７３ ０８４

２４ １６１ ２０１ ２２９ ２２９ １９０ １９４ １５９ ０７２

３２ ３２８ ４１８ ４４１ ４３４ ４０６ ３９０ １８１ ０６６

３４　两步预测
在全局噪声水平值范围［０，１００］内训练一个全局

的预测模型，这个模型用来确定噪声水平值大致的范

围．然后，在［０，１０）、［１０，２０）、［２０，４０）、［４０，６０）、［６０，
８０）和［８０，１００］六个细分范围上用相同的方法进行训
练，得到六个更为精细的预测模型（根据实验数据，粗

精预测模型均使用 １６维特征值作为输入）．在 ５０张
ＢＳＤ５００图像集［１９］上，不同噪声水平段的预测结果的

ＲＭＳＥ数据列在表５中．由表５可知，在各个细分噪声
水平段上获得的预测误差比全局［０，１００］范围内下降
很多，这充分说明了两步预测方法的有效性和必要性．

表５　不同噪声水平范围下ＤＮＮ预测模型的均方根误差比较

噪声水平范围 ［０－１００］ ［０－１０） ［１０－２０） ［２０－４０） ［４０－６０） ［６０－８０） ［８０－１００］

均方根误差 １３４ ０６４ ０５８ ０８５ ０８５ ０８５ ０８１

４　实验及其分析

４１　实验配置
实验均在 Ｉｎｔｅｌ（Ｒ）Ｃｏｒｅ（ＴＭ）ｉ５６５００ＣＰＵＲＡＭ

８ＧＢ主机上完成，软件运行环境为ＭａｔｌａｂＲ２０１４ａ．测试
集包括两个图像集合：第１个集合由各类文献中常用
的１０张图像构成，如图１所示；第２个集合为 ＢＳＤ５００

数据库中５０张图像［１９］（与确定最佳特征矢量维数所用

的图像不同），这个测试集图像纹理信息丰富，非常适

合用来测试噪声水平估计的精确性和鲁棒性．参与比
较算法包括 Ｃｈｅｎ算法［２０］、Ｉｍｍｅｒｋａｅｒ算法［１１］、Ｙａｎｇ算
法［２１］、Ｚｏｒａｎ算法［１１］，Ｌｉｕ算法［１４］和 ＬＭＥ算法［２］．预测
准确性和平均执行时间是衡量各个算法性能的２个主
要评价指标．

４２　预测准确性
各个ＮＬＥ算法对第１个测试图像集合中所有图像

预测结果列在表６中，使用预测噪声值与真实噪声值

之间的ＲＭＳＥ作为评价指标．从表６中可以看出：在预
测准确性方面，ＦＭＮＬＥ算法在多张图像上具有很好的
稳定性，它在各个噪声级别上均进入了前３名．Ｌｉｕ算

８７２
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法和Ｃｈｅｎ算法虽然在某些噪声水平级别上较 ＦＭＮＬＥ
算法要好一些，但由下文表１０中的执行时间比较实验
数据可知，他们的执行时间比 ＦＭＮＬＥ算法要长很多，
严重影响了他们的实际使用效果．ＦＭＮＬＥ算法利用基
于训练的实现策略和两阶段预测方法在各个级别的噪

声条件下实现了比较稳定的预测结果．
为了更加严格地测试各个算法的预测准确性，在

由纹理图像构成的第 ２个测试图像集合上完成了测
试，数据列在表７中．由表７可知，测试结果与在第１个
测试图像集合上的测试情况基本类似（各个算法性能

存在一定程度的下降），ＦＭＮＬＥ算法仍然表现出非常
好的预测准确性和稳定性，这说明它的性能并不依赖

图像集合．

表６　各算法在不同级别下对１０张测试图的预测结果与真实结果的均方根误差

算法
噪声水平

５ １０ １５ ２０ ４０ ６０ ８０ １００

Ｃｈｅｎ １４０ １０２ ０６５ ０５９ ０６８ ０５１ ０４９ ０５８
Ｉｍｍｅｒｋａｅｒ １２５ ０９４ ０７０ ０５８ ０９３ ４４２ １０９５ ２０４６
Ｙａｎｇ ０３６ ０４２ ０３６ ０３２ ０８２ １２５ １３９ １８４
Ｚｏｒａｎ ０８８ ０９５ １１９ １４５ １４３ ２２６ ２４１ １８３
Ｌｉｕ ００７ ０１５ ０１９ ０２２ ０６３ ０８５ １３２ １８７
ＬＭＥ １９５ ２９７ ２７２ ２８４ ２３５ ２５４ ２９０ １３３
ＦＭＮＬＥ ０３５ ０６１ ０４９ ０５２ ０７１ ０７８ ０８３ ０６８

表７　各算法在不同级别下对５０张测试图像的预测结果与真实结果的均方根误差

算法
噪声水平

５ １０ １５ ２０ ４０ ６０ ８０ １００

Ｃｈｅｎ １４７ ０８６ ０６６ ０５９ ０５０ ０４７ ０４８ ０６２

Ｉｍｍｅｒｋａｅｒ ０９６ ０６４ ０５２ ０６２ ２６８ ６８１ １３４５ ２２７６

Ｙａｎｇ ０２８ ０２０ ０２２ ０２７ ０６６ ０８２ １３３ １８９

Ｚｏｒａｎ １３５ １２７ １３２ １３７ １８３ １５２ １４０ １３４

Ｌｉｕ ０１２ ０１２ ０１６ ０２３ ０５１ ０８０ １０９ １４８

ＬＭＥ １７４ １９０ ２０４ １９０ １９６ ２８８ ３７２ １２２

ＦＭＮＬＥ ０２４ ０６４ ０５８ ０８５ ０８５ ０８５ ０８５ ０８１

　　为了验证所训练的预测模型的泛化能力，对５０张
测试图像施加不同于构建训练集合时使用的噪声级别

（即７５、１７５、３２５、４７５、５７５、７７５、９２５）进行测试，
测试结果列在表８中．由表８可知：ＦＭＮＬＥ算法的预测
准确性总体上与在表 ６～７中的表现类似，这说明了
ＦＭＮＬＥ算法具有很好的泛化能力．
４３　ＢＭ３Ｄ算法［７］降噪效果

为了进一步验证ＦＭＮＬＥ算法的实际使用效果，用
经典ＢＭ３Ｄ算法对加入不同噪声水平的Ｌｅｎａ图像进行

降噪．分别使用各对比算法对各噪声级别下的 Ｌｅｎａ图
像的噪声水平估计值以及真实噪声水平值作为 ＢＭ３Ｄ
算法的入口参数进行降噪，将降噪后图像的峰值信噪

比ＰＳＮＲ值与真实降噪后图像的 ＰＳＮＲ值之间的绝对
差值及其平均值进行对比，数据列在表９中．由表９可
知，ＦＭＮＬＥ算法在不同噪声水平下对应的误差平均值
最小，ＦＭＮＬＥ算法对图像噪声水平值的预测准确性总
体上是所有参与比较的ＮＬＥ算法中最好的．

表８　各算法在不同级别下对５０张测试图像的预测结果与真实结果的均方根误差

算法
噪声水平

７５ １７５ ３２５ ４７５ ５７５ ７７５ ９２５

Ｃｈｅｎ １１０ ０６０ ０５１ ０５０ ０５０ ０５４ ０５２

Ｉｍｍｅｒｋａｅｒ ０７７ ０５４ ２１８ ４００ ６２１ １２４８ １９０４

Ｙａｎｇ ０２３ ０２５ ０４０ ０６０ ０７３ １１３ １６０

Ｚｏｒａｎ １２６ １３４ １３９ １５２ １５４ １３１ １４６

Ｌｉｕ ０１０ ０２０ ０３６ ０６２ ０７９ １１０ １３６

ＬＭＥ １６６ ２０４ ２１６ ２７２ ２７９ ３６８ ４９３

ＦＭＮＬＥ ０３２ ０３９ ０６１ ０４６ ０４８ ０５０ ０６８

９７２
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表９　使用真实值和各ＮＬＥ算法预测值作为口参数的ＢＭ３Ｄ算法在ＰＳＮＲ差值上的比较（单位：ｄＢ）

算法
噪声水平

５ １０ １５ ２０ ４０ ６０ ８０ １００
平均值

Ｃｈｅｎ ００７ ００３ ００３ ００９ ０１６ ０１２ ００４ ０１８ ００９

Ｉｍｍｅｒｋａｅｒ ００６ ００３ ００３ ００９ ００２ ００２ ０６０ ２２６ ０３９

Ｙａｎｇ ００２ ００２ ００１ ００８ ０１６ ０１０ ００５ ０２４ ００９

Ｚｏｒａｎ ００７ ０１０ ００７ ００１ ０１０ ００７ ００１ ０２３ ００８

Ｌｉｕ ００２ ００２ ００２ ００８ ００１ ０１１ ００３ ０２２ ００６

ＬＭＥ ０７８ ０３４ ００７ ００３ ０１６ ０１１ ００４ ０２０ ０２２

ＦＭＮＬＥ ００４ ００８ ０００ ００２ ００４ ００２ ００２ ００１ ００３

４４　算法执行时间的对比
为了比较各算法的执行效率，选取大小为 ５１２×

５１２图像，各算法在图像上重复执行１０次，以平均执行
时间作为实验结果进行比较，实验数据列在表１０中．从
表１０中可以看出：ＦＭＮＬＥ算法的执行效率排名处于第

２位，仅比 Ｉｍｍｅｒｋａｅｒ算法要慢．考虑到 Ｉｍｍｅｒｋａｅｒ算法
的噪声水平值预测准确性比较差，ＦＭＮＬＥ算法的综合
优势是最好的．故作为众多图像处理算法的前置模块，
从预测的准确性和执行效率这两个方面综合考虑，

ＦＭＮＬＥ算法相对其他算法而言更具有综合优势．
表１０　各算法在不同噪声级别下的平均执行时间对比（单位：毫秒）

对比
噪声水平

５ １０ １５ ２０ ４０ ６０ ８０ １００

Ｃｈｅｎ １２９０ １３１８ １３１９ １３１１ １２９１ １２８７ １２８４ １２９２

Ｉｍｍｅｒｋａｅｒ ２９ ３０ ３４ ３２ ３１ ３４ ３４ ３７

Ｙａｎｇ ８６６ ８７８ ８９３ ８８６ ８８３ ８９０ ８８５ ８８５

Ｚｏｒａｎ １５８９６ １５６３８ １６１６５ １６１８７ １６３７２ １５６８７ １５３９２ １５３４３

Ｌｉｕ ５８９５ ６２９２ ６６１６ ６７１９ ６９７０ ７０１３ ６８８２ ６８８０

ＬＭＥ ４０３ ３９５ ３８３ ４１５ ３８４ ４１７ ４１３ ４２１

ＦＭＮＬＥ １２１ １１６ １２１ １２２ １１７ １２１ １１９ １１９

５　总结
　　ＦＭＮＬＥ算法采用了基于训练的实现策略，没有冗
长的筛选同质图块的迭代过程，效率得到了大幅度提

高；同时充分利用了ＤＮＮ神经网络强大的映射能力，在
预测准确性上也有所提高．未来，可考虑在卷积神经网
络（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ）［２２］框架下整体
一步完成图像特征提取和噪声水平值的映射，所获得

的ＮＬＥ算法的性能有望进一步提高．
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