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　　摘　要：　密度峰值聚类算法由于在发现任意形状簇且不需指定聚类个数等方面具有一定的优势而被广泛关注．
但是该算法需要计算数据集中所有点的密度和点对之间的距离，因此不适合处理大规模高维数据集．为此，本文提出
了一种基于ｚ值的分布式密度峰值聚类算法，ＤＰｚ．本方法利用空间 ｚ填充曲线将高维数据集映射到一维空间上，根
据数据点的ｚ值信息对数据集分组．为了能够得到正确的结果，需要对分组间数据进行交互，然后并行计算每个点密
度和斥群值．ＤＰｚ算法在分组间数据交互时采用过滤策略，减少大量无效距离计算和数据传输开销，有效提高算法的
执行效率．最后，本文在云计算平台上对ＤＰｚ算法进行了验证，实验表明在保证 ＤＰｚ算法与原始密度峰值聚类算法
聚类结果相同的情况下有效的提高了算法执行效率．
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１　引言
　　聚类分析是数据挖掘和模式识别等领域广为研究
的问题之一．它将数据库中的数据分割成不同的族
（类），并使族内数据之间的相似性比族间数据之间的

相似性大．大量聚类分析算法［１～３］在社会网络分析、统

计数据分析、智能商务、图像模式识别、Ｗｅｂ搜索等领

域得到广泛应用．
发表于《Ｓｃｉｅｎｃｅ》学术期刊的密度峰值聚类算法

（ＤｅｎｓｉｔｙＰｅａｋｓＣｌｕｓｔｅｒｉｎｇ，ＤＰＣ）［４］一个新型的基于密度
的聚类算法．由于该算法能够发现任意形状的聚类，也
不依赖于数据集的维度；算法的实现过程只需要计算

出每个点密度值ρ（由某一范围内点的个数来刻画）和
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斥群值δ（与密度值比自己大的点的距离的最小值刻
画），不需要多次迭代．重要的是该算法不必事先指定
聚类个数，而是用户根据每个点的两个属性值而决定．
密度峰值聚类算法拥有以上优点而被广泛关注．

由于该算法需要计算数据集中所有点对之间距

离，导致算法执行效率低、降低适用性，尤其高维海量数

据．随着云计算技术的发展，很多算法可以在多台机器
的分布式环境下执行，文献［５］基于 ＭａｐＲｅｄｕｃｅ计算模
型提出了一种高效的分布式密度中心聚类算法：ＥＤ
ＤＰＣ．由于其粗略的数据复制方案导致其仍然存在大量
的冗余数据复制和计算开销．

本文在深入分析密度峰值聚类算法的基础上，提

出一种基于ｚ值［６］的分布式密度峰值聚类算法（Ｄｉｓｔｒｉｂ
ｕｔｅｄＤｅｎｓｉｔｙＰｅａｋｓＣｌｕｓｔｅｒｉｎｇｂａｓｅｄｏｎｚｖａｌｕｅ，ＤＰｚ），并
在Ｈａｄｏｏｐ集群上进行了实验测试，验证 ＤＰｚ算法在处
理大规模高维数据上的高效性．

ＤＰｚ算法利用空间ｚ填充曲线将高维数据映射成
一维空间Ｚ轴上的点，根据数据点ｚ值的分布将数据集
分组．将各组数据分给不同的机器进行运算，在组内计
算每个点的密度值ρ和斥群值 δ．由于采用 ｚ填充曲线
对高维数据点进行了降维处理，可能会导致原始数据

的近邻性受损，导致相邻的数据被分到不同的组中．在
计算分组中每个点密度值 ρ和斥群值 δ时可能会用到
其它组中的数据．对此，本文基于数据点 ｚ值携带高维
空间位置信息的性质提出一种基于 ｚ值上下限的数据
复制模型和数据分发模型，将其他组内的少量数据复

制到本组中．各机器根据分组数据和复制数据进行并
行计算各点的密度值ρ和斥群值 δ，并从理论上保证其
正确性．

本文的主要贡献如下：

① 对原始ＤＰＣ算法进行了分布式扩展，基于 Ｍａ
ｐＲｅｄｕｃｅ模型提出基于 ｚ值的分布式密度峰值聚类算
法，ＤＰｚ，并在开源云计算平台Ｈａｄｏｏｐ上实现．

② 为正确计算ρ值，设计基于 ｄｃ范围内 ｚ值最小
下限和最大上限的复制策略；为正确计算分组内密度

最大值点外其他点的全局斥群值 δ，设计基于 δ′范围内
ｚ值最小下限和最大上限的复制策略；为正确计算组内
密度值最大点的全局斥群值δ，设计基于各组最大密度
值点的δ”范围内ｚ值下限和上限分发策略．

③ 在多个数据集上对分布式密度峰值聚类算法进
行了多方面 实验评估．

２　密度峰值聚类算法及其分布式
　　由ＡｌｅｘＲｏｄｒｉｇｕｅｚ等人于２０１４年在《Ｓｃｉｅｎｃｅ》上发
表．文献［５］在此基础上针对算法复杂度高等问题，提
出了分布式密度中心聚类算法：ＥＤＤＰＣ．

本节对ＤＰＣ和ＥＤＤＰＣ做简要介绍，并对其中存在
的复杂度高、计算量大等问题进行简要分析．
２．１　密度峰值聚类算法简介

考虑待聚类的数据集Ｓ＝｛ｘｉ｝
Ｎ
ｉ＝１，对于 Ｓ中的任何

数据点 ｘｉ，密度峰值聚类算法要计算其局部密度 ρｉ和
斥群值δｉ两个属性．

局部密度ρｉ：

ρｉ＝∑
ｊ
χ（ｄｉｊ－ｄｃ） （１）

其中χ（ｘ）＝
１，ｘ＜０
０，ｘ{ ＞０

参数ｄｃ＞０为截断距离，ｄｃ可以根据如下参数估计
方法［４］来确定，将所有点对的距离从小到大排序的１％
～２％处．例如１００个点，共有４９５０种组合，将这些组合
距离排序，在 ５０～１００处选取某一距离为 ｄｃ值．由式
（１）可知，ρｉ表示的是 Ｓ中与 ｘｉ之间的距离小于 ｄｃ的
点的个数（不考虑ｘｉ本身）．

点ｉ的斥群值δｉ定义为：
δ
ｉ
＝ｍｉｎ
ｊ：ρｊ＞ρｉ
（ｄｉｊ） （２）

斥群值δ代表与密度值比自己大的点的距离的最
小值．假设密度比ρｉ大的点中，点 ｊ与点 ｉ的距离最近，
那么δｉ＝ｄｉｊ（ｄｉｊ代表点ｉ到点 ｊ的距离），而点 ｊ就是点 ｉ
的斥群值依附点σ［５］ｉ ，σｉ＝ａｒｇｍｉｎｊ∈Ｓ，ρｊ＞ρｉ

（ｄｉｊ）．说明点 ｉ可以

归属于点ｊ所属聚类．斥群值 δｉ越小，这种依附可能性
越大，说明点ｉ越有可能归属于点ｊ所属的聚类；斥群值
δｉ越大，点ｉ距离点 ｊ越远，依附关系就越弱，点 ｉ越有
可能与点ｊ不属于同一个聚类，或者是离群点．当某个
点ｍ的密度值ρｍ是所有点中密度最大值，那么点ｍ的
斥群值δｍ则为

δｍ＝ｍａｘｊ（ｄｍｊ） （３）
根据密度值ρ和斥群值δ可绘制二维决策图，横轴

为密度值，纵轴为斥群值．如图１所示，图１（ｂ）为图１
（ａ）数据集的决策图．根据图中决策点的分布情况，可
以看出密度值ρ和斥群值 δ都非常大的点分布在决策
图中的右上角，将这些点圈出作为聚类中心点，然后根

据数据集中每个点的δ值的依附关系，反推出每个点所
属聚类．

１３７
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从ＤＰＣ算法的实现过程中可以看出，在计算每个
点的ρ和δ值时需要计算数据集中所有点对之间的距
离，复杂度为Ｏ（Ｎ２）．
２．２　ＭａｐＲｅｄｕｃｅ简介

ＭａｐＲｅｄｕｃｅ是当前流行的分布式编程模型，它提供
了两个接口函数ｍａｐ和ｒｅｄｕｃｅ．函数ｍａｐ功能由用户自
己定义，并且以〈ｋｅｙ，ｖａｌｕｅ〉对的形式输出：ｍａｐ（ｋ１，ｖ１）
→ｌｉｓｔ（ｋ２，ｖ２），然后系统将 ｍａｐ输出的具有相同 ｋｅｙ值
的ｖａｌｕｅ收集起来，以〈ｋｅｙ，ｌｉｓｔ（ｖａｌｕｅ）〉的形式把具有
相同ｋｅｙ值的键值对发送给同一个 ｒｅｄｕｃｅ函数进行处
理，该过程为数据 ｓｈｕｆｆｌｅ，最终 ｒｅｄｕｃｅ函数以〈ｋｅｙ，ｖａｌ
ｕｅ〉的形式输出：ｒｅｄｕｃｅ（ｋ２，ｌｉｓｔ（ｖ２））→ ｌｉｓｔ（ｋ３，ｖ３）．

本文将基于 ＭａｐＲｅｄｕｃｅ模型设计基于一种 ｚ值的
分布式密度峰值聚类算法，并在 ＭａｐＲｅｄｕｃｅ模型的开
源框架Ｈａｄｏｏｐ上实现了该算法．
２．３　分布式密度峰值聚类算法冗余计算问题分析

为了提高ＤＰＣ算法的执行效率，文献［５］提出一种
对基本ＤＰＣ算法的改进算法，ＥＤＤＰＣ．但是由于这种方
法在数据复制方面所存在的问题导致其大量的冗余复

制和计算开销．
ＥＤＤＰＣ首先用 Ｖｏｒｏｎｏｉ图分割技术将数据集分割

成互不相交的组，然后发送到不同的机器中执行．该分
组方法的不足之处在于种子对象随机性非常大，可能

会造成计算机集群中的负载不均衡．

其次，在计算每个点的密度值 ρ时，ＥＤＤＰＣ算法根
据如下公式对数据进行组间复制．

｜ｏ，ｐｉ｜
２－｜ｏ，ｐｊ｜

２

２×｜ｐｉ，ｐｊ｜
＜ｄｃ （４）

其中ｐｉ，ｐｊ是分组Ｐｉ，Ｐｊ的种子点，这样可以将相邻组
在分界线ｄｃ范围内的点相互复制，从而在组内计算时
能够得到正确密度值ρ．但是该复制方法可能会导致如
图２的问题，ｏ２所在区域为多余复制．因为冗余的复制，
导致计算点的密度值ρ时造成冗余计算开销．

在计算斥群值δ时，为了精确计算每个点的 δ值，
需要根据如下公式再次对数据进行复制

｜ｏ，ｐｉ｜≤Ｂ（Ｐｉ）＋ｓｍａｘδ（Ｐｉ），ρｏ＞ｍｉｎρ（Ｐｉ）（５）
　　｜ｏ，ｐｉ｜≤ｍｉｎ｛２｜ｍ，ｐｉ｜＋｜ｐｊ，ｕ｜＋｜ｐｉ，ｐｊ｜｝，

ρｏ＞ｍａｘρ（Ｐｉ） （６）

其中Ｂ（Ｐｉ）＝ｍａｘ｛｜ｏ，ｐｉ｜，ｏ∈Ｐｉ｝，ｓｍａｘδ（Ｐｉ）为组内次
大的δ′，ｍ为分组 Ｐｉ中密度最大的点，ｕ∈Ｐｊ．但是该分
组方法可能会出现如图３所示，阴影部分全部被复制到
Ｐｉ中（可能包括其他分组中的所有数据或者分组中的
大部分数据，实际上只需要虚线所绘制的圆内的数据

即可），因此存在大量的冗余复制．又因为在δ值求精的
过程中需要组内数据与复制数据计算距离，导致大量

不必要的计算开销．

３　基于ｚ值的分布式密度峰值聚类算 法
　　综上所述，目前密度峰值聚类及其改进算法中存
在大量的冗余复制和计算效率不高等问题．基于此，本
文根据空间ｚ填充曲线和高维数据点 ｚ值携带点位置
信息的特点提出一种基于 ｚ值的分布式密度峰值聚类
算法，并使用基于云计算开发框架 Ｈａｄｏｏｐ实现基于 ｚ
值的分布式密度峰值聚类算法．
３．１　空间ｚ填充曲线与高维点ｚ值

空间ｚ填充曲线是一种把 ｄ维空间映射成一维空
间的方法，每个点ｐ的编号对应一个 ｚ值 ｚｐ，如图４所
示为一条二维空间中的ｚ填充曲线贯穿一个３×３的二
维空间区域．

ｄ维坐标点Ｐ（ｍ１，ｍ２，ｍ３，…ｍｄ）的 ｚ值计算方法
如下：将十进制表示成二进制 Ｐ′（ｂ１，ｂ２，ｂ３，…ｂｄ），其
中ｂｉ是ｍｉ的二进制表示．将Ｐ′从最高有效位至最低有
效位，按维度从小到大的顺序交叉排列转化为一个新

的二进制数ｐ（２）．将此二进制数 ｐ（２）用十进制数表示为
ｐ（１０），ｐ（１０）即是点 Ｐ的 ｚ值．如图５所示，一个二维空间
中的一个点 Ｐ（２，６），表示成二进制数 ｐ（０１０，１１０），因
此点Ｐ的ｚ值ｚｐ＝（０１１１００）２＝（２８）１０．
３．２　基于ｚ值的分布式密度峰值聚类算法

密度峰值聚类算法的主要过程是计算数据集中每
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个点的两个属性值：密度值 ρ和斥群值 δ．而计算密度
值ρ时，每个点只需要与附近的点计算距离即可．同理，
计算斥群值δ时，每个点只需要与附近比它密度大的点
计算距离即可．恰好数据点的 ｚ值携带有位置信息，而
且通过该位置信息可以粗略估计其距离关系，为此本

节提出了基于 ｚ值的分布式密度峰值聚类算法：ＤＰｚ．
ＤＰｚ算法步骤如算法１：

算法１　基于ｚ值的分布式密度峰值聚类算法

１）对数据集Ｄ采样得到样本 ξ，计算样本中点的 ｚ值和点对间的距
离，并对距离值和ｚ值排序，估计ｄｃ值和分组分位点集 Ｎ＝｛ｎ１，ｎ２
…，ｎｎ－１｝．

２）根据分位点ｎｉ的ｚ值对数据分组，同时统计每个分组中所有点 ｄｃ
范围内ｚ值最小下限ｌｚｄｃ（Ｐｉ）和最大上限ｕｚ

ｄｃ（Ｐｉ）．

３）根据该ｌｚｄｃ（Ｐｉ）和 ｕｚ
ｄｃ（Ｐｉ）对数据进行分组间复制．根据式（１）和

（２）计算每组数据的密度值ρ和局部斥群值δ′．
４）寻找每组中除具有最大密度之外数据点的局部斥群值δ′范围内的
ｚ值最小下限ｌｓｚδ′（Ｐｉ）和最大上限ｕｓｚδ

′（Ｐｉ）．

５）根据该ｌｓｚδ′（Ｐｉ）和ｕｓｚδ
′（Ｐｉ）重新对数据进行组间复制，根据式（２）

计算组内每个数据点的斥群值δ．而将分组中具有最大密度值的点
发送到其他分组中，然后计算该点的斥群值δ．

根据算法１，首先寻找分布式密度峰值聚类算法计
算密度值时所需的 ｄｃ值和分组时所需的分位点 ｎｉ．由
于没有计算点集中所有点对之间的距离，故文献［４］所
提供的取所有点对距离从大到小排序后的１％ ～２％处
的值作为ｄｃ值的方法不可行．本文采用文献［５］基于对
数据采样的方法，近似估计合适的 ｄｃ值．同样，当数据
量非常大时，寻找精确的分位点也比较困难，本文同样

适用采样的方法对分组分位点进行估计，得到近似分

位点，然后对数据根据所得近似分位点分组．
ＭａｐＲｅｄｕｃｅ作为Ｈａｄｏｏｐ云计算平台的主要模块用

于执行大规模数据处理的分布式计算．在得到 ｄｃ值和
分位点后我们利用 ＭａｐＲｅｄｕｃｅ模型设计基于 ｚ值的分
布式密度峰值聚类算法．该算法总共包括一个 Ｍａｐ和
两个ＭａｐＲｅｄｕｃｅ．
３．２．１　第一个Ｍａｐ过程

该过程实现对数据集分组，同时统计每个分组中

ｌｚｄｃ（Ｐｉ）和ｕｚ
ｄｃ（Ｐｉ）值．其对应的Ｍａｐ过程如下所示：

（１）ｐ∈Ｄ，如果ｚｎｉ＜ｚｐ＜ｚｎｉ＋１，则将点 ｐ发送到分
组Ｐｉ＋１，即ｐ∈Ｐｉ＋１．

（２）在分组Ｐｉ＋１中，将点 ｐ每一维坐标都减（加）ｄｃ
并计算其ｚ值ｚｄｃ－ｐ （ｚ

ｄｃ＋
ｐ ），然后更新 ｌｚ

ｄｃ（Ｐｉ）和ｕｚ
ｄｃ（Ｐｉ），

ｌｚｄｃ（Ｐｉ）＝ｍｉｎ｛ｚ
ｄｃ
ｐ，ｌｚ

ｄｃ（Ｐｉ）｝，ｕｚ
ｄｃ（Ｐｉ）＝ｍａｘ｛ｚ

ｄｃ＋
ｐ ，

ｕｚｄｃ（Ｐｉ）｝．
３．２．２　第一个ＭａｐＲｅｄｕｃｅ过程

该过程实现对密度值 ρ的计算和局部斥群值 δ′的
计算，具体步骤如下所示：

（１）Ｍａｐ：ｑＰｉ，且ｌｚ
ｄｃ（Ｐｉ）＜ｚｑ＜ｕｚ

ｄｃ（Ｐｉ），则将ｑ
复制到分组Ｐｉ中．

（２）Ｒｅｄｕｃｅ：根据式（１）计算每组中数据点的密度
值ρ，然后根据式（２）计算每组数据点的斥群值δ′．

在分组内部计算每个点密度值 ρ时可能导致错误
的结果，如图６所示，点 ｐ∈Ｐｉ，而点 ｑＰｉ，且｜ｐ，ｑ｜＜
ｄｃ．那么计算出的点ｐ的密度值 ρｐ将是一个错误的值．
因此需要将其它组中类似于 ｑ的点复制到分组 Ｐｉ中．
为此本文提出了一种基于ｄｃ范围内ｚ值最小下限和最
大上限的复制策略．

根据式（１）可得，计算数据点 ｐ∈Ｐｉ的密度值 ρ就
是计算点ｐ周围 ｄｃ范围内的点．因此只要将其他组中
的点ｑＰｉ，且｜ｐ，ｑ｜＜ｄｃ的点复制到 Ｐｉ中，分组 Ｐｉ中
的点便可得到正确的密度值．为了寻找点 ｑ，首先给出
如下定理．

定理１　ｑＰｉ，ｐ∈Ｐｉ，且｜ｐ，ｑ｜＜ｄｃ时，那么ｚｑ一
定满足如下关系：

ｌｚ（Ｐｉ）＜ｚｑ＜ｕｚ（Ｐｉ） （７）
其中ｌｚ（Ｐｉ）＝ｍｉｎ｛ｚ

－
ｐ，ｐ∈ Ｐｉ｝，ｕｚ（Ｐｉ）＝ｍａｘ｛ｚ

＋
ｐ，ｐ

∈ Ｐｉ｝，ｚ
－
ｐ ＝ｍｉｎ｛ｚｑ，｜ｐ，ｑ｜＜ｄｃ｝和ｚ

＋
ｐ ＝ｍａｘ｛ｚｑ，｜ｐ，ｑ｜＜

ｄｃ｝．
证明　ｑＰｉ，ｐ∈Ｐｉ，且｜ｐ，ｑ｜＜ｄｃ时，根据ｌｚ（Ｐｉ）

和ｕｚ（Ｐｉ）的定义可得，ｌｚ（Ｐｉ）＜ｚ
－
ｐ，ｕｚ（Ｐｉ）＞ｚ

＋
ｐ，根据

ｚ－ｐ和 ｚ
＋
ｐ的定义可知 ｚ

－
ｐ ＜ｚｑ＜ｚ

＋
ｐ．因此 ｌｚ（Ｐｉ）＜ｚｑ＜

ｕｚ（Ｐｉ） 证毕

但是精确寻找ｚ－ｐ和 ｚ
＋
ｐ是一个非常困难的事情（列

举ｄｃ范围内所有点的坐标，并计算其 ｚ值），为此本文
使用了文献［６］所采用的方法．将每一维坐标都减ｄｃ并
计算其ｚ值ｚｄｃ－ｐ ，每一维坐标都加ｄｃ并计算其ｚ值ｚ

ｄｃ＋
ｐ ．

根据ｚ值的定义可知，ｚｄｃ－ｐ ＜ｚ
－
ｐ，ｚ

ｄｃ＋
ｐ ＞ｚ

＋
ｐ．由此得出如下

定理：

定理２　ｑＰｉ，ｐ∈ Ｐｉ，且｜ｐ，ｑ｜＜ｄｃ时，那么 ｚｑ
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一定满足如下关系：

ｌｚｄｃ（Ｐｉ）＜ｚｑ＜ｕｚ
ｄｃ（Ｐｉ） （８）

其中 ｌｚｄｃ（Ｐｉ）＝ｍｉｎ｛ｚ
ｄｃ－
ｐ ，ｐ∈ Ｐｉ｝，ｕｚ

ｄｃ（Ｐｉ）＝
ｍａｘ｛ｚｄｃ＋ｐ ，ｐ∈Ｐｉ｝．

证明　因为 ｚｄｃ－ｐ ＜ｚ－ｐ，ｚ
ｄｃ＋
ｐ ＞ｚ＋ｐ，所以 ｌｚ

ｄｃ（Ｐｉ） ＜
ｌｚ（Ｐｉ），ｕｚ

ｄｃ＞ｕｚ（Ｐｉ），又因为ｌｚ（Ｐｉ）＜ｚｑ＜ｕｚ（Ｐｉ），所以
ｌｚｄｃ（Ｐｉ）＜ｚｑ＜ｕｚ

ｄｃ（Ｐｉ）． 证毕

由定理２可得如下推论：
推论１　ｑＰｉ，且ｌｚ

ｄｃ（Ｐｉ）＜ｚｑ＜ｕｚ
ｄｃ（Ｐｉ）时，点 ｑ

因有可能成为分组 Ｐｉ中某个点的 ｄｃ范围内的点而被
复制到分组Ｐｉ中

根据推论１可以将其他分组中满足式（８）的点复
制到分组Ｐｉ中．然后，组中每个点与该组中其它点和复
制进来的点计算距离，得到每个点的正确密度值ρ．

由于在计算每个点的密度值 ρ时并没有计算所有
点对之间的距离，而是在每个分组内部和根据定理２和
推论１对从其他分组中复制进来的点之间进行了距离
计算．从而节省大量计算开销，提高算法执行效率．

计算出组中每个点的密度值 ρ之后根据式（２）可
以计算组内每个点的斥群值δ．由于不知道由其它组复
制进来的点的密度，因此只能组内点之间进行运算，所

以该斥群值只是一个局部斥群值δ′，该斥群值并不是原
始算法中全局范围内的值．如图７所示，点 ｐ的斥群值
依附点在分组Ｐｉ－１中．因此需将其他组中的带有密度值
ρ的数据点复制进来，计算全局斥群值δ．

３．２．３　第２个ＭａｐＲｅｄｕｃｅ过程
该过程实现对局部斥群值的进一步求精，得到全

局斥群值δ具体步骤如下所示：
（１）Ｍａｐ：ｑＰｉ，且ｌｓｚ

δ′（Ｐｉ）＜ｚｑ＜ｕｓｚ
δ′（Ｐｉ），ρｐ＞

ｍｉｎρ（Ｐｉ），则将ｑ复制到分组 Ｐｉ中．ｍ＝ａｒｇｍａｘ｛ρｍ，
ｍ∈Ｐｊ｝，将点ｍ每一维坐标都减（加）δ′ｍ并计算其 ｚ
值ｚδ′－ｐ （ｚ

δ′＋
ｐ ），当ｚ

δ′－
ｐ ＜ｍａｘ

ｚ（Ｐｊ），ｚ
δ′＋
ｐ ＞ｍｉｎ

ｚ（Ｐｊ），ρｍ＞
ｍａｘρ（Ｐｉ），则将ｍ复制到分组 Ｐｊ中，其中 ｍｉｎ

ｚ（Ｐｊ）＝
ｍａｘ｛ｚｐ，ｐ∈Ｐｊ｝．

（２）Ｒｅｄｕｃｅ：根据式（２）计算每组数据点斥群值δ．
计算δ值的复制方法不同于计算密度值 ρ的复制

方法，在计算密度值 ρ时，由于距离阈值 ｄｃ是已知条
件，因此可以找到每个点的 ｄｃ范围内所有点的 ｚ值上
下限．而在计算斥群值 δ时，在没有得到每个点正确的

斥群值δ之前，不能确定每个点的 δ范围内所有点的 ｚ
值上下限．为此本文提出了基于δ′范围内ｚ值最小下限
和最大上限的复制策略．

在分组内部计算出每个点的局部斥群值δ′，根据的
斥群值δ定义点可得点ｐ的δ′与δ满足如下关系：

δｐ≤ δ′ｐ （９）
因此δ′可以作为δ值的上限值．

由此可以得出如下定理．
定理３　ｑ∈Ｐｊ，δ′ｐ为点 ｐ在分组 Ｐｉ中计算出的

局部斥群值．如果 σｐ＝ｑ，那么点 ｑ的 ｚ值满足如下
关系：

ｌｓｚδ′（Ｐｉ）＜ｚｑ＜ｕｓｚ
δ′（Ｐｉ） （１０）

其中ｌｓｚδ′（Ｐｉ）＝ｍｉｎ｛ｚ
δ－
ｐ ，ｐ∈Ｐｉ，ｐ≠ｍ｝，ｕｓｚ

δ′（Ｐｉ）＝
ｍａｘ｛ｚδ＋ｐ ，ｐ∈Ｐｉ，ｐ≠ｍ｝，ｍ＝ａｒｇｍａｘ｛ρｍ，ｍ∈Ｐｊ｝．

证明　ｑＰｉ，ｐ∈Ｐｉ，且 σｐ＝ｑ，则｜ｐ，ｑ｜＝δｐ，又
因为δｐ≤δ

′
ｐ，所以｜ｐ，ｑ｜≤δ

′
ｐ．由定理２可得 ｚ

δ′－
ｐ ＜ｚｑ＜

ｚδ′＋ｐ ，根据ｌｓｚ
δ′（Ｐｉ）和 ｕｓｚ

δ′（Ｐｉ）的定义可知 ｌｓｚ
δ′（Ｐｉ）≤

ｚδ′－ｐ ，ｕｓｚ
δ′（Ｐｉ）≥ｚ

δ′＋
ｐ ，因此，ｌｓｚ

δ′（Ｐｉ）＜ｚｑ＜ｕｓｚ
δ′（Ｐｉ）证毕

由斥群值δ的定义可知，如果点σｐ＝ｑ，那么ｐ和ｑ
的密度值满足ρｑ＞ρｐ．根据定理４和斥群值δ的定义可
得如下推论：

推论２　ｑ∈Ｐｊ，将ｑ复制到分组Ｐｉ中的条件为：
ｌｓｚδ′（Ｐｉ）＜ｚｑ＜ｕｓｚ

δ′（Ｐｉ），ρｐ＞ｍｉｎρ（Ｐｉ），其中 ｍｉｎρ
（Ｐｉ）＝ｍｉｎ｛ρｐ，ｐ∈Ｐｉ｝．

根据推论 ２可以将其他组中的点复制到分组 Ｐｉ
中，然后Ｐｉ分组中的点与复制进来的点进行距离计算，
从而得到每个点的最终正确斥群值δ．

基于δ′值范围内 ｚ值最小下限和最大上限的复制
策略只能将组内不具有最大密度值的点的依附点复制

到本组中．由于组内具有最大ρ值点的δ′值无法根据式
（２）得到（组内没有比该点密度大的点），又因为该点未
必是整个数据集中所有点的密度值最大点，因此也不

能根据式（３）求出．为此本文提出了基于各组最大密度
值点的δ″范围内的ｚ值下限和上限分发策略．

数据的分组数为 ｎ，数据集中点的个数为 Ｎ，则 ｎ
＜＜Ｎ．因此，把所有分组中具有最大密度值 ρ的点收集
到起来，然后在这些点之间根据式（２）计算出每个点的
一个斥群值近似值δ″值，根据斥群值的定义，分组Ｐｉ中
具有最大密度值的点ｍ的δ″ｍ值和 δｍ值一定满足 δｍ≤
δ″ｍ．而在所有的这些点中除具有最大全局最大密度的点
之外都有一个δ″，最简单的方法是根据定理１将其他分
组中满足如下关系的点复制到Ｐｉ中

ｚδ
″－
ｐ ＜ｚｑ＜ｚ

δ″＋
ｐ （１１）

但是这样会造成大量的冗余复制，首先δ″值由不同
组之间的点计算得到，因此该值一般会比较大，其次只
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是计算分组中这一个点的斥群值δ却复制大量的数据．
另一种方法是将该点复制到其他分组中，但是如果将

这些组内最大密度值点复制到所有的组中计算距离，

也会带来非常大的计算开销，因此只需要将这些组内

密度最大值点发送到其他那些可能存在这些点的 δ值
依附点的分组中即可，为此本文提出如下定理：

定理４　ｍ＝ａｒｇｍａｘ｛ρｍ，ｍ∈Ｐｉ｝，σｍ∈Ｐｊ，那么
一定满足如下关系

ｚδ
″－
ｐ ＜ｍａｘ

ｚ（Ｐｊ）且ｚ
δ″＋
ｐ ＞ｍｉｎ

ｚ（Ｐｊ） （１２）
其中ｍａｘｚ（Ｐｊ）＝ｍａｘ｛ｚｐ，ｐ∈Ｐｊ｝，ｍｉｎ

ｚ（Ｐｊ）＝ｍｉｎ｛ｚｐ，ｐ
∈Ｐｊ｝．

证明：ｍ＝ａｒｇｍａｘ｛ρｍ，ｍ∈Ｐｊ｝，且ｑ＝σｍ∈Ｐｊ，则
ｚδ

″－
ｐ ＜ｚｑ＜ｚ

δ″＋
ｐ ，根据 ｍａｘ

ｚ（Ｐｊ）和 ｍｉｎ
ｚ（Ｐｊ）的定义可得

ｍｉｎｚ（Ｐｊ）＜ｚｑ＜ｍａｘ
ｚ（Ｐｊ），因此 ｚ

δ″－
ｐ ＜ｍａｘ

ｚ（Ｐｊ），ｚ
δ″＋
ｐ ＞

ｍｉｎｚ（Ｐｊ）． 证毕

由此可得如下推论：

推论３　ｍ＝ａｒｇｍａｘ｛ρｍ，ｍ∈Ｐｉ｝，则为计算 ｍ的
斥群值δ而将ｍ复制到分组Ｐｊ中的条件为：
ｚδ

″－
ｐ ＜ｍａｘ

ｚ（Ｐｊ），ｚ
δ″＋
ｐ ＞ｍｉｎ

ｚ（Ｐｊ），ρｍ＞ｍａｘρ（Ｐｉ）
（１３）

根据推论３可以将每组中具有最大密度值 ρ的点
复制到其他分组中，并计算出其全局斥群值 δ．由于组
内密度最大值点 ｍ可能被复制到多个分组中，得到多
个δ值，因此最后需要一个合并的过程，比较所有 δ值，
选出最小值为最终值．而全局密度最大值点无需计算
其斥群值，可将该点直接视为某个聚类中心点．

在计算每个点的斥群值 δ时，根据定理３和定理４
在数据分组复制和分发过程中采用了数据过滤方案，

因此减少了不必要的数据传输开销和距离计算开销，

提高了算法执行效率，增强算法的实用性．
３．３　算法分析

计算密度值ρ的第１个ＭａｐＲｅｄｕｃｅ过程中，假设每
个点的平均副本个数为ａ，则计算密度值ρ的 ｓｈｕｆｆｌｅ开
销为Ｏ（ａ·Ｎ），其中Ｎ为数据集点的个数；距离计算开
销为Ｏ（（ａ＋１）·（Ｎ／ｎ）２），其中ｎ为数据分组个数．

在计算斥群值δ的第２个ＭａｐＲｅｄｕｃｅ过程中，假设
每个点的平均副本个数是ｂ，则计算 δ时的 ｓｈｕｆｆｌｅ开销
为Ｏ（ｂ·Ｎ），其中Ｎ为数据集点的个数；距离计算开销
为Ｏ（（ｂ＋１）·（Ｎ／ｎ）２），其中ｎ为数据分组个数．

４　实验结果及分析
　　为了验证本文提出方法的有效性，本文分别在低
维数据集和真实大规模高维度数据集上对ＤＰｚ算法进
行了聚类精度和执行效率上的测试．实验在基于云计
算开发环境的开源分布式框架 Ｈａｄｏｏｐ实现，并通过３

个真实数据集在本地集群上对 ＤＰｚ算法和 ＤＰＣ算法
以及ＥＤＤＰＣ算法进行了实验对比和性能分析．
４．１　实验数据集

本文的实验数据集使用 ＫＤＤ’９９－１０％
［７］，ＦＣｏｖｅｒ

Ｔｙｐｅ［７］和ｆａｃｉａｌ［８］真实数据集．ＫＤＤ’９９－１０％是１９９８年
ＤＡＲＰＡ在ＭＩＴ林肯实验室进行的一项入侵检测评估项
目中统计到的网络入侵记录．数据集由４９４０２１个拥有
连接时间、传输数据量等４２个属性的数据点组成的数
据集，本文只截取其中３４个实值属性．ＦＣｏｖｅｒＴｙｐｅ是美
国某一区域的森林覆盖类型的记录数据，由５８１０１２个
包括经纬度在内的５４个属性数据点组成的数据集．Ｆａ
ｃｉａｌ数据集是２７９３６张人脸图组成的数据集，每个人脸
图包括３００个像素点．此外，为了便于可视化显示实验
结果和验证算法效果，本文实验也使用了低维数据集

Ｓ１［９］和数据集Ｓｐｉｒａｌ［１０］．
４．２　算法性能分析

本文首先通过实验验证本文算法的聚类效果，然

后重点进行算法执行效率实验，并进行对比分析．
４．２．１　聚类效果对比

实验首先对本文研究的ＤＰｚ算法和使用最广泛的
Ｋｍｅａｎｓ聚类算法进行了实验对比和分析．本实验使用
二维数据集 Ｓｐｉｒａｌ，包含３１２个数据点，聚类簇为３个．
实验结果发现，Ｋｍｅａｎｓ算法没有实现正确聚类，聚类
的正确率为３７．８２％．这是因为 Ｋｍｅａｎｓ算法在执行聚
类过程时只考虑数据距离邻近特性，而没有考虑数据

的密度分布特征．而本文研究的 ＤＰｚ算法实现了对
３１２个数据点的正确分类，表明算法对非线性分割的数
据集取得了较好的聚类效果，算法的执行兼顾了数据

的相似性和分布特征．同时本文算法 ＤＰｚ也不需要事
先指定聚类簇个数，而是能够根据数据集的分布自适

应的产生聚类簇数目．
本文同时对ＤＰｚ算法，ＥＤＤＰＣ算法和ＤＰＣ算法的

聚类效果进行了实验对比．本实验使用二维数据集 Ｓ１
和高维数据集 ＦＣｏｖｅｒＴｙｐｅ两个真实数据集．其中数据
集Ｓ１具有１５个类簇，５０００个点．ＦＣｏｖｅｒＴｙｐｅ具有５４个
类簇，５８１０１２个点．

本实验对ＤＰｚ算法，ＥＤＤＰＣ算法和ＤＰＣ算法在数
据集Ｓ１进行聚类实验，三种算法均得到 １５个聚类中
心，并且对于每一个数据点得到了一致的正确聚类结

果．本文统计了在高维数据集 ＦＣｏｖｅｒＴｙｐｅ上三种算法
所得到的密度值 ρ和斥群值 δ，统计结果显示，每个点
由三种算法计算所得到的密度值ρ和斥群值δ均相等．
实验结果证明本文研究的 ＤＰｚ算法和 ＥＤＤＰＣ算法及
ＤＰＣ算法在聚类效果上取得了相同的结果，验证了本
文研究算法的正确性和有效性．

本文算法的重点在于对高维大数据处理时，如何
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提高聚类效率．因此下面将详细讨论和验证在不同数
据集上对本文的ＤＰｚ、ＥＤＤＰＣ和ＤＰＣ三个算法的运行
效率进行比较．

本文用同一数据集分别截取不同数量的点和不同

维度对ＤＰｚ和ＥＤＤＰＣ进行了实验对比与分析．最后针
对不同规模的数据集测试了 ＤＰｚ算法和 ＥＤＤＰＣ算法
的速率差．以上算法均使用相同硬件环境和 Ｍａｐｒｅｄｕｃｅ
分布式计算模型实现．
４．２．２　不同数据集算法执行效率对比

图８为 ＫＤＤ’９９－１０％和 ＦＣｏｖｅｒＴｙｐｅ数据集的前
１００ｋ条数据上本文算法ＤＰｚ、ＥＤＤＰＣ和ＤＰＣ算法运行
时间的比较．结果显示ＤＰｚ和ＥＤＤＰＣ算法效率明显高
于原始的ＤＰＣ算法．

ＤＰｚ和 ＥＤＤＰＣ这两种算法在执行过程中都采用
了过滤的措施，减少了大量的冗余计算．而对 ＤＰｚ和
ＥＤＤＰＣ两种算法进行比较可以看出在 ＫＤＤ’９９－１０％
和ＦＣｏｖｅｒＴｙｐｅ两个数据集上 ＤＰｚ要比 ＥＤＤＰＣ算法执
行时间短，而在 ｆａｃｉａｌ数据集上 ＥＤＤＰＣ算法的执行时
间要少于ＤＰｚ，经分析发现，ｆａｃｉａｌ数据集中包含的数据
量较小，在进行距离计算时ＤＰｚ与ＥＤＤＰＣ所用时间基
本相同，而由于ＤＰｚ算法需计算数据点的ｚ值，因此产
生额外开销．数据量非常大的 ＫＤＤ’９９－１０％和 ＦＣｏｖｅｒ
Ｔｙｐｅ两个数据集中，虽然有数据点 ｚ值计算的开销，但
是由于ＥＤＤＰＣ算法中包含大量的冗余距离计算，因此
总体运行时间比 ＤＰｚ长．这说明在数据量越大的情况
下，本文所提出的ＤＰｚ算法相比于ＥＤＤＰＣ算法优势越
明显．

４．２．３　不同数据量算法执行效率对比
如图９显示了ＫＤＤ’９９－１０％和ＦＣｏｖｅｒＴｙｐｅ分别截

取５×１０４，１×１０５，１．５×１０５，２×１０５和２．５×１０５个数
据点构成的５个大小不同的数据集的运行时间情况．从
图９（ａ）和９（ｃ）中可以看出 ＤＰｚ算法所需运行时间比
ＥＤＤＰＣ算法少，随着数据集的增长运行时间差距越来
越大．说明数据量越大，本文的 ＤＰｚ算法处理效率越
高．为分析其造成该差距的原因，本文统计了算法执行
过程中每个点因分组间的复制而产生的副本数量（图９
（ｂ）和９（ｄ）），图中可以看出随着数据集中点的个数增

加，ＤＰｚ算法中的数据复制方法与 ＥＤＤＰＣ算法中数据
复制方法相比，ＤＰｚ算法中产生的数据点副本个数增
长缓慢，副本数量变少，从而使数据点之间距离计算次

数减少，缩短了程序执行时间．

４．２．４　不同数据维度算法执行效率对比
图１０显示 ＤＰｚ和 ＥＤＤＰＣ在 ＫＤＤ’９９－１０％和

ＦＣｏｖｅｒＴｙｐｅ数据集中前１５０ｋ条记录中不同维度的运行
时间对比．实验结果显示，ＫＤＤ’９９－１０％数据集中在前
１５个属性中随着属性个数的增多，运行时间逐渐变长；
１５～２０个属性时，随着属性个数的增加，运行时间反而
下降．

在ＦＣｏｖｅｒＴｙｐｅ数据集中，在前５～１０个属性中随着
属性个数的增多，运行时间下降，但从第 １０个属性往
后，随属性的增多运行时间逐渐增大．为分析其原因，我
们对算法过程中副本的个数进行了统计，图１０（ｂ）展示
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了ＫＤＤ’９９－１０％数据集在算法过程中产生的副本数量
的变化，从图中可以发现数据集在有１５个属性时副本
个数基本维持稳定，由于维度的增加，导致其运行速度

变慢，而在有１５～２５个属性时，副本个数急剧减少，虽
然维度仍然增大，但是由于副本数量大量减少，因此运

行速度加快．观察发现原因是前１５个属性中大部分的
属性值为０．导致数据比较集中，因此数据副本个数非
常大，而在１５～２５个属性中不为０的属性增多，数据分
布开始稀疏，因此副本个数减少，运行时间反而加快．图
１０（ｄ）展示了 ＦＣｏｖｅｒＴｙｐｅ数据集在算法过程中产生的
副本数量，在数据集只有５个属性时数据产生的副本数
量异常大，导致其运行时间长，而在大于１０个属性时副
本数量基本保持不变，而随着维度的增大距离计算开

销变大因此运行时间变慢．经观察发现，数据集只有５
个属性时，数据比较密集，导致分组之间数据交互多，因

此副本数量非常大．
４．２．５　不同分组数算法执行效率对比

图１１为ＤＰｚ在ＫＤＤ’９９－１０％和ＦＣｏｖｅｒＴｙｐｅ的前
１００ｋ数据集上分组数量不同时算法执行时间．结果显
示，随着分组数量的增加，算法执行时间先变小然后增

大，这是因为随着分组数量的增加，组内元素变少，加快

程序运行时间．而随着分组数量的不断增加，导致 Ｈａ
ｄｏｏｐ的Ｍａｐ和Ｒｅｄｕｃｅ线程数也不断增加，增加了系统
开销，导致程序运行时间变慢．
４．２．６　速率差和数据量的关系

图１２为ＤＰｚ和ＥＤＤＰＣ在ＫＤＤ’９９－１０％和ＦＣｏｖｅｒ
Ｔｙｐｅ数据集上的运行速率差随数据集大小变化而变化的
情况．定义ＤＰｚ对ＥＤＤＰＣ的速率差为（ｔＥＤＤＰＣ－ｔＤＰｚ）／｜Ｄ
｜，其中｜Ｄ｜为数据集大小．速率差表示计算平均每１ｋ个
数据点两个算法的运行效率差．从图１２中可以看出随着
数量增大，ＫＤＤ’９９－１０％数据集上两个算法的运行速率
差越来越大，说明ＤＰｚ处理数据量越大效率越高．而在
ＦＣｏｖｅｒＴｙｐｅ数据集上，两个算法执行效率在数据集为
２００ｋ时，ＤＰｚ比 ＥＤＤＰＣ效率高，其他情况下基本相同．
这是因为ＦＣｏｖｅｒＴｙｐｅ数据在２００ｋ时出现了数据倾斜，分
布不均匀，导致ＥＤＤＰＣ算法在执行时出现短板效应．而
ＤＰｚ由于机器之间运行时间比较均衡，因此避免了该现
象，因此在ＥＤＤＰＣ在２００ｋ时执行效率变慢．

５　结论
　　本文深入探究密度峰值聚类算法在执行过程中因
大量距离计算而导致的效率问题，并且分析现有分布

式密度峰值聚类算法所存在的弊端．为了能够更好的
发挥密度峰值聚类算法在聚类效果上的优势，增强其

实用性，本文结合数据点的ｚ值特性和云计算框架 Ｍａ
ｐＲｅｄｕｃｅ提出基于 ｚ值的分布式密度峰值聚类算法：
ＤＰｚ．该算法使用基于 ｚ值分布情况的分组方法，缓解
了Ｖｏｒｏｎｏｉ图分组方法中因随机性带来的负载不均衡问
题．同时为能够正确计算每个点的 ρ值和 δ值，提出了
两种高效的组间数据复制策略，从而大大减少了数据

副本数量，节省了程序运行过程中的时间和空间开销．
使密度峰值聚类算法的执行效率大大提升，增强了该

算法的实用性和可行性．
虽然本文在算法执行效率上得到了大幅度提升，

但是并没有对聚类质量提升的提升进一步研究，这将

是下一步进行深入研究的问题．
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