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　　摘　要：　随着大数据时代的到来，大量的ＲＤＦ数据充斥着整个数据网络．ＲＤＦ（ＲｅｓｏｕｒｃｅＤｅｓｃｒｉｐｔｉｏｎＦｒａｍｅｗｏｒｋ）
后台引擎管理巨大的数据集时，数据集索引不能全部加载到内存中，导致系统需要执行缓慢的磁盘访问来解决ＳＰＡＲ
ＱＬ查询．本文提出了一种ＨＤＶＭ（ＨｅａｄｅｒＤｉｃｔｉｏｎａｒｙＶｅｃｔｏｒＭａｔｒｉｘ）压缩查询模型，通过在关联数据集中提取潜在的三
元组关系矩阵，以主语向量、谓语向量和宾语矩阵的模型序列化存储来减少关联数据重复出现的次数，允许 ＳＰＡＲＱＬ
查询在压缩状态下全内存执行．实验结果表明，本文提出的模型比常用的ＨＤＴ（ＨｅａｄｅｒＤｉｃｔｉｏｎａｒｙＴｒｉｐｌｅｓ）压缩方式提
高了３％～２０％的压缩率，同时在三元组个数达到十亿级别的数据集上平均查询时间在４００ｍｓ左右．
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１　引言
　　Ｗ３Ｃ最先提出将ＲＤＦ（ＲｅｓｏｕｒｃｅＤｅｓｃｒｉｐｔｉｏｎＦｒａｍｅ
ｗｏｒｋ）［１］作为处理元数据的基础，其目的在于定义一种
广泛认可的资源描述机制．ＲＤＦ的提出很显然是受到
Ｗｅｂ信息交换过程中以文档数据为中心观点的影响．
随着ＲＤＦ不断演变和进化，人们致力使 ＲＤＦ实现信息
处理自动化，就像万维网的超链接允许数据能在自身

被创建的环境外被访问和处理一样．因此，ＲＤＦ成为信
息自动化处理以及关联数据研究重点．

关联数据采用ＲＤＦ和 ＨＴＴＰ两种方式发布结构化
数据，并将它们从不同的数据源中关联起来，这让网络

从最初以文档为中心逐渐向以数据为中心转变．ＲＤＦ
提供了一种基于图形的数据模型来描述真实世界的结

构化关联数据，为Ｗｅｂ数据研究奠定了基础［２］．ＲＤＦ基
于主谓宾原子三元组（Ｓ，Ｐ，Ｏ）进行建模，其中主语“Ｓ”
是被描述的资源，谓语“Ｐ”是资源属性，宾语“Ｏ”是资
源属性值．

网络数据包含不同领域的、海量的 ＲＤＦ数据，当需
要管理和查询这些数据时，查询性能和数据可扩展性

便成了焦点．越来越庞大的 ＲＤＦ数据可以使用足够多
的存储介质来存储，但是庞大的数据集不仅会导致查

询效率降低，还会加剧其它常见过程的性能问题，如

ＲＤＦ发布和交换．随着远程执行 ＳＰＡＲＱＬ方式越来越
受欢迎，ＲＤＦ的发布和交换在关联数据的查询中越来
越频繁．因此减小关联数据集体积的同时提高查询效
率具有重大意义，而如何构建一个合适的关联数据压

缩查询模型成了关键性问题．本文提出一种内存压缩
查询模型，在关联数据的压缩和查询中找到一个平

衡点．

２　关联数据压缩研究现状

　　Ｗｕ等人［３］根据对关联数据冗余类型的分析和对

现有压缩方案的总结，将现有的压缩技术分成语法压

缩和语义压缩两类．语义压缩指利用规则推理减少关
联数据中三元组的数量以达到压缩的目的．但在数据
压缩过程中，语义压缩的效果并没有语法压缩好．

语法压缩指通过改变关联数据的文件结构并对数

据集进行序列化，用更简洁的数据结构［４］表示关联数

据中的信息，从而达到压缩的目的．Ｆｅｒｎáｎｄｅｚ等人［５］提

出了压缩关联数据的基础方案，利用一般的文件压缩

技术（如ＬＺＭＡ［６］和ｂｉｚｐ２［７］）对关联数据的文件结构进
行了修改，能够明显减小文件体积．Ａｔｒｅ等人［８］提出了

ＢｉｔＭａｔ方案，ＢｉｔＭａｔ用一种紧凑的比特矩阵结构来存储
关联数据集，并且支持在压缩数据集上直接进行查询

操作，但是这种方案的扩展性不高．与 ＢｉｔＭａｔ方法不

同，Ｋ２ｔｒｉｐｌｅ［９，１０］采用了基于谓词的方法将数据集中的
三元组分为了不相交的子集对〈主语，宾语〉，并对这些

子集对进行了高度压缩．实验结果表明Ｋ２ｔｒｉｐｌｅ方案具
有较好的压缩效果，但Ｋ２ｔｒｉｐｌｅ并没有提出一种序列化
模型．

文献［１１，１２］介绍了一种新的关联数据压缩方案
ＨＤＴ，将关联数据中的信息分解成三个部分：头部
（Ｈｅａｄｅｒ）、字典（Ｄｉｃｔｉｏｎａｒｙ）、三元组（Ｔｒｉｐｌｅｓ）．头部保
存了描述整个数据集的逻辑和物理元数据，例如数据

集的来源、编辑信息以及数据集的一些统计信息等；字

典部分主要将数据集中的资源映射为唯一标识；三元

组部分将数据集中的三元组字典化后，再根据三元组

的主语信息将三元组分组，最后对这些三元组进行压

缩．ＨＤＴ保存了数据集的底层结构，同时避免了数据集
中较长及重复的资源描述．它是一种比较有效的压缩
方案，经过ＨＤＴ压缩的文件还可通过ｂｚｉｐ２等文件压缩
技术进行二次压缩．受ＨＤＴ方案的启发，一些基于ＨＤＴ
方案的压缩技术相继被提出，如 ＨＤＴＦｏＱ［１３］、Ｗａｔｅｒ
Ｆｏｗｌ［１４］、ＨＤＴ＋＋［１５］．

大型关联数据的压缩一般比较耗时，于是 Ｕｒｂａｎｉ
等人［１６］将字典编码技术与 ＭａｐＲｅｄｕｃｅ［１７］相结合，采用
分布式方案快速的压缩大型数据集．文献［１８］也同样
将ＨＤＴ与ＭａｐＲｅｄｕｃｅ结合在一起，加快了 ＨＤＴ的压缩
速度．

上述的压缩方法，在不同的适用场景下都具有良

好的压缩率．但是除Ｋ２ｔｒｉｐｌｅ、ＢｉｔＭａｔ外的压缩方法并不
支持在压缩状态下进行查询［１９］．本文提出的基于分块
向量矩阵的关联数据压缩查询模型不仅具有良好的压

缩率，还可在压缩状态下直接进行查询操作．

３　构建压缩查询模型

３１　关联数据冗余分析
目前关联数据语法压缩从原理上可以分为以下

两类：

（１）基于关系三维矩阵的压缩方法．这种压缩方案在
结构上形象呈现了主语、谓语和宾语存在的关联关系．但
为了维护矩阵的结构，该类方法存储了部分不存在的关

联关系，特别是当关联数据集大到一定规模的时候，关联

数据的三维矩阵就是一个超级稀疏矩阵（如图１所示，本
文４１节实验数据集中ＤＢＬＰ的三维空间矩阵），直接存
储三维矩阵将会产生很多冗余信息．虽然这种存储结构
对查询操作很友好，但在压缩率不够显著．

（２）通过提取关联数据潜在的三元组关联规则，建
立线性序列化和线性比特预测位作为存储结构．该类
方法去掉了很多重复的数据项，因此压缩率比较高．这
类方法虽然在语法结构上达到了压缩的极致，但是在

２２７
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压缩状态下，主语、谓语和宾语的关联关系并不明显，因

此对查询操作的支持并不友好．

基于关系三维矩阵的压缩方法的冗余信息主要来

自于三维空间矩阵中不存在的关联关系．如图１所示，
三维坐标轴分别表示数据集的主语、谓语和宾语．在三

维坐标系中，离散点表示存在关联关系的数据，其它的

空白空间是冗余信息．只要将不存在的关联关系从矩
阵中移除，那么压缩率也就随之提高．

基于上文描述的两类压缩方法，本文提出了一种

基于主语向量、谓语向量和宾语矩阵的压缩查询模型，

简称ＨＤＶＭ（ＨｅａｄｅｒＤｉｃｔｉｏｎａｒｙＶｅｃｔｏｒＭａｔｒｉｘ）．该方法通
过挖掘关联数据潜在的三元组关系，减少重复存储的

数据项，重新构建了三维矩阵的模型，减小了存储占用

空间，允许查询在未解压缩状态下全内存执行．这种压
缩查询模型综合了第一种压缩方法对查询的良好支持

和第二种方法的高压缩率特性．
３２　ＨＤＶＭ关系矩阵推导

ＨＤＶＭ模型的核心思想是基于主语和谓语建立两
层索引，从三维矩阵空间中去除零块，只记录非零块．建
立索引需要挖掘数据集中潜在的笛卡尔积关系矩阵，

本文通过主语向量、谓语向量和宾语矩阵描述笛卡尔

积关系．图２介绍了如何按照推导规则挖掘数据集中潜
在的关系矩阵．

　　定义　（ｓ？，ｐ？，ｏ？）为任意三元组．对任意的三元组
（ｓ？，ｐ？，ｏ？）有如下推导规则．

推导规则１　对同主语、谓语的三元组合并宾语：
　　　　　（ｓ１，ｐ１，ｏ１）＋（ｓ１，ｐ１，ｏ２）

→（ｓ１，ｐ１，ｏ１｜ｏ２） （１）

对应图２中Ｓｔｅｐ１，
（３，３，１）＋（３，３，３）→ （３，３，１｜３）

推导规则２　对每个主语分类，提取谓语簇（将每
个主语所有谓语构成的集合称为一个谓语簇）并按谓

语簇排序：

３２７
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（ｓ１，ｐ１，ｏ１）＋（ｓ１，ｐ２，ｏ２）
→（ｓ１，ｐ１＃ｐ２，ｏ１＃ｏ２） （２）

对应图２中Ｓｔｅｐ２，
（１，１，２）＋（１，２，５）→ （１，１＃２，２＃５）
（２，１，２）＋（２，２，５）→ （２，１＃２，２＃５）
（３，１，１）＋（３，２，４）＋（３，３，１｜３）→

（３，１＃２＃３，１＃４＃１｜３）
（４，１，３）＋（４，２，５）→ （４，１＃２，３＃５）

推导规则３对相同谓语（谓语簇）、宾语（宾语向
量）的三元组合并主语：

（ｓ１，ｐ１，ｏ１）＋（ｓ２，ｐ１，ｏ１）
→（ｓ１｜ｓ２，ｐ１，ｏ１） （３）

对应图２中Ｓｔｅｐ３，
（１，１＃２，２＃５）＋（２，１＃２，２＃５）→ （１｜２，１＃２，２＃５）
推导规则４　对每个谓语簇分类，合并主语和宾语

向量：

（ｓ１，ｐ１＃ｐ２，ｏ１＃ｏ２）＋（ｓ２，ｐ１＃ｐ２，ｏ３＃ｏ４）
→（ｓ１｜ｓ２，ｐ１＃ｐ２，ｏ１＃ｏ２／ｏ３＃ｏ４） （４）

对应图２中Ｓｔｅｐ４，
（１｜２，１＃２，２＃５）＋（４，１＃２，３＃５）→

（１｜２＃４，１＃２，２＃５／３＃５）
经过上述的推导规则可以得到初步的关联矩阵信

息，接着从得到的矩阵关系中提取主语向量、谓语向量

和宾语矩阵．对矩阵关系（ｓ１｜ｓ２，ｐ１＃ｐ２，ｏ１＃ｏ２／ｏ３＃ｏ４）的
提取结果如下，主语向量〈ｓ１，ｓ２〉

Ｔ，谓语向量〈ｐ１，ｐ２〉，

宾语矩阵
ｏ１ ｏ２
ｏ３ ｏ( )

４

，其中主语向量和谓语向量不会存在

重复元素．
定义　×为向量的笛卡尔积乘法运算符，其运算

规则如下：

〈ｓ１，ｓ２〉
Ｔ×〈ｐ１，ｐ２〉＝

ｓ１ｐ１ ｓ１ｐ２
ｓ２ｐ１ ｓ２ｐ( )

２

定义　∪为矩阵的一种加法运算符，其运算规则
如下：

ｘ１１ ｘ１２
ｘ２１ ｘ( )

２２

∪
ｏ１１ ｏ１２
ｏ２１ ｏ( )

２２

＝
ｘ１１ｏ１１ ｘ１２ｏ１２
ｘ２１ｏ２１ ｘ２２ｏ( )

２２

那么有

〈ｓ１，ｓ２〉
Ｔ×〈ｐ１，ｐ２〉∪

ｏ１ ｏ２
ｏ３ ｏ( )

４

　　＝
ｓ１ｐ１ｏ１ ｓ１ｐ２ｏ２
ｓ２ｐ１ｏ３ ｓ２ｐ２ｏ( )

４

根据上述运算法则，可以使用主语向量〈ｓ１，ｓ２〉
Ｔ、

谓语向量〈ｐ１，ｐ２〉和宾语矩阵
ｏ１ ｏ２
ｏ３ ｏ( )

４

来表示四个三元

组（ｓ１，ｐ１，ｏ１）、（ｓ１，ｐ２，ｏ２）、（ｓ２，ｐ１，ｏ３）、（ｓ２，ｐ２，ｏ４）．
如图２中Ｓｔｅｐ５：
（１｜２＃４，１＃２，２＃５／３＃５）

〈１｜２，４〉Ｔ×〈１，２〉∪
２ ０( )３ １

（３，１＃２＃３，１＃４＃１｜３）

〈３〉Ｔ×〈１，２，３〉∪
２ ０( )３ １

将这样的一个主语向量、一个谓语向量和一个宾

语矩阵组成的结构称为一个数据块，一个数据集可以

由多个数据块组成．
３３　ＨＤＶＭ模型

经过上述推导规则，可以构建出 ＨＤＶＭ的内存和
序列化模型，如图３所示，其中每一行的主语向量、谓
语向量和宾语矩阵构成一个数据块．

ＨＤＶＭ模型序列化写入文件需要三个特殊字符来
标识具有特殊意义的符号，或标识符“｜”，主语向量、谓
语向量和宾语矩阵分隔符“，”和数据块分隔符，如图２
中Ｓｔｅｐ６所示．

本文为这三个特殊符号建立了字典映射并为其分

配ＩＤ，在写入文件时设定每个 ＩＤ占用的比特长度相
同．以二进制格式的形式将ＨＤＶＭ模型序列化到文件，
可以形成一个紧凑的文件结构，减少了 ＨＤＶＭ存储占
用的磁盘空间．
３４　ＨＤＶＭ并发查询方案

经过ＨＤＶＭ方法压缩的数据保存着数据间直观的
关联关系．ＨＤＶＭ将数据存储成向量和矩阵形式，主语
向量和谓语向量内部均已排序，因此在做主谓语查询

时可以使用折半查找方式．同时由于数据集被拆分为
多个数据块，数据块之间没有重复数据项，因此在数据

集上做查询时，可以为每个数据块开启一个线程进行

查询操作，最后将查询结果进行聚合操作，这样的方法

极大地提高了查询效率，如图４所示．
定义　（Ｓ，Ｐ，Ｏ）为三元组查询模式，使用“？”标识

不确定的元素．ＨＤＶＭ压缩查询模型能实现七种基本
的查询模式．

①　基本匹配模式（Ｓ，Ｐ，Ｏ）用于查询给出的三元
组信息是否存在．并发遍历数据集中的数据块，如果在
某个数据块中，主语向量中存在 Ｓ，谓语向量中存在 Ｐ，
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且宾语矩阵中对应的宾语是Ｏ，则查询的三元组存在．
②　匹配模式（Ｓ，？Ｐ，Ｏ）用于查询符合指定主语

和宾语的三元组．并发遍历数据集中的数据块，如果在
每个数据块中，主语向量中存在 Ｓ且宾语矩阵中存在
Ｏ，取出所有对应的三元组即为匹配结果．

③　匹配模式（Ｓ，Ｐ，？Ｏ）用于查询符合指定主语
和谓语的三元组．并发遍历数据集中的数据块，如果在
每个数据块中，主语向量中存在 Ｓ且谓语向量中存在
Ｐ，取出所有数据块中符合条件的三元组即为匹配
结果．

④　匹配模式（？Ｓ，Ｐ，Ｏ）用于查询符合指定谓语
和宾语的三元组．并发遍历数据集中的数据块，如果每
个数据块中，谓语向量中存在 Ｐ且宾语矩阵中存在 Ｏ，
取出所有数据块中符合条件的三元组即为匹配结果．

⑤　匹配模式（？Ｓ，Ｐ，？Ｏ）用于查询指定谓语的
三元组．并发遍历数据集中的数据块，如果数据块谓语
向量存在 Ｐ，取出所有谓语为 Ｐ的三元组即为匹配
结果．

⑥　匹配模式（Ｓ，？Ｐ，？Ｏ）用于查询指定主语的
三元组．并发遍历数据集中的数据块，如果数据块主语
向量存在 Ｓ，取出所有主语为 Ｓ的三元组即为匹配
结果．

⑦　匹配模式（？Ｓ，？Ｐ，Ｏ）用于查询指定宾语的
三元组．并发遍历数据集中的数据块，如果数据块宾语
矩阵存在 Ｏ，取出所有宾语为 Ｏ的三元组即为匹配
结果．

根据查询匹配模式可知，ＨＤＶＭ方法进行主语和
谓语查询时具有并发和折半查找的优势，而对于宾语

查询仅具有并发查询的优势．鉴于每个主语在所有的
主语向量中仅出现一次，本文提出一种数据块拆分的

方法．如下所示，将一个较大的数据块

〈ｓ１，ｓ２，ｓ３，ｓ４〉
Ｔ×〈ｐ１，ｐ２〉∪

ｏ１１ … ｏ１４
  

ｏ２１ … ｏ









２４

分解为

〈ｓ１，ｓ２〉
Ｔ×〈ｐ１，ｐ２〉∪

ｏ１１ ｏ１２
ｏ２１ ｏ( )

２２

和

〈ｓ３，ｓ４〉
Ｔ×〈ｐ１，ｐ２〉∪

ｏ１３ ｏ１４
ｏ２３ ｏ( )

２４

两个较小的数据块．在保证 ＨＤＶＭ模型所有特性
的基础上，减小了宾语矩阵的大小，增加了数据块的数

量，提高了查询操作中可启用并发线程的数量，弥补了

大数据块上宾语匹配查询的劣势．

将上述七种基本匹配模式进行连接操作可用做更复

杂的查询［２０］．如图５所示，连接查询分为主语连接主语
（ＳｕｂｊｅｃｔＳｕｂｊｅｃｔ）、主语连接宾语（ＳｕｂｊｅｃｔＯｂｊｅｃｔ）、宾语
连接宾语（ＯｂｊｅｃｔＯｂｊｅｃｔ）和谓语连接谓语（Ｐｒｅｄｉｃａｔｅ
Ｐｒｅｄｉｃａｔｅ）四类连接操作．匹配模式（Ｓ１，Ｐ１，Ｏ１）和匹配模
式（Ｓ２，Ｐ２，Ｏ２）进行连接查询时，匹配模式（Ｓ１，Ｐ１，Ｏ１）和
匹配模式（Ｓ２，Ｐ２，Ｏ２）中必定有一个已知值，先将查询拆
分为两个基本查询，再将两个查询结果做聚合操作．聚合
操作包含集合的差集、并集、交集和补集．例如，将（Ｓａ，？
Ｐ，？Ｏ）和（？Ｓ，？Ｐ，Ｏｂ）进行主语连接宾语的查询，其
中Ｓａ和Ｏｂ是已知的主语和宾语，则可以拆分为两个简
单查询（Ｓａ，？Ｐ，？Ｏ）和（？Ｓ，？Ｐ，Ｏｂ），再将两个查询结
果按照主语和宾语连接关系进行交集操作．

４　实验结果分析

４１　实验数据集
为了验证 ＨＤＶＭ模型的有效性，本文对表１中的

数据集进行了构建压缩查询模型的实验．实验数据集
按从小到大排序，其中谓语数量表示关联数据集中出

现的谓语总个数，谓语簇数量是指关联数据集中所有

不相同的谓语簇的数量．从后续实验结果中得知，内存
压缩模型最终的压缩率和查询效率与实验数据集的谓

语簇数量具有一定关系，谓语簇的数量是衡量 ＨＤＶＭ
在一个关联数据集上实验效果优劣的重要指标．
４２　ＨＤＶＭ模型构建结果

在构建ＨＤＶＭ模型的过程中，本文统计了不同阶
段元数据（本文将任意一个主语、谓语或者宾语称为元

数据）的总数量，如表２所示．从表２可以看出，从语义
的角度上看，ＨＤＶＭ模型减少了一半以上的元数据数
量，压缩率能达到６２％以上．但是在将ＨＤＶＭ模型序列
化到磁盘的时候，需要特殊辅助符号来维持模型的结

５２７
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构，因此ＨＤＶＭ实际的压缩率相较语义压缩率来说有
所下降，具体降低的幅度取决于数据集的初始分布．

表１　实验数据集

数据集 文件大小
三元组

数量

谓语

数量

谓语

簇数量

ＣＮ２０１２ １７７Ｍ １３７，４４１ ２６ ４

ＤｏｇＦｏｏｄ ３８７Ｍ ２４２，２５６ １３２ １００１

ＡｒｃｈｉｖｅＨｕｂ ７１７Ｍ ４３１，０８８ ５２ ６１１

Ｊａｍｅｎｄｏ １４３９Ｍ １，０４７，９５０ ３３６ ３２

ＬｉｎｋｅｄＭｄｂ ８５００Ｍ ６，１４７，９９６ ６９４ ８４６０

ＤＢｐｅｄｉａｒｄｆｔｙｐｅｓ １２０Ｇ ９，２３７，３２０ １ １

ＤＢＬＰ ８８４Ｇ ５５，５８６，９７１ ２７ ２５０

下载链接：

ＣＮ２０１２（ｈｔｔｐｓ：／／ｄａｔａｈｕｂｉｏ／ｄａｔａｓｅｔ／ｃｏｍｂｉｎｅｄｎｏｍｅｎｃｌａｔｕｒｅ２０１２）
ＤｏｇＦｏｏｄ　（ｈｔｔｐｓ：／／ｄａｔａｈｕｂｉｏ／ｄａｔａｓｅｔ／ｓｃｈｏｌａｒｌｙｄａｔａ）
ＡｒｃｈｉｖｅＨｕｂ（ｈｔｔｐｓ：／／ｄａｔａｈｕｂｉｏ／ｄａｔａｓｅｔ／ａｒｃｈｉｖｅｓｈｕｂｌｉｎｋｅｄｄａｔａ）
Ｊａｍｅｎｄｏ　（ｈｔｔｐｓ：／／ｄａｔａｈｕｂｉｏ／ｄａｔａｓｅｔ／ｊａｍｅｎｄｏｄｂｔｕｎｅ）
ＬｉｎｋｅｄＭｄｂ　（ｈｔｔｐｓ：／／ｄａｔａｈｕｂｉｏ／ｄａｔａｓｅｔ／ｌｉｎｋｅｄｍｄｂ）
ＤＢｐｅｄｉａ ｒｄｆｔｙｐｅｓ （ｈｔｔｐ：／／ｄｏｗｎｌｏａｄｓｄｂｐｅｄｉａｏｒｇ／３６／ｅｎ／ｉｎｓｔａｎｃｅ－
ｔｙｐｅｓ－ｅｎｎｔｂｚ２）

ＤＢＬＰ　（ｈｔｔｐｓ：／／ｄａｔａｈｕｂｉｏ／ｄａｔａｓｅｔ／ｒｋｂｅｘｐｌｏｒｅｒｄｂｌｐ）

　　假设一个数据集中有 Ｎ个数据块，三元组总数为
ｔｏｔａｌ，每块数据块的主语向量长度和谓语向量长度分别
为ｌｓ１～ｌｓＮ和ｌｐ１～ｌｐＮ．虽然“｜”关系能极大地减少元数
据的数量，提高压缩率，但由于该种关系不利于实验分

析，因此在分析的过程中假设ＨＤＶＭ模型中不存在“｜”
关系．则有如下关系，

ｔｏｔａｌ＝∑
Ｎ

ｉ＝１
ｌｓｉｌｐｉ

有效减少的元数据数量为：

　　　ｃｏｕｎｔ＝∑
Ｎ

ｉ＝１
（２ｌｓｉｌｐｉ－ｌｓｉ－ｌｐｉ）

＝２ｔｏｔａｌ－∑
Ｎ

ｉ＝１
ｌｓｉ－∑

Ｎ

ｉ＝１
ｌｐｉ

其中∑
Ｎ

ｉ＝１
ｌｓｉ是数据集中主语的个数，∑

Ｎ

ｉ＝１
ｌｐｉ是所

有谓语簇长度之和．在三元组数量不变的情况下，数据
集中主语数量与所有谓语簇长度之和越小（从三维矩

阵空间的角度来看，如图１所示，点在三维空间上分布
越均匀），减少的元数据数越多，压缩效果越好．

表２　构建ＨＤＶＭ模型各阶段元数据的数量

数据集 初始数量 规则１ 规则２ 规则３ 规则４ 语义压缩率（％）

ＣＮ２０１２ ４１２，３２３ ３３２，９４１ ２４９，７４３ ２４９，７４３ １５２，０２５ ６３２

ＤｏｇＦｏｏｄ ７２６，７６８ ５７８，７９４ ４３３，８３５ ４３１，５０７ ２７５，２１９ ６２２

ＡｒｃｈｉｖｅＨｕｂ １，２９３，２６４ １，１１０，１０８ ８２２，００９ ６９０，１２７ ４２１，７６９ ６７４

Ｊａｍｅｎｄｏ ３，１４３，８５０ ２，７７９，６２４ ２，２４９，７１２ １，６７３，５３８ １，０９５，９４０ ６５２

ＬｉｎｋｅｄＭｄｂ １８，４４４，３６３ １７，１４０，９５９ １２，３３８，９４０ １２，３３７，４６６ ６，９７７，１１１ ６２２

ＤＢｐｅｄｉａｒｄｆｔｙｐｅｓ ２７，７５０，２３４ １２，９１２，５１６ １２，９１２，５１６ １，８３２，７８７ １，８３２，５２８ ９３４

ＤＢＬＰ １６６，７６０，９１３ １３０，３８１，４４３ ９６，３２５，３４２ ９６，３２４，９５７ ５８，９３１，３２５ ６４７

４３　压缩实验结果
ＨＤＶＭ模型序列化需要三个特殊字符来标识三个

具有特殊意义的符号，因此实际的压缩率相较表２中
的语义压缩率要低一些，低出的这部分是三个特殊字

符占用所导致．表３统计了ＨＤＶＭ、ＨＤＴ和 ＨＤＴ＋＋压
缩文件大小（本文只统计三元组，暂不考虑 Ｈｅａｄｅｒ和
Ｄｉｃｔｉｏｎａｒｙ）和压缩率，ＰＬＡＩＮ表示二进制编码下的三元
组数据大小，Ｓｉｚｅ表示压缩后的大小，Ｒａｔｅ表示压缩率．

从表３中可以看出，在大部分数据集上，ＨＤＶＭ压
缩方式比ＨＤＴ更高效，但是低于 ＨＤＴ＋＋．究其原因，
ＨＤＴ＋＋是一种文件存储结构，它采用了二级字典的结

构设计，去除了很多冗余信息，有利于数据压缩．如果
以它原始的结构直接载入内存，并不利于查询，如果将

其解压后载入内存，通常会因为解压后的数据太大而

无法完全载入内存．但 ＨＤＶＭ不仅是一种文件存储结
构，而且是一种内存模型，它可以按照文件存储的原始

结构，以向量和矩阵模型的形式在未解压的状态下完

全载入内存．
利用ＨＤＶＭ模型的数据分块特性实现了并发查

询，并且在数据块内部使用二分查找方式进行主语和

谓语匹配，相较于大部分查询方法，具有显著的查询

优势．
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表３　压缩实验结果（三元组）

数据集 ＰＬＡＩＮ（ＭＢ）
ＨＤＴ ＨＤＶＭ ＨＤＴ＋＋

Ｓｉｚｅ（ＭＢ） Ｒａｔｅ（％） Ｓｉｚｅ（ＭＢ） Ｒａｔｅ（％） Ｓｉｚｅ（ＭＢ） Ｒａｔｅ（％）

ＣＮ２０１２ ０５４ ０３４ ３７１ ０３０ ４４５ ０２０ ６３０

ＤｏｇＦｏｏｄ １０４ ０６４ ３８５ ０６１ ４１４ ０４０ ６１５

ＡｒｃｈｉｖｅＨｕｂ １８５ １１９ ３５７ １０５ ４３３ ０６９ ６２７

Ｊａｍｅｎｄｏ ４８７ ３２０ ３４３ ３１５ ３５３ １７５ ６４１

ＬｉｎｋｅｄＭｄｂ ３４００ ２２２１ ３４７ １４８２ ５６４ １２０２ ６４７

ＤＢｐｅｄｉａｒｄｆｔｙｐｅｓ ４９６２ ２１１４ ５７４ ４９６２ ０ １７６４ ６４５

ＤＢＬＰ ３３７９５ １９９５２ ４１０ １９３１５ ４２９ １１９２９ ６４７

４４　查询实验结果
设定关联数据集 Ｓ，在构建 ＨＤＶＭ模型后有 Ｎ个

数据块，查询每个数据块花费的时间分别为 ｔ１～ｔＮ，查
询结果合并时间为ｔｓ，那么在并行查询下耗费的最大时
间为ｍａｘ｛ｔ１～ｔＮ｝＋ｔｓ．对于数据集 Ｓ来说，并行查询的
时间取决于所有数据块的最大查询耗时，最大查询耗

时又与数据块的主语向量长度、谓语向量长度和宾语

矩阵大小相关．假设一个数据集的最大主谓宾语长度
为（ｌｓ，ｌｐ，ｌｏ）．由于主语向量和谓语向量是有序的，因此

可采用二分查找，那么最大比较次数是 ｌｏｇ２（ｌｓ）
和ｌｏｇ２（ｌｐ）．

按照大数据块拆分方法，将宾语矩阵的大小阈值

设置为５０００，那么所有的数据集宾语查询的最大比较
次数为５０００．所有的查询模式都可以由基本查询模式
（Ｓ，？Ｐ，？Ｏ）、（？Ｓ，Ｐ，？Ｏ）和（？Ｓ，？Ｐ，Ｏ）组合而
成．表４统计了实验数据集在不同查询模式下的最大
比较次数．

表４　简单查询模式的最大比较次数（次）

数据集 ｌｓ ｌｐ ｌｏ （Ｓ，？Ｐ，？Ｏ） （？Ｓ，Ｐ，？Ｏ） （？Ｓ，？Ｐ，Ｏ）

ＣＮ２０１２ ９６５０ １１ ６７５５０ １４ ４ ５０００

ＤｏｇＦｏｏｄ ２２０７ ２４ １５２３７ １２ ５ ５０００

ＡｒｃｈｉｖｅＨｕｂ ７０２２ ３６ ５５４６７ １３ ６ ５０００

Ｊａｍｅｎｄｏ １２５９４８ ９ ２７３８０４ １７ ４ ５０００

ＬｉｎｋｅｄＭｄｂ １７９１６１ ３１ １６１２４４９ １８ ５ ５０００

ＤＢｐｅｄｉａｒｄｆｔｙｐｅｓ １８３１２１９ １ １３０８ ２１ １ １３０８

ＤＢＬＰ １１７８７１８ １８ １８１６５２９２ ２１ ５ ５０００

　　将工作线程（并发数量）设置为２０，实验统计了每
个数据集的分块数量和每种查询匹配模式在不同数据

集上的耗时．由于实验机器是多核 ＣＰＵ，受其操作系统

进程调度和查询语句命中的影响，每次实验结果存在

一定的误差，因此本文以多次实验的平均值作为最终

实验结果，如表５所示．
表５　并发查询实验结果（单位：毫秒）

数据集 分块数量 （Ｓ，？Ｐ，？Ｏ） （？Ｓ，Ｐ，？Ｏ） （？Ｓ，？Ｐ，Ｏ） （Ｓ，Ｐ，？Ｏ） （？Ｓ，Ｐ，Ｏ） （Ｓ，？Ｐ，Ｏ）

ＣＮ２０１２ ２２ １９ ５６ ２８ １８ １８ １５

ＤｏｇＦｏｏｄ １００７ ２３５ ２７６ ２９１ ２９３ ３２２ ３１７

ＡｒｃｈｉｖｅＨｕｂ ６４６ １９７ １７８ １５６ ２１６ ２２７ ２２３

Ｊａｍｅｎｄｏ １９８ ７９ １０１ １３８ ９７ ８９ １１４

ＬｉｎｋｅｄＭｄｂ ９４１８ ３２４４ ２３５７ ２３８８ ３３４６ ３６５３ ３４１６

ＤＢｐｅｄｉａｒｄｆｔｙｐｅｓ ３６７ １３４ ２１３７３ ６７３ １８５ １１３５５ １３７

ＤＢＬＰ ７６７０ ３６７７ ２１１６２ ３６９４ ３７９１ １２４９７ ４０１１

　　从表５可以看出，ＨＤＶＭ模型下的并发查询耗时
和表４的最大比较次数并不成正比，这是因为表４是在

查询系统并发能力充足的理想环境下的推导结果，而

表５是在查询系统最大并发能力限制为２０的实验结

７２７
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果．同时，查询匹配模式 （？Ｓ，Ｐ，？Ｏ）和（？Ｓ，Ｐ，Ｏ）相
较其它查询匹配模式耗时较高，对实验结果进行分析，

发现这两种匹配模式拥有较大的查询结果集，至少有

几十万条数据．
大部分体验交互式系统取到部分结果就返回，以

达到及时响应请求和改善用户体验的目的．而本文的
查询系统是取得所有的查询结果后再返回，因此对于

相同的查询匹配模式，返回结果集越大，用于构建返回

对象的耗时就越长，总体查询时间也会相应增加．本文
统计了在ＤＢＬＰ数据集上查询结果数量和查询耗时关
系曲线图，如图６所示．

从图６可以看出，查询结果数量和耗时存在一定
的关系．当返回结果数量小于８Ｅ＋６时，查询时间和查
询结果数量大致成正比，斜率为 ｋ１；当返回结果数量大
于８Ｅ＋６时，查询时间和查询结果数量以 ｋ２为斜率大
致成正比，且 ｋ２＜ｋ１．分析结果可知，当返回结果小于
８Ｅ＋６时，用于查找匹配的时间比重较高，用于结果聚
合的时间比重较低．当返回结果的数量大于８Ｅ＋６时，
在查询匹配时间稳定的情况下，查询系统做数据块的

结果聚合操作增加幅度较小，所以ｋ２＜ｋ１．
为了验证ＨＤＶＭ模型查询的高效性，本文在数据

集ＤＢＬＰ上使用了Ｋ２ｔｒｉｐｌｅ方式（工作线程同样限制为
２０）进行查询，统计了不同匹配模式下的查询耗时，如
图７所示．实验结果表明除了查询匹配模式（Ｓ，Ｐ，Ｏ），
在其它的查询匹配模式上ＨＤＶＭ相对于 Ｋ２ｔｒｉｐｌｅ方式

都具有较大的查询优势．

５　结论和展望
　　本文从语法压缩和语义压缩出发，总结了两者的
优缺点，综合两者优势而提出本文的压缩方法：基于主

语向量、谓语向量和宾语矩阵的关联数据压缩．该方法
在体积压缩和查询效率之间取得了一个较好的平衡

点，兼顾查询的前提下具有良好的压缩率，缓解了关联

数据在网络上存储传输和查询之间的矛盾．
但在关联数据增加或减少数据项时，ＨＤＶＭ必须

要重新进行建模操作，因此本文后续将把 ＨＤＶＭ的动
态建模作为研究重点．同时从实验结果中可以看出，宾
语矩阵中存在一些相同的行数据或者列数据，因此块

内的行（列）压缩也是本文后续工作之一．
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