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基于迁移学习的LiPON制备工艺模拟优化
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摘　要：　不同工艺参数对磁控溅射制备固态电解质薄膜LiPON的物理化学特性有巨大影响，使用机器学习对过

程建模，能加强内部原理理解，优化参数提升薄膜性能 . 迁移学习通过挖掘历史数据集中的信息，提升模型精确度与

泛化能力，从而更好地找到良好的工艺参数 . 本文以文献中磁控溅射制备LiPON的数据集为例，探究靶基距离、溅射

功率、溅射气压对LiPON薄膜的离子电导率的影响 . 对比普通机器学习，迁移学习模型在多项误差指标上提升 30%以

上 . 通过模型遍历参数空间，搜寻最佳工艺组合，预测LiPON薄膜的离子电导率为 2.04 μS/cm，优于文献中的最优值，

方差分析与实际样本证明了该方法具有可行性 .
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Abstract:　Different process parameters have a huge impact on the physical and chemical properties of the LiPON 
thin films synthesized by magnetron sputtering. It has great significance to model the synthesis process for strengthening the 
understanding of internal principles and improving the properties of the thin films. Transfer learning can improve model ac⁃
curacy and generalization ability by mining information in historical data sets, so as to better find good process parameters. 
This paper takes the datasets of LiPON synthesized by magnetron sputtering in literatures as examples to explore the influ⁃
ence of target-substrate distance, sputtering power, and sputtering pressure on the ion-conductivity of LiPON films. Compar⁃
ing with ordinary machine learning, the transfer learning model improves by more than 30% in multiple error metrics. The 
built model recommended the optimal parameters combination after traversing parameters space, and the predicted ion-con⁃
ductivity of LiPON film is 2.04 μS/cm, which is better than the maximum value in the literature. The mapped contour graph 
of process parameters and performance recommended for a process parameter range, and the performance of film is good 
and stable within the range. The analysis of variance and actual samples prove that the method is practical.
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1　引言

随着社会的发展，传统的化石燃料日益枯竭，对能

源的需求日渐增大 . 固态锂离子电池因能量密度高，热

稳定性好，寿命长和安全性好备受青睐 . LiPON作为最

常见的锂离子电池薄膜固态电解质，具有宽的电化学窗

口、小的电导率和较高的离子电导率［1］，综合性能优越广

受研究 . 磁控溅射是制备LiPON薄膜电解质的最常用工

艺 . 一方面，靶基距离、溅射功率、基底温度、溅射气压等

工艺参数极大地影响着LiPON的物理化学特性，且对应

的内部机理尚不清晰［2］；另一方面，LiPON的制备工艺可

移植性较差，不同文献报到的类似参数溅射得到的薄膜

的离子电导率差异大，通常在6×10−7 S/cm与3×10−6 S/cm
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的范围内［3~9］. 因此，获取最佳的LiPON制备工艺参数具

有一定的挑战 . 传统的试错法，一次实验控制一个变量，

遍历整个参数空间，耗时耗力 . 特别的，磁控溅射需要高

真空，且 LiPON溅射速率较慢，整体一次实验耗时较长

（通常大于 12 h）. 因此，寻找 LiPON薄膜电解质的最优

工艺尤为困难，亟需寻找一种高效的寻优方法 .
机器学习是一种具有高通量的密度泛函数计算方

法，可用于解决涉及大量组合空间或非线性过程的复杂

问题，帮助快速准确建模 . 近年来已初步应用于材料制备

工艺优化方面，Wei等［10］结合正交实验设计与支持向量回

归，优化磁控溅射工艺制备 P 型透明导电薄膜，Banko
等［11］使用深度对抗网络预测优化薄膜的形貌，Han等［12］

使用决策树优化水热反应工艺以提高碳点制备产率 .
但是，由于工艺参数的可移植性较差，更换设备后，

需要重新获取实验数据以训练机器学习模型，来寻找新

的工艺参数 . 迁移学习是一种以机器学习为基础的建模

方法，可以充分挖掘历史数据、相关领域数据中的知识，

来提高机器学习模型的性能，减少所需的实验数量，解

决数据的稀疏性导致的模型精度不足的问题 . 周书恒

等［13］使用迁移学习算法（TradaBoost）建模乙烯裂解炉工

艺，结合模拟数据，在少量目标域数据的情况下，取得良

好预测精度 . Kim 等［14］将差分对抗网络与数据挖掘结

合，通过将SrTiO3（钛酸锶）制备工艺数据进行迁移，提高

了SrTiO3制备过程建模的精度 . 相比仅使用源实验数据

建模，迁移数据后模型预测精度有较大提升 .
据此，本文以不同文献中的LiPON实验数据集为基

础，结合支持向量回归与Correlation Alignment［15］迁移学

习算法，对磁控溅射制备LiPON过程建模与虚拟工艺优

化，对比普通机器学习建模方法，验证迁移学习建模、优

化LiPON薄膜制备工艺的可行性，结果显示结合了迁移

学习后模型的预测精度有较大提升，预测的最佳工艺组

合符合实际，为使用迁移学习优化工艺提供思路 .
2　原理

2. 1　磁控溅射制备LiPON工艺参数

尽管在相同工艺参数下，不同磁控溅射设备制备

的LiPON薄膜电解质的离子电导率存在差距 . 但是，影

响薄膜性能的内部机理是相同的 . 且不同设备会有某

些相似的参数范围对薄膜性能产生相似的影响，换言

之两者具有相似性［16］.
影响薄膜电解质的离子电导率的溅射工艺参数有

许多，本文在其他工艺参数取常用值的情况下，研究靶

基距离、溅射功率和溅射气压这三个参数对薄膜电解

质离子电导率的影响规律，探究内部机理 .
2. 2　迁移学习

机器学习是一门交叉学科，涉及概率论、逼近学、统

计学、凸优化等多种数据处理理论，能够从大量的数据中

寻找内在的规律 . 支持向量回归（Support Vector Regres⁃
sion，SVR）［17］是一种常用来解决非线性回归问题的机器

学习算法 . 该方法通过核函数将数据映射向高维空间，然

后根据最小化数据到超平面的距离、最大化类别距离的

原则，找到一个超平面，将高维空间数据分为两类，最后

通过核函数，得出原空间的回归函数 . 相比于其他机器学

习算法，支持向量回归在小样本数据集的情况下具有较

好的预测精度，因此本文选用SVR作为预测模型算法 .
一般情况下，传统机器学习假设训练数据和测试

数据来自相同特征空间，具有相同分布 . 但这在实际应

用中有一定的差异 . 不同的应用场景下，数据的分布不

同［18］，这导致了传统机器学习的预测结果适用性较差，

而重新获取数据建模花费的成本大又 . 迁移学习能将

以往的知识或者数据进行迁移，减少需要重新获取的

数据量，提升模型精度，能够较好地解决以上痛点 .
迁移学习按照迁移内容可以分为基于实例、特征迁

移、参数和知识的迁移［19］. 其中，实例迁移将源域（历史数

据或其他数据来源特征空间）数据进行加权后加入到目

标域（该研究所在特征空间）［19］. 实例迁移通常简单高效，

针对材料领域数据样本较少，历史数据与现存数据具有

一定内在联系的情况，能够很好地利用历史数据，补充实

验样本 . 本文采用基于实例的迁移学习算法——Correla⁃
tion Alignment［15］对磁控溅射制备LiPON工艺建模 .

Correlation Alignment的基本思路是：通过线性变换

对齐协方差矩阵，来对齐源域数据与目标域数据的分

布，从而将源域的数据映射到目标域中 .
算法原理为：假设源域的不带标签样本 DT ={x i }，

x i Î RD，目标域不带标签样本 DT ={u i }，u i Î RD，x i 和 u i

都是D维特征向量 . 假设 us u t CS CT 分别为特征向量

的均值和协方差矩阵，CS，CT 的秩分别为 rCS
，rCT

. 使用

一个线性变换矩阵 A对 CS 做变换，最小化变换后的矩

阵C
Ŝ
与CT的欧式距离（||•||2 F）.

min
A

||C
Ŝ
-CT||2 F = min

A
||ATCS A -CT||2 F （1）

引理 1 设实数矩阵XY的秩为 rx ry (rx < ry )，令对

Y 进行奇异分解，则 Y =VYΣYUY，ΣY|1：r| 是 Y 最大的 r 个

奇异值，VY|1：r| 和 UY|1：r| 分别为左右奇异向量 . 那么 X * =
UY|1：r|ΣY|1：r|VY|1：r|

T 是 min
X

||X - Y||2 F 的解［20］. 对 CS，CT 做

奇异分解：

CS =USΣSUS
T CT =UTΣTUT

T （2）
当 rCS

> rCT
时，由分析可得：

C
Ŝ
=CT =UT|1：r|ΣT|1：r|UT|1：r|

T （3）
当 rCS

£ rCT
，由引理可知：

C
Ŝ
=UT|1：r|ΣT|1：r|UT|1：r|

T （4）
设Σ+为Σ的摩尔-彭斯广义逆矩阵，r=min(rCS

rCT
)，
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根据C
Ŝ
=ATCS A，式（2）~式（4），得：

ATUSΣSUS
T A =UT|1：r|ΣT|1：r|UT|1：r|

T （5）
令：E =Σ

+
1
2

S US
TUT|1：r|ΣT|1：r|

1
2UT|1：r|

T，可得：

(US AT )TΣS (US
T A)=ETΣS E （6）

A*代表A的最佳解 . 映射后的源域数据D*
S：

D*
S =DS ´C

Ŝ

-
1
2 ´CT

1
2 （7）

2. 3　误差指标

用 MAE 表示模型平均绝对误差（mean absolute er⁃
ror）、用 R2 表示确定系数（coefficient of determination）.
用 MAPE 表示平均百分绝对误差（average percent abso⁃
lute error）评价模型精确度，如式（8）~式（10）所示，其中

yi 为样本真实值，ŷi 为预测值，
-
y 为所有真实值的平均

值，n为样本数量 .
MAE(yŷ)=

1
n ∑

i = 0

n - 1

|yi - ŷi| （8）

R2 (yŷ)= 1 -
∑
i = 1

n

(yi - ŷi )2

∑
i = 1

n

(yi -
-
y )2

（9）

MAPE(yŷ)=
1
n

∑
i = 0

n - 1

|yi - ŷi|

max(ε|yi|)
（10）

3　建模

3. 1　数据处理

引用文献［21］和文献［22］中的磁控溅射 LiPON实

验数据集，分别作为源域数据DS，目标域数据DT. 文献

中共 8个工艺参数，其中三个变量：靶基距离/cm、溅射

功率/W、溅射气压/Pa，其他 5个参数为默认状态 . 通过

迁移学习，可将源域和目标域的数据在特征空间分布

上进行对齐，以排除其他工艺参数不同的影响 . 源域数

据DS的大小为14，目标域数据DT大小为18.
文献［21］和文献［22］三个参数所取值为其他文献

中常取值，水平如表 1所示 . 两篇文献中的工艺参数所

取得水平大小相近，结构相似，可移植性较高 .

3. 2　Correlation Alignment-SVR建模

将映射后的源域数据与目标域数据用于 SVR 建

模，模型的核函数取高斯核函数（rbf），使用训练函数

GridSearchCV［17］进行 6倍交叉验证训练，得到 SVR的模

型参数为：C=192，epsilon=0.01，gamma=0.000 1. Correla⁃
tion Alignment-SVR （CORAL-SVR）建模流程如算法1.

3. 3　工艺参数优化

想要找到最佳的磁控溅射工艺参数，就需要遍历

整个参数空间得到目标属性值，但我们无法遍历整个

连续的参数空间，且相近的工艺参数对目标属性的影

响的差距微乎其微 . 于是，将每个工艺参数范围等分为

200 个离散点，其中：靶基距离（3~12 cm）、溅射功率

（50~300 W）、溅射气压（0~4 Pa），构建大小为 8×106的
离散参数空间，使用上述搭建好的 CORAL-SVR、 SVR
模型（仅使用目标域数据集训练），遍历整个离散参数

空间并做出预测，得到性能较好的工艺参数组合，根据

参数组合，以其为中心，画出等高线图，确定良好工艺

参数范围 . 一个完整的优化流程如图 1所示 . 由于本文

为虚拟筛选，并不进行试验验证与迭代优化 .

4　结果与讨论

本文对比了人工神经网络（Artificial neural net⁃
work， ANN）、SVR、CORAL-SVR 三种模型预测精度，如

表 2 所示，CORAL-SVR 的 MAE、R2 和 MAPE 分别为：

0.086、0.87、0.052，模型的误差最低，拟合程度良好，具

有相当的可靠性 . 如图 2 所示，在各误差指标上，

CORAL-SVR 比 SVR 有较大的提升，在 MAE、R2、MAPE
上分别优化了 17%、70%、48%. 图 3表明相比于单纯使

用 SVR 或 ANN，CORAL-SVR 的拟合效果更加平滑，泛

化能力更强；在第二个波峰中CORAL-SVR拟合效果更

好，没有出现奇异点，是由于 CORAL-SVR 算法从源域

数据学取知识，提高拟合效果 .
模型预测最佳工艺点如表2所示：靶基距离6.66 cm，

表 1　工艺参数水平

影响因素

文献[21]靶基距离/cm
文献[21]溅射功率/W
文献[21]溅射气压/Pa
文献[22]靶基距离/cm
文献[22]溅射功率/W
文献[22]溅射气压/Pa

水平分布

水平1
7.5
100
0.5
4

100
0.5

水平2
9

150
1
5

150
1

水平3
11.6
200
1.5
6

200
1.5

水平4
*

250
2
7

250
2

水平5
*
*
3
8
*
3

算法1　领域适应算法流程: Correlation Alignment⁃SVR
(1)  输入源域数据DS,目标域数据DT

(2)  根据式(2)~式(6)计算CS, CT, A*, C
Ŝ

(3)  根据式(7)映射后得到的源域为DS
*

(4)  映射后的两组数据DS
*, DT进行SVR模型建模 .

第一步
数据处理

第二步
模型训练

第三步
预测推荐

第四步
验证

判断是否
满足要求

第五步
迭代优化

否

是

结束  
图1　工艺优化流程
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溅射功率 61.3 W，溅射气压 3.44 Pa，预测的LiPON薄膜

离子电导率 2.04 μS/cm，相比于文献中的最大离子电导

率 1.866 μS/cm，具有一定的提升；同时最佳工艺参数点

与文献中的最佳参数点具有一定相似性和差异性：靶

基距离 6 cm，溅射功率 100 W，溅射气压 0.5 Pa；说明迁

移学习能帮助模型跳出局部最优，学习经验之外的知

识 . CORAL-SVR预测的等高线如图 4所示，说明溅射功

率在 50~70 W，靶基距离在 6~7 cm，溅射气压在 3~4 Pa，
薄膜可以得到较高的离子电导率，对比引用文献中样

本集，当溅射功率取 100 W与 60 W附近时，薄膜性能最

佳，且预测离子电导率的值范围与样本集中最佳值相

近，符合实际 . 等高线图显示，当溅射功率取 61.3 W
时，另外两个参数的推荐的取值范围较广，正如图 5方

图2　三种算法误差对比图

　　　　　　　(a) ANN模型预测图　　　　　　　　　　(b) ANN模型预测值与真实值对比

　　　　(c) SVR模型预测图　　　　　　　　　(d) SVR模型预测值与真实值对比

　　　　(e) CORAL_SVR模型预测图　　　　　　　　(f) CORAL_SVRN模型预测值与真实值对比

图3　ANN、SVR与CORAL-SVR模型拟合效果对比
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差分析［23］所示，溅射功率对 LiPON 薄膜的离子电导率

影响最大，模型的泛化能力得到验证 .

5　结论

本文使用迁移学习算法：Correlation Alignment-

SVR （CORAL-SVR） 对磁控溅射 LiPON 薄膜制备工艺

进行虚拟优化，相比于传统的试错法，更快速地遍历整

个工艺参数空间；对比传统机器学习优化工艺，模型的

预测精度更高，拟合效果更佳，避免奇异点出现，

CORAL-SVR 的误差指标 MAE、R2 和 MAPE，分别为：

0.086、0.87、0.052，相比传统机器学习 SVR模型分别有：

30%、60%、47% 的优化 . 后续使用 CORAL-SVR 对整个

离散参数空间进行寻优，预测的最佳工艺参数点：靶基

距离 6.66 cm，溅射功率 61.3 W，溅射气压 3.44 Pa，Li⁃
PON薄膜的离子电导率为 2.04 μS/cm，优于文献中的最

大值 . 推荐在溅射功率 50~70 W，靶基距离在 6~7 cm，

溅射气压在 3~4 Pa 的工艺条件下，薄膜可以取得较高

且稳定的离子电导率 . 结果与方差分析以及实际相符

合，证明迁移学习模型性能优秀，能够促进材料制备工

艺的优化 . 后续，随着材料基因工程［24］的发展，材料制

备相关数据量的增长，将为使用迁移学习优化材料提

供更有力的支撑 .

表 2　误差与预测

误差指标

算法

SVR

CORAL-SVR

ANN

MAE

0.122

0.086

0.127

R2

0.545

0.870

0.526

MAPE

0.098

0.052

0.140

最佳工艺参数预测

靶基距 /cm

5.98

6.66

8

溅射功率 /W

100.3

61.3

100

溅射气压 /Pa

0.503

3.44

3

离子电导 /(μS/cm)预测值

1.766

2.04

1.817

工艺条件

靶基距离 功率 气压

数
分

响
影

0.7
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0.4
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0.2

0.1

0.0

 
图5　多因素方差分析
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　　　(a) 靶基距离为6.66 cm时等高线图　　　　 (b) 溅射功率为61.3 W时等高线图   　　　　(c) 溅射气压为3.44 pa时等高线图

图 4　CORAL-SVR预测等高线图
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