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一种基于降噪自动编码器和宽度学习的
增量式疾病预测模型

漆华妹，胡宇轩，袁正一
（中南大学计算机学院，湖南长沙 410075）

摘　要：　疾病预测模型通过利用收集到的医疗数据，能够在患者疾病发作前准确地进行疾病预测 . 目前在疾

病预测方面深受欢迎的深度神经网络，它依靠增加网络层数来提升模型的准确率，利用梯度下降来进行权重的更

新，而这导致了模型梯度爆炸、训练速度慢等问题 . 一旦数据更新，深度神经网络需要重新训练，进而导致模型更新

困难 . 宽度学习（Broad Learning System，BLS）无须梯度下降的特性与其可通过增量学习快速重构的优势为有效解决

上述问题提供了技术方案，但是 BLS无法提取到隐藏在医疗数据中深层次的特征，其在复杂的医疗环境下仍然表现

不佳 . 针对该问题，本文提出一种基于降噪自动编码器（Denoising AutoEncoder，DAE）与宽度学习的增量式疾病预测

模型——DAE-BLS. 所提模型将 DAE 引入 BLS 的架构设计中，结合了 DAE 在混乱环境下的降噪能力与 BLS 的简洁

快速的特点，既保证了高效的运算能力又增强了特征提取能力，因而更适用于复杂医疗环境 . 将 DAE-BLS在包含不

同格式以及不同数据量的糖尿病、心力衰竭、心电异常和乳腺癌数据集上进行模拟预测实验，实验结果表明，

DAE-BLS 能够在保留宽度结构的神经网络快速高效特点的同时，在不同格式的数据上表现出很好的性能，分别达

到 96.62%，94.53%，98.50% 与 83.64% 的准确率，并能在需要更改模型结构时通过增量学习技术快速重构以适应用

户不断变化的疾病数据 .
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An Incremental Disease Prediction Model Based on Denoising 
Autoencoder with Broad Learning System

QI Hua-mei, HU Yu-xuan, YUAN Zheng-yi
（School of Computer Science and Engineering， Central South University， Changsha， Hunan 410075， China）

Abstract:　Disease prediction models use collected medical data to accurately predict a patient's disease before its on⁃
set.  At present, deep neural network, which is popular in disease prediction, relies on increasing the number of network lay⁃
ers to improve the accuracy of the model, and uses gradient descent to update the weight, which leads to problems such as 
model gradient explosion and slow training speed.  At the same time, once the data is updated, the deep neural network 
needs to be retrained, which makes it difficult to update the model.  Broad learning system (BLS), which does not need gra⁃
dient descent and has the advantage of rapid reconstruction through incremental Learning, provides a technical solution to 
solve the above problems effectively.  However, BLS cannot extract the deep features hidden in medical data, and still per⁃
forms poor in complex medical environment.  To solve this problem, we propose an incremental disease prediction model 
based on denoising autoencoder (DAE) and BLS, called DAE-BLS.  In the proposed model, DAE is introduced into the ar⁃
chitecture design of BLS.  The model combines the denoising ability of DAE in chaotic environment with the simplicity and 
speed of BLS, which not only ensures the efficient computing capability of the model but also enhances the feature extrac⁃
tion capability of the model, making it more suitable for complex medical environment.  Applying DAE-BLS to prediction 
experiments on diabetes, heart failure, ECG abnormalities and breast cancer datasets with different formats and data vol⁃
umes, experimental results show that DAE-BLS can retain the fast and efficient characteristics of BLS, and show good per⁃
formance in different data formats, reaching 96.62%, 94.53%, 98.50% and 83.64% accuracy respectively, and can be rapid⁃
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ly reconstructed to adapt to users' changing disease data through incremental learning techniques when the model structure 
needs to be changed.

Key words:　neural network; auto-encoder; disease predictions; broad learning system; incremental learning; smart 
healthcare

1　引言

目前我国社会已经开始进入老龄化阶段，预计到

2025年，60岁以上的人口将会突破 3亿人，中国也将成

为超老年型国家［1］. 老龄化趋势明显，患有慢性病的人

群也逐渐增长 . 老年患者和慢性病患者需要进行长时

间的察看与医治，而这类人群通常只能按期到医院复

查诊治，对病人的治疗效果不佳，除浪费人力、财力之

外，对病人的生理和心理也都造成了很大的影响 . 因此

对相关疾病进行早期预测对患者来说是相当重要的 .
近年来，随着物联网技术的快速发展，医疗保健领

域也出现了相关的应用，如患者身份识别、疾病诊断和

云数据存储［2，3］、生理信号检测［4，5］等 . 而结合了这些应

用的远程社区医院的建立［6］能够将同一个区域内的医

疗资源整合在一起，建立一个整体性的医疗资源库，很

大程度上缓解了医疗资源不足的压力 . 远程社区医院

以专家团队为中心，以社区内各个治疗点共享的电子

病历为基础，帮助基层社区患者解决问题 . 该种模式大

大加强了社区成员与社区医院的联系，打破了以往看

病时间和地点的限制 . 而如何利用社区医院内的医疗

数据进行快速、准确的疾病预测，是一个需要解决的

问题 .
结合了人体传感器的远程社区医院的疾病预测的

结构可分为以下不同的层次，如图1所示 .

在该场景下，系统利用智能手环作为可穿戴传感

器收集患者的生理信息，同时结合社区医院中存储的

历史电子医疗记录，构建一个社区医疗大数据集，然后

将数据集中与所要预测的疾病相关数据输入疾病预

测系统中得到预测结果 . 预测系统中首先要对相关数

据进行预处理，并从中提取出有价值的特征 . 但是从

医疗数据中提取有价值的特征是相当困难的，这是由

于很多收集到的医疗数据会受到大量异常数据的影响

（比如缺失值、噪声等），而这些都会导致预测模型性能

下降 . 除此之外，数据规模也会随着每天的医疗检查不

断增加 . 因此设计预测模型应当注重如何解决这些

问题 .
目前疾病预测领域大多数算法模型以深度神经网

络为主 . Poplin等人［7］通过深度学习预测视网膜中的心

血管危险因素 . Rajendra等人［8］设计了一个卷积神经网

络通过ECG信号自动检测心梗 . Tuli等人［9］提出一种名

叫 Healthfog 的基于深度神经网络的心脏病检测框架 .
这些基于深度结构的神经网络为了获得更好的准确

率，往往是使用更多的参数与更深的网络结构，大多数

网络的训练过程非常耗时并且硬件要求高，这也使得

从理论上分析深层结构非常困难 . 除此之外，深度神经

网络的另一个挑战是被称为“灾难性遗忘”［10］的问题，

即当定义神经网络的结构时，必须确认隐藏层的数量、

神经元的数量、次数和学习速率等这些固定的参数，且

之后这些参数不会再更改，除非重新设计网络模型并

重新训练，这意味着每当新的检测数据产生时，都需要

使用全部数据重新训练 .
为了克服目前深度学习存在的这些的问题，Chen

等人［11］提出了宽度学习系统（Broad Learning System，

BLS）. BLS 模型因结构简单，运算速度快，逐渐被应用

到图像分类［12］、时间序列预测［13］等领域中 . BLS与深度

神经网络的结构有很大不同 . 相比“深度”结构，BLS更

图1　远程社区医院的疾病预测场景
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倾向于将网络向“宽度”的方向构造，由于没有多层连

接，宽度网络不需要利用梯度下降来更新权值，所以训

练非常快速 . 最重要的是，BLS 的网络结构不是固定

的，而是随着学习不断改变的 . 因此当数据产生变化

时，BLS 非常适用于使用增量学习方法［11］来快速实现

模型的重建 . 增量学习思想［14］可以描述为：每当新增数

据时，不需要重建所有的知识库，而是在原有知识库的

基础上，仅对由于新增数据所引起的变化进行更新 . 但

原始 BLS 中输入层与映射层的权重是随机生成的 . 对

于不同的学习任务，权重的生成完全独立于样本，这种

赋值方式缺少可解释性，不适用于越来越复杂且高维

的医疗数据的预测 . 如何从混乱高维的医疗数据中提

取出具有鲁棒性的特征是构建预测模型需要解决的难

题 . 针对这一问题，研究者们选择训练自动编码器进行

特征提取［15］. 而降噪自动编码器［16］的提出旨在从破损

版本的原始数据中提取出足以重构原始数据的特征，

因此也就具有很强的鲁棒性，更适用于混乱环境 .
针对目前疾病预测模型训练耗时、更新困难及BLS

不适应复杂数据环境的问题，本文提出一种基于降噪

自动编码器与宽度学习（DAE-BLS）的增量式预测模

型 . 该模型适用于复杂数据环境，使用降噪自动编码器

作为BLS的映射层进行特征提取，能够在保证原始BLS
的高效率的同时提高精确度，也能利用增量学习进行

快速重构保证其实时性能 .
2　相关工作

疾病预测是指通过利用采集到的医疗数据，如患

者的社会和经济状况、临床信息及生理信号等信息，构

建一个算法模型，以确定患者未来是否会发作疾病 . 但

由于医疗数据本身存在的复杂性，因此首先如何从混

乱复杂的数据中提取具有较强鲁棒性的特征是一个值

得研究的方向 . 许多研究者都考虑使用无监督的算法

进行特征提取，在这一个方面，自动编码器被进行了非

常广泛的研究 .
2. 1　基于自动编码器的特征提取

自动编码器是一种常用于进行特征提取的无监督

机器学习算法，由三层的神经网络组成：输入层、隐藏

层（编码层）和解码层 . 该网络的目的是重构输入，使其

隐藏层学习到原始输入的鲁棒特征 . 最早来自 Rumel⁃
hart等人［17］发表的论文，随后Bourlard等人［18］对其进行

了详细的阐述 . 自动编码器最典型的改进算法是堆叠

自动编码器［19~21］，它是一个浅层自动编码器模型的堆

叠，首先通过对输入数据进行编码，然后重建它来学习

输入数据的特征 . 随后，为了从复杂的图像数据中提取

特征，Masci等人［22］提出了一种被称为卷积自动编码器

的深度网络，研究者将卷积层与池化层引入自动编码

器的结构，它直接将图像数据作为输入，对自动编码器

进行卷积训练，在图像数据中取得了更好的效果 .
Vincent等人［16］认为一个好的特征提取应该能够捕

获输入信号的稳定结构，具有一定的鲁棒性，因此提出

了降噪自动编码器（Denoising Autoencoder，DAE）. 而

DAE 与传统自动编码器最大的区别就是，DAE 通过向

原始输入中注入噪声，然后利用含噪声的损坏版本的

样本去重构不含噪声的原始版本的输入 . 因此通过这

种训练策略也使得DAE学习到的特征更能反映原始输

入数据的特点，尤其适用于数据混乱的环境 .
在特征提取后，需要建立合适的算法模型来进行

疾病预测 . 在医学领域，目前已有许多通过深度神经网

络来预测或评价疾病的方法被提出，但由于医疗数据

的复杂性，在这一过程中仍面临许多挑战 .
2. 2　基于深度神经网络的预测模型

Liu 等人［23］设计了一种用于疾病风险预测的双向

循环神经网络模型，分别选择三种发病率较高的慢性

病进行单个疾病风险预测 . Jin等人［24］在疾病风险预测

模型设计中引入多模态学习策略，即对异构医学数据

采用多模态学习并融合学习到的特征，并用于疾病风

险预测 . 而在文献［25］中，研究人员将支持向量机和深

度信念网络有机地结合在一起，设计了一个混合疾病

风险预测模型 . Hannun等人［26］设计了一种深层卷积神

经网络模型来进行动态心电图心律失常检测和分类，

并取得了心电专家级别的预测结果 .
虽然目前深度学习在疾病预测方面的研究在精度

上达到了令人满意的结果，但是深层结构的神经网络

往往是依靠增加网络层数来提升模型的精准度，利用

逐层梯度下降来进行权重的更新，这导致了模型训练

速度慢、梯度爆炸等问题［27］，也就使得目前的神经网络

模型训练需要昂贵的硬件与漫长的训练时间 . 另外，每

当数据产生变化时，深度神经网络需要重新进行训练，

效率极低 .
2. 3　宽度学习系统

针对以上提到的深度学习中存在的问题，Chen 等

人［11，27］提出了宽度学习系统BLS，模型先将原始输入通

过映射节点学习稀疏的映射特征，然后经由增强节点

非线性扩展得到增强特征，并联两种特征表达作为最

后的总输入送到输出层进行识别，对训练数据达到高

度拟合 . 宽度结构的神经网络由于没有层与层之间的

耦合，网络结构十分简洁 . 同样，由于没有多层连接，

BLS亦不需要利用梯度下降来更新权值，所以计算速度

大大优于深度学习 . Chen等人［11］借用矩阵伪逆的运算

理论［28］，推导出在数据更新时如何快速得到新的权重，

从而将增量学习引入 BLS. 因此，比起深度神经网络，

宽度学习还可以使用增量学习的方法动态的扩充网络
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结构 .
但是原始 BLS 在复杂环境上表现不够好，因此许

多研究选择结合其他的算法提高原始BLS的特征学习

能力，从而被广泛运用于许多领域 . 在图像分类领

域［11］，BLS 展现出比 CNN 更高的准确率并且只需要比

CNN 短得多的训练时间 . 而 Liu 等人［29］提出先用 K-

means对图像进行特征提取，再将提取出的特征输入传

统BLS进行分类，达到了比传统BLS更好的效果 . 在回

归领域，许多研究者也针对BLS提出了一些改进 . 比如

针对一些概率分布不确定的回归任务，Jin等人［30］提出

了一种具有鲁棒性的BLS，用来减少数据中噪声对模型

的影响 . Zhou等人［31］由于原始BLS的层次较浅，其特征

学习能力不够强，因此在原始BLS隐藏层上再增加 1~3
个隐藏层对提取的特征进行再学习 . 此外，宽度学习在

控制领域［32］、地理探测领域［33］和船舶调度领域［34］等都

有所应用 .
从现有的研究来看，对疾病预测模型的研究已经

出现了很多优秀的成果，但是仍然存在着几个方面的

问题：

（1）尽管深度神经网络已经取得了相当高的预测

精度，但是深度神经网络的训练方法导致其训练困难，

往往需要漫长的训练时间 . 同时，实际情况中的医疗数

据是在不断膨胀的，而现有的预测模型无法保存以往

的训练得到的知识，需要在数据更新时利用全部数据

重新进行训练 .
（2）BLS模型训练速度很快，并且能通过增量学习

快速重构模型，但是其原始结构的特征学习能力不强，

不适用于复杂的数据环境 .
为解决上述问题，本文提出一种基于降噪自动编

码器与宽度学习（DAE-BLS）的预测模型，接下来，详细

阐述其构建过程 .
3　基于降噪自动编码器与宽度学习（DAE-

BLS）的预测模型

这一节将给出本文所提模型的具体实现过程，模

型结构如图2所示 . 本文模型大致可分为两个模块：预

处理模块和DAE-BLS模块 . 模型使用通过可穿戴医疗

设备及电子医疗病历所收集到的数据作为输入，在经

过预处理模块后，DAE-BLS 模型利用患者的数据高效

地预测患者未来患病的可能性，同时利用新产生的数

据增量更新模型参数以提高模型适应性 . 该模型的优

点是简单、高效且对混乱环境有着较强的适应性，因

此可以及时利用模型预测的结果从而做出有效决策 .
3. 1　数据预处理

实际采集的医疗数据因存在噪声，且具有不完整

性和不一致性，往往不能直接用于预测任务，因此，需

要在进行数据分析之前进行数据预处理步骤，以提取

有效的数据特征 . 数据预处理包括缺失值处理、数据标

准化处理、数据不平衡处理等 . 预处理流程如算法 1
所示 .

在采集的医疗数据中，缺失值产生的原因有很多，

如病人为了保护自己隐私、护士操作失误和病人体检

不完全等 . 直接使用缺失数据进行分类时，会对准确率

造成影响 . 因此针对数据缺失问题，本文使用更具有解

释性的 k-近邻（k-Nearest Neighbor，KNN）［35］算法用于缺

失值的填补 . 该算法利用与缺失值样本在特征空间中

的 k个最相邻的样本进行填补 .
医疗数据中不同评价指标往往具有不同的量纲和

单位，这会影响到数据分析的结果 . 为消除指标之间的

量纲影响，同时考虑到逐日增加的医疗数据对参数定

图2　疾病预测模型结构

算法1 预处理流程

输入: 数据输入X ={x1 x2 xn }

输出: 预处理后的数据Z

FOR IN X //从输入中取出每一条数据

 IF X′无效 THEN
 Delete X′  //删除重复无效的数据

END FOR
FOR x IN X  //从输入中取出每一个特征

 IF x缺失值过多 THEN
 Delete x  //删除缺失值过多的特征

 IF x使用 ICD-9编码 THEN
 x = ICD-9 ( )x  //ICD-9编码转换

 IF x是预测标签 THEN
 x =转换(x) //预测标签转换

 IF x存在缺失值 THEN
 x =KNN ( x) //使用KNN算法进行缺失值填补

 IF x是标签数据 THEN
 x =One-Hot Encoding ( )x  //标签数据用独热编码处理

END FOR
X = SMOTE ( X ) //使用SMOTE算法处理数据不平衡

Z =Z-score ( )X  //使用Z-score归一化处理
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义的影响，本文选择使用 Z-score 标准化方法进行归一

化处理 . 该方法给予原始数据的均值和标准差进行数

据的标准化，这样经过处理的数据符合标准正态分布，

即均值为0，标准差为1，转化函数为

X * =
x - μ
σ

（1）
其中，μ为所有样本数据的均值，σ为所有样本 .

疾病类数据是明显的不平衡数据，患病类别的数

量远远少于正常类别的数量，为解决数据不平衡的

问题，本文使用 SMOTE 算法［36］进行预处理 . 该算法

与基于简单复制少数类样本的过采样技术不同，它

将已有的少数类样本经过线性插值合成新的少数类

样本 .
3. 2　DAE-BLS模型

（1）模型结构

DAE 是自动编码器的一个有效变体，它的主要思

想是：先对原始输入数据手动添加随机噪声，使其变成

损坏版本；再训练自动编码器，使其可以从损坏版本的

数据重构原始输入 . DAE结构如图3所示 .
图 3中，D是指往原始输入X中增加随机噪声使其

变成损坏版本 X̂，随即令T = f (θX̂ + β). 其中，θ是一个待

学习的映射矩阵，β是一个偏差向量，得到的 T 就是编

码后得到的隐藏层，也就是希望提取到的原始数据的

特征 . 而解码器部分就是依靠特征表示 T 去重构回原

始数据X，通过最小化构造误差优化自编码器的参数 .
从噪声污染后的样本中提取到的特征更能表示原始输

入的本质，并且更适应噪声较大的环境 .
BLS简单高效，但是其是直接使用原始数据进行简

单的处理后输入系统中，无法从复杂的、噪声较大的医

疗数据中提取足够的特征，导致预测模型准确率不高 .
针对医疗数据复杂混乱的环境，为了提升 BLS 的特征

提取能力，本文将DAE引入到BLS的架构设计中，从而

提出了DAE-BLS模型，其结构如图 4所示 . DAE-BLS模

型结合了 DAE 与 BLS 的特点，既保证了模型的高效运

算能力，又增强了模型的特征提取能力 .

（2）模型的复杂性分析

大多数深度神经网络的训练包括两个阶段：前向

传播与反向传播 . 前向传播是从输入层到输出层，逐层

计算每个神经元的输出 . 反向传播是从输出层到输入

层，通过损失函数逐层更新神经元的权重 . 其中各神经

元的权重是通过逐层求梯度的方法更新的，因此当网

络层数较多时，深度神经网络很容易陷入局部最优、梯

度消失或梯度爆炸、收敛速度慢等的问题 .
在不使用增量学习的情况下，DAE-BLS 模型训练

过程与大多数神经网络相同，制定好样本数以及网络

参数进行训练 . 其中，如图 4 所示，模型的隐藏层包含

两部分：映射节点和增强节点 .

DAE-BLS 模型使用 DAE 提取到的特征 T n 作为映

射层，T n =[T1 T2 Tn ]. 随后将映射层得到的特征输

入模型中的增强层部分，使用Hj表示增强层中的第 j组
增强节点，则有

Hj = ξj(T nWhj + βhj )  j = 12m （2）
其中，ξj 是非线性激活函数；Whj 和 βhj 分别是随机

权 重 和偏置 . 随后，将 m 组增强节点拼接为 H m =

[H1 ×H2 Hm ]. 最后将增强层的输出与映射层的输出

拼接起来，记为A =[T n|H m ]，模型最终输出为

Y = AW m （3）
其中，W m 为隐藏层到输出层的权重 . 由于上文中提到

图3　DAE结构

图4　DAE-BLS模型结构
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增强层中的Whj和 βhj是随机产生的，并在训练过程中保

持不变，作为映射层的DAE的参数也保持不变，因此整

个网络需要学习的权重只有 W m，而 W m 可以通过岭回

归快速计算出来 . 对于普通的神经网络，利用一个一个

的样本使用梯度下降来逐步更新权重 . 而对于宽度学

习系统来说，没有权重更新过程，而是一步直接计算出

权重 .
相较于含有多个隐藏层的深度神经网络，DAE-

BLS 模型结构简单，需要更新的参数少，权重求解方

便 . 而相较于原始的BLS模型，模型因为在映射层中引

入了 DAE 结构，从而拥有更强的特征提取能力 . 除此

之外，相比起其他的深度神经网络模型，在训练过程中

本文所提模型结构也是动态的，可以通过增量学习高

效地更新，进一步提升了模型的训练效率 .
（3）模型的增量学习方法

普通的神经网络在训练的过程中，网络结构往往

是固定不可变的，因此许多模型都是通过不断修改网

络结构然后重复训练来达到提高精度的目的 . 而动态

的增量学习算法可以利用好已经训练好的模型动态地

进行模型结构的扩充，为模型的权值更新提供了一种

高效便捷的方法 .
如果模型经过训练后不能达到预期的精度，常用

的解决方案是插入额外的增强节点以获得更好的性

能 . 而为了保证模型的性能，本文在基于BLS增量学习

算法［11］的基础上使用适用于 DAE-BLS 的增量学习算

法，过程如下 .
Step 1：保证模型结构不变，令增强节点增加后，新

的隐藏层变为

Am + 1 = [ A | ξ ( )T nWm + 1 + βm + 1 ] （4）
其中，ξ为激活函数；Wm + 1 和 βm + 1 分别为增强层新的随

机权重与随机偏置 .
Step 2：计算Am + 1的伪逆矩阵，即

( Am + 1 ) + = é
ë
êêêê ù

û
úúúúA+ -DBT

BT （5）
其中，

             BT =
ì
í
î

ïï

ïï

C + C ¹ 0

( )1 +DT D
-1

BT A+ C = 0
，

               C = ξ (T nWm + 1 + βm + 1 ) -AD，

D =A+ξ (T nWm + 1 + βm + 1 ).
Step 3：更新输出权重权重W m + 1为

W m + 1 = é
ë
êêêê ù

û
úúúúW m -DBTY

 BTY
（6）

该方法只需要在原来隐藏层的基础上计算新增

增强节点的伪逆，而不需要对整个 Am + 1 进行计算，从

而大大减少了更新时间，使得输出权值的动态更新成

为了可能 .
综上所述，DAE-BLS 模型的训练步骤如算法 2

所示 .

4　实验及分析

4. 1　实验环境

本文在不同格式不同数据量的数据集上进行了多

次模拟实验以验证所提出模型的性能，本次实验以 Py⁃
thon 语言与 Tensorflow 和 PyWavelets 等框架为基础，硬

件条件为 NVIDIA GeForce RTX 2070 SUPER 的 GPU，

AMD Ryzen 536006-Core Processor 3.60 GHz 的 CPU，

16GB内存 .
4. 2　结构化数据

4. 2. 1　实验数据集介绍

本文使用 Diabetes 130-US hospitals 糖尿病数据

集［37］进行仿真实验 . 糖尿病数据集收集了美国 130 家

医院和 IDNs 的 10 年（1999—2008 年）临床护理信息 .
数据集内一共包含 101 766 例病例与医院收集到的患

者的 50多个特征，包括患者人数、种族、性别、年龄、入

院类型、住院时间、入院医师的医学专科、实验室检测

次数、HbA1c 检测结果、诊断、用药数、糖尿病用药数、

住院前一年的急诊次数等 . 本文利用所构建的模型对

患者再入院情况进行一个预测 . 数据集中再入院标签

分为三类：30天内再入院、30天后再入院与不再入院 .
另一个数据集是心力衰竭住院患者的数据集［38］，

该数据集使用从 2016 年至 2019 年在中国四川一家医

院住院的患者收集的电子健康数据，包括 2 008名心力

衰竭患者的 168 个变量 . 虽然西方国家已经建立了几

个心力衰竭数据集，但由中国提供的数据却很匮乏 . 大

算法2 DAE-BLS训练步骤

数据输入X ={x1 x2 xn }, 实际预测结果P
TRAINING DAE( ) //初始化并训练DAE
INITIALIZE PARAMETER //初始化模型参数

T=DAE(X) //使用DAE提取输入特征作为映射层

H=ENHANCEMENT(T)  //将映射层输入增强层

A=[T|H] //将增强层和映射层拼接为隐藏层

Y=AW //计算最终输出

E = Y -P //计算最终输出与实际结果

WHILE(E<EXPECTATION) //如果实际误差小于期望值则训练结束

 ADD ENHANCEMENT NODES //增加增强节点

 A′=[A|N]  //更新隐藏层

 (A′)+=PI(A′)  //计算伪逆

 W′=UNPATE((A′)+) //更新输出权重

 Y′=Α′W′ //计算最终输出

 E = Y′-P //计算最终输出与实际结果

END WHILE
END
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部分的实验都是基于西方国家收集的心力衰竭数据

库，但中国与其他国家在患者群体和医疗体系上存在

明显差异，因此该数据集更能适用于中国的医疗体系 .
该数据中存在多个预测标签，取 28天内死亡与 28天内

再入院作为预测标签 .
4. 2. 2　预处理过程

（1）删除重复无效的数据 . 两个数据集中都包含了

一些患者的多次住院访问，实验只保留了患者的第一

次住院记录，除此之外数据集中还包括一些已经死亡

或者濒临死亡的人，因为他们不会再重新入院，因此这

些记录也被删除 .
（2）删除缺失值过多的特征 . 糖尿病数据集中

“weight”“payer_code”“medical_specialty”这三个属性由

于 缺 失 值 过 多 而 被 删 除 ，而“encounter_id”与“pa⁃
tient_nbr”由于是对实验无意义的信息也被删除 . 而心

力衰弱数据集中有很多缺失值过多的特征，删除掉了

其中缺失值超过80%的特征 .
（3）icd-9 编码转换 . 糖尿病数据集中“diag_1”

“diag_2”与“diag_3”通过 icd-9 编码将其转换为对应的

九个类 .
（4）预测标签转换 . 糖尿病数据集中的“readmit⁃

ted”属性的“>30”和“NO”归为同一类，因为只预测30天

内是否重新入院 . 而心力衰竭数据集内存在多个预

测标签，而这次实验只保留“death.within.28.days”和
“re.admission.within.28.days”两个预测标签，删去其他

的预测标签 . 接着将目标两个特征合并成一个特征即

“28天内死亡或者再入院”作为最终的预测目标 .
（5）对两个数据集中仍然存在的缺失值使用 KNN

算法进行填补 .
（6）对所有的标签数据进行独热编码处理 .
（7）处理过后的数据仍然存在数据不平衡的情况，

例如糖尿病数据集中 30天内未重新入院的人数远远大

于重新入院的人数，因此我们应用 SMOTE算法［36］对其

进行处理 .
（8）由于不同特征之间存在着不同的量纲和量纲

单位，这样的情况会影响到数据分析的结果，为了消除

指标之间的量纲影响，使用 Z-score 归一化处理消除了

特征量纲的影响

（9）Holdout检验是最普遍使用的方法，它一次性将

所有数据划分为了训练集与测试集，一般采取的方式

有 70% 训练集/30% 测试集或者是 60% 训练集/40% 测

试集 . 本次实验将最后得到的数据集的 70%作为训练

集，30%作为测试集 . 同时为了预防划分测试集与训练

集的随机性影响实验结果，在划分的过程中保证训练

集与测试集中预测标签的比例与总体数据集中的比例

一致 .

4. 2. 3　实验结果

（1）心力衰竭再入院预测

在经过了以上预处理后，得到包含 2 516条 172维

的医疗数据的心力衰竭数据集，注意到该数据集数据

量相对较少，在该数据集上进行多种算法实验比较，结

果如表1所示 . 结果对比如图5所示 .

通过比较可以看出，在保证了预测准确率的前提

下，比起深度神经网络，宽度结构的神经网络（BLS 与

DAE-BLS）不 仅 达 到 了 最 好 的 准 确 度（96.83% 和

96.62%），而且大大降低了训练所需要的时间，有效地

提升了性能，这是由于宽度神经网络结构简洁，不需要

通过梯度下降求解 . 但是由于该数据集的大小有限，产

生的结果可能存在一些偏差，因此接下来将使用数据

量更多、数据更混乱的糖尿病数据集进行实验 .
（2）糖尿病再入院预测

在经过以上预处理后，得到了 127 386 条包含 111
维的医疗数据的糖尿病数据集 . 比起心力衰竭数据库，

该糖尿病数据库特征众多、数据量较大 . 随后也将同样

的算法应用在该糖尿病数据集上也进行了实验比较，

结果如表2所示 . 结果对比如图6所示 .
通过实验结果，首先可以直观地看出，在这种数据

量众多、特征复杂的数据环境中，原始BLS的准确率出

现下降，而本文提出的预测模型 DAE-BLS 无论是在精

表1　心力衰竭预测实验结果

方法

逻辑回归

随机树

深度神经网络(DNN)
卷积神经网络(CNN)
宽度神经网络(BLS)

DAE-BLS

训练集

准确率/%
86.25
97.72
99.05
99.54
99.17
99.25

测试集

准确率/%
82.64
91.12
94.64
96.42
96.83
96.62

训练时间/s
0.06
0.13

13.51
6.96
0.12
1.25

图5　心力衰竭实验结果对比
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确度上还是在训练时间上都有着很大的优势，在原始

BLS的基础上进一步提高了近 2%的准确率，而仅仅只

是多花费了 8 s左右的训练时间，与其余深度结构的神

经网络相比，仍然是一个高效的算法 . 这是因为降噪自

动编码器增强了原始BLS的特征提取能力 .
4. 3　心电数据

4. 3. 1　实验数据集介绍

本文使用MIT-BIH心律失常数据库［39］进行仿真实

验 . 该数据库是由美国麻省理工学院提供的研究心律

失常的数据库，是三个得到国际承认可以被用作临床

标准的心电数据库之一 . MIT-BIH 心律失常数据库

包含 48条双通道动态心电信号记录，每一条都超过了

30 min，这些记录来自 BIH 心律失常实验室在 1975 年

至 1979年研究的 47名受试者，其中受试者为 25名年龄

在 32~89岁之间的男子和 22名年龄在 23~89岁之间的

女性，共计 109 500个心拍，其中异常心拍约占 30%. 本

文利用所提模型对异常心拍进行预测 .
4. 3. 2　预处理过程

（1）对心电信号进行去噪预处理 . 这是因为在心电

信号采集或者数模转换的过程中，会产生噪声，包括工

频干扰、肌电干扰、基线漂移这三种 . 本文使用 Py⁃
Wavelets 小波分析库的阈值过滤器中对心电信号进行

初步去噪处理 .
（2）使用 Z-score 归一化进行处理 . 不同变量往往

量纲不同，归一化可以消除量纲对结果的影响 .
（3）对心电信号进行心拍划分 . 心电信号中的异常

波形大多都会具体表现在单个心拍中，因此在实际应

用前还需要对心电信号进行心拍划分 . 心拍信号截取

的常见方法之一是以 R 波位置作为定位点，前后分别

截取估计的采样点数 . 本文使用的数据集中带有的专

家标注的R波位置进行心拍划分，得到了 100 012条心

拍数据 .
（4）类别不平衡的处理 . 上述处理后得到的心拍数

据存在着类别不平衡的情况，五类心拍中正常心拍

（N 类心拍）占据 75% 以上，因此本文使用使用重采样

的方法对数据的类别进行平衡，最终得到了五类各

5 000条的平衡的心拍数据 .
（5）训练集测试集的划分 . 本次实验中将最终得到

用于分类的心拍数据的 80% 作为训练集，20% 作为测

试集 . 同时为了预防划分测试集与训练集的随机性影

响实验结果，在划分的过程中保证训练集与测试集中

预测标签的比例与总体数据集中的比例一致 .
4. 3. 3　心拍异常实验结果

在经过以上预处理后的心拍异常数据集中，本文

进行了一系列算法实验比较，实验结果如表 3所示 . 结

果对比如图7所示 .

通过实验结果可以看出，基于宽度学习系统的模

型相比于其他深度学习模型显著提高了模型的训练速

表3　心拍异常预测实验结果

方法

逻辑回归

随机树

深度神经网络(DNN)
卷积神经网络(CNN)
宽度神经网络(BLS)

DAE-BLS

训练集

准确率/%
85.96
97.91
99.34
99.25
99.39
99.71

测试集

准确率/%
85.10
93.13
98.24
98.47
98.06
98.50

训练时间/s
25.00
19.05
55.67

124.23
8.57

10.73

图7　心拍异常实验结果对比

表2　糖尿病预测实验结果

方法

逻辑回归

随机树

深度神经网络(DNN)
卷积神经网络(CNN)
宽度神经网络(BLS)

DAE-BLS

训练集

准确率/%
71.51
90.64
94.58
94.12

93.518
94.86

测试集

准确率/%
71.36
89.56
94.39
93.92
92.72
94.52

训练时间/s
2.03
1.56

96.79
108.96
50.16
58.63

图6　糖尿病实验结果对比
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度，而 DAE-BLS 虽然一定程度上提升了宽度学习系统

的准确率，但是提升得不够明显，这可能是因为在该数

据集中模型的准确率本身已经较高（近99%）.
4. 4　图像数据

4. 4. 1　实验数据集介绍

BreaKHis数据库［40］通过2014年1月至2014年12月

的临床研究收集图像，包含良性和恶性乳腺肿瘤的显

微活检图像 . 每个病例的最终诊断由经验丰富的病

理学家进行，并通过免疫组织化学分析等辅助检查进

行再确认 . 图像数据被保存在三通道 RGB 中，是未经

标准化或颜色标准化的原始图像 . 本次实验最终

使用的数据库来自于 Kaggle（https：//www.kaggle.com/
forderation/breakhis-400），其仅取 BreaKHis 数据库中

400倍光学变焦的部分样本，并且已经用不同的文件夹

划分训练数据和测试数据 .
4. 4. 2　乳腺癌检测实验结果

上述数据集中，本文得到的图像数据格式为 224 ´
224 ´ 3，1 148 张图像为训练集，545 张图像为测试集 .
本文在其中进行了一系列模拟实验，结果如表 4所示 .
结果对比如图8所示 .

通过实验结果可以看出，DAE 在宽度学习系统中

的引入显著提升了原始BLS的效果，大约提升了 5%的

准确率，但明显也花费了更多的训练时间（多花费了30 s

左右），可能是由于降噪自动编码器对图像数据的处理

需要花费更多的训练时间 . 尽管如此，与其他的算法

模型相比，DAE-BLS 模型仍然是一个快速、高效的

模型 .
4. 5　增量学习

本文在前文使用过的 Diabetes 130-US hospitals 糖
尿病数据集上设计实验证明用在DAE-BLS模型的增量

学习的可行性 . 首先，将模型的初始增强节点设置为

1 000，然后在初始模型训练好的情况下，使用增量学习

增加 1 000个增量节点进行快速重构，与重新训练一个

模型进行对比，结果如表 5所示 . 结果对比图示如图 9
所示 .

通过实验数据可以看出，使用增量学习算法将增

强节点从 1 000个重构成 2 000个时仅仅花了 8.59 s，相
比之下重新训练一个 2 000 个增强节点的模型需要花

费 25.45 s，节省了将近 17 s 的训练时间 . 实验结果显

示，所提模型在模型结构需要更改时，可以实现快速重

构 . DAE的引入加强了BLS的特征提取能力，同时没有

破坏其宽度结构的优越性，因此保留了 BLS 训练高效

与增量学习的特点 .
5　结论

提高医疗健康服务一直是我国高度重视的工作，

疾病预测是其中一项非常具有意义的工作 . 本文针对

目前疾病预测模型训练速度慢、提取特征困难等问题

提出了一种基于降噪自动编码器与宽度学习的疾病预

测模型DAE-BLS，在原始BLS的基础上，使用降噪自动

图9　增量学习训练时间与准确率对比

表4　癌症 ct图片预测实验结果

方法

逻辑回归

随机树

深度神经网络(DNN)
卷积神经网络(CNN)
宽度神经网络(BLS)

DAE-BLS

训练集

准确率/%
99.56
99.30
90.76
85.54
89.06
84.44

测试集

准确率/%
75.41
71.55
80.55
85.19
77.61
83.64

训练时间/s
85.08
76.73

293.36
4 598.31

36.04
95.67

图8　心拍异常实验结果对比

表5　增量学习实验结果

增强节点数/个
1 000
2 000

1 000→2 000

训练集准确率/%
93.67
94.25
93.91

测试集准确率/%
92.70
93.63
93.77

训练时间/s
3.78

25.45
8.59
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编码器作为 BLS 的映射层进行特征提取，在保留了原

始 BLS快速高效的特点的基础上提高了 BLS在复杂混

乱的医疗数据上的性能表现 .
本文提出的预测模型尽管在多个真实的疾病数据

集上都表现出很好的性能，但仍然存在一些问题需要

进一步研究 . 例如：在糖尿病患者数据集中，无论是

原始 BLS 还是 DAE-BLS 提升的训练速度并没有心力

衰竭数据集上的明显，这可能跟数据集本身的大小

以及混乱程度有关，因此可能仍需在更大样本量、更

复杂的数据库中进一步实验；在乳腺癌数据集中，

DAE-BLS 相比 BLS 明显花费了比其他数据集更多的

时间，这可能是由于所设计的 DAE 对图像数据的处

理需要花费很多的时间，因此如果想要进一步提升

模型在图像数据上的性能，可能需要对 DAE 的结构

做进一步改进 . 在未来的研究中，将考虑结合相关疾病

的医学先验知识对数据进行解释性更强的处理，进一

步优化预测模型，并将所提方法扩展到其他的医疗

场景 .
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