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无蜂窝毫米波大规模MIMO系统
基于深度强化学习的节能睡眠策略
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摘　要：　为了提升无蜂窝毫米波大规模 MIMO （Cell-Free millimeter-Wave massive MIMO，CF mmWave mMIMO）
系统总能量效率，本文研究时变信道环境中接入点（Access Point，AP）睡眠节能机制 . 将AP开关切换（AP Switch ON-

OFF，ASO）策略看作一个马尔可夫决策过程，使用深度强化学习（Deep Reinforcement Learning，DRL）工具解决AP开关

问题 . 引入干扰感知技术和局部敏感哈希检索方法减少代理与复杂环境的交互以及样本偏差，构造了一个新的效用

函数，在严格用户服务质量（Quality of Service，QoS）约束下更好地权衡总能效和可达速率性能 . 通过对效用函数离散

化分级处理，将状态空间映射为更小的分级状态空间，以加快决斗深度Q网络（Dueling Deep Q-Network，Dueling DQN）
的收敛速度 . 仿真结果证明了该方案的稳定性、收敛性和严格QoS约束下的总能效性能优势 .
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Abstract:　To improve the global energy-efficiency (GEE) performance in cell-free millimeter-wave massive MIMO 
(CF mmWave mMIMO) systems, the access points (APs) sleep-mode techniques in dynamic time-varying channels are in⁃
vestigated.  The AP switch ON-OFF (ASO) strategy is formulated as a Markov decision process.  Thus, a deep reinforce⁃
ment learning (DRL) model can be used to solve the AP activation problem.  The interference-aware method and the locali⁃
ty-sensitive hashing method are introduced to reduce sample bias and interaction between agents and complex environ⁃
ments.  A novel cost function is constructed to achieve a better balance between GEE and achievable rate under the strict 
quality of service (QoS) constraints.  In order to accelerate the convergence of the dueling deep Q-Network (DQN), the 
state space is mapped to the smaller hierarchical state space by discretizing the cost function.  Simulation results have dem⁃
onstrated the performance advantage of the convergence of deep reinforcement learning and GEE under the strict QoS con⁃
straint.
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1　引言

无蜂窝毫米波大规模 MIMO（Cell-Free millimeter-
Wave massive MIMO，CF mmWave mMIMO）系统中接入

点 （Access Point，AP）的密集部署、大规模天线阵列以

及前传链路的巨大功率消耗将显著增加网络总能耗，

能效优化问题对无蜂窝毫米波大规模 MIMO 系统的可

持续发展具有重要意义［1］. 在低流量负载情况下，所有

接入点都处于开启状态将导致资源的低效利用和能源

浪费 . AP开关切换 （AP Switch ON-OFF，ASO）策略作为

众多绿色策略中一种基于网络布局的有效节能策

略［2~4］，旨在提供能效最大化的 AP 开关方案，然而，这

是一个 NP难问题［3］，需要评估AP的所有可能组合 . 一

般来说，解决该问题的传统方法有启发式方法和基于

模型的方法［5］.
启发式方法可以很好地解决静态分布式环境中的

资源分配问题，但它们对系统参数很敏感 . 如果关键变

量或约束（如新增AP 或用户）发生变化，则需要重新配

置参数以生成更可行的解决方案 . 此外，传统启发式方

法不能充分利用网络实时信息，无法基于用户和AP的

分布信息、流量负荷等信息来优化 AP 开关状态，无法

对动态变化环境做出响应［6］. 不同于线性和时不变移

动系统，现实通信网的关键问题需要考虑用户移动性

和信号传播随机性，开发出适应复杂时变信道环境不

可预测衰落和强阴影效应的解决方案 .
基于模型驱动的机器学习算法能够从数据中学习

有意义的信息，通过最小化人工干预获得最佳性能 . 基

于模型的方法易于分析，但训练数据的采集不仅给通

信协议带来极大负担［7］，同时动态变化的环境也使训练

数据不易获取［8］，因此，无模型和数据驱动的方法更有

前途 . 强化学习技术源于大数据分析，作为一种数据驱

动的资源管理方法，可在未知动态变化网络条件（如可

变信道状态信息和用户服务质量）下为每个状态交互

做出最佳决策 .
传统的强化学习算法使用Q表来存储每个状态-

动作对的奖励值，但是高维Q表不仅会使学习过程难

以收敛，而且手动提取特征工程极其耗时，且特征不完

整 . 这些缺陷限制了强化学习技术在无线通信系统中

的实际应用 . 为了避免强化学习算法的不稳定性，Mnih
等人［9］中首次提出基于深度Q网络（Deep Q-Network，
DQN）的深度强化学习（Deep Reinforcement Learning，
DRL）方法 . 深度Q学习作为经典Q学习算法的一种变

体，结合了强化学习技术和深度神经网络（Deep Neural 
Network，DNN）技术，允许 DRL代理基于原始数据的分

层组合，使用高维神经网络数据的强大表示能力，从而

避免状态-动作的手动输入 . 然而，在无蜂窝毫米波大

规模 MIMO 系统中使用深度强化学习技术解决能效优

化问题需要面临以下挑战 .
首先，虽然 ASO 策略能有效提高无蜂窝毫米波大

规模MIMO系统的总能效［6］，但大部分研究忽略了用户

服务质量（Quality of Service，QoS）约束，而系统总能效

最大化只有在满足QoS要求时才有意义，否则会降低用

户体验［10］. QoS要求是以增加系统功耗为代价的 . 为了

解决QoS约束下的节能资源分配问题，人们引入深度强

化学习工具并提出了一些新的节能策略，如文献［11，12］
基于强化学习模型，提出了表征可达速率和能效之间

权衡的效用函数来解决蜂窝网络的基站激活问题 . 但

是以上研究很难识别时变信道环境中可达速率和总能

效的权重边界，且效用函数往往具有松散的QoS约束，

而非严格的QoS约束 . 因此无蜂窝毫米波大规模MIMO
系统的AP开关策略需要关注严格QoS约束下总能效和

可达速率性能的权重设计 . 其次，无蜂窝毫米波大规模

MIMO 系统前传链路上大量高维信道状态信息（Chan⁃
nel State Information，CSI）的频繁信令交换会对传输实

时性造成巨大压力，且AP开关状态空间大小或者动作

空间大小随着AP数的增加呈指数增长［12］，这些都会降

低深度强化学习网络的学习速度 . 最后，对时变信道的

采样会使数据分布随着学习新行为而发生变化，这对

于假设固定分布的深度学习模型来说是有问题的 . 无

线网络不同时刻收集的样本会使相同状态转移的即时

奖励不唯一，即学习过程中产生样本偏差，从而使强化

学习过程不易收敛 .
使用深度强化学习工具解决QoS约束下AP开关选

择问题时，当某用户的QoS不满足需求时，继续关闭服

务于该用户的AP不能保障该用户的服务体验，使关闭

特定AP的动作没有意义 . 而决斗深度强化学习方法在

深度强化学习框架基础上增加了动作重要性评估，能

有效提升上述场景中强化学习性能 . 决斗深度强化学

习方法在许多应用中已经证明了其有效性［13］. 为了解

决强化学习中的样本偏差问题，将状态-动作对等样本

信息进行缓存处理，从缓存空间中找到有效样本代替

偏差样本是一种有效策略，该策略应用于实时通信系

统时面临的一个关键问题是要提高检索效率 . 近邻检

索方法能以较低成本实现在线搜索，基于近邻检索的

局部敏感哈希（Locality Sensitive Hashing，LSH）方法以

其次线性搜索时间和可控的成功概率而受到广泛关

注［14］. 基于欧几里德 LSH 函数的方法是一种典型的

LSH方法，但是其显著缺点是会消耗大量内存 . 为了解

决该问题，面向数据的投影向量方法能提升哈希函数

的性能［15］.
基于以上分析，本文利用无线通信领域知识和支

撑实时通信的深度强化学习理论，采用决斗深度强化

学习模型设计了一种 AP开关策略，以实现严格 QoS约
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束下总能效和可达速率的性能权衡 . 首先，本文基于哈

希检索技术提出了一种缓存策略以降低样本误差并减

少不必要的信令交互 . 然后，本文基于干扰感知技术提

出了一种低复杂度效用函数计算方法，该算法无需使

用高维CSI信息，推导的最优权重的闭解形式能在严格

QoS约束下实现总能效和可达速率的性能权衡 . 最后，

本文提出了一种状态空间分级算法和单步动作转移建

模策略，二者分别通过减小状态空间大小和动作空间

大小来提高强化学习算法的收敛速度 .
2　系统模型

在无蜂窝毫米波大规模 MIMO 系统中，大量 AP 协

同为用户服务，AP通过前传链路连接到中央处理单元

（Central Processing Unit，CPU）. 假设系统配置有 M 个

AP 和 K 个用户（MK）. 系统工作在时分双工（Time-

Division Duplex，TDD）模式，根据信道互易性通过上行

训练获取CSI信息 . 无蜂窝毫米波大规模MIMO系统采

用以用户为中心的分簇方法来降低前传链路的功耗及

系统复杂度，允许每个用户由特定AP集合提供最好服

务，以用户为中心的无蜂窝毫米波大规模MIMO系统结

构如图1所示 .

假设为第 k个用户提供服务的AP集合为Mk，集合

Mk 包含的最大 AP 数为 NAPmax. 系统采用基于簇的大

规模 MIMO 信道模型［16］，第 m 个 AP 和第 k 个用户之间

的信道Hmk ÎCNt ´Nrk 为

Hmk =  
Nt Nrk

Ncl N ray 
∑
i = 1

Ncl∑
l = 1

Nray 

αil L ( )dil

              ´aAP(θAP
ilmk ) aH

UE(θUE
ilmk ) +HLoS

（1）

HLoS =  I(d) Nt Nrk ejη L(d) aAP(θAP
LoS ) aH

UE(θUE
LoS )  （2）

其中 Ncl 和 Nray 分别为散射簇数和每个簇的传播路径

数，aAP(θ )和 aUE(θ )分别为AP和用户的阵列响应向量 .
θUE

ilmk 和 θAP
ilmk 分别为第 k 个用户和第 m 个 AP 在路径

(il)上的到达角和离开角，ail CN(01)是在路径 (il)上

的复数增益 . HLoS 是直视径信道（Line-of-Sight，LoS），

η~U(02π)，I(d)是 0-1随机分布变量，用于指示在 AP和

用户间是否存在 LoS 链路 . dil 为 AP 和用户在路径 (il)

上的距离，L(d)为AP和用户之间的路径损耗 .
L(d) =  -20 log10( 4πf0

c ) - 10n log10 (d)-Xσ （3）
其中，n是路径衰落因子，f0 是载波频率，c是光速 . Xσ是

阴影衰落项，其均值为零，方差为 σ 2.
时刻 t的AP开关状态 s(t)定义为

s(t)=[o1 o2 oM ] （4）
其中，om =  1表示第 m个 AP处于开启状态，om =  0表示

第m个AP处于关闭状态 . 时刻 t处于开启状态的AP集

合定义为 O =  {m：om =  1 s( )t  =  [o1 o2 oM ]}，以 s(t) 为

目标的第 k个用户下行可达速率Rd
k (s(t) )为

Rd
k (s( )t ) =  B0 log2 (1 + γk (s( )t ))

=  B0 log2| I +R-1
k Akk AH

kk |  
（5）

Rk =  ∑
l ¹ k

Akl AH
kl + σ

2
n LH

k Lk （6）
Akl =  ∑

mÎO
mÎMk

pml LH
k H H

mk Fml （7）

其中，γk (s( )t )为第 k 个用户在状态 s( )t 的信干噪比（Sig⁃
nal to Interference plus Noise Ratio，SINR），σ 2

n 为噪声功

率，每个用户的带宽为 B0. Fmk 为第 m个 AP服务于第 k

个用户的混合预编码器，Lk 为第 k个用户的合并器，Rk

为第 k个用户的干扰协方差矩阵加上有效噪声 .
系统总能效Kd (s(t) )表示为［16］

Kd (s(t) ) =  
Rd (s(t) )

PT (s(t) )
 =  

∑
k = 1

K

Rd
k (s(t) )

PT (s(t) )
（8）

PT (s(t) ) =  ∑
k = 1

K
é

ë

ê

ê
ê
êê
ê

ê

ê ù

û

ú

ú
ú
úú
ú

ú

ú∑
mÎO
mÎMk

( )pmk

δ
+ ∑

mÎO

Pcm

+∑
k = 1

K

Rd
k (s(t) )P fhm + ∑

mÎO

P fh0m + ∑
mÏO

P fhmsleep 

（9）

其中 PT (s(t) )为系统总功耗，式右侧的第一项是功率放

大器产生的功耗，用户的传输功率为 pmk，第二项为本

地振荡器（Local Oscillator，LO）、移相器和射频链路消

耗的硬件功耗［17］. 其他项为前传链路产生的功耗，处于

开启状态 AP 的前传链路固定功耗为 Pfh0m，处于关闭

状态 AP 的前传链路固定功耗为 Pfhmsleep ，参数定义及

描述参见表1.
3　基于深度强化学习的AP开关算法

3. 1　问题建模

以 s(t)为优化目标的总能效优化问题P1为

图1　无蜂窝毫米波大规模MIMO系统结构
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P1：max
s(t)

 Kd( )s(t)

 s.t.  C1：∑
k = 1

K

pmk ≤ Pmax

  C2：pmk ≥ 0"m = 12M

  C3：Rd
k (s(t) )≥ B0rmin

（10）

最大功率约束C1中AP最大功率为Pmax，非负功率

约束为C2. QoS约束C3中用户最小频谱效率为 rmin. 由

于总能效的提升是以降低用户可达速率为代价的，本

文的 AP 开关策略需要实现总能效和可达速率性能权

衡，定义性能权衡效用函数 ς (Rd
k Kd )为

ς (Rd
k Kd )  =  μξ (Rd

k ) + (1 - μ)ψ (Kd ) （11）

ξ (Rd
k )  =  

ì

í

î

ïïïï

ïïïï

-1              Rd
k < Rmin

Rd
k - Rmin

Rmax - Rmin

 Rd
k ≥ Rmin

（12）

ψ (Kd )  =  
1

1 + e-K
d /ω

（13）
其中，Rmax 为用户最大可达速率，ω为归一化参数 .
ξ (Rd

k )和ψ (Kd )分别表示可达速率满意度函数和总能

效满意度函数 . 当用户可达速率不满足QoS需求时，以

负值惩罚 ξ (Rd
k )函数 . μ为加权系数，取值在 0 和 1 之

间 . QoS 约束下总能效优化问题 P1 转化为以 μ和 s(t)为

目标的效用函数优化问题P2：
P2：max

s(t)μ
 ς (Rd

k( s(t))  Kd( s(t)) )
s.t.  C1C2

（14）
大规模 MIMO 天线阵列结构使高维 CSI 信息的计

算涉及到复杂的矩阵运算，为了降低高维CSI信息交互

对前传链路的压力，本文引入干扰感知技术，通过测量

干扰信号功率和有用信号功率代替 CSI 信息 . 假设时

刻 t - DT与时刻 t之间AP状态保持不变，CPU在时间间

隔 DT 内测量的所有用户干扰功率和有用信号功率构

成大小 Mt 的样本集合 Ik =  {IknDt} gk =  {gknDt} Dt =

 DT/Mt  n =  12Mt，则 平 均 干 扰 功 率 为 Īk (s(t) ) =

 ∑
n = 1

M

IknDt /Mt，平均有用信号功率为 ḡk (s(t) ) =  ∑
n = 1

M

gknDt /Mt，

平均信干噪比为

γ̄k (s( )t ) =  
ḡk( )s( )t

Īk( )s( )t + σ 2
（15）

基于干扰感知技术，平均效用函数优化问题P3为

P3：max
s(t) μ

 ς(t)

s.t.  C1C2
（16）

ς(t) =  ς (R̄d
k (s(t) ) K̄d( s(t)) ) （17）

其中，R̄d
k (s(t) )和 K̄d( s(t))分别为平均可达速率和平均总

能效 . 传统的效用函数难以确定优化问题P3的加权系

数［12］，本文提出性质1来确定加权系数μ.
性质 1 Kmax 定义为无 QoS约束下的最大总能效，

Kmin 定义为最大可达速率对应的总能效 . 给定状态 s(t)，

式（18）的近似解μ为

μ =  
ψ ( )Kmax -ψ ( )Kmin

ψ ( )Kmax -ψ ( )Kmin + 2
（18）

性质1的证明过程请参见附录A.
3. 2　算法设计

在优化问题P3中，从大量AP中选择服务于特定用

户的 AP 开关状态是一个 NP 难问题，即使在时不变环

境中获得最优解，其计算复杂度仍然很高 . 考虑到通信

能力的限制，由于难以获得足够的先验信息，传统的深

度学习方法不可行，且无蜂窝毫米波大规模MIMO通信

的实时需求也使深度学习方法无法在有限时间内完成

训练过程 . 实际上，系统中 AP开关状态可以通过不断

“试错”学习过程的经验累积实现，因此特别适用于采

用强化学习框架来解决该问题 .
为了解决AP开关问题，传统强化学习算法定义的

动作空间大小随AP数增加呈指数增长［12］，无蜂窝毫米

波大规模 MIMO 系统中大量 AP 将导致动作空间非常

大，为了减少动作空间大小来降低强化学习方案复杂

度，本文使用了一个简单的动态机制，即将 AP 开关问

题建模为迷宫问题模型 . 从初始状态开始，状态之间采

用单步动作转移策略，代理沿着运动轨迹收集状态转

移信息并给出基本判断，沿着该路径转移的动作轨迹

为代理的实际动作 . 经过一段时间的学习，当转移到最

优状态时，奖励函数为零，AP开关状态收敛到一个稳定

的最优状态 . 该状态转移过程为具有零吸收态的确定

性马尔科夫过程，沿着有限步骤 S的运动轨迹，马尔科

夫的延迟奖励 R =  ∑
t = 1

S

γtr(t)的最大值将收敛到一个稳定

值，其中 γ表示长期奖励的折扣因子 . 强化学习基础理

论请参见附录B.
强化学习所有要素表示为 E =  {SARS ’ }，其中

SARS ’分别为状态空间、动作空间、奖励空间和下一

个状态空间 . 为了解决 AP开关问题，本文定义强化学

习的状态为AP开关状态 s(t)，s(t)的所有可能集合组成状

态空间，状态空间大小为 2M. 强化学习的动作定义为

a(t)，其取值范围为 0 M，动作空间大小为M +  1. a(t) =  0

表示维持当前状态不变，a(t) 取其他值表示第 a(t) 个 AP
采取与之前状态相反的动作 . 例如，时刻 t第 i个 AP处

于开启状态，则 a(t) =  i表示下一时刻将采取关闭第 i个

AP的动作 . 强化学习算法在每次迭代过程中使用贪婪

机制选择一个动作，即在状态 s(t)以概率 ε选择一个随机

动作 a(t). 一旦选定该动作，将会获得系统的即时奖励和
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下一个状态 s(t + 1). 为了表征强化学习中状态转移的正

向奖励或者负向奖励，本文定义状态转移产生的即时

奖励 r(t)为采取动作 a(t)后，状态 s(t + 1)和状态 s(t)之间效用

函数的差值，即

r(t) =  ς(t + 1)- ς(t) （19）
传统强化学习方法通常采用Q表来存储状态转移

信息，中等规划任务环境中Q表易获取，而在更复杂的

无蜂窝毫米波大规模 MIMO 任务环境中，较大 AP数导

致Q表维度非常大，使代理性能恶化，因此需要新的机

制来解决该问题 . 基于DQN网络的深度强化学习框架

无需提前获取Q表且不需要大量先验知识，相对于其

他深度学习框架具有更快的学习速度，从而能降低代

理复杂度 . 因此，本文基于 DQN 网络的深度强化学习

算法解决无蜂窝毫米波大规模 MIMO 系统 AP 开关问

题，采用深度神经网络的近似Q函数来提升算法收敛

速度 .
本文采用经验回放机制将所有经验都存储在内

存池 D 中，从 D 中随机选择少量训练样本馈送到深

度神经网络中用于训练［13］. 当内存池 D 中样本收集

满后，才进行 DQN 网络训练，该机制通过多次学习

以前的经验来提高学习过程的稳定性 . 在内存池收

集 样 本 的 初 始 阶 段 ，总 能 效 样 本 集 合 为 Κ =

 éëK
d( s(1)) Kd( s(2)) Kd( s( )|| D )ùû，可达速率集合为 R =

 [Rd
k (s( )1 )Rd

k (s( )2 )Rd
k (s( )|| D )]. 在深度神经网络训练

阶段，代理实时收集样本信息更新集合Κ和 R. 本文利

用集合Κ和 R中的统计信息确定效用函数的关键参数

Kmax 和Kmin，以计算式的加权系数 . Kmax 和Kmin 的计算

过程如下：

Kmax =  argmax
Kd( )s(t) ÎK

 Kd( s(t)) （20）
Kmin =  Kd( s(t* )) （21）

t* = argmax
Rd

k (s( )t )ÎR

 Rd
k (s( )t ) （22）

为了解决超大状态空间导致的深度强化学习算法

收敛缓慢的问题，传统强化学习技术通常采用聚类方

法将整个状态空间划分为更小的子空间来降低状态空

间大小［11］，但是这些方法需要提前收集大量样本进行

离线训练 . 因此，本文提出将效用函数进行离散化分级

处理的方式来降低状态空间大小，将原大小为 2M 的状

态空间映射为大小为 P 的分级状态空间 . 分级样本集

合为 D͂ = {D͂1 D͂2 D͂P}，由分级状态 s͂p 和分级效用函

数值 ς͂p 构成，即 D͂p = {s͂p ς͂p}，分级算法分两步计算

ς͂p和 s͂p.
首先，将连续效用函数值区间[ ςmin ςmax ]从小到大

离散化为P个分级效用函数值 ς͂p  p = 12P，即

ς͂p = ςmin + Dς ´ p （23）
其中 ς͂p = ςmin + Dς ´ p，Dς = (ςmax - ςmin )/P. ςmin 为样本收集

阶段的最小效用函数值，ςmax 为最大效用函数值 . 采用

遍历搜索法得到与效用函数值 ς(t)距离最近的分级效用

函数值 ς͂p，即

p =  arg min
p = 12P

 | ς(t)- ς͂p | （24）
然后，在分级效用函数 ς͂p 的邻近状态集合 Qp 中找

到总能效最大的分级状态 s͂p，即

Qp =  {i：ς(t)- ς͂p < ς
(t)- ς͂p’ D t ÎDp = 12Pp ¹ p’ }（25）

s͂p =  s(t⋆ ) （26）
t⋆ =  arg max

tÎQp

 K̄d( s(t)) （27）
其中D = {D1 D2 DT}为时间周期 T 内的样本集合，

D t = {s(t)ς(t)}为时刻 t 的样本 . 本文并未采用离线训练

的方式获得 s͂p，而是代理在与环境交互过程中与 Qp 内

最优状态进行比较实时更新 s͂p，从而避免传统的离线分

类训练过程非实时带来的不准确性 . 分级算法将实时

样本D t =  {s(t)ς(t)}映射到分级样本 D͂p，采用了性能权

衡作为划分准则，该准则能更合理地反映状态空间的

性能差异，从而避免依靠单一评价准则带来的弊端 . 状

态空间分级算法实现流程如算法 1所示，代理首先从样

本D t 中取出 s(t)的效用函数 ς(t)，然后基于分级算法得到

分级样本集合 D͂，最后利用以上信息在算法 1的第 7行

输出( s(t)a(t)r(t)s(t + 1)).

3. 3　算法实现

本文基于DQN网络的深度强化学习技术设计无蜂

窝毫米波大规模 MIMO 系统 AP开关算法，由于深度神

经网络使用了非线性函数的近似处理，算法变得不稳

定，从而产生误差 . 这主要是由于Q值的小幅度更新会

引起策略的巨大变化，导致估计Q值和目标Q值之间

相关性以及数据分布受到很大影响，因此，本文引入目

标 Q̂网络来提高算法稳定性［13］，该网络频繁且缓慢地

随着Q网络参数的变化更新自身参数，并通过最小化

目标 Q̂值和估计Q值之间的损失函数更新网络参数，

算法1 状态空间分级算法

输入: 样本集合D t和分级样本集合 D͂ .
输出: ( s(t)a(t)r(t)s(t + 1))和分级样本集合 D͂ .
1.  从D t中得到 ς(t).
2.  根据式得到 ς(t)对应的等级 p和 ς͂p.
3.  根据 ς͂p计算 r(t)= ς͂p - ς

(t - 1).
4.  从 D͂ 中取出等级 p的分级样本 D͂ p ,根据式计算 s͂p 并更新 D͂ p .
5.  输出( )s(t)a(t)r(t)s(t + 1) = ( )s͂p a

(t)r(t)s(t + 1)  .
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可以消除估计Q值和目标 Q̂值之间的相关性，从而获

得良好的学习性能 .
深度 Q 网络利用权重 θ 来参数化 Q 函数，即

Q ( s(t)a(t)；θ ). 假设 θi 和 θ̄i 分别为Q网络和目标 Q̂网络

的 参 数 ，则 估 计 Q 值 和 目 标 Q̂ 值 分 别 表 示 为

Q ( s(t + 1)a(t + 1)；θi )和 Q̂ ( s(t + 1)a(t + 1)；θ̄i ). 在初始阶段，代

理采用随机参数初始化两个网络参数 . 在第 i次迭代，

代理首先基于给定的 Q̂值，通过梯度下降法最小化Q
网络的损失函数Li (θi )来更新Q网络参数 .

Li (θi ) =  

E
é

ë

ê
êê
ê(r(t)+ γ max

a(t + 1)ÎA
Q̂ ( s(t + 1)a(t + 1)；θ̄i ) -Q ( s(t)a(t)；θi ) ) 2ù

û

ú
úú
ú

（28）
Ñθi

Li (θi ) =  E
é
ë
êêêê(r(t)+ γ max

a(t + 1)ÎA
Q̂ ( s(t + 1)a(t + 1)；θ̄i ) )ùûúúúú

-  E é
ë(Q ( s(t)a(t)；θi )Ñθi

Q ( s(t)a(t)；θi ) )ùû
  （29）

然 后 ，为 了 更 新 目 标 Q̂ 网 络 ，代 理 使

Q̂ ( s(t + 1)a(t + 1)；θ̄i )逼近目标值 y( )t
i ，并采用随机梯度下降

法最小化损失函数Ltar
i (θ̄i )来更新权重 θ̄i + 1.

y( )t
i  =  r(t)+ γ max

a(t + 1)
Q̂ ( s(t + 1)a(t + 1)；θ̄i ) （30）

Ltar
i (θ̄i ) =  (Q̂ ( s(t + 1)a(t + 1)；θ̄i ) - y(t)

i ) 2

（31）
θ̄i + 1 =  

        θ̄i + ν̄
(t)( y(t)

i - Q̂ ( s(t + 1)a(t + 1)；θ̄i ) )Ñ θ̄i
Q̂ ( s(t + 1)a(t + 1)；θ̄i )

（32）
当某用户的QoS不满足要求时，继续关闭为之服务

的AP不能保障该用户的服务体验，因此该状态下采取

关闭这些 AP的动作是没有意义的 . 针对该场景，本文

使用了一种基于文献［18］的决斗深度强化学习算法来进

一步提高深度强化学习算法性能 . 该算法使用值函数

来衡量系统给定状态的好坏程度，使用优势函数来衡

量给定动作的重要性 . 当执行某个动作对系统没有益

处时，代理不再估计该动作的值 . 假设值函数定义为

V(s(t)；θ(1) )，动作 a(t) 的优势函数定义为 G(s(t)a(t)；θ(2) ).
决斗深度强化学习算法产生两个数据流分别估计值函

数 V(s(t)；θ(1) )和优势函数 G(s(t)a(t)；θ( )2 )，其中 θ(1) 和 θ(2)

为全连接层的参数 . 深度神经网络输出层输出两个流

之和作为Q值，即

Q(s(t)a(t)；θ( )1 θ( )2 ) =  V(s(t)；θ(1) )+ G(s(t)a(t)；θ(2) )   （33）
由此可以看出，给定Q值不可能唯一获取 V和 G，

导致式性能的不确定性 . 为了解决该问题并提高算法

稳健性，将式（33）重写为式（34）. 式（34）的优点在于

并未改变深度Q学习算法框架，仅需获取优势函数的

平均值，而无需找到状态 s(t) 下所有可能动作的最

大值 .
Q ( s(t)a(t)；θ( )1 θ( )2 )  =  V ( s(t)；θ( )1 ) + G ( s(t)a(t)；θ( )2 )

-
1

|A| ∑
a(t + 1)ÎA

G ( s(t)a(t + 1)；θ( )2 )（34）

由于最初的深度强化学习框架是为视频游戏开发

的［18］，因此这种架构包含了卷积层来处理输入层的图

像 . 本文旨在解决无蜂窝毫米波大规模 MIMO 系统中

的资源优化问题，因此使用的神经网络结构更简单，仅

包含两个全连接结构的隐藏层［13， 19］，以捕获系统当前

工作的特定状态 . 本文的值函数和优势函数均由有两

个具有 800个神经元的隐藏层的全连接网络构成，即两

个隐藏层H1和H2，一个值函数输出层Lv以及一个优势

函数输出层La来分别估计值函数V(s；θ( )1 )和优势函数

G(sa；θ( )2 )，两者合并后得到深度决斗网络的输出

Q(sa；θ( )1 θ( )2 ). 假设 | H i |表示网络层的神经元个数，

深度决斗神经网络复杂度为 O (NDuel Nb(| H1 || H2 | +

| H2 || Lv | + | H2 || La | ) )，其中 NDuel 为训练迭代次数，Nb

为训练样本数 .
无蜂窝毫米波大规模 MIMO 系统在不同时刻收集

样本D t，信道的实时变化使相同(sa)在不同时刻获得的

即时奖励也有所差异，因此学习过程中可能出现样本偏

差，即相同的 s = s(t) = s(t ’ )"t¹ t ’，存在 ς(t)¹ ς(t ’ ). 另外，代

理和真实环境之间交互的计算复杂度高且特别耗时 . 为

了解决这些问题，本文提出将样本D t存储到缓存空间，

当出现样本偏差时，使用缓存空间中历史状态对应的样

本代替偏差样本 . 由于样本索引维度非常大，本文引入

哈希函数检索方法来加快检索速度 . 先对状态 s(t)进行

哈希编码 hb (s(t) )，然后根据哈希码索引存取信息

( s(t)ς(t))，哈希函数hb (s(t) )的定义及检索方法参见附录C.
无蜂窝毫米波大规模 MIMO 系统不断与变化的外

界环境进行交互，本文利用无蜂窝毫米波大规模MIMO
系统知识和优化模型，采用基于干扰感知技术计算

SINR，提出的决斗深度强化学习 AP 开关算法简称为

Dueling-DQN-SINR算法，算法结构如图 2所示 . 算法结

构主要由三个部分构成，分别为通信环境、通信模块以

及决斗深度强化学习模块 . CPU 作为强化学习代理完

成通信模块和深度强化学习模块的交互，同时，CPU在

与通信环境交互时，在无蜂窝毫米波大规模MIMO系统

的前传链路上利用现有的通信协议收集数据，并提供

给通信模块 . 通信模块基于干扰感知技术计算效用函

数，引入基于哈希检索技术的缓存策略来避免样本偏

差，最后通过对效用函数的分级处理为决斗深度强化

学习模块提供分级状态输入 . 决斗深度强化学习模块
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提取 AP 开关信息后，将学习到的动作反馈给通信

模型 .
Dueling-DQN-SINR 算法的实现流程如算法 2 所

示 . 在决斗深度强化学习的数据收集阶段，基于投影基

向量集获取哈希表 . 在决斗深度强化学习的训练阶段，

使用干扰感知技术、哈希检索法和状态空间分级算法

获取经验信息 ( s(t)a(t)r(t)s(t + 1))，使其在深度强化学习框

架下有效地学习 . 为了避免长期使用历史信息而无法

实时适应环境变化，代理以间隔 T 为周期清理缓存空

间 . 相对于其他深度强化学习算法，算法 2具有以下优

点：首先，干扰感知技术采用低维功率测量信息代替高

维CSI信息进行信令交互，降低了系统复杂度；其次，分

级算法使强化学习的状态空间大小从 2M 降低到 P，单

步动作转移策略降低了动作空间大小，从而提高了强

化学习算法收敛速度；最后，缓存策略既能降低时变环

境中的样本偏差，又能减少与复杂环境不必要的交互

给前传链路带来的压力 .
4　仿真与实现

为了研究无蜂窝毫米波大规模MIMO系统AP开关

算法的性能，本文采用城市微小区（Urban Microcellu⁃
lar，UMi）开放广场场景大规模 MIMO 信道模型［16］，AP
和用户之间的最大距离是 50 m. 热噪声功率谱密度为

-174 dBm/Hz，系统噪声系数 F =  6 dB，系统中心频率

f0 =  73 GHz，带宽 B0 = 200 MHz，AP 数 M = 20 用户数

K = 6，NAPmax =  10. QoS 约束 rmin =  1 bit/s/Hz，最大功率

约束 Pmax =  1 dBW，每个 AP 采用用户平均功率分配策

略，即 pmk =  Pmax /K "k = 12K. Pcm 的计算过程描

算法2 基于SINR的决斗深度强化学习AP开关算法

输入: 初始化Q网络权重参数 θ( )1 θ( )2 和目标Q网络权重参数

θ̄( )1 θ̄( )2

输出: Q网络参数和 Q̂ 网络参数

1.  while t < | D |

2.    以概率 ε随机选择动作a(t)

3.    执行动作a(t)得到即时奖励 r(t)和状态 s(t + 1)

4.    根据式计算 ς(t), 然后得到D t

5.    使用算法1得到信息( s(t)a(t)r(t)s(t + 1))
6.    将信息( s(t)a(t)r(t)s(t + 1))存放于内存池D中

7.  end while

8.  计算Z矩阵得到主成分向量对应的哈希表

9.  repeat

10.    以概率 ε随机选择动作a(t)

11.    根据式计算 ς(t), 然后得到D t

12.    使用算法1得到( s(t)a(t)r(t)s(t + 1)), 更新 D͂ 
13.    将信息( s(t)a(t)r(t)s(t + 1))存放于内存池D中

14.    从内存池D中随机提取少量训练样本( s( j)a( j)r( j)s( j + 1))
15.    基于式, 在输出层输出Q值

16.    执行梯度下降法更新网络参数 θ(1)θ(2)

17.    间隔一段时间设置 Q̂ =Q,更新 θ̄(1)= θ(1)θ̄(2)= θ(2)

18.    if深度神经网络收敛

19.     break

20.  end repeat

图2　基于SINR的决斗深度强化学习AP开关算法结构
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述参见文献［6，17］，射频硬件电路功耗模型的具体参

数参见表 1，前传链路功耗参数参见文献［6］.

Dueling-DQN-SINR 算法实现分别由两个平台完

成：Python 语言平台进行决斗深度强化学习算法仿

真，Matlab 平台进行通信模块和通信环境的仿真 . 分

级算法的离散度抽样间隔为 1/P，P =  100. 决斗深度

神 经 网 络 参 数 为 | H1 |  =  800，| H2 |  =  800，| Lv |  =  1，

| La |  =  M + 1，深度神经网络输入状态 s(t)的数据长度为

M，内存池大小 | D | = 2 000，训练样本数Nb =  64，目标 Q̂
网络每隔 200 次训练更新一次 . 学习率 ν(t) =  0.001，探

索阶段随机动作概率 ε从 1逐步递减为 0.1，长期奖励折

扣因子 γ =  0.9.
本 文 仿 真 比 较 了 几 种 AP 开 关 算 法 的 性 能 ：

Dueling-DQN-SINR算法、基于 SINR 的DQN算法（DQN-

SINR 算法）、基于 CSI 的 Dueling-DQN 算法（Dueling-

DQN-CSI算法）、文献［6］的能效贪婪算法和文献［3］的

可达速率贪婪算法 . 其中 Dueling-DQN-SINR 算法为推

荐算法，其实现过程如算法 2 所示 . DQN-SINR 算法和

Dueling-DQN-CSI 算法均采用迷宫问题模型 . 不同于

Dueling-DQN-SINR 算法中 Dueling-DQN 网络采用了两

个隐藏层，DQN-SINR算法采用了一个隐藏层的DQN网

络 . Dueling-DQN-CSI算法采用了Dueling-DQN网络，但

未采用分级操作，代理学习打开、关闭或者不变三种动

作后，使用下一时刻CSI信息采用遍历搜索法选择总能

效最大的 AP. 能效贪婪算法考虑了 QoS 约束，采用

Gauss-Seidel迭代算法来最大化总能效，其算法收敛性

与初值的选取有很大关系，因此是一种次优算法 . 可

达速率贪婪算法采用贪婪策略最大化用户最小可达

速率 .
图 3（a） 给出了三种深度强化学习算法训练阶段

的收敛性，图中横坐标中 (*x)表示每点取 x次迭代的平

均值 . 结果显示 Dueling-DQN-CSI 算法收敛速度最慢，

这是由于其超大Q表（大小为 3 ´ 2M）使学习过程难以

收敛 . Dueling-DQN-SINR算法因采用了分级操作，Q表

大小减小为 (M + 1)´P，其收敛速度较快 . Dueling-DQN-

SINR 算法采用了比 DQN-SINR 算法更复杂的网络结

构，因而具有更快的收敛速度，DQN-SINR 算法中 DQN
网络训练复杂度为O (NDQN Nb(| H2 || Lv | + | H2 || La | ) ).
仿真显示 Dueling-DQN-SINR 算法在 6 000 次迭代后逐

渐收敛，其收敛速度比其他深度强化学习算法快一倍，

即 NDuel =  6 000，NDQN =  12 000. 图 3（b） 给出了深度强

化学习算法在训练阶段的效用函数值，效用函数值随

着迭代次数的增加而逐步增长 . 基于干扰感知技术和

CSI 技术的深度强化学习算法的效用函数值有较大差

异，后者通过准确估计Q表能缩小总能效可行域范围 .
经过一定时间的样本更新，根据统计信息获得Dueling-

DQN-SINR 算法的总能效可行域范围为[1533]，最大频

谱效率为 rmax =  Rmax /B0 =  2 bit × s-1 ×Hz-1；Dueling-DQN-

CSI算法的总能效可行域范围为[2833]，最大频谱效率

为 rmax =  1.75 bit × s-1 ×Hz-1.
图 4仿真了基于干扰感知技术的深度强化学习算

法在训练阶段中的平均性能 . 在 6 000 次迭代之后，

Dueling-DQN-SINR 算法的平均总能效性能优于 DQN-

SINR算法，且用户平均最小频谱效率更接近QoS约束，

这是由于前者考虑了值函数的处理，避免对不必要动

作进行估计，因而能更有效地学习 .
图 5仿真了决斗深度强化学习算法和非强化学习

算法在训练阶段的平均性能，采样样本大小 Mt =  200.
Dueling-DQN-CSI 算法的权衡性能表现最佳，虽然

Dueling-DQN-SINR 算法的平均总能效性能略低于

Dueling-DQN-CSI 算法，但是它不需要提前获取 CSI 信
息，能通过学习选择AP，因而是一种更实用的方法 . 能

效贪婪算法由于没有强化学习的探索过程扰动，其性

能表现相对平稳，但正是因为缺乏探索过程而无法进

一步提升平均总能效性能 . 频谱效率和总能效是互相

矛盾的性能指标，本文旨在确保实现QoS约束下的总能

效最大化，相对于能效贪婪算法，Dueling-DQN-SINR算

法虽然牺牲了少量频谱效率性能，但是其平均总能效

更高 . 比如在 6 000 次迭代之后，Dueling-DQN-SINR 算

法的平均总能效提升了 8%~21%，而用户平均最小可达

速率仅降低了 0~6%，且仍满足QoS约束，从而证明了本

文推导的效用函数的有效性

图 6仿真了深度强化学习算法在测试阶段的瞬时

性能和平均性能，采样样本大小Mt =  10. 图 6（a）和（b） 
展示了深度强化学习算法前 200 次迭代的瞬时性能，

图 6（c）和（d）展示了前 600次迭代的平均性能 . 由于以

可达速率最大化为优化目标，可达速率贪婪算法的用

户平均最小可达速率性能最好，但是其总能效性能最

低 . 由图 6（a）可知，由于 Dueling-DQN-CSI算法的动作

表 1　硬件模型参数

参数

δ

PPS

bDAC

PLO

PRF

Pfh0m

Pfhmsleep 

Pfhm

含义

功放效率

移相器功耗

DAC分辨率

本地振荡器功耗

射频链功耗

前传链路固定功耗

前传链路睡眠固定功耗

前传功率系数

值

27%
21.6 mW

4 bit
22.5 mW
31.6 mW

5 W
0.5 W

0.25 W × Gbits-1 × s-1
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空间小，其性能波动范围小；由于Dueling-DQN-SINR算

法采用了分级处理，其瞬时总能效在高性能区间内波

动 . 本文在深度强化学习单次迭代中采用 r͂min =  rmin -
Dr代替 rmin来松弛QoS约束，确保用户在一段时间内而非

在某一时刻满足 QoS 约束，其中 Dr =  0.1 bit × s-1 ×Hz-1.
图 6（b）给出单次迭代中用户最小频谱效率下限约为

0.9 bit × s-1 ×Hz-1，图 6（d）给出用户平均最小频谱效率

约为 1.2 bit × s-1 ×Hz-1，满足 QoS 约束 . 深度强化学习算

(a) 收敛性 (b) 代价函数

图 3　深度强化学习算法训练阶段的收敛性和效用函数

(a) 平均总能效 (b) 用户平均最小频谱效率

图 4　深度强化学习算法训练阶段的性能对比

(a) 平均总能效 (b) 用户平均最小频谱效率

图 5　AP开关算法训练阶段的性能对比
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法相对于能效贪婪算法取得了更高的平均总能效性

能，比如在图 6（c）中第 15 ´ 20次迭代之后，深度强化学

习算法的平均总能效提高了 14%~16%. 图 6 仿真说明

深度强化学习算法采用的单步长动作转移策略能使瞬

时性能随着时变信道动态变化，经过一定步长动作转

移后，两种深度强化学习算法的平均总能效均能达到

较高稳定值，且满足QoS约束 .
5　结论

本文研究了无蜂窝毫米波大规模 MIMO 系统基于

睡眠机制的能效优化策略，主要通过关闭某些AP来降

低硬件和前传链路的功率 . 采用了决斗深度强化学习

算法估计 AP开关状态，以优化 QoS约束下的总能效性

能 . 本文提出了一种低复杂度的效用函数构造方法，该

方法基于干扰感知技术能在严格 QoS约束下实现总能

效和可达速率性能权衡 . 提出缓存策略来减少样本误

差和信令交互，并引入哈希检索法提高检索效率 . 针对

状态空间大导致的深度强化学习收敛慢问题，提出将

效用函数进行分级处理以减小神经网络输入的状态空

间大小 . 仿真表明推荐的深度决斗学习算法相对于其

它算法具有收敛快的特点，能在满足QoS约束下提高总

能效性能 .
附录A　

性质1的证明考虑两种极限情况：

1.  无 QoS 约束的最大总能效定义为Kmax，则效用

函数 ς1为

ς1 =  -μ + (1 - μ)ψ(Kmax ) （A1）
2.  最大可达速率 Rmax 对应的总能效定义为Kmin，

则效用函数 ς2为

ς2 =  μ + (1 - μ)ψ(Kmin ) （A2）
在满足QoS约束时，最优总能效表示为K*，则对应

的效用函数 ς*为

ς* =  (1 - μ)ψ(K* ) （A3）
为了找到最接近Rmin 时最大总能效，即最优 μ能满

(a) 总能效

(c) 平均总能效

(b) 用户平均最小频谱效率

(d) 用户平均最小频谱效率

图 6　AP开关算法测试阶段的性能对比
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足式，则需满足 ς* > ς1且 ς* > ς2，即

ψ(Kmax )-ψ(K* )<
μ

1 - μ
<ψ(K* )-ψ(Kmin ) （A4）

即需要满足
ψ(Kmax )+ψ(Kmin )

2
<ψ(K* ) （A5）

由于 ψ(K)是凸函数，则式（A5）成立 . 为了保证最

优能效值附近的效用函数连续，则效用函数也需要满

足ψ(Kmax )>ψ(K* )，μ/ (1 - μ)取值为两个边界的中值，即

μ
1 - μ

 =  
ψ(Kmax )-ψ(Kmin )

2
（A6）

即μ满足定义 .
附录B　

基于马尔科夫过程[20, 21]的强化学习在代理和环境

之间的交互可以表示为一个轨迹，即

τ = s(1)a(1)r(1)s(2)a(2)r(2)s(T )a(T )r(T ) （B1）
强化学习代理根据马尔可夫随机策略 π:S®A来

选择动作，ψ (a|s)为根据策略 π ( s)在状态 s中选择动作

a的概率，则轨迹 τ的概率用马尔科夫过程表示为

p(τ) =  p(s(1) )∏
t = 1

T

ψ(a(t)| s(t) )p(a(t + 1) | s(t + 1) ) （B2）
其中，p 为分布概率 . 每个代理基于给定策略 π在状态

s(t)采取动作a(t)后得到的即时奖励为

r(t)( s(t)a(t))  =  r(t)( s(t)π ( s(t)) ) （B3）
定义 V π (s):S®R 为值函数[20]，表示在初始状态

sÎ S采用策略 π的期望值 . 定义状态动作值函数为

Q(sa)函数，它表示初始状态为 s 和动作 a 采用策略 π

的期望值 .

V π (s) =  Eπ

é

ë
ê
êê
ê∑

t = 0

¥

γt r(t)( s(t)a(t)) | s0 =  s
ù

û
ú
úú
ú  

=  Eπ[ r(t)( s(t)a(t)) + γV π( s(t + 1)) | s0 =  s ]
（B4）

Qπ (sa) =  Eπ[ r(t)( s(t)a(t)) + γV π( s(t + 1)) ]  

=  r(t)( s(t)a(t)) + γEπ[V π( s(t + 1)) ]
（B5）

其中，s0 表示初始状态，γ表示长期奖励的折扣因子 .
R(π)为给定策略 π的平均奖励，R(π)不依赖于初始状态 .
马尔科夫过程的目标是找到一个最优策略 π*，以使决

策的未来奖励最大，即

max
π

R(π) =  lim
T®¥

1
T∑

t = 1

T

E (γtr(t)( s(t)π ( s(t)) ) ) （B6）
使用每个状态的最优动作获取最优状态动作值函

数，即

V π * (s) =  max
a(t)ÎA

{Eπ[ r(t)( s(t)a(t)) + γV π( s(t + 1)) ]}（B7）

对于所有 (sa)对，最优Q函数由下式取得：

Qπ * (sa) =  r(t)( s(t)a(t)) + γEπ[V π( s(t + 1)) ] （B8）
从式和式可知，最优V π * (s)可表示为

V π * (s) =  max
aÎA

{Qπ * (sa)} （B9）
对于每个 (sa)，最优 Q 值可通过迭代方式实

现[13]，即

Q(t + 1)( s(t)a(t)) =  Q(t)( s(t)a(t)) + ν(t)[ r(t)( s(t)a(t)) ]
+ν(t)é

ë
êêêêγ max

a(t + 1)ÎA
Q(t)( s(t + 1)a(t + 1)) -Q(t)( s(t)a(t))ùûúúúú

（B10）
式（B10）的原则是要找到当前估值Q(t)( s(t)a(t))和

目标 Q值 r(t)( s(t)a(t)) + γ max
a(t + 1)ÎA

Q(t)( s(t + 1)a(t + 1))之间的差

值，通过不断更新式对应的Q表，算法可以逐渐收敛到

最优策略 .其中学习率 ν(t)表示新的经验对当前估计的

Q值的影响，学习率可在训练过程中进行调整，为了确

保Q学习算法始终收敛于最优策略，学习率必须是非

负的、确定性的 .

附录C　
假 设 样 本 集 构 成 的 数 据 集 矩 阵 为 U =

 [u1 u2 uN ]ÎCM ´N，un是数据集中一个特定的M维样

本向量，U的协方差矩阵为Σ = (UU T ) /N.V为协方差矩

阵Σ的特征矩阵，选择矩阵V中最大L个特征值对应的

特征向量作为基向量集，则新数据集Y在基向量集Z上

的投影为Y = Z HU.由于Z包含数据分布信息，因此使用

L个投影向量Z = [Z1 Z2 ZL ]的哈希表也是面向数据

的 .这L个投影向量对应 L 个哈希函数，每个哈希函数

hZ i b
(un ):RM ®R 1 ≤ i ≤ L表示一个M维向量 un的映射 .

它由变量Zi和 b进行索引，b是从[0w]范围内均匀选择

的实数 . 对于样本 un，投影向量 Z i 和 b 对应的哈希函

数为：

hZ i b
(un ) =  

ê

ë
êêêê

ú

û
úúúú

Z H
i un + b

w
（51）

多个哈希值 hZ i b
(un ) 1 ≤ i ≤ L 组成哈希表 hb (un ):

RM ®RL，hb (un ) =  [hZ1 b
(un )hZ2 b

(un )hZL b
(un )]. 由

于 L <M，则哈希函数方法能降低高维度数据集的检索

结构，从而能减少样本un的检索时间 .
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