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基于多智能体深度强化学习的车联网频谱共享
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摘　要：　针对高动态车联网环境中，基站难以收集和管理瞬时信道状态信息的问题，提出了基于多智能体深度

强化学习的车联网频谱分配算法。该算法以车辆通信延迟和可靠性约束条件下最大化网络吞吐量为目标，利用学习

算法改进频谱和功率分配策略。首先通过改进DQN模型和Exp3策略训练隐式协作智能体。其次，利用迟滞性Q学习

和并发体验重放轨迹解决多智能体并发学习引起的非平稳性问题。仿真结果表明，提出算法有效载荷平均成功交付

率可达 95. 89%，比随机基线算法提高了 16. 48%，可快速获取近似最优解，在降低车联网通信系统信令开销方面具有

显著优势。
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Multi-Agent Reinforcement Learning enabled Spectrum Sharing for Ve⁃
hicular Networks
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Abstract：　Aiming at the problem that it is difficult for base stations to collect and manage instantaneous channel 
state information in high dynamic vehicle networking environment, a spectrum allocation algorithm for vehicle networking 
based on multi-agent deep reinforcement learning is proposed. The algorithm aims to maximize the network throughput un⁃
der the constraints of vehicle communication delay and reliability, and uses the learning algorithm to improve the spectrum 
and power allocation strategy. Firstly, the implicit cooperative agent is trained by improving DQN model and EXP3 strate⁃
gy. Secondly, the nonstationary problem caused by multi-agent concurrent learning is solved by using hysteretic Q-learning 
and concurrent experience replay trajectory. The simulation results show that the average successful delivery rate of the pay⁃
load of the proposed algorithm can reach 95.89%, which is 16.48% higher than the random baseline algorithm. It can quick⁃
ly obtain the approximate optimal solution, and has significant advantages in reducing the signaling overhead of the Internet 
of vehicles communication system.
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1　引言

车联网（Internet of Vehicles，IoV）是智能交通系统

在物联网的典型应用［1］。自 2000 年开始，学术界提出

车到万物（Vehicle to Everything，V2X）的概念，将车联网

拓展为支持车辆与一切道路实体间进行通信的网络，

能够支持多样的安全和娱乐服务［2］。V2X两种典型的

操作模式，车间通信（Vehicle to Vehicle，V2V）和车到基

础设施通信（Vehicle to Infrastructure，V2I）。V2V 承载

可靠性约束的安全信息传输，V2I面向高速率大容量需

求的娱乐相关应用服务。随着车联网业务类型多样化

发展，服务质量（Qualify of Service，QoS）需求日益增加，

车联网中通信道干扰也愈发严重。在具有高动态网络

拓扑、高移动性通信车辆节点等特性的车联网环境，如

何合理高效地对有限频谱资源进行分配，降低同信道

干扰问题的影响，提升系统吞吐量和服务质量是车载

通信架构下的重要挑战。车联网资源共享研究中传统

的资源优化方案居多，但面临城市交通环境信道状态
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信息（Channel Status Information，CSI）不准确等问题，往

往难以实现优化目标。文章［3~5］已经证明了深度强化

学习（Deep reinforcement learning，DRL）在解决资源分

配问题的潜力。近年来，利用 DRL 开发车联网频谱资

源共享的学习算法获得学界和业界广泛关注。

车联网无线信道具有快时变、非平稳的衰落特性，

对资源分配有更高的实时性和准确性的要求，因此基

于 DRL 的车联网资源分配多是采用基于 DQN 的频谱

分配方法。例如，针对单播和广播场景下 V2V 用户延

时保障问题，文献［6］提出一种基于DRL的分布式车辆

网络资源分配机制。针对C-V2X通信的传输模式选择

和资源分配的联合问题。文献［7］提出了一种基于

DRL的分布式算法，以同时满足V2I和V2V用户的QoS
要求。但上述算法是针对静态环境，并未充分考虑无

线网络环境动态变化引起的高方差和奖励值估计，存

在算法鲁棒性不足的问题。文献［8］利用 SAC 强化学

习理论建立神经网络，以熵最大化和累计奖励和最大

化为目标训练智能体，使得 V2V 用户能够获得较优的

频谱分配决策。文献［9］为减少网络信令开销，车辆用

户使用一个深度神经网络压缩其观察信息，这些信息

随后被反馈给集中决策单元并采用深度Q网络分配资

源。上述两种方法是基于全局信息分配信道资源，而

在复杂时变的车联网环境中全局信息获取与维护开销

巨大。此外，文献［6~9］都属于传统的单智能体强化学

习算法（Single-Agent Reinforcement Learning，SARL），很

难适用于多用户的车联网场景。如果将 SARL 扩展到

多智能体强化学习（Multi-Agent Reinforcement Learn⁃
ing，MARL）设置，多智能体并发探索引起的非平稳性

会显著阻碍训练并降低性能［10］。为了解决非平稳性问

题，直接从多智能体的角度来研究车辆网络中的信道

接入问题。文献［11］利用DQN理论提出了一种分布式

算法来优化车辆网络中的频谱和功率分配，并提出了

基于指纹的重放缓冲区来解决非平稳性问题，但该算

法没有考虑环境动态变化的影响，导致性能较差。文

献［12］研究了多智能体传动系统中车辆的最优访问控

制，并提出了一种将统计学习方法和动态规划技术相

结合的分布式访问算法，由于该算法使用了基于表格

的动态规划方法，因此状态必须被量化为离散水平，这

限制了其在高维问题中的适用性。此外，文献［13］利

用多智能体深度确定性策略梯度方法建模和处理非正

交多址技术条件下 V2I用户和 V2V用户频谱资源分配

问题，使得V2I用户和速率最大化且同时满足V2V通信

严格的延迟和可靠性约束，但采用的是确定性策略，其

算法稳定性较差。文献［14］提出利用双对抗深度循环

Q网络和公共奖励训练隐式协作智能体的模型，缓解环

境动态变化引起的不稳定奖励估计问题，但对车辆速

度的鲁棒性较差。文献［12~14］虽然在不同方面取得

了较好的优化效果，但依旧存在信令开销较大、算法健

壮性不足等问题。

针对上述问题，为进一步提升复杂电磁环境下的

频谱共享效率，提出了一种基于多智能体深度强化学

习的V2X频谱分配算法。具体贡献如下：

1）针对高速移动环境下频谱高效利用需求的挑

战，提出了一种改进DQN模型，利用中长短时记忆网络

LSTM 和决斗网络架构实现高效的特征表示和价值

近似。

2）针对多智能体深度强化学习的非平稳性问题，

利用迟滞 Q 学习方法训练其他智能体的负并发行为，

结合并发体验重放轨迹 CERT，同步多智能体训练过

程，从而有效协调多智能体学习。此外，采用Exp3策略

进行动作选择，更好估计每个动作的奖励。

3）通过仿真实验验证该算法收敛性和收敛效果，

且所提算法在信道总容量和有效载荷交付率等方面优

于现有代表性算法，能够高效利用车联网频谱资源完

成更多的通信任务。

2　系统模型与问题描述

车联网通信场景如图1所示，包括单个基站（BS）和

多个车辆用户。车辆用户根据其通信需求的不同分为

V2I用户和 V2V用户，V2I用户需要大链路容量以支持

面向信息娱乐的应用，V2V 用户需要高链路可靠性传

输安全相关信息，V2I用户和V2V用户的集合分别表示

为M=｛1，2，……，m｝和K=｛1，2，……，k｝。

为保证V2I用户高质量的传输，主要关注车联网上

行信道。车辆通信网络中上行信道资源利用率不高，

且 BS 端干扰更易于管理，V2V 用户可复用 V2I 用户的

上行信道资源，以提高子信道的利用效率。且假定V2I
用户预先分配好具有固定传输速率的正交信道 S=｛1，
2，……，s｝，其中 s表示子信道的数量。

为 V2V 用户设计有效的频谱共享方案，使 V2I 和

 

图1　车联网通信场景
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V2V 用户在高动态网络环境下，以最小信令开销实现

各自目标。假定信道衰落在一个子信道内大致相同，

且在不同子信道之间是独立的，则在时隙 t 内，V2V 用

户对 k在信道 s的信道功率增益为

g st
kk = ast

k hst
kk （1）

其中，ast
k 表示与频率无关的大尺度衰落效应，即阴影效

应和路径损耗，hst
kk 表示与频率相关的小尺度衰落信道

增益。在时隙 t内，V2V用户 k对V2V用户 k'在信道 s的
干扰信道增益 g st

k. k'，V2V 用户 k对 BS 在信道 s的干扰信

道增益 g st
kB，V2I用户 m 对 BS 在信道 s的通道增益 g st

mB，

以及V2I用户m到V2V用户 k在信道 s的干扰信道增益

g st
mk等均可类似定义。

考虑 V2X 用户不同的传输需求，将正交信道进行

动态分配，采用二进制指示变量αms和 βks分别描述V2I
用户和V2V用户是否占用子信道 s，即：

αms βks =
ì
í
î

1信道分配给用户

0 其他 
（2）

假定每个用户只能同时占用一个信道，且一个信

道最多分配给一个V2I用户，多个V2V用户可以共享一

个信道。于是，在时隙 t内，V2I用户 m 在信道 s的信噪

比（signal to interference plus noise ratios，SINRs）为

γM
mst =

αms P M
m g st

mB

σ 2 + ∑
kÎK

βks P K
k g st

kB

（3）

与此同时，在时隙 t 内，V2V 用户 k 在信道 s 的
SINRs为

γK
kst =

βks P K
k g st

k.k

σ 2 + Imk

（4）
其中，P M

m 和 P K
k 分别表示 V2I用户 m 和 V2V 用户 k的传

输功率。σ 2表示噪声功率。以及

Imk = ∑
mÎM

αms P M
m g st

mk + ∑
k'ÎKk' ¹ k

βks P K
k g st

k.k' （5）
表示V2V用户 k对所有信道的干扰功率。

根据香农定理，获得V2I用户m和V2V用户 k在信

道 s时隙 t的数据速率分别为

RM
mst =W log (1 + γM

mst ) （6）
和

RK
kst = akstW log (1 + γK

kst ) （7）
其中，W 表示每个子频带的带宽。此外，引入矩阵 A =

{akst|kÎK}指示 V2V 用户链路是否可靠。akst 为 V2V
用户 k在数据传输的可靠性能指标，即：

akst =
ì
í
î

ïï
ïï

1 γK
kst ³ γ

K
0

0 γK
kst < γ

K
0

（8）
其中，γK

0 表示V2V用户的SINRs门限值。

如前所述，V2I用户被设计为支持移动高数据速率

的娱乐服务，为满足Qos需求将V2I用户的吞吐量需求

定义为

CM = ∑
mÎM

∑
sÎ S

∑
tÎ T

αmst R
M
mst ³C M

min （9）
其中，C M

min表示可容忍的最小吞吐量。

与此同时，V2V 用户负责可靠地传播安全关键信

息，即延时和可靠性需求。这些信息根据车辆机动性

以不同频率定期生成，建模为在时间预算T内成功交付

大小为B的数据包，即：

Pr
ì
í
î
∑
t = 1

T ∑
k = 1

K

βkst R
K
kst ³ Bk /DT

ü
ý
þ
kÎK （10）

其中，Bk 表示周期性生成 V2V 用户有效载荷的大小，

DT = Tmax - (t mod Tmax )表示交付时间，假定生成周期等

于可容忍延时 Tmax。(t mod Tmax )表示生成最新消息所

需时间。

因此，系统整体目标是 V2V 用户如何合理选择自

身传输参数，即占用的子信道和采用的传输功率，从而

提高V2I用户和V2V用户的通信性能。基于此，车联网

频谱资源分配问题定义如下：
   max

PL
CM

    s.t.    C1 -C2：  (9)(10)

            C3：  ∑
sÎ S

βks £ 1βks Î {01}"kÎK

            C4：  ∑
sÎ S

αms £ 1αms Î {01}"mÎM

            C5： P K
k £ P K

max "kÎK

（11）

其中，P = {P K
k |kÎK}表示 V2V 用户传输功率集。L =

{βks|kÎKsÎ S}表示信道选择指标集。约束 C1，C2表

示多样性Qos需求；约束C3，C4表示每个V2X用户同时

只能占用一个信道。C5表示V2V用户可以使用的最大

传输功率。

3　频谱共享方案设计

针对车联网频谱资源分配全局优化中 CSI 收集维

护开销巨大的问题，采用分布式 V2X 资源分配机制。

分布式架构下，面临的主要挑战是如何协调多个 V2V
用户行动，使其不会为提升各自性能而损害整个系统

的性能。此外，在式（10）中定义的 V2V 用户数据包传

输率涉及在时间约束 T内跨多个相干时隙进行顺序决

策，指数级复杂性给传统的优化方法带来了困难。

为应对上述挑战，利用多智能体深度强化学习机

制，建模为部分可观察马尔科夫决策。多智能体深度

强化学习模型能有效建模高动态网络环境下序贯决策

问题，多个智能体通过与复杂未知环境不断交互以试

错寻求累积奖励最大的频谱选择策略，改进频谱分配

和功率控制。
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3. 1　多智能体环境建模

在基于多智能体深度强化学习的频谱资源共享方

案中，V2V 用户作为一个智能体探索未知环境。建立

部分可观察马尔科夫决策模型，如图 2所示，每个时隙 t
内，给定当前环境状态 St，V2V 用户 k 接收环境的观察

zk(t )确定为 zk(t ) =O (St k )，采取动作 ak(t )，形成联合

动作 At。此后，智能体接收奖励 Rt + 1，环境演化到概率

为 p的下一个状态 St + 1。与此同时，每个智能体都会接

收到新的观察值 zk(t + 1)。其中，智能体 k的策略 π依赖

于局部观察。

3. 1. 1　状态和观测空间

环境状态 St 包括全局信道条件和所有智能体的行

为。V2V 用户只能通过观察获得底层环境的状态，观

测空间包含本地信道信息Gmks和V2V用户 k对所有信

道的干扰功率 Imk。综上所述，相关信道的观测空间为

O (St k ) = {{Imk}{Gmks}}mÎMkÎKsÎ S（12）
其中，

Gmks = {g st
kk g

st
kB g

st
k.k' g

st
mk} （13）

然而，针对车辆网络中获取与维护CSI开销巨大的

问题，改用V2V用户 k对所有信道的干扰功率 Imk，剩余

的 V2V 有效载荷 Bk 和剩余的时间预算 Tk 描述观测空

间。此外，当V2V用户的数量增加时，在观测空间中添

加不同用户标识有助于智能体学习不同的策略。因

此，观测空间的维度为 4×K。其中，V2V 用户 k 的观察

函数为

zk(t ) = {Imk Bk Tk k} （14）

3. 1. 2　动作空间

在全局优化问题中，V2V 用户优化子信道和传输

功率选择的联合动作，所有 V2V 用户都具有相同的动

作空间 A。具体来说，V2V用户重用了 V2I用户所占据

的子信道，V2V用户的可用信道集对应于 S。将可用的

传输功率空间离散为多个层次（仿真中采用{23105 -

100}）。因此，动作空间的维度为4×S，表示为

ak(t ) = {( sp) |sÎ SpÎ Ap} （15）
3. 1. 3　奖励值设计

如图 3所示，智能体根据观察到的环境状态采取行

动，环境将立即返回智能体一个奖励。然后在学习阶

段，智能体根据收到的奖励更新资源分配策略，直到算

法收敛。奖励函数根据公式（11）表示的优化问题来设

计。V2X 频谱共享优化目标有两个：最大化 V2I容量，

同时在 V2I时间约束内增加 V2V有效负载交付的成功

概率。因此，为了最大限

度地增加 V2X 用户在 t 时隙满足 QoS 要求完成的

任务数量，定义以下两个奖励元素。由式（9）可知 V2I
用户的总容量为CM。此外，将每个V2V用户 k在时隙 t
有效传输速率大小设置成奖励值，并且当所有载荷传

输完成后该奖励值又被设置为常数 ξ，表示为

FK =
ì
í
î

ïï

ïïïï

∑
kÎK

∑
sÎ S

∑
tÎ T

βkst R
K
kst  如果Bk ³ 0

ξ其他
（16）

其中，ξ是一个调优的超参数，大于迄今为止获得的最

大V2V传输速率。因此，V2V用户越早完成传输，即Bk

V2X通信场景

车辆用户

选择子信道

选择传输功率
动作

观察

奖励

 

图2　多智能体车联网部分可观察马尔科夫决策过程模型
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图3　算法整体框架

4



王为念:基于多智能体深度强化学习的车联网频谱共享

越早减少到0，V2V用户能获得的奖励就越多。

综上所述，在时隙 t对应的系统奖励设置定义为

Rt + 1 = λmCM + λk FK （17）
由于V2X用户的吞吐量分布随着车辆的移动性而

变化，在（17）中定义的奖励分配也可以发生变化。其

中，λm和 λk表示平衡V2I用户和V2V用户传输速率目标

的权重。

3. 2　V2X-DQSA算法设计

算法设计面临的三个挑战：1）信道状态快速变化

和部分可观测性；2）多智能体并发训练引起非平稳性；

3）环境动态变化导致训练有效性的不准确评估。

为应对以上挑战，设计了基于多智能体深度强化

学习的V2X频谱接入算法V2X-DQSA，该算法实现分布

式频谱资源分配策略的优化，整体框架如图 3 所示。

V2X-DQSA 算法的主要思想是建立产生近似行为策略

和策略价值判断的改进 DQN网络，将车联网中 V2V用

户在时隙 t产生的状态、行为、奖励存储在CERT记忆库

中，通过优化网络损失函数反向训练神经网络以获得

性能较佳的资源分配策略。

3. 2. 1　算法架构

传统RL方法都是针对静态环境而设计的，在V2X
频谱共享问题中，环境的动态分布可能会发生变化。

具体来说，公式（17）中设计的奖励分配随着车辆的流

动性而波动，引起的高方差和偏差奖励估计导致系统

性能降低。为解决该问题，V2X-DQSA 算法融合改进

DQN和Double-DQN技术，并在训练过程中结合独立学

习者（independent learners，ILs）训练范式、并发经验回

放轨迹 CERTs 以及 Exp3 策略关键技术解决多智能体

学习算法稳定性问题。

为了能够实现更加高效的特征表示和价值近似，

采用深度神经网络（Deep Neural Network，DNN）与递归

神经网络（Recurrent Neural Network，RNN）及决斗网络

相结合的改进DQN架构，如图4所示。

该架构中，DNN 通常被用作一个函数近似器计算

Q 值，即 Qθ( za)，其中 θ表示 DNN 的参数。具体地，

DNN 利用循环隐藏层保持内部隐藏状态，自动聚合过

去的观察结果。RNN基于所获得部分观察结果估计全

局状态的能力，导致有效的学习 POMDP 策略［15］。此

外，RNN 的预测能力使其适合于快速变化问题。利用

LSTM［16］作为隐藏层，负责学习如何随着时间的推移积

累经验，通过保持一个内部状态，并随着时间的推移聚

合观测结果，使得网络能够使用进程的历史记录估计

真实状态。

决斗网络（Dueling Network）架构［17］，该架构下两个

附带网络共存：一个由 θ参数化的网络用以估计状态值

函数V (z|θ)，另一个由参数化的网络用以估计优势动作

函数。通过式（18）对两个网络进行聚合，以近似 Q 值

函数。

Q ( za|θθ')
=V ( z|θ ) + ( A ( za|θ') - 1

||Dπ

∑
a'

A ( )za'|θ' ) （18）

其中，评估采用从 Q 函数中减去状态相对于所采取动

作平均值的方法。

在随机环境中，Q-learning 使用最大动作值作为最

大期望动作值的近似，引入额外的积极偏差对动作值

造成高估。为此，结合 Double-DQN［18，19］算法将动作选

择与评估分离，采用双估计方法解决价值高估问题。

Double-DQN更新的损失函数为

E
( )sars' U ( )D

é
ë(Yt -Qθ( za) ) 2ù

û （19）
Yt = Rt + 1 + γQ ( zt + 1 arg max Q ( zt + 1 a；θt) θ -

t )（20）
其中，Yt 表示目标值，θ -

t 表示静态目标网络的参数，使

用目标网络直接更新。此外，将 Yt -Qθ( za)用表示时

间误差 δ。

此外，算法遵循独立学习者（independent learners，
ILs）训练范式，智能体以一种分散的方式学习自己行为

反馈。但由于在探索阶段其他智能体的行为不可预

测，导致 ILs 存在非平稳性。为解决这一问题，结合迟

滞Q学习［20］（Hysteretic Q-learning），根据一个联合行动

结果和估计两种学习率的状态值，分别用于高估和低

估的时间误差 δ，可表示为

Q ( za) ¬ ì
í
î

ïï
ïï

Q ( )za + ϕδ如果δ £ 0

Q ( )za + αδ否则
（21）

其中，0 < ϕ < α < 1。在实践训练中，随着训练过程的推

进而逐渐增长，适应学习速度，以实现智能体在训练初

期有效的对抗负面更新。

针对本地经验非并发性质引起的多智能体算法非

平稳性问题，引入并发经验回放轨迹CERTs［21］。如图 5
所示，将每个体验元组可视化为一个立方体，在执行每

个学习集 e时，智能体 k在时隙 t收集经验元组，每一集

经验都被存储在沿时间轴 t排列的序列中。

在训练过程中，所有智能体分别沿着事件轴 e和智

输入
层 LSTM  

层

Advantage 

层

Value 层

A(s,a)

V(s)

Q(s,a)

O（t）

 

图4　改进DQN架构
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能体 i轴同时存储经验。当需要时，对所有智能体进行

同步的小批量采样，以执行Q值更新。

此外，行动选择采取Exp3策略［22］，将Qk(a)的分布

向量 pk 与均匀分布进行混合，以确保算法尝试所有动

作，并对每个动作的奖励进行良好估计。具体计算方

法为

Pr (ak(t ) = a) = (1 - υ) pk + υ/K "aÎ S

pk =
eωQk( )a

∑k = 1

K eωQk( )a͂

（22）

其中，υ > 0，ω表示温度参数。此外，υ在实际应用中很

小，随着时间的推移变为零，因此算法在选择具有高估

计Q值的动作时更加贪婪。

3. 2. 2　V2X-DQSA算法步骤

每个时隙内，各智能体执行基于多智能体深度强

化学习的 V2X 频谱接入算法，多次迭代后选择概率最

大策略作为V2V用户当前时隙的频谱分配策略。基于

多智能体深度强化学习的V2X频谱分配算法详细步骤

如算法 1所示。该算法主要包含初始化、环境交互、模

型更新三个步骤。

（1）初始化：重启 V2X 环境模拟，将每个 V2V 用户

的 Q 网络参数 θk 初始化。同时，当前迭代次数初始化

为0。本步骤对应算法1中的1~4步。

（2）环境交互：在每个时间片内，每个 V2V 用户根

据 Exp3策略选择动作，获得近似的奖励值。将观察结

果 Zt{z1(t ) z2(t ) . . . zk(t )}存入 CERT 中。本步骤对应

算法1中的5~9步。

（3）模型更新：从CERT中抽取一批经验进行训练。

采用双 DQN 更新和滞后学习，通过神经网络梯度反向

传播更新Q网络所有参数。目标网络以较低频率进行

更新，以稳定评估网络更新。本步骤对应算法 1 中的

10~14步。

4　性能仿真分析

实验中使用 3GPP 中定义的两车道城市场景进行

模拟仿真城市案例［23］，其中详细描述了车辆下降模型、

密度、速度、移动方向、车辆通道、V2V数据流量等。车

辆在一定范围内以随机速度初始化后保持均匀运动，

根据道路拓扑结构移动，当到达一个十字路口时，会选

择直转或以相等的概率转弯。此外，与文献［8］类似，

将模拟面积缩小了 2倍，以实现模拟的可处理性。M条

V2I用户由 X型车辆启动，K条 V2V用户在每个车辆及

其周围的邻居之间形成，假定 V2V 用户、V2I用户数量

和子信道数量 S相等，即 S=K=M。表 1中列出了仿真中

的参数配置，表 2列出V2I用户和V2V用户的信道模型

参数，训练程序中采用的调优参数见表3。
在训练过程中，为提高评估的准确性，逐渐减少探

索率 υ，并增加迟滞率 ϕ平衡积极和消极样本之间的更

新。执行阶段，每个智能体感知局部观察，根据单个训

练模型选择一个概率最大的动作。此外，与文献［9］类

t

i

e

 

图5　CERT结构

算法1 V2X-DQSA

输入输入:学习率α、迟滞率ϕ、折扣率 γ、探索率 υ,温度ω,批处理大小

B、采样轨迹长度LT、目标网络更新频率U

输出输出:Q网络参数 θk

1:启动V2X环境模拟器,创建V2I用户和V2V用户

2:随机初始化每个智能体的Q网络参数 θk

3:从第 k个训练集开始迭代

4:从时隙 t开始,初始化环境St

5:从智能体 k开始,kÎK,获取当前观察结果

Zt{z1(t ) z2(t ) ...zk(t )}
6:在Q网络中使用Zt作为输入,得到Q网络所有动作对应的Q值输

出,采用(22)得到动作分布

7:通过Exp3策略选择动作

At{a1(t ) a2(t ) ...ak(t )}
8:所有的智能体采取动作At获取奖励R (t ),并且获得下一个观察结

果

Zt + 1{z1(t + 1) z2(t + 1) ...zk(t + 1)}
9:将Zt{z1(t ) z2(t ) ...zk(t )}添加到CERTs缓冲区中

10:从CERTs缓冲区中取出大小为B,迹线长度为LT的经验数据

Et{e1 e2...ek}
11:根据(20)计算每次经验数据 ei

k = ( zarz') iÎ LT的目标Q值Yt

12:采用迟滞更新

δe = Yt -Qθ( za)
δ͂e =max{δe ϕδe}
13:通过神经网络梯度反向传播更新Q网络的所有参数,即:
θt Ü θt +

α
B∑

e

δ͂eÑQθ( )sa

14:如果 e%U = 0,则更新目标Q网络参数,θ -
k ¬ θk

15:结束迭代
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似，在训练阶段，选择最大有效负载，即L=6×1060字节，

该情况是 V2V 用户完成数据包交付的最具挑战性设

置，以验证该算法的鲁棒性。此外，为了获得多样化的

训练样本，在训练过程中定期重新初始化车辆的位置。

通过提供多智能体应用场景下评估 V2X-DQSA 算

法收敛的有效性，并且定义了信道总容量和有效载荷

交付率作为所提算法与对比算法的性能指标。对比算

法具体包括 D3RQN［14］、DQN［11］、SAC［8］、随机基线法

（random）以及集中式暴力搜索（centralized maxV2V）。

随机基线法在每个时间片以随机方式选择每个V2V用

户的频谱子波段和传输功率以最大化 V2V 用户总和

率。集中式暴力搜索（centralized maxV2V）搜索所有

V2V 用户的动作空间，以获得最大的 V2V 用户总吞吐

量。该算法虽然实用性不高，但可以为V2I和V2V用户

提供性能上界，以分析所提算法的最优性。此外，为了

验证该算法的可伸缩性，进一步研究了该算法在不同

车辆速度下的性能。

图 6和图 7展示了当车辆用户分别为 4和 8时的累

积奖励曲线与训练损失曲线，其中累积奖励曲线由训

练过程中获得的相应最大值归一化。可以观察到，损

失函数随着迭代次数的进一步增加近似收敛，并且累

积奖励随着训练的继续而提高，表明了所提算法的收

敛有效性和鲁棒性。

图7　V2V用户训练损失

图6　V2V用户训练期间累计奖励

表1　环境仿真参数

参数名称

V2I用户的数量

V2V用户的数量

载波频率

子载波带宽

BS天线高度

BS天线增益

车辆天线高度

车辆天线增益

车辆接收机噪声因数

车辆移动速度

车辆衰落和移动模型

V2I用户传输功率

V2V用户传输功率

V2V用户SINRs门限 γK
0

噪声功率

V2V载荷传输时间限制T

V2V起始载荷大小

值

4,8
4,8

2 GHz
4 MHz
25 m
8 dBi
1.5 m
3 dBi
9 dB

[10,15] km/h
[23]中A.1.2的城市情况

25 dBm
[23,10,5,-100] dBm

10dB
-114 dBm

20 ms
[2~4]×1060 Bytes

表2　V2I和V2V用户的信道模型参数

参数名称

路径损失模型

阴影分布

阴影标准差

解相关距离

路损和阴影更新

快速衰落

快衰更新

V2I用户

128.1+37.6log10d

对数正太分布

8 dB
50 m

100 ms
瑞丽衰落

1 ms

V2V用户

LOS in WINNER + B1 Manhattan[24]

对数正太分布

3 dB
10 m

100 ms
瑞丽衰落

1 ms

表3　调优超参数

参数名称

学习率α

折扣率 γ

探索率 υ

迟滞率ϕ

温度ω

总勘探集

训练集

轨迹长度LT

样本大小B

目标网络更新频率U

CERTs大小

奖励比重{λm λk}

值

0.0001
0.95

0.05→0
0.2→0.8

1→20
15000
20000

20
32
4

1000
{0.1 1}
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为了对不同算法进行准确和稳健的验证，基于 20
种不同的随机数生成器种子进行仿真，并以 95% 的置

信区间进行了说明。

图 8 所示为各种算法 V2I 用户相对于 V2V 用户不

同有效负载的总吞吐量。由于有效载荷大小的增加必

然导致V2V用户传输时间更长，不可避免地对V2I用户

带来更强的干扰，因此所有方法的性能都会下降。虽

然V2X-DQSA算法在观测空间中没有使用完全CSI，但
在有效载荷大小增加的情况下，其信道吞吐量均大于

其他算法。这是因为该算法采用随机行为策略，结合

DNN和 RNN两种思想，能够在短时间内为智能体选择

最优行为，能更好的适用于车联网环境。同时随着有

效载荷的增加，所有算法的 V2I 用户总吞吐量均是降

低，这是因为所有 V2V 用户共享频谱资源，V2I用户总

吞吐量和 V2V用户包传输比率之间存在权衡。图 9显

示所有算法V2V用户相对于增加有效载荷大小的成功

交付率。随着有效载荷大小的增加，不同算法的交付

率均在下降并且趋于稳定。初始交付率高是由于系统

开始运行时信道资源充足且需要传输的有效载荷小，

可以通过合理的分配频谱资源完成传输任务。随着系

统中传输任务的增加，对比算法的交付率明显低于所

提算法，表明了该算法在跟踪变化环境动态的有效性。

图 10和图 11展示了当车辆用户为 8时，各种算法

随有效载荷变化的吞吐量和交付率性能对比。从图中

可以看出，各种算法的总吞吐量和交付率随着有效载

荷的增加成下降趋势。此时 V2X-DQSA算法下降趋势

和对比算法相比较为平稳，并且总吞吐量和交付率性

能依旧优于其他算法，这是因为该算法 Exp3策略的采

用使得智能体在完成当前任务的基础上尽可能的行为

随机化以获得近似最优的多种选择，提高了智能体在

环境中的探索能力，也同时提高了算法在动态环境中

的稳定性。

进一步考虑车速对该算法性能的影响，在车辆低

速的情况下，对 V2V 用户的 SINRs 门限值约束会降低

某些车辆成功接入网络的可能性。而在车辆高速的情

况下，网络用户间的耦合干扰低，V2V 用户的 SINRs门
限值约束要求可以得到满足，更容易成功接入网络。

图 12 和图 13 展示了当车辆用户是 4 和 8，有效载荷为

6×1060 字节时，该算法的 V2I 用户总吞吐量和 V2V 用

户包传输率之和。为了评价该算法的泛化能力，用速

度［10，15］m/s训练的相同模型。车辆速度从五个不同

范围生成，即［10，15］m/s、［15，20］m/s、［20，25］m/s 和
［25，30］m/s，［30，35］m/s。从图中可以看出，随着车辆

速度的增加，所提算法的性能并没有明显波动，这表明

了该算法在高动态网络下的有效性和稳定性。

V2X-DQSA 算法计算复杂度实际上取决于已实现

的 DNN 结构，并随着隐藏层数和相应神经元数量的增

加而增加。具体来说，每个智能体DNN由一个包含 64
个神经元完全连接的输入层、一个包含 128个单元隐藏

LSTM 层和一个包含 64个神经元完全连接的输出层组

成。该算法用 Python 和 PyTorch 实现。如果能够在执

行中引入更先进的加速技术，如模型压缩，量化，GPU，

甚至专用FPGA、硬件加速等，还能够进一步提升效率。

图9　4条V2V用户载荷成功交付率随载荷数量的变化

图8　4条V2I用户信道总容量随载荷数量的变化

图10　8条V2I用户信道总容量随载荷数量的变化
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5　结论

本文提出了一种基于多智能体深度强化学习的

V2X频谱分配算法，该算法通过改进型DQN模型设计，

支持 V2V 用户仅基于局部 CSI观测结果优化联合子信

道和传输功率的选择，并在没有智能体间通信的情况

下进行隐式协调。在满足V2V用户延迟和可靠性要求

的同时，最大限度地提高V2I用户的总吞吐量。仿真表

明，所提算法能够获得稳定和具有更好收敛性能的模

型，同时算法也降低了信令开销，并具备较好的可扩展

性。未来改进方向包括设计适应实际环境的复杂交

通、信道和车辆移动模型，进一步提高所提算法可扩展

性泛化、训练效率和鲁棒性等。
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