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基于个性化随机游走的基因-表型关联分析
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摘　要：　基因与表型间的关联分析对揭示生物的内在遗传关联具有重要意义 .  随机游走算法可以融合多组学

数据，聚合一阶或高阶邻居的标签信息，对网络中不同节点间关联信息进行补全，提高关联预测的准确度，进而发现基

因和表型间潜在的遗传关联 .  但现有随机游走算法通常平等地对待每个节点，忽略了不同节点的重要性，使得非重要

节点过度传播，降低了模型性能 .  为此，本文提出了一种基于多组学数据融合的个性化随机游走算法（individual Multi⁃
ple Random Walks， iMRW），在由基因、miRNA及表型节点构建的多组学异质网络上，基于网络拓扑结构，设计个性化

多元随机游走策略，为不同重要程度的节点分配不同的游走步长，并结合高斯相互作用属性核相似性与随机游走，对

网络不同节点及节点间关联信息进行补全，最终实现多源基因-表型关联矩阵的融合，准确获取基因-表型关联预测矩

阵 .  在不同实验设置下，与主流算法的对比实验结果均显示 iMRW能够取得更优的预测性能 .  在玉米光合作用能力

和淀粉含量表型的实验分析结果也进一步证实了 iMRW在识别潜在的基因-表型关联的实用性与有效性 .
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Abstract:　Association analysis between genes and phenotypes is crucial to reveal the inherent genetic association of 
organisms.  Random walk-based algorithms can fuse multiple omics data, aggregate the label information of first-order or 
higher-order neighbors, complete the association information between different nodes in the network, improve the accuracy 
of association prediction and further discover the potential genetic associations between genes and phenotypes.  However, 
existing random walk algorithms usually treat each node equally and ignore the varying importance of different nodes, as 
such non-important nodes can be excessively propagated and the model performance is compromised.  To this end, an indi⁃
vidual Multiple Random Walks (iMRW) algorithm based on multi-omics data fusion is proposed.  On the heterogeneous ge⁃
netic network composed with genes, miRNAs and phenotype nodes, we design the individual multiple random walks strate⁃
gy based on the network topology, assign nodes of different importance with different walking lengths.  We then complete 
the genetic information of different nodes by fusing multi-source association matrix, Gaussian interaction profile kernel sim⁃
ilarity and random walk, and accurately obtain the gene-phenotype association prediction matrix.  Under different experi⁃
mental settings, iMRW can achieve the best prediction performance compared with the state-of-the-art algorithms.  The case 
study with respect to maize photosynthetic ability and starch content further confirm the usefulness and effectiveness of 
iMRW in identifying potential gene-phenotype associations.
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1　引言

随着高通量测序技术的发展，融合基因组、转录

组、蛋白质组、代谢组以及表型组等多组学数据的关联

分析受到了广泛关注［1~3］，也使得基因-表型关联分析成

为了当前遗传学、病因学、育种学等生命科学领域研究

的热点［4~7］.  基因组是生物个体全部基因组合的总称，

反映了生物体的遗传构成；表型是指具有特定基因型

的个体在一定环境条件下所表现出来的性状特

征［8~10］.  基因-表型关联分析能够揭示基因与表型之间

的内在遗传关联，为生命体性状发育与变异的底层遗

传过程的解析提供指导 .
传统基因-表型关联是通过生物实验进行验证，这

类方法实验周期长、成本高，获取的基因-表型关联数量

有限 .  随着生物组学数据的增加以及系统生物学的不

断发展，研究人员发现结构或功能相近的基因通常会

参与相同的生物学通路，进而对表型的产生和变化形

成相似的影响［11，12］.  受这类发现激发，研究者将基因-

表型关联的研究方向转向了计算科学、统计科学与生

命科学相结合的交叉研究［2，13~16］，提出了大量的预测方

法和模型 .  这类基于计算分析的方法能够整合利用分

子间遗传关联信息，指导探索导致表型发生的遗传作

用机制，对揭示生物体的内在遗传机制具有良好的理

论和应用价值 .
2　相关工作

生物分子间以及生物分子与表型性状间存在复杂

的遗传关联关系，因此，现有面向基因-表型关联分析的

计算模型大多是基于遗传分子网络的构建和优化

策略 .
早期的基因-表型关联分析计算模型主要是基于单

一组学数据信息进行设计的 .  由于蛋白质互作可以用

来刻画基因间相关性，Kohler 等人［17］使用测量全局网

络距离和随机游走的方法来定义蛋白质-蛋白质相互作

用（Protein-Protein Interaction， PPI）网络，进而实现对疾

病性状关联的候选基因进行优先级排序 .  PRINCE［18］

使用基于全局网络的方法来推断蛋白质之间的复杂关

联并确定与疾病表型性状关联的基因 .  上述方法仅利

用了PPI刻画的基因相似性网络来进行关联预测，忽略

了表型相关性网络 .  当已知的与疾病相关的基因较少

时，仅依靠基因相似性很难进行大规模基因-表型关联

预测 .  为了克服以上方法的不足，研究者进一步提出了

基于异质网络的方法［13，19，20］.  这类方法首先构建基因

相似性网络、表型相关性网络以及基因-表型关联网络，

再进行基因-表型关联分析 .  然而，上述方法的基因相

似性网络是基于 PPI构建的，PPI数据普遍存在较多的

噪声，为了减少这些噪声对基因-表型关联预测的影响，

IDLP［21］将 PPI 网络的邻接矩阵作为学习变量，通过优

化损失函数减少噪声的影响，提升了预测精度 .
生物代谢是一个复杂的过程，通常受多个基因或

不同层次（基因层、转录组层、蛋白质层、代谢组层等）

的生物分子之间的相互作用的影响，上述基于单一组

学数据的关联预测方法遗漏了其他组学的生物分子对

遗传过程的影响，很难实现对生物系统的复杂调控过

程的全面理解和描述［22］.  因此，基于多组学数据的表型

相关性研究受到了越来越多的关注 .  Fu 等人［23］对基

因、lncRNA、miRNA、药物以及基因本体（Gene Ontol⁃
ogy， GO）组成的异构数据源通过矩阵分解的方式来获

取潜在的基因、lncRNA 与疾病表型的关联；Chen 等

人［24］整合了 lncRNA、miRNA以及疾病层面的数据构建

了异质网络，在异质网络上使用标签传播［25］策略来预

测 miRNA 和疾病的关联；Huang 等人［26］使用多示例学

习和融合多组学（基因组、转录组及表型组）数据来预

测可变剪接异构体与疾病的关联 .  然而，这些方法更多

是从多组学的角度预测人类转录层分子与表型的关

联，对于基因-表型的关联关注不足 .
与人类基因-表型研究相比，对于植物，尤其是水

稻、大豆、玉米等主要农作物，已知的基因-表型关联信

息较少，面向作物基因-表型关联的计算遗传分析研究

相对缺乏 .  现有的作物基因-表型关联分析方法主要集

中在基于单一组学（基因组）数据的分析策略 .  随着表

达谱分析技术和代谢组学的飞速发展，拟南芥、玉米和

水稻等植物的多组学数据来源日益丰富［27，28］，推动了

基于多组学数据指导的作物遗传智能分析和育种研究

进一步的发展［29］.  Xu等人［30］分别利用基因组、转录组

和代谢组学的数据在 339个不同的玉米自交系中使用

了 8种方法预测了 6个农艺性状的表型，并比较了不同

方法的预测能力 .  然而这一方法并没有将不同类型的

组学数据进行整合，而是单独进行分析预测，本质仍然

是一种单组学分析方法 .  Jiang等人［29］利用多组学数据

分别构建加权网络，并将其整合到一个融合网络中，通

过对融合网络的分析，挖掘出了一些在玉米发育过程

中起关键作用的孤儿节点，并在此基础上利用基因、

mRNA、蛋白质和表达谱数据集构建了相互作用网络，

最终研究了与前 100个候选基因及已知基因相关的基

因本体术语，并分析了这些基因在决定玉米表型中的

作用［31］.
然而，现有基于多组学的关联分析方法主要是利

用两种组学数据分子间的现有关联构建网络进行统计

分析和挖掘，并未对多组学数据，尤其是玉米等作物多
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组学数据实现真正意义的融合，对多种组学分子间隐

含关联和分子间遗传互补信息缺乏有效挖掘和利用 .  
其次，现有随机游走以及标签传播算法平等地对待网

络中的每一个节点，为节点分配相同的随机游走步长，

这些方法忽略了不同节点的重要性，使得非重要节点

过度传播，限制了模型性能的提升 .  为解决上述难题，

在现有基因-表型研究工作基础上，以我国主要粮食作

物—玉米为范例，本文提出了基于多组学数据融合的

多元个性化随机游走算法（individual Multiple Random 
Walks， iMRW），通过对基因、miRNA 及表型数据内部

及数据间遗传关联信息的集成融合，实现对基因-表型

关联的有效预测 .  iMRW 首先融合分子节点标记信息

和表型节点的层次结构信息，设计构建了由基因、

miRNA 及表型节点组成的异质分子网络，并根据网络

的拓扑结构量化了每个节点随机游走的步幅长度；其

次，根据每个节点的步幅长度，iMRW 在构建的异质分

子网络上通过多元个性化随机游走进行链路预测和补

全，得到了基因-表型、基因-miRNA和miRNA-表型的关

联；最后，iMRW通过关联预测矩阵决策融合策略，充分

利用和整合了三种不同网络节点间遗传信息，实现了

基因-表型关联预测 .  实验结果证明，iMRW 能够取得

与现有主流算法相比更优的预测效果 .  在玉米光合作

用能力和淀粉含量相关的表型案例实验分析也进一步

验证了 iMRW在识别潜在的基因-表型关联方面的有效

性和实用性 .
3　材料和方法

3. 1　异质遗传网络构建

为了综合利用多组学信息指导基因-表型关联预

测，本文选择基因、miRNA及现有表型性状作为网络节

点，利用同类节点间及不同类别节点间遗传关联性，构

建包含 m 个基因，l 个 miRNA 以及 n 个表型本体（Trait 
Ontology， TO）的异质遗传网络W，如图 1所示 .  异质遗

传网络通过其加权邻接矩阵WÎR(m + n + l)´(m + n + l)表示：

W =
é

ë

ê

ê
êê
ê

ê ù

û

ú

ú
úú
ú

úWgg Wgt Wgm

W tg W tt W tm

Wmg Wmt Wmm

（1）
其中，Wgg ÎRm ´m 、W tt ÎRn ´ n 和 Wmm ÎRl ´ l 分别表示基

因、TO 和 miRNA 层面的同质子网络 .  Wgt ÎRm ´ n、

Wgm ÎRm ´ l 和Wmt ÎRl ´ n 对应基于已知基因-表型、基因

-miRNA 和 miRNA-TO 间遗传关联构建的异质子网络 .  
W tg、Wmg和W tm分别是对应关联矩阵的转置矩阵 .  下面

详细介绍各同质/异质子网络的构建与邻接矩阵计算

方法 .
3. 1. 1　基因子网络

基因序列中包含多个功能位点，例如活性结合位

点、表型相关的单核苷酸多态性（SNP）位点、单分子肽

和基序等，这些功能位点虽然长度较短，但却包含着丰

富的遗传信息，可以为基因 -表型关联预测提供指

导［32］.  因此，本文从 MaizeGDB 数据库中获取了 12098
条基因序列（版本号AGPv3. 21），并使用BLAST工具计

算获取基因序列相似度，再基于基因序列相似度构建

了基因子网络Wgg ÎRm ´m.
3. 1. 2　表型子网络

本文研究利用表型本体（Trait Ontology， TO）进行

表型子网络构建 .  TO 是描述植物表型性状的控制词

汇［33］.  每一个性状都是一株正在发育或成熟的植物的

可区分的特征或品质 .  TO通过有向无环图（Direct Acy⁃
clic Graph， DAG）结构化地组织 .  在DAG中，每个节点

对应一个 TO 术语，每条边对应一对 TO 术语之间的关

系 .  TO遵循真路径规则［34］：子术语是其父术语功能的

进一步完善，若一个基因被某 TO 术语进行了注释，那

么该基因也被这一 TO 术语的祖先术语（若存在）进行

注释；若一个基因未被某一 TO 术语进行注释，则该基

因不会被这一 TO术语的任何后代术语进行注释 .  图 2
给出了玉米基因“GRMZM2G068699”的 TO 注释示例：

“GRMZM2G068699”被“TO：0000696”标注 .  根据真路

径法则，“GRMZM2G068699”也被“TO：0000696”的祖先

节点（“TO：0006007”，“TO：0000489”，“TO：0000291”，
“TO：0000281”，“TO：0000277”和“TO：0000387”）标

注 .  表1给出了各个TO术语的含义 .
为了综合利用基因的 TO标注信息和 TO的层次结

构，本文使用以下公式［35］计算了父亲节点 t和孩子节点

s之间的过渡概率：

p(s|t)=
ns

nt

+
IC(s)∑s′Î ch(t)

IC(s′ )
（2）

其中，ch（t）是节点 t的孩子节点的集合，nt 和 ns 分别表

示节点 t和节点 s所标注的基因数量 .  IC（t）是节点 t的
信息量，它的定义如下：

IC(t)= 1 -
log(1 + || desc(t) )

log n
（3）

其中，desc（t）表示节点 t以及它的所有后代的集合 .  如
果 | desc(t) |越大，那么节点 t有更多的后代，这些后代比

t含有更确切的表型信息，那么节点 t的信息量就越少 .  
为了使父亲节点到其直接孩子节点的过渡概率和为 1，
本文使用W tt ÎRn ´ n来表示TO节点之间的过渡概率：

W tt (ts)=
p(s|t)∑vÎ ch(t)

p(v|t)
（4）

最终构建了TO层网络W tt.
3. 1. 3　miRNA子网络

miRNA是一类与多种复杂生物过程相关的微小的
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非编码 RNA，其长度约为 22 个核苷酸［36~38］.  它通过靶

向特异性 mRNA 调控基因表达，在多种生物学过程中

发挥重要作用［39，40］.  本文从数据库PmiREN［41，42］上获取

了所有 miRNA 的序列信息 .  受 Liang 等人工作［43］的启

发，本文根据其序列计算每对miRNA的相似性得分，并

根据相似度构建了miRNA层网络Wmm.
3. 1. 4　miRNA-靶基因关联网络

miRNA能够通过切断靶基因转录得到的mRNA分

子，影响翻译，进而控制基因表达，因此，引入miRNA与

靶基因之间的关联性能够为基因提供更加丰富的遗传

信息，指导基因-表型关联预测 .  本文先从玉米公开数

据库 MaizeGDB 中得到了 miRNA 及其靶基因，再定义

Wgm 存储了已知的m个基因和 l个miRNA之间的关联 .  
如果 miRNAj对基因 i 有靶向作用，那么 Wgm (ij)= 1，否

则Wgm (ij)= 0.
3. 1. 5　基因-表型关联网络

本文从数据库［44］获取了已知的基因-表型关联信

息，使用Wgt存储了已知的m个基因和n个TO之间的关

联 .  如果基因 i 和 TOj 有关联，那么 Wgt (ij)= 1，否则

Wgt (ij)= 0.
3. 1. 6　miRNA-表型关联网络

由于miRNA对基因具有靶向作用，因此，可以综合

利用基因-表型关联网络 Wgt 和 miRNA-靶基因关联网

络Wgm得到miRNA-TO关联网络：

Wmt =W T
gm ×Wgt （5）

最终，本文基于上述子网络构建了异质遗传网络

WÎR(m + n + l)´(m + n + l)，表2列出了各子网络的相关信息 .
3. 2　个性化随机游走

基因-表型关联预测是一个多标签分类问题 .  一个

图1　由基因、miRNA 和 TO 节点组成的异质遗传网络

图2　玉米基因"GRMZM2G068699"的 TO 注释示例

表1　典型TO术语的含义结果

TO术语

TO:0000387
TO:0000227
TO:0000281
TO:0000291
TO:0006003
TO:0006006
TO:0006007
TO:0000489
TO:0000328
TO:0000696

含义

植物性状

生化特性

代谢物含量性状

碳水化合物含量

低聚糖含量

单糖含量

多糖含量

碳水化合物组成相关性状

蔗糖含量

淀粉含量

表2　子网络相关信息

符号

Wgg ÎRm ´m

W tt ÎRn ´ n

Wmm ÎRl ´ l

Wgm ÎRm ´ l

Wgt ÎRm ´ n

Wmt ÎRl ´ n

定义

基因-基因

TO-TO
miRNA-miRNA

基因-miRNA
基因-表型

miRNA-TO

维度

12,098×12,098
155×155
447×447

12,098×447
12,098×155

447×155

关联数

1,664,119
161

199,803
2,087

120,444
11,440
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基因可以被多个表型标记，同时，一个表型可以与多个

基因进行关联 .  基于 3. 1节构建的异质遗传网络，本文

使用多元个性化随机游走算法实现基因-表型关联预

测 .  多元个性化随机游走算法分为以下三个步骤 .
3. 2. 1　确定个性化随机游走步长

基于网络的关联预测方法通常为所有节点分配相

同的步长来进行随机游走以探索网络的拓扑结

构［13， 45~47］.  这些方法忽略了不同节点的重要程度，使得

所有的节点有相同的游走步长 .  这使得影响力较低的

节点的信息得以广泛传播，降低了模型性能 .  为此，本

文个性化地为每个节点确定步长以便更好地探索网络

W的拓扑结构 .
节点的步长通常依赖于它在网络中的影响力［48］.

受 Wang 等人工作［49］的启发，本文使用改进的 Jaccard
指标来评估节点的个性化步长 .  对于基因-表型关联网

络 Wgt，本文使用 N (gi )和 N (tj )分别表示基因 i和表型 j
的邻居集合，如果基因 i和表型 j拥有越多的公共邻居，

那么它们越有可能相互影响 .  然而，在基因-表型二分

关联网络 Wgt 中，基因 i的邻居为表型，表型 j的邻居为

基因，N (gi )ÇN (tj ) 是空集 .  因此，本文使用 N′ (tj )=

∪gi ÎN (tj )
N (gi )为表型 j 的邻居集合 .  然后，二分网络的

Jaccard指标定义如下：

JIgt (gi tj )=
|| N (gi )ÇN′ (tj )

|| N (gi )ÈN′ (tj )
（6）

JIgt表示在基因-表型关联网络Wgt中基因 i和表型 j
的相互影响 .  假设一个影响程度高的节点在随机游走

的过程中与其他节点交互的概率更大，该节点的游走

长度应该更大 .  基于这个假设，本文定义每个节点的游

走步长：

Lg
gt (gi )=∑

j = 1

n

JIgt (gi tj )

L t
gt ′ (tj ) =∑

i = 1

m

JIgt (gi tj )

（7）

为克服不同类型的节点数量对游走步长的影响，

基于TO节点数量n，本文将游走步长进行规范化处理：

Lg
gt (gi )=∑

j = 1

n

JIgt (gi tj )

L t
gt (tj ) =

n
m∑

i = 1

m

JIgt (gi tj )

（8）

同理，可以得到基于基因-miRNA 关联网络 Wgm 的

基因和miRNA的游走步长：

Lg
gm (gi )=

n
l ∑j = 1

l

JIgm (gi mj )

Lm
gm (mj ) =

n
m∑

i = 1

m

JIgm (gi mj )

（9）

基于 miRNA-表型关联网络 Wmt 的 miRNA 和表型

的游走步长：

Lm
mt (mi )=∑

j = 1

n

JImt (mi tj )

L t
mt (tj ) =

n
l ∑i = 1

l

JImt (mi tj )

（10）

最终，本文融合了在不同关联网络下取得的游走

步长：

Lg = (Lg
gt + Lg

gm ) 2

Lm = (Lm
gm + Lm

mt ) 2

L t = (L t
gt + L t

mt ) 2

（11）

其中，Lg ÎRm、Lm ÎRl和L t ÎRn分别存储了m个基因、l
个miRNA和n个表型的个性化游走步长 .
3. 2. 2　个性化多元随机游走

同一遗传层面生物分子内部和不同层面分子间均

存在遗传关联，这些遗传关联信息间存在着传递与互

补关系 .  为有效利用 3. 1 节中构建的异质遗传网络中

包含的同层面和跨层面遗传信息，通过遗传信息间的

增量互补，对网络节点间缺失关联信息进行补充，

本文提出了一种基于多组学数据融合的多元个性

化随机游走算法（individual Multiple Random Walks， 
iMRW）来预测基因-表型关联 .  随机游走算法将一个分

子当作起始节点，并将与它关联的异类节点当作中间

的过渡节点，然后跳转到与过渡节点相似的目标节点

上，从而实现该分子与目标节点的关联预测 .  分子的游

走步长控制着跳转次数，从而实现分子节点的个性化

随机游走 .
iMRW 随机游走过程示例如图 3所示，重要节点 A

的随机游走步长为 2，非重要节点B的随机游走步长为

1.  在第一轮随机游走过程中，基于关联（1）和 miRNA
子网络，节点 A和 B都进行随机游走，建立了一阶新建

关联（2）；由于B的步长为 1，第二轮随机游走过程中，B
不再进行随机游走，重要节点 A 基于关联（2）/（3）进行

随机游走，最终建立二阶新建关联（4）.
基于上述个性化随机游走过程，iMRW分别以基因

节点、miRNA节点和表型节点为起始节点，根据量化的

个性化游走步长和异构网络拓扑结构，在异质网络上

进行随机游走对基因-miRNA，基因-表型与 miRNA-表

型进行关联预测，具体而言：

针对基因-表型（或 miRNA）关联预测，iMRW 从基

因 gi 开始进行随机游走，基于基因 gi 与表型 tk（或

miRNAmk）的 关 联 概 率 ，以 及 表 型 tk 与 表 型 tj（或

miRNAmk 与 miRNAmj）的相似度，得到基因 gi 与表型 tj

（或miRNAmj）的关联概率，计算公式如下：

5



电 子 学 报

R t
gtt (gi tj )=

ì

í

î

ï
ïï
ï

ï
ïï
ï

α∑k = 1

n R t - 1
gtt (gi tk )W͂ tt (tk tj ) +

(1 - α)Wgt (gi tj )if t £ ë ûLg (gi )

R t - 1
gtt (gi tj )otherwise

（12）

R t
gmm (gi mj )=

ì

í

î

ï
ïï
ï

ï
ïï
ï

α∑k = 1

l R t - 1
gmm (gi mk )W͂mm (mk mj )+

(1 - α)Wgm (gi mj )if t £ ë ûLg (gi )

R t - 1
gmm (gi mj )otherwise

（13）

R t
gtt (gi tj ) 和 R t

gmm (gi mj ) 分别是在表型子网络和

miRNA子网络上经过 t次迭代后的基因 i-表型 j和基因

i-miRNA j的关联概率， R0
gtt =Wgt，R0

gmm =Wgm.  α > 0是随

机游走的重启概率 .  W͂ tt =D- 1 2
t *W tt*D- 1 2

t 是 W tt 的拉普

拉 斯 标 准 化 矩 阵 ，D t 是 对 角 矩 阵 并 且 D t (tj tj )=

∑k = 1

n W tt (tj tk ).  W͂mm 是 Wmm 的拉普拉斯标准化矩阵 .  
当 t > Lg (gi )时，从gi开始的随机游走将会终止 .

针对表型-基因（或 miRNA）关联预测，iMRW 从表

型 tj 开始进行随机游走，基于表型 tj 与基因 gk（或

miRNAmk）的关联概率，以及基因 gk 与基因 gi（或

miRNAmk 与 miRNAmi）的相似度，得到表型 tj 与基因 gi

（或miRNA mi）的关联概率，计算公式如下：

R t
gtg (gi tj )=

ì

í

î

ï
ïï
ï

ï
ïï
ï

α∑k = 1

m W͂gg (gi gk )R t - 1
gtg (gk tj ) +

(1 - α)Wgt (gi tj )if t £ ë ûL t (tj )

R t - 1
gtg (gi tj )otherwise

（14）

R t
mtm (mi tj )=

ì

í

î

ï
ïï
ï

ï
ïï
ï

α∑k = 1

l W͂mm (mi mk )R t - 1
mtm (mk tj ) +

(1 - α)Wmt (mi tj )if t £ ë ûL t (tj )

R t - 1
mtm (mi tj )otherwise

（15）

R t
gtg (gi tj ) 和 R t

mtm (mi tj ) 分别是在基因子网络和

miRNA 子网络上经过 t 次迭代后的基因 i-表型 j 和
miRNA i-表型 j 的关联概率，R0

gtg =Wgt，R0
mtm =Wmt.  W͂gg

是 Wgg 的拉普拉斯标准化矩阵 .  当 t > L t (tj )时，从 tj 开

始的随机游走将会终止 .
针对 miRNA-基因（或表型）关联预测，iMRW 从

miRNAmi 开始进行随机行走，基于 miRNAmi 与基因 gk

（或表型 tk）的关联概率，以及基因 gk与基因 gj（或表型 tk

与表型 tj）的相似度，得到miRNAmi与基因 gj（或表型 tj）

的关联概率，计算公式如下：

R t
gmg (gj mi )=

ì

í

î

ï
ïï
ï

ï
ïï
ï

α∑k = 1

m W͂gg (gj gk )R t - 1
gmg (gk mi ) +

(1 - α)Wgm (gj mi )if t £ ë ûLm (mi )

R t - 1
gmg (gj mi )otherwise

（16）

R t
mtt (mi tj )=

ì

í

î

ï
ïï
ï

ï
ïï
ï

α∑k = 1

n R t - 1
mtt (mi tk )W͂ tt (tk tj )+

(1 - α)Wmt (mi tj )if t £ ë ûLm (mi )

R t - 1
mtt (mi tj )otherwise

（17）

R t
gmg (gj mi )和 R t

mtt (mi tj )分别是在基因子网络和

表型子网络上经过 t 次迭代后的基因 j-miRNA i 和
miRNA i-表型 j的关联概率，R0

gmg =Wgm，R0
mtt =Wmt. 当 t >

Lm (mi )时，从mi开始的随机游走将会终止 .
3. 2. 3　决策融合

通过公式（12）-公式（17）的迭代，可以得到关联预

测矩阵 Rgtt、Rgmm、Rgtg、Rmtm、Rgmg 和 Rmtt.  由于以上个性

化随机游走算法是独立运行的，miRNA 遗传信息不能

直接传递给基因-表型关联网络，用于指导基因-表型关

联预测 .  因此，iMRW首先通过以下公式融合了miRNA
相关的关联矩阵，

Rgm = (Rgmg +Rgmm ) 2

Rmt = (Rmtt +Rmtm ) 2
（18）

得到基因-miRNA 关联预测矩阵 Rgm 和 miRNA-表

型关联预测矩阵Rmt.
iMRW通过子网络Rgm（子网络Rmt）向基因节点（表

型节点）投影，获取含有 miRNA 信息的基因相似度（表

图3　个性化随机游走过程示例
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型相似度），再基于这两个相似度矩阵，通过随机游走

算法进一步得到基因 - 表型关联，通过融合基因

-miRNA-表型遗传信息，最终实现对基因-表型关联预

测过程的指导 .  下面详细描述以上过程：

高斯相互作用属性核相似性（Gaussian Interaction 
Profile Kernel Similarity， GIP kernel similarity）广泛应用

于各种半监督学习的预测任务［50~52］.  iMRW 采用这种

相似度度量方法构建包含miRNA信息的基因节点和表

型节点的相似度 .  基于基因-miRNA 关联网络 Rgm，给

定两个基因 gi 和 gj 的高斯相互作用属性核相似性定义

如下：

Gggm (gi gj )= exp(-γ IP(gi )- IP(gj )
2

)

                γ = γ′/(
1
m∑

i = 1

m

 IP(gi )
2

)
（19）

其中，Gggm ÎRm ´m 表示融合 miRNA 信息的基因对 GIP
核相似度，IP (gi)是矩阵 Rgm 的第 i行，γ′是控制核带宽

的参数，m是基因的数量 .  同理，基于miRNA-表型关联

网络Rmt，可以计算融合miRNA信息的表型之间的高斯

相互作用属性核相似性G ttm ÎRn ´ n.
基于获取的含有miRNA信息的基因相似度和表型

相似度，本文进一步采取了随机游走算法来计算基因-

表型关联：

Rgtm ¬ αG͂ggmWgt + (1 - α)Wgt

Rgtm ¬ αRgtmG͂ ttm + (1 - α)Wgt

（20）
Rgtm ÎRm ´ n是融合miRNA信息的基因-表型关联预

测矩阵，α > 0是随机游走的重启概率 .  G͂ggm 和 G͂ ttm 分别

是Gggm和G ttm的拉普拉斯标准化矩阵 .
最终，本文融合了三个基因-表型关联预测子矩阵，

构建获取了基因-表型间关联预测矩阵：

Rgt = (Rgtg +Rgtt +Rgtm ) 3 （21）
为了更好的理解异质网络上的多元个性化随机游

走算法，本文在算法1中列出了执行步骤 .
4　实验分析

4. 1　性能评估

为对比分析 iMRW的性能，本文选择当下流行的八

种 算 法 BiRW［13］、IDLP［21］、NewGOA［35］、ThrRW［53］、

tlDLP［14］、TCRW［54］、GCN［55］和 GAT［56］作为对比算法 .  
其中 BiRW 是双随机游走算法；IDLP 是改进的双标签

传播算法并重新学习了基因相似度和表型相似度；

NewGOA基于过渡概率构建表型相似性网络，在基因和

TO组成的混合图上进行双随机游走；ThrRW基于三元

随机游走进行基因-表型关联预测；tlDLP利用迁移学习

策略重构基因-表型关联；TCRW构建三层异质网络，再

通过两层的不平衡双随机游走进行关联预测；GCN 和

GAT 是经典的图深度学习方法，它们都是将邻居节点

的特征聚合到中心节点上，GCN 是基于拉普拉斯矩阵

进行邻居聚合，而 GAT 是基于注意力系数进行邻居聚

合 .  在以上对比方法中，ThrRW、tlDLP和TCRW是多组

学方法，而 BiRW、LDLP、NewGOA、GCN 和 GAT 仅仅考

虑了两个组

学的信息 .  在 iMRW 中，本文设置参数 α = 0. 2；在

其他对比方法中，参数设置为公开代码中的默认值，或

在各自文献指定的参考范围内进行优化 .  在各种实验

配置中，本文对所有方法重复十次实验，记录实验结果

的均值和方差作为最终结果，其中，黑体加粗的数据是

每列数据成对 t检验统计后最好的结果 .
为了全面评估模型，本文采用了四种广泛应用的

评价指标，即 AUROC、AUPRC、Fmax
［57］和 Smin

［58，59］.  Fmax

算法1 iMRW算法算法 .

输入输入:数据矩阵Wgg、W tt、Wmm、Wgt、Wgm和Wmt;参数α

输出输出:基因-表型关联预测矩阵Rgt.
   ①根据公式11计算基因、miRNA 和表型的个性化游走步长

Lg、Lm和L t

   ②归一化关联矩阵

    Wgt ¬Wgt /sum(Wgt )

    Wgm ¬Wgm /sum(Wgm )

    Wmt ¬Wmt /sum(Wmt )

   ③FOR t = 1 to max(Lg ) DO
      FOR i = 1 to m do

        使用公式(12)和公式(13)更新R t
gtt和R t

gmm

      END FOR
    END FOR

   ④FOR t = 1 to max(L t ) DO
      FOR i = 1 to n do

        使用公式(14)和公式(15)更新R t
gtg和R t

mtm

      END FOR
    END FOR

   ⑤FOR t = 1 to max(Lm ) DO
      FOR i = 1 to l do

        使用公式(16)和公式(17)更新R t
gmg和R t

mtt

      END FOR
    END FOR
   ⑥决策融合

    Rgm ¬ (Rgmg +Rgmm ) /2

    Rmt ¬ (Rmtm +Rmtt ) /2

    Gggm ¬GIP (Rgm 1)
    G ttm ¬GIP (Rmt 1)

    使用公式(20)计算Rgtm

    Rgt ¬ (Rgtg +Rgtt +Rgtm ) 3

   ⑦返回Rgt

7
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是在预测的基因-表型关联矩阵 Rgt 在给定不同阈值

θÎ[01]上计算的查准率和查全率的最大调和均值：

Fmax = max
θÎ[01]

2 ´ P(θ)´R(θ)
P(θ)+R(θ)

（22）
其中，P(θ)和R(θ)分别表示在阈值为 θ的条件下的查准

率和查全率 .  Smin 是基于 TO层次结构在给定不同阈值

θ上计算得到的预测标签和真实标签之间的最小语义

距离［60］：

Smin =min ru(θ)2 +mi(θ)2

ru(θ)=
1
m∑i = 1

m ∑tÎ Ti - Pi (θ)
IC(t)

mi(θ) =
1
m∑i = 1

m ∑tÎ Pi (θ)- Ti

IC(t)

（23）

其中，Pi (θ)表示第 i 个基因预测概率大于 θ的标签集

合，Ti 表示第 i个基因的真实标签的集合 .  ru(θ)和mi(θ)

分别表示在阈值为 θ的条件下的剩余不确定性（remain⁃
ing uncertainty）和误导信息量（misinformation）.  IC（t）表

示表型标签 t的信息量，计算方法如公式（3）.
4. 1. 1　五折交叉验证

通过表 3 的实验结果可以发现 iMRW 在 AUROC、

AUPRC、Fmax 和 Smin 上均取得了最优的性能 .  在双组学

方法中，BiRW 是双随机游走算法，IDLP是改进的双随

机游走算法，它们仅仅使用了基因子网络和表型子网

络，IDLP 比 BiRW 性能更好的原因是 IDLP 在迭代过程

中重新学习了基因相似度和 TO相似度，减少了原有数

据噪声对模型的影响 .  NewGOA融合了TO的层次结构

和已知的基因标注信息来计算过渡概率，并采用了有

向双随机游走算法来预测基因-表型的关联，由于它构

建的表型子网络是有向的，比 BiRW 和 IDLP 的子网络

更加稀疏，含有较少的噪声，所以 NewGOA 的 AUROC
比 BiRW 和 IDLP 低，AUPRC 比 BiRW 和 IDLP 高 .  GCN
和 GAT 是两个基于深度学习的方法，它们仅仅使用了

双组学数据，其庞大的参数空间使得它们取得了较好

的性能，但这两种方法缺乏对训练参数的可解释性 .
在多组学方法中，虽然 ThrRW、tlDLP 和 TCRW 都

引入了 miRNA 组学数据信息，但是它们没有考虑每个

节点的重要性，平等地对待每一个节点，使得影响力小

的节点得到广泛传播，不可避免地引入了噪声，降低了

模型性能 .  通过进一步分析发现，在基于传统的机器学

习方法中，多组学方法普遍比双组学方法的性能好，这

说明融合多组学数据能够补充遗传信息，指导基因-表

型关联预测［22］.
4. 1. 2　新基因（表型）关联预测

本文测试了 iMRW 预测与新基因（表型）相关的表

型（基因）的能力，这些相关的表型（基因）在输入数据

中完全不可见 .  具体来说，基因被随机划分成五个子

集，其中一个基因子集的所有相关表型被移除并且使

用其他基因子集中的基因-表型关联进行预测；类似地，

表型角度的实验是通过移除相关基因而进一步进行五

折交叉验证 .  对于一个基因（表型），

表3　iMRW与对比方法在五折交叉验证实验上的结果

算法

BiRW
IDLP

NewGOA
ThrRW
tlDLP
TCRW
GCN
GAT

iMRW

AUROC
0.9494±0.0002
0.9524±0.0004
0.9243±0.0004
0.9628±0.0004
0.9504±0.0003
0.9595±0.0004
0.9403±0.0028
0.9386±0.0063
0.9687±0.0004

AUPRC
0.6367±0.0027
0.6632±0.0013
0.6714±0.0008
0.6861±0.0023
0.7125±0.0070
0.7608±0.0059
0.7532±0.0101
0.7660±0.0215
0.7948±0.0020

Fmax

0.5889±0.0005
0.6241±0.0011
0.6233±0.0009
0.6303±0.0006
0.6703±0.0006
0.7044±0.0007
0.6966±0.0059
0.6893±0.0243
0.7133±0.0007

Smin↓
3.7643±0.0058
3.1754±0.0086
2.8798±0.0069
3.5157±0.0060
2.8093±0.0067
2.7019±0.0049
2.8632±0.0403
2.9332±0.1080
2.4703±0.0065

表4　iMRW与对比方法在预测新基因上的结果

算法

BiRW
NewGOA
ThrRW
tlDLP
TCRW
GCN
GAT

iMRW

AUROC
0.8261±0.0003
0.7026±0.0003
0.8433±0.0006
0.6359±0.0004
0.8434±0.0000
0.8472±0.0003
0.8544±0.0034
0.8614±0.0004

AUPRC
0.3562±0.0008
0.2653±0.0006
0.3897±0.0012
0.1598±0.0025
0.3933±0.0077
0.4014±0.0012
0.4072±0.0020
0.4150±0.0009

Fmax

0.3589±0.0005
0.3243±0.0007
0.3925±0.0007
0.2494±0.0005
0.3839±0.0002
0.3951±0.0010
0.4087±0.0037
0.4118±0.0006

Smin↓
5.3561±0.0031
5.4050±0.0035
5.2478±0.0038
5.6935±0.0040
5.3759±0.0005
5.2581±0.0057
5.2147±0.0095
5.1825±0.0036
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IDLP 依赖它的已知表型（基因）关联进行预测，所

以本文没有在此实验中设置 IDLP.  表 4-5给出了 iMRW
与对比方法的预测结果，iMRW在所有评价指标下取得

了较优的性能 .
与 3. 1. 1 节的五折交叉验证不同，预测与新基因

（表型）相关的表型（基因）更具有挑战性，因此，

如表 4-5 所示的实验结果普遍比五折交叉验证

低 .  对于新表型，与其相关的基因完全未知，根据网络

拓扑结构分析可知，新表型的初始基因-表型关联是基

于表型子网络而生成，因此预测新表型相关的基因会

依赖表型子网络；同理，预测新基因相关的表型会依赖

基因子网络 .  由于表型子网络是基于 TO 层次结构建

立，基因子网络是基于基因序列相似度或 PPI建立，表

型子网络比基因子网络含有更少的噪声，所以预测新

表型相关的基因比预测新基因相关的表型普遍取得了

更好的效果 .
4. 2　个性化随机游走步长分析

为了测试个性化随机游走的贡献，本文设置了如

下实验：iMRW 对所有的节点使用相同的游走步长，步

长从1变化到10.  图4展示了不同的随机游走步长在各

个评价指标下的结果 .  从图中可以看出，当随机游走步

长大于 2 时，AUROC、AUPRC 和 不再升高，不再降低，

这是因为在相同步长的随机游走过程中，有用的节点

信息和噪声节点信息的正负作用相互抵消，使得模型

性能趋于饱和 .  而个性化随机游走的性能一直优于相

同步长随机游走的性能，且不受游走步长的影响 .
4. 3　消融实验分析

本文设置了三种变种实验 iMRW（nM）、iMRW
（nMG）和 iMRW（nMT）来探索复杂分子网络对模型的

影响 .  iMRW（nM）忽略了与 miRNA 相关的网络，仅仅

使用基因子网络Wgg，表型子网络W tt 和基因-表型关联

网络 Wgt 进行关联预测；iMRW（nMG）忽略了与 miRNA
相关的网络和基因子网络，仅仅使用表型子网络W tt 和

基因-表型关联网络 Wgt 进行关联预测；iMRW（nMT）忽

略了与 miRNA 相关的网络和表型子网络，仅仅使用基

因子网 Wgg 和基因-表型关联网络 Wgt 进行关联预测 .  

表 6给出了 iMRW及其变种实验的预测结果 .  iMRW在

所有指标上比 iMRW（nM）取得更优越的性能，说明融

合 miRNA 的组学信息对基因-表型的关联预测起到了

指导作用 .  iMRW（nM）比 iMRW（nMG）和 iMRW（nMT）
效果好说明使用基因子网络和表型子网络能够显著提

高模型性能 .  iMRW（nMG）比 iMRW（nMT）取得更好的

性能，这是因为表型子网络是根据 TO 层次结构而建

立，含有的噪声较少，而基因子网络通过基因序列相似

度而建立，含有噪声较多 .  以上结果表明，融合多组学

数据对预测基因-表型关联具有重要作用［22］.
4. 4　参数分析

iMRW 使用了一个参数 α来控制随机游走的重启

概率 .  本文研究了参数α对 iMRW预测性能的影响 .  首
先对 α设置搜索空间为 0~1，从 0 开始以 0. 1 为步长递

增进行分析，获取的各个指标变化如图 5（a）、（b）所

示 .  当重启概率 α = 0 时，AUROC=AUPRC=0，Fmax =
0. 1207，Smin = 122. 7993，效果最低，这是因为 iMRW 没

有进行随机游走；当 α ³ 0. 1 时，随着重启概率的增大，

表5　iMRW与对比方法在预测新表型上的结果

算法

BiRW
NewGOA
ThrRW
tlDLP
TCRW
GCN
GAT

iMRW

AUROC
0.9326±0.0050
0.8177±0.0427
0.9353±0.0067
0.9397±0.0070
0.8751±0.0077
0.9166±0.0033
0.9331±0.0047
0.9516±0.0038

AUPRC
0.5056±0.0187
0.6091±0.0487
0.5073±0.0260
0.6859±0.0299
0.3650±0.0176
0.6969±0.0256
0.7051±0.0276
0.7307±0.0289

Fmax

0.5205±0.0180
0.5846±0.0314
0.5891±0.0160
0.6502±0.0316
0.4321±0.0158
0.6080±0.0231
0.6252±0.0205

0. 6786±0.0184

Smin↓
4.2302±0.1334
2.8543±0.1558
3.9564±0.1718
2.9266±0.1862
4.8901±0.1018
3.1481±0.2325
2.9652±0.2487
2.6012±0.2339

(a) AUROC

(c) Fmax

(b) AUPRC

(d) Smin

图4　相同的游走步长对随机游走的影响
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iMRW 的性能降低，这是因为已知关联信息所占权重

（1 - α）的减小所带来的负向影响大于重启概率增大所

带来的正向影响 .  由于 αÎ[00. 1]时，模型性能有明显

的上升趋势，为进一步探索该区间内α对预测性能的影

响，本文从 10-5开始以 10倍为步长递增进行分析，获取

的各个指标变化如图 5（c）、（d）所示 .  结果显示，当

αÎ[010-5 ]时，模型性能呈现明显上升趋势，这是因为

即使 α较小，iMRW 也进行了个性化随机游走，补全了

基因-表型之间的关联，且已知的关联信息得到充分保

留 .  当 α > 10-5 时，iMRW 模型性能增长趋于平稳，并在

α = 0. 1 时达到最大值 .  根据参数分析结果，本文选取

了α = 0. 1作为模型参数 .

4. 5　案例研究

本文实施了案例研究，以测试 iMRW识别与重要表

型有关的潜在基因的有效性 .  在已知基因-表型关联和

异质遗传网络的基础上，运行 iMRW 得到基因-表型关

联矩阵Rgt.  然后剔除已知的基因-表型关联，

在表 7-8 中分别列出了可能与光合作用能力和淀

粉含量相关的前 10 个基因 .  基于基因本体（Gene On⁃

tology，GO）注释［61］，可以直接（或间接）验证预测结果 .
基因“GRMZM2G036996”、“GRMZM2G072513”分

别被“GO：0007165”和“GO：0009579” 标注 .  其中，

“GO：0007165”与细胞间的信号（包括光信号等）传导有

关，“GO：0009579”与在植物中含有光合色素的膜状细

胞结构有关 .  基因“GRMZM2G169967”与“AC19837
1. 3_FG011”都被“GO：0009416”标注，“GO：0009416”
与对光刺激，波长为红外、可见光或紫外光的电磁辐射

的反应有关 .  以上GO证据表明，这些基因直接参与了

与光合作用相关的生物过程，它们与光合作用能力直

接相关 .  光合作用是一种氧化还原反应，它将光能转化

为 化 学 能［62］ ，基 因“GRMZM2G170017”被“GO：

0016616”（氧化还原反应的催化）标注 .  光合作用与氮

素［63］密切相关 .  基因“GRMZM2G169994”注释为“GO：

0071705”（含氮化合物的反应），可能会影响光合作用

的效率 .  基因“GRMZM2G095209”、“GRMZM2G01557
8”、“GRMZM2G447847”、“GRMZM2G395114”和

“GRMZM2G169962”都 被“GO：1901576”标 记 ，“GO：

1901576”反应了导致有机物形成的化学反应和途径，

并与任何含碳有机物的生物合成过程有关 .  基因

“GRMZM2G170016” 、 “GRMZM2G484344” 和

“GRMZM2G170017”被“GO：0071704”标 记 ，“GO：

0071704”涉及有机物、任何含有碳的分子实体的化学

反应和途径 .  其他基因-表型关联也已被湿实验或生物

文献验证 .
这些案例结果再次证明了 iMRW 在识别与重要性

状相关的潜在基因方面的有效性 .
5　结论

针对已有的随机游走算法忽略了不同节点的重要

性，使得非重要节点过度传播，降低了模型性能的问

题，本文提出了一种基于多组学数据融合的个性化随

机 游 走 算 法（individual Multiple Random Walks， 
iMRW）.  iMRW 基于网络拓扑结构为不同重要程度的

节点分配不同的游走步长，并通过高斯相互作用属性

核相似性结合随机游走，最终获取基因-表型关联预测

矩阵 .  在不同实验设置下，与主流算法的对比实验结果

均显示 iMRW 能够取得了较优的预测性能 .  在玉米光

合作用能力和淀粉含量表型的实验分析结果也进一步

证实了 iMRW在识别基因-表型关联分析中的实用性与

表6　消融实验分析

算法

iMRW
iMRW(nM)
iMRW(nMG)
iMRW(nMT)

AUROC
0.9687±0.0004

0.9599±0.0011
0.8447±0.0004
0.8515±0.0011

AUPRC
0.7948±0.0020

0.7531±0.0017
0.6398±0.0027
0.3921±0.0014

Fmax

0.7133±0.0007

0.6726±0.0009
0.6043±0.0011
0.3929±0.0003

Smin↓
2.4703±0.0065

2.6981±0.0078
2.7946±0.0108
5.2487±0.0027

(a) 在区间[0, 1]上的三个指

标

(c) 在区间[0, 0.1]上的三个

指标

(b) 在区间[0, 1]上的Smin

(d) 在区间[0, 0.1]上的Smin

图5　参数 𝛼 对 iMRW预测性能的影响
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有效性 .  理论分析和实验结果均表明 iMRW 能够充分

利用多组学数据，实现对基因-表型关联更准确的预测；

同时，iMRW 作为通用的异质信息网络融合框架，也可

以推广应用到药物靶点预测、商品推荐等领域 .
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