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基于边缘计算的环境监测自适应联邦学习算法
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摘　要：　针对环境监测领域边缘设备资源不平衡、通信延迟以及模型质量不高的问题，本文提出一种基于边缘

计算的环境监测自适应联邦学习算法 . 该算法旨在利用边缘设备进行数据处理，并根据各个设备的资源限制调整全

局模型的聚合频率，以更好地适应不同的监测环境 . 通过考虑边缘设备之间的资源差异，算法采用了动态优化迭代频

率的策略，以提升模型的训练效果 . 与传统的固定迭代频率相比，该算法的调整策略更加灵活，能够更好地适应不同

的数据分布和参与方特征 . 通过大量实验评估，并利用与同类算法 CNN-FL（Convolutional Neural Networks-Federated 
Learning），FedAvg（Federated Averaging）和HFEL（Hierarchical Federated Edge Learning）的比较，本文提出的算法在算法

性能和经济成本方面具有显著优势，这种算法为环境监测提供了一种高效、安全和可扩展的数据分析和模型建立方

法，有助于推动环境监测能力的提升 .
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Abstract:　Aiming at the problems of unbalanced edge device resources, communication delay and low model quality 
in the field of environmental monitoring, this paper proposes an adaptive federated learning algorithm for environmental 
monitoring based on edge computing.  This algorithm aims to use edge devices for data processing, and according to each 
the resource limitation of the device adjusts the aggregation frequency of the global model to better adapt to different moni⁃
toring environments.  By considering the resource differences between edge devices, the algorithm adopts a strategy of dy⁃
namically optimizing the iteration frequency to improve the training effect of the model.  Compared with the traditional 
fixed iteration frequency, the adjustment strategy of this algorithm is more flexible and can better adapt to different data dis⁃
tribution and participant characteristics.  Through a large number of experimental evaluations, and using the same algorithm 
convolutional neural networks-federated learning (CNN-FL), federated averaging (FedAvg) and hierarchical federated edge 
learning (HFEL), the algorithm proposed in this paper has significant advantages in algorithm performance and economic 
cost.  This algorithm provides an efficient, safe and reliable method for environmental monitoring.  Expanded approach to 
data analysis and modeling to help drive improvements in environmental monitoring capabilities.
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1　引言

在 5G网络迅速发展下，许多智能设备快速融入并

应用在环境监测领域，例如：智能空气质量监测器［1］、无
人机［2］、智能水质监测器［3］、智能农业等，同时，这些智

能设备也有了强大计算资源、人机交互能力以及低延

时等需求，然而，将所有的环境监测数据传输到中央服

务器进行集中式处理并不是理想的选择 . 因此，作为人

工智能（Artificial Intelligence，AI）核心技术［4，5］的联邦

学习（Federated Learning，FL）［6］成为了减少大规模数据

处理的有效手段 .
在环境监测领域，为了高效应用联邦学习，提高模

型准确性和收敛速度，以更好地适用于环境监测任务，

研究者们提出了多种联邦学习优化方法 . 文献［7］提出

了一种基于无人机（Unmanned Aerial Vehicle，UAV）的

感知框架，将UAV和地面节点组合起来，利用联邦学习

和无人机技术来监测和评估城市中的空气质量，文

献［8］提出了一种基于双向门控循环单元（Bidirectional 
Gated Recurrent Unit，BGRU）模型的联邦学习方法，用

于预测智能城市中的空气质量，文献［9］提出一种基于

联邦学习的农作物产量预测方法，通过神经网络模型

提高预测准确性 .
然而，现有研究虽然在特定领域存在一定优势，但

在联邦学习优化算法中并未综合考虑资源约束、移动

设备异构性、数据分布的非独立同分布等问题 . 此外，

环境监测涉及大量的传感器和设备，这些设备产生的

数据量巨大 . 如何利用边缘计算系统有效地收集、存储

和处理这些数据仍是一个挑战 . 与此同时，环境监测系

统需要适应不断变化的环境条件和监测需求，快速集

成新设备和传感器来适应不同的监测任务和环境条

件 . 因此本文将综合考虑这些问题，提出新的环境监测

自适应联邦学习算法，更好地适应实际场景中的环境

监测需求，并在其他多个领域具有潜在适用性 .
2　基于边缘计算的环境监测自适应联邦学

习算法

2. 1　环境监测自适应联邦学习算法

在环境监测领域，处理大量敏感数据常常面临一

些困难 . 这是因为数据无法轻易传输到中心服务器进

行处理，同时网络带宽可能存在限制 . 此外，不同地区

或不同传感器所收集到的数据可能存在差异，这种差

异性可能对模型的训练和性能产生负面影响 . 因此，本

文设计了一种边缘端主导的环境监测自适应联邦学习

算法，边缘设备能根据实际环境监测需求和数据特征，

动态的调整学习参数，这种动态调整能力使得监测设

备可以根据环境条件的变化和监测任务的要求，优化

模型的性能和效果 . 例如，农业监测系统可以充分利用

分布在农田中的边缘设备，实现本地化的模型训练和

数据处理，使得模型在不同农业环境下具有更好的适

应性和泛化能力 . 因此农业监测环境可以通过边缘计

算系统中自适应联邦学习的协助，实现在边缘计算环

境下的植物病害识别，为农作物健康管理和病害防治

提供有效支持 .
2. 2　损失函数

假设环境监测有 N 个边缘节点，本地数据集分别

被视为 D1 D2 Di DN，以边缘节点 i 的数据集 Di

为例，它的损失函数为

Fi(w ) = 1
|Di|

∑
jÎDi

fj( )w （1）
对于 i ¹ i′，Di Di′=Æ，边缘节点的全局损失函

数为

F (w ) = 1

||∪ i
Di

∑
jÎ ∪ i

Di

fj( )w =
1
D∑

i = 1

N

Di Fi( )w （2）

D =∑
i = 1

N

Di 进行模型训练获得最小化损失函数，由

于机器学习模型复杂，为了找到最小化损失函数的参

数，通常采取梯度下降法找到最小化F (w ).
w* = argmin F (w ) （3）

2. 3　分布式梯度下降

分布式梯度下降算法的模型更新分为两个部分，

包含参与方的本地更新步骤与中心方的全局聚合步

骤，参与方的每个 i 节点都存在着一个局部模型参数

w i(t )，w i(t )中的 t = 01n 表示着索引迭代，t = 0 时，

所有 i 节点在本地初始化为同样的值，当 t ¹ 0 时，根据

局部损失函数的梯度下降更新规则在前一次迭代的基

础上计算新的w i(t )值，其中，节点在做局部损失函数梯

度下降的步骤称为本地更新［10］. 中心方根据各个参与

方发来的本地更新参数做加权平均，为参与方的本地

更新做最新的加权平均值 .
在前一次迭代完成全局聚合后，对参数执行本地

更新操作，对于每个边缘 i节点，具体更新规则如下：

w i(t ) = w͂ i(t - 1) - ηÑFi(w͂ i(t - 1) ) （4）
在进行全局聚合时，

w (t ) = 1
D∑

i = 1

N

Diw i( )t （5）
全局聚合期间，每个 i节点执行 τ步本地更新，每处

节点执行T次本地迭代，定义T为 τ的整数倍，其中，τ为

两个全局聚合之间的本地更新迭代次数，T为每个节点

的本地更新步骤总数 .
2. 4　问题模型化

每当数据分布在大量边缘节点上时，联邦学习在

处理这些数据会消耗不小的时间资源与能量［11］，因此，
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需要在系统正常运行的基础上限制时间资源，首先本

文将在基于梯度下降的分布式学习方法基础上缩小问

题，确定 T 和 τ的最优值，从而在给定时间资源预算下

最小化全局损失函数，由于 T 是 τ的整数倍，全局聚合

总数K = T/τ. 文章定义：

w f = argmin
wÎ { }w ( )kτ ：k = 01K

F (w ) （6）
其中，w f 为学习结束后获得的最终模型参数，为了计算

式（6）中全局损失函数 F (w )，每个 i 节点首先计算

Fi(w )，再将结果发送给聚合器进行进一步处理 . 由于

每个节点只知道第 k次全局聚集后的w (kτ )的值，因此

在第 (k + 1)次全局聚集时，节点 i 处的 Fi(w (Kτ ) )将被

发送回聚合器计算 . 为了得到最后一个损失值

Fi(w (Kτ ) ) = F (w (T ) )，在最后执行一轮局部和全局更

新 . 本文假设每个节点，无论是仅在最后一轮中计算局

部损失，还是在其他所有轮中同时计算局部损失和梯

度，所需的资源量都相同，因为损失和梯度计算通常基

于相同的中间结果 . 例如，用于计算神经网络梯度的反

向传播方法需要一个正向传播过程，该过程实质上是

作为中间步骤获得损耗［12］.
在模型训练时，局部模型训练消耗 c个单位的时间

资源，全局模型聚合时消耗 b 个单位时间资源，对于 T

和 τ，消耗的时间资源总量为 (T + 1) c + (K + 1)b，其中，

为了便于计算Fi(w (Kτ ) )选择加1.
记P为时间资源总预算，要求如下：

min
τKÎ{ }123K

F ( )w f  ( )T + 1 c + ( )K + 1 b ≤ P，

T =Kτ （7）
由于根据 K 与 τ以及最终模型参数 w f 计算 F (w f )

取决于许多因素，因此，我们将根据梯度下降的收敛

性、全局聚合对收敛性的影响［13］，以及现实中处于变化

的 c与b的资源消耗情况找到K、τ、F (w f )之间关系 .
联邦学习的代价主要包括学习时间和能量消耗部

分，通过计算模型迭代以及通信所需要的能量和时间

可以估算出预计的经济成本 . 具体如下：

（1）时间开销：本文在选取的 F个客户端进行模型

训练，客户端每次迭代所消耗的时间为 td、全局通信过

程中消耗的时间为 tj，每个客户端经过 τ轮后学习时

间Tτ为

Tτ = ∑
r = 1

τ

t r
d + tj （8）

经过T轮后的F个客户端的总学习时间为

Tall(FT ) =∑
f = 1

F ∑
r = 1

T

Tτ （9）
（2）能量开销：客户端每次迭代所消耗的能量为

ed，全局通信消耗为 ej，经过 τ轮后能量消耗Eτ为

Eτ = ∑
r = 1

τ

er
d + ej （10）

经过F轮后总能量消耗Eall为

Eall(Fτ ) =∑
f = 1

F ∑
r = 1

T

Eτ （11）
最后经济成本分析引入权重 SÎ [01]，经济成

本Mall为

Mall = Tall(FT ) S + (1 - S ) Eall(FT ) （12）
2. 5　收敛性分析

2. 5. 1　定义

本文将T次迭代分别分解为K个不同的间隔，只有

第一次与最后一次迭代拥有全局聚合，并使用[ k ]符号

来表示迭代之间间隔[ (k - 1) τkτ ]，k = 12K，并且对

于区间[ k ]使用 v[ ]k (t )表示一种辅助参数［14］，参数满足

中心化梯度下降：

v[ ]k (t ) = v[ ]k (t - 1) - ηÑF (v[ ]k (t - 1) ) （13）
v[ ]k (t )在区间 [ k ]开始处与 w (t )同步，即 v[ ]k ((k -

1) τ ) =w ((k - 1) τ )，w (t )为式（5）定义的局部参数平均

值［15］，因为在全局聚合或者是 k = 1时的初始化是在迭

代的 (k - 1) τ进行的，因此对于所有的 i 节点有 w͂ i((k -

1) τ ) =w ((k - 1) τ ).
引理1 F(w）是凸的、ρ-Lipschitz以及β-smooth的 .
证明可以从F (w )的定义以及三角不等式来论证 .
局部损失函数的梯度以及全局损失函数梯度之间

存在一定差异，这种差异与在不同节点数据的分布方

式存在一定关联 .
定义1 梯度差异　对于任意 i节点和w，定义 δi为

||ÑFi(w ) -ÑF (w ) ||的上界，即：||ÑFi(w ) -ÑF (w ) || ≤ δi，

δ =
1
D∑

i

Diδi.
2. 5. 2　主要结果

下面定理给出了w (t )和 v[ ]k (t )的差距上界 .
定理1 对于区间[ k ]，tÎ [ k ]，拥有

||w (t ) - v[ ]k (t ) || ≤ h (t - (k - 1) τ ) （14）
h ( x) = δ

β ( )( )ηβ + 1
x
- 1 - ηδx （15）

而 且 ，因 为 F ( × ) 是 ρ-Lipschitz 的 ，那 么 有

F (w (t ) ) - F (v[ ]k (t ) ) ≤ ρh (t - (k - 1) τ ).
当 t = (k - 1) τ，式（14）的上界为0，即进行全局聚合之

后只进行一次本地更新时，分布式梯度下降和中心梯度

下降差别不大，如果 τ = 1，那么 t - (k - 1)τ是0或1，那么式

（14）的上界是确定值，如果当 τ > 1，t - (k - 1)可以取较大

值 . 当 t - (k - 1)很大时，式（15）中的 (ηβ + 1)x产生很大影
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响，w (t )和 v[ ]k (t )的差距上界呈现指数增长，另外，局部梯

度与全局梯度的差异越大，间隙越大，这种差异是由于在

每次全局聚合之后的第二次局部更新开始时，不同节点

的局部梯度不同造成的 . 在极端情况下，当所有节点具有

完全相同的数据样本时，梯度会始终同并保持 δ = 0，这种

情况下，w (t )和 v[ ]k (t )会保持相等 .
根据定理1得出下面引理 .
引理2 当下面条件均被满足时，

（1）η ≤ 1
β

（2）ηφ - ρh ( )τ
τε2

> 0

（3）F (v[ ]k (kτ ) ) - F (w* ) ≥ ε
（4）F (w (T ) ) - F (w* ) ≥ ε
对 于 ε > 0，论 文 定 义 φ =ω (1 - βη

2 )，ω =

mink

1

||v[k]( )( )k - 1 τ -w*||2
，τ次迭代后收敛上界为

F (w (T ) ) - F (w* ) ≤ 1

T ( )ηφ -
ρh ( )τ
τε2

（16）

定理2 当η ≤ 1
β
，有

F (w f ) - F (w* ) ≤ 1
2ηφT

+
1

4η2φ2T 2
+
ρh ( )τ
ηφτ

+ ρh ( τ )

（17）
由式（17）可知，引理2的条件1满足 .

当 ρh ( τ ) = 0，选取大于 0条件下任意小的 ε，这种情

况下式（16）和式（17）的右边相等，并且式（17）的结果

能由引理 2 得出 F (w f ) - F (w* ) ≤ F (w (T ) ) - F (w* ).
在满足 ρh ( τ ) > 0时，考虑式（17）的右边并使求解 ε0：

ε0 =
1

T ( )ηφ -
ρh ( )τ
τε2

0

（18）

得到：

ε0 =
1

2ηφT
+

1

4η2φ2T 2
+
ρh ( )τ
ηφτ

（19）
其中，舍去负解，因为 ε > 0，式（18）中的分母大于 0，在
ε > ε0条件下满足引理2中的第二个条件 .

假如存在 ε > ε0 满足引理 2中的条件 3和 4，即满足

引理2的全部条件 . 将引理2代入到式（18）里，有公式：

F(w(T) ) -F(w* ) ≤ 1

T ( )ηφ -
ρh ( )τ
τε2

<
1

T ( )ηφ -
ρh ( )τ
τε2

0

=ε0

这就与引理 2中第四个条件矛盾，不存在 ε同时满

足条件3和4，即需要：

（1）存在 k，F (v[ ]k (kτ ) ) - F (w* ) ≤ ε0

（2）F (w (T ) ) - F (w* ) ≤ ε0

即

m{ min
k = 12K

F (v[ ]k (kτ ) )；F (w (T ) )} - F (w* ) ≤ ε0

（20）
从定理1可知，

F (w (kτ ) ) ≤ F (v[ ]k (kτ ) ) + ρh ( τ )，通过结合式（20）
就有

min
k = 12K

F (w (kτ ) ) - F (w* ) ≤ ε0 + ρh ( τ ) （21）
2. 6　控制算法

2. 6. 1　近似解

假设本地更新消耗的时间资源 c和全局聚合消耗

的时间资源 b已知，并以此计算出 τ和T的值，我们能通

过 c和 b以及其他参数在结合实际情况下，提出一种能

够估计参数并且能动态调整 τ值的控制算法 .
首 先 ，当 η ≤ 1/β 时 ，选 择 式（15）的 上 界 作 为

F (w f ) - F (w* )的近似值［16］. 对于全局损失函数F (w )，
其最小值F (w* )是一个常数，通过重新将式（7）里的不

等式约束排列写做：

min
τKÎ { }12k

1
2ηφT

+
1

4η2φ2T 2
+
ρh ( )τ
ηφτ

+ρh( τ) 

K≤ p
cτ + b

     T =Kτ （22）
因为 T =KT0，式（17）中的目标函数随着 T 与 K 减

小 . 所以对于任意的 τ，K最优值是min
p

cT + b
.

通过忽略舍入运算和替换：

T =Kτ »min
pτ

cτ + b
= 1/max

cτ + b
pτ

得出：

G ( τ ) =
max

cτ + b
pτ

2ηφ
+

( )max
cτ + b

pτ

2

4η2φ2
+
ρh ( )τ
ηφτ2

+ ρh ( τ )

（23）
据此 τ的最佳解为

τ* = argmin
τÎ { }12n

G ( τ ) （24）
命题1　当η≤ 1/β，ρ> 0，β> 0，δ> 0，有 limpmin®¥

τ*= 1.
命题 2　当 η ≤ 1/β，ρ > 0，β > 0，δ > 0，存在一个有限

值 τ0，使得 τ* ≤ τ0，τ0 =max{·}.
根据命题 2 可以在有限制之下计算 G ( τ )，并找到
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使 G ( τ )最小化的 τ*. 其中，v = argmax
b
p
，V = argmax

c
p
，

B = ηβ + 1，C1 = 2ηφp'v，C2 = 4η2φ2 p '2
v .

2. 6. 2　自适应边缘联邦学习算法

根据上述理论，此节给出了完整控制算法，每次全

局聚合都会重新计算 τ*，边缘节点进行本地更新同时记

录消耗的时间与能量，在进行聚合器学习时计算经济

成本，聚合器将初始模型参数 w (0)发送至参与方的边

缘节点处，算法1给出了聚合器实施过程 .
边缘节点实施过程如算法2所示 .

3　实验

3. 1　实验设置

实验为了对算法进行相关性能评估，选择在 5个节

点的真实网络环境以及 5~100个节点的虚拟环境进行，

为了表示异构的边缘计算环境，使用了五台同型号的

笔记本电脑将设备用 WiFi连接在实验室，节点分别训

练自身的本地数据集，聚合器则是在一台台式电脑上

进行操作，表1给出了具体硬件参数 .
（1）资源：模拟环境中模拟资源消耗根据高斯分布

产生，cm 和 bm 分别对应于节点本地模型更新和中心方

聚合器 .
（2）基线：中心梯度下降、固定 τ值的传统联邦

学习 .
（3）模型与数据集：模型采用包括平方支持向量机

与卷积神经网络 . 数据集：PlantVillage［17］（农作物病害

图像数据集）数据集，包含 54 306张图像，其中，40 000
个图像用于训练，剩余14 306个图像用于模型测试 .

（4）不同节点数据集分布情况设置一共分为四种 .
案例 1：节点会接受到被随机分布的数据样本；案例 2：
节点的数据标签一样，但节点之间的信息不同；案例 3：
节点有全部数据集；案例 4：将节点分为两部分，前一部

分节点接受随机分配的标签数据，后部分节点与案例 2
相同 .

（5）训练与控制参数：时间设置 15 s，搜索范围参

数 γ = 10，τ值最大为 100，对于支持向量机 φ=0.025，卷
积神经网络 φ = 5 ´ 10−5，η = 0.01，td 约为 4.9×10−3 s，tj 为

0.01 J，ed 为 0.16 s，ej 为 0.02 J，根据 S的定义，统一时间

与能量的成本，1 s 为 (1 - S ) 元，1 J 为 S 元，设置 S=
0.5元 .
3. 2　实验结果

实验在现实的环境中训练了支持向量机、卷积神

经网络两种模型，并且在图 1~4与基线进行了损失函数

值和准确率的比较 .
卷积神经网络和支持向量机使用随机梯度下降法

进行模型训练，在图 1与图 3中，横坐标表示本地更新 τ

值，纵坐标表示基于训练数据的损失函数值，在图 2与

图4中，横坐标表示本地更新 τ值，纵坐标表示基于测试

数据的分类准确率，实验中设置本地更新 τ值从 1 至

100，并将四种案例依次在不同的固定 τ值里训练，并得

到不同 τ值训练下获得的损失函数值与准确率 .

算法1　中心方基于边缘计算的环境监测自适应联邦学习

输入::时间资源预算P,控制参数φ,搜索范围参数 γ,最大的 τ值;
输出::最终模型w f.
1  初始化 τ* ¬ 1,t¬ 0,s¬ 0;
2  初始化w (0)为常数或随机量;
3  初始化w f ¬w (0);
4  REPEAT
5     聚合器发送w (t )和 τ*到边缘节点

6     t0 ¬ t;//将w (t )传输最后的索引迭代保存

7     t¬ t + τ*;//在 τ迭代后再全局聚合

8     从 i节点处收集 ed,ej,tj,td,计算w i(t ),mall,
     根据式(5)计算w (t )
9     IF t0 > 0 THEN
10       从各 i节点处收集Fi(w (t0 ) ), ρi,βi,
         ÑFi(w (t0 ) )
11      根据式(2)计算F (w (t0 ) )
12       IF F (w (t0 ) ) <F (wf ) THEN
13         w f ¬w (t0 );
14       IF STOP FLAG已设置 THEN
15         BREAK;
16       估计 ρ¬

1
D ∑

i = 1

N

Di ρi;

17       估计β¬
1
D ∑

i = 1

N

Di βi;
18       根据下面公式计算

      ÑF (w (t0 ) ) ¬ 1
D ∑

i = 1

N

DiÑFi( )w ( )t0 估计各 i节点的 δi,   

                   δi ¬ÑFi(w (t0 ) ) -ÑF (w (t0 ) )从中估算 δ¬
1
D ∑

i = 1

N

Diδi;
19      在[1τm ]内线性搜索,根据式(24)计算 τ值, 设置

                τ¬min{γτ* ; τmax};
20      使用从所有 i节点接收的 c和聚合器处的本地测量值

估计资源消耗 c,b
21      s¬ s + cτ + b

22     IF s + c ( τ + 1) + 2b ≥ p THEN
23       将 τ*减小到可能值,以便剩余迭代的估计资源消耗时

间预算p内,设置STOP标志

24  向所有边缘节点发送w (t );
25  从每个 i节点接收Fi(w (t ) );
26  根据式(2)计算Fi(w (t ) );
27  IF  F (w (t ) ) <F (w f ) THEN
28    w f ¬w (t ).
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算法（具有自适应 τ的损失函数值）与基线方法进

行了比较，并比较了 SVM 和 CNN 分类器的分类精度 .
在每种情况下，所提出的方法只有一个数据点（由图中

标黑标记表示），因为在这种情况下 τ的值是自适应的，

并且标记位置显示了具有相应损失或准确性的平均 τ*.
为了便于比较，在不同的 τ值之间显示了一条平坦

的线 .
根据支持向量机和卷积神经网络两种模型的实

验，准确率和损失函数值对于不同案例其 τ值处于不同

的位置，因此，固定 τ值的情况并不能很好适应于全部

情况，但是在固定 τ值为10的情况在四种案例都能够获

得相对最优的结果，因为在迭代次数较少的情况下，模

型的训练过程更容易收敛到局部最优解，而在迭代次

数增加后，模型容易陷入过拟合，导致准确率下降 . 此

外，当迭代次数增加时，由于设备资源的限制，节点之

图1　支持向量机(随机梯度下降)损失函数

图3　卷积神经网络随机梯度下降)损失函数

图2　支持向量机(随机梯度下降)准确率

表1　边缘节点与聚合器硬件参数

平台

边缘节点

聚合器

硬件

笔记本电脑

PC机

计算资源

CPU:R5-3500H
GPU:RTX3050
CPU:i5-8400

GPU:RTX2060

内存

8 GB

16 GB

硬盘

512 GB

1 TB

图4　卷积神经网络(随机梯度下降)准确率

算法2　　节点基于边缘计算的环境监测自适应联邦学习

输入::w (t )与 τ*;
输出::Fi(w (t ) ).
1  初始化 t¬ 0;
2  REPEAT
3    从聚合器接收w (t )和新 τ*,设置w i(t ) ¬w (t )
4     t0 ¬ t;//保存w (t )最后传输迭代索引

5     IF t > 0 THEN
6      估计 ρi ¬ Fi(w i(t ) ) -Fi(w (t ) ) /w i(t ) -w (t )
             βi ¬ÑFi(w i(t ) ) -ÑFi(w (t ) ) /w i(t ) -w (t )
7     FOR µ = 12τ* DO
8         t¬ t + 1;//进行下轮迭代

9         根据式(4)执行本地更新获得w i(t )
10        IF µ < τ* THEN
11          设置 w͂ i(t ) ¬w i(t );
12     估计 i节点处进行局部更新消耗时间资源 cm,记录每次迭

代的时间消耗 tj,能量损耗 td

13     发送w i(t ),c,i,至聚合器

14     IF t0 > 0 THEN
15       发送 ρi,βi,Fi(w (t0 ) ),ÑFi(w (t0 ) )至聚合器

16  UNTIL接收到STOP标志

17  从聚合器接收w (t );
18  发送Fi(w (t ) )至聚合器
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间的通信和计算时间也会增加，从而导致模型性能下

降 . 因此，通过固定迭代次数为 10，可以得到相对最优

的结果 .
在案例 2中，由于存在较大的数据集不平衡性，某

些节点可能没有足够的数据来提供有意义的更新 . 这

导致一些节点贡献较小，从而影响了全局模型的性能 .
类似地，在案例 4中，一些节点可能拥有更多的数据而

另一些节点则拥有较少的数据 . 这种数据不平衡性也

可能导致模型的性能下降 . 接下来将评估时间预算在

自适应 τ*值下的表现情况，并对比时间预算下自适应 τ*

值与固定 τ值为10训练模型的损失函数值与准确率，由

于卷积神经网络模型的高度复杂性，实验重点在支持

向量机继续展开，如图5所示 .

100 个节点的虚拟环境中进行自适应迭代 τ* 值训

练模型实验，图中横坐标为总时间预算，纵坐标为最佳

迭代 τ* 值，在节点拥有的数据集不为案例 3时，τ* 值随

着时间预算的不断减少，并且随着时间预算的不断增

多 τ* 值基本在 10以下，而拥有案例 3的节点，因为具有

全部数据集，随着时间预算增多 τ* 值维持在 95左右范

围 . 因此，在总时间预算较小的情况下，全局聚合间隔

τ*较大，因为需要更多的局部训练轮数来达到相同的分

类准确度 . 相反，在总时间预算较大的情况下，τ* 减小，

因为较少的局部训练轮数已经足够达到相同的分类准

确度 .
为了全面评估环境监测自适应联邦学习算法在边

缘计算系统中的性能，数据集选择了 PlantVillage，并采

用了上述提到的 Case2 的数据集划分方式 . 这种划分

方式能更好地模拟边缘设备受到资源约束的情况 . 在

本研究中，图6、图7给出了本文算法与几种经典联邦学

习算法进行的对比实验 . 这些算法包括联邦平均算法

（Federated Averaging，FedAvg）、分层边缘联邦学习算法

（Hierarchical Federated Edge Learning，HFEL）［18］以及卷

积 神 经 网 络 联 邦 学 习 算 法（Convolutional Neural 
Networks-Federated Learning，CNN-FL）［19］.

通过对比实验的结果，环境监测自适应联邦学习

算法相较于传统的 FedAvg 算法、CNN-FL 算法以及

HFEEL 算法，在模型收敛速度方面表现更优越 . 这也

证明本文算法能够更快地训练模型并达到较高的准确

性 . 环境监测自适应联邦学习算法在资源受限的边缘

计算系统中利用了资源分配和通信开销的优化策略，

确保每一个监测设备的训练任务得到理想的分配 . 通

过调整局部迭代轮数和通信频率等参数，算法能够最

大程度地提高模型的收敛速度 . 面对环境监测数据的

实时性、大规模数据处理和离线环境监测等要求时，其

他算法无法很好地适应这些挑战 . 而本文算法通过结

合边缘计算系统和自适应机制，能够更好地满足环境

监测的需求，从而加速模型训练的过程 . 实验结果也进

一步验证了算法在环境监测领域中的优势，并为其在

实际应用中的可行性提供了支持 .
图 8为经济成本对比结果，可以观察到在 100个节

点下，四种训练模型在四种案例下的经济成本估计情

况 . 基于这些结果，可以得出以下结论，首先，环境监测

自适应联邦学习算法在经济成本方面展现出明显的优

势 . 该算法在资源分配和任务调度过程中充分考虑了

能量消耗的影响 . 通过动态分配任务和资源，环境监测

自适应联邦学习算法能够更好地利用边缘设备的能

源，最小化能量消耗 . 相比之下，传统的 FedAvg、CNN-

FL和HFEEL等算法没有针对能量消耗进行优化，因此

在经济成本方面存在一定的局限性 . 其次，环境监测自

适应联邦学习算法通过灵活的资源管理策略，能够有
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图5　总时间预算
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图6　模型损失函数值对比
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效降低经济成本 . 算法根据不同案例的特点和要求进

行资源分配，以最大限度地减少经济成本 . 这使得算法

能够在经济有限的条件下获得更好的模型更新和学习

效果 .

4　总结

针对环境监测领域日益增长的智能设备和大规模

数据处理需求，本文在综合资源约束、设备异构性、数

据分布的非独立同分布等问题的基础上提出了一种基

于边缘计算的环境监测自适应联邦学习算法，具有很

高的实用价值，由于本文重点在环境监测领域，未来的

研究可以在不同领域下验证和扩展算法的适用性 .
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