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摘　要：　变分图自编码器是图嵌入研究中重要的深度学习模型，但存在着先验正态分布缺陷、训练过程中容易

出现后验塌陷等问题．本文从建立云概念空间与隐空间的映射关系入手，引入云模型数字特征对网络中的节点进行

不确定性概念表示，设计了一种基于多维云模型的变分图自编码器（Variational Graph Autoencoder based on Multidi⁃
mensional Cloud Model，MCM-VGAE）．该模型实现了隐空间的多维云概念嵌入及相应的漂移性损失度量，将先验分布

扩展为泛正态分布，利用多维正向云发生器及云包络带修正采样算法实现了重参数化过程，有效缓解了后验塌陷现

象．在应用效果上，模型在多类型数据集上的链路预测、节点聚类、图嵌入可视化实验表现均优于基准模型，进一步说

明了方法的普适有效性．
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Abstract:　Variational graph autoencoder (VGAE) is a significant deep learning model in graph embedding, but there 
are problems such as the normal prior distribution defect and the posterior collapse during training.  Focusing on establish⁃
ing the mapping relationship between cloud concept space and hidden space, the uncertain concepts of nodes in VGAE net⁃
work are represented by the digital features of cloud model, and an optimized VGAE model based on multidimensional 
cloud model (MCM-VGAE) is reconstructed.  The model implements a multidimensional cloud concept embedding in the 
latent space and the corresponding drift loss measure, extends the prior distribution to a generic normal distribution, and us⁃
es a multidimensional forward cloud generator and a cloud envelope with modified sampling algorithm to realize the repa⁃
rameterization process and effectively mitigate the posterior collapse phenomenon.  In terms of application, the model out⁃
performs the benchmark model for link prediction, node clustering, and graph embedding visualization experiments on 
multi-type datasets, further illustrating the universal effectiveness of the method.
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1　引言

客观世界中的网络往往具有小世界效应和无尺度

的复杂特性，网络拓扑结构的不确定性表示是复杂网

络研究的基本问题［1］．网络表示学习（又称为图嵌

入）［2］作为一项重要的图数据挖掘工作，在实际网络分

析任务中扮演着十分重要的角色．近年来，随着图神

经网络（Graph Neural Networks，GNN）［3］技术的迅速发

展，基于自编码器的无监督生成式图神经网络模型成

为了图嵌入工作中最具价值的研究方向之一．

目前，针对图嵌入中节点的不确定性表示和处理

问题，正态分布凭借其本身所具备的不确定性特性在

该领域中发挥着重要作用［1］．Kipf 等人［4］借助图卷积

神经网络（Graph Convolutional Networks，GCN）以及正

态分布理论实现了节点的低维向量表示，提出的变分

图自编码器（Variational Graph Autoencoders，VGAE）在

链路预测、节点分类［5］任务中相比传统方法均表现出较

高的准确率和更健壮的鲁棒性；后续有许多基于先验

正态分布的 VGAE 变体模型相继被提出［6~8］，由此证明

了正态分布理论用于图嵌入工作的有效性．

然而，当前基于正态分布理论的VGAE及其变体模

型仍存在诸多问题，例如：（1）VGAE 存在先验分布缺

陷．虽然正态分布在复杂网络的研究中占有重要地

位，但是如果决定随机现象的因素单独作用不是均匀

的小，相互之间并不独立，就不符合正态分布的产生条

件［9］．此时若用正态分布来对图节点的表示做简单近

似，就不能真实反映网络的客观情况；（2）VGAE对于孤

立节点的嵌入处理缺乏有效性，无论孤立节点的特征

如何变换，VGAE 始终让这类节点的嵌入结果接近于

零［7］；（3）变分自编码器在训练中容易出现“后验分布塌

陷”问题（又称为 KL 散度消失）［10］，导致模型在采样时

“强迫”隐变量特征接近均值中心，模型退化为自编

码器．

对此，云模型［11］作为描述不确定性的双向认知模

型，其通过数字特征（期望Ex、熵En、超熵He）构成特定

的发生器，这种结构不但放宽了形成正态分布的前提

条件，而且把精确确定的隶属函数放宽到构造正态隶

属度分布的期望函数，因而更具普适性［9］．
为改进图自编码器的图嵌入学习能力，本文拟在

VGAE框架下，借助云模型对于不确定性问题表示的优

秀处理能力，提出一种基于多维云模型的变分图自编

码器框架（Variational Graph Autoencoder based on Multi⁃
dimensional Cloud Model， MCM-VGAE）．该方法将先

验分布扩展为泛正态，其形成条件远比正态分布宽松，

更接近于客观事实，又远比联合分布简单、可行［9］．同

时，该方法结合前沿的GNN技术分别对模型的编码器、

采样过程、损失度量进行改进．力求 MCM-VGAE 较其

他基准模型具备更好的图嵌入性能．本文的主要工作

及创新如下：

（1） 针对VGAE中先验正态分布的缺陷，提出借助

云模型实现隐空间的多维云概念嵌入并扩展先验分布

的策略，在此基础上结合前沿的 GNN 技术进一步提出

基于多维云模型的变分图自编码器框架 .
（2） 针对模型在训练过程中容易出现的“后验塌

陷”问题，提出一种基于多维正向云发生器及云包络带

修正的隐变量采样优化算法．经理论与实验验证，该

方法实现了重参数化过程且能够有效减小采样空间的

云心密度，从而缓解“后验塌陷”现象 .
（3） 通过多组开源图数据集上的链路预测、节点聚

类、图嵌入可视化、超参数敏感性分析实验表明：MCM-

VGAE较其他基准模型具备更出色的图嵌入学习能力，

且具备良好的泛化能力．

2　相关工作

在基于自编码器的图神经网络研究过程中，Tian
等人［12］最早提出了稀疏图自编码器（Sparse Auto-

Encoder，SAE），其利用邻接矩阵表示图中的节点特征，

并通过自编码器完成了矩阵分解工作．Kipf等人［4］将
GCN 与变分自编码器思想推广到图上，提出的图自编

码器（Graph Auto-Encoder，GAE）以及 VGAE 取得了重

要研究成果；Salha 等人［8］提出一种结构更简化的线性

变 分 图 自 编 码 器（Linear Graph Variational Auto-

Encoder，Linear-VGAE）；Ahn等人［7］为提高GAE对于孤

立节点的嵌入表示能力，提出一种图归一化自编码器

（Graph Normalized AutoEncoders，GNAE），该模型利用

L2正则化技术有效处理了孤立节点的嵌入过程．

目前，在图自编码器隐空间表示的优化研究中，为

进一步提高自编码器的图嵌入生成能力，Davidson 等

人［13］利用超球面分布（von Mises-Fisher，vMF）替代

VGAE的先验正态分布并改进损失度量函数，在链路预

测实验中获得了更高的准确率；Pan等人［5］借助对抗正

则化思想，提出一种基于对抗正则化的变分图自编码

器（Adversarially Regularized Variational Graph Autoen⁃
coder，ARVGA）；Hasanzadeh 等人［6］提出一种半隐式变

分图自编码器（Semi-Implicit Graph Variational Auto-

encoders，SIG-VAE），该方法采用分层变分推理框架，相

比VGAE的变分推理过程更加灵活．然而，这些针对先

验分布的优化算法实现过程较为复杂，算法的泛化能

力有待进一步验证．

由于自然科学、社会科学中大量的随机现象都服

从正态分布，正态云模型及其普遍适用性受到了人们

的广泛关注［9］．目前，围绕云模型的研究主要有：定性

概念的不确定性知识表示、多层泛概念树等［11］．众所
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周知，深度学习模型结构与参数的选择具有较多的随

意性，模型的训练过程充满不确定性．因此，正态云模

型及其普遍适用性应用于深度学习领域具有一定的优

越性．

3　基于多维云模型的变分图自编码器

在介绍本文方法之前，此处首先给出基本定义．

定义 1 图（Graph）［3］：图由节点与连接节点的边

构成，通常记为 G = (VE )．其中 V = {v1 v2 vn}代表

节点集合， E = {e1 e2 em}表示边集合．通用的图表

示是一个五元组形式：G (VEAXD)，其中 AN ´N 表示

图的邻接矩阵，X N ´ f表示节点的特征矩阵，DN ´N表示节

点的度矩阵，N和 f分别表示节点的数量和节点的特征

维度．

定义 2 云模型［11］：云模型是用自然语言表示的某

个定性概念与其定量数值之间的双向认知模型．设定

性概念 T 是定量论域 U 上的概念，若 xÎU 是 T 的一次

随机实现，x 对 T 的确定度 μ ( x) Î [01]是具有稳定分

布的随机数：μ ( x)：U® [01] "xÎU，则 x 在论域 U 上

的分布称为云模型．正态分布与正态隶属度函数的普

遍性共同奠定了正态云具有普适性，正态云已成为应

用最为广泛的云模型．

定义 3 多维正态云［11， 14］：多维正态云由一维正态

云推广而来，能够反映多维复杂定性概念．设 U =
{X1 X2 Xm }表示 m 维定量论域，T 是 U 上的定性概

念．若 x ( x1 x2 xm ) ÎU 是概念 T 的一次随机实现，

并 满 足 x = RN(Ex (Ex1 Ex2 Exm )  | y | )， y =

RN(En (En1 En2 Enm ) He (He1 He2 Hem ) )，且 x

属于T的确定度μ ( x)满足隶属度分布：

μ[ x ( x1 x2 xm ) ] = exp
ì
í
î

ïï

ïï
-

1
2∑

i = 1

m ( )xi - Ex i
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y2
i

ü
ý
þ

ïïïï

ïï
（1）

则 drop ( x1 x2 xm μ)称为在论域U上的一个云滴，所

有 云 滴 构 成 的 分 布 称 为 m 维 正 态 云 ，记 作 云

C (ExEnHe)．其中，Ex 是云滴在论域空间分布中的

数学期望，即最能够代表定性概念T的点；熵En代表定

性概念的不确定性度量；超熵 He 是熵的不确定性度

量，反映了云滴的离散程度和确定度的随机性 ．

C (ExEnHe)也称作正态云概念，即用于描述定性概念

T在正态云上的整体定量属性．

针对 VGAE 模型中存在的孤立节点嵌入的有效性

问题、先验正态分布在实际应用中的普适性问题、模型

在训练过程中存在的“后验塌陷”问题，本文拟借助云

模型与GNN技术理论，设计一种高性能、具备良好普适

性的基于多维云模型的变分图自动编码器（MCM-

VGAE），工作内容主要包括 4 个部分：（1）基于多维云

概念嵌入的图归一化编码器结构设计；（2）基于多维

正向云发生器以及云包络修正的隐变量采样优化算

法；（3）解码器及损失函数设计；（4）算法复杂性分析．

MCM-VGAE的模型框架如图1所示．

3. 1　基于多维云概念嵌入的图归一化编码器

VGAE 内部的隐空间优化表征是提升模型学习能

力的关键因素［13］．针对VGAE中先验正态分布在实际

应用中的缺陷问题，本文充分结合云模型的普适性特

性，利用多维正态云对 VGAE隐空间进行表示，在此基

础上形成隐空间与云概念空间的相互映射，实现将先

验分布扩展为泛正态分布、获得更高粒度的隐空间概

念表征，即实现多维云概念的模型嵌入表示．MCM-

VGAE的编码器结构具体实现如下 .
设 MCM-VGAE 的先验分布服从正态云的云滴分

布，通过云概念的形式可描述为：先验正态云概念，记

作Cpr(Expr Enpr Hepr )．设输入图为G，图卷积的嵌入维

度为 d．编码器对图G做嵌入处理，输出后验多维正态

云的数字特征矩阵：期望C N ´ d
Ex_po、熵C N ´ d

En_po、超熵C N ´ d
He_po，且

该 3 个 特 征 距 共 同 组 成 后 验 正 态 云 概 念 集

Cpo(CEx_po CEn_po CHe_po )，由此建立隐空间与云概念空间

的相互映射关系．编码器的整体形式如下：

Encoder

ì

í

î

ï
ïï
ï
ï
ï

ï

ï
ïï
ï

ï

CEx_po =GNCNEx (XAs) CEx_po ÎRN ´ d

ln CEn_po =GNNEn (XA) CEn_po ÎRN ´ d

ln CHe_po =GNNHe (XA) CHe_po ÎRN ´ d

latent spaceÛCpo (CEx_po CEn_po CHe_po )

    （2）

针对 GCN 的结构设计，本文主要借助一种能够有

效处理孤立节点嵌入的图归一化卷积网络（Graph Nor⁃
malized Convolutional Network，GNCN）［7］，本文在此基础

上对网络结构进行了部分改进，实现如下：

设输入图 G 的节点特征矩阵表示为 X N ´ f，邻接矩

阵为 AN ´ N，A͂ = A + IN 表示增加了自循环的邻接矩阵，

IN 表示单位矩阵，图卷积的嵌入维度为 d．针对后验

期望特征矩阵 CEx_po 的生成，本文首先借助 Linear-

图1　MCM-VGAE模型整体框架
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GCN［8］对图 G 做线性变换，输出特征矩阵 H N ´ d，然后

对"h i Î H 做归一化处理，输出特征变换向量 n i Î Nδ，

如式（3）所示：

n i = s
h i

 h i

sÎ [01] （3）

其中，s表示缩放因子常数．最后通过消息传递图神经

网 络（Approximate Personalized Propagation of Neural 
Predictions layer，APPNP）［15］处理特征矩阵 N N ´ d

δ ，并输

出后验期望C N ´ d
Ex_po．

后验云概念集的数字特征熵C N ´ d
En_po 与超熵C N ´ d

He_po 的

编码过程相同，计算形式如下：

CEn_po =GNNEn( XA) =APPNP ( A͂XWEn ) （4）

CHe_po =GNNHe( XA) =APPNP ( A͂XWHe ) （5）
式（4）、式（5）中，W表示相互独立的待学习参数．

关于先验分布超参数、图卷积结构的相关超参数调优

实验分析见本文第4节．

3. 2　基于多维正向云发生器以及云包络带修正的

隐变量采样优化算法

定义 4 正态云模型包络带［16］：当 He ¹ En/3时，正

态云模型的外包络曲线与内包络曲线之间的区域与横

轴围成的面积称为正态云模型包络带．

MCM-VGAE 的隐变量生成算法主要由两部分组

成：（1）基于多维正向云发生器的初始采样特征生成；

（2）基于云包络带修正的隐变量生成算法．算法示意

图如图2所示．

正态云通过期望 Ex，熵 En，超熵 He构成正向云发

生器，这种特定结构放宽了VGAE中形成正态分布的前

提条件，用一个新的独立参数——超熵，来衡量偏离正

态分布的程度，具有更广的普适意义［9］；此外，正向云发

生器算法实现了重参数化过程，满足误差反向传播更

新梯度的基本条件．理论证明如下 .
设正态云概念 CPr = (ExEnHe)，当 He=0 时，正态

云模型即退化为正态分布，VGAE的先验标准正态分布

N (μσ 2 )=N (01) 用 正 态 云 概 念 的 形 式 可 表 示 为

CPr( μσσθ ) =CPr(010)．由多维正向云发生器［14］，采

样特征值"xi Î X由两次连续高斯采样生成，即

xi：RN(En i He i) ® yi RN(Ex i  | yi | ) ® xi

     ÛN (σi σ
2
θi ) ® yi N ( μi y

2
i ) ® xi

（6）
由式（6），xi 的采样过程即运用了重参数化技巧．

依据联合概率分布，xi的概率密度可表示为

fX( xi)
= ∫

-¥

+¥

p(yi )p(xi|yi )dyi

= ∫
-¥

+¥
1

2πHe || yi

exp
ì
í
î
-

(xi - Ex)2

2yi
2

-
(yi - En)2

2He2

ü
ý
þ

dyi

（7）
fX( x)即为特征矩阵X的概率密度分布函数，计算 xi

的期望E ( xi)为
E ( xi) = ∫

-¥

+¥

xi fX( xi)dxi

= ∫
-¥

+¥

p ( yi)dyi ∫
-¥

+¥

xi p ( )xi|yi dxi

= μi （8）
计算 x2

i 的期望E(x2
i )为

图2　基于多维正向云发生器以及云包络带修正的隐变量采样优化过程示意图
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E ( x2
i ) = ∫

-¥

+¥

x2
i fX( x2

i )dxi

         = μi ∫
-¥

+¥

p ( yi)dyi + ∫
-¥

+¥

y2
i p ( yi)dyi

         = μi + σ
2 + σθ

2
（9）

xi的方差D ( xi)则为

D ( xi) = E(x2
i )-E ( xi) 2

= σ 2 + σθ
2 （10）

由式（10），当σθ = 0，即超熵He = 0时，特征 xi的方差

D ( xi) = σ 2，云滴群退化为正态分布．由式（2），在编码器

处 理 节 点 的 嵌 入 过 程 中 ，实 际 He = eln He > 0，即

D ( xi) > σ 2，xi的采样空间始终呈现出泛正态的形式．由

此，正态云模型的数字特征超熵He可以用来反映影响

因素中的不均匀或非相互独立的情况，是偏离正态分布

的度量，这种泛正态更接近复杂网络中的实际情形［1］．
此外，针对变分自编码器在优化拟合过程中常见的后

验塌陷问题［10］，即：在隐变量采样过程中，模型容易忽略数

据中潜在的特征信息、后验分布失效，在VGAE训练中通

常表现为采样值过度向均值中心聚集，模型退化为自编码

器．对此，本文提出一种“基于云包络带修正的隐变量采

样优化算法”，利用云包络带约束初始采样特征X N´d
o ，以此

缩小云心密度［17］、减轻采样过度向期望中心聚集现象，从

而缓解模型训练过程中的“后验塌陷”问题．云模型本质

是一个边界模糊的泛正态分布，用云包络带来表示云滴的

分布区域更能够体现整体特性［16］．实现如下 .
设正态云概念 CPr 的内包络曲线 μ in( x)、外包络曲

线μex( x)分别表示为［16］：

μ in( x) = exp ( - ( )x - Ex
2

2 ( )En - 3He
2 ) （11）

μex( x) = exp ( - ( )x - Ex
2

2 ( )En + 3He
2 ) （12）

分析云滴的分布情形，由“3He”规则［17］，当 He <
En/3时，有 99.7% 的云滴落在云包络带内，内外包络曲

线均存在，如图 3（a）所示；当 He > En/3时，云滴分布呈

现“雾化状态”，部分云滴脱离包络带内，轮廓不再清

晰，如图3（b）所示．

由此，本文基于云包络带修正的采样优化算法主

要针对后验正态云概念集 Cpo 中呈现“雾化状态”的情

形，即当He > En/3时，云包络带存在且部分云滴脱离包

络带区间．具体实现如下：

对采样特征 " ( xi μi) Î ( Xo μ)，xi 即为子云概念

ci(Ex i En i He i) ÎCpo 的一次量化随机实现，由确定度

μi 进行判别，将 xi 约束至 ci 的云包络带内，并生成修正

后的隐变量特征值，形式如下：

Ωi = Enpoi - 3Hepoi （13）

xθ =
ì

í

î

ïïïï

ïïïï

Expoi - ||Ωi -2lnμ in( )xi  xi < Expoi

Expoi + ||Ωi -2lnμ in( )xi  xi > Expoi

（14）

|z i| =
ì
í
î

ïï

ïï

xi  μi > μ in( )xi

xθ  μi < μ in( )xi

（15）
式（14）中，xθ表示修正后的采样值．zi即作为隐变

量Z的第 i个特征值．修正示意图如图4所示．

基于多维正向云发生器以及云包络带修正的隐变

量采样优化算法完整流程如算法1所示．

3. 3　解码器及损失函数

MCM-VGAE 的解码器结构与 VGAE 相同，通过计

算隐变量Z的内积重构图．形式如下：

p(A|Z)= ∏
i = 1

N ∏
j = 1

N

p(Aij|z i z j ) （16）
p(Aij = 1|z i z j )= σ(z T

i z j ) （17）

(a) He <En/3 (b) He >En/3

图3　正态云在不同情形下的包络曲线示意图

(a) 初始采样特征 xi
(b) 判别包络带 (c) 修正后特征 xθ

图4　云包络带修正采样示意图

3511



电 子 学 报 2023 年

MCM-VGAE的损失函数由两部分构成：（1）重构图

与输入图之间的交叉熵损失；（2）正态云概念的漂移性

损失度量．形式如下：

L =Ld D + βLp，βÎ [01] （18）
式（18）中，第一项Ld D表示重构图与原始图之间的

交叉熵函数，对"yÎA，"ŷÎ Â有：

Ld D =-
1
N∑y log ŷ + (1 - y) log (1 - ŷ) （19）

式（18）的第二项Lp为正态云概念的漂移性度量函

数．超参数 β用于调节重构项与分布项之间的重要性．

针对Lp 损失函数的设计，正态云概念的漂移性度量是

云模型理论研究中的重要内容之一．目前，围绕云概

念的漂移性计算方法有值系数（欧氏距离、海明距离

等）和曲线相似系数（向量间的夹角余弦等）两种度量

形式［11］．同比而言，基于曲线的漂移性度量方法由云

模型的 3个数字特征计算而成，具备普适性，且时间复

杂度较低，更适合作为深度学习模型的损失函数．因

此，本文主要借助KL散度并结合云外包络曲线实现云

概念的漂移性度量（云内包络曲线可能出现消失而外

包络曲线始终存在），具体如下：

设后验云概念集为 Cpo (CEx_po CEn_po CHe_po )ÎRm，

对 "ci (Ex i En i He i )ÎCpo，其 云 外 包 络 曲 线 表 示 为

μex
i (x)；设先验正态云概念 Cpr(Expr Enpr Hepr )的外包络

曲线为 μex
pr (x)．μex

i (x)与 μex
pr (x)对应的概率密度函数分

别为pi (x)，q(x)，即

pi (x)=
1

2π ( )En i + 3He i

μex
i ( x) （20）

q ( x) = 1

2π ( )Enpr + 3Hepr

μpr( x) （21）
Cpo 与 Cpr 之间基于非对称 KL 散度［10］并结合云外

包络曲线的漂移度定义为
DKL (Cpo||Cpr )

    =∑
i = 1

m ∫pi (x)log
pi (x)
q(x)

dx

     =∑
i = 1

m é

ë

ê

ê
êê
ê

ê ù

û

ú

ú
úú
ú

ú
log

σpr

σpoi
+
σpoi

2 + ( )Ex i - Expr

2

2σpr
2

-
1
2

      
（22）

σpr = Enpr + 3Hepr  σpoi = En i + 3He i （23）
此外，基于对称KL散度［11］的正态云概念漂移性度

量方法定义如下：

DJ(Cpo||Cpr ) =DKL(Cpo||Cpr ) +DKL(Cpr||Cpo ) =
1
2∑

i = 1

m
é
ë
êêêê(Expr - Ex i ) 2

+ (σpr
2 + σpoi

2 )ùûúúúú ( )1

σpr
2
+

1

σpoi
2

- 4

（24）
本文将 DKL 作为 MCM-VGAE 的默认Lp 损失函数，

DJ 则作为一种变体形式（MCM-VGAEdj），关于DKL 与DJ

选取的实验结果分析见本文第4节．

3. 4　MCM-VGAE训练算法及复杂度分析

综合 3.1 至 3.3 节，MCM-VGAE 模型的整体训练流

程如算法2所示．

分析算法 2的时间复杂度，借鉴文献［18］的分析方

算法 1　基于多维正向云发生器以及云包络带修正的隐变量采样

算法流程

输入:后验云概念集Cpo (CEx_po CEn_po CHe_po )ÎRm数字特征 .
输出:隐变量特征矩阵Z ( z1 z2 zm ).
(1) Y¬ RN(CEn_po CHe_po ), YÎRm//生成m维正态随机数

(2) Xo ¬ RN(CEx_po |Y | ), Xo ÎRm/*生成m维正态随机数Xo, Xo即为

初始采样特征矩阵*/
(3) 对"xi ÎXo, μ ( xi ) ¬ exp ( - (xi -Ex i )2

2y2
i ) yi Î Y/*计算特征值 xi的

确定度*/
(4) IF He i >En i /3 THEN //xi采样空间呈雾化状态

(5)  μ in( xi ) ¬ exp ( - ( )x -Ex i

2

2 ( )En i - 3He i

2 ) /*计算 xi在内包络曲线上相

应的确定度*/
(6)  IF μ ( xi ) < μ in( xi ) THEN
(7)   IF xi <Ex i THEN // 初始采样值位于期望左侧

                           xθ¬ Ex i - | En i - 3He i | -2lnμ ( )xi ;
(8)   ELSE // 初始采样值位于期望右侧

                          xθ¬ Ex i + | En i - 3He i | -2lnμ ( )xi ;
(9)   END IF
(10)  xi ¬ xθ;//将修正后的采样值 xθ赋予 xi

(11)  END IF
(12) END IF
(13) Z¬X ( x1 x2 xm ) /*将量化值作为隐变量Z*/

算法2　MCM⁃VGAE模型训练算法流程

输入:图G ={VEAXD},嵌入维度d,先验正态云概念超参数

Cpr(Expr Enpr Hepr ),APPNP卷积网络的迭代次数超参数K,损失函数

超参数β,训练轮次T.
输出:隐变量特征矩阵Z,待学习的模型参数 θ = {{W (i)}3

i = 1 θAPPNP}.
(1)  x train xval x test ¬从输入图G中划分数据集

(2)  初始化待学习模型参数 θ

(3)  WHILE epochs < T DO
(4)   Cpo (CEx_po CEn_po CHe_po )¬ Encoder ( x train )
(5)   Z N ´ d ¬ Sampling from Cpo

(6)   Â¬Decoder (Z )
(7)   θ¬ÑLD(θ ) ; θ¬ÑLp(θ ) // 更新待学习参数

(8)  END WHILE
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法 ，编 码 器 中 Linear-GCN 计 算 的 时 间 复 杂 度 为

O ( A
0

f +Nf 2 )，其中 A
0
表示邻接矩阵 AN ´N 中非零

元素的数量，f 表示特征矩阵 X N ´ f 中的特征维度；

APPNP 计算的时间复杂度近似为 O (Nd )；采样过程的

时间复杂度为 O (Nd )；解码器计算隐变量内积的时间

复杂度为O (N 2d )．由于嵌入维度d的取值通常为较小

的常数，因此，可以认为MCM-VGAE在训练过程中的总

时间复杂度为：

O (T ´ ( A
0

f +Nf 2 +N 2 +N ) ) （25）

4　实验验证及分析

为验证 MCM-VGAE 的有效性，本节首先通过采样

云心密度对比实验［17］针对“基于云包络带修正的隐变

量采样优化算法（算法 1）”进行了有效性验证；然后通

过三项图嵌入应用实验（链路预测、节点聚类、图嵌入

可视化实验）在多类型数据集上对比各个图嵌入学习

方法；最后通过模型超参数分析实验验证了 MCM-

VGAE相关超参数的敏感性．

4. 1　实验数据集

在数据集的选取方面，由于本文的应用场景主要

为静态的拓扑网络，为与VGAE等基准模型形成对照实

验，实验采用了 3组常用的Benchmark引文网络数据集

（Cora、Citeseer、Pubmed）［19］． 其 次 ，为 进 一 步 验 证

MCM-VGAE 的图嵌入表征能力以及泛化能力，本文增

加了 3组包含较大规模数量节点或边的开源图数据集：

亚 马 逊（Amazon）电 商 网 络 数 据 集（Computers、
Photo）［20］，NELL知识图谱数据集［19］．所有数据集均为

无向图，详细如表1所示．

实验时采取数据集随机划分策略，其中验证集划

分比例为 5%用于超参数优化，测试集为 10%用于验证

模型性能，其余则用于模型训练．

4. 2　对比方法

本文分别对比实验了 8种基于编码器-译码器框架

的GNN模型，以及本文提出的 2种方法，方法描述如表

2所示．

4. 3　模型训练相关超参数设置

在超参数设置上，本文设置 MCM-VGAE、MCM-

VGAEdj 的图嵌入维度 d = 64；先验正态云概念均设置

Expr = 0，Enpr = 1，Hepr = 1；归一化图卷积 GNCN 的缩放

因子超参数 s、APPNP图卷积的迭代次数参数K、传播概

率 α均与原论文中的描述保持一致（即 s = 1.8，K = 10，

α = 0.1）．模型训练过程中使用 Adam 优化器且设置学

习率 lr = 0.01；固定训练轮次 T = 300（根据模型收敛实

际情况适当调整）．其余基准模型的超参数设置均与

原论文保持一致．实验环境基于 PyTorch Geometric 图

神经网络框架［21］．

4. 4　MCM-VGAE采样云心密度对比实验

此处首先给出正态云的云心窗口、云滴论域、云心

密度的基本定义．

定义 5 云心窗口［17］：正态云滴定量值最集中的论

域[Ex - EnEx + En ]，称作大小为2En的云心窗口．

定义 6 云滴论域［17］：包含所有云滴定量值的论域

表1　数据集信息统计

数据集

Cora
Citesser
Pubmed

Computers
Photo
NELL

节点

2 708
3 327

19 717
13 752
7 650

65 755

边

10 556
9 104

88 648
491 722
238 162
251 550

特征

1 433
3 703
500
767
745

61 278

类别

7
6
3

10
8

186

存在

孤立节

点

否

是

否

是

是

否

表2　对比方法及描述

方法类型

基于图自编码器

基于 vMF分布的变分图自编码器

基于先验高斯分布的变分图自编码器

基于先验正态云概念的变分图自编码器(本文方法)

方法名

GAE[4]

Linear-GAE[8]

GNAE[7]

S-VGAE[8]

VGAE[4]

ARVGE[5]

Linear-VGAE[8]

VGNAE[7]

MCM-VGAE
MCM-VGAEdj

描述

一种基于自编码器的图嵌入学习框架

线性图自编码器

图归一化自编码器

基于超球面分布的变分图自编码器

变分图自编码器

一种基于对抗正则化思想的变分图自编码器

线性变分图自编码器

变分图归一化自编码器

基于多维云模型的变分图自编码器

MCM-VGAE的变体,使用对称KL散度实现云概念的漂移性度量
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范围，计算式为Max{x1 x2 xn} -Min{x1 x2 xn}．
定义7 云心密度［17］：云心窗口内的总云滴数 /2En．

关于云心窗口、云滴论域的示意图如图5所示．

为验证算法 1对于变分图自编码器中存在的“后验

塌陷”问题的有效性，本文借助云心密度来反映云概念

空间（即模型内部隐空间）的整体采样情况．云心密度

即表示采样云滴在期望或临近期望的密度，云心密度

过高则采样特征过度向期望中心聚集，KL散度接近于

零，模型退化为自编码器．对此，实验基于 6组数据集，

针对MCM-VGAE在训练过程中的云心密度变化情况进

行对比分析，实验步骤如下：

（1）分别训练 MCM-VGAE 以及未使用云包络带修

正采样的变体模型，在训练中分别输出后验云概念集

Cpo (CEx_po CEn_po CHe_po )数字特征的平均值
~
Ex，
~
En，
~
He；

（2）基于该 3个数字特征，利用正向云发生器算法［11］生
成云滴群，此处设置云滴数 N = 2 000；（3）分别计算

MCM-VGAE及变体模型中采样结果的云心密度．实验

结果如图6所示．

实验结果表明：当模型训练结束时，使用了云包

络带修正采样的 MCM-VGAE 与未使用方法相比，在

6 组 数 据 集 上 的 平 均 采 样 密 度 能 够 缩 减 50% 至

85%，由此验证了算法 1 能够有效减轻采样过程中

隐变量过度向期望中心聚集、模型退化为自编码器

的现象，从而缓解“后验塌陷”问题，且具备优秀的

泛化能力．此外，在包含较大规模数量节点或边的

图数据集（Computers、Photo、NELL）上，该算法表现

出能够缓解模型训练过程中的“过拟合现象”，加快

模型训练的收敛速度（图卷积神经网络自身具有较

强的学习能力，云包络带修正可作为一种正则化

手段）．

4. 5　链路预测实验

在图神经网络领域，链路预测是一项典型的图嵌入

学习任务，其目标主要用于发现网络中缺失的链接以及

未来可能出现的链接［3］．此处实验与VGAE等模型的评

估流程相同，将链路预测转换为二分类问题，通过计算

节点嵌入向量间的相似性来预测链接是否存在，并使用

衡量模型分类性能的AUC（area under ROC）［4］、平均精准

度AP（average precision）［4］作为性能评价指标．

针对表 2中的各图嵌入方法，本节分别在 6组实验

数据集上完成了链路预测工作．实验过程中，由于采

取随机划分数据集策略导致结果出现波动，本文在每

组数组集上分别将各方法实验 10次，并以评价指标得

图5　云滴分布示意图

训练轮次 训练轮次 训练轮次
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（b）Citseer数据集 （c）Pubmed数据集
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云 云
心
密
度

云
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密
度

云
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密
度

云
心
密
度

训练轮次 训练轮次 训练轮次

（d）Computers(Amazon)数据集 （e）Photo(Amazon)数据集 （f）NELL 数据集

（a）Cora数据集

 

图6　模型训练过程中云包络带修正采样算法对云心密度的影响
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分的平均值（%）、标准误差作为链路预测的实验结果， 详细结果如表3、表4所示．

实验结果表明：由表 3，AUC、AP 两个评价指标的

最高得分均来自于MCM-VGAE或其变体．在较大规模

的图数据集上（表 4），虽然 MCM-VGAE 在 Computers数
据集上的得分（AUC=95.7%，AP=95.3%）略低于 GNAE
（AUC=96.0%，AP=95.9%），但 MCM-VGAE 得分的标准

差更低（MCM-VGAE 的标准差约为 0.1，GNAE 约为

0.3），在实验中表现出了相对更好的稳定性．

此外，ARVGE 在小规模图数据集（Cora、Citeseer）
上取得了较高的得分（AUC>93%，AP>94%），然而在包

含较大规模数量节点或边的数据集上（Pubmed、Com⁃
puters、Photo、NELL 数据集），AUC、AP 得分显著下降

（指标得分 AUC、AP均小于 90%）；此外，基于超球面先

验分布的 S-VGAE 虽然在引文网络数据集上相较于使

用正态分布的 VGAE、ARVGE、Linear-VGAE 模型表现

出了更好的性能，但在 Computers、NELL 数据集上 S-

VGAE的性能却低于VGAE等，由此说明了 vMF分布与

先验正态分布相比，并未充分体现普适性．相比而言，

基于先验正态云概念的MCM-VGAE在 6组数据集上的

性能整体表现出色，具备更健壮的鲁棒性．

由此，本文通过链路预测实验验证了 MCM-VGAE
具备良好的泛化能力，进一步体现了云模型在复杂网

络研究中的普遍适用性．

4. 6　节点聚类及图嵌入可视化实验

节点聚类实验同样是图嵌入工作中的一项重要应

用［2］．图嵌入可视化实验则通常是将二维空间中的嵌

入向量进行可视化展示，帮助人们更加形象地理解图

嵌入的过程以及结果．

本文分别基于 Cora、Computers 数据集完成了节点

聚类及图嵌入可视化实验．实验步骤为：（1）训练表 2
中的各模型，超参数设置与 4.3节保持一致；（2）利用训

练完成的编码器输出节点的低维向量表示Ed ÎRm．其

中 ，MCM-VGAE 取 后 验 正 态 云 概 念 集 中 的 期 望

CEx_po ÎRm 作为 Ed；GAE、VGAE 等其余模型取均值

μÎRm 作为 Ed；（3）利用 K-means 聚类算法［5］分别对各

Ed 进行聚类，超参数 K 则与相应数据集的类别数量一

致（Cora数据集包含 7个类别标签，Computers含有 10个

类别标签）；（4）借助 t-SNE降维算法［22］将聚类结果映射

到二维空间中进行可视化展示，节点的标签分别用不

表3　引文网络数据集链路预测实验结果汇总 单位：%
Method

GAE
VGAE

ARVGE
Linear-GAE

Linear-VGAE
S-VGAE
GNAE

VGNAE
MCM-VGAE
MCM-VGAEdj

Cora
AUC

92.2±0.76
92.4±0.91
93.4±0.82
93.7±0.67
91.3±0.88
94.1±1.01

94.4±0.66
95.2±0.64
96.8±0.63

96.4±0.065

AP
93.0±0.71
93.9±0.86
94.6±0.72
94.6±0.76
91.5±1.06
94.1±1.03
95.1±0.51
95.4±0.58
97.1±0.57

97.0±0.61

Citeseer
AUC

92.5±0.89
91.0±1.05
93.5±1.02
93.5±0.58
92.0±0.93
94.7±0.82
94.5±0.62
95.6±0.51
96.7±0.67
96.8±0.67

AP
93.4±0.82
91.5±1.14
94.4±0.73
93.3±0.62
91.5±1.10
95.2±1.00
95.5±0.49
95.8±0.60
97.5±0.51
97.5±0.50

Pubmed
AUC

96.4±0.13
96.2±0.34
84.5±9.55
96.8±0.16
95.7±0.19
96.0±1.00

97.0±0.16
97.1±0.34
97.9±0.15

97.6±0.16

AP
96.5±0.17
96.0±0.35
83.2±9.02
96.0±0.23
95.3±0.23
96.0±1.00
96.8±0.19
97.0±0.35
97.7±0.17

97.3±0.21
表4　Amazon电商网络、NELL数据集链路预测实验结果汇总 单位：%

Method
GAE

VGAE
ARVGE

Linear-GAE
Linear-VGAE

S-VGAE
GNAE

VGNAE
MCM-VGAE
MCM-VGAEdj

Computers(Amazon)
AUC

93.7±0.21
90.1±0.47

77.6±13.96
88.4±0.10
87.8±0.16
88.8±0.61

96.0±0.29

94.2±0.10
95.7±0.08

95.5±0.07

AP
93.7±0.18
91.0±0.47
77.7±14.1
88.6±0.14
88.1±0.21
89.1±0.53
95.9±0.31

94.6±0.11
95.3±0.11

95.0±0.09

Photo(Amazon)
AUC

92.8±2.21
92.0±1.15
78.7±8.00
91.2±0.20
89.6±0.17
93.7±0.82
96.0±0.23
96.2±0.22
97.2±0.21

96.6±0.13

AP
92.3±2.15
91.5±1.08
78.8±8.58
90.9±0.27
88.6±0.19
94.2±0.78
95.5±0.26
95.5±0.25
96.6±0.29

96.0±0.16

NELL
AUC

94.5±0.35
95.7±0.09
72.1±7.80
93.6±0.06
94.7±0.12
94.0±1.00

96.0±0.10
96.2±0.08
97.1±0.08

96.8±0.09

AP
93.8±0.42
95.4±0.10
74.2±8.37
94.8±0.08
93.9±0.42
94.6±1.10
95.6±0.15
95.5±0.13
96.6±0.13

96.4±0.10
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同颜色标记．

针对节点聚类实验的评价指标选取，本文以聚类

任务中常用的准确率ACC（Accuracy）［2］、标准化互信息

指数 NMI（Normalized Mutual Information）［5］、调整兰德

系数 ARI（Adjusted Rand Index）［5］、宏平均 F1（Macro-

F1）［5］四个评价指标得分作为节点聚类的实验结果．

图嵌入可视化则主要是对嵌入结果进行展示．节点聚

类结果如表 5、表 6所示，图嵌入可视化结果如图 7、图 8
所示（此处基于两组数据集分别筛选了 5个更具明显特

征的模型）．

由表 5、表 6，MCM-VGAE在两组数据集 Cora、Com⁃
puters 上的聚类实验中均表现出了最优的性能，Accu⁃
racy、NMI、兰德系数 ARI、Macro-F1 四个指标均取得了

显著提升（与VGAE相比，Cora数据集上的ACC、NMI提
升约0.12，ARI提升约0.18，F1提升约0.12）．

在图嵌入可视化结果中，由图 7（e），MCM-VGAE相

同类别（同种颜色）的节点分段较其他模型更为明显，

且每个类的边界更加清晰，“中心团簇现象”几乎消失；

观察图 7（a）的 GAE、图 7（b）ARVGE 的模型实验结果，

“中心团簇现象”十分明显，且不同类别节点的重叠程

度更高；图 7（e）的 Linear-VGAE、图 7（d）VGNA 模型的

“中心团簇现象”同样几乎消失，但与MCM-VGAE相比，

其周围节点的交错现象更显著．由图 8，由于 Comput⁃
ers数据集的节点数量远大于 Cora，导致嵌入向量的可

视化分布情况较为复杂，但仍可明显观测到图 8（e）的

MCM-VGAE 的图嵌入结果中不同类别的轮廓更加清

晰，杂糅程度明显优于基准模型GAE、ARVGE、VGAE．

综上，节点聚类、图嵌入可视化实验表明：MCM-

VGAE 较其他基准模型能够获得更有意义的嵌入特征

分布，且性能更佳．

中心团簇

 

　(a) GAE (b) ARVGE 　　(c) Linear-VGAE 　　(d) VGNA (e) MCM-VGAE
图7　图嵌入可视化结果(Cora数据集)

表5 节点聚类实验结果（Cora数据集） 单位：%
Method

GAE
VGAE

ARVGE
Linear-GAE

Linear-VGAE
S-VGAE
GNAE

VGNAE
MCM-VGAE
MCM-VGAEdj

ACC
0.547
0.599
0.477
0.634
0.670
0.669
0.697
0.699
0.723

0.720

NMI
0.402
0.427
0.313
0.468
0.489
0.469
0.502
0.501
0.544

0.522

ARI
0.269
0.334
0.173
0.384
0.441
0.463
0.455
0.471
0.514

0.505

F1
0.561
0.600
0.463
0.641
0.648
0.663
0.682
0.690
0.721

0.713

 

　(a) GAE 　　(b) ARVGE 　(c) VGAE (d) VGNA 　(e) MCM-VGAE
图8　图嵌入可视化结果(Computers数据集)

表6 　节点聚类实验结果（Computers数据集） 单位：%
Method

GAE
VGAE

ARVGE
Linear-GAE

Linear-VGAE
S-VGAE
GNAE

VGNAE
MCM-VGAE
MCM-VGAEdj

ACC
0.399
0.351
0.348
0.380
0.372
0.360
0.496
0.501
0.533

0.506

NMI
0.406
0.331
0.326
0.325
0.314
0.387
0.482
0.485
0.514

0.503

ARI
0.228
0.222
0.219
0.199
0.190
0.265
0.311
0.321
0.360

0.341

F1
0.338
0.261
0.257
0.247
0.241
0.363
0.405
0.405
0.433

0.418
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4. 7　MCM-VGAE超参数敏感性分析

本节基于 Cora、Citeseer、Pubmed 引文网络数据集

分别评估了 MCM-VGAE 的超参数节点嵌入维度 d、先
验正态云概念的数字特征 Expr、Enpr、Hepr 对于链路预

测、节点聚类实验的敏感性，实验过程如下：

针对图嵌入维度d，本文基于3组引文网络数据集，依

次扩大MCM-VGAE编码器的嵌入维度，即设置GNCNEx、

GNNEn、GNNHe的输出维度依次为：d=81632256，其

它超参数设置以及训练过程与链路预测、节点聚类实验保

持一致，结果如图9所示．

针对超参数Expr、Enpr、Hepr，本文基于Cora、Citeseer
两组数据集，设置各数字特征初始值为 Expr = 0Enpr =

1Hepr = 1，然后依次调整 Expr、Enpr、Hepr 的取值且有

Expr Enpr Hepr Î [010 000]，实验结果如图10所示．

由图 9，基于 Cora、Citeseer 数据集，当 MCM-VGAE
的嵌入维度由 d = 8 扩大到 d = 64 时，模型在链路预测

（AUC、AP指标）、节点聚类（ACC、NMI、ARI、F1指标）任

务上的性能表现稳步上升，且当嵌入维度 d = 64 时，各

评价指标增长趋于饱和，而节点聚类实验的 4个评测指

标仍有增长趋势；对于 Pubmed 数据集，MCM-VGAE 的

实验表现较为稳定，受嵌入维度 d的影响较小，指标始

终维持在较高水平（链路预测 AUC、AP得分大于 0.97；
节点聚类实验的准确率、Macro-F1 得分约为 0.7，NMI、
ARI指数约为0.4）．

由图 10，针对超参数Expr，当固定Enpr = 1，Hepr = 1，

设置 μex( x)时，MCM-VGAE 在 Cora、Citseer 数据集上的

（a）Cora数据集
嵌入维度d

（b）Citeseer数据集

嵌入维度d嵌入维度d

S
c
o
re

（c）Pubmed数据集

S
c
o
re

S
c
o
re

图9　不同嵌入维度d对于链路预测、节点聚类实验结果的影响
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(a) Cora数据集

期望Ex
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(b) Citeseer数据集

图10　不同先验云概念数字特征对于实验结果的影响
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链路预测、节点聚类任务中均表现了良好且稳定的性

能（AUC、AP 得分约为 0.97，其他指标均获得较高得

分），当Expr ≥ 4 000时，MCM-VGAE性能开始下降；而对

于超参数 Enpr、Hepr，模型在两组数据集上均表现出良

好的鲁棒性．

综 上 ，MCM-VGAE 在 实 际 部 署 应 用 中 ，针 对

Cpr(Expr Enpr Hepr )中3个数字特征超参数的设置，只需

固定该取值为常规值（本文通常设置 Expr = 0，Enpr = 1，

Hepr = 1），而不必过多地考虑这 3个数字特征的调参影

响，由此验证了 MCM-VGAE 在实际应用部署中的可

行性．

5　结论与展望

本文针对当前 VGAE 中存在的先验正态分布缺陷

问题、孤立节点嵌入问题、模型训练过程中存在的后验

塌陷问题，提出了一种基于多维云模型的变分图自编

码器框架（MCM-VGAE）．经理论分析与多角度实验验

证，该方法能够有效解决以上问题，有效提升模型的图

嵌入学习能力．

在进一步工作，可将 MCM-VGAE 模型推广到大型

拓扑网络或者动态网络、时序网络上进行部署应用．

此外，由于云模型可以实现对语义的不确定性表达，利

用云模型理论构建带有语义的图神经网络模型，增加

GNN的可解释性也是重要的研究方向．
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