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姿态非对齐的三维模型分类

丁 博，高 源，范宇飞，何勇军
（哈尔滨理工大学计算机科学与技术学院，黑龙江哈尔滨150080）

摘　要：　目前的三维模型分类方法均是对初始姿态已经对齐的数据集进行分类，但是在实际应用中，三维模型

的姿态是未知的，非对齐的三维模型将导致分类准确率急剧下降 .  本文提出了一种新的三维模型分类方法，适用于模

型姿态对齐和非对齐两种情况 .  该方法采用图卷积神经网络（Graph Convolutional neural Network，GCN）学习视图间的

空间关系，将预先设置好的相机位置作为图结构中的顶点，并通过时序特征提取网络以及注意力网络进一步提升GCN
的运算效果，从而完成三维模型的分类 .  实验表明，该方法在ModelNet10和ModelNet40数据集上进行实验，在三维模

型姿态对齐的情况下，分类准确率分别高达 99.3%和 97.4%，远高于现有方法 .  在三维模型姿态非对齐的情况下，也有

较高的分类准确率 .
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3D Model Classification for Non-Aligned Poses
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Abstract:　Current 3D model classification methods are validated on the datasets whose initial poses are aligned.  
However, in practical applications, the poses of 3D models are unknown, resulting in obvious performance degradation of a 
non-aligned 3D models.  A new 3D model classification method which is suitable for both the aligned and non-aligned pos⁃
es of datasets, is proposed in this paper.  This method employs graph convolutional neural network (GCN) to learn the spa⁃
tial relations between views, and uses the preset camera positions as the vertexes in the graph structure.  Moreover, the tim⁃
ing feature extraction network and the attention network are used to further improve the effect of GCN.  Experiments on 
ModelNet10 and ModelNet40 datasets show that the proposed method achieves accuracies of 99.3% and 97.4% under 
aligned poses of 3D models, which is much higher than other existing methods.  On non-aligned poses of 3D models, also 
has high classification accuracy.
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1　引言

在数字媒体时代背景下，三维模型成为继文本、声

音、图像和视频的一种信息的重要载体 .  目前，三维模

型被广泛的应用于数字娱乐、计算机辅助设计（Com⁃
puter Aided Design， CAD）、医学诊断和生物信息学等领

域［1~3］.  随着三维模型需求的不断增长，三维模型数量

激增 .  面对数量巨大、种类繁多的三维模型，有效的组

织和管理三维模型，探索更有效的三维模型分类和检

索方法成为亟待解决的问题 .

三维模型根据表示方法不同可以分为三类，分别

是基于体素、基于点云和基于视图的方法［4］.  基于体素

的三维模型表示方法将三维模型量化后，以像素的形

式表示 .  将三维模型体素化表示后即可利用深度神经

网络进行训练学习 .  基于点云的三维模型表示方法将

三维数据看成是点的集合，具体来说，将每个点看作一

个神经元节点，节点包含点的坐标等信息，然后利用深

度神经网络提取点的特征 .  基于视图的三维模型表示

方法将三维模型通过投影为二维视图集合，再利用深

度神经网络提取这些二维视图的特征，然后可以利用
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现有的图像处理方法对三维模型进行分类［5］.  同时，使

用二维视图进行深度神经网络训练还有另一个优势，

即可以使用二维视图描述符的优势以及海量图像数据

库（如 ImageNet）来对深度神经网络进行预训练，加快

其收敛速度 .
与传统机器学习方法相比，深度学习让机器自动学

习被表征对象的特征描述符，被广泛的应用于计算机视

觉领域［6］.  基于视图的三维模型分类方法充分利用了深

度学习的优势，取得了不错的分类效果，但仍存在如下

问题：（1）三维模型投影为二维视图序列时，相机拍摄具

有连续性，但是对三维模型分类时，视图间的这种时序

信息经常被忽略；（2）将三维模型表征为二维视图，虽然

有利于深度神经网络的训练，但是破坏了三维模型原有

的空间结构，丢失了视图间的空间信息；（3）不同视图表

示的是三维模型不同视角下的信息，包含的信息量不

同，目前的方法忽略了视图间的差异；（4）目前的三维模

型分类方法均是针对三维模型姿态对齐的情况，无法在

非对齐的三维模型分类上取得良好的效果 .  针对以上

的问题，本文提出一种既适用于对齐，也适用于非对齐

的三维模型分类方法 .  本文贡献总结如下：

（1）在特征提取方面，根据预先设置好的空间投影

位置将三维模型表征为二维视图序列，采用卷积神经

网络（Convolution Neural Network， CNN）和循环神经网

络（Recurrent Neural Network，RNN），提取三维模型的静

态视觉特征和动态时序特征 .
（2）在识别建模方面，考虑到图卷积神经网络在学

习空间位置关系中所具有的优势，采用图卷积神经网

络获取视图间的空间信息 .
（3）引入注意力机制，根据视图的重要性不同对视

图加权学习，对三维模型分类更具辨识力的视图赋予

更高的权重，挖掘视图间的区分性信息 .
（4）本文在三维模型姿态对齐和非对齐的情况下，

在公共数据集 ModelNet10 和 ModelNet40 上，验证了本

文算法的有效性 .
2　相关工作

2. 1　基于视图的三维模型分类

基于视图的三维模型分类方法分为传统方法和基

于代表性视图的方法 .  张静等［7］利用卷积神经网络采

用主成分分析（Principle Component Analysis， PCA）对

三维模型进行预处理后，把三维模型投影成 6幅二维图

像，然后使用卷积神经网络提取图像特征，得到最后的

三维模型描述符 .  Chen 等［8］提出光场描述符（Light 
Field Descriptor， LFD），该方法首先利用正十二面体将

三维模型包围，在正十二面体中取 10个非对称点，然后

在 10个顶点中的每个顶点设置 10个不同的光场，最后

得到 100个视图来表征三维模型 .  Shi等［9］利用柱体包

围三维模型，将每个三维模型转化成 1张全景图，然后

进行分类任务 .
以上方法虽然可以很好的将三维模型表示成二维

视图序列，但是忽略了不同视图之间的差异性，大量冗

余的视图导致分类效率和准确率低 .  王鹏宇等［10］基于

视点熵在 42 个固定相机视角获取的视图中选取 12 个

视点熵最高的代表性视图，减少冗余信息，从而得到最

能表征模型的特征，提高了网络的鲁棒性 .  Zhou 等［11］

利用长短期记忆（Long Short Term Memory，LSTM）根据

多视图上下文自适应选择代表性视图 .  汤磊等［12］提出

使用 K-means 算法选择二维代表性视图 .  Ding 等［13］在
三维模型周围分布 6个视点组，学习 6个三维模型分类

器 .  加权融合多个图像清晰度评价函数，选择 1张最具

代表性的视图输入到 6个分类器中，通过策略融合的方

式得出最终的分类结果 .
也有学者提出将二维视图集有效融合的方法，进

一步提高分类准确率 .  Liu 等［14］提出了一个多视图融

合网络，该网络将多个视图特征融合到一个紧凑的描

述符中 .  Huang 等［15］提出将卷积神经网络和循环神经

网络结合到一起，将视角之间的相关性转化为结构化

递归神经网络之间的依赖关系，获取三维模型的结构

信息，将视图特征进行融合 .  Su 等［16］提出依靠二维图

像分类网络提取多视图特征，然后通过最大池化融合

视图特征获得紧凑的特征描述符 .  Feng 等［17］和 Wang
等［18］通过特征级别的融合策略对视图组上的多视图进

行了分组融合 .  Han等［19］通过分层注意力以及卷积神

经网络融合视图的特征 .  Zhou等［20］利用长短时记忆网

络获取视图间的上下文信息对视图特征进行融合 .  Liu
等［21］、Liu［22］等和 Liang 等［23］进一步将长短时记忆网络

和注意力机制结合获取了更具有区分性的三维模型特

征描述符 .
2. 2　图卷积神经网络

传统的卷积神经网络只能处理欧式空间的数据，

而现实生活中多数场景如社交网络、交通网络等，都是

非欧空间的数据，即图的形式存在 .  不同于图像和文

本，图中每个节点的局部结构各异，这使得平移不变性

不再满足 .  图卷积神经网络可以有效的对图上复杂的

信息进行建模学习，解决了因平移不变性的缺失而导

致的难以在图上定义卷积的问题 .
现有的图卷积神经网络（Graph Convolutional Neu⁃

ral Network，GCN）分为谱方法和空间方法两类［24］.  
Bruna 等［25］、Henaff 等［26］和 Xu 等［27］使用谱方法利用图

上的卷积定理从谱域定义图卷积，解决图上平移不变

性缺失的问题 .  Wu 等［28］、Monti 等［29］和 Gilmer 等［30］采
用空间方法从节点域出发，通过定义聚合函数来聚合
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每个中心节点和其邻近节点，从节点域学习聚合函数，

取得了较好的实验效果 .
三维模型存在复杂的空间信息，因此有学者提出

将图卷积神经网络应用于三维模型分类中 .  Lin 等［31］

跨尺度从点云中提取局部三维特征，定义具有图最大

池机制的可学习卷积核，用于三维模型分类 .  Wei等［32］

以视图作为图节点，分层学习和判别三维模型的形状

描述符，提出一种基于局部和非局部图卷积的分层网

络对三维模型进行分类 .  Lei 等［33］提出利用球形核实

现三维点云分类的高效图卷积，量化局部三维空间，学

习数据中独特的几何关系 .  本文采用图卷积神经网络

的空间方法，在空间上根据三维模型的投影方式搭建

以多个视图作为图节点的图结构，聚合节点间信息，获

取不同视图间复杂的空间信息 .
3　三维模型姿态

目前在使用深度神经网络对三维物体进行分类

时，采用的训练数据和测试数据都是姿态对齐的 .  然
而，现实应用中，三维模型的姿态是未知的，对齐姿态

训练出来的分类网络在未知姿态输入时分类性能急剧

降低 .  其原因在于，用于识别的视图在姿态稍微有偏差

的情况下，差异很大 .  因此，一个有效的三维模型分类

方法，不仅需要适应姿态对齐的情况，还需要适应姿态

未知的情况 .  如图 1所示，以ModelNet数据集的 bathtub
类和 person类为例，对比三维模型的姿态 .  图 1中三维

模型的视图均是在前视角下投影得到的 .

在三维模型姿态对齐的情况下，使用深度神经网

络对模型进行分类时，训练视图和测试视图的差异较

小，可以取得良好的分类准确率 .  然而三维模型在姿态

非对齐的情况下，同一视点下，同类别间三维模型视图

的差异明显变大 .  以 person 为例，在姿态对齐的情况

下，训练和测试时人体的各个部位一一对应，网络可以

很轻松的对模型进行预测 .  但是在姿态非对齐的情况

下，可能会出现使用人的头部进行训练，测试时却变成

了四肢，导致网络对三维模型预测难度的增加 .

为了获取三维模型非对齐的视图，我们使用开放

式图形库（Open Graphics Library，OpenGL）逐行入三维

模型的点、线、面数据，载入三维模型 .  然后对空间中三

维模型的 X，Y，Z 轴设置随机数，对三维模型进行随机

旋转 .  然后根据提前设置好的投影位置获取三维模型

的二维视图 .
4　本文方法

本文提出了一种新的三维模型分类方法，该方法

对三维模型姿态对齐和非对齐的情况均可以取得良好

的分类效果 .  将预先设置好的相机位置作为图结构中

的顶点，利用 GCN 在图结构中良好的特征提取能力来

学习视图间的空间信息，并通过时序特征提取网络以

及注意力网络进一步提升 GCN 的运算效果，从而完成

三维模型分类 .
如图 2 所示，本文方法由五个主要模块组成，包

括：（1）视觉特征提取模块，提取视图的静态视觉特

征；（2）时序特征提取模块，提取视图的动态时序特征；

（3）图卷积网络模块，获取视图的空间信息；（4）注意力

模块，根据视图重要性不同对视图加权学习；（5）分类

模块，根据特征描述符对三维模型进行分类 .
在学习阶段，根据预先设置好的相机位置，将三维

模型表征为多视图序列，然后利用视觉特征提取网络

提取静态视觉特征，并引入时序特征提取网络提取动

态时序特征 .  然后将动态时序特征作为图卷积网络模

块以及注意力模块的输入，学习视图的空间信息，并通

过注意力模块对视图加权学习最终得到三维模型特征

描述符 .  最后得到三维模型的分类结果 .
4. 1　视觉特征提取模块

基于视图的三维模型分类方法首先根据提前设置

好的相机位置对三维模型进行投影 .  然后将获取到的

视图序列输入到视觉特征提取网络中得到三维模型的

静态视觉特征 .
4. 1. 1　三维模型投影

目前，三维模型投影为二维视图的算法众多，可以将

三维模型随机的放置于球体或者正多面体中进行投影，

也可以根据用户实际需求在空间中随机设置相机位置进

行投影 .  不同的相机位置和相机数量对于三维模型分类

结果均有影响，之前已有学者对此展开了研究如：Rota⁃
tionNet［34］和等变多视图网络（Equivariant Multi-view Net⁃
works， EMV）［35］，分别通过旋转和组卷积的方式，对最佳

的视角设置进行研究 .  研究发现选用正十二面体这种具

有均匀空间分布的视角设置方式，可以取得更好的分类

效果 .  如图3所示，本文选用正十二面体的投影方法，不

指定垂直正向，将虚拟相机放置在围绕该三维模型的正

十二面的20个顶点上，得到20张投影视图 .

非
对
齐

对
齐

 

图1　三维模型的姿态
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4. 1. 2　静态视觉特征提取

本文采用的 ModelNet 数据集模型数量较多，训练

数据较大，因此本文选用 ResNet［36］网络提取视图的静

态视觉特征 .  ResNet的残差结构能在保证网络深度的

同时有效避免梯度消失问题 .
具体来说，本文选取 ResNet18 作为视觉特征提取

网络，给定一个三维模型 S，其对应的二维视图序列为

S(vi )= (v1 v2  × × ×v20 )  iÎ{12 × × ×20}，通过静态视觉特

征提取模块学习后可得到该三维模型静态视觉特征

F s
t = fcnn (S(vi ))  tiÎ{12 × × ×20}.

4. 2　时序特征提取模块

静态视觉特征包含的是视图中三维模型的形状、

姿态等静态信息 .  然而相机拍摄具有连续性，因此视图

间便具有了一种视角连续变换的动态时序信息，本文

使用动态时序特征提取视图间的时序信息 .  具体来说，

相机根据预先设置好的投影方式拍摄获取视图序列

S(vi )= (v1 v2  × × ×v20 )  iÎ{12 × × ×20}.  根据相机拍摄的

连续性，视图 vi  iÎ{12 × × ×20}之间便存在一定的上下

文信息，我们称之为视图间的动态时序信息 .
本文采用循环神经网络（Recurrent Neural Net⁃

work， RNN）提取视图间的时序信息，获取具有时序信

息的动态时序特征 .  图 4 为动态时序特征提取过程示

意图，其中F s
t 代表视图序列中第 t幅视图的静态视觉特

征，F s
t - 1 与F s

t + 1 为其相邻视图的静态视觉特征 .  表达式

如下所示：

F d
t = g(Vr Zt ) tÎ{12 × × ×20} （1）

Zt = h(Ur F s
t +Wr Zt - 1 ) tÎ{12 × × ×20} （2）

其中，g (×)和 h (×)为激活函数，F s
t 代表 t时刻的输出，Zt代

表 t时刻隐藏层的值，Vr 是隐藏层到输出层的参数，Ur

是输入层到隐藏层的参数，Wr 是每个时间点之间的

权重 .
本文将视图的静态视觉特征 F s

t 作为输入，输入到

时序特征提取模块中，得到视图的动态时序特征 F d
t =

frnn (F s
t )= frnn ( fcnn (S(vi )))  tiÎ{12 × × ×20}.

4. 3　图卷积网络模块

学习视图间的时序信息和空间信息对于三维模型

分类有着十分重要的作用 .  本文使用RNN对时序信息

进行学习，但RNN无法学习到视图的空间信息，学习到

的仅为一维的时序信息 .  为了弥补这一问题，本文使用

GCN 在空间上对视图进行建模，每一个视图对应于一

个图节点，通过邻居节点的信息传递获取多视图的三

维空间信息 .  时序特征提取模块和图卷积模块分别学

习了多视图的一维时序信息和三维空间信息，二者缺

一不可，共同提升了三维模型的分类准确率 .
CNN 利用卷积核对特征进行卷积操作，从而提取

所需特征 .  GCN 的原理与 CNN 类似，将欧氏空间的卷

积操作推广到非欧空间，通过卷积操作不断更新卷积

核的权重参数，聚合节点周围的信息，得到具有空间信

息的特征向量，进而完成后续的分类任务［37］.
本文的图结构 G = (VE)，如图 5 所示，将预先设置

好的相机位置作为图结构中顶点的集合V，视图间的空

间距离作为边的集合E，表达式如下所示：
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图3　正十二面体的投影方法
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V ={vi|"iÎ{12 × × ×20}} （3）
E ={eij|"ijÎ{12 × × ×20}} （4）

eij = dis(vi vj )  ijÎ{12 × × ×20} （5）
其中，vi为第 i个顶点所对应相机位置的坐标，eij为顶点

间的边，dis (×)表示欧氏距离 .  根据顶点间的边 eij找到

每个顶点的相邻顶点，表示为邻接矩阵A，表达式如下：

A =ψ(min dis(vi vj )；θ l )  ijÎ{12 × × ×20} （6）
其中，ψ (×)表示对数据进行索引后通过线性运算得到邻

接矩阵A，θ l为线性运算的参数 .

具体来说，图卷积中顶点V的特征H对应于三维模

型的动态时序特征 F d
t  tÎ{12 × × ×20}.  各个顶点之间

的关系组成一个 20×20的邻接矩阵 A，L =D -A表示图

上的拉普拉斯矩阵，其中D是度矩阵，归一化后的拉普

拉斯矩阵定义为 L = In -D
1
2 AD- 1

2，其中 In Î R20 ´ 20 是单

位矩阵，为规范化的邻接矩阵 .  GCN 层与层之间的关

系式如下：

H l + 1 = σ(D
1
2 AD- 1

2 H lW l
g ) （7）

其中，H l 为 l层顶点的特征，W l
g 为 l层的权重，σ (×)是激

活函数 .
本文使用两层图卷积神经网络进行训练，将动态

时序特征 F d
t  tÎ{12 × × ×20}通过两层 GCN 得到输出

F g
t  tÎ{12 × × ×20}，表达式如下：

F g
t = fgcn (AF d

t )= σ(Aσ(AF d
t W 0

g )W 1
g ) tÎ{12 × × ×20}  （8）

其中，Wg 为 GCN 的参数，σ (×)为激活函数，fgcn (×)为两层

GCN运算 .
4. 4　注意力模块

上述模块聚合了视图的静态视觉特征、动态时序

特征和空间位置信息 .  然而不同视图对于三维模型分

类的重要性是不同的 .  因此，本文引入注意力模块，根

据重要性不同对视图加权学习，对于三维模型分类更

具辨识力的视图赋予更高的权重 .
注意力模块由多头自注意力和多层感知器（Multi⁃

Layer Perceptron，MLP）构 成 ，以 动 态 时 序 特 征

F d
t tÎ{12 × × ×20}作为输入，输入到多头注意力块中执

行并行运算，输出值连接后通过MLP得到最终值，完成

多头注意力运算，表达式如下所示：

MultiHead(F d
t )= ϕ(Concat(head1  × × ×head4 )θm )    （9）

wi = softmax(MultiHead(F d
t )) itÎ{12 × × ×20}  （10）

其中，MultiHead (×)为多头注意力运算，Concat (×)为连接

运算，ϕ (×)为MLP运算，θm 是运算参数，head i 为第 i头的

注意力运算，wi为权重序列 .  多头注意力允许模型关注

来自不同特征维度的全局信息，而并行运算有效的提

高了实验效率和准确率，本文设置头数为4.
4. 5　分类模块

分 类 模 块 将 注 意 力 模 块 获 取 的 注 意 力 权 重

wi  iÎ{12 × × ×20} 和 图 卷 积 网 络 模 块 提 取 的 特 征

F g
t  tÎ{12 × × ×20}进行加权运算后输入到池化层，池化

后得到最终的特征描述符Ffinal，表达式如下：

Ffinal =max(F g
t wi ) （11）

将 Ffinal 输入到全连接层（Fully Connected Layer，
FC）中完成三维模型分类任务 .  本文的全连接层由两

层MLP构成，使用激活函数ReLU增加模型的非线性表

达能力，使用交叉熵损失函数训练分类网络，损失函数

表达式如下：

L =Lc (F final y) （12）
其中，y为类别标签，Lc为交叉熵损失 .
5　实验与分析

5. 1　实验

实验基于 Pytorch 建立三维模型分类网络框架，在

Intel Xeon E5-2678 v3 + RTX 2080 的 PC 机上进行实

验 .  每个三维模型由包含 20 个视图的视图序列表征，

首先采用ResNet18提取视图的静态视觉特征 .  然后将

其输出转化成［Batchsize， 20， 512］的形式输入到动态

时序特征提取网络，提取视图间时序信息，其中 512为

特征维度 .  接下来将含有时序信息的特征分别输入到

图卷积网络和多头自注意力网络，其中图卷积神经网

络的层数为 2，多头自注意力的头数Heads为 4，注意力

模块层数为8.  最后将两部分的输出进行加权运算得到

最终的模型特征描述符，实现端到端学习的网络结构 .
实验中采用随机梯度下降（Stochastic Gradient De⁃

scent，SGD）为优化器，其中网络的初始学习率为10-2，每

10次迭代学习率降低一半 .  在第 15次迭代的时候将学

习率改为10-3，衰减率为10-3，动量为0.9.  训练时我们使

用学习率预热策略［38］，学习率在第一轮迭代时从 0增加

到10-2，之后通过余弦函数将学习率从初始值降低到0.
5. 2　数据集

实 验 中 采 用 公 共 数 据 集 ModelNet10 和 Model⁃
Net40［39］，训练集和测试集比例是 4：1.  ModelNet10 有

10类，共3 991个三维模型，其中测试集有908个三维模

型 .  ModeolNet40有 40类，共 9 843个三维模型，其中测

试集有2 468个三维模型 .  本文将实验分为姿态对齐和

 

 

图5　图结构
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非对齐两种情况 .
5. 3　三维模型姿态对齐实验

为充分证明本文方法在姿态对齐数据集上的有效

性，我们在姿态对齐的 ModelNet10 和 ModelNet40 数据

集上进行实验，并与其他三维模型分类方法进行比较 .  
表 1综合对比了基于体素、基于点云和基于视图的算法

在ModelNet10和ModelNet40两个数据集上的分类准确

率 .  本文算法在 ModelNet10 数据集上取得了 99.3% 的

分类准确率，高于排名第二的 MVCLN 算法 3.7%.  在
ModelNet40数据集上取得了 97.4%的分类准确率，高于

排名第二的 3DRMS算法 2.4%，对比结果充分验证了本

文方法的有效性 .

5. 3. 1　分类结果分析

图 6 和图 7 分别列出了 ModelNet10 和 ModelNet40
的混淆矩阵，用于具体分析分类情况 .

从图 6 中可以看出，ModelNet10 数据集包括 bath⁃
tub、bed、chair、desk、dresser、monitor、night_stand、sofa、
table和 toile 10类三维模型 .  除了 dresser和 night_stand
这两类存在错分外，其余 8 类三维模型均取得了接近

100%的分类准确率 .  被错分的三维模型出现在 dresser
和 night_stand中的原因是这两个类别的三维模型极其

相似 .  从图 8 中可以看出，图 8（a）、（c），以及图 8（b）、

（d）虽然分属 dresser类和 night_stand类，但是三维模型

基本相同，因此极其容易被错分 .
从图 7 中可以看出，除了 cup 类外，其余类别的三

维模型都取得了 85% 以上的分类准确率 .  相比 Model⁃
Net10准确率有所下降，原因是ModelNet40中存在较多

的相似三维模型，如：bottle 类和 cup 类、flower_pot 类和

plant 类等 .  此外 ModelNet40 中某些类别类内差异很

大，如 plant类，三维模型是否包含花盆界定不明确 .  如
图 9（b）和（c），二者均为 plant类，但是图 9（b）中的三维

模型带有花盆，而图 9（c）中的三维模型不带花盆 .  
plant 类中包含花盆的三维模型在分类实验中易于与

flower_pot类中的三维模型造成混淆 .  如图 9（a）和（b），

二者属于不同的类，但是极其相似 .
5. 4　三维模型姿态非对齐实验

为了验证本文方法在非对齐数据集上的有效性，

我们在非对齐的 ModelNet10 和 ModelNet40 上进行实

验 .  为进一步研究不同旋转角度对于结果的影响，我们

将旋转角度从小到大划分，进行了 5组实验，分别为：随

机旋转角度（0°~30°）、随机旋转角度（30°~60°）、随机旋

转角度（60°~90°）、随机旋转角度（90°~135°）、随机旋转

角度（135°~180°），实验结果如表2所示 .
从 表 2 可 以 看 出 ，在 非 对 齐 的 ModelNet10 和

ModeNet40 数据集上，随着旋转角度的不断增大，三维

模型分类准确率有所下降，但并不明显 .  当随机旋转角

度为（0°~30°）时，三维模型的分类准确率最高，分别为

94.3%和 92.0%.  当随机旋转角度为（135°~180°）时，分

类准确率最低，分别为 93.4% 和 91.0%.  三维模型在随

机旋转大角度的分类准确率略低于随机旋转小角度的

分类准确率，在 ModelNet10 和 ModelNet40 上仅分别降

低了 0.9%和 1.0%，这充分说明了本文提出的方法在三

维模型姿态非对齐的情况下具有良好的鲁棒性，可以

有效降低因三维模型姿态未知对分类带来的负面

影响 .
本文方法在三维模型姿态非对齐的情况下，当随

机旋转角度（0°~30°）时，在 ModelNet10 和 ModelNet40

表1　模型分类准确率对比

算法

binVoxNetPlus[40]

VSL[41]

G3DNet[42]

PointNet++[43]

Nd-Networks[44]

VA-GCN[45]

3DRMS[46]

MVCNN[16]

LP-3DCNN[47]

SCFN[21]

PVR[20]

MVSG-DNN[11]

3D2SeqViews[19]

MVA-CNN[22]

MVCLN[23]

本文

输入

体素

点云

视图

视图

数据集

ModelNet10
92.3%
91.0%
93.1%
—

94.0%
—

—

—

94.4%
94.1%
92.7%
94.0%
94.6%
93.0%
95.6%
99.3%

ModelNet40
85.4%
84.5%
91.1%
90.7%
91.8%
94.3%
95.0%
90.1%
92.1%
93.1%
91.6%
92.3%
91.6%
92.1%
93.4%
97.4%

图6　ModelNet10混淆矩阵
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数据集上分类准确率与对齐相比，下降了 5% 和 5.4%.  
虽然有所下降，但仍然保持了一个较高的水平，这说明

了我们的方法即适用于三维模型姿态对齐的情况，也

适用于姿态非对齐的情况 .
5. 4. 1　姿态非对齐情况下分类准确率对比

在相同的实验条件下，将本文的非对齐数据集迁

图7　ModelNet40混淆矩阵

 

(a) dresser_272

 

(c) night_stand_174

 

(b) dresser_155

 

(d) night_stand_277
图8　ModelNet10中混淆不清的三维模型

 

(a) flower_pot_02
 

(b) plant_04
 

(c) plant_04
图9　ModelNet40中混淆不清的三维模型

表2　三维模型非对齐情况下的分类准确率

非对齐

旋转角度(0°~30°)
旋转角度(30°~60°)
旋转角度(60°~90°)
旋转角度(90°~135°)

旋转角度(135°~180°)

数据集

ModelNet10
94.3%
94.3%
93.9%
93.7%
93.4%

ModelNet40
92.0%
91.7%
91.5%
91.1%
91.0%
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移到 MVCNN［16］，GVCNN［17］，RotationNet［35］以及 View-

GCN［32］提出的分类网络上进行实验，并与本文方法进

行对比 .  如表 3所示，可以看出，在三维模型的非对齐

的情况下，MVCNN 在 ModelNet10 上的准确率仅为

90.1%，在ModelNet40上的准确率为88.4%，分类准确率

最低 .  而本文方法在两个数据集上的分类准确率分别

为 94.3% 和 92.0%，均优于其他四种方法，这说明了本

文方法在三维模型姿态非对齐的情况下的有效性 .

5. 4. 2　分类结果分析

图 10 和图 11 分别展示了 ModelNet10 和 Model⁃
Net40 数据集随机旋转（0°~30°）的混淆矩阵 .  可以看

出，在三维模型姿态非对齐的情况下，仍然有很好的分

类准确率 .  原因在于：（1）本文方法充分提取了视图间

的动态时序特征；（2）通过采用图卷积网络模块，有效

获取了视图间的空间位置信息 .  因此，本文方法对于姿

态非对齐的三维模型分类是有效的 .

从图 10中可以看出，chair和 toilet的分类准确率达

到了 100%，bathtub、bed、dresser、monitor、sofa、table的分

类准确率均在 90%以上，desk和 night_stand表现稍差 .  
其中最差的是 night_stand，准确率为 81%，有 15% 的三

维模型错分为 dresser.  从图 11 中可以看出，非对齐的

情况下除了 flower_pot、dresser 以及 night_stand，其余类

别的分类准确率均在 80% 以上，整体分类准确率仍然

处 于 较 高 水 平 .  flower_pot 和 plant，night_stand 和

dresser，正是上文中提到的极容易混淆的类别 .
5. 5　消融实验

5. 5. 1　模块消融性实验

本文的三维模型分类网络框架由五个模块构成，

分别为：视觉特征提取模块（视觉）、时序特征提取模块

（时序）、图卷积网络模块（图卷积）、注意力模块（注意

力）和分类模块（分类）.  为验证这些模块在提升网络分

类性能上的有效性，本文在保证其他条件不变的情况

下进行消融实验，实验设置为：（1）视觉+分类；（2）视

觉+时序+分类；（3）视觉+图卷积+分类；（4）视觉+时序+
图卷积+分类；（5）视觉+时序+图卷积+注意力+分类（本

文方法）.  在三维模型对齐和非对齐的情况下均进行实

验，实验结果如表4所示 .
从表 4中可以看出，当分类网络包含所有模块时，

达到最好的分类效果 .  在三维模型对齐和非对齐的情

况下，视觉+时序+分类相比视觉+分类，分类准确率分

别提升了 1.8% 和 1.1%，而视觉+图卷积+分类相比视

觉+分类，分类准确率提升了 3.4%和 2.8%，显然图卷积

网络模块对分类效果提升最为明显 .  可以看出有效的

学习视图间的空间关系对三维模型的分类有着至关重

要的作用 .

5. 5. 2　投影方式对比

为评估三维模型的投影方式对分类的影响 .  本
文采用的投影方法与 MVCNN［16］提出的 12 视角以及

40 视角［12］的投影方法进行了对比 .  实验结果如表 5
所示 .

从表 5中可以看出，在 ModelNet10上，无论三维模

型是对齐还是非对齐的，20 个视角均取得了最好的实

验效果 .  MVCNN 将视点全部设置于北纬 30°上，相比

MVCNN的投影方式，正十二面体的投影方式具有更加

均匀的空间分布，可以全方位的表示三维模型 .  虽然

40 视角的投影方式同样均匀分布在空间中，但是由于

存在冗余视图，导致分类准确率降低 .
网络模型的参数量不会随着视角数量增加而改

变，然而计算量会增加，ModelNet10以 12个视角投影共

得到 47 892张视图，以 20视角投影得到 79 820张视图，

以 40 视角投影得到 159 640 张视图，可以看出 40 视角

表4　不同模块下的分类准确率

算法

视觉+分类

视觉+时序+分类

视觉+图卷积+分类

视觉+时序+图卷积+分类

本文

对齐

ModelNet40
91.7%
93.5%
95.1%
96.2%
97.4%

旋转角度(0°~30°)
ModelNet40

87.4%
88.5%
90.2%
91.4%
92.0%

图10　非对齐ModelNet10混淆矩阵

表3　非对齐下分类准确率对比

方法

MVCNN[16]

GVCNN[17]

RotationNet[35]

View-GCN[32]

本文

旋转角度(0°~30°)
ModelNet10

90.1%
91.0%
92.9%
94.0%
94.3%

ModelNet40
88.4%
89.5%
91.3%
91.8%
92.0%
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无论是从计算量还是准确率上都明显低于 20视角，虽

然 12视角的计算量相对较少但是无论是对齐还是非对

齐的情况下分类准确率都明显低于 20视角 .  因此通过

实验证明，本文所使用的投影方式分类准确率最高并

且计算量适中 .
5. 5. 3　注意力模块

表 6展示了在不同头数和层数下，ModelNet10随机

旋转角度（0°~30°）时的分类准确率和参数量 .  通过实

验可以看出，在层数相同的情况下，使用多头注意力取

得了比单头注意力更好的分类准确率，且参数量不会

增长 .  此外，头数为 4和头数为 8时取得了相同的分类

准确率，然而头数为 8 相比头数为 4 有更多的参数量，

因此头数足够的情况下再增加头数反而导致实验效率

下降 .  多头注意力通过并行运算，有助于网络捕捉到更

丰富的特征信息 .  综合考虑实验准确率和效率，本文设

置多头自注意力的头数为4，层数为8.

5. 5. 4　时序特征提取模块

表 7展示了动态时序特征提取模块选用不同模型

对实验效果的影响 .  基线是指视觉+图卷积+分类的网

络模型，分别对比在动态时序特征提取模块采用LSTM
或RNN的实验结果 .

从表 7 中可以看出，动态时序特征提取模块采用

图11　非对齐ModelNet40混淆矩阵

表6　不同头数和层数注意力块下的分类性能

头数

1
2
4
4
4
8

层数

12
12
12
8
6

12

ModelNet10
93.9%
93.9%
94.1%
94.3%

94.0%
94.3%

参数量

50.3  M
50.3  M
50.3  M
37.7  M
37.4  M
50.3  M

表5　不同投影方式下的分类准确率

相机数量

12视角

20视角

40视角

ModelNet10
旋转角度(0°~30°)

93.1%
94.3%

93.7%

对齐

97.1%
99.3%

97.8%

参数量

37.7 M
37.7 M
37.7 M
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LSTM 或 RNN 的分类准确率均高于基线 .  LSTM 作为

RNN的一种变体，在结构中引入了门机制，分别是遗忘

门、输入门和输出门，有效的解决了 RNN 由于梯度弥

散，导致在序列长度很长时，无法在较后的时间步中按

照梯度更新较前时间步的权重矩阵，使得在长时间步

过后，网络模型将无法再获取有效的前向序列记忆信

息这一问题 .  而正因为门机制对输入信息的过滤，对短

序列输入来说，会损失一些重要的特征信息，导致实验

效果下降 .  本文的视图序列属于短序列输入，因此使用

没有门机制的 RNN 作为动态时序特征提取网络，减少

了视图时序信息的损失，取得了更好的实验效果 .  相比

LSTM 在 ModelNet10 和 ModelNet40 数据集上的分类准

确率，采用RNN使分类准确率提高了0.3%和0.4%.

6　结论

本文提出了一种适用于三维模型姿态对齐和非对

齐两种情况的分类方法 .  该方法将三维模型表征为多

视图序列，通过视觉特征提取模块、时序特征提取模

块、注意力模块和图卷积网络模块，充分融合了多视图

序列的静态视觉特征、动态时序特征、空间信息，并根

据视图的重要性不同，赋予不同的权重，形成具有代表

性的模型特征描述符，实现了对三维模型的分类，取得

了良好的实验效果 .  实验结果表明，在三维模型姿态对

齐的情况下，本文方法均优于现有方法 .  在三维模型姿

态非对齐的情况下，随着旋转角度的增加，分类准确率

均较高并且变化不大，证明了本文方法的鲁棒性和有

效性 .
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